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Introducción

Consideremos dos rectas r1 y r2 del plano que se cortan en el punto P . Si
partiendo de un punto P0 formamos la sucesión de puntos que se obtiene proyec-
tando ortogonalmente de forma alternada sobre las rectas r1 y r2 los puntos que
se van obteniendo se recae en una sucesión que converge al punto P . El algoritmo
de Dykstra es la generalización de este resultado cuando r1 y r2 se reemplazan
por dos conjuntos convexos y cerrados K1 y K2 de un espacio de Hilbert, con
intersección no vaćıa K, y a partir de un punto P0 se construye la aproximación
óptima a P0 en K = K1 ∩ K2 resolviendo sucesivamente y de forma alternada
problemas de aproximación óptima en K1 y K2. En muchas situaciones prácticas
la computación de estas aproximaciones óptimas son relativamente fáciles de ob-
tener: por ejemplo, cuando los Ki son semiespacios, hiperplanos, subespacios de
dimensión finita (algoritmo de Von Neumann) o algunas clases de conos.

Los algoritmos de Von Neumann y de Dykstra son ejemplos de métodos de
proyecciones alternadas. Con este nombre se denota una clase general de méto-
dos que reducen el problema general de aproximar un elemento de un espacio
de Hilbert en una intersección de conjuntos mediante la solución alternada de
problemas de aproximación más sencillos sobre cada uno de los conjuntos que
forman dicha intersección.

Las técnicas de proyecciones alternadas aparecen frecuentemente en el trata-
miento de problemas de aproximación tales como:

1. Solución de sistemas lineales (método de Kaczmarz).

2. Problemas de mı́nimos cuadrados con restricciones para matrices.

3. Aplicaciones en probabilidad y estad́ıstica (aplicación al problema de esti-
mación de matrices de covarianza con un patrón dado).

4. Métodos secante para la aproximación de ceros de sistemas no lineales.

5. Problemas de factibilidad convexa.

6. Problemas de programación convexa.

En cuanto a las aplicaciones de los algoritmos basados en las proyecciones
alternadas, éstas son muy diversas: restauración de imágenes, recuperación de
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señales, redes neuronales y reconocimiento de patrones, teoŕıa de juegos, diseño
de antenas, ciencia de materiales y compresión de datos, entre otras.

El trabajo tiene como objetivo presentar el análisis de los algoritmos de Von
Neumann y Dykstra de forma autocontenida desarrollando todos los elementos
técnicos necesarios que permiten la prueba y no forman parte del curriculum del
plan de estudios del Grado en Matemáticas de la Universidad de Valladolid.

En el caṕıtulo 1 se reunen además de resultados fundamentales de la teoŕıa
de espacios de Hilbert estudiados en la asignatura de Introducción a los espacios
de funciones, otros resultados como la caracterización de Kolmogorov de la me-
jor aproximación en un convexo, cerrado, no vacio de un espacio de Hilbert; el
concepto de convergencia débil; la compacidad débil de los conjuntos acotados de
un espacio de Hilbert y el teorema fuerte de separación para convexos cerrados
de un espacio de Hilbert.

El caṕıtulo aborda el teorema de Von Neumann de aproximación óptima a un
elemento de un espacio de Hilbert en la intersección de los subespacios cerrados
M1,M2 de H. La demostración de Von Neumann utiliza las propiedades de los
operadores de proyección para establecer que la sucesión de iterantes del produc-
to de dos proyecciones converge puntualmente al operador proyección sobre la
intersección de los subespacios.

En el caṕıtulo 3 consideraremos la situación general de la mejor aproximación
en un conjunto que es intersección no vaćıa de un número finito de conjuntos
convexos cerrados. Ocurre que la sucesión de las proyecciones alternadas sobre
cada uno de los convexos cerrados que forman la intersección no converge hacia la
mejor aproximación en la intersección. Dykstra introduce una modificación del al-
goritmo de Von Neumann que permite recuperar la convergencia y la optimalidad
de la aproximación. El teorema de convergencia en este contexto está asociado
a los nombres de Dykstra y Boyle. Aunque históricamente la generalización del
algoritmo de Von Neumann a más de dos subespacios es anterior al algoritmo
de Dykstra, en este caṕıtulo obtenemos dicha generalización como corolario del
teorema de Dykstra-Boyle (teorema de Halpenin).

El último capitulo ilustra con experimentos numéricos la efectividad del al-
goritmo de Dykstra en un problema de aproximación mı́nimos cuadrados en la
norma de Frobenius de una matriz general por una matriz en un conjunto con-
vexo caracterizado por varias restricciones de distinta naturaleza. Los programas
Matlab utilizados en estos experimentos se incluyen como anexo a la memoria.

Para terminar con la introducción me gustaŕıa agradecer a mi tutor Luis M.
Abia por su dedicación y ayuda, a mi familia y a todos los profesores y amigos de
Valladolid, Coimbra y Granada que me han acompañado durante estos muchos
años y han hecho este viaje más liviano.

viii



Caṕıtulo 1

Conceptos básicos

1.1. Producto interno

Daremos una nociones básicas y propiedades del producto interno que facili-
tarán la comprensión del trabajo.

Definición 1.1 Sea X un espacio vectorial real. Llamamos espacio con pro-
ducto interno a X si para cada par de elementos x, y de X esta definido un
escalar real 〈x, y〉 con las siguientes propiedades (∀x, y, z ∈ X y α ∈ R)

1. 〈x, x〉 ≥ 0.

2. 〈x, x〉 = 0 si y solo si x = 0.

3. 〈x, y〉 = 〈y, x〉.

4. 〈αx, y〉 = α〈x, y〉.

5. 〈x+ y, z〉 = 〈x, z〉+ 〈y, z〉.

La función 〈·, ·〉 de X×X es llamada producto interno. De las propiedades (1)
y (2) obtenemos que es definida positiva y de la (3) que es simétrica. Usando las
propiedades (4) y (5) podemos ver que

〈
n∑
1

αixi, y〉 =
n∑
1

αi〈xi, y〉

para cualesquiera αi, i = 1, 2, ..., n reales y xi ∈ X De la propiedad anterior y de
la (3) concluimos

〈x,
n∑
1

αiyi〉 =
n∑
1

αi〈x, yi〉.

De aqúı en adelante asumiremos que, salvo especificar lo contrario, X es un
espacio con producto interno real.
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Definición 1.2 Para todo x ∈ X definimos la norma como

‖x‖ =
√
〈x, x〉.

Teorema 1.3 Desigualdad de Schwarz. Para cada par x, y ∈ X,

|〈x, y〉| ≤ ‖x‖‖y‖.

La desigualdad estricta se da si y solo si x e y son linealmente dependientes

Demostración: Consideremos x e y linealmente dependientes, es decir x = αy
para algún α escalar no nulo, entonces ambos lados de la igualdad son |α|‖y‖2. En
caso de que fueran linealmente independientes , ∀λ escalar tenemos que x−λy 6= 0
, entonces

0 < 〈x− λy, x− λy〉 = ‖x‖2 − 2λ〈x, y〉+ λ2‖y‖2.
Haciendo λ = 〈x, y〉‖y‖−2 concluimos que

0 < ‖x‖ − |〈x, y〉|2‖y‖−2,

de donde tenemos la desigualdad estricta.
�

Propiedades 1.4 La norma tiene estas propiedades

1. ‖x‖ ≥ 0.

2. ‖x‖ = 0 si y solo si x = 0.

3. ‖αx‖ = |α|‖x‖.

4. ‖x+ y‖ ≤ ‖x‖+ ‖y‖.

5. |‖x‖ − ‖y‖| ≤ ‖x− y‖.

Demostración: Las propiedades (1), (2) y (3) vienen dadas por las propiedades
del producto interno. Para demostrar la (4) recurriremos a la desigualdad de
Schwarz 1.3

‖x+y‖2 = 〈x+y, x+y〉 = ‖x‖2+2〈x, y〉+‖y‖2 ≤ ‖x‖2+2‖x‖‖y‖+‖y‖2 = (‖x‖+‖y‖)2

que implica (4) (Llamada desigualdad triangular).
Usaremos (4) para demostrar (5)

‖x‖ = ‖(x− y) + y‖ ≤ ‖x− y‖+ ‖y‖

tenemos ahora
‖x‖ − ‖y‖ ≤ ‖x− y‖.

Intercambiando los papeles de la x e y llegamos a

‖y‖ − ‖x‖ ≤ ‖y − x‖

que, combinándolos, llegaŕıamos a (5). �
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Proposición 1.5 Ley del paralelogramo Para todo x, y en un espacio con
producto interno

‖x+ y‖2 + ‖x− y‖2 = 2(‖x‖2 + ‖y‖2).

Demostración:

‖x± y‖2 = 〈x± y, x± y〉 = ‖x‖2 ± 2〈x, y〉+ ‖y‖.

Sumando ambos casos llegamos al resultado. �

Vamos a dar unos ejemplos de espacios con producto interno.

Ejemplo 1.6 En el espacio Rn, el producto

〈x, y〉 = x1y1 + ...+ xnyn =
n∑
i

xiyi

define un producto interno, cuya norma es

‖x‖ =

(
n∑
i

x2i

) 1
2

.

Ejemplo 1.7 En el espacio C0[a, b] de las funciones continuas en el intervalo
[a, b], el producto

〈x, y〉 =

∫ b

a

x(t)y(t)dt

define un producto interno, y su norma viene dada por

‖x‖ =

[∫ b

a

x2(t)dt

] 1
2

.

Ejemplo 1.8 En el espacio L2[a, b] de las funciones medibles de Lebesgue que
son de cuadrado integrable en el intervalo [a, b], el producto

〈x, y〉 =

∫ b

a

x(t)y(t)dt

define un producto interno, y su norma viene dada por

‖x‖ =

[∫ b

a

x2(t)dt

] 1
2

.

Ejemplo 1.9 En el espacio Rn×n, de las matrices reales n× n,

〈A,B〉 = traza(ATB)

define un producto interno y su norma asociada, es la norma de Frobenius, defi-
nida

‖AF‖ =
(
traza(ATA)

) 1
2 =

(
n∑

i,j=1

a2ij

) 1
2

.
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Definición 1.10 Llamamos a dos vectores x e y ortogonales, escrito x ⊥ y,
si 〈x, y〉 = 0. Decimos que un vector x es ortogonal a un conjunto Y , y
escribiremos x ⊥ Y , si para todo y ∈ Y , x ⊥ y. Un conjunto A es llamado
conjunto ortogonal si para cualquier par de vectores x, y ∈ A, se tiene x ⊥ y.
Un conjunto ortonormal es un conjunto ortogonal donde cada vector tiene
norma 1, es decir

〈xi, xj〉 = δij =

{
0 si i 6= j
1 si i = j

Como en cualquier espacio Euclideo de dimension 2, existe una versión análoga
del teorema de Pitágoras para cualquier espacio con producto interno.

Teorema 1.11 Teorema de Pitágoras Sea x1, x2, ..., xn un conjunto ortogonal.
Entonces, ∥∥∥∥∥

n∑
1

xi

∥∥∥∥∥
2

=
n∑
1

‖xi‖2.

Demostración:∥∥∥∥∥
n∑
1

xi

∥∥∥∥∥
2

=

〈
n∑
1

xi,
n∑
1

xj

〉
=
∑
i

∑
j

〈xi, xj〉 =
n∑
1

‖xi‖2.

�

A continuación daremos algunas definiciones y conceptos relacionados con la
topoloǵıa necesarios para el grueso de este trabajo.

Definición 1.12 Una sucesión de vectores xn en X se dice que converge a
x ∈ X y x es el ĺımite de xn, denotado por xn → x o x = ĺımxn , cuando
ĺımn→∞ ‖xn − x‖ = 0. Es decir, para cada ε > 0 existe un N entero tal que

‖xn − x‖ < ε para todo n ≥ N.

Teorema 1.13 Si xn → x, yn → y para un escalar αn → α entonces

1. ‖xn‖ → ‖x‖.

2. 〈xn, yn〉 → 〈x, y〉.

3. xn + yn → x+ y.

4. αnxn → αx.
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Demostración:

1. Trivial usando la propiedad (5) de las propiedades de la norma 1.4.

2. Usando la Desigualdad de Scharwz 1.3 tenemos

|〈xn, yn〉 − 〈x, y〉| = |〈xn − x, yn〉+ 〈x, yn − y〉|

≤ |〈xn − x, yn〉|+ |〈x, yn − y〉| ≤ ‖xn − x‖‖yn‖+ ‖x‖‖yn − y‖ → 0.

3.

‖xn + yn − (x+ y)‖ ≤ ‖xn − x‖+ ‖yn − y‖ → 0.

4.

‖αnxn − αx‖ = ‖αn(xn − x) + (αn − α)x‖

≤ |αn|‖xn − x‖+ |αn − α|‖x‖ → 0.

�

Definición 1.14 Una sucesión {xn} se dice que es una sucesión de Cauchy
si para cada ε > 0, existe un N entero tal que

‖xn − xm‖ < ε para todo n,m ≥ N.

Definición 1.15 Un conjunto no vaćıo B se dice acotado si sup{‖x‖ | x ∈
B} <∞.

Los espacios con producto interno en los que cada sucesión de Cauchy converge
tienen muy buenas propiedades. Por ello vamos a llamarlos de una forma espećıfi-
ca.

Definición 1.16 Decimos que un espacio con producto interno X es completo
o un espacio de Hilbert si cada sucesión de Cauchy en X converge a un punto
x ∈ X.

1.2. Mejor aproximación

En esta sección nos dedicaremos a describir el problema general de la mejor
aproximación en un espacio de producto interno y demostraremos la unicidad
para conjuntos convexos.
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Definición 1.17 Sea K un conjunto no vaćıo de un espacio con producto interno
X y sea x ∈ X. Decimos que el elemento yo ∈ K es la mejor aproximación a
x desde K si

‖x− yo‖ = d(x,K)

donde d(x,K) = ı́nfy∈K ‖x − y‖, llamada distancia de x a K. Al conjunto de
todas las mejores aproximaciones de x en K (puede ser vaćıo) lo denotamos PK(x)
y esta definido

PK(x) = {y ∈ K | ‖x− y‖ = d(x,K)}.

Esto define una aplicación PK(x) de X en subconjuntos de K llamada proyec-
ción métrica sobre K. Si para cada x ∈ X existe por lo menos una mejor
aproximación en K ,decimos que K es conjunto proximinal. En caso de que
exista exactamente una única mejor aproximación llamaremos a K conjunto de
Chebyshev. Cuando K es un conjunto de Chebyshev, PK(x) es una aplicación
univalorada de X → X para todo x ∈ X.

Definición 1.18 Decimos que un subconjunto K de X es convexo si para todo
x, y ∈ K y λ ∈ [0, 1] tenemos que λx+ (1− λ)y ∈ K.

Definición 1.19 Un subconjunto C de X es un cono convexo si αx+ βy ∈ C
para todo x, y ∈ C y α, β ≥ 0

Proposición 1.20 Sea K un subconjunto convexo de X, entonces cada x ∈ X
tiene como máximo una mejor aproximación en K. En particular, todo conjunto
convexo proximinal es Chebyshev.

Demostración: Sea x ∈ X y supongamos que tanto y1 como y2 están en PK(x).
Entonces (y1 + y2)/2 ∈ K por convexidad y tenemos

d(x,K) ≤ ‖x−1

2
(y1+y2)‖ = ‖1

2
(x−y1)+

1

2
(x−y2)‖ ≤

1

2
‖x−y1‖+

1

2
‖x−y2‖ = d(x,K).

La igualdad tiene que mantenerse en las desigualdades. Por la condición de igual-
dad de la desigualdad triangular, x−y1 = λ(x−y2) para algun λ ≥ 0. Pero como
‖x − y1‖ = ‖x − y2‖ = d(x, k) obliga a que λ = 1 y, por tanto, y1 = y2. Con lo
que es única. �

Definición 1.21 Dado K ⊂ X no vaćıo e y ∈ X, denotamos

y +K = {y + x | x ∈ K}.

Propiedades 1.22 Sea K un subconjunto de X no vaćıo. Se tiene

1. d(x+ y,K + y) = d(x,K) para todo x, y ∈ X.

2. PK+y(x+ y) = PK(x) + y para todo x, y ∈ X.

3. d(αx, αK) = |α|d(x,K) para todo x ∈ X, α ∈ R.
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4. PαK(αx) = αPK(x) para todo x ∈ X, α ∈ R.

5. K es proximal (respectivamente Chebyshev) si y solo si K + y es proximal
(respectivamente Chebyshev) para cualquier y ∈ X dado.

6. K es proximal (respectivamente Chebyshev) si y solo si αK es proximal
(respectivamente Chebyshev) para cualquier α ∈ R dado.

Demostración:

1. Para cualquier x, y ∈ X se tiene

d(x+ y,K + y) = ı́nf
z∈K
‖x+ y − (z + y)‖ = ı́nf

z∈K
‖x− z‖ = d(x,K).

2. Usando (1) y0 ∈ PK+y(x + y) si y solo si y0 ∈ K + y y ‖x + y − y0‖ =
d(x+ y,K + y); si y solo si y0− y ∈ K y ‖x− (y0− y)‖ = d(x,K); si y solo
si y0 − y ∈ PK(x), esto es y0 = PK(x) + y.

3. Tenemos que

d(αx, αK) = ı́nf
y∈K
‖αx− αy‖ = |α| ı́nf

y∈K
‖x− y‖ = |α|d(x,K).

4. Si α = 0 es trivial. En caso contrario, usando (3) vemos que y0 ∈ PαK(αx);
si y solo si y0 ∈ αK y ‖αx − y0‖ = d(αx, αK) si y solo si 1

α
y0 ∈ K y

|α|‖x− 1
α
y0‖ = |α|d(x,K). Sin embargo, esto es equivalente a 1

α
y0 ∈ PK(x),

es decir, y0 ∈ αPK(x).

5. Trivial usando (2).

6. Trivial usando (4).

�

Proposición 1.23 Los conjuntos proximinales son cerrados. Sea K un
conjunto proximinal de X, entonces K es cerrado.

Demostración: Supongamos que K no fuese cerrado. Existiŕıa una sucesión
{xn} en K tal que xn → x y x /∈ K. Entonces d(x,K) ≤ ‖x − xn‖ → 0, con
lo que d(x,K) = 0. Pero como ‖x − y‖ > 0 para cada y ∈ K, contradice que
PK(x) 6= Ø. �

Definición 1.24 Sea K un subconjunto no vaćıo de X. Lo llamamos

1. completo si cada sucesión de Cauchy en K converge a un punto en K.

2. aproximadamente compacto si para cada x ∈ X dado, toda sucesión
{yn} en K con ‖x − yn‖ → d(x,K) tiene una subsucesión que converge a
un punto en K.
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Con estas nociones ya podemos demostrar la existencia y unicidad de la mejor
aproximación en espacios convexos.

Proposición 1.25 Existencia de la mejor aproximación

1. Todo conjunto compacto es proximinal.

2. Todo conjunto cerrado, completo y convexo es un conjunto de Chebyshev.

Demostración:

1. Sea K aproximadamente compacto y x ∈ X. Suponemos sin perdida de
generalidad que x /∈ K y escogemos una sucesión minimizante {yn} en K
para x. Sea {ynj

} una subsucesión que converge a algún y ∈ K; aplicando
el teorema 1.13

‖x− y‖ = ĺım ‖x− ynj
‖ = d(x,K).

Con lo que y es mejor aproximación a x desde K, y por ende, K es proxi-
minal.

2. Sea K un conjunto completo y convexo, fijamos un x ∈ X. Supongamos
que {yn} es minimizante para x: ‖x − yn‖ → d(x,K). Entonces aplicando
el teorema del paralelogramo

‖yn − ym‖2 = ‖(x− ym)− (x− yn)‖2

= 2(‖x− ym‖2 + ‖x− yn‖2)− ‖2x− (ym + yn)‖2

= 2(‖x− ym‖2 + ‖x− yn‖2)− 4‖x− 1

2
(ym + yn)‖2.

Al ser K convexo, 1
2
(yn + ym) ∈ K y por tanto

‖yn − ym‖2 ≤ 2(‖x− ym‖2 + ‖x− yn‖2)− 4d(x,K)2.

Como {yn} es una sucesión minimizante para x, la parte de la derecha tiende
a cero conforme n y m tienden a infinito. Con lo que {yn} es una sucesión
de Cauchy y, al ser K completo, {yn} converge a algún punto y ∈ K, por lo
que K es aproximadamente compacto. Por la primera parte, K es proximal
y, con la proposición 1.20 y el hecho de que K es convexo, terminamos.

�

Proposición 1.26 Unicidad de la mejor aproximación. Cada subconjunto
cerrado y convexo no vaćıo de un espacio de Hilbert es un conjunto (aproxima-
damente compacto) de Chebyshev.
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Demostración: Sea K un subconjunto cerrado y convexo de un espacio de
Hilbert X . Por la proposición 1.25(2) será suficiente verificar que K es completo.
Sea ahora {yn} una sucesión de Cauchy en K. Al ser X completo, existe un y ∈ X
tal que yn → y. Como K es cerrado, y ∈ K y por tanto K es completo. �

Vistas la existencia y unicidad de la mejor aproximación, veamos ahora dos
caracterizaciones para casos particulares: para conjuntos convexos y para subes-
pacios convexos.

Proposición 1.27 Caracterización de la mejor aproximación para con-
juntos convexos (Criterio de Kolmogorov). Sea K un subconjunto convexo,
cerrado, no vaćıo, de un espacio H de Hilbert y sea x ∈ X . Entonces existe un
único y0 ∈ K tal que ‖x−y0‖ ≤ ‖x−y‖ para todo y ∈ K. Ademas, una condición
necesaria y suficiente para que y0 sea el único vector que minimiza ‖x−y‖ es que
satisfaga

〈x− y0, y − y0〉 ≤ 0 para todo y ∈ K.

Demostración: La existencia y unicidad de la mejor aproximación es conse-
cuencia de las proposiciones 1.25 y 1.26. Veamos la caracterización.

Si se tiene la desigualdad e y ∈ K, entonces

‖x− y0‖2 = 〈x− y0, x− y0〉 = 〈x− y0, x− y〉+ 〈x− y0, y − y0〉

≤ 〈x− y0, x− y〉 ≤ ‖x− y0‖‖x− y‖

por la desigualdad de Schwarz 1.3. Por tanto ‖x − y0‖ ≤ ‖x − y‖ e y0 ∈ K.
Supongamos ahora que no se tiene la desigualdad, entonces 〈x − y0, y − y0〉 > 0
para algún y ∈ K. Por convexidad tenemos que para cualquier λ ∈ (0, 1), el
elemento yλ = λy + (1− λ)y0 ∈ K y

‖x− yλ‖2 = 〈x− yλ, x− yλ〉 = 〈x− y0 − λ(y − y0), x− y0 − λ(y − y0)〉

= ‖x− y0‖2 − 2λ〈x− y0, y − y0〉+ λ2‖y − y0‖2

= ‖x− y0‖2 − λ[2〈x− y0, y − y0〉 − λ‖y − y0‖2].

El término entre corchetes es positivo para cierto λ > 0 suficientemente pe-
queño, y por tanto ‖x− yλ‖ < ‖x− y0‖2. Entonces y0 6= PK(x).

�

Proposición 1.28 Caracterización de la mejor aproximación para subes-
pacios. Sea M un subespacio en X, y sean x ∈ X e y0 ∈M . Entonces y0 = PM(x)
si y solo si x− y0 ∈M⊥, es decir

〈x− y0, y〉 = 0 para todo y ∈M.

La idea geométrica seŕıa: y0 es la mejor aproximación a x si y solo si x − y0
es ortogonal a M .
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Corolario 1.29 Las ecuaciones normales. Sean {x1, x2, ..., xn} una base de
un subespacio M n-dimensional de X. Entonces M es Chevyshev y para cada
x ∈ X se tiene

PM(x) =
n∑
1

αixi

donde los escalares αi son la única solución a las ecuaciones normales

n∑
i=1

αi〈xi, xj〉 = 〈x, xj〉 (j = 1, 2, ..., n).

En particular, si {x1, x2, ..., xn} es una base ortonormal de M , entonces

PM(x) =
n∑
i=1

〈xi, xj〉 para todo x ∈ X.

Demostración: Fijamos x ∈ X e y0 ∈ M . Entonces, para algunos αi tenemos
y0 =

∑n
1 αixi. Aplicando la caracterización de mejor aproximación para subspa-

cios 1.28 tenemos que y0 = PM(x) y 〈x − y0, y〉 = 0 para todo y ∈ M son equi-
valentes . Al ser también equivalentes a 〈x− y0, xj〉 = 0 para cada j = 1, 2, ..., n,
tenemos la primera parte. Si {x1, x2, ..., xn} es ortonormal, entonces 〈xi, xj〉 = δij
por tanto αi = 〈x, xi〉 para cada i y se cumple la segunda parte. �
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Teorema 1.30 Sea M un subespacio de Chebyshev de un espacio de Hilbert H.
Entonces

1. M⊥ es un subespacio de Chebyshev.

2. x = PM(x)+PM⊥(x) para todo x ∈ H. Más concretamente, I = PM +PM⊥ ,
donde I es el la aplicación identidad I(x) = x para todo x.

Demostración: Para probar (1) y (2), sea x ∈ H e y0 = x − PM(x). Por la
caracterización de mejor aproximación para subespacios 1.28, y0 ∈M⊥ y y0⊥(x−
y0). Para todo y ∈M⊥,

〈x− y0, y〉 = 〈PM(x), y〉 = 0.

Por tanto x− y0 ∈ (M⊥)⊥ e y0 = PM⊥(x). Esto prueba que M⊥ es un subespacio
de Chebyshev y que x = PM(x) + PM⊥(x). �

1.3. Convergencia débil

Hablaremos ahora sobre la convergencia débil y algunos resultados que derivan
de ella, que serán necesarios para el Caṕıtulo 4.

Definición 1.31 Una sucesión {xn} en un espacio con producto interno X se
dice que converge débilmente a x , escrito xn

w→ x si

〈xn, y〉 → 〈x, y〉 para todo y ∈ X.

Lema 1.32 1. Si xn → x entonces xn
w→ x (no es rećıproco en general).

2. xn → x si y solo si xn
w→ x y ‖xn‖ → ‖x‖.

Demostración:

1. Para todo y ∈ X se tiene

|〈xn, y〉 − 〈x, y〉| = |〈xn − x, y〉| ≤ ‖xn − x‖‖y‖ → 0,

entonces 〈xn, y〉 → 〈x, y〉, que es la definición de convergencia débil.

2. La primera implicación esta demostrada en (1) y en el teorema 1.13. Veamos
la segunda. Si xn converge débilmente a x

‖xn − x‖2 = ‖xn‖2 − 2〈xn, x〉+ ‖x‖2 → ‖x‖2 − 2〈x, x〉+ ‖x‖2 = 0,

es decir, xn → x.
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Teorema 1.33 Teorema de la convergencia débil. Toda sucesión acotada
en un espacios de Hilbert tiene una subsucesión que converge débilmente.

Demostración: Sea {xn} una sucesión en un espacio de HilbertH, con ‖xn‖ ≤ c
para todo n. Consideremos {〈x1, xn〉}, una sucesión de números reales acotada,
ya que |〈x1, xn〉| ≤ ‖x1‖‖xn‖ ≤ c2. Al ser acotada existe una subsucesión que
converge: 〈x1, x1(n)〉 → δ1 ∈ R cuando n→∞. De la misma manera, {〈x2, x1(n)〉}
está acotada y tiene una subsucesión convergente: 〈x2, x2(n)〉 → δ2 ∈ R cuando
n → ∞. Continuando de esta manera vemos que para todo k ∈ N hay una
subsucesión {xk(n)} de {x(k−1)(n)} tal que 〈xk, xk(n)〉 → δk ∈ R cuando n → ∞.
Entonces la sucesión ”diagonal”{xn(n)} es una subsucesión de {xn} tal que, para
cada k ∈ N,

〈xk, xn(n)〉 → δk cuando n→∞ (1.1)

Sea

M = {x ∈ H | ĺım
n
〈x, xn(n)〉 existe}

y definimos f en M como

f(x) = ĺım
n
〈x, xn(n)〉 x ∈M. (1.2)

Por 1.1, xk ∈M (k = 1, 2, ...). También, si x, y ∈M y αβ ∈ R, se tiene

ĺım
n
〈αx+ βy, xn(n)〉 = ĺım

n
[α〈x, xn(n)〉+ β〈y, xn(n)〉] = αf(x) + βf(y).

Por lo que αx+ βx ∈M . Esto prueba que M es un subespacio lineal y que f
es lineal en M . Además, para todo x ∈M ,

|f(x)| = ĺım
n
|〈x, xn(n)〉| ≤ ĺım

n
sup ‖x‖‖xn(n)‖ ≤ c‖x‖.

Ergo f está acotada en M y ‖f‖ ≤ c. Ahora tenemos que ver que M es
cerrado. Fijamos un y ∈M , entonces existe ym ∈M tal que ym → y. Como

|f(yn)− f(ym)| ≤ ‖f‖‖yn − ym‖ ≤ c‖yn − ym‖

y {yn} es de Cauchy, se sigue que {f(yn)} es tambien de Cauchy en R, con lo que
ĺımn f(yn) existe. Si tambien y′n ∈M e y′n → y, entonces yn − y′n → 0 y

|f(yn)− f(y′n)| ≤ ‖f‖‖yn − y′n‖ → 0.

Esto prueba que F (y) := ĺımn f(yn) existe y es independiente de la sucesión
{yn} en M que converge a y. Dado un ε > 0, elegimos un entero N1 tal que

c‖yN1‖ < ε/3 y |f(yN1)− F (y)| < ε/3. (1.3)
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Entonces elegimos un entero N tal que, para todo n ≥ N ,

|〈yN1 , xn(n)〉 − f(yN1)| < ε/3. (1.4)

Si en (1.3) y en (1.4) tomamos n ≥ N , tenemos que

|〈y, xn(n)−F (y)| ≤ |〈y, xn(n)〉−〈yN1 , xn(n)〉|+|〈yN1 , xn(n)〉−f(yN1)|+|f(yN1−F (y)|

< ‖y − yN1‖‖xn(n)‖+ 2ε/3 ≤ c‖y − yN1‖+ 2ε/3 < ε.

Con esto vemos que F (y) = ĺımn〈y, xn(n)〉 existe y aśı y ∈ M , y, por tanto,
M es cerrado. Al ser M un subespacio cerrado de un espacio de Hilbert H,
M es también Hilbert y un subespacio de Chebyshev de H. Por el teorema de
representación de Riesz tenemos que f tiene un representante x0 ∈M , que es

f(x) = 〈x, x0〉, x ∈M (1.5)

Ademas , por 1.30 tenemos que todo x ∈ H puede ser escrito como x = PM(x) +
PM⊥(x). Como tanto x0 como xn(n) están en M , obtenemos de (1.2) y (1.5) que

〈x, x0〉 = 〈PM(x), x0〉 = f(PM(x)) = ĺım
n
〈PM(x), xn(n)〉 = ĺım

n
〈x, xx(n)〉

que muestra que xn(n)
w→ x0 y completa la prueba.

�

Definición 1.34 Sea X un espacio con producto interno y sea K ⊂ X. Decimos
que K es débilmente cerrado si para todo x ∈ X tal que existe {xn} ⊂ K que
converge débilmente a x, se tiene que x ∈ K.

Veamos ahora el principio de separación fuerte para convexos, que necesita-
remos para demostrar el siguiente teorema.

Teorema 1.35 Principio de separación fuerte para convexos. Sea K un
conjunto cerrado, no vaćıo, convexo en el espacio de Hilbert H y sea x ∈ H\K.
Entonces existe una única forma lineal continua g : H → R tal que ‖g‖ = 1 y

d(x,K) = g(x)− sup
x∈K

g(x).

En particular
sup
x∈K

g(x) < g(x).

Demostración: Si x /∈ K, la distancia d = d(x,K) es positiva. Sea u = PK(x)
la mejor aproximación en K a x y pongamos z = (x−u)/d. Por la caracterización
de la mejor aproximación para convexos 1.27

sup
y∈K
〈x− u, y − u〉 ≤ 0,
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que implica
sup
y∈K
〈z, y − u〉 ≤ 0.

Se tiene ‖z‖ = 1 y

〈z, x〉 − sup
y∈K
〈z, y〉 ≤ 〈z, x〉 − 〈z, u〉 = 〈z, x− u〉 = d

de forma que g(x) = 〈z, x〉. �

Teorema 1.36 1. Todo débilmente cerrado es cerrado.

2. Un conjunto convexo es cerrado si y solo si es débilmente cerrado.

Demostración:

1. Sea K un conjunto débilmente cerrado, xn ∈ K y xn → x. Por el teorema
1.32(1), xn

w→ x. Como K es débilmente cerrado, x ∈ K.

2. Admitiendo (1), nos basta probar que si K es cerrado y convexo, entonces
K es débilmente cerrado. Sea xn ∈ K y xn

w→ x. Si x /∈ K, por el teorema
1.35, existe una forma lineal continua g : H → R con ‖g‖ = 1 y g(x) >
supx∈K g(x). Se sigue que

g(x) > sup
n
g(xn) ≥ ĺım

n
g(xn) = g(x),

que es un absurdo, por tanto x ∈ K y K es débilmente cerrado.

�
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Caṕıtulo 2

Método de proyecciones
alternadas

En este caṕıtulo describiremos el método de proyecciones alternadas para
calcular la mejor aproximación desde un conjunto cerrado y convexo K, que es
intersección de un número finito de conjuntos Ki cerrados y convexos, es decir
K = ∩r1Ki. Este método consiste en reducir el problema de mejor aproximación
a cada uno de esos Ki donde es más fácil ver esa mejor aproximación.

2.1. Teoŕıa de operadores

Veamos primero unas definiciones básicas de teoŕıa de operadores

Definición 2.1 Sean X e Y dos espacios normados. Entonces

1. Una aplicación T : X → Y se llama operador o transformación y
denotamos Tx al valor de T (x).

2. El operador T es un operador lineal si T (x+ y) = Tx+ Ty y
T (αz) = αTz para todo α ∈ R .

3. Decimos que un operador T esta acotado si existe un k real positivo tal
que ‖Tx‖ ≤ k‖x‖ para todo x ∈ X.

4. Un operador T es uniformemente continuo si, para ε > , existe un
δ independiente de x0 tal que ‖Tx − Tx0‖ < ε para cualquier x, x0 con
‖x− x0‖ < δ, se tiene ‖Tx− Tx0‖ < ε.

5. Llamamos norma inducida de un operador lineal acotado T a ‖T‖ =

supx 6=0

{
‖Tx‖
‖x‖

}
.

6. Si Y = R entonces T se llama funcional.
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7. Para un operador T , los conjuntos R = {Tx ∈ Y | x ∈ X} y N = {x ∈
X | Tx = 0} se llaman respectivamente rango y núcleo de T.

Definición 2.2 Definimos B(X, Y ) como al conjunto de todos los operadores
lineales acotados de X a Y . La norma de un operador A ∈ B(X, Y ) viene dada
por

‖A‖ = sup
‖x‖=1

‖Ax‖.

Ademas
‖Ax‖ ≤ ‖A‖‖x‖ para todo x ∈ X.

Lema 2.3 Si A ∈ B(X, Y ) y B ∈ B(X, Y ) entonces B ◦ A = BA ∈ B(X, Y ) y
‖BA‖ ≤ ‖B‖‖A‖.

Demostración: Sea x ∈ X, por la linealidad de BA

‖BAx‖ = ‖B(Ax)‖ ≤ ‖B‖‖Ax‖ ≤ ‖B‖‖A‖‖x‖,

que prueba que BA es acotado y que ‖BA‖ ≤ ‖B‖‖A‖. �

Definición 2.4 Sean X, Y espacios con producto interno y A ∈ B(X, Y ). Lla-
mamos operador adjunto a la única aplicación B : Y → X que satisface

〈Ax, y〉 = 〈x,B(y)〉 para todo x ∈ X, y ∈ Y

siendo X, Y espacios con producto interno. Lo denotamos por A∗.

Lema 2.5 Sean X, Y, Z espacios con producto interno, y A ∈ B(X, Y ) y B ∈
B(X, Y ). Si A∗ y B∗ existe, también existe (AB)∗ y

(AB)∗ = B∗A∗.

Demostración: Como AB ∈ B(X, Y ), para todo x ∈ X y z ∈ Z se tiene

〈ABx, z〉 = 〈A(Bx), z〉 = 〈Bx,A∗z〉 = 〈x,B∗(A∗z)〉 = 〈x,B∗A∗z〉

y por tanto (AB)∗ = B∗A∗. �
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2.2. Teorema de Von Neumann

Continuaremos con un tipo especial de operadores, las proyecciones. Si S es
un subespacio cerrado en H, al vector x0 ∈ S tal que x − x0 ∈ S⊥ se le llama
proyección ortogonal de x sobre S, y denotamos dicha operación como PS(x) = S0.
Estos operadores nos permitirán el cálculo de la mejor aproximación para un caso
especial, usando el teorema de Von Neumann.

Proposición 2.6 Linealidad de las proyecciones métricas. SeaM un subes-
pacio de Chebyshev en un espacio con producto interno X

1. PM es un operador lineal acotado y ‖PM‖ = 1 (salvo cuando M = {0}, en
cuyo caso ‖PM‖ = 0).

2. PM es idempotente, es decir P 2
M = PM .

3. PM es autoadjunto, es decir,

〈PM(x), y〉 = 〈x, PM(y)〉 para todo x, y ∈ X.

4. Para todo x ∈ X se tiene

〈PM(x), x〉 = ‖PM(x)‖2.

5. PM es no negativo, es decir,

〈PM(x), x〉 ≥ 0 para todo x.

Demostración:

1. Sean x, y en X y sean α, β ∈ R. Por la caracterización para subespacios
1.28, x− PM(x) y y − PM(y) estan en M⊥, y como es un subespacio,

αx+ βy − [αPM(x) + βPM(y)] = α(x− PM(x)) + β(y − PM(y)) ∈M⊥.

Sabemos que αPM(x)+βPM(y) = PM(αx+βy) (por la caracterizaćıon para
subespacios, ya que αPM(x) + βPM(y) ∈M) con lo que es lineal. Nos falta
ver que es acotado, para ello, veamos que ‖PM(x)‖ ≤ ‖x‖
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Vemos que por el teorema de Pitágoras se da la desigualdad, salvo que
x ∈ M , en cuyo caso (de hecho, PM(x) = x). Por tanto PM está acotado y
‖PM(x)‖ ≤ 1. Como PM(y) = y para cualquier y ∈ M , ‖y‖ = ‖PM(y)‖ ≤
‖PM‖‖y‖ implica que ‖PM‖ ≥ 1 y por tanto ‖PM‖ = 1.

2. Sabemos que PM(x) ∈ X, y que PM(y) = y si y solo si y ∈ M . Sea
x0 = PM(x) y por tanto x0 ∈M , entonces

PM(PM(x)) = PM(x0) = x0 = PM(x).

3. Para todo x, y ∈ X por la caracterización de subespacios 1.28 sabemos que
〈PM(x), y − PM(y)〉 = 0 y por tanto

〈PM(x), y〉 = 〈PM(x), PM(y)〉.

Cambiando x por y,

〈x, PM(y)〉 = 〈PM(y), x〉 = 〈PM(y), PM(x)〉 = 〈PM(x), PM(y)〉 = 〈PM(x), y〉.

4. Aplicamos (3) a y = x.

5. Trivial usando (4).

�

Lema 2.7 Sea X un espacio con producto interno y A ∈ B(X,X), siendo
B(X,X) el espacio de aplicaciones lineales continuas de X a X. Entonces A
es idempotente y autoadjunto si y solo si A = PM para algun subespacio de
Chebyshev M .

Demostración: Si A = PM , por el lema anterior, A2 = A (idempotente) y
A∗ = A (autoadjunto). Veamos ahora la otra implicación, supongamos A2 = A y
A∗ = A. Sea M = R(A), el rango de A. Cojamos ahora un y ∈M tal que y = Ax
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para algún x. Como es idempotente, y = Ax = A2x = A(Ax) = Ay con lo que
y = Ay para todo y ∈M . Para cualquier x ∈ X e y ∈M

〈x− Ax, y〉 = 〈x, y〉 − 〈Ax, y〉 = 〈x, y〉 − ‖x,Ay〉 = 〈x, y〉 − 〈x, y〉 = 0.

Por tanto, x−Ax ∈M⊥. Por el teorema de caracterización de mejor aproximación
para subespacios 1.28, Ax = PM(x). Puesto que x era arbitrario, tenemos A = PM
�

Lema 2.8 Sea M y N subespacios de Chebyshev del espacio con producto in-
terno X, los siguientes resultados son equivalentes

1. PM y PN conmutan, es decir, PMPN = PNPM .

2. PN(M) ⊂M.

3. PM(N) ⊂ N.

4. PMPN = PM∩N .

5. PMPN es la proyección ortogonal sobre un subespacio Chebyshev.

En particular, si M ⊂ N o viceversa, entonces PM y PN conmutan.

Demostración:

(1) ⇒ (2). Supongamos PM y PN conmutan. Entonces para todo x ∈ M ,
tenemos que

PN(x) = PNPM(x) = PMPN(x) ∈M

Por tanto tenemos (2)

(2)⇒ (3). Supongamos (2), x ∈ N e y ∈ N⊥. Entonces

〈PM(x), y〉 = 〈PMPN(x), y〉 = 〈PN(x), PM(y)〉

= 〈x, PNPM(y)〉 = 〈x, PMPNPM(y)〉 (como PNPM(y) ∈M por (2))

= 〈PM(x), PNPM(y)〉 = 〈PNPM(x), PM(y)〉

= 〈PMPNPM(x), y〉 = 〈PNPM(x), y〉 (por (2))

= 0 (porque y ∈ N⊥).

Tenemos ahora que PM(x) ∈ N⊥⊥. Pero como N⊥⊥ = N , concluimos que
para todo x ∈ N , PM(x) ∈ N y se tiene (3).
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(3) ⇒ (4). Supongamos que PM(N) ⊂ N . Sea x ∈ X y definamos x0 =
PMPN(x). Para mostrar que xo = PM∩N(x), por la caracterización de mejor
aproximación para subespacios 1.28, basta demostrar que x0 ∈ M ∩ N y
x− x0 ∈ (M ∩N)⊥. Para todo y ∈M ∩N ,

〈x− x0, y〉 = 〈x, y〉 − 〈PMPN(x), y〉 = 〈x, y〉 − 〈PN(x), PM(y)〉

= 〈x, y〉 − 〈PN(x), y〉 = 〈x, y〉 − 〈x, PN(y)〉 = 〈x, y〉 − 〈x, y〉 = 0.

Aśı que x − x0 ∈ (M ∩ N)⊥. Claramente, x0 = PMPN(x) ∈ M . Además,
para cada z ∈ N⊥,

〈x0, z〉 = 〈PMPN(x), z〉 = 〈PNPMPN(x), z〉

= 〈PMPN(x), PN(z)〉 = 〈PMPN(x), 0〉 = 0.

Por lo que x0 ∈ N⊥⊥ = N . Por tanto, x0 ∈ M ∩ N y esto prueba que
x0 = PM∩N(x).

(4)⇒ (5) es trivial.

(5) ⇒ (1) Sea P = PMPN la proyección ortogonal sobre un subespacio
Chebyshev. Por el Lema 2.7 sabemos que PMPN es idempotente y auto-
adjunto. Usando el Lema 2.5 sabemos que PMPN = (PMPN)∗ = P ∗NP

∗
M =

PNPM , llegando a (1).

�

Teorema 2.9 Teorema de Von Neumann. Sea M1 y M2 subespacios cerrados
en un espacio de Hilbert X, entonces, para cada x ∈ X,

ĺım
n→∞

(PM1PM2)
n(x) = PM1∩M2(x).

Demostración: Llamaremos Pi a PMi
para suavizar la notación. Fijamos un

x ∈ X y hacemos que
x0 = x

x2n−1 = P1(x2n−2) (= P1(P2P1)
n−1x)

x2n = P2(x2n−1) (= (P2P1)
nx), para n = 1, 2, ...

Basta ahora con probar que x2n → PM1∩M2(x). Probaremos que xn converge a
PM1∩M2(x), donde, obviamente, se concluye que x2n también converge.

Como ‖Pi‖ ≤ 1,

‖x2n‖ = ‖P2x2n−1‖ ≤ ‖x2n−1‖ = ‖P1x2n−2‖ ≤ ‖x2n−2‖.

Con esto se tiene que la sucesión de normas {‖xn‖} es decreciente y por tanto
existe

λ := ĺım
n→∞

‖xn‖.
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Al ser Pi autoadjunto, x2n ∈M2 y x2n−1 ∈M1 deducimos que

〈x2n, x2m〉 = 〈P2x2n−1, x2m〉 = 〈x2n−1, P2x2m〉 = 〈x2n−1, x2m〉

= 〈P1x2n−1, x2m〉 = 〈x2n−1, P1x2m〉 = 〈x2n−1, x2m+1〉.
Sumando 1 a los indices y manteniendo la igualdad,

〈x2n+1, x2m+1〉 = 〈x2n, x2m+2〉 n,m ∈ N.

Juntando ambas igualdades llegamos a que, si m ≤ n se tiene

〈x2n, x2m〉 = 〈x2n−1, x2m+1〉 = 〈x2n−2, x2m+2〉 = ... = 〈x2n−k, x2m+k〉, 0 ≤ k ≤ 2n

Si tomamos k = n−m

〈x2n, x2m〉 = 〈xn+m, xn+m〉 = ‖xn+m‖2.

Si m ≤ n,
‖x2n − x2m‖2 = ‖x2n‖2 − 2〈x2n, x2m〉+ ‖x2m‖2

= ‖x2n‖2 − 2‖xn+m‖2 + ‖x2m‖2.
Conforme m → ∞ se tiene que λ2 − 2λ2 + λ2 = 0, con lo que {x2n} es una
sucesión de Cauchy en M2. Al ser X completo y M2 cerrado, existe y ∈ M2 tal
que x2n → y. Además, como

〈x2n, x2n−1〉 = 〈P2x2n, x2n−1〉 = 〈x2n, P2x2n−1〉 = 〈x2n, x2n〉 = ‖x2n‖2

que implica

‖x2n − x2n−1‖2 = ‖x2n‖2 − 2〈x2n, x2n−1〉+ ‖x2n−1‖2

= −‖x2n‖2 + ‖x2n−1‖2 →
n→∞

−λ2 + λ2 = 0

de donde podemos ver que

‖x2n−1 − y‖ ≤ ‖x2n−1 − x2n‖+ ‖x2n − y‖ → 0.

Como x2n−1 ∈ M1 para todo n y M1 es cerrado, y ∈ M1. Y queda demostrado
que ĺımxn = y ∈ M1 ∩ M2. Usando la caracterización para subespacios 1.28,
basta verificar que y = PM1∩M2(x), es decir que x − y⊥M1 ∩M2. Para ello, sea
z ∈M1 ∩M2, usando otra vez la caracterización para subespacios

〈x2n, z〉 = 〈x2n − x2n−1 + x2n−1, z〉 = 〈P1x2n−1 − x2n−1 + x2n−1, z〉 = 〈x2n−1, z〉.

De forma similar,
〈x2n−1, z〉 = 〈x2n−2, z〉.

Por inducción, tenemos que 〈x2n, z〉 = 〈x0, z〉 = 〈x, z〉 para todo n. Concluimos
con

〈x− y, z〉 = 〈x, z〉 − 〈y, z〉 = 〈x, z〉 − ĺım〈x2n, z〉 = 〈x, z〉 − 〈x, z〉 = 0.

�
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Caṕıtulo 3

Algoritmo de Dykstra

3.1. Motivación

La motivación del estudio de este algoritmo recae en la no convergencia ha-
cia la mejor aproximación del algoritmo de Von Neumann 2.9 en algunos casos
(cuando no se aplica a subespacios), mientras que con el algoritmo de Dykstra śı
converge. Veamos a continuación un ejemplo que ilustra este fenómeno.

Ejemplo 3.1 Sea M1 = {x, y ∈ R | y ≤ −1} y sea M2 = {x, y ∈ R | x + y ≤
0}. Expondremos la aplicación de los algoritmos mencionados anteriormente de
manera geométrica, pues podremos sacar conclusiones de forma más intuitiva.

Podemos ver que con dos iteraciones el algoritmo para sin llegar a la me-
jor aproximación (el punto rojo). El algoritmo de Dykstra (que definiremos más
adelante) incluye unas correcciones, las ei, que hacen que converja.
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Vemos que, añadiendo dichas correcciones, el algoritmo converge a la mejor
aproximación. Al final de la siguiente sección veremos un ejemplo gráfico del
algoritmo más claro que este ejemplo .

A continuación explicaremos el algoritmo de Dykstra y demostraremos su
convergencia, incluyendo los lemas necesarios para su demostración.

3.2. Algoritmo de Dykstra

El algoritmo de Dykstra es un algoritmo iterativo que converge hacia la mejor
aproximación a un espacio convexo cerrado K no vaćıo, siendo K la intersección
de r conjuntos convexos cerrados, es decir K = ∩r1Ki. El algoritmo consiste en ir
obteniendo la mejor aproximación a cada uno de esos Ki de forma alternada.

Sean Ki (i = 1, 2, ..., r) subconjuntos cerrados y convexos de un espacio X de
Hilbert y K = ∩r1Ki no vaćıo. Dado un x ∈ X, se calcula PK(x).

Llamamos [n] a n mod r, siendo n ∈ N, y definimos

x0 = x e−(r−1) = ... = e−1 = e0 = 0,

xn = PK[n]
(xn−1 + en−r),

en = xn−1 + en−r − xn
= xn−1 + en−r − PK[n]

(xn−1 + en−r) (n = 1, 2, ...).

Para ver que este algoritmo converge tendŕıamos que establecer que

ĺım
n→∞

‖xn − PK(x)‖ = 0.

Esto lo haremos con el teorema de Boyle-Dykstra, pero previamente necesitaremos
ciertos lemas.
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Lema 3.2 Para todo n,

〈xn − y, en〉 ≥ 0 para todo y ∈ K[n].

Demostración: Usando la caracterización de mejor aproximación para convexos
1.27 con
x = xn−1 + en−r, y0 = PK[n]

(xn−1 + en−r) y K = K[n], para todo y ∈ K[n],

〈xn − y, en〉 = 〈PK[n]
(xn−1 + en−r)− y, xn−1 + en−r − PK[n]

(xn−1 + en−r)〉 ≥ 0.

�

Lema 3.3 Para todo n ≥ 0,

x− xn = en−(r−1) + en−(r−2) + ...+ en−1 + en.

Demostración: Se demuestra por inducción sobre n: Para n = 0 tenemos
x − x0 = x − x = 0 y e−(r−1) + e−(r−2) + ... + e−1 + e0 = 0 por definción de
en. Asumimos que el resultado es válido para algún n ≥ 0, comprobemos que
también es cierto para n+ 1,

x− xn+1 = (x− xn) + (xn − xn+1)

= (en−(r−1) + en−(r−2) + ...+ en−1 + en) + (en+1 − en+1−r)

= en−(r−2) + en−(r−3) + ...+ en−1 + en + en+1

= en+1−(r−1) + en+1−(r−2)...+ en−1 + en + en+1.

Con lo que queda demostrado. �

Lema 3.4 Para todo n ∈ N, 0 ≤ m ≤ n, e y ∈ K,

‖xm − y‖2 = ‖xn − y‖2 +
n∑

k=m+1

‖xk − xk−1‖2 + 2
n∑

k=m+1

〈ek−r, xk−r − xk〉

+2
n∑

k=n−(r−1)

〈ek, xk − y〉 − 2
m∑

k=m−(r−1)

〈ek, xk − y〉.

Demostración: Para un conjunto de vectores {ym, ym+1, .., yn+1} en X se da
la identidad

‖ym − yn+1‖2 = ‖(ym − ym+1) + (ym+1 − ym+2) + ...+ (yn − yn+1)‖2

=
n+1∑

k=m+1

‖yk−1 − yk‖2 + 2
∑

m+1≤i<j≤n+1

〈yi−1 − yi, yj−1 − yj〉
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= ‖yn−yn+1‖2+
n∑

k=m+1

‖yk−1−yk‖2+2
n∑

i=m+1

(
n+1∑
j=i+1

〈yi−1 − yi, yj−1 − yj〉

)
. (3.1)

Este último sumando es igual a

n∑
i=m+1

〈
yi−1 − yi,

n+1∑
j=i+1

(yj−1 − yj)

〉
=

n∑
i=m+1

〈yi−1 − yi, yi − yn+1〉.

Hacemos ahora yi = xi para todo i ≤ n e yn+1 = y y llegamos a

n∑
i=m+1

〈yi−1 − yi, yi − yn+1〉 =
n∑

i=m+1

〈xi−1 − xi, xi − y〉

=
n∑

i=m+1

〈ei − ei−r, xi − y〉 =
n∑

i=m+1

〈ei, xi − y〉 −
n∑

i=m+1

〈ei−r, xi − y〉

=
n∑

i=m+1

〈ei, xi − y〉 −
n∑

i=m+1

[〈ei−r, xi − xi−r〉+ 〈ei−r, xi−r − y〉]

=
n∑

i=m+1

〈ei, xi − y〉 −
n∑

i=m+1

〈ei−r, xi−r − y〉+
n∑

i=m+1

〈ei−r, xi−r − xi〉

=
n∑

i=m+1

〈ei, xi − y〉 −
n−r∑

i=m+1−r

〈ei, xi − y〉+
n∑

i=m+1

〈ei−r, xi−r − xi〉

=
n∑

i=n−r+1

〈ei, xi − y〉 −
m∑

i=m−r+1

〈ei, xi − y〉+
n∑

i=m+1

〈ei−r, xi−r − xi〉.

Sustituyendo los mismos valores en la igualdad (3.1)

‖xm − y‖2 = ‖xn − y‖2 +
n∑

k=m+1

‖xk−1 − xk‖2 + 2
n∑

i=n−r+1

〈ei, xi − y〉

+2
n∑

i=m+1

〈ei−r, xi−r − xi〉 − 2
m∑

i=m−r+1

〈ei, xi − y〉.,

como se queŕıa demostrar. �

Lema 3.5 {xn} es una sucesión acotada, y además

∞∑
1

‖xk−1 − xk‖2 <∞.

En particular,
‖xn − xn−1‖ → 0 cuando n→∞
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Demostración: Usando el lema 3.4, fijamos m = 0 y llegamos a que, para todo
n

‖x0 − y‖2 = ‖xn − y‖2 +
n∑
k=1

‖xk − xk−1‖2 + 2
n∑
k=1

〈ek−r, xk−r − xk〉

+2
n∑

k=n−(r−1)

〈ek, xk − y〉 − 2
0∑

k=−(r−1)

〈ek, xk − y〉.

El tercer y cuarto término son no negativos (lema 3.2) y el último término
vale 0 por como esta definido ek. Entonces

‖x0 − y‖2 ≥ ‖xn − y‖2 +
n∑
k=1

‖xk − xk−1‖2.

Con lo que ‖x0−y‖ es una cota superior de ‖xn−y‖, y por tanto {xn} es acotado.
Además,

∑n
k=1 ‖xk − xk−1‖2 <∞. �

Lema 3.6 Para todo n ∈ N,

‖en‖ ≤
n∑
k=1

‖xk − xk−1‖.

Demostración: Por inducción sobre n. Para n = 1,

‖e1‖ = ‖x0 − x1 + e1−r‖ = ‖x0 − x1‖

ya que ei = 0 para todo i ≤ 0. Asumamos ahora que se cumple para un n fijo, y
comprobemos para n+ 1

‖en+1‖ = ‖xn − xn+1 + en+1−r‖ ≤ ‖xn − xn+1‖+ ‖en+1−r‖

≤ ‖xn − xn+1‖+
n+1−r∑
k=1

‖xk−1 − xk‖ ≤
n+1∑
k=1

‖xk−1 − xk‖.

�

Lema 3.7

ĺım
n

ı́nf
n∑

k=n−(r−1)

|〈xk − xn, ek〉| = 0.

Demostración: Por la desigualdad de Schwarz 1.3 sabemos que

n∑
k=n−(r−1)

|〈xk − xn, ek〉| ≤
n∑

k=n−(r−1)

‖ek‖‖xk − xn‖
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≤
n∑

k=n−(r−1)

(
k∑
j=1

‖xj−1 − xj‖

)(
n∑

i=k+1

‖xi−1 − xi‖

)

≤ r

(
n∑
j=1

‖xj−1 − xj‖

) n∑
k=n−(r−2)

‖xi−1 − xi‖

 .

Llamemos a ai = ‖xi−1 − xi‖, bastaŕıa entonces probar

ĺım
n

ı́nf
n∑
j=1

aj

 n∑
i=n−(r−2)

ai

 = 0. (3.2)

Sabemos ahora que, por el lema 3.5

A :=
∞∑
i=1

a2i =
∞∑
i=1

‖xi−1 − xi‖2 <∞.

Aplicando de nuevo la desigualdad de Schwarz 1.3

n∑
j=1

aj ≤
√
n

(
n∑
1

a2j

)1/2

≤
√
nA1/2 para todo n.

Bastaŕıa probar que

ĺım
n

ı́nf
√
n

n∑
i=n−(r−2)

ai = 0

ya que hemos encontrado una cota para la parte izquierda de (3.2).
Definamos γ como

γ = ĺım
n

ı́nf
√
n

n∑
i=n−(r−2)

ai.

Supongamos ahora que γ > 0 (no puede ser menor, por como está definido
ai). Asumamos que γ <∞ (en caso de ser infinito la demostración es similar)

√
n

n∑
i=n−(r−2)

ai >
1

2
γ para un n suficientemente grande.

Dividiendo por
√
n y aplicando la desigualdad de Schwarz 1.3

γ2

4n
<

 n∑
i=n−(r−2)

ai

2

≤ (r−1)
n∑

i=n−(r−2)

a2i para un n suficientemente grande.
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Pongamos que la desigualdad anterior es válida para un n ≥ N , entonces

∞ =
∞∑
n=N

γ2

4n
≤ (r − 1)

∞∑
n=N

n∑
i=n−(r−2)

a2i

≤ (r − 1)
∞∑
n=N

[a2n−(r−2) + a2n−(r−3) + ...+ a2n] ≤ (r − 1)2
∞∑
1

a2i <∞

que es un absurdo, asi que γ = 0 �

Lema 3.8 Existe una subsucesión {xnj
} de {xn} tal que

ĺım sup
j
〈y − {xnj

}, x− {xnj
}〉 ≤ 0 para todo y ∈ K

y

ĺım
j

nj∑
k=nj−(r−1)

|〈xk − xnj
, ek〉| = 0.

Demostración: Usando el lema 3.3, para todo y ∈ K, n ≥ 0

〈y − xn, x− xn〉 = 〈y − xn, en−(r−1) + en−(r−2) + ...+ en〉 (3.3)

=
n∑

k=n−(r−1)

〈y − xn, ek〉 =
n∑

k=n−(r−1)

〈y − xk, ek〉+
n∑

k=n−(r−1)

〈xk − xn, ek〉.

Sabemos que el sumatorio es mayor que 0, ya que es un resultado del lema
3.2, entonces

〈y − xn, x− xn〉 ≤
n∑

k=n−(r−1)

〈xk − xn, ek〉.

Sabemos que existe una subsucesión {nj} de N (lema 3.7) tal que

ĺım
j

nj∑
k=nj−(r−1)

|〈xk − xnj
, ek〉| = 0.

Juntando la desigualdad anterior con este resultado concluimos la demostra-
ción.

�

Teorema 3.9 Teorema Boyle-Dykstra Sean K1, K2, ..., Kr, subconjuntos ce-
rrados convexos de un espacio X de Hilbert tal que K = ∩r1Ki 6= ∅. Para todo
x ∈ X definimos la sucesión {xn}

x0 = x e−(r−1) = ... = e−1 = e0 = 0,
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xn = PK[n]
(xn−1 + en−r),

en = xn−1 + en−r − xn
= xn−1 + en−r − PK[n]

(xn−1 + en−r) (n = 1, 2, ...)

Entonces
ĺım
n→∞

‖xn − PK(x)‖ = 0.

Demostración: Sabemos que, por el lema 3.8, existe una subsucesión {xnj
} tal

que
ĺım sup

j
〈y − xnj

, x− xnj
〉 ≤ 0 para todo y ∈ K.

Por el lema 3.5, {xn} es acotado, y por lo tanto lo es la sucesión {xnj
}. Como

estamos en un espacio Hilbert, por el teorema 1.33 existe un y0 ∈ X tal que una
subsucesión de la {xnj

}, que seguiremos denotando de la misma forma, es tal que

xnj

w→ y0 (3.4)

y
ĺım
j
‖xnj
‖ existe. (3.5)

Como xnj

w→ y0,

‖y0‖ ≤ ĺım
j

ı́nf ‖xnj
‖ = ĺım

j
‖xnj
‖.

Como hay un número infinito de xn y solo un número finito de Ki, Ki0 debe te-
ner un número infinito de xnj

. Al ser Ki0 cerrado y convexo, es débilmente cerrado
(ya que todo conjunto convexo es cerrado si y solo si es débilmente cerrado). Por
tanto y0 ∈ Ki0 . Como hemos visto en el lema 3.5 xn− xn−1 → 0. Repitiendo este
razonamiento se ve que las sucesiones {xnj+1}, {xnj+2}, ... convergen débilmente
a y0, por lo que y0 ∈ Ki para todo i, es decir, y0 ∈ K.

Como y0 ∈ K e y0 ≤ ĺımj ‖xnj
‖, se tiene para todo y ∈ K

〈y − y0, x− y0〉 = 〈y, x〉 − 〈y, y0〉 − 〈y0, x〉+ ‖y0‖2

≤ ĺım
j

[〈y, x〉 − 〈y, xnj
〉+ ‖xnj

‖2]

= ĺım
j
〈y − xnj

, x− xnj
〉 ≤ 0.

Por la caracterización de la mejor aproximación para convexos 1.27 sabemos
que y0 = PK(x). Además, si en la cadena de desigualdades anteriores tomamos
y = y0 se da la igualdad y llegamos a

ĺım
j
‖xnj
‖2 = ‖y0‖2

y
ĺım
j
〈y0 − xnj

, x− xnj
〉 = 0.
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Por (3.4) y (3.5), por el teorema 1.32(2) se sigue

‖xnj
− y0‖ → 0. (3.6)

y por consiguiente

‖xnj
− PK(x)‖ = ‖xnj

− y0‖ → 0.

Nos faltaŕıa ahora ver que la sucesión {xn} converge a y0. Poniendo y = y0 y
n = nj en la ecuación (3.3)

〈y0 − xnj
, x− xnj

〉 =

nj∑
k=nj−(r−1)

〈y0 − xk, ek〉+

nj∑
k=nj−(r−1)

〈xk − xnj
, ek〉.

El lado izquierdo de la desigualdad anterior tiende a 0 conforme j →∞, mientras
el segundo término del lado derecho tiene a 0 por el lema 3.8. Por tanto

ĺım
j

nj∑
k=nj−(r−1)

〈y0 − xk, ek〉 = 0. (3.7)

Haciendo m = nj y y = y0 en los lemas 3.4 y 3.2, vemos que, para todo n ≥ nj,

‖xnj
− y0‖2 ≥ ‖xn − y0‖2 − 2

nj∑
k=nj−(r−1)

〈ek, xk − y0〉,

o

‖xn − y0‖2 ≤ ‖xnj
− y0‖2 + 2

nj∑
k=nj−(r−1)

〈ek, xk − y0〉.

Ambos lados de la igualdad tienen a 0 conforme j → ∞ por (3.6) y (3.7).
Concluimos que ĺımn ‖xn − y0‖ = 0 y terminamos. �

Habiendo probado la convergencia del Algoritmo de Dykstra, mostraremos un
ejemplo gráfico de él.

31



Notas:

1. Por no sobrecargar el dibujo, omitimos la definición de los xn para algunos
n, pero, como se especifica en la descripción del algoritmo, con r = 2, se
definen xn = PK[n]

(xn−1 + en−2).

2. Haŕıa falta seguir haciendo iteraciones para aproximarse a la solución real,
no se hacen más para no sobrecargar el dibujo.

3.3. Caso de espacios afines

En el caso de que los conjuntos convexos cerrados sean subespacios vectoriales
cerrados de X, el algoritmo de Dykstra se simplifica sustancialmente, pudiendo
omitirse el cálculo de las correcciones en en todo el algoritmo. En caso de que
fueran subespacios (menos general), el algoritmo resultante seŕıa equivalente al
de Von Neumann 2.9.

De facto, ésta misma situación resulta cuando los Ki, i = 1, . . . , r, son varie-
dades afines de X. La siguiente proposición formaliza esta situación.

Proposición 3.10 Caracterización de la mejor aproximación para espa-
cios afines.
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Sea V un espacio af́ın de un espacio X con producto interno. Entonces, V =
M + v donde M es un subespacio y v es un elemento de V . Sea x ∈ X e y0 ∈ V ,
entonces es equivalente

1. y0 = PV (x).

2. x− y0 ∈M⊥.

3. 〈x− y0, y − v〉 = 0 para todo y ∈ V .

y además,
PV (x+ e) = PV (x) para todo x ∈ X, e ∈M⊥. (3.8)

Demostración: Por la propiedad 2 del lema 1.22 PK+y(x + y) = PK(x) + y
para cualquier x, y ∈ X.

Por lo anterior, y0 = PV (x), si y sólo si, y0 = PM+v(x) = PM(x− v) + v y por
tanto y0 − v = PM(x− v). Usando la caraterización de mejor aproximación para
subespacios 1.28 deducimos que esto equivale a que x− y0 = (x− v)− (y0− v) ∈
M⊥,y tenemos (2). Al ser M = V − v tenemos la implicación (2)⇒ (3).

Para ver (3.8), sea x ∈ X y e ∈ M⊥. Usando que PK+y(x + y) = PK(x) + y
junto con la linealidad de PM y que PM(e) = 0, vemos que

PV (x+ e) = PM+v(x+ e) = PM(x+ e− v) + v

= PM(x− v) + v = PM+v = PM+v(x) = PV (x).

�

Corolario 3.11 Teorema de Halperin. Sean M1,M2, ...,Mr subespacios ce-
rrados en un espacio de Hilbert H y M = ∩r1Mi. Entonces,

ĺım
n→∞

(PMrPMr−1 ...PM1)
n(x) = PM(x) para todo x ∈ H.

Notemos que este teorema es una generalización del teorema de Von Neumann
2.9 para cualquier numero finito de subespacios, no solo 2.

Cabe destacar que este teorema fue establecido antes que el teorema de Boyle-
Dykstra, que generaliza el teorema de Von Neumann a un número finito de subes-
pacios. El algoritmo de Dykstra y su convergencia se estableció inicialmente para
conjuntos Ki, i = 1, . . . , r, que son conos convexos de X. Posteriormente fue ex-
tendido al caso en que los Ki, i = 1, . . . , r son conjuntos convexos cerrados con
intersección no vaćıa de un espacio de Hilbert H.
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Caṕıtulo 4

Aplicación del algoritmo de
Dykstra a un problema de
mı́nimos cuadrados con matrices

4.1. Explicación del problema

Aplicaremos el algoritmo de Dykstra de proyecciones alternadas a un problema
de mı́nimos cuadrados con matrices. Buscaremos la matriz simétrica más próxima,
usando la norma de Frobenius, a una matriz dada. La matriz tendrá que cumplir
ciertas restricciones cuya formulación equivale a la definición de subconjuntos
convexos de matrices.

1. Tiene que estar entre dos matrices L y U (Lower-Upper). Decimos que está
entre dos matrices si elemento a elemento está en el intervalo, es decir,
Lij ≤ Xij ≤ Uij siendo X la matriz que buscamos.

L ≤ X ≤ U.

Llamaremos al conjunto que lo cumple B y a su proyección PB.

2. La matriz tiene que seguir un patrón P dado. Dicho patrón esta definido
por matrices G1, ..., Gm, (1 ≤ m ≤ n(n + 1)/2), simétricas, cuyos valores
son ó 1 ó 0 y tienen la propiedad de que, para cada entrada st, 1 ≤ s, t ≤ n,
existe un y solo un k tal que (Gk)st = 1. Entonces P =

∑
i αiGi con αi ∈ R,

Llamaremos al conjunto de estas matrices P = {
∑m

i=1 αiGi|αi ∈ R} y a su
proyección PP . Para ilustrar esta definición, veamos un ejemplo. Sea P

P =

α1 α2 0
α2 α1 α3

0 α3 α1


Podemos escribir P como α1G1 + α2G2 + α3G, donde
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G1 =

1 0 0
0 1 0
0 0 1

 , G2 =

0 1 0
1 0 0
0 0 0

 , G3 =

0 0 0
0 0 1
0 1 0


3. La matriz debe ser simétrica, definida positiva y además, el más pequeño

de los autovalores tiene que ser mayor que un ε > 0 dado, es decir

λmin(X) ≥ ε > 0,

denotando con λmin(X) al autovalor de X más pequeño. Llamaremos al
conjunto que lo cumple εpd y a su proyección Pεpd.

Vamos a demostrar que podemos aplicar el algoritmo de Dykstra con estas
condiciones. Para ello, tenemos que ver que las definiciones anteriores definen
conjuntos convexos de matrices.
Demostración:

1. Para ver que B es convexo tenemos que ver que, para todo par de matrices
A,B ∈ B, Aλ+ (1− λ)B ∈ B con λ ∈ [0, 1].

Al ser la comparación con L,U elemento a elemento, tenemos que ver que
para todo i, j ,

Lij ≤ Aijλ+ (1− λ)Bij ≤ Uij.

Fijemos un par de ı́ndices i, j, con 1 ≤ i, j ≤ n, y supongamos, sin pérdida
de generalidad que Aij ≤ Bij (en caso de ser menor la demostración es
similar). Entonces

Lij ≤ Aij ≤ Aijλ+ (1− λ)Bij ≤ Bij ≤ Uij

ya que A,B ∈ B. Por lo tanto, λA+ (1− λ)B ∈ B y concluimos.

2. Para ver que P es convexo tenemos que ver que, para todo par de matrices
A,B ∈P, Aλ+ (1− λ)B ∈P con λ ∈ [0, 1]. Pongamos

A =
m∑
i

αiGi, A ∈P

B =
m∑
i

βiGi B ∈P

entonces,

λA+ (1− λ)B =
m∑
i

αiGi λ+ (1− λ)
m∑
i

βiGi

=
m∑
i

(λαi + (1− λ) βi)Gi ∈P
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3. Para ver que εpd es convexo tenemos que ver que, para todo par de matrices
A,B ∈ εpd, Aλ+(1−λ)B ∈ εpd con λ ∈ [0, 1]. La simetŕıa de λA+(1−λ)B
es obvia.

Sabemos que, como A,B ∈ εpd, xTAx ≥ ε‖x‖2 y xTBx ≥ ε‖x‖2 para todo
x ∈ Rn. Entonces

xT (λA+(1−λ)B)x = λ (xTAx)+(1−λ) (xTBx) ≥ λε‖x‖2+(1−λ)ε‖x‖2 = ε‖x‖2

para todo x ∈ Rn.

�

En resumen, el problema que tenemos que resolver es

Problema 4.1 Buscamos la matriz X que minimiza

‖X − A‖2F

siendo ‖ · ‖F la norma de Frobenius, y sujeta a las restricciones siguientes:

XT = X

L ≤ X ≤ U

λmin(X) ≥ ε > 0

X ∈P.

4.2. Solución al problema

Procederemos ahora a ver como se calcula la proyección de cada espacio

Proposición 4.2 Sea A ∈ Rn×n entonces, la única solución al problema

mı́n
X∈B
‖X − A‖2F

es una matriz n× n definida

(PB(A))ij =


Aij si Lij ≤ Aij ≤ Uij
Uij si Aij > Uij
Lij si Aij < Lij
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Demostración: Consecuencia directa de la definición de la norma de Frobenius
1.9.

�

Proposición 4.3 Sea A ∈ Rn×n entonces, la única solución al problema

mı́n
X∈P

‖X − A‖2F

es una matriz n× n de la forma

PP(A) =
m∑
k=1

αkGk

donde cada αk esta definida

αk =

∑n
i,j=1Aij(Gk)ij∑n
i,j=1(Gk)ij

para todo 1 ≤ m.

Demostración: Vamos a definir f : Rm → R,

f(α1, ..., αm) = ‖
m∑
k=1

αkGk − A‖2F .

Si calculamos el gradiente y hacemos que sea 0 (para que sea mı́nimo), vemos
que solo es 0 cuando αk están definidos como previamente se ha visto. �

Proposición 4.4 Sea A ∈ Rn×n, definimos B = (A+AT )/2 (la parte simétrica)
y C = (A− AT )/2 (la parte antisimétrica). La única solución al problema

mı́n
X∈εpd

‖X − A‖2F

viene dada por

Pεpd(A) = Z diag(di)Z
T

donde Z es una matriz que cumple B = Z ∆ZT es la descomposición espectral
de B, es decir, ZT Z = I y ∆ = diag(λi(B)), y di esta definida

di =

{
λi(B) λi(B) ≥ ε
ε λi(B) < ε

Además,

mı́n
X∈εpd

‖X − A‖2 =
∑

λi(B)<0

(λi(B)− ε)2 + ‖C‖2F .

Para demostrar esto necesitamos un teorema previo.
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Teorema 4.5 Sea A ∈ Rn×n, y sean B y C las matrices previamente definidas.
Hagamos la descomposición polar sobre B, es decir, B = UH con UTU = I y
H = HT ≥ 0. Entonces X = (B + H)/2 es el único aproximante positivo de A
(usando la norma de Frobenius) y

mı́n
X∈pd
‖X − A‖2F =

∑
λi(B)<0

λi(B)2 + ‖C‖2F .

Demostración: Sea X semidefinida positiva. Sabemos que si S = ST y
K = −KT se tiene que ‖S +K‖2F = ‖S‖2F + ‖K‖2F . Entonces tenemos

‖A−X‖2F = ‖B −X‖2F + ‖C‖2F

y el problema se reduce a encontrar la mejor aproximación para B. SeaB = Z∆ZT

la descomposición espectral definida antes, llamemos Y = ZTXZ, entonces

‖B −X‖2F = ‖∆− Y ‖2F =
∑
i 6=j

y2ij +
∑
i

(λi − yii)2

≥
∑
λi<0

(λi − yii)2 ≥
∑
λi<0

λ2i

al ser los yii ≥ 0, porque Y es semidefinida positiva. La cota inferior viene dada
por la matriz Y = diag(di) donde

di =

{
λi(B) λi(B) ≥ 0

0 λi(B) < 0

o lo que es lo mismo
X = Zdiag(di)Z

T .

Por tanto, X = (B +H)/2, siendo H = Zdiag(|λi|)ZT .
�

Una vez demostrado este teorema, ver el caso de nuestro problema es muy sencillo
Demostración: (de la proposición 4.4) Aplicamos el teorema anterior a A− εI.

�

Con esto hemos visto que se puede aplicar el algoritmo de Dykstra y como
proyectar en cada conjunto. Siguiendo los pasos que indica el algoritmo Dykstra
3.2 llegaŕıamos a la solución.

4.3. Experimentos

Haremos dos experimentos para ver si funciona el programa.

Experimento 1
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Probaremos el algoritmo para matrices 4× 4. La matriz dada es:

A =


1 3 4 2
0 1 −1 6
7 −2 1 2
2 5 2 0,5


La condición LU viene dada por

L =


2 1 0 0
1 1 0 0
0 0 1 1
0 0 1 2

 U =


8 3 0 2
3 7 4 0
0 2 6 3
2 0 3 6


Y el patrón a seguir es:

P =


α1 α2 0 α3

α2 α1 α3 0
0 α3 α1 α2

α3 0 α2 α1


Tomamos el valor para ε = 0,1.

La solución exacta es (se muestra la parte triangular superior)

X =


2 1,825 0 0,075

2 0,075 0
2 1,825

2



Y esta es la tabla de resultados computando, donde (de aqúı en adelante),
Time muestra el tiempo CPU en segundos, It. el numero de iteraciones para
diferentes tolerancias, Tol la tolerancia exigida (calculada ‖PP(Ai+1)−PP(Ai)‖F
) y el Error en la norma de Frobenius entre las aproximaciones obtenidas y la
solución exacta X.

Tol It. Time Error
1e-2 19 0.0077 2.1e-2
1e-5 38 0.0119 2.1e-5
1e-10 70 0.017 1.8e-10

NOTA: El Error es calculado haciendo ‖X − S‖F , siendo S el resultado
obtenido con cada tolerancia.
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Experimento 2
Este experimento valdŕıa para cualquier tamaño de matriz, por la forma en

la que esta definido: La matriz A dada viene definida por Ai,j = i − j + i
i+j−1 .

Definimos las matrices de la condición LU como la matriz de ceros para L y Ui,j =
i+ j. Como en el anterior experimento ε = 0,1. Y por último, el patrón P viene
dado por la matriz de Toepliz simétrica, definida Pi,j = Pi+1,j+1 para todo i, j.

Haremos dos computaciones con este experimento, estas son las tablas de los
resultados para diferentes toleracias

1. Matriz tamaño 10× 10.

Tol It. Time Error
1e-2 18 0.072 0.044
1e-5 165 0.723 7.73e-4
1e-7 560 2.48 9.03e-6

NOTAS: El Error es calculado haciendo ‖X − S‖F , siendo S el resultado
obtenido con cada tolerancia y X el resultado obtenido con tolerancia 1e−
12. No se exponen los resultados por el tamaño que ocupan.

2. Matriz tamaño 100× 100.

Tol It. Time Error
1e-2 125 573 0.3744
1e-5 874 3889 -

NOTAS: El Error calculado para la tolerancia 1e−2 se hace con ‖X−S‖F ,
siendo X el resultado obtenido con tolerancia 1e− 5 . Debido al tamaño de
la solución no la escribiremos.

Experimento 3
Con este experimento vamos a ver que la diferencia en los ratios de conver-

gencia viene fuertemente marcada por la matriz inicial.
Sean A1 y A2 matrices 5 × 5, donde cada entrada i, j de A1 viene dada por

i + 5(j − i), y A2 es la matriz identidad. El patrón P es el subconjunto de
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matrices simétricas, ε = 0,1 y la tolerancia que pediremos será 5e−6. Por último,
las matrices para la condición LU son

L =


1 1 0 3 1
1 2 2 0 3
0 2 3 2 0
3 0 2 2 0
1 3 0 0 1

 ; U =


3 3 2 7 5
3 5 4 2 6
6 3 6 10 3
7 5 8 5 3
5 9 5 3 3


Veamos la tabla para este experimento

Matrix It. Time Error
A1 614 0.624 4.37e-4
A2 66 0.068 2.69e-5

Podemos ver que para el mismo problema y misma tolerancia la diferencia entre
el número de iteraciones es más que notable. Podemos ver que A2 ya cumple
algunas de las condiciones que se piden ( la condición patrón y la condición εpd)
con lo que se puede prever que vaya a converger más rápido.

NOTAS: El Error es calculado haciendo ‖X − S‖F , siendo S el resultado
obtenido con cada tolerancia y X el resultado obtenido con tolerancia 5e− 12.

La implementación a Matlab está en el ANEXO.
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Caṕıtulo 5

ANEXO

Veremos como hemos hecho la implementación a Matlab para computar el
problema visto en el Caṕıtulo 4.

5.1. Programas auxiliares

Condición Lower-Upper

1 %% I ñ i go San Jose V i s i e r s % %
2 %% TFG Algoritmo de Dykstra % %
3 %% Tutor : Luis Abia % %
4

5 %M=matriz a aproximar con l i m i t e s s u p e r i o r e
i n f e r i o r

6 % L y U= l i m i t e i n f e r i o r y s u p e r i o r
re spect ivamente . Comparacion elemento a

7 % elemento
8

9 f unc t i on [MF]=ConLU(M, L ,U)
10 format long
11 n=length (M( 1 , : ) ) ;
12 MF=M;
13 f o r i =1:n
14 f o r j =1:n
15 i f M( i , j )>U( i , j )
16 MF( i , j )=U( i , j ) ;
17 e l s e i f M( i , j )<L( i , j )
18 MF( i , j )=L( i , j ) ;
19 end
20 end
21 end
22 end
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Nos permite acotar componente a componente entre dos matrices L y U
(Lower y Upper), pasándole una matriz M y los ĺımites L y U . Y nos devuelve
una matriz dentro de esos ĺımites.

El programa consiste de dos bucles for para recorrer la matriz M y una
comparación con el condicional if para sustituir cada componente ajustándolos
a sus ĺımites superior e inferior.

Condición de patrón

1 %% I ñ i go San Jose V i s i e r s % %
2 %% TFG Algoritmo de Dykstra % %
3 %% Tutor : Luis Abia % %
4

5 %M=matriz a aproximar s i gu i endo un patron dado
6 % P=matr iz de matr ices , en l a que cada matr iz es una

matr iz s i m e t r i c a
7 % que es r e p r e s e n t a t i v a de l patron
8

9 f unc t i on [MF]=ConPat (M,P)
10 format long
11

12

13 n=length (M( 1 , : ) ) ;
14 p=length (P( 1 , 1 , : ) ) ;
15 alpha=ze ro s (n , n) ; % e s c a l a r
16 MF=ze ro s (n , n) ; % sumatorio matr i ce s
17 f o r i =1:p % numero de s i m e t r i c a s
18 sumNUM=0;
19 sumDEN=0;
20 f o r k=1:n
21 f o r l =1:n
22 sumNUM=sumNUM+M(k , l )∗P(k , l , i ) ;
23 sumDEN=sumDEN+P(k , l , i ) ;
24 end
25 end
26 alpha ( i )=sumNUM/sumDEN;
27 MF=MF+alpha ( i ) .∗P ( : , : , i ) ;
28 end
29

30 end

Este programa corresponde al subespacio que nos condiciona el patrón que
ha de tener la matriz, para llamar a la función se le pasa la matriz a condicionar
M , y un grupo de matriz de matrices P donde cada Gi es una matriz simétrica
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que forma parte de dicho patrón, tal que
∑
Gi = P , y nos devuelve la matriz

con ese patrón.
Sabemos que la mejor aproximación para patrones es

PP(M) =
N∑
k=1

αkGk

Donde N es el número de matrices simétricas que conforman P y αk esta
definido como indica la proposición 4.3. El programa establece dos sumatorios
para cada valor de p (cada matriz Gi) en el primer bucle for, el primero hace
referencia al numerador y el segundo al denominador. Después recorre la matriz
para ir calculando el valor de cada alpha, y suma el resultado de multiplicar αGi

a una matriz sumatorio que nos da el valor final al terminar con todos los Gi

Condición de ε-Definida positiva

1 %% I ñ i go San Jose V i s i e r s % %
2 %% TFG Algoritmo de Dykstra % %
3 %% Tutor : Luis Abia % %
4

5 %M=Matriz a aproximar para que sea d e f i n i d a p o s i t i v a con
autova l o r e s mayores que un eps dado

6 % eps= e p s i l o n
7

8 f unc t i on [MF]=ConDef (M, eps )
9 % format long

10

11 B=(M+M’ ) /2 ;
12 C=(M−M’ ) /2 ;
13 [ Z ,AV]= e i g (B) ; % descompos ic ion e s p e c t r a l B=Z∗av (B)∗Z ’
14 nav=length (AV) ;
15 diag=ze ro s ( nav , nav ) ;
16 f o r i =1:nav
17 i f AV( i , i )<eps
18 diag ( i , i )=eps ;
19 e l s e
20 diag ( i , i )=AV( i , i ) ;
21 end
22 end
23 MF=Z∗diag ∗Z ’ ;
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Permite calcular la matriz mas próxima que cumple que sea definida positiva y
el menor de sus autovalores es mayor o igual a ε. Para llamar a la función se le
pasa una matriz M a aproximar y el ε que se quiera.

El programa calcula los autovalores de B y las Z con la función ya
implementada eig. Después recorre el vector de autovalores y, si son menores
que ε los sustituye. Después calcula la matriz más próxima como indica la
proposición 4.4

5.2. Implementación del algoritmo de Dykstra

Ya con todas las matrices auxiliares podemos ver el programa que nos resuelve
el problema dado.

Algoritmo de Dykstra

1 %% I ñ i go San Jose V i s i e r s % %
2 %% TFG Algoritmo de Dykstra % %
3 %% Tutor : Luis Abia % %
4

5 %A=matriz a aproximar s i gu i endo un patron dado , con
l i m i t e s sup e i n f

6 % ex ig i endo que sea de f p o s i t i v a con autova l e s mayores
que un e p s i l o n

7 % dado
8 % L y U= l i m i t e i n f e r i o r y s u p e r i o r re spect ivamente .

Comparacion elemento a
9 % elemento

10 % P=matr iz de matr ices , en l a que cada matr iz es una
matr iz s i m e t r i c a

11 % que es r e p r e s e n t a t i v a de l patron
12 % eps= e p s i l o n
13 %TOL= t o l e r a n c i a admitida
14

15 f unc t i on [X] = DykstraTOL (A, L ,U,P, eps ,TOL, max)
16 t i c
17 format long
18 n=length (A( 1 , : ) ) ;
19 %no dependen de l E
20 Av ( : , : , 1 )=A; %A0
21 Av ( : , : , 2 )=ConLU(A, L ,U) ;
22 Av ( : , : , 3 )=ConPat (Av ( : , : , 2 ) ,P) ;
23 Av ( : , : , 4 )=ConDef (Av ( : , : , 3 ) , eps ) ; %A3
24
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25 zero=ze ro s (n , n) ;
26 Ev ( : , : , 1 )=zero ; %E −2
27 Ev ( : , : , 2 )=zero ;
28 Ev ( : , : , 3 )=zero ; %E 0
29 i =1;
30 t o l 0 =999; %g a r a n t i z a r que entra
31

32

33 whi le i<max && to l0>TOL
34 %ConLu
35 Ev ( : , : , 4 )=Av ( : , : , 1 )+Ev ( : , : , 1 )−Av ( : , : , 2 ) ;
36 Av ( : , : , 5 )=ConLU(Av ( : , : , 4 )+Ev ( : , : , 4 ) ,L ,U) ;
37 %ConPat
38 Ev ( : , : , 5 )=Av ( : , : , 2 )+Ev ( : , : , 2 )−Av ( : , : , 3 ) ;
39 Av ( : , : , 6 )=ConPat (Av ( : , : , 5 )+Ev ( : , : , 5 ) ,P) ;
40 %ConDef
41 Ev ( : , : , 6 )=Av ( : , : , 3 )+Ev ( : , : , 3 )−Av ( : , : , 4 ) ;
42 Av ( : , : , 7 )=ConDef (Av ( : , : , 6 )+Ev ( : , : , 6 ) , eps ) ;
43 t o l 0=norm(Av ( : , : , 7 )−Av ( : , : , 4 ) , ’ f r o ’ ) ;
44

45 %Ajustamos para l a s i g u i e n t e i t e r a c i o n
46 Av ( : , : , 1 )=Av ( : , : , 4 ) ;
47 Av ( : , : , 2 )=Av ( : , : , 5 ) ;
48 Av ( : , : , 3 )=Av ( : , : , 6 ) ;
49 Av ( : , : , 4 )=Av ( : , : , 7 ) ;
50 Ev ( : , : , 1 )=Ev ( : , : , 4 ) ;
51 Ev ( : , : , 2 )=Ev ( : , : , 5 ) ;
52 Ev ( : , : , 3 )=Ev ( : , : , 6 ) ;
53 i=i +1;
54

55 end
56 X=Av ( : , : , 7 ) ;
57 i+2 %+2 por l o s c i c l o s i n i c i a l e s
58 t o l 0
59 toc
60 end

El programa resuelve el problema de este Trabajo de Fin de Grado, es decir, el
algoritmo de proyecciones alternadas de Dykstra. Para llamar a la función
tenemos que pasarle todos los datos de los problemas anteriores y, además, le
damos dos salidas, una la tolerancia (con TOL), y un número máximo de
iteraciones (con max), como precaución.
El programa sigue lo explicado en el algoritmo 3.2, calcula las primeras
aproximaciones (de la A0 = A a la A3) ya que esas no dependen de las e por
como están definidas. Hace lo mismo con las primeras e (de e−2 a e0) ya que son
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nulas, tanto las An como e son matrices de matrices. Después hace un ciclo
completo de proyecciones (es decir, primero con LU , luego el patrón y por
último que sea definida positiva) mientras va calculando las e necesarias para
los pasos siguientes, siguiendo las definiciones del algoritmo 3.2. Después, para
ahorrar memoria, sustituye los valores para el siguiente ciclo. Se calcula al final
de cada ciclo la tolerancia y el programa termina cuando cumple la restricción
de la tolerancia o excede el número de iteraciones.
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