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Resumen del TFG

Las redes de comunidad inaldmbricas son redes en malla en las que es frecuente que
el acceso a la Web se haga a través de unos pocos proxies, siendo los usuarios quienes
eligen su proxy preferido. Esto puede hacer que la carga se concentre en unos pocos pro-
xies dando lugar a una calidad de servicio percibida por los usuarios finales degradada.
Para elegir el proxy menos cargado sin necesidad de que estos informen de su carga, al-
gunos autores proponen estimarla a partir del Time to First Byte (TTFB). En este trabajo
se exploran las posibilidades de estimacién y de prediccion de dicho TTFB, usando datos
de la red de comunidad Guifi.net. En primer lugar se estudian los diferentes métodos de
recomendacidn colaborativa, evaluando a continuacion el rendimiento de BRISMF. Este
algoritmo alcanza cierta mejora frente a un algoritmo simple de referencia, aunque no
demasiado significativa en la mayoria de los casos estudiados. Por otra parte, se propone
el estudio del problema como la prediccion de una serie temporal, probando algunos de
los algoritmos de prediccion populares. De nuevo se observa una mejora frente al algorit-
mo de referencia que tampoco es especialmente relevante. No obstante, este estudio abre
oportunidades para mejorar la estimacion o prediccién del TTFB, reduciendo el nimero
de sondeos desde los clientes o la cantidad de informacién compartida entre estos.
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Redes de comunidad, proxy, prediccion, aprendizaje automatico, sistemas de reco-
mendacidn, series temporales
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Abstract

Wireless Community Networks are mesh networks in which web access is tipically
acomplished through a few proxies, with users choosing their preferred proxy. This may
overload a few proxies, yielding to a poor quality of service, as perceived by end users.
In order to choose the least loaded proxy without them having to report their load, some
authors propose estimating it form Time to First Byte (TTFB). In this work we explore the
possibilities of estimating and predicting the TTFB, using data from the Guifi.net com-
munity network. First, different methods of collaborative recommendation are studied,
evaluating then performance of BRISMF. This algorithm achives certain improvement
over a simple reference algorithm, although not too large in most of the cases studied. On
the other hand, we also approach the problem as time series prediction, testing some of
the popular algorithms for it. Once again, an improvement over the reference algorithm
is observed, altought is not particularly relevant either. Nevertheless, this study opens op-
portunities to improve both the estimation and the prediction of the TTFB, reducing the
number of polls made by clients or the amount of information shared among them.

Keywords

Community Networks, proxy, prediction, machine learning, recommender systems,
time series
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Capitulo 1

Introduccion

1.1. Las redes de comunidad inalambricas

Las redes de comunidad son redes distribuidas, descentralizadas y a gran escala que
permiten a comunidades locales crear su propia infraestructura de red [Vegl5], propor-
cionando ademads interconexién con Internet de forma asequible incluso en 4reas rurales
[RM13]. Esto se consigue gracias al abaratamiento de costes que se produce al compartir
recursos como la infraestructura o el acceso a Internet [Uni09, Par14]. La operacién de
estas redes se basa, por tanto, en el principio de cooperacion entre sus miembros. Estas
comunidades suelen tener ciertas reglas de participacion como licencias de pertenencia o
acuerdos de comunicacion entre pares, que definen la libertad, neutralidad y franqueza de
los miembros de la red [Neul6].

Las redes de comunidad tienen dos propdsitos principales [Mac13]. Uno de ellos es
permitir interacciones entre los usuarios. En este sentido hay multitud de aplicaciones
para estas redes que incluyen e-learning o mensajeria instantdnea [LinO8]. El segundo de
los propésitos es reducir el coste del acceso a Internet, o simplemente facilitarlo en los
lugares donde no hay una gran infraestructura.

En multitud de ciudades europeas hay redes de comunidad inaldmbricas, como la exis-
tente en Atenas con mas de 2.000 nodos, la austriaca Funk-Feuer! o la italiana Ninux
con mds de 200 nodos [Mac13]. En Espafia Guifi.net cuenta con mas de 30.000 nodos
[Dim17], estd situada mayormente en Catalufia y contiene varias puertas de enlace a Inter-
net, que tipicamente actiian también como proxies web, compartidas por los participantes
[Vegl5].

En cuanto a su topologia, Guifi.net tiene forma de malla con enlaces tipicamente punto
a punto, y se divide en sistemas autonomos formados por cientos de nodos que utilizan
un protocolo de enrutado interno, como OSPF?(Open Shortest Path First, primer camino
mds corto) u OLSR? (Optimized Link State Routing Protocol, protocolo de enrutado de
estado de enlace optimizado), y que se conectan con sistemas auténomos cercanos via
protocolos de enrutado externo como BGP * (Border Gateway Protocol, protocolo de

Thttps://www.funkfeuer.at/

2 OSPF version 2: disponible en https:/tools.ietf.org/html/rfc2328
30SLR versién 1: disponible en https://tools.ietf.org/html/rfc3626
“BGP version 4: disponible en https:/tools.ietf.org/html/rfc4271
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puerta de enlace de frontera) [Neul6]. El método mas comin de acceso a la Web es a
través de proxies, siendo los usuarios los que eligen su proxy preferido de entre todos
los disponibles en la red. Para acceder a un servidor web externo es necesario recorrer
una ruta dentro de Guifi.net que atraviesa varios enlaces y nodos encaminadores hasta
llegar al proxy seleccionado, que realizard la peticién al servidor externo en nombre de
los usuarios.

En las redes de comunidad inaldmbricas, todos los nodos inaldmbricos que forman
parte de ella actian como encaminadores, recibiendo paquetes en todas sus interfaces. Si
el paquete esta dirigido al nodo al que llega, éste lo procesa. En caso contrario lo reenvia
a uno de sus vecinos [Jai03].

Por otra parte, en las redes de comunidad, y en particular en Guifi.net, los enlaces son
aportados y organizados por los participantes, lo que hace que los caminos entre nodos,
o de cliente a proxy, puedan ser no fiables [Aky0S5]. De esta manera, los accesos a la
Web a través de proxies dependen de usuarios u organizaciones que comparten toda su
conexion a Internet con otros usuarios [Dim17]. Por tanto, Guifi.net se enfrenta a dos
retos principales. El primero es el hecho de que los enlaces son voltiles, por lo que es
importante predecir su calidad [Mill5, BL18]. El segundo radica en el hecho de que los
usuarios eligen un proxy de una lista con los proxies disponibles, y existe la posibilidad
de congestion en estos nodos de salida, lo que causaria que el acceso a la Web presentase
un rendimiento degradado [Dim17]. Como consecuencia de cierta falta de regulacion al
respecto, y pese a ser un servicio critico para los usuarios, podria ocurrir que mientras
unos proxies estuviesen subocupados, otros acabaran saturados por la demanda. Por todo
ello, la eleccién del proxy es un reto abierto que puede afectar de manera relevante a la
percepcion de calidad de servicio que tienen los usuarios finales.

Este trabajo se centra en la solucion del segundo problema. Una posible aproximacion
podria ser estimar la carga de los proxies y elegir los de menor carga [Dim17]. De esta
forma se contribuye al buen rendimiento global de la red, puesto que se reparte la carga
entre todos los proxies. Otra solucién podria ser elegir desde cada cliente el proxy con
menor latencia. En este caso se busca optimizar la percepcion del servicio por parte del
usuario final. Para la primera podria ser de ayuda que los proxies informasen de su carga,
pero esto implicaria modificar los protocolos y se busca una solucidén que sea incremental
y compatible hacia atrds, que funcione tanto con los clientes mejorados como con los
existentes, y que sea independiente de los algoritmos de transporte y enrutado, es decir,
que no implique realizar cambios incompatibles con el entorno existente [Dim17]. Sin
embargo, existe cierta relacion entre ambas soluciones. En [Dim17] se muestra que el
TTFEB (Time to First Byte, tiempo hasta el primer byfe) es una métrica que puede obtener
el cliente sin necesidad de modificar los protocolos de comunicacién, y ademds es una
medida razonable de la carga de un proxy.

Sin embargo, y como se explica mds adelante, la solucién de seleccion de proxy me-
diante estimacién de la carga a partir del TTFB tiene ciertas limitaciones. La primera es
que un cliente puede conocer la estimacion de la carga actual de proxies que no sondea
y que puede recibir de otros clientes que si lo hacen si estos comparten esta informacion,
pero seria deseable conocer la estimacion de la carga actual de proxies no sondeados sin
tener que esperar a recibir todas las actualizaciones de las medidas realizadas por otros
clientes, ya que esto podria tardar mas de una ronda Vivaldi. La segunda es que un cliente
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conoce la estimacion actual de los proxies que él sondea, pero seria deseable tener una
estimacion de su carga futura que permitiese al cliente anticiparse a cambios de carga en
los proxies. La solucion a ambas limitaciones podria ser predecir el valor del TTFB, tanto
a futuro para los proxies que un cliente mide como a presente para los que no mide, y esto
es lo que aborda este trabajo.

1.2. Objetivos

El objetivo del presente trabajo es abordar el problema de eleccion de proxy en las
redes de comunidad inalambricas desde una perspectiva de aprendizaje automatico
mediante la prediccion del TTFB, con la intenciéon de mejorar la calidad de la elec-
cion del proxy utilizado y de esta manera mejorar la calidad de servicio percibida por los
usuarios de las redes de comunidad.

Este objetivo se va a abordar de dos formas distintas. Por una parte, bajo la suposicién
de que un cliente realiza sondeos (mediciones del TTFB) a un determinado proxy, se tra-
tard de predecir los valores en el futuro inmediato de este TTFB. De acuerdo con [Dim17]
en que el TTFB es un buen estimador de la carga de un proxy, predecir los valores del
TTFB permitird tener en cuenta no solo la situacién actual, sino la situacién futura, a la
hora de elegir un proxy, con la esperanza de anticiparse a los cambios en su carga. Por
otra parte, y bajo la suposicion de que algunos clientes sondean a algunos proxies y a
continuacion comparten entre ellos los resultados de las medidas, se va a tratar de que un
cliente pueda estimar en el instante actual el TTFB de todos los proxies, incluyendo aque-
llos a los que no sondea. Esto permitiria mantener bajo el niimero de sondeos realizados
sin reducir la informacién con la que cuentan los clientes a la hora de elegir un proxy.

1.3. Estructura del documento

En cuanto a la estructura del documento, en el capitulo 2 se describen los datos uti-
lizados para el entrenamiento y evaluacion de los diferentes modelos utilizados para la
estimacioén y la prediccion del TTFB, asi como el algoritmo de referencia con el que se
comparan los resultados, la métrica de evaluacién del rendimiento y el software empleado.

En el capitulo 3 se realiza una aproximacion a la estimacion del TTFB mediante el uso
de las herramientas de los sistemas de recomendacion. Se presentan los diferentes tipos
de sistemas de recomendacion, y se justifica la eleccion del algoritmo concreto empleado.
También se realiza una descripcion del c6digo empleado para la estimacion, asi como de
los parametros implicados en el proceso. A continuacién se plantean los resultados y por
ultimo las conclusiones extraidas.

En el capitulo 4 se plantea la prediccion del TTFB como un problema de series tem-
porales. Se explican los algoritmos de aprendizaje automdtico empleados, se exponen los
resultados obtenidos y por ultimo se realiza una discusion sobre las conclusiones deriva-
das.

Por ultimo, en el capitulo 5 se exponen las conclusiones globales obtenidas y el tra-
bajo futuro. En los apéndices se presentan figuras adicionales que podrian ser de utilidad
a la hora de entender tanto el problema, como los datos de partida y los resultados obte-
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nidos. También se adjunta el cédigo empleado en los experimentos del capitulo 3 y los
parametros de los experimentos del capitulo 4.



Capitulo 2

Planteamiento del problema

2.1. Introduccion

Como se indica en el capitulo de introduccion, en las redes de comunidad surge el
problema de la eleccién de un proxy que permita un acceso de calidad a la Web. En
[Dim17] se plantea una forma de estimacién de la carga a partir del TTFB, que se basa en
que los clientes s6lo sondean una porcion de los proxies existentes para medir su TTFB,
y esta informacién la comparten entre ellos para reducir la sobrecarga introducida.

Este trabajo parte de la hipétesis de que el TTFB es un buen estimador de la carga de
un proxy que permite elegir el mejor [Dim17], y pretende mejorarlo proponiendo, por una
parte, la estimacion de la carga no medida a partir de valores pasados compartidos por
otros clientes, y por otra, la prediccion de este estimador a partir de los valores pasados
medidos por cada cliente. Al igual que [Dim17], el estudio se realiza sobre la red Guifi.net,
debido a la posibilidad de instalar software de prueba en los clientes, lo que facilita la
recogida de un conjunto de datos sobre los que evaluar los métodos propuestos y que se
describirdn mds adelante.

En este capitulo se describe en primer lugar en la seccion 2.2 la investigacion realizada
en [Dim17] sobre la eleccion del proxy a partir de la estimacion de su carga basada en el
TTFB, y se discuten las limitaciones de esta aproximacion. A continuacion, en la seccién
2.3 se describen los datos utilizados en el estudio de la prediccién del TTFB. En la seccién
2.4 se explica el algoritmo de referencia utilizado en los siguientes capitulos, y por ultimo
en la seccion 2.5 se muestra el método de evaluacion de los resultados obtenidos.

2.2. El problema de eleccién de proxy

En las redes de comunidad, los usuarios eligen su proxy de acceso a la Web de una lista
que contiene los proxies disponibles [Dim17]. A consecuencia de la falta de regulacién
podria ocurrir que mientras unos proxies estén saturados por un alto nimero de peticiones,
otros permanezcan subocupados o inactivos, degradando la QoE (Quality of Experience,
calidad de experiencia) percibida por los usuarios en el acceso a la Web [Dim17].

El objetivo es, por tanto, disefiar una solucion préctica, no 6ptima pero de mejor es-
fuerzo o best-effort, donde los clientes puedan elegir un cierto proxy utilizando métricas
de uso de red y rendimiento de los proxies que no requieran modificar ningtin componente

5
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de la red y que puedan funcionar en un entorno heterogéneo [Dim17] como son las re-
des de comunidad. Para ello los clientes cooperan compartiendo el rendimiento de la red
y de los proxies, y utilizan esta informacién para ordenar su lista de proxies conocidos.
La informacion que comparten es s6lo la que ellos mismos miden, o la que reciben de
otros clientes. Esto es asi porque los clientes no tienen acceso a las métricas de carga o
rendimiento de los proxies, ya que esto implicaria modificar los protocolos e incumplir el
requisito del uso de métricas que no requieran modificar ningin componente de la red.

Por tanto, se utilizan métricas adecuadas para estimar la carga del proxy inicamente
a partir de variables medidas por los clientes, y en funcién de dichas métricas se elige,
de manera conservadora, el proxy con menor carga estimada. Esta eleccion conservadora
podria consistir en cambiar de proxy sélo si la métrica utilizada es mejorada por encima de
un umbral, o durante un periodo de tiempo lo suficientemente grande, que permita evitar
cambios innecesarios de proxy por parte de los clientes.

En consecuencia, también es necesario obtener métricas sobre la latencia desde el
cliente a otros elementos de la red, puesto que han de ser utilizadas en la eleccién tanto
de la ruta como del proxy. Sin embargo, sondear a todos los elementos generaria una
sobrecarga importante. La solucién es que cada cliente participe en una red Vivaldi para
estimar su RTT (Round-Trip Time, tiempo de ida y vuelta) con otros clientes. Vivaldi es
un algoritmo que asigna coordenadas a cada host de forma que la distancia euclidea entre
dos hosts en este sistema sirve como estimacion de la latencia entre ellos [Dab04]. Cada
nodo mantiene una lista de C' 4+ R clientes conocidos, C' que se estiman mds cercanos en
cuanto a distancia euclidea entre coordenadas Vivaldi, y otros R aleatorios en cualquier
lugar de la red. En cada ronda un nodo selecciona de forma aleatoria un vecino de la lista,
realiza NV sondeos, y le pide sus coordenadas Vivaldi y las de sus vecinos.

De forma similar se puede obtener el RTT desde un nodo a un proxy [Dim17], aunque
estos no participen de forma activa en el sistema Vivaldi. Cada cliente mantiene C'+R
coordenadas que representan a proxies, de forma similar a los clientes. En cada ronda,
cada nodo realiza /N consultas al proxy elegido para esa ronda, actualiza las coordenadas
que tiene para ese proxy y comparte la latencia con el vecino seleccionado en la ronda
actual.

El estimador de rendimiento del proxy propuesto en [Dim17] se basa en la suposicion
de que el TTFB en una peticion HTTP puede reflejar la calidad del servicio. El TTFB es
el tiempo que transcurre desde que se realiza una peticién hasta que se recibe el primer
byte de la respuesta, y se podria ver afectado de forma proporcional por la carga del proxy
[Dim17]. De este modo los proxies con baja carga ofreceran, en principio y siempre que
el RTT entre cliente y proxy sea bueno, bajos valores del TTFB, y proxies con alta carga
ofrecerdn altos valores de TTFB. Cada cliente calcula de forma pasiva el TTFB de las
respuestas HTTP que recibe del proxy, y utiliza este valor para estimar la carga del proxy
y compartirlo con sus vecinos en la red Vivaldi.

Para una toplogia estitica de una WMN (Wireless Mesh Network, redes inalambricas
en malla), con ciertas suposiciones sobre su calidad y condiciones dindmicas del enlace
(un enlace muy lento no es distinguible de uno muy congestionado), se puede esperar que
la latencia sea la suma del tiempo requerido para establecer la conexion con el proxy y
enviar la peticion, el tiempo que tarda el proxy en procesar la peticion hasta que inicia la
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peticion al servidor remoto, y el tiempo que tarda el proxy en completar la peticion.

tlat ~ trequest_c_p + tproacy_p + tresponse_c_p (21)

El primer sumando corresponderia a cierto nimero de veces por el RTT entre cliente y
proxy,
trequest_c_p ~ A * tmesh_rtt_c_p (22)

y este valor de RTT podria emplearse para evitar caminos cliente-proxy lentos. El segundo
sumando incluye el tiempo que la peticion espera para empezar a ser servida, con lo que
podria ser un buen indicador de la carga del proxy, y por tanto se podria utilizar para evitar
proxies sobrecargados.

En cuanto al rendimiento del proxy, se utiliza el TTFB para estimarlo. El TTFB fun-
ciona bien como indicador de la responsividad de servicios web [Dim17], ya que combina
el tiempo de conexidén TCP y el de procesamiento del servidor remoto. Pero en nuestro
caso el escenario es mas complicado, pues aspiramos a utilizar el TTFB medido por el
cliente para estimar el rendimiento del proxy que media entre el cliente y el contenido
pedido.

El tiempo que el proxy necesita para completar la peticién se puede aproximar por la
suma del tiempo que el proxy tarda en recibir el primer byte y el tiempo transcurrido en el
proxy desde que recibe el primer byte hasta que acaba de recibir la respuesta,

tresponse_c_p ~ tprozy,ttfb + ttranspm"t_response (23)

Ambos dependen de la capacidad de la conexion a Internet del proxy, de los retardos en
el camino entre el proxy y el servidor remoto, asi como de la capacidad de respuesta del
servidor remoto.

Si asumimos que el contenido al que intentan acceder todos los clientes siempre esta
disponible, en servidores remotos a una distancia similar de todos los proxies y con la
misma capacidad de conexion a Internet, el tiempo que tarda el proxy en recibir la res-
puesta completa del servidor remoto desde que recibe el primer byte de dicha respuesta
serd igual para todos, y por tanto se puede obviar en la estimacion de la carga. Por tanto,
el TTFB entre cliente y proxy se puede aproximar por dos veces el RTT entre cliente y
proxy mas el tiempo de respuesta del proxy y mas el TTFB entre el proxy y el servidor
remoto:

tttfbfcfp R 2% tmeshj‘tt?cﬁp + tprozyp + tp’r‘o:vyfttfb (24)

y de esta forma, el tiempo de respuesta del proxy se puede aproximar como el TTFB del
cliente al proxy menos dos veces el RTT entre cliente y proxy:

tprozy_p ~ tttfb_c_p —2x% tmesh_rtt_c_p (25)

Pero las medidas del TTFB pueden ser muy ruidosas, ya que a veces los paquetes se
ven retrasados por la carga de la red, y en ocasiones los proxies pueden completar una
peticion rapidamente pese a una alta carga. En [Dim17] se filtran los valores del tiempo
de respuesta del proxy con una media exponencial para reducir el efecto de dicho ruido.

Cuando los retardos de las peticiones HTTP son mayores que el tiempo de Vivaldi, que
corresponde al tiempo entre dos rondas de propagacién de la informacion, para esa ronda
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no se obtiene medida. Como solucidn, en [Dim17] se va incrementando el valor del TTFB
en un valor igual al tiempo de ronda Vivaldi hasta que se consigue obtener una nueva
medida. Uno de los problemas de este estimador es que se asume que el cliente realiza
peticiones HTTP de forma secuencial, algo poco realista. Por otro lado, en [Dim17] se
comprueba experimentalmente que este estimador es malo en términos de valor absoluto,
si bien hay cierta correlacion entre las medidas de este estimador y las medidas de carga.

Para elegir el mejor proxy, no s6lo nos interesa su tiempo de respuesta, sino todo
el tiempo que transcurre en la comunicacién desde el cliente al servidor pasando por el
proxy. De nuevo, para obtener informacion de caricter agndstico en cuanto a métricas de
carga internas del proxy o de velocidad de conexion de éste con el servidor, el uso del
TTFB puede ser una buena métrica. Pero el sondeo realizado por los clientes al proxy
debe tener las mismas caracteristicas en todos, por ejemplo mediante pings al proxy o
solicitando recursos que se encuentren cacheados y del mismo tamafio en todos los casos.
Una forma de agilizar el proceso de eleccion de proxy es mediante la estimacién del TTFB
en los clientes a los proxies que no sondea en la correspondiente ronda.

2.3. Datos

Los datos utilizados, como se ha indicado anteriormente, provienen de la red Guifi.net.
Para tomar las medidas se instrumentaron cuatro clientes, si bien no fue necesario realizar
cambios en los proxies. Se realizaron sondeos a 13 proxies distintos con un periodo de 10
segundos, que es el periodo de la ronda Vivaldi. Cada muestra obtenida es almacenada en
un fichero de log con informacién sobre el instante en que se tomd la muestra en forma de
sello temporal Unix, direccion IP del proxy al que se sondea, el TTFB medido, el tiempo
total incluyendo el RTT, y el cédigo HTTP recibido. La primera muestra se tomo el 16 de
marzo de 2018 a las 16:28:24, y la dltima el 19 de marzo de 2018 a las 11:55:00. En total
se recogieron 1.134.888 muestras. Sin embargo, teniendo en cuenta los instantes de inicio
y fin de toma de muestras, y el tiempo transcurrido, se deberian haber tomado en torno a
23.920 muestras por cada pareja cliente-proxy, es decir, un total de 1.243.840 muestras.
Esta diferencia se puede deber a instantes de mal funcionamiento de los proxies o de los
clientes utilizados en la obtencién de muestras. Para la realizacion de los experimentos de
estimacién y prediccion, asumiremos que en esos instantes no hay muestras y por tanto no
se actualizard el modelo utilizado. Ademads hay que destacar que en los datos recibidos, el
TTFB medido por el proxy 8 es siempre igual a 0, por lo que se decide eliminarlo de los
datos y mantener el identificador empleado en el resto de proxies.

En la tabla 2.1 se puede ver el nimero de muestras recogidas por pareja cliente-proxy,
ademads del total recogido por cliente, por proxy y el nimero de muestras recogidas global.
Se puede ver como el niimero de muestras recogidas se mantiene constante en cada cliente
para cada uno de los proxies, y que para cada proxy, el nimero de muestras tomadas
depende del cliente que las toma.
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Cliente 1 | Cliente 2 | Cliente 3 | Cliente 4 | Total por proxy
Proxy 1 23.632 23.632 23.638 23.672 94.574
Proxy 2 23.632 23.632 23.638 23.672 94.574
Proxy 3 23.632 23.632 23.638 23.672 94.574
Proxy 4 23.632 23.632 23.638 23.672 94.574
Proxy 5 23.632 23.632 23.638 23.672 94.574
Proxy 6 23.632 23.632 23.638 23.672 94.574
Proxy 7 23.632 23.632 23.638 23.672 94.574
Proxy 8 23.632 23.632 23.638 23.672 94.574
Proxy 9 23.632 23.632 23.638 23.672 94.574
Proxy 10 23.632 23.632 23.638 23.672 94.574
Proxy 11 23.632 23.632 23.638 23.672 94.574
Proxy 12 23.632 23.632 23.638 23.672 94.574
Proxy 13 23.632 23.632 23.638 23.672 94.574
Total por | 507 516 | 307216 | 307294 | 307.736 1.229.462

cliente

Tabla 2.1: Nimero de muestras recogidas por pareja cliente-proxy

Para ver como se producen las pérdidas, en las figuras 2.1 a 2.4 se muestra el tiempo
transcurrido entre muestras sucesivas del TTFB medido en cada cliente para todos los
proxies. Se observa que en la mayoria de ocasiones, el tiempo entre muestras se encuentra
en torno a 10 segundos. Sin embargo, hay picos que superan este valor y que indican que
se han producido pérdidas. En estas figuras se puede ver que las pérdidas se producen de
forma simultanea en cada uno de los clientes para todos los proxies, lo que podria indicar
un mal comportamiento de los clientes. Ademads, hay instantes en los que hay pérdidas en
los cuatro clientes a la vez, como ocurre en torno al final. Para apoyar esta tltima idea se
obtiene la figura 2.5, que muestra lo mismo que las otras pero superponiendo el tiempo
entre muestras tomadas por los cuatro clientes para un s6lo proxy. Se puede ver como
efectivamente hay instantes en que se producen pérdidas para todos los clientes y proxies

ala vez.
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Tiempo entre muestras tomadas por el cliente 1
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Figura 2.1: Tiempo transcurrido entre muestras sucesivas desde el cliente 1

Tiempo entre muestras tomadas por el cliente 2
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Figura 2.2: Tiempo transcurrido entre muestras sucesivas desde el cliente 2
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Figura 2.3: Tiempo transcurrido entre muestras sucesivas desde el cliente 3

Tiempo entre muestras tomadas por el cliente 4.
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Figura 2.4: Tiempo transcurrido entre muestras sucesivas desde el cliente 4
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Figura 2.5: Tiempo transcurrido entre muestras sucesivas para el proxy 1

Para ver qué distribucion tiene el global de las muestras recogidas, se puede obtener
un diagrama de cajas como el de la figura 2.6. Cabe destacar que para la obtencion de este
diagrama de cajas se han obviado los outliers o datos atipicos en la representacion. Sin
embargo, la existencia de estos valores grandes explica el hecho de que el valor medio se
encuentre fuera del rango entre cuartiles.

Diegrama de cajas de todas las muestras tomadas

0.045371

'
'
'
'
'
'
'
0.10 {r
'
L

Segundos

Q
TTFB

Media

Figura 2.6: Diagrama de cajas del total de muestras.

Repitiendo el procedimiento para las muestras recogidas por cada cliente y para cada
proxy se obtiene la figura 2.7. Se puede observar que los rangos en los que se encuentran
los valores, obviando los datos atipicos, son parecidos para los cuatro clientes, y que
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el valor medio también es similar. Para el caso de los proxies el resultado es algo mas
complejo. Se puede ver como los valores de TTFB del proxy 2 son mas elevados que para
el resto, lo que podria indicar una peor conexion a dicho proxy o una mayor carga durante
el periodo de medida. Sin embargo, los valores en general son muy parecidos y bajos, una
vez mds obviando los datos atipicos. Al igual que en el caso de las muestras por cliente,
el valor medio supera el rango entre cuartiles, y el motivo es el mismo: la existencia de
valores elevados que hacen que la media crezca. En el anexo A se muestran los diagramas
de cajas para cada una de las parejas cliente-proxy.

Diagrama de cajas de muestras por cliente
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(a) Diagrama de cajas por cliente
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(b) Diagrama de cajas por proxy

Figura 2.7: Diagramas de cajas de las muestras recogidas por clientes y proxies
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De la figura 2.7a se puede extraer que los clientes reciben muestras muy parecidas,
quizds debido a una gran cercania entre ellos. En la figura 2.7b se pueden observar tres
grupos de proxies atendiendo a sus rangos intercuartiles. El primero de ellos estaria for-
mado por el proxy 2, cuyo rango entre cuartiles se encuentra por encima del resto, asi
como su valor medio. El siguiente grupo estaria formado por los proxies 6, 7,9, 10, 11 y
13, cuyos rangos intercuartiles se superponen. Estos proxies podrian presentar un rendi-
miento intermedio. Por ltimo, el tercer y mejor grupo estaria formado por los proxies 1,
3,4, 5y 12. En estos casos el rango intercuartil es pequefio y tiene valores bajos, si bien
hay casos en los que el valor medio es relativamente elevado. De entre todos los proxies
sondeados destacan el 2 como peor opcién por sus elevados valores, y el 5 como mejor
opcidn por sus valores mds pequefios.

También es interesante observar como evoluciona el TTFB con el tiempo. En la figura
2.8 se puede observar dicha evolucion para el proxy 1, y el resto de figuras se pueden
ver en el anexo A. Se pueden observar ciertos picos de valores elevados motivados bien
por un periodo de peor conexidn, bien por un instante de mayor carga en el proxy al que
se sondea. Igualmente se puede ver como en dichos instantes de TTFB elevado, todos
los clientes perciben la subida en el valor medido, lo que indica cierta correlacion entre
medidas tomadas entre distintos clientes a un mismo proxy y podria apoyar la teoria de
cercania entre ellos, puesto que el valor medido por los clientes en dichos instantes es
bastante parecido.

Evolucién del TTFB al proxy 1
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Figura 2.8: Evolucién del TTFB al proxy 1

2.4. Algoritmo de referencia

Para comprobar el buen funcionamiento del algoritmo empleado en la prediccién del
TTFB se utiliza un algoritmo de referencia. Este algoritmo consiste en predecir el valor
de una muestra de TTFB de la pareja cliente-proxy como el valor de la muestra anterior.
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Se trata de un algoritmo muy sencillo que permitira ver el error que se comete al elegir un
proxy en funcion de los valores de TTFB predichos con los métodos que se presentardn
mas adelante en comparacion con el que se comete al elegir un proxy en funcién de la
tltima muestra de TTFB obtenida por el cliente. Para utilizarlo basta con desplazar el
vector de muestras de TTFB para cada pareja cliente-proxy una posicion a la derecha,
afladiendo un cero en la posicién de més a la izquierda.

2.5. Evaluacion del rendimiento

El problema se tratard como un problema de regresion. Esto significa que se intentara
predecir el valor exacto de TTFB, y por tanto es necesario evaluar la calidad de las pre-
dicciones con alguna métrica adecuada. Las opciones mds populares son el MAE (Mean
Absolute Error, error absoluto medio) y el RMSE (Root Mean Square Error, raiz del error
cuadratico medio). Si N es el tamaiio del vector de errores, y e; el i-ésimo elemento de
dicho vector, el MAE se define como:

N—-1
MAE = w (2.6)
y el RMSE como:
N-=11_ 2
RMSE = % 2.7)

En este trabajo se utiliza el MAE como medida de la calidad de las predicciones
por dos motivos principales [JWOS5]. El primero de ellos es la facilidad de su célculo
comparado con el cdlculo del RMSE. El MAE requiere sumar la magnitud de los errores
para obtener el error total y a continuacién dividirlo entre el nimero de muestras, mientras
que para calcular el RMSE hay que calcular la suma de los errores elevados al cuadrado,
dividirlo entre el niimero de muestras total y obtener su raiz cuadrada. El segundo motivo
es el hecho de que en el RMSE los errores grandes influyen al total en proporcion a
su cuadrado, con lo que su influencia es mayor que la de los errores pequenos. Debido
al caricter ruidoso del TTFB, y a la presencia de picos dificiles de predecir, el uso del
RMSE podria dar lugar a una medida de la calidad afectada en gran medida por los errores
grandes que muy probablemente se producirdn al realizar las predicciones.

Notese que el MAE del algoritmo de referencia puede obtenerse facilmente obtenien-
do la resta del vector de muestras original y el vector desplazado. A continuacién se
obtiene la suma de los valores absolutos de los elementos del vector resultado, y se divide
entre su longitud.

Por otra parte, a la hora de evaluar los métodos de aprendizaje automatico es habitual
dividir el conjunto de datos en dos subconjuntos, uno de entrenamiento utilizado para
ajustar los parametros del modelo, y otro de test, sobre el que se calculan los errores.
Sin embargo, en este trabajo se utilizan métodos de aprendizaje en linea, caracterizados
por ser incrementales, por las caracteristicas dindmicas de nuestro problema y por la gran
cantidad de datos que se deberdn manejar. Esto elimina la necesidad de dividir los datos
en un conjunto de entrenamiento y otro de test, puesto que se evalia el modelo existente
con la llegada de cada una de las muestras y a continuacion se actualiza o entrena dicho
modelo con esta nueva muestra.
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2.6. Conclusiones

A partir de la definicién del problema de seleccion de proxy se puede destacar la
importancia de obtener un método que permita al cliente elegir de forma automatica el
proxy que mejore la calidad del servicio percibido por éste. Ademads, se puede decir que el
TTFB es una buena medida de la carga del proxy si bien no en términos de valor absoluto,
si en términos de determinar cudl es el mejor proxy en cada instante. Es aqui donde surge
la posibilidad de predecir el TTFB.

A partir de el anélisis de los datos se observa que la medida del TTFB presenta un
comportamiento altamente ruidoso y aleatorio, lo que dificulta en principio la tarea del
predictor, pero que abre nuevos caminos alternativos a la estimacion del TTFB como un
problema de regresion. También cabe destacar que los datos tomados por los diferentes
clientes son muy parecidos, de forma que se podria aumentar el interés del trabajo reali-
zado escogiendo clientes con caracteristicas mds diferentes.



Capitulo 3

Estimacion de TTFB mediante filtrado
colaborativo

3.1. Introduccion

Los grandes proveedores web de contenido como peliculas, series, musica o libros,
junto con los grandes comercios en linea ofrecen infinidad de productos. Esta gran va-
riedad de opciones, junto con su cardcter dindmico y heterogéneo [Kor(09, Lop11] hacen
dificil que los usuarios encuentren lo que buscan. Una consecuencia directa de esta gran
cantidad de posibilidades es una baja satisfaccion de los usuarios al adquirir unos pro-
ductos que realmente no cubren sus necesidades [Ric15]. Los sistemas de recomendacién
pueden ser buenos aliados en la toma de decisiones de este tipo [Res97]. De hecho, con-
seguir emparejar los usuarios con los articulos més apropiados para ellos permite un alto
grado de satisfaccion de los clientes y una mayor fidelidad [Kor09]. Normalmente un
sistema de recomendaciones que ofrezca recomendaciones rdpidas y precisas atraera el
interés de los consumidores, lo que favorecerd un incremento de los beneficios reportados
[Su09].

Un ejemplo de sistema de recomendacion es el utilizado por la plataforma de video
bajo demanda Netflix [Agg16]. Netflix permite a los usuarios puntuar peliculas y series en
una escala de 5 puntos, y almacena informacion sobre los articulos que han sido vistos por
un determinado usuario. Todos estos datos son utilizados para realizar recomendaciones
sobre otros articulos. Otro ejemplo es el sistema de recomendacién utilizado por la web de
ventas online Amazon.com [Aggl6], pionera en este campo, donde las recomendaciones
realizadas se basan tanto en las valoraciones de los usuarios como en sus patrones de
compra y busqueda.

Un sistema de recomendacion se puede describir como un sistema de procesado de in-
formacion que retine varios tipos de datos para construir sus recomendaciones [Ric15]. Su
funcioén es obtener un perfil de las preferencias de los usuarios sobre los articulos, ademds
de modelar la relacién entre usuarios y articulos [Tak09], para poder realizar recomen-
daciones. Los articulos son los objetos que son recomendados, y se pueden caracterizar
por su complejidad y su valor o utilidad. En el ejemplo de Netflix, los articulos son las
peliculas y series. Los usuarios, por su parte, pueden tener una serie de caracteristicas que
los describen, y que pueden ser utilizadas por el sistema de recomendacion a la hora de

17
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ofrecer recomendaciones. La relacion entre los usuarios y los articulos viene dada por las
valoraciones, que a su vez son la forma de interaccion entre el usuario y el sistema de
recomendacion. En el ejemplo de Netflix, las valoraciones son las puntuaciones que los
usuarios dan a las peliculas y series que han visto.

Los métodos de prediccion de los sistemas de recomendacién han sido utilizados ya
en varios problemas relacionados con el que se aborda en este capitulo. En [Zhel7] se
adopta una aproximacion de filtrado colaborativo basado en usuario para obtener reco-
mendaciones para servicios en la nube. Aqui se identifican los usuarios como los clientes
de la nube, y los articulos como los servicios proporcionados. Por otro lado, en [Luo16]
se utiliza un mecanismo de filtrado colaborativo basado en el coeficiente de correlacién
de Pearson para obtener los valores desconocidos en una matriz de valores de QoS (Qua-
lity of Service, calidad de servicio) donde los articulos son servicios web. En [Vad16]
se presenta un sistema de recomendacion basado en filtrado colaborativo que utiliza las
preferencias individuales de los usuarios sobre atributos no funcionales para recomendar
servicios. Por dltimo, en [Zhul7] se propone una aproximacion a la prediccién en linea
de QoS para ciertos servicios basada en una factorizacién matricial adaptativa.

En este capitulo se busca estudiar la posibilidad de abordar el problema de la estima-
cién del TTFB como un problema de recomendacién, y comprobar si se pueden utilizar
los mecanismos empleados en este tipo de problemas. Para ello, se realiza un recorrido
a través de los distintos tipos de sistemas de recomendaciones que permita, por un lado,
ver con perspectiva la multitud de posibilidades existentes, y por el otro, seleccionar un
algoritmo adecuado para la estimacion del TTFB. Ademéds, una vez elegido el algoritmo,
se realizardn pruebas de estimacion cuya calidad, cuantificada por el error cometido, se
comparard con la de un algoritmo sencillo de referencia para evaluar en qué grado se me-
joran los resultados al emplear este tipo de algoritmos en el dmbito de la prediccién del
TTFB.

Por ello, en la segunda seccion se plantea el problema de la recomendacion y se ex-
ponen los motivos por los que es razonable el uso de los mecanismos de los sistemas de
recomendacion en la estimacion del TTFB. En la siguiente seccidn se realiza una aproxi-
macion descendente desde los multiples tipos de sistemas de recomendacién hasta llegar
al algoritmo utilizado en la estimacion del TTFB. A continuacion, en la cuarta seccion,
se describen los datos con los que contamos, el software utilizado y el algoritmo de refe-
rencia con el que comparamos los resultados. En la quinta seccidn se muestran y discuten
los resultados obtenidos y por dltimo, en la sexta seccidn, se plantean las conclusiones
alcanzadas.

3.2. Formulacion del problema

3.2.1. El problema de la recomendacion

El problema de recomendacion se puede formular de la siguiente manera [Ado0O5].
Llamamos C al conjunto de todos los usuarios y S al conjunto de todos los articulos que
pueden ser recomendados. Sea u la funcion de utilidad que mide la utilidad del articulo
s para el usuario c. La utilidad de un articulo es normalmente representada por una valo-
racion, que indica cudnto le gusté a un usuario un articulo en particular. Esta valoracion,
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que ha de ser numérica, puede ser dada por el usuario de forma explicita o deducida por el
algoritmo de recomendacion a partir de las acciones pasadas realizadas por dicho usuario
[Kor09]. Entonces, para cada usuario ¢ queremos elegir el articulo s’ que maximice la
utilidad a ese cliente:

Ve € C, s, = argmaxu(c, s) (3.1
ses

Cada elemento del espacio de usuarios se puede definir con un perfil que incluye va-
rias caracteristicas del usuario como la edad, el género, etc. En el caso mds simple puede
contener un tnico elemento como el identificador de usuario. De la misma forma cada
elemento del espacio de articulos se define con un conjunto de caracteristicas [Ado05].
El problema principal de los sistemas de recomendacion recae en que la utilidad normal-
mente no estd definida para todos los usuarios y articulos. Esto significa que la utilidad
necesita ser extrapolada. Una vez que las valoraciones desconocidas son estimadas, se
realiza la recomendacién de uno o mds articulos a un usuario eligiendo el o los de mayor

puntuacion [Ado05].

3.2.2. Estimacion del TTFB como un problema de recomendacion

En el problema de seleccion de proxy contamos con C clientes y P proxies. Ademas,
cada uno de los clientes tiene informacion de los proxies que directamente sondea, jun-
to con la informacién que recibe de otros clientes de los sondeos que estos realizan a los
mismos proxies o a otros. Al plantear de esta forma el problema, se podria identificar a los
clientes en el problema de seleccion de proxy con los usuarios de un sistema de recomen-
daciones, y a los articulos con los proxies. De esta forma, el TTFB medido directamente
por un cliente a un proxy se podria interpretar como una métrica de preferencia de un
cliente hacia un proxy, y se podria identificar con la valoracién de un usuario a un articu-
lo. Por tanto, el problema se reduciria a estimar el TTFB entre los clientes y los proxies
como si de puntuaciones de usuarios se tratara.

Las estimaciones se generarian en cada cliente, y puesto que el periodo de actualiza-
cioén de la informacién de la que éste dispone es de 10 segundos, el modelo se actualizara
con esa frecuencia. Con cada actualizacidn, el cliente refresca la informacion sobre TTFB
a los proxies que sondea tanto €l como los clientes vecinos con los que se comunica. Para
los experimentos contamos con un conjunto de datos en el que todos los clientes sondean
a todos los proxies, de forma que se permita analizar el desempefio del estimador, si bien
en un caso real cada cliente s6lo sondea a una parte de los proxies. De esta forma, la
prediccidn podria tener sentido para los proxies que el cliente no sondea en el momento
actual pero de los que recibe informacién tomada desde otros clientes.

3.3. Seleccion de algoritmo

3.3.1. Tipos de sistemas de recomendacion

En funcién de como se hace la prediccién de la utilidad de una recomendacion, se
pueden distinguir seis clases principales de sistemas de recomendacién [Ric15]:
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= Basados en contenido: El sistema aprende a recomendar articulos que se parecen
a los que le gustaron al usuario en el pasado. La similitud entre articulos se calcula
basdndose en las caracteristicas asociadas a los articulos. Por ejemplo, si un usuario
ha valorado positivamente una pelicula que pertenece al genero de drama, el sistema
puede recomendarle otras peliculas de este género. En los sistemas de recomenda-
cién basados en contenido, es necesario recoger informacién sobre cada articulo.
Esto es laborioso, y mds aun cuando hay hasta millones de articulos diferentes.
Una ventaja de este tipo de sistemas de recomendacion es que puede recomendar
articulos que atn no han sido valorados. Un ejemplo de este tipo de sistemas de
recomendacion es LIBRA, que utiliza las descripciones de los productos de piginas
de venta en linea como Amazon.com para recomendar libros [Lop11].

= Filtrado colaborativo: Los métodos de filtrado colaborativo producen recomen-
daciones basadas en los patrones de puntuacién de los usuarios, sin la necesidad de
informacion exdgena sobre usuarios o articulos. La idea mas simple de esta apro-
ximacion consiste en recomendar al usuario articulos que gustaron a otros usuarios
con gustos similares en el pasado. Esta similitud entre gustos se calcula de acuerdo
con el historial de valoraciones de los usuarios. En los sistemas de recomendacion
basados en filtrado colaborativo se hace uso sélo de las actividades pasadas de los
usuarios, identificando relaciones entre usuarios y articulos y haciendo asociaciones
mediante el uso de esta informacion para predecir las preferencias de lo usuarios.
Un ejemplo de este tipo de sistemas de recomendacion es MovieLens [SchO7], un
sistema de recomendacion de peliculas en la que un usuario puntda del 1 al 5 las
peliculas, y el algoritmo utiliza las puntuaciones de toda la comunidad para reco-
mendar otras peliculas que podrian interesar al usuario, predecir cémo puntuaria
ese usuario otras peliculas o realizar otras tareas.

= Demograficos: Este tipo de sistemas recomiendan articulos de acuerdo con el per-
fil demogréfico del usuario como el pais de procedencia, el género, el idioma o la
edad. Asume que recomendaciones diferentes deberian ser generadas para diferen-
tes nichos demograficos. Por ejemplo, algunos usuarios son enviados a diferentes
paginas web en funcién de su idioma o pais de procedencia, o se realizan sugeren-
cias en funcién de la edad del usuario.

= Basados en conocimiento: El sistema recomienda articulos de acuerdo con el cono-
cimiento sobre como ciertas caracteristicas de un articulo satisfacen las necesidades
y preferencias de un usuario, y cémo de qtil es el articulo para el usuario. Hay dos
subtipos principales, los sistemas basados en caso y los sistemas basados en restric-
cién. Los basados en caso establecen una funcién de similitud para estimar como de
bien encajan las necesidades de los usuarios con los articulos recomendados. Los
basados en restriccion utilizan reglas especificas sobre como relacionar los reque-
rimientos de un usuario con las caracteristicas de los articulos. Un ejemplo de uso
de sistemas de recomendacidn basados en caso es el del fabricante de componen-
tes electronicos Analog Devices, que utiliza un sistema de recomendacion de este
tipo para facilitar a sus clientes un acceso mds intuitivo y flexible a su catdlogo de
amplificadores operacionales [Bri05].
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= Basados en comunidad: Estos sistemas recomiendan articulos teniendo en cuenta
las preferencias de los amigos del usuario. La evidencia sugiere que la gente tiende
a confiar més en las recomendaciones de sus amigos que en las recomendaciones
de individuos similares pero anénimos. Estos tipos de sistemas de recomendacion
modelan y adquieren informacién sobre las relaciones sociales de los usuarios y de
las preferencias de sus amigos.

= Sistemas de recomendacion hibridos: se basan en la combinacién de las técni-
cas mencionadas. Un sistema hibrido que combina dos técnicas trata de utilizar las
ventajas de ambas y reducir las desventajas de cada una.

3.3.2. Adecuacion de los tipos de sistemas de recomendacion para la
estimacion de TTFB

En el apartado anterior se han descrito varios tipos de sistemas de recomendacion.
De entre todos ellos, los mas adecuados para su uso en la estimacion del TTFB son los
sistemas de recomendacién basados en filtrado colaborativo, ya que no requieren infor-
macion sobre los usuarios y los articulos mds alld de las valoraciones que los relacionan,
y se puede identificar el TTFB desde un cliente a un proxy con las valoraciones. Ademas,
en la seccidn 3.1 se presentaban varios casos de aplicacion de filtrado colaborativo en
situaciones parecidas al problema que nos ataie.

Por su parte, los basados en contenido requieren conocer caracteristicas sobre los ar-
ticulos, en nuestro caso los proxies, para recomendar articulos similares a los que al usua-
rio, en nuestro caso el cliente, le gustaron en el pasado, es decir, ofrecieron un menor
TTFB. Sin embargo, la obtencién de esta informacion no es posible sin modificar los pro-
tocolos, lo que implicaria una mayor dificultad y una violacién de las restricciones del
problema.

El uso de sistemas de recomendacién demogréficos en nuestro problema no tendria
sentido, ya que no se pueden agrupar los clientes de acuerdo con perfiles demogréficos
como los mencionados en la seccion anterior. Por este motivo se descarta este tipo de
sistemas de recomendacion.

Los sistemas de recomendacion basados en conocimiento requieren informacion adi-
cional, como podria ser la ocupacion de las colas, para determinar el grado en que estas
caracteristicas encajan con los requerimientos de los clientes. Pero esto de nuevo implica
incumplir la condicién de no modificar los protocolos.

Por otro lado, los sistemas de recomendacion basados en comunidad deben tener en
cuenta las preferencias de los amigos del usuario. En sistemas de recomendacion de conte-
nido web, por ejemplo, esta informacidn se podria extraer de redes sociales. Sin embargo,
en nuestro problema no parece 16gico establecer relaciones de amistad entre los clientes
mas allé de las que se pueden extraer en relacion a la cercania en términos de coordenadas
Vivaldi.

Por todo esto, en este capitulo se explorard la utilidad del uso de los sistemas de filtrado
colaborativo para el problema de la estimacion del TTFB. A continuacién se profundizara
un poco mds sobre las distintas variantes de este tipo de sistemas de recomendacion.
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3.3.3. Tipos de algoritmos de filtrado colaborativo

Se puede establecer una division entre los diferentes tipos de algoritmos de filtrado co-
laborativo: basados en memoria y basados en modelo. Mientras que los primeros emplean
las puntuaciones de los usuarios para calcular la similitud entre usuarios o articulos para
realizar predicciones o recomendaciones, los basados en modelo emplean las valoraciones
para estimar o crear un modelo para hacer predicciones [Su(09].

3.3.3.1. Algoritmos basados en memoria

Los algoritmos de filtrado colaborativo basados en memoria utilizan la base de datos
de usuarios y articulos, o una porcién de esta, para generar una prediccion. Cada usuario
es parte de un grupo con intereses similares, de modo que identificando los vecinos de un
usuario se puede realizar una prediccion de preferencias sobre nuevos articulos.

La primera generacion de algoritmos de filtrado colaborativo utilizaba las puntuacio-
nes para calcular la similitud entre usuarios y articulos. Debido a su f4cil implementacién
y efectividad, su aplicacion estd bastante extendida en los sistemas comerciales como
Amazon.com [Su09]. Sin embargo, hay bastantes limitaciones para este tipo de técnicas
de filtrado colaborativo, como es el hecho de que la similitud entre usuarios se basa en
articulos comunes, y si los datos son dispersos habra menos articulos comunes y por tanto
estas técnicas dejan de ser fiables [Su09]. Dentro de esta familia de algoritmos de filtrado
colaborativo se encuentran los basados en usuario y los basados en articulo.

= Basados en usuario

Los sistemas de filtrado colaborativo basados en usuario predicen los intereses de
un usuario de prueba en un articulo de prueba de acuerdo con informacién de va-
loraciones de usuarios con un perfil similar. Cada perfil de usuario es ordenado de
acuerdo con su nivel de diferencia respecto al perfil del usuario de prueba. Las valo-
raciones de otros usuarios similares contribuyen méas a predecir la puntuacién sobre
el articulo de prueba [Wan06]. Para elegir el conjunto de usuarios similares se pue-
de utilizar un umbral o seleccién los mejores N usuarios en cuanto a similitud con
el usuario de prueba.

= Basados en articulo

En los sistemas de filtrado colaborativo basados en articulo la idea principal es la
misma que en los basados en usuario, pero empleando la similitud entre articulos
en lugar de entre usuarios. En este caso, las puntuaciones conocidas de un articulo
de prueba realizadas por un usuario de prueba se pueden predecir promediando
las puntuaciones de otros articulos similares puntuados por dicho usuario [Wan06].
De nuevo, se ordenan los articulos de acuerdo con su nivel de diferencia respecto al
articulo de prueba, y las puntuaciones de los articulos mas similares son ponderadas
con mas peso [Wan06].

3.3.3.2. Algoritmos basados en modelo

Este tipo de algoritmos se basan en la idea del factor latente, que trata de explicar
las puntuaciones caracterizando tanto a los usuarios como a los articulos con una serie de
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factores inferidos a partir de la forma de puntuar de los usuarios [Kor09, Han11]. Estos
factores latentes se pueden interpretar como relaciones entre distintas puntuaciones. El
uso de modelos como los empleados en aprendizaje automatico puede permitir al sistema
de recomendaciones reconocer patrones complejos basados en los datos de entrenamien-
to que le permitan hacer predicciones inteligentes para los datos de prueba o del mundo
real [Su09]. Se pueden emplear algoritmos de clasificacion si las puntuaciones son cate-
goricas, o modelos de regresion y SVD si las puntuaciones son numéricas. En este tipo
de algoritmos de filtrado colaborativo destacan los algoritmos basados en agrupamiento
o clustering, los basados en reglas de asociacion, los basados en factorizacion matricial,
los basados en maquinas de Boltzman restringidas y los basados en redes neuronales re-
currentes.

= Clustering

Estos algoritmos tratan de separar los datos en grupos o clusters de forma que
los objetos pertenecientes a un grupo son similares entre si, y diferentes a los del
resto. Las diferencias y similitudes entre objetos se basan en atributos cuantifica-
bles que los describen y que se calculan tipicamente como medidas de distancia
[Hanl11, Su09]. Una vez definidos los grupos y clasificados los objetos, se reco-
miendan aquellos que pertenecen al mismo grupo que, por ejemplo, otro objeto bien
puntuado por el usuario. Dado que la particién no es realizada por seres humanos
sino por un algoritmo, se pueden descubrir grupos desconocidos en los datos.

= Reglas de asociacion

Se basan en un tipo de técnica de mineria de datos (data minig) que consiste en des-
cubrir asociaciones y correlaciones entre articulos en un conjunto de datos grande
de transacciones comerciales o relaciones de otro tipo. Con grandes cantidades de
datos continuamente recolectados y almacenados, surge la posibilidad de buscar pa-
trones de relacion o correlacion entre dichos datos. El descubrimiento de relaciones
interesantes entre grandes cantidades de registros puede ayudar en muchas tomas de
decisiones [Han11]. Un ejemplo tipico es el andlisis de las cestas de la compra, en
el que el andlisis de los habitos de compra de los usuarios encontrando asociaciones
entre diferentes articulos permite a los vendedores desarrollar estrategias de marke-
ting basadas en el conocimiento sobre, por ejemplo, qué articulos son comprados
juntos por los clientes [Han11].

s Factorizacion matricial

La factorizacién matricial consiste en descomponer de la matriz de valoraciones, en
la que cada fila es el vector de puntuaciones de cada usuario y cada columna es el
vector de puntuaciones recibidas por cada articulo, en dos matrices que contengan
las caracteristicas (factores latentes) de cada usuario y de cada articulo por separado.
De esta forma, se puede estimar la puntuacion de cada usuario a todos los articulos
del sistema. Mds adelante se describird este tipo de algoritmos con més detalle.

= MAquina de Boltzmann restringida

Las maquinas de Boltzmmann restringidas (RBM, Restricted Boltzmann Machi-
nes) son modelos gréficos probabilisticos que pueden ser interpretados como redes



3.3. SELECCION DE ALGORITMO 24

neuronales estocdasticas [Fis12]. Las maquinas de Boltzman se pueden utilizar para
aprender aspectos importantes de una distribuciéon de probabilidad desconocida a
partir de muestras de dicha distribucion. Estdn formadas por dos tipos de unidades:
visibles y ocultas. Las unidades visibles constituyen la primera capa y correspon-
den a las componentes de una observacion, por ejemplo una unidad visible para
cada pixel de una imagen digital. Las unidades ocultas, por su parte, modelan las
dependencias entre las componentes de las observaciones, que el ejemplo anterior
corresponderian a las dependencias entre los pixeles de la imagen. Puesto que los
factores latentes son relaciones entre distintas puntuaciones, se pueden identificar
las puntuaciones realizadas por los usuarios con las unidades visibles, y los factores
latentes que relacionan distintas puntuaciones con las unidades ocultas.

= Redes neuronales recurrentes

Se trata de un tipo de redes neuronales [Isa04] caracterizadas por tener bucles, de
forma que pueden aparecer conexiones de una neurona con ella misma, conexiones
entre neuronas de una misma capa o conexiones de las neuronas de una capa con
la capa anterior. Estas redes tienen un comportamiento temporal, que facilita el
tratamiento de patrones dindmicos, en los que el valor en un determinado instante
depende de sus valores en instantes anteriores de tiempo. Esto puede ayudar a la
hora de recomendar un articulo en un instante de tiempo mediante el uso de la
informacién adicional sobre los articulos recomendados o valorados por el usuario
en instantes anteriores.

3.3.4. Adecuacion de los tipos de algoritmos de filtrado colaborativo
para la estimacion del TTFB

En el apartado anterior se presentan distintos tipos de algoritmos de filtrado colaborati-
vo. En cuanto a los basados en modelo, el filtrado colaborativo mediante agrupamiento no
es util en este caso, puesto que tnicamente agrupa los articulos en grupos con caracteristi-
cas similares inferidas de las valoraciones. Por su parte, el filtrado colaborativo basado en
reglas de asociacion busca correlaciones entre los articulos de una transaccion, algo que
tampoco es util en la estimacién del TTFB. Los métodos basados en RBM son parecidos
a los de factorizacién matricial, y los basados en redes neuronales recurrentes permiten
modelar también el comportamiento temporal de las puntuaciones, si bien la factorizacion
matricial presenta un menor error en la prediccion [Bok135].

En cuanto a los métodos basados en memoria, obtienen mejor resultado que los ba-
sados en modelo cuando la matriz es muy densa, pero funcionan peor en matrices de
puntuaciones dispersas [Cacl1]. Ademds como pasaba en los métodos de agrupamien-
to y de reglas de asociacion, no buscamos articulos similares sino el articulo con mejor
puntuacion.

En este capitulo se explora el uso de algoritmos de factorizacién matricial para su
aplicacion al problema de la estimacién del TTFB, puesto que presentan buen rendimiento
para matrices muy grandes y muy dispersas [Kor09], como podria ser nuestro caso. A
continuacion se formula el problema de la factorizacion matricial y se presentan algunos
algoritmos.
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3.3.5. Factorizacion matricial

En el modelo basico de factorizacién matricial, de la matriz de puntuaciones R de
tamafo m X n se obtienen por factorizacion las matrices Py Q de tamafios m X k' y k X n
respectivamente, de forma que:

R~ PQ

Cada columna de la matriz P y cada fila de la matriz Q se conoce como vector latente,
mientras que cada fila de P y cada columna de Q es un factor latente. Nos referimos a la
u-ésima fila de P, py, como factor de usuario, donde cada elemento k contiene la afinidad
del usuario a k diferentes conceptos en los que se puede dividir la matriz de puntuaciones
R. De manera andloga, la i-ésima columna de la matriz Q, q;, se conoce como factor de
articulo y contiene la afinidad del i-ésimo articulo a los k conceptos correspondientes de
la matriz R.

Para explicar qué es un concepto podemos utilizar un ejemplo. Imaginemos una matriz
con valoraciones de varios usuarios a varias peliculas. Estos conceptos serian, por ejem-
plo, los géneros a los que pertenece cada pelicula. Asi, cuando hablamos de afinidad de
un usuario a un concepto hablamos de cudnto le gusta a este usuario determinado género,
y cuando hablamos de afinidad de un articulo a un concepto hablamos de en qué grado
pertenece la pelicula correspondiente a un género. Por tanto, cada puntuacién r,; de la
matriz R se puede aproximar como, [Aggl6]:

Tui =~ Pudi

Una forma mds intuitiva de expresar esta aproximacion es:

k
Tui =~ E Pus * Gsi
s=1

Es decir, se aproxima la valoracion que realizaria el usuario u sobre el articulo i como
la suma de los productos de las afinidades del usuario i y el articulo j a cada uno de los
k conceptos que se pueden distinguir en la matriz R. Cabe destacar que estos conceptos
no son siempre tan intuitivos como en el caso de la matriz de valoraciones de peliculas,
y ademds no siempre son interpretables semanticamente, si bien siempre representan un
patrén de correlacion dominante en la matriz de puntuaciones [Agg16].

Las diferencias clave entre los diversos métodos de factorizacion matricial radican en
las restricciones impuestas a las matrices Py Q, como la ortogonalidad o la no negatividad
de los vectores latentes, asi como en la naturaleza de la funcién objetivo a optimizar
[Aggl6].

3.3.6. Algoritmos de factorizacion matricial

Existen multitud de algoritmos de filtrado colaborativo basados en factorizacion ma-
tricial. Algunos de ellos son:

= SVD

Se trata de una técnica que factoriza la matriz de puntuaciones en tres matrices.
Este método de factorizacion proporciona la mejor aproximacién de menor rango
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de la matriz de puntuaciones en términos de norma de Frobenius. En [Sar00] se
plantea una aproximacion a este tipo de factorizacion, en la que se utiliza SVD para
producir una representacion de menor dimension del espacio original de usuarios y
articulos y capturar las relaciones latentes entre los usuarios y los articulos. También
se computa la relacion de vecindad en el espacio reducido para generar una lista de
N mejores productos que recomendar.

= BRISMF

BRISMF (Biased Regularized Incremental Simultaneous Marix Factorization, Fac-
torizacion de Matrices Simultdnea Incremental e Insesgada) es un algoritmo de fac-
torizacion matricial que se plantea en [Tak(09]. Se realiza una descomposicién de
la matriz de puntuaciones, que es muy dispersa, en dos matrices de menor rango
que representan los factores latentes de usuarios y articulos. Esta factorizacion se
hace de forma incremental, mediante un algoritmo de descenso de gradiente. Los
detalles concretos se presentardn mas adelante.

= Factorizacion matricial probabilistica

Se puede ver como una extension probabilistica del modelo SVD. El desarrollo se
explica en [Sal07], y consiste en establecer una funcién de distribucién de proba-
bilidad de la matriz de puntuaciones condicionada a las matrices de caracteristicas
de usuario y articulo, que se modela como un modelo lineal con ruido Gaussiano
de observacion. Se obtiene la funcion de distribucién a posteriori, y se minimiza el
logaritmo neperiano, lo que es equivalente a minimizar la suma de errores cuadra-
ticos, que es la funcién objetivo.

n SVD++

Mientras que los algoritmos basados en factorizaciéon SVD sélo pueden manejar
informacion explicita como las puntuaciones de un usuario, existe también infor-
macién implicita como su historial de busqueda que puede aportar conocimiento a
la hora de realizar recomendaciones. En este sentido, en [Kor0O8] se desarrolla un
algoritmo que permite tener en cuenta este tipo de informacion. Para ello se altera
la formulacién del problema de factorizacién matricial de forma que se incluya la
informacion implicita de la que hablamos. Ademads, se representa cada articulo me-
diante tres vectores, y no se realiza una parametrizacion explicita de los usuarios,
sino que son caracterizados por los articulos que prefieren. Esto implica una mayor
facilidad para manejar nuevos usuarios en cuanto estos comienzan a puntuar en el
sistema.

3.3.7. Adecuacion de los algoritmos de factorizacion matricial para
la estimacion del TTFB

En el apartado anterior se presentan algunos algoritmos de factorizacién matricial.
Mientras que BRISMF es una mejora del algoritmo SVD basico, la factorizacion matricial
probabilistica no se podria emplear en nuestro caso, en el que no conocemos a priori
ningin modelo lineal ni la distribucién probabilistica para el TTFB medido. Por otro
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lado, el uso de informacién implicita, aunque posible, seria muy costoso y puesto que la
evolucion del TTFB no parece seguir ningun tipo de patron temporal la informacién sobre
los proxies elegidos anteriormente por un cliente podria no ser de gran ayuda a la hora de
predecir el TTFB. Por este motivo se descarta SVD++.

En BRISME el uso del algoritmo de descenso de gradiente permite explotar la infor-
macién de orden cronoldégico, ademas de ser mas adecuado para problemas con matrices
de gran tamafio. Por otro lado, el uso de una version semipositiva de la factorizacién ma-
tricial permite acelerar el proceso de entrenamiento sin deteriorar la precision [Tak09].
Por todo esto, el algoritmo elegido para la estimacion del TTFB es BRISMF. A continua-
cion se explica el funcionamiento de dicho algoritmo, y se realizan los experimentos de
prediccion exponiendo los resultados obtenidos.

3.3.8. BRISMF

El algoritmo BRISMF permite resolver el problema de filtrado colaborativo de forma
eficiente y con bajo error. En primer lugar se explica el algoritmo bésico de factorizacién
de matrices, a partir del cual se desarrolla BRISMF en [Tak(09].

Como indicamos en la seccién 3.3.5, llamamos R a la matriz de puntuaciones, y busca-
mos aproximar la matriz R por el producto de dos matrices Py Q de forma que R ~ P().
Aqui P seria la matriz de caracteristicas de los usuarios, y Q la de los articulos, y conten-
drian los vectores latentes de usuarios y articulos respectivamente. El principal problema
al que se enfrenta la factorizaciéon matricial es el hecho de que la matriz R contiene ele-
mentos que no son conocidos. En estos casos se trata de estimar dichas puntuaciones. Si
P« €s un vector fila de P que contiene las caracteristicas del usuario u , y q; un vector
columna de Q que contiene las caracteristicas del articulo i, la puntuacion del usuario u al
articulo 7 se estima como:

Twi = Pudi (3.2)

Definiremos el error de entrenamiento en la puntuacién (u,i) como:
Cui = Twi — Tui (33)

La suma de errores cuadréticos de entrenamiento se puede expresar como:

SSE =) ¢, (3.4)

Y el error cuadratico medio, que serd el que tratemos de minimizar sera:

RMSE = \/SSE/ | T | (3.5)

Siendo 7' el conjunto de pares usuario-articulo para los que existe una puntuacién. Para
minimizar el RMSE se puede emplear un mecanismo de aprendizaje automatico conoci-
do como descenso de gradiente que permite encontrar un minimo local de la funcién a
minimizar RMSE, o equivalentemente, SSE. Para simplificar esta optimizacién podemos
definir SSE’ como la mitad de la suma de errores cuadréticos de entrenamiento:

SSE = %SSE (3.6)
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Para minimizar el RMSE se puede aplicar un algoritmo incremental de descenso de
gradiente simple a S'SE’, donde cada paso trata de disminuir el error de prediccion de una
tinica puntuacién,e?;, en el sentido opuesto al de mdximo crecimiento. Se puede definir:

ue

1
e, = §eii (3.7)
de modo que:
SSE' = €, (3.8)
Por tanto buscamos:
(P*,Q*) = argmin RMSE = argmin SSE = argmin SSFE’ (3.9)
(PQ) (PQ) PQ)

Decimos que el algoritmo de descenso de gradiente empleado es incremental porque
se actualizan los pesos en la direccion opuesta al gradiente. Esto es, para cada ejemplo
de entrenamiento (u, %), se cambian los pesos en las matrices P y Q de manera simulta-
nea para reducir el cuadrado del error actual, y conseguir una mejor aproximacién a la
valoracion real. De esta forma se pueden encontrar las matrices P 'y Q, y una vez se ha
acabado el entrenamiento se obtienen cada uno de los valores de R a partir de la férmula
3.2. Este algoritmo de factorizacion matricial se conoce por la siglas ISMF (Incremental
Simultaneous Matrix Factorization, Factorizacion Matricial Incremental Simultanea).

Esta factorizacion de matrices puede sufrir de sobreajuste para usuarios con pocas
valoraciones [Tak(09]. El sobreajuste es un problema que se da cuando un algoritmo de
aprendizaje automatico se ajusta demasiado bien a los ejemplos de entrenamiento, pero no
es capaz de generalizar correctamente ante nuevos casos. Es un problema habitual cuando
hay pocos ejemplos de entrenamiento. Una forma comun de solucionar el sobreajuste
es el uso de regularizacion, que penaliza el cuadrado de la norma Euclidea de los pesos
[Tak09]. De la aplicacion de esta penalizacidn surge un nuevo problema de optimizacion:

ey =2+ X Pu-Pr+A-qf -qi)/2 (3.10)

donde A es el factor de regularizacion. SSE’ se define igual que en 3.8, pero la ecuacién
3.6 ya no se cumple, y minimizar SSE’ no equivale a minimizar SSE si A # 0. Este
nuevo algoritmo de factorizacion matricial se llama RISMF donde la R hace referencia a
la regularizacion.

Otro problema al que se enfrenta ISMF es el hecho de que un usuario pueda realizar
puntuaciones que estén por encima o por debajo de la media. De igual forma un articulo
puede ser muy popular. Una forma de extender el algoritmo RISMF [Tak09] para modelar
este fendmeno consiste en extender la factorizacion anadiendo sesgos en usuarios y articu-
los. Para ello, se fijan la primera columna de P y la segunda fila de Q a un valor constante
de 1. Este método se denomina BRISMF, y consigue acelerar la fase de entrenamiento
obteniendo un mejor resultado a la hora de generalizar.

El algoritmo de descenso de gradiente empleado en RISMF tiene una desventaja im-
portante, y es que las caracteristicas de los articulos pueden cambiar. Si el cambio es
significativo, las caracteristicas de los usuarios al inicio de una iteracién podria ser inapro-
piadas al final de la misma. En [Tak09] se plantean dos formas de resolverlo:
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= Evaluar las valoraciones de prueba de un usuario inmediatamente después de iterar
entre las valoraciones del conjunto de entrenamiento, y antes de iterar entre las
valoraciones del siguiente usuario.

= Volver a calcular las caracteristicas del usuario después del proceso de aprendizaje.
Este método puede servir de método de entrenamiento incremental para un sistema
de recomendacion.

Mediante este segundo método se pueden incorporar de forma eficiente nuevos usua-
rios y valoraciones de los usuarios existentes sin necesidad de volver a entrenar el modelo
completo. Sin embargo, no soporta la adiciéon de articulos, y después de la adicién de
muchas nuevas valoraciones la matriz Q estard obsoleta y habria que volver a entrenar el
modelo completo.

3.4. Marco experimental

3.4.1. Entorno experimental

En los experimentos de prediccién se utiliza el software proporcionado por MOA !
(Massive Online Analysis, anélisis masivo en linea) en su version 2017.06b. Se trata de
un entorno de desarrollo que permite utilizar algoritmos y realizar experimentos de apren-
dizaje en linea. Contiene una amplia coleccién de algoritmos tanto en linea como fuera
de linea para realizar tareas de clasificacion y agrupacién, asi como herramientas de eva-
luacién de algoritmos de mineria de datos (data mining) en grandes conjuntos de datos
[Bif10].

MOA ofrece bibliotecas con una API (Application Programming Interface, interfaz
de programacion de aplicaciones) ptblica, de forma que el usuario puede programar sus
experimentos mediante su uso. Adicionalmente, MOA ofrece una interfaz gréfica, que a
su vez utiliza la API, y que permite manejar de forma comoda las funcionalidades maés
relevantes, si bien no es posible controlar todos los pardmetros que si se pueden controlar
mediante el uso directo de la API. Para su uso, en primer lugar se elige la fuente de datos, a
continuacion se selecciona el algoritmo de aprendizaje, y finalmente se escoge el método
de evaluacion para analizar su desempefio en la tarea deseada [Bif10].

LA API de MOA proporciona una implementacién del algoritmo BRISMF [Tak09]
que se utilizard en los experimentos de este capitulo. Para la obtencién de las prediccio-
nes se crea una insancia de la clase BRISMFPredictor. Esta clase lleva asociada una
instancia de la clase MemRecommenderData que contiene la matriz de puntuaciones.
Inicialmente se crea una instancia de cada una de estas clases, y se pasa al constructor los
parametros necesarios que caracterizan al predictor y que mds adelante se describirdn.

A continuacion, se recorre el conjunto de datos, de forma que se almacenan en un
mapa todos los TTFB medidos por un cliente en un instante concreto con ayuda del sello
temporal asociado a los datos, e indexados por el identificador del proxy. En este punto
se obtienen predicciones de TTFB para cada pareja cliente-proxy para los que se tienen
medidas en esta iteracion con el método predictRating () del predictor, se computa

Thttps://moa.cms.waikato.ac.nz
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el error absoluto para cada una de las predicciones comparandolas con los valores reales
contenidos en el fichero de datos, y se entrena el modelo de cada uno de los proxies y del
cliente correspondiente mediante el método setRating () de lainstancia que contienen
la matriz de puntuaciones. Este proceso se repite para cada conjunto de medidas de cada
cliente en cada instante de medicion hasta que se llega al final del fichero que contiene
las muestras. En el apéndice D se muestra el cédigo utilizado en la realizacién de las
predicciones.

3.4.2. Parametros de experimentacion

Para la prediccidn, en la creacion de la instancia del predictor hay que pasar una se-
rie de pardmetros que son clave en su funcionamiento. Aunque los resultados dependen
en gran medida de estos valores, se estd realizando un estudio exploratorio y se eligen
los pardmetros que, tras una pequefia experimentacion, reportan mejores resultados. En
concreto estos pardmetros son:

» numFeatures: es el nimero de caracteristicas de los vectores de usuario y ar-
ticulo. Es la dimension interna k de la que se hablaba en la seccién 3.3.5. En los
experimentos se fija a 10.

= 1Rate: se trata del factor de aprendizaje. Establece la velocidad de descenso en
direccion contraria al gradiente que se realiza para obtener las matrices Py (). En
los experimentos se fija a 0.001.

= rFactor: es el factor de regularizacién A del que se hablaba en la seccién 3.10.
En los experimentos se fija a 0.02.

Ademas, es necesario establecer el nlimero de iteraciones utilizado para el entrenamiento
de usuarios y articulos mediante el método setNIterations (). En los experimentos
se fija a 1000.

3.5. Resultados

Una vez realizadas las predicciones con ambos algoritmos, se computa el MAE para
cada pareja cliente-proxy, ademéds del MAE por proxy, por cliente y total. En la tabla 3.1 se
puede ver el MAE obtenido para el algoritmo de referencia, y en la tabla 3.2 el obtenido
con BRISMF. En las casillas de Agregado se indica el MAE por cliente, por proxy y
total. En un color sombreado aparecen los casos en los que el algoritmo correspondiente
obtiene un menor MAE, mientras que en negrita aparece, por cada fila, el cliente que
mejor resultado obtiene.

Se puede observar que en la mayoria de casos se obtiene un mejor resultado al emplear
BRISMF, si bien la mejoria no es demasiado elevada en todos. Ademads, el MAE agregado
por cliente nos indica que BRISMF funciona peor que el algoritmo de referencia para el
cliente 4, y el MAE agregado por proxy indica que hay proxies para los que el algoritmo
de referencia funciona mejor que BRISMF, en concreto los proxies 5, 6,9 y 11. Ademas,
el cliente para el que se obtienen los mejores resultados es, en la mayoria de casos, el
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Cliente 1 | Cliente 2 | Cliente 3 | Cliente 4 | Agregado
Proxy 1 0.08391 | 0.08672 | 0.08265 | 0.08804 | 0.08533
Proxy 2 0.19690 | 0.18717 | 0.19927 | 0.19583 | 0.19479
Proxy 3 0.15066 | 0.15982 | 0.12317 | 0.15905 | 0.14818
Proxy 4 0.08646 | 0.08510 | 0.08438 | 0.09066 | 0.08665
Proxy 5 0.02436 | 0.02379 | 0.02169 | 0.02658 | 0.02411
Proxy 6 0.03182 | 0.03316 | 0.03040 | 0.04293 | 0.03458
Proxy 7 0.05660 | 0.05832 | 0.05409 | 0.06695 | 0.05899
Proxy 9 0.04162 | 0.04819 | 0.03809 | 0.05895 | 0.04672
Proxy 10 | 0.10042 | 0.08313 | 0.10103 | 0.08380 | 0.09209
Proxy 11 | 0.05224 | 0.06606 | 0.04506 | 0.07680 | 0.06005
Proxy 12 | 0.07720 | 0.08257 | 0.07131 | 0.07930 | 0.07760
Proxy 13 | 0.06341 | 0.06396 | 0.06065 | 0.07399 | 0.06551
Agregado | 0.08047 | 0.08150 | 0.07598 | 0.08691 | 0.08122

Tabla 3.1: Valores del error absoluto medio obtenidos con el algoritmo de referencia

Cliente 1 | Cliente 2 | Cliente 3 | Cliente 4 | Agregado
Proxy 1 0.07526 0.08115 | 0.07379 | 0.08652 | 0.07918
Proxy 2 0.16560 0.16324 | 0.16638 | 0.17852 | 0.16844
Proxy 3 0.14110 0.15081 | 0.11733 | 0.15481 | 0.14102
Proxy 4 0.08477 0.08419 | 0.08143 | 0.09214 | 0.08564
Proxy 5 0.02971 0.03131 | 0.02872 | 0.03971 | 0.03237
Proxy 6 0.03797 0.03876 | 0.03800 | 0.04906 | 0.04095
Proxy 7 0.05773 0.05804 | 0.05658 | 0.06697 | 0.05983
Proxy 9 0.04529 0.04889 | 0.04438 | 0.06011 | 0.04967
Proxy 10 | 0.10010 0.08253 | 0.10023 | 0.08412 | 0.09174
Proxy 11 | 0.06579 0.07728 | 0.06123 | 0.08805 | 0.07309
Proxy 12 | 0.07103 0.07665 | 0.06765 | 0.07839 | 0.07343
Proxy 13 | 0.06126 0.06213 | 0.05931 | 0.07125 | 0.06349
Agregado | 0.07797 0.07958 | 0.07459 | 0.08747 | 0.07990

Tabla 3.2: Valores del error absoluto medio obtenidos con BRISMF

cliente 3. En la tabla 3.3 se puede observar el porcentaje de mejora del MAE, donde
aparece sombreado y en positivo el caso en que el uso de BRISMF supone una mejora,
y en negativo el caso contrario. También aparece resaltado en negrita, por cada fila, el
cliente para el que se obtiene una mayor mejora, 0 un menor empeoramiento en los casos
en los que el algoritmo de referencia obtiene un mejor resultado.

Si se considera que el problema de estimacién es mds facil cuando el MAE es mds
pequefio para ambos algoritmos, en estos casos el resultado obtenido mediante el uso del
algoritmo de referencia es mejor, y el porcentaje de empeoramiento puede ser realmente
grande, de entorno al 25 % como es el caso del agregado en el proxy 5. Sin embargo,
para la mayoria de casos donde el problema de prediccion es mds dificil (mayor MAE
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Cliente 1 Cliente 2 | Cliente 3 | Cliente4 | Agregado
Proxy 1 11.493% | 6.864 % 12.007 % | 1.757 % 7.767 %
Proxy 2 18.901 % 14.659% | 19.768 % | 9.696 % 15.644 %
Proxy 3 6.775 % 5.974 % 4.977 % 2.739 % 5.077 %
Proxy 4 1.994 % 1.081 % 3.623 % | -1.606 % 1.179 %
Proxy 5 -18.007 % | -24.018 % | -24.478 % | -33.065% | -25.517 %
Proxy 6 -16.197 % | -14.448 % | -20.000 % | -12.495 % | -15.556 %
Proxy 7 -1.957 % 0482 % | -4.401% | -0.030% -1.404 %
Proxy 9 -8.103 % -1432% | -14.173% | -1.930% -5.939 %
Proxy 10 | 0.320% 0.727 % 0.798 % | -0.380 % 0.382 %
Proxy 11 | -20.596 % | -14.519% | -26.409 % | -12.777 % | -17.841 %
Proxy 12 | 8.686 % 7.723 % 5.410 % 1.161 % 5.679 %
Proxy 13 | 3.510% 2.945 % 2.259 % 3.846 % 3.182 %
Agregado | 3.206 % 2413 % 1.864 % -0.640 % 1.652 %

Tabla 3.3: Tabla con el porcentaje de mejora en términos de MAE en el uso de BRISMf
respecto del algoritmo de referencia

para ambos algoritmos), como el caso del proxy 2 en el que el MAE se encuentra en
torno a 0,2 para el algoritmo de referencia, BRISMF presenta mejoras en algunos casos
considerables, como en el agregado de este proxy donde se mejora en torno a un 15 % el
resultado respecto al algoritmo de referencia.

3.6. Discusion y Conclusiones

En este capitulo hemos realizado un recorrido por los distintos tipos de algoritmos
de recomendacion del que se puede extraer, en primer lugar, que los sistemas de reco-
mendacion basados en filtrado colaborativo permiten realizar recomendaciones sin mas
informacion que la matriz de puntuaciones. De entre ellos destacan los de factorizacién
matricial por su buen funcionamiento en casos de matrices dispersas y por su capacidad
de predecir las puntuaciones ausentes en la matriz de puntuaciones con un bajo error. De
entre ellos destaca el algoritmo BRISMF, con un aprendizaje més rdpido y capacidad para
tener en cuenta la evolucion temporal de las puntuaciones.

También se han realizado predicciones aplicando el algoritmo BRISMF, y de los re-
sultados obtenidos se puede extraer que la calidad de sus estimaciones es similar a la de
las del algoritmo de referencia, si bien lo mejora en un porcentaje no despreciable cuando
la dificultad del problema de prediccion es mayor.

Hay que destacar el hecho de que la comparacion con el algoritmo de referencia em-
pleado no es del todo apropiada. Si bien permite tener la idea del desempefio de un algo-
ritmo de filtrado colaborativo frente al de una solucién bdsica, los requisitos para cada una
de las aproximaciones son diferentes. Para el uso del algoritmo de referencia cada cliente
deberia sondear en un caso real a todos los proxies, mientras que para el sistema de re-
comendacion seria necesario distribuir la medidas de cada cliente a los vecinos. Ademas,
en los experimentos realizados se han utilizado todas las medidas que todos los clientes
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realizan de todos los proxies para construir la matriz de valoraciones, pero en un escenario
mas realista se deberian considerar tinicamente las medidas que algunos clientes hacen de
algunos proxies, obteniendo una matriz de puntuaciones mas dispersa, y predecir el valor
para los proxies no medidos. De esta forma se estaria sacando provecho a las ventajas del
filtrado colaborativo.

Por otro lado, el interés en el uso de sistemas de recomendacion aumenta cuando hay
un alto niumero de clientes, siendo algunos de ellos parecidos entre si y deferentes de otros,
situacion que aparentemente no se da en el conjunto de datos empleado. No obstante, los
resultados mostrados en este capitulo constituyen un indicio de la utilidad de los sistemas
de recomendacién para la prediccién del TTFB en la seleccion de proxy de acceso a la
Web en las redes de comunidad inaldmbricas.



Capitulo 4

Prediccion de TTFB mediante series
temporales

4.1. Introduccion

Las series temporales son colecciones de observaciones, que pueden estar equiespa-
ciadas o no, y que se realizan de forma secuencial a lo largo del tiempo. Ejemplos de series
temporales son los registros de ventas de un determinado producto en meses sucesivos,
la temperatura en un lugar determinado al mediodia durante varios dias, el consumo de
electricidad en un drea en particular durante periodos de una hora seguidos, o el nimero
semanal de accidentes de carretera [Cha00, Box94]. Entre los objetivos del estudio de las
series temporales se encuentran la comprension y descripcion del mecanismo de genera-
cion, la prediccion de valores futuros, y el control 6ptimo del sistema [Wei06]. El trabajo
realizado en este capitulo se centra en la prediccion de valores futuros.

Las series temporales se han utilizado en varios problemas relacionados con el que
se aborda en este capitulo. En [Yel6] se propone un marco de trabajo en la nube basado
en la prediccion de QoS a largo plazo mediante el uso de series temporales. En [Zhal7]
se propone un método de prediccion de la QoS de diferentes servicios web mediante el
uso de series temporales multivariantes. Por su parte, [Syul6] propone el uso de un mé-
todo de aprendizaje automatico, GP (Genetic Programming, Programacion Genética), en
la prediccion de la calidad de servicio como una serie temporal. En [Zad10] se utiliza
prediccidn de series temporales como método para reducir la sobrecarga durante la moni-
torizacion de la calidad de servicio en una arquitectura orientada a servicio. Por otro lado,
en [BL18] se proponen varias técnicas para la prediccion de la calidad del enlace en redes
de comunidad.

En este capitulo se trata la posibilidad de abordar la prediccion del TTFB modeldndolo
como una serie temporal, y realizar predicciones utilizando técnicas de regresion. Para
ello, se realiza un estudio de los distintos tipos de algoritmos de prediccion de series
temporales, y se eligen aquellos que mejor encajan con el problema de prediccién del
TTFB. Una vez elegidos los algoritmos se realizan pruebas para determinar su capacidad
de prediccion y comparar la calidad de las predicciones con la del algoritmo de referencia,
igual que en el capitulo anterior.

La estructura de este capitulo es la siguiente: en la seccién 4.2 se define formalmente
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el problema de las series temporales y se discuten los motivos por los que el uso de
algoritmos de prediccion de series temporales es razonable para la prediccion del TTFB.
En la seccion 4.3 se mencionan varios tipos de serie temporal y se exponen los distintos
algoritmos para su uso en la prediccion. A continuacion, en la seccion 4.4 se presenta el
software utilizado, en la seccién 4.5 se exponen los resultados obtenidos, y por dltimo en
la seccidn 4.6 se plantean las conclusiones extraidas.

4.2. Formulacion del problema

4.2.1. La prediccion de series temporales

Se puede definir una serie temporal como un conjunto de medidas tomadas durante
un intervalo de tiempo. Atendiendo a cémo se toman las medidas, la series temporales se
pueden dividir entre series temporales continuas o discretas. En las primeras, las medidas
son tomadas de forma continua a lo largo del tiempo, mientras que en las segundas las me-
didas son tomadas en un conjunto discreto de instantes temporales [Cha00]. Tipicamente,
las series temporales son discretas. Por otro lado, en funcién de si sus propiedades esta-
disticas (ej. media, varianza) se mantienen o no a lo largo del tiempo, se puede distinguir
entre series temporales estacionarias y no estacionarias, respectivamente [Cha00].

Para la prediccion de los valores futuros de una serie temporal, se pueden utilizar
técnicas de aprendizaje automadtico. Estas técnicas se pueden dividir entre métodos en
linea, que procesan cada muestra cuando llega sin la necesidad de almacenarla, y métodos
por lotes, que utilizan el total o una parte de las muestras almacenadas para obtener y
actualizar el modelo.

Independientemente del algoritmo de aprendizaje automético empleado, un pardmetro
que tiene un gran impacto en la calidad del modelo es la ventana temporal de entrenamien-
to. Sea una serie temporal constituida por N muestras d = (dy, ds, ..., dy) sobre la que
se busca realizar predicciones. Se conoce como ventana temporal el intervalo comprendi-
do por las W muestras a partir de las que se obtienen las predicciones y los S instantes
futuros donde se pretende predecir el valor que tomara la serie temporal [BL18]. Este
pardmetro tiene un impacto no despreciable en la predicciones.

4.2.2. Prediccion del TTFB como una serie temporal

Las muestras tomadas para cada pareja cliente-proxy se pueden representar como una
serie temporal, puesto que son medidas de una magnitud tomadas a lo largo del tiempo que
dan una descripcién de la evolucién temporal de dicha magnitud. Esta serie se caracteriza
por presentar cierta variacion en el periodo de muestreo, y presenta intervalos de tiempo
sin muestras. Se trataria de una serie temporal discreta, puesto que se toman las muestras
en intervalos de tiempo discretos, cuyas muestras no estdn perfectamente equiespaciadas.
La prediccion del TTFB, por tanto, se puede plantear como un problema de prediccion de
series temporales mediante regresion, y el objetivo es el de predecir el siguiente valor del
TTFB en funcién de los valores medidos anteriormente.
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4.3. Seleccion de algoritmos

4.3.1. Algoritmos de prediccion de series temporales

Se pueden distinguir varias familias de algoritmos de regresion, entre las que destaca-
mos las redes neuronales, los drboles de regresion, y los basados en reglas de decision.

= Redes neuronales:

Una red neuronal [Fau94] es un sistema de procesado de la informacién consistente
en un conjunto de elementos de procesado simples llamados neuronas. Cada neu-
rona estd conectada a otras mediante conexiones con un peso asociado. Estos pesos
representan la informacion que la red utiliza para resolver el problema. Se pueden
utilizar en gran variedad de problemas, entre los que se encuentra la prediccion. De
acuerdo con [Zha98], las redes neuronales presentan una gran adaptabilidad, y su
no linealidad implica un mejor modelado de las situaciones de tipo no lineal. Sin
embargo, por su cardcter no paramétrico en el sentido de que no se intenta ajustar
un modelo, tienden a sufrir de alta varianza o de sesgo [Gem92].

= Arboles de regresion:

Se trata de un tipo de algoritmo de prediccion que combina los drboles de decision
con la regresion lineal. Un drbol de decision es una estructura similar a un diagrama
de flujo donde en cada nodo interno se realiza una prueba sobre un atributo, cada
rama representa la salida de dicha prueba, y cada nodo hoja o terminal contiene una
etiqueta de clase [Han11]. Combinando esta clasificacion con una técnica de regre-
sion lineal se pueden obtener predicciones a partir de un conjunto de variables de
entrada. Los drboles de regresion realizan seleccidn automética de caracteristicas, y
son robustos ante datos atipicos y caracteristicas irrelevantes [Alm13]. Sin embar-
go, no pueden representar de forma robusta algunas funciones como los modelos
lineales. Ademas, el modelo es discreto aunque produce predicciones continuas, lo
que da lugar a regiones discretas con discontinuidades en los limites [Wei95].

= Basados en reglas de decision:

Al igual que los drboles de regresion, combinan un clasificador y una técnica de
regresion, aprovechando la cercana relacion entre ambas técnicas de aprendizaje
automatico [Wei95]. En este caso la clasificacion se realiza mediante una serie de
reglas de decision que dividen el espacio de partida, pero a diferencia de los arbo-
les de regresion, los espacios no tienen por qué ser disjuntos. Presentan ventajas
similares a las de los drboles de regresion, como la robustez ante datos atipicos y
caracteristicas irrelevantes [Alm13]. Al igual que en los arboles de regresion, la
principal desventaja radica del hecho de que, en muchos casos, se trata de apro-
ximar una region del espacio de valores por un valor constante o por una funcién
lineal, lo que puede dar lugar a un elevado error [Wei93].

En todas las familias expuestas ellas existen algoritmos de aprendizaje por lotes y al-
goritmos de aprendizaje en linea. Los métodos en linea resultan adecuados para la predic-
cioén del TTFB, ya que presentan ventajas en situaciones en las que las muestras llegan de
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forma continua o cuando el conjunto total de datos es muy grande [Oza01]. Ademas, per-
miten comenzar a realizar predicciones sin esperar a tener un conjunto de entrenamiento,
aunque inicialmente el rendimiento no serd muy alto, y se adaptan a cambios en el mo-
delo subyacente. Otra ventaja frente a los algoritmos por lotes es que los algoritmos de
aprendizaje en linea implican una menor carga computacional, facilitando la posibilidad
de utilizarlos en los nodos de la red con baja capacidad de cémputo [BL18].

En este capitulo se han utilizado en los experimentos llevados a cabo para la prediccion
del TTFB el perceptron en linea como algoritmo basado en redes neuronales, FIMT-DD
(Fast Incremental Model Trees with Drift Detection, drbol de modelado rdpido incremen-
tal con deteccién de cambios) [Ikol1b] y ORTO (On-line Regression/Model Trees wih
Options, arboles de modelado/regresion con opciones) [Ikol1a] como algoritmos basados
en arboles de regresion, y AMRules (Adaptative Model Rules, reglas de modelo adapta-
tivo) [Alm13] como algoritmo basado en reglas de decision. Esta eleccion se debe a que
estos algoritmos han sido utilizados con cierto éxito en un problema de prediccion similar
en [BL18].

4.4. Marco experimental

4.4.1. Datos

Los datos empleados son los mismos que en el capitulo 3. Puesto que este capitulo
estd dedicado a explorar la prediccion del TTFB mediante regresion para cada pareja
cliente-proxy de forma independiente, realizaremos las pruebas con un proxy de cada uno
de los grupos explicados en el capitulo 2, en concreto los proxies 2, 5 y 13. Ademads, y
dada la similitud de las distribuciones de las muestras tomadas por los cuatro clientes, se
utilizardn dnicamente las realizadas por el cliente 1.

No se realiza ningun tipo de rellenado ni de normalizacién de los datos, al igual que
se hacia en el caso del filtrado colaborativo, puesto que se trata de un trabajo exploratorio
de la posibilidad de predecir el TTFB como si de una serie temporal se tratase, aunque
se podrian haber eliminado los datos atipicos (outliers) y haber normalizado las muestras
para mejorar el rendimiento de los algoritmos de prediccidn.

4.4.2. Entorno experimental y parametros de experimentacion

En este capitulo se utiliza la interfaz de usuario proporcionada por MOA, que permite
realizar tareas de regresion a partir de un fichero .arff!, y obtener tanto las predicciones
realizadas en cada instante como la evolucién del MAE y del RMSE conforme se realizan
las predicciones. Como se ha justificado en la seccion anterior, los algoritmos empleados
son Perceptron, FIMT-DD, ORTO y AMRules.

De igual manera que en el capitulo anterior, la eleccion de los parametros de los al-
goritmos empleados es de gran importancia, puesto que estos influyen en gran medida en
los resultados obtenidos. Pero puesto que el trabajo realizado es meramente exploratorio,
se ha decidido no invertir esfuerzos en buscar los valores 6ptimos de estos parametros,

'Fichero de texto en el que cada linea contiene las muestras de la ventana temporal y el valor de salida
correcto.
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dejando los valores que la interfaz grafica de MOA proporciona por defecto. El valor
concreto de estos pardmetros y su funcion se detallan en el apéndice D. No obstante, si
es interesante explorar el efecto del tamafio de la ventana temporal en las predicciones
obtenidas. Por ello, los experimentos realizados en este capitulo se repiten para distintos
tamafios de ventana.

4.5. Resultados

Una vez realizadas las predicciones se computa el MAE de acuerdo con la férmula
2.6 presentada en el capitulo 2. Los resultados obtenidos se presentan en las tablas 4.1,
4.2 y 4.3. Las celdas con fondo sombreado indican los casos en los que el algoritmo
correspondiente supera en rendimiento al algoritmo de referencia, mientras que el mejor
resultado para cada algoritmo aparece resaltado en negrita.

Perceptron | FIMT-DD | ORTO | AMRules
0.18736 0.16111 | 0.16111 | 0.14959
0.18166 0.16046 | 0.15525 | 0.14769
0.20652 0.15680 | 0.16031 | 0.14713
0.19684 0.16516 | 0.15854 | 0.14829
0.24492 0.16550 | 0.16057 | 0.14748
0.23787 0.16502 | 0.15916 | 0.14751

SEEEEE

Tabla 4.1: Tabla con los resultados de MAE de cada uno de los algoritmos y para cada
tamafo de ventana para la pareja cliente 1 - proxy 2. El MAE del algoritmo de referencia
para esta pareja cliente-proxy es 0.19690.

Perceptron | FIMT-DD | ORTO | AMRules
1 0.01869 0.01796 | 0.01817 | 0.01651
2| 0.01938 0.01938 | 0.02189 | 0.01702
3| 0.01962 0.01867 | 0.02012 | 0.01733
4
5

0.01990 0.01792 | 0.02095 | 0.01732
0.02079 0.01819 | 0.02183 | 0.01683
=6 | 0.02093 0.01866 | 0.02155 | 0.01655

22222 =

Tabla 4.2: Tabla con los resultados de MAE de cada uno de los algoritmos y para cada
tamafio de ventana para la pareja cliente 1 - proxy 5. EIl MAE del algoritmo de referencia
para esta pareja cliente-proxy es 0.02436.
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Perceptron | FIMT-DD | ORTO | AMRules
W=1| 0.05439 0.04964 | 0.04914 | 0.05193
W=2 | 0.05876 0.05027 | 0.04824 | 0.04735
Ww=3 | 0.05599 0.05410 | 0.05078 | 0.04850
W=4 | 0.06108 0.05367 | 0.07885 | 0.04839
W=5 | 0.05896 0.05023 | 0.07920 | 0.04811
W=6 | 0.07765 0.05090 | 0.06518 | 0.04741

Tabla 4.3: Tabla con los resultados de MAE de cada uno de los algoritmos y para cada
tamafo de ventana para la pareja cliente 1 - proxy 13. E1 MAE del algoritmo de referencia
para esta pareja cliente-proxy es 0.06341.

Se puede observar como en la mayoria de los casos los algoritmos de regresion utiliza-
dos mejoran la calidad de las predicciones del algoritmo de referencia. También se puede
observar la influencia de la ventana temporal, que hace que para un mismo algoritmo los
resultados varien al utilizar mayor o menor nimero de muestras anteriores para predecir
la siguiente muestra. Sin embargo, no hay un tamafio de ventana que sea consistentemente
mejor para todos los algoritmos y todos los proxies.

En la tabla 4.4 se muestra el porcentaje de mejora para cada uno de los algoritmos de
aprendizaje utilizados respecto del algoritmo de referencia para las ventanas que mejor
resultado dan en cada caso, resaltando en negrita el mejor porcentaje de mejora para cada
pareja cliente-proxy. Se ve como el algoritmo AMRules obtiene un mejor resultado que
el resto, y que Perceptron es el que peor resultado obtiene. Se observa también como el
mejor resultado se obtiene para el proxy 5, que segliin argumentamos en el capitulo 2,
podria ser el mejor de los proxies sondeados.

Perceptron FIMT-DD ORTO AMRules
Proxy 2 | 7,74 % (W=2) | 20,37 % (W=3) | 21,15 % (W=2) | 25,28 % (W=3)
Proxy 5 | 23,28 % (W=1) | 26,44 % (W=4) | 25,41 % (W=1) | 32,22 % (W=1)
Proxy 13 | 14,22 % (W=1) | 21,72 % (W=1) | 23,92 % (W=2) | 25,33 % (W=2)

Tabla 4.4: Tabla con el porcentaje de mejora de cada uno de los algoritmos con respecto al
algoritmo de referencia para el tamafio de ventana temporal que mejor resultado reporta.

Por otro lado, se puede realizar un andlisis interesante a partir de las graficas de la
evolucion del MAE con el tiempo para cada uno de los algoritmos de prediccion utilizados
y la evolucion del TTFB ubicadas en el apéndice C. En estas gréificas hay instantes en los
que un cambio en el TTFB implica un crecimiento del MAE, que a continuacion se vuelve
a estabilizar. Se podria argumentar que la nueva situacion estable se debe a una adaptaciéon
del modelo de prediccién a las nuevas propiedades estadisticas de la variable muestreada,
caracteristica de los métodos de prediccion en linea. Sin embargo, al observar la evolucién
del TTFB, no parece que haya un cambio en su distribucion, sino més bien un periodo de
mayor variabilidad, y que la estabilizacion del MAE se debe al final de este periodo y no
a la adaptacion del modelo.
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4.6. Discusion y conclusiones

En este capitulo se ha realizado una descripcion de las series temporales, asi como de
algunas de las técnicas utilizadas para su prediccion, mencionando sus ventajas e inconve-
nientes. También se ha planteado la predicciéon del TTFB como un problema de prediccion
de series temporales.

Se han realizado experimentos de prediccién que se basan en otros realizados en el
mismo campo de investigacion. Los resultados obtenidos muestran que se produce una
mejora respecto al algoritmo de referencia que si bien no es demasiado elevada, constituye
una sefial de que la prediccién de series temporales puede ser ttil de alguna forma en
la prediccion del TTFB para la seleccion del proxy de acceso a la Web en las redes de
comunidad inaldmbricas.

Mientras que en el capitulo anterior se discutia la idoneidad del algoritmo de referencia
utilizado, en este caso se puede afirmar que es un buen ejemplo de algoritmo de prediccion
sencillo, ya que en esta aproximacion se supone un sondeo de todos los clientes a todos los
proxies. De los resultados obtenidos se puede deducir que la prediccion del valor exacto
del TTFB no es viable en todos los casos. El conjunto de datos utilizado podria no ser el
mads adecuado para evaluar la prediccién con series temporales, puesto que se observa un
numero elevado de valores altos de TTFB medidos durante una sola muestra, que pueden
deberse a problemas en la red o situaciones de carga en el proxy muy puntuales, y que
aparecen rodeados de valores muy bajos. Como se puede ver en las figuras del apéndice C,
los algoritmos son incapaces de predecir estos grandes picos del TTFB, y esto contribuye
en gran medida el error.

También es importante destacar que el periodo de medida es largo, y que el compor-
tamiento que aparece reflejado es el habitual de Guifi.net, segiin confirma el grupo de la
UPC que ha generado los datos. En [Dim17] se anaden cargas sintéticas en los proxies
que generan un comportamiento que permite estudiar la correlacion entre el TTFB y la
carga. Pero este procedimiento no tiene sentido para el trabajo realizado en este capitulo,
puesto que se estaria generando una serie temporal artificial cuyo aprendizaje no seria de
utilidad para situaciones reales.

Podria ser interesante realizar un estudio del problema con un enfoque de clasificacién
de una serie temporal, en el que se intente predecir una etiqueta que describa la carga del
proxy (ej. baja, media, alta) a partir de los valores pasados de estas etiquetas. También
podria ser interesante estudiar la posibilidad de predecir si en un intervalo (por ejemplo,
en el préximo minuto) la carga va a estar en una de estas tres categorias, en lugar de
predecirlo para la siguiente muestra de forma aislada.



Capitulo 5

Conclusiones y trabajo futuro

En este trabajo se ha abordado la prediccién del TTFB medido desde un cliente al
acceder a un proxy web en el contexto de las redes de comunidad inaldmbricas. La pre-
diccion del TTFB tiene cierta importancia, ya que guarda cierta correlacion con la carga
del proxy y esta claramente relacionado con la calidad de servicio percibida por el usuario
final. Asi, la prediccidn se podria utilizar para cambiar automaticamente de proxy que se
utiliza para acceder a la Web, balanceando la carga entre los proxies disponibles y mejo-
rando la percepcidn del servicio.

Para abordar el estudio, se han propuesto dos alternativas. La primera de ellas consiste
en el uso de los mecanismos de los sistemas de recomendacion, en particular de filtrado
colaborativo, para la estimacion del TTFB a los proxies que un cliente de prueba no son-
dea. Esta aproximacion permite explotar tanto las medidas que otros clientes toman para
dichos proxies, como las semejanzas entre los clientes extraidas de las medidas tomadas
por ellos a los proxies que el cliente de prueba si sondea. Esto permitiria reducir la sobre-
carga en la red, puesto que se reduciria el nimero de sondeos realizados por los clientes y
se reducirian las retransmisiones de los resultados de esos sondeos. Sin embargo, aunque
los resultados obtenidos mejoran ligeramente los resultados del algoritmo de referencia,
la naturaleza de los datos utilizados no permite alcanzar unas conclusiones muy sélidas
sobre la conveniencia de los sistemas de recomendacion. Esto es debido por un lado a la
semejanza entre todos los clientes, y por el otro al bajo nimero de clientes utilizados para
tomar las medidas.

La segunda de las alternativas consiste en el uso de los mecanismos de prediccion de
series temporales para predecir los valores futuros del TTFB medido desde un cliente.
Esta alternativa permitiria al cliente saber con antelacién el valor del TTFB al proxy que
estd sondeando y anteponerse a cambios en su valor para evitar asi proxies cuyo TTFB
predicho es alto. Esto podria ser util si se va a iniciar una comunicacion que se prevé
larga, y que por tanto se puede ver afectada por el cambio en el TTFB. Sin embargo, esta
solucién implica que un cliente sondee a todos los proxies del sistema, lo cual aumentaria
notablemente la sobrecarga en la red respecto del caso en que s6lo sondea a unos pocos
proxies. En los resultados obtenidos se puede observar cierta influencia de la ventana
temporal utilizada en los algoritmos, y cierta mejora en la mayoria de los casos respecto
al algoritmo de referencia. Sin embargo, la forma ruidosa y altamente variable del TTFB
medido supone un reto muy grande para los sistemas de prediccidn, lo cual se puede ver
en los cambios bruscos en el MAE cuando el TTFB presenta mayor variabilidad.

41
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Por otra parte, y a la vista de los datos, el problema que se plantea es mas académico
que real, ya que no parece que los proxies ofrezcan un rendimiento degradado en ninguin
momento. Esto no significa que el problema no exista en potencia, sino que cualquier
sistema de eleccion de proxy que combine la proximidad fisica del cliente y un factor
aleatorio que evite que la carga se concentre en algunos proxies podria ser suficiente si
el nimero de proxies disponible es alto en comparacion con la demanda de los usuarios
finales.

5.1. Trabajo futuro

Respecto al trabajo futuro, los resultados obtenidos mediante ambas aproximaciones
plantean varios caminos de investigacion a seguir. En primer lugar, cabe plantear la opcién
de repetir los experimentos de estimacion mediante filtrado colaborativo, esta vez con
un conjunto de datos que contenga un mayor nimero de clientes y cuyas caracteristicas
sean diferentes. Se podria tomar medidas en varios clientes, por ejemplo ocho, formando
grupos de dos clientes fisicamente préximos entre si y lejanos del resto. Ademds, seria
interesante dispersar la matriz de puntuaciones, de forma que clientes similares sondeasen
a varios proxies comunes y varios proxies distintos, para poder observar por un lado el
funcionamiento del filtrado colaborativo y por otro cudnto se puede reducir el trafico en
la red (por los sondeos evitados) manteniendo la calidad de los estimadores. También se
podria optimizar los valores de los pardmetros de BRISME, y probar otros algoritmos de
filtrado colaborativo.

Por otro lado, en el ambito de las series temporales, se podria tratar de optimizar el va-
lor de los pardmetros de entrenamiento de cada algoritmo empleado y extender el estudio
a mas parejas cliente proxy, con series temporales mds largas y utilizando otros algorit-
mos. Se podria comprobar también si es posible reducir, a partir de unas predicciones
fiables, el nimero de veces que se sondea sustituyendo de forma intercalada una medida
real y una prediccion. También se podria plantear la posibilidad de enfocar la prediccion
del TTFB mediante series temporales como un problema de clasificacion, en el que no
se busque predecir el valor exacto del TTFB, sino si el valor medio del TTFB durante un
periodo futuro, como por ejemplo el siguiente minuto, va a estar en un determinado rango
(ej. bajo, medio o alto). Esto podria ser més titil que la prediccion del valor exacto e ins-
tantaneo a la hora de elegir el siguiente proxy, ya que el cliente dispondria de informacién
sobre el estado medio del proxy durante un periodo, y no de las variaciones exactas del
TTFB.

Otro camino a seguir podria ser combinar los dos métodos propuestos en este trabajo.
Asi, se podria utilizar el filtrado colaborativo para reducir el nimero de proxies a los que
un cliente sondea, y la prediccién para reducir el nimero de sondeos realizados (ej. se
podrian realizar sondeos cada dos rondas Vivaldi, y difundir la informacién cada ronda de
forma que una vez se difundiese el valor medido y otra el valor predicho).
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Apéndice A

Figuras de TTFB

En este apéndice se incluyen las figuras de la evolucién del TTFB para cada proxy y
los diagramas de cajas de las muestras tomadas para cada pareja cliente-proxy.

A.1. Evolucion del TTFB para cada proxy
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A.2. DIAGRAMAS DE CAJAS DE LAS MUESTRAS POR PAREJA CLIENTE-PROXY54
A.2. Diagramas de cajas de las muestras por pareja cliente-

proxy
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Apéndice B

Figuras de evolucion del MAE en el uso
de sistemas de recomendacion para la
estimacion del TTFB

En este anexo se afiaden las figuras de la evolucion del MAE y los diagramas de cajas
de los errores cometidos tanto por el algoritmo de referencia como por BRISMF.

B.1. Evolucion del MAE por pareja cliente-proxy

TTTTTT

Figura B.1: Evolucion del MAE frente a la evolucién del TTFB en el proxy 1
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B.2. Diagramas de cajas de los errores

En esta seccidn se muestran los diagramas de cajas de los errores cometidos tanto por

el algoritmo de referencia como por BRISMF para cada uno de los clientes:
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Figura B.15: Diagrama de cajas de los errores para el cliente 3
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Apéndice C

Figuras de evolucion del MAE en el uso
de series temporales para la prediccion

del TTFB

En este anexo se afiaden las figuras de la evolucion del MAE en la aproximacion a
la prediccion del TTFB como serie temporal para los algoritmos utilizados (Perceptron,

FIMT-DD, ORTO y AMRules) y para el algoritmo de referencia.
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Apéndice D

Informacion adicional sobre los
experimentos

D.1. Codigo de la estimacion mediante BRISMF
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import moa.core. TimingUtils;
import java.io.IOException;

import moa.recommender. dataset .x;
import moa.recommender.rc.predictor.impl. BRISMFPredictor;

import moa.recommender.rc.data.impl.x*;
import moa.recommender. dataset.impl.x;

import com. github.javacliparser.FileOption;
import moa. tasks.TaskMonitor;

import java.util.x;

import java.lang.Math.x;

import java.io.x*;

public class Predictor {

public Predictor () {
}

private int curCID;//Almacena el identificador del cliente de la linea actual
private double curRating;//Almacena el valor del TTFB de la linea actual
private double curPred;//Almacena la prediccion realizada

private double curTime;//Almacena el sello temporal de la linea actual

int prevCID;//Almacena el identificador del cliente de la linea anterior

double prevTime;//Almacena el valor del sello temporal de la linea anterior
private double IRate=0.001;//Valor del factor de aprendizaje

private double rFactor=0.02;//Valor del factor de regularizacion
private int numFeatures=10;//Tamano del vector latente

Map<Integer ,Double> TTFB = new HashMap<Integer ,Double>();//Almacena el TTFB correspondiente a las medidas de un
cliente en un determinado instante

public void run(){

MemRecommenderData dataset = new MemRecommenderData();//Instancia que de la clase MemRecommenderData que contiene
matriz de puntuaciones
FileWriter fichero = null;

PrintWriter pw = null;

FileReader f = null;

BufferedReader b = null;

double error;//Almacena el valor del error absoluto instantaneo

try
{

fichero = new FileWriter("./Results_.txt");//Fichero donde se guardan los resultados
pw = new PrintWriter(fichero);

f= new FileReader("./Dataset_ordenado_sin_p8.txt");//Fichero donde se encuentran los datos
b= new BufferedReader(f);

BRISMFPredictor predictor = new BRISMFPredictor(numFeatures, dataset, IRate, rFactor, false);//Instancia de
BRISMFPredictor que servira de predictor
predictor.setNIterations (1000);

String linea;//Almacena la linea del fichero de datos en cada iteracion

linea=b.readLine ();//Se lee la primera linea de los datos

do {
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do {
String [] split = linea.split("::");//Se divide la linea de los datos
curCID=Integer.valueOf(split [0]);//Se obtiene el identificador de cliente de la linea actual
//Si el cliente no esta en el sistema se anade
if (dataset.userExists(curCID)==false)

{

dataset.addUser(curCID, new ArrayList<Integer >(), new ArrayList<Double>());
}
curTime=Double. valueOf(split[3]);//Se obtinen el valor del sello temporal de la linea actual
//Se almacenan los valores anteriores de ID del cliente y sello temporal para comparar
prevCID=curCID ;
prevTime=curTime ;
// Carga en el mapa TTFB las medidas de cada proxy para el miemo cliente y timestam
TTFB. put(Integer.valueOf(split[1]), Double.valueOf(split[2]));
//Si el proxy no esta en el sistema se anade
if (dataset.itemExists (Integer.valueOf(split[1]))==false)

68

{
dataset.addItem (Integer.valueOf(split[1]), new ArrayList<Integer >(), new ArrayList<Double>());
}
//Se comprueba si los datos de la nueva linea corresponden al mismo cliente y al mismo instante
}while ((linea=b.readLine () )!=null && Integer.valueOf(linea.split("::")[0])==prevCID && Double.valueOf(linea.split(
"::")[3])==curTime);
// Cuando se cambia de cliente:
//En primer lugar se obtienen predicciones y errores absolutos antes de entrenar para cada cliente
for (int k=0; k<l4:k++)
{
if (TTFB.containsKey(k))//Si hay medidas del proxy con identificador k
{
curPred=predictor. predictRating (curCID, k);//Se predice el TTFB
error=Math.abs (curPred—TTFB. get(k));//Se calcula el error
pw.println (curCID + " " + k + " " + TTFB.get(k) + " " + curPred + " " + error);//Se almacenan los resultados
}
}

//A continuacion se anaden al sistema las medidas.

//El metodo dataset.setRating() se encarga de entrenar los vaectores de usuario y articulo correspondientes
for (int k=0; k<l4;k++)

if (TTFB.containsKey(k))

{
dataset.setRating (curCID, k, TTFB.get(k));
}
}
//Se resetea el mapa TTFB y se itera con las medidas del siguiente cliente
TTFB. clear () ;
}while (linea!=null);//Se repite el preceso mientras no se haya acabado el documento
b.close(); //Se cierra el fichero
} catch (Exception e) {
e.printStackTrace () ;

} finally {
try {
if (null != fichero)

fichero.close () ;

} catch (Exception e2) {
e2.printStackTrace () ;

}

public static void main(String[] args) throws IOException {

Predictor exp = new Predictor();
exp.run();

}
}
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D.2. Parametros de los algoritmos de prediccion

En esta seccion se describen los pardmetros utilizados para cada uno de los algoritmos
de regresion utilizados. El valor de todos ellos es el que la interfaz de usuario indica por
defecto, y que también se indicard a continuacion.

D.2.1. Perceptron

Los pardmetros de Perceptron que la interfaz permite modificar son:

learningRatio_Decay_set_constant: permite indicar sila tasa de decre-
cimiento del factor de aprendizaje debe ser constante. Por defecto se indica que no.

learningRatio: factor de aprendizaje. Por defecto vale 0,025.

learningRateDecay: tasa de decrecimiento del factor de aprendizaje durante
el entrenamiento del Perceptron. Por defecto vale 0,001.

fadingFactor: factor de desvanecimiento del error acumulado. Por defecto vale
0,99.

randomSeed: semilla para el comportamiento aleatorio. Por defecto vale 1.

D.2.2. FIMT-DD

Los pardmetros de FIMT-DD que la interfaz permite modificar son:

splitCriterion: criterio de divisidn a utilizar por el arbol. Por defecto se uti-
liza VarianceReductionSplitCriterion.

gracePeriod: numero de instancias que una hoja debe observar antes de intentar
divisiones. Por defecto vale 200.

splitConfidence: error permitido en la decision de division. Por defecto vale
0.

tieThreshold:umbral por debajo del que una division es forzada a romper
vinculos. por defecto vale 0,05.

PageHinckleyAlpha: valor Alpha utilizado en el test de deteccién de cambios
de Page Hinckley. Por defecto vale 0,005.

PageHinckleyThreshold: valor del umbral utilizado en el test de deteccidén
de cambios de Page Hinckley. Por defecto vale 50.

alternateTreeFadingFactor: factor de desvanecimiento utilizado para de-
cidir si un arbol alternativo deberia reemplazar al original. Por defecto vale 0,995.

alternateTreeTMin: valor de Tmin utilizado para determinar si un arbol al-
ternativo deberia sustituir al original. Por defecto vale 150.
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= alternateTreeTime: nimero de instancias utilizadas para decidir si un arbol
alternativo deberia ser descartado. Por defecto vale 1500.

» regressionTree: indica si se debe construir un drbol de regresion en lugar de
uno de modelado. En los experimentos realizados se utiliza un arbol de regresion.

» learningRatio: factor de aprendizaje. Por defecto vale 0,02

» learningRatioDecayFactor: tasa de decrecimiento del factor de aprendiza-
je durante el entrenamiento. Por defecto vale 0,001.

» learningRatioConst: mantener la tasa de aprendizaje constante en lugar de
hacerla decrecer. Por defecto no se mantiene constante.

D.2.3. ORTO

Los parametros de ORTO que la interfaz permite modificar son:

» maxTrees: nimero miximo de arboles contenidos en el drbol opcion. Por defecto
vale 10.

» maxOptionLevel: Profundidad mdxima a la que se pueden crear nodos de op-
cién. Por defecto vale 10.

= optionNodeAggregation: método de agregacion utilizado para combinar las
predicciones en los nodos opcién. Por defecto se utiliza la media.

» optionFadingFactor: factor de desvanecimiento utilizado para comparar subdar-
boles de un nodo opcién. Por defecto vale 0,9995.

= splitCriterion: criterio de division a utilizar por el arbol. Por defecto se uti-
liza VarianceReductionSplitCriterion.

= gracePeriod: nimero de instancias que una hoja debe observar antes de intentar
divisiones. Por defecto vale 200.

= splitConfidence: error permitido en la decision de division. Por defecto vale
0.

» tieThreshold: umbral por debajo del que una divisién es forzada a romper
vinculos. por defecto vale 0,05.

» PageHinckleyThreshold: valor del umbral utilizado en el test de deteccion
de cambios de Page Hinckley. Por defecto vale 50.

» alternateTreeFadingFactor: factor de desvanecimiento utilizado para de-
cidir si un arbol alternativo deberia reemplazar al original. Por defecto vale 0,995.

» alternateTreeTMin: valor de Tmin utilizado para determinar si un arbol al-
ternativo deberia sustituir al original. Por defecto vale 150.
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= alternateTreeTime: nimero de instancias utilizadas para decidir si un arbol
alternativo deberia ser descartado. Por defecto vale 1500.

= regressionTree: indica si se debe construir un arbol de regresion en lugar de
uno de modelado. En los experimentos realizados se utiliza un arbol de regresion.

» learningRatio: factor de aprendizaje. Por defecto vale 0,02.

» learningRatioDecayFactor: tasa de decrecimiento del factor de aprendiza-
je durante el entrenamiento. Por defecto vale 0,001.

» learningRatioConst: mantener la tasa de aprendizaje constante en lugar de
hacerla decrecer. Por defecto no se mantiene constante.

D.2.4. AMRules

Los pardmetros de AMRules que la interfaz permite modificar son:

= splitConfidence: error permitido en la decision de divisién. Por defecto vale
1.0E-7.

» tieThreshold: umbral por debajo del que una division es forzada a romper
vinculos. por defecto vale 0,05.

= gracePeriod: ndmero de instancias que una hoja debe observar antes de intentar
divisiones. Por defecto vale 200.

= learnerOption: algoritmo de aprendizaje. Por defecto se utiliza un regresor
multiobjetivo adaptativo.

» setUnorderedRulesOn: permite el uso de reglas sin orden. Por defecto no se
permiten.

» dropOldRuleAfterExpansion: descartar la regla antigua si se expande. Por
defecto no se hace.

= changeDetector: detector de cambios. Por defecto se utiliza el de Page Hinkley.

= anomalyDetector: se trata del detector de anomalias utilizado. Por defecto se
utiliza OddsRatioScore.

» splitCriterionOption: criterio de division utilizado para determinar el mé-
rito de una division. Por defecto se utiliza MultiTargetVarianceRatio.

= errorMeasurer: medida del error para decidir que algoritmo deberia predecir.
Por defecto se usa RelativeMeanAbsoluteDeviationMT.

» weightedVoteOption: la opcién que en la interfaz aparece por defecto es
InverseErrorWeightedvVoteMultilLabel.



D.2. PARAMETROS DE LOS ALGORITMOS DE PREDICCION 72

numericObserver: se trata del observador numérico. Por defecto la opcién que
se utiliza es MultiLabelBSTree.

nominalObserver: se trata del observador nominal. Por defecto se utiliza la
opcion MultiLabelNominalAttributeObserver.

verbosity: nivel de informacioén a la salida. Por defecto vale 1.

outputSelector: selector de atributos de salida. Por defecto la opcién utilizada
es SelectAllOutputs.

inputSelector: selector de atributos de salida. Por defecto se utiliza la opcién
SelectAllInputs.

randomSeedOpt ion: Por defecto vale 1.

featureRanking: algoritmo de ordenacién de caracteristicas. Por defecto la op-
cién que se utiliza es NoFeatureRanking.
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