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Resumen

Con el paso del tiempo cada vez se ha vuelto mas frecuente la utilizaciéon del transporte
aéreo, ya sea para uso publico, privado o comercial, y se espera que el nimero de vuelos sufra
un incremento en los préximos anos. Para poder hacer frente a ese volumen de trafico aéreo, los
aeropuertos han de disponer de una buena infraestructura, como por ejemplo ntimero de pistas,
orientacién, ubicacién de la terminal con respecto a las pistas o la configuracién de estas. En
especial, la configuracion de las pistas (determinar que pistas se utilizan para despegar y cuales
para aterrizar) es importante, ya que en ellas se llevan a cabo las maniobras de aterrizaje y
de despegue. Existen muchos factores que pueden afectar a la configuracion de las pistas como
puede ser la velocidad y direccién del viento, las condiciones meteorologicas etc. Estas condiciones
adversas pueden suponer que se tenga que realizar un cambio en la configuracion del aeropuerto,
suponiendo asi un gran esfuerzo de recursos y retrasos en otros aterrizajes y despegues (entre
otros problemas).

FEs por ello que el ser capaces de predecir con una cierta antelacién todos estos cambios
futuros en la configuracion que va a tener el aeropuerto (en las proximas una, dos o hasta tres
horas), puede ser fundamental para planificar ese cambio con el tiempo suficiente para mantener
la seguridad, evitar posibles accidentes y mejorar la eficiencia de las operaciones del aeropuerto
(encajar mejor las salidas y llegadas, evitar posibles cambios de altima hora, etc).

A partir de distintas fuentes de entrada (datos de vigilancia, informacion meteoroléogica, pla-
nes de vuelos completos, etc) procedentes del Aeropuerto de Barajas, se evaluardn y optimizaran
distintos modelos de aprendizaje automético, con el objetivo de generar uno que permita re-
solver la problemética de la eleccion de la configuracién de las pistas. Conjuntamente a esto se
implementard un dashboard en el que se presente de una forma visual los resultados obtenidos
a lo largo del analisis, asi como permitiendo al usuario una interaccién directa con el modelo de
aprendizaje automético seleccionado.

Palabras clave: Configuracién pistas, Aprendizaje Automéatico Supervisado, ADS-B, ATM.
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Abstract

The use of air transport, whether for public, private or commercial purposes, has become
increasingly common over time and the number of flights is expected to increase in the coming
years. In order to be able to cope with this volume of air traffic, airports need to have a good
infrastructure in place, such as number of runways, orientation, location of the terminal in relation
to the runways or the configuration of the runways. In particular, the configuration of the runways
(determining which runways are used for take-off and which for landing) is important, as it is
here that the landing and take-off manoeuvres are carried out. There are many factors that can
affect the configuration of the runway, such as wind speed and direction, weather conditions, etc.
These adverse conditions can mean that a change in the airport configuration has to be made,
thus involving a great effort of resources and delays in other landings and take-offs (among other
problems).

Therefore, being able to predict all these future changes in the configuration that the airport
will have (in the next one, two or even three hours), can be fundamental to plan ahead with
enough time to fulfill the security regulations, avoid possible accidents and improve the efficiency
of the airport operations (Improve the departures/arrivals distribution, avoid possible last minute
changes, etc).

Using different sources of aeronautical data (surveillance data, meteorological information,
complete flight plans, etc) coming from the Madrid-Barajas airport, a number of machine learning
models will be evaluated and optimized, with the aim of generating one that allows to solve
the problem of predicting the runway configuration. Together with this, a dashboard will be
implemented to visually present the results obtained throughout the analysis, as well as allowing
the user direct interaction with the selected machine learning model.

Keywords: Runway Configuration, Supervised Machine Learning, ADS-B, ATM.
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Capitulo 1

Introduccion

En los dltimos afios, cada vez es mas frecuente la utilizacién del transporte aéreo, ya sea
para uso publico, privado o comercial. Segun el informe “Aviation: Benefits Beyond Borders” [11]
elaborado por el Air Transport Action Group (ATAG), en octubre de 2018, la media de vuelos
diaria registrada fue de 120.000 vuelos en los que viajaban en total 12 millones de personas
aproximadamente, y cuya cifra se espera que aumente en los proximos anos [3].

Para poder albergar esta cantidad de vuelos cada dia, los aeropuertos deben disponer de
una buena infraestructura (nimero y orientacion de pistas, accesos, servicios en las terminales,
ubicacion de las terminales con respecto de las pistas, etc) y de una gestion eficaz y eficiente de
las mismas. Es por ello por lo que la importancia de una buena Gestion del Trafico Aéreo (Air
Traffic Management, ATM, en inglés), cobra cada vez més fuerza con el paso de los afios.

Para lograr los objetivos de mejorar la eficacia y eficiencia en las operaciones relacionadas
con el trafico aéreo, asi como incrementar la seguridad de las mismas, han surgido distintas
organizaciones e iniciativas internacionales que abordan estos objetivos y tratan de aportar nuevas
soluciones en materia de coordinaciéon, gestion operativa y regulacién del espacio aéreo. Dentro
del marco aéreo europeo, se encuentra Eurocontrol! (European Organisation for the Safety of Air
Navigation, Organizacion Europea para la Sequridad de la Navegacion Aérea), una organizacion
intergubernamental civil y militar creada en 1963, cuyo objetivo principal es la unificacion del
espacio aéreo europeo, de tal forma que se consiga agrupar e integrar en todos los pafses miembros,
los servicios de navegacion aérea: Servicios de Control del Trafico Aéreo (AT'C), Servicios de
Informacion de Vuelo (FIS), servicios de alerta, etc.

Para cumplir con este objetivo, la Comisién Europea puso en marcha en 2004 el proyecto SES?
(Single European Sky , Cielo Unico Europeo), tratando asi de eliminar la fragmentacion que existe
dentro del espacio aéreo, aumentar la eficiencia general del sistema, incrementar la seguridad,
reducir los costes, disminuir los retrasos en los vuelos y aminorar el impacto ambiental [12]. A
pesar de que esta iniciativa se lanz6 hace 16 anos, no se ha conseguido cumplir con esos objetivos
hasta hace apenas un afio [2].

Existen también otras iniciativas a nivel nacional como ENAIRE, el gestor de navegacion
aérea en Espana, cuyos objetivos son similares a los del proyecto SES: aumentar la seguridad,
reducir los costes y disminuir el impacto medioambiental. Uno de los proyectos de esta iniciativa
es el proyecto SACTA (Sistema Automatizado de Control de Trdnsito Aéreo® ) destinado a facilitar

"https://www.eurocontrol.int /.
https://ec.europa.eu/transport/modes/air/ses_en.
®https://www.enaire.es/servicios/atm/sistemas_de gestion del transito aereo atm/sacta.
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https://ec.europa.eu/transport/modes/air/ses_en
https://www.enaire.es/servicios/atm/sistemas_de_gestion_del_transito_aereo_atm/sacta
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la prestacion de los servicios de trafico aéreo de los que es responsable ENAIRE.

Por otra parte, fuera del marco aéreo europeo, se encuentra el proyecto NextGen (The Next
Generation Air Transportation System), un proyecto enfocado al transporte aéreo de Estados
Unidos cuya misién es aumentar la seguridad en los vuelos, mejorar la eficiencia y hacer mas
predecible su sistema de gestion, coordinando los servicios de navegacién que disponen actual-
mente [1].

En términos generales, el avance de la tecnologia ha facilitado este proceso de gestién de
forma coordinada. En particular, hay que destacar ADS-B (Automatic Dependent Surveillance
Broadcasting), una tecnologia de vigilancia y monitorizaciéon que pretende sustituir a los sistemas
de radares convencionales, combinando el posicionamiento por satélite con un enlace de datos
por radiofrecuencia. Con esto se consigue que la aeronave envie de forma continua, periodica y
automética los datos obtenidos mediante sus sensores (posicionamiento, altitud, velocidad, etc)
a todos aquellos receptores que se encuentren dentro de su rango de influencia (controladores de
vuelo, estaciones de tierra u otras aeronaves que admitan este tipo de tecnologia), en lugar de
limitarse a responder tinicamente las peticiones de informacion procedentes de las estaciones de
tierra.

Aircraft receives position data from
Global Navigation Satellite System (GNSS)
Flight data is broadcast to
a surrounding aircraft
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G i Flight, weather and radar data i
S ilhe Gl ei e, ae 2 Aircraft broadcast flight data (position,

altitude, speed, etc.) to ground stations

aircraft broadcast flight data broadcast back to the aircraft

Ground stations transmit the aircraftis. flight data to Air Traffic Control

Figura 1.1: Esquema de funcionamiento de ADS-B. Fuente: hitps://www.airelectro.com/blog/
(visitado 16-03-2020).

Uno de los factores que mas influyen en la gestion del trafico aéreo es la configuracion de las
pistas durante las operaciones de aterrizaje y despegue. FEsta configuracion es de suma impor-
tancia a la hora de mejorar la eficiencia del trafico aéreo, ya que el sistema de configuraciéon de
las pistas es el principal cuello de botella en la capacidad del aeropuerto [14]. Esto se debe a que
el aeropuerto es el Ginico punto en el que coinciden los aviones durante el vuelo, y en el que tanto
las maniobras de aterrizaje como las de despegue no se efectiian hasta que la realizacion de las
mismas no sea totalmente segura. Por tanto, una mala configuracion en las pistas puede llegar
a suponer un retraso en los tiempos de salida y llegada debido a una acumulacién de aviones
esperando para efectuar dichas maniobras, afectando asi a la capacidad del aeropuerto y a la red
de transporte aérea.

Otro beneficio de establecer una correcta gestion en la configuracion de las pistas es la re-
duccién en los tiempos de espera, ya que las modificaciones en la configuracion de las pistas no


https://www.airelectro.com/blog/
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se realizan de forma instantanea, y un cambio en la configuraciéon de las mismas tarda aproxi-
madamente 30 minutos en hacerse efectivo de forma segura. Durante este periodo de tiempo,
la capacidad operativa de las pistas afectadas disminuye debido al cambio en la configuracion,
haciendo que el aeropuerto pierda temporalmente parte de su infraestructura, suponiendo un
aumento en el tiempo de espera de las aeronaves que necesiten utilizar las pistas afectadas.

Es importante destacar que, ademas de reducir los tiempos de espera y aumentar la fluidez
en el trafico aéreo, la seguridad de los pasajeros y del personal de a bordo en los aviones es
otro de los factores que se ve mejorado. El motivo de esto es que, como mencionaremos mas
adelante, la asignacién de una pista a una aeronave se encuentra condicionada, entre otras cosas,
a la climatologia en el momento de realizar las operaciones de aterrizaje o despegue, procurando
en todo momento que estas maniobras se realicen en la pista disponible en la que el impacto
meteorologico en la aeronave sea lo menor posible. De esta manera, se persigue minimizar el
riesgo inherente a estas operaciones, de manera que se lleven a cabo en las condiciones més
seguras posibles.

Por tanto, podemos concluir con que la gestion de la configuracion de las pistas es una tarea
muy importante dentro de la gestién del trafico aéreo. Una buena configuracién de las pistas
logra. aumentar la seguridad de los pasajeros, reduce los tiempos de espera para efectuar las
maniobras de despegue y aterrizaje, disminuye los costes que genera una mala gestiéon del trafico
v mejora la eficiencia y rendimiento de las infraestructuras del aeropuerto.

1.1. Motivacion

Uno de los factores determinantes a la hora de mejorar la gestion del trafico aéreo y reducir
tanto los tiempos de espera como los retrasos, es la eleccién de la configuracion de las pistas. La
eleccion de la configuracion ha de establecerse de tal forma que se consiga favorecer la realizacién
de las maniobras de aterrizaje y de despegue con unas condiciones lo més favorables posibles,
ademds de minimizar el nimero de veces que se realizan estas modificaciones. La seleccion efi-
ciente en esta configuracion permite reducir el coste de mantenimiento de las pistas, as{ como
aumentar la capacidad operativa del aeropuerto.

FEste trabajo tiene como propésito ayudar a resolver la problematica de la eleccién de pistas,
generando un modelo de aprendizaje automéatico que proporcione apoyo al controlador aéreo a la
hora de determinar qué configuracion de pistas elegir. Actualmente, la eleccidn de la configuracion
es una decisién llevada a cabo por parte de los controladores aéreos que se realiza en funcién tanto
de las condiciones que se den en un determinado momento cémo de las condiciones previstas
a corto plazo. Debido a la gran cantidad de factores que afectan a esta decisién y a la gran
complejidad de la misma, es mas probable que puedan ocurrir fallos debido al error humano, por
lo que este sistema pretende minimizar ese error y mejorar la eficacia y eficiencia a la hora de
determinar qué configuracién de pistas elegir.

Para ello se llevara a cabo el andlisis, estudio y prueba de distintos algoritmos de aprendizaje
automatico que puedan ser efectivos para esta problemaética, seleccionando y refinando aquellos
que realicen una mejor prediccion sobre la eleccion de la configuracion en las pistas.
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1.2. Objetivos

El presente Trabajo Fin de Grado afronta la problematica de predecir la configuracion de
las pistas en los aeropuertos utilizando los datos obtenidos a partir de los mensajes ADS-B
provenientes de las aeronaves préoximas al aeropuerto junto con los datos meteorolégicos de la
zona. En esta linea de trabajo se identifican los siguientes objetivos a abordar:

OBJ-1 Procesamiento y Analisis de los datos de los vuelos.

OBJ-1.1 Realizacién de una andlisis exploratorio inicial de los datos.
OBJ-1.2 Definicién del modelo de datos final.
OBJ-1.3 Transformaciéon y normalizacion de los datos de acuerdo al modelo de datos final.

OBJ-1.4 Elaboracién de un anilisis de las dependencias e influencias existente entre las dis-
tintas caracteristicas de los datos.

OBJ-2 Prueba y refinamiento de modelos de aprendizaje automatico.

OBJ-2.1 Estudio de algoritmos de aprendizaje automéatico que pueden utilizarse para la re-
solucién del problema.

OBJ-2.2 Realizacién de una comparativa entre los distintos algoritmos con su configuracion
inicial y evaluar su desempeio.

OBJ-2.3 Refinamiento de los modelos de aprendizaje automético realizando ajustes sobre sus
hiperpardametros para mejorar su desempeno final.

OBJ-3 Evaluacién y selecciéon del modelo de aprendizaje automaético final.
OBJ-3.1 Aplicacion de técnicas de evaluacion para comprobar el desempenio real de los mo-
delos de aprendizaje automatico refinados.

OBJ-3.2 Analisis de los modelos refinados y seleccion del modelo final.

OBJ-4 Disefio e implementacién de un dashboard de visualizacion e interaccion con el modelo.

Con la consecucién de los objetivos mencionados anteriormente se pretende obtener un modelo
de aprendizaje automatico sobre el que el controlador pueda apoyarse para poder determinar la
configuracion de las pistas de un aeropuerto, aumentando tanto la eficiencia del aeropuerto como
la seguridad de las aeronaves y disminuyendo los costes asociados al mantenimiento de las pistas.

1.3. Organizaciéon de la memoria

El presente documento se estructura en capitulos en los que se tratan diferentes aspectos del
proyecto. Los capitulos que conforman el documento y su tematica son:

Capitulo 1. Introduccion: A lo largo del Capitulo 1 se realizard una introduccién sobre el
contexto en el que se desarrolla este proyecto, asi como la motivacién del mismo y los objetivos
que se pretenden congeguir con su finalizacién.
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Capitulo 2. Metodologia de Trabajo: El Capitulo 2 describe la metodologia utilizada para
llevar a cabo el desarrollo del proyecto asi como las herramientas y tecnologias que han sido
empleadas tanto para la implementacién, como para la gestiéon y control de todos los aspectos
relativos al mismo.

Capitulo 3. Estimacion y Presupuestos: En el Capitulo 3 se presenta la planificacion
temporal que se llevaré a cabo a lo largo del trabajo, en la que se incluiran todas aquellas tareas
que se han derivado a partir de los objetivos del proyecto. Finalmente, el capitulo concluye con
el desglose de los costes asociados al proyecto basados en la planificacién temporal llevada a
cabo.

Capitulo 4. Estudio del Dominio: A lo largo del Capitulo 4 se realiza un recorrido del
ecosistema de la aviacién, en el que engloban las tareas de gestion del trafico aéreo que afectan
a la hora de establecer las configuraciones de las pistas, asi como las distintas propuestas que
se han creado con la finalidad de mejorar y optimizar esta gestién. Ademds de esto, en este
capitulo se trata también la casuistica asociada a la eleccion de la configuracién de las pistas,
tanto desde el punto de vista del aeropuerto, como desde el punto de vista de la meteorologia.

Capitulo 5. Aprendizaje Automatico: En el Capitulo 5 se presenta el concepto de aprendi-
zaje automatico, asi como los distintos tipos de aprendizaje automéatico que existen. Ademas, se
describen los algoritmos empleados tanto en el presente proyecto, como en propuestas similares
realizadas anteriormente.

Capitulo 6. Modelo de Datos: En el Capitulo 6 se realiza la descripcién del proceso llevado a
cabo para transformar el conjunto de datos original (raw data) en el conjunto de datos final, asi
como la obtencién de la configuracién de las pistas a partir de estos datos, para posteriormente,
llevar a cabo el entrenamiento, prueba y evaluacién de los distintos modelos de aprendizaje
automatico.

Capitulo 7. Construccidon del modelo: En el Capitulo 7 se hace un recorrido por los dis-
tintos modelos de aprendizaje automético que se han utilizado para resolver el problema que
ocupa el proyecto, asi como las distintas modificaciones que se han aplicado a los mismos para
optimizarlos y mejorar los resultados que ofrecen.

Capitulo 8. Evaluacién y Resultados: En el Capitulo 8 se lleva a cabo un estudio de los
modelos generados en el Capitulo 7 en el que se analiza el comportamiento de estos tras el pro-
ceso de refinamiento en el que se analiza su efectividad para la determinacion de configuraciones
de pistas.

Capitulo 9. Herramienta de Visualizacion: En el Capitulo 9 se lleva a cabo un analisis
software de la herramienta que se va a desarrollar: actores del sistema, requisitos de usuario,
casos de uso, disenio etc.

Capitulo 10. Conclusiones y Trabajo Futuro: En el Capitulo 10 se enuncian las conclu-
siones obtenidas a lo largo del desarrollo del proyecto y se presentan posibles lineas de trabajo
que podrian continuarse en el futuro a partir de los resultados obtenidos.

Apéndices: En este apartado del documento se encuentra informacién adicional asociada a la
entrega del proyecto, asi como manuales y detalles de la herramienta desarrollada. Este apéndice
se encuentra constituido por las siguientes secciones:
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- Apéndice A. Contenido Adjunto: En esta seccion del apéndice se muestra el contenido
adjunto a la entrega de este proyecto, asi como la explicaciéon del mismo y su distribucion.

- Apéndice B. Instalaciéon y Versiones: En esta seccién del apéndice se explica el proceso
a seguir para llevar a cabo la instalacion de la herramienta asi como las versiones del software
y librerias utilizadas para su desarrollo.

- Apéndice C. Manual de usuario: En esta seccién del apéndice se realiza una explicacién
de la cada una de las funcionalidades que dispone de la herramienta.

Glosario: En este apartado se encuentran definidos conceptos, terminologia y acrénimos im-
portantes que han ido surgiendo a lo largo del desarrollo del presente documento.
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Metodologia de Trabajo

La realizacion del presente Trabajo Fin de Grado se va a realizar de forma iterativa e in-
cremental de acuerdo a los principios establecidos en el Marco de Trabajo Scrum adaptados al
dmbito académico: UVAGILE.

2.1. Marco de Trabajo Scrum

Scrum es un Marco de Trabajo a través del cual las personas pueden abordar problemas
complejos adaptativos a la vez que se entregan productos de forma eficiente y creativa con el
méaximo valor [28]. Este Marco de Trabajo se centra en mejorar la inspeccion, la adaptacion y
la transparencia del proyecto, haciendo uso de sus valores principales: el coraje (los miembros
del equipo Scrum tienen el coraje para hacer siempre lo correcto y trabajar para resolver juntos
los problemas), la focalizacion (las personas involucradas se centran en cumplir las tareas del
sprint y sus objetivos), el compromiso (todos los miembros estan comprometidos para conseguir
el triunfo del equipo), el respeto (los miembros del equipo siempre se respetan los unos a los
otros) y la apertura (todos los involucrados comparten informacion con el objetivo de mejorar el
resultado del producto final).

Para cumplir con estos objetivos, Scrum se define en 3 roles (el conjunto de todos ellos se
define como Scrum Team), 5 eventos y 3 artefactos (ver Figura 2.1).

Los roles que conforman la metodologia Scrum son:

= Scrum Master: El Scrum Master es el lider del equipo de trabajo agil. Su misién consiste
en hacer que el equipo cumpla con los objetivos marcados hasta alcanzar la finalizacién
del altimo sprint del proyecto. Para ello, se encarga de solucionar cualquier problema que
aparezca durante el avance del proyecto. Por otra parte, el Scrum Master es el encargado de
que se realicen correctamente todas las ceremonias que forman parte del Marco de Trabajo
Scrum, dicho de otro modo, es el responsable de que se sigan y se cumplan las practicas y
valores del Marco de Trabajo Scrum.

» Product Owner: Es el nexo entre las personas interesadas fuera de la organizacion (sta-
keholders) y el equipo de desarrollo interno. Al ser ese nexo, la figura de Product Owner
se encuentra a un nivel diferente al del Scrum Master, ya que el Scrum Master no dispone
de un contacto directo con el cliente. Ademas de esto, el Product Owner es el responsable
de maximizar el valor del producto entregado, ya que, al encontrarse en contacto directo
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con los stakeholders, conoce de primera mano qué caracteristicas del producto aportan un
mayor valor, para posteriormente, transmitir esta informacién al equipo de desarrollo y que
estos definan y prioricen las tareas necesarias para implementar dichas caracteristicas. Fi-
nalmente, el Product Owner es el encargado de organizar, modificar y gestionar el Product
Buacklog con la informacion que obtiene a través de las reuniones con los stakeholders.

= Equipo de Desarrollo: El Equipo de Desarrollo se encuentra constituido por todas aque-
llas personas que se encargan del desarrollo del producto. Su objetivo dentro del proyecto
es el de derivar las tareas necesarias para satisfacer los criterios de aceptacion asociados a
cada historia, establecer la complejidad de las tareas derivadas a partir de las historias y
negociar el alcance del sprint con el Product Owner.

Una de las caracteristicas del Marco de Trabajo Scrum es la retroalimentacion (feedback) que
se genera debido a la inclusion del cliente en el desarrollo del proyecto, ofreciéndole un producto
funcional al final de cada sprint, para asi identificar aquellas acciones que se han hecho bien y
en cudles se ha de mejorar.

Para obtener esta retroalimentacion, detectar, gestionar y corregir errores, y organizar el
siguiente sprint de trabajo, el Marco de Trabajo Scrum dispone de los siguientes eventos:

= Sprint: El sprint es un espacio temporal (de tamano maximo 1 mes), cuyo objetivo consiste
en realizar la entrega de un incremento de producto funcional y utilizable. Estos sprints,
han de ser todos de la misma duracién, tener un objetivo fijado a cumplir tras la finalizacién
de éste y disponer de la informacién necesaria que permita alcanzar dichos objetivos. El
objetivo del sprint es invariable, por lo que durante el mismo no se realiza ninguna tarea
que no ayude a lograr dicho objetivo. El sprint se encuentra constituido por 4 eventos: 1)
Sprint Planning; 2) Daily Scrum; 3) Sprint Review y 4) Sprint Retospective.

= Sprint Planning: El Sprint Planning es una reunién que se realiza al principio de cada
sprint. Es una reunion extensa (puede durar un méximo de 8 horas) y tiene como finalidad
la planificacion del sprint, decidiendo qué tareas se van a abordar y cémo se van a realizar.
En esta reunién participan el equipo de desarrollo, el Scrum Master y el Product Owner.
FEste ultimo se encargard de establecer tanto el objetivo del sprint como las historias del
Product Backlog que se han de completar, pero siempre, sujeto a la decisiéon final del
equipo de desarrollo (puesto que es posible que el objetivo marcado por el Product Owner
sea imposible de alcanzar durante el sprint debido a su complejidad o su tamano). Tras la
finalizacion de este evento se habran obtenido respuestas a las siguientes preguntas:

- ;Cuél es el objetivo a que se va a cumplir en este sprint?

- ;Como se conseguird cumplir dicho objetivo?

» Daily Scrum: La Daily Scrum es una reunion breve (10 - 15 minutos aproximadamente)
en la que el equipo de desarrollo se “sincroniza” para planificar el trabajo de las préximas
24 horas. Por ello, a esta reunién Gnicamente asiste el equipo de desarrollo, aunque tanto
el Scrum Master como el Product Qwner pueden ser invitados a asistir. La presencia del
Scrum Master en la daily se limita a facilitar la fluidez de la ceremonia, haciendo que no
se sobrepasen los tiempos marcados y que la reunién se realice correctamente. Durante la
ceremonia, cada uno de los miembros del equipo de desarrollo ha de actualizar el tablero
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de trabajo con las tareas que haya realizado y exponer al resto del equipo la respuesta de
las siguientes preguntas:

- ;Qué hiciste la ayer?
- ;Que haras hoy?
- (Existe algiin impedimento que te impide avanzar?

= Sprint Review: La Sprint Review es una ceremonia de duracién maxima 4 horas realizada
a la finalizacién del sprint, en la que el equipo de desarrollo y el Product Owner muestran
a los stakeholders el incremento funcional del producto, a la vez que estos colaboran para
determinar qué cosas se pueden realizar que permitan aumentar el valor. Gracias a esto se
consigue detectar con mayor rapidez aquellas cosas que se han de realizar o que se deban
cambiar para disminuir la brecha entre lo desarrollado por el equipo de desarrollo y lo
esperado por parte de los stakeholders. Finalmente, de este evento se consigue informacion
relevante que posteriormente se utilizara para refinar las tareas asociadas a una determinada
historia.

» Sprint Retospective: La Sprint Retrospective es una reunion de un méaximo de 3 horas
que se realiza al finalizar cada sprint. En esta ceremonia participa todo el Scrum Team
(equipo de desarrollo, Scrum Master y Product Owner). La finalidad principal de este
evento es la de analizar cémo ha sido el transcurso del sprint: si se han cumplido los
objetivos propuestos, qué se ha aprendido durante el desarrollo de este, qué acciones de
mejora se llevaran a cabo para el siguiente sprint, consolidar el plan de mejora, etc.

Scrurn masfer “qu po

SPRINT

Responsables U
suatios
de producto
Requerimientos del clients - . I
S‘hiﬂhuldem

Figura 2.1: Ciclo de vida de un proyecto Scrum. Fuente: Herizont.com (visitado 25-02-2020).

Para organizar y gestionar cada uno de los sprints asi como las tareas necesarias que permitan
obtener el producto final a desarrollar, se utilizan los siguientes artefactos:

» Product Backlog: El Product Backlog es una lista ordenada de todas las caracteristicas,
funcionalidades, requisitos o mejoras que se han de realizar en el producto. Las tareas reco-
gidas en el Product Backlog cuentan con una descripcioén en la que se indica la motivaciéon
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por la cual es necesaria esa caracteristica en el sistema y lo que le aporta al mismo, asf
como una estimacién del coste temporal que supondria realizar dicha tarea. Por otra parte,
a partir de estas tareas, se generaran otras més pequenas, cuya consecucion supondra la
finalizacion de la tarea a la que pertenece. El encargado de organizar, gestionar y modificar
este artefacto es el Product Owner.

= Sprint Backlog: El Sprint Backlog es una lista de tareas cuya consecucién implica el
cumplimiento de los objetivos fijados en el sprint, por lo que, inicamente contiene ele-
mentos que permitan alcanzar los objetivos de este. En este artefacto se colocan aquellos
items del Product Backlog que permitan maximizar el valor obtenido al finalizar el sprint,
y que a su vez la duracion de las mismas sea menor que la del sprint. A partir de estos
items se generaran tareas que permitan abordar de una forma mas eficaz la tarea de la que
dependen. Los tinicos responsables de gestionar este artefacto son los miembros del equipo
de desarrollo.

= Incremento: El incremento consiste en la suma de todos aquellos elementos pertenecien-
tes al Product Backlog que han sido completados tras la finalizacion del sprint (incluidos
los de todos los sprints anteriores). Este incremento debera cumplir todos los requisitos
descritos en las tareas que lo conforman y deberd estar terminado al finalizar el srpint
independientemente de que el Product Owner decida o no entregarselo a los stakeholders.

2.2. UVAGILE

UVAGILE [16] nace como un proyecto de innovacion docente cuya finalidad principal reside
en la aplicacién de metodologias agiles a la docencia universitaria. Fl objetivo principal de esta
metodologia es la implantacion de los valores y principios 4giles en la enserianza y el aprendizaje a
nivel universitario, fomentar la comunicacion entre profesores y alumnos, impulsar la organizacion
por parte del alumno y promover la cooperacién y coordinacién entre ellos.

Debido a que este Marco de Trabajo se estd utilizando actualmente en la docencia, y por
tanto su utilizacién en este tipo de proyectos atin no se encuentra consolidada, se van a introducir
algunas modificaciones sobre lo establecido inicialmente por la metodologia para adaptarla a las
particularidades de un Trabajo Fin de Grado.

Fl ciclo de vida que va a tener nuestro proyecto es el mismo que el que puede tener cualquier
proyecto que utilice Scrum: Comenzaremos introduciendo en el Product Backlog todas aquellas
tareas que conforman nuestro proyecto. A continuacién, al comienzo de cada sprint, selecciona-
remos aquellas tareas que van a ser abordadas en dicho sprint (todas estas tareas constituyen
nuestro Sprint Backlog). Una vez sabemos qué tareas son las que tenemos que realizar durante
el sprint pasamos a la fase de desarrollo, realizando aquellas reuniones intermedias previstas
en Scrum. Finalmente, una vez finalizado el sprint, obtenemos un Producto Entregable que
describe una versién funcional del producto final. La finalidad de esto es poder mostrarselo al
cliente para obtener feedback por su parte y poder realizar mejoras en sucesivos sprints. Una
vez hemos terminado el sprint, comenzamos a preparar el siguiente y asi sucesivamente hasta
obtener el producto final esperado.

Para la implementacién en nuestro proyecto, se ha acordado una duracién de sprints de tres
semanas, comenzando el primer sprint el dia 05/02/2020 y el ultimo el 10/06/2020. Los roles
que se van a adoptar junto con la figura que lo va a adoptar son los siguientes:
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= Scrum Master: En este caso, al tener iinicamente un miembro en el equipo de desarrollo
(el alumno), serd este el encargado de adoptar el rol de Scrum Master a lo largo del
desarrollo del proyecto.

= Product Owner: La figura del Product Owner la adoptara el tutor del proyecto dado que
serd la persona encargada de fijar las tareas que hay que realizar y priorizarad aquellas que
se tengan que finalizar antes. Ademéas de esto, sera el nexo entre el equipo de desarrollo
(alumno) y los stakeholders del proceso (los requisitos que debe cumplir un Trabajo Fin
de Grado, el tribunal de la defensa, etc).

= Equipo de Desarrollo: Al igual que ocurria con el Scrum Master, el equipo de trabajo
se encuentra constituido Ginicamente por el alumno, con lo cual sera este el que adopte el
rol del equipo de trabajo a lo largo de todo el proyecto.

Por otro lado, debido a que el desarrollo del proyecto va a ser realizado por una tnica persona
y por tanto el ritmo de avance es menor, se van a realizar pequenas variaciones en cuanto a
las ceremonias que conforman Scrum, para asi poder adaptarlas a esta situaciéon. Por ello, las
ceremonias que se llevaran a cabo a lo largo del proyecto son:

= Inicio del Proyecto: Se realizara al comienzo del proyecto y participaran tanto el Scrum
Master como Product Owner. La finalidad de esta reunién consiste en establecer las historias
de usuario iniciales del proyecto asi como definir la planificacién del primer sprint del
proyecto.

» Weekly: La “Weekly” es una reunion breve (10 - 15 minutos aproximadamente) que se
realiza cada semana y en la que participan tanto el Scrum Master como el Product Qwner.
Durante esta ceremonia se contestaran las siguientes preguntas:

- ;Qué hiciste la semana pasada?
- Que haras esta semana?

- ;Existe algin impedimento que te impide avanzar?

Esta ceremonia es la equivalente a la Daily que se realiza en Scrum pero debido a que
el desarrollo del proyecto lo lleva a cabo una tnica persona, el avance del proyecto no es
lo suficientemente significativo como para que la realizacién de esta ceremonia de manera
diaria sea necesaria y aporte valor. De la misma manera, en lugar de servir para sincronizar
al equipo de desarrollo, su objetivo principal es que el alumno pueda comunicar los avances
al tutor con regularidad.

= RetroPlanning: Se realiza al principio de cada sprint. Consiste en una reunién maéas ex-
tensa que la Weekly (1h aproximadamente). En esta ceremonia participan tanto el Serum
Master como el Product Owner y esta dividida en dos partes:

1) Retrospectiva: Durante esta fase de la ceremonia se comentara como ha sido el
transcurso del sprint, si se ha conseguido completar el objetivo marcado para el mismo,
asf como las dificultades que han ido surgiendo a lo largo de este. Una vez hecho esto
se obtendrdn qué acciones llevadas a cabo han ayudado a conseguir los objetivos
marcados, y cudles de ellas se podrian mejorar, estableciendo un plan de mejora que
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se aplicard en el siguiente sprint con el objetivo de mejorar aquellos aspectos que no
se han realizado correctamente.

2) Sprint Planning: Esta parte de la ceremonia estd enfocada en la planificacion. Du-
rante esta reunion se estableceran aquellas tareas o historias que se van a abordar
durante el sprint actual, agregandolas al Sprint Backlog, asi como la creacién de nue-
vas historias y tareas en el Product Backlog que puedan ir surgiendo a medida que
avanza el proyecto.

Esta es la ceremonia méas importante de todas las que se van a realizar puesto que es el
cierre de un sprint (por tanto se finalizaran y validaran las tareas que se han realizado
durante el mismo) y el inicio de otro y por tanto se ha de realizar la planificacion del nuevo
sprint.

= Reuniones “Socorro”: Se realizaran de manera excepcional durante el desarrollo del
proyecto en el caso de que ocurra algin problema que no nos permita continuar con el
avance del proyecto. En ellas participarédn tanto el Product Qwner como el Scrum Master
y su duracién no estd definida puesto que dependeré del problema a tratar.

Se solicitard la realizacién de estas reuniones cuando aparezca un problema durante el
desarrollo del proyecto y que debido a su complejidad no pueda ser abordado en la Weekly
y que por su impacto en el proyecto no pueda posponerse hasta el RetroPlanning.

Finalmente, para realizar esta implementacién es aconsejable la utilizacién de un conjunto
de herramientas que nos faciliten el trabajo. Por tanto las herramientas que seleccionemos han
de cubrir los siguientes requisitos:

Creacion y uso de canales de comunicacion entre el tutor y el alumno.

Gestion del tablero del proyecto.

Control de las fechas importantes del proyecto: ceremonias y comienzo-fin de un sprint.

Almacenamiento de los archivos del proyecto de tal forma que se encuentren accesible en
todo momento para todos los miembros implicados en el proyecto.

La seleccién de las herramientas que cumplan con estos requisitos y su utilizacién en el
proyecto se encuentran especificadas en la Seccion 2.2.1.

2.2.1. Herramientas utilizadas para la organizacién de UVAGILE

Como se ha mencionado anteriormente, el uso de este tipo de metodologias requiere una
gran organizaciéon y autogestiéon por parte del alumno, siendo este el encargado de organizar sus
tareas y de cumplirlas en los tiempos fijados. Ademés de esto, es necesaria la existencia de una
buena comunicacién entre el tutor del proyecto y el propio alumno, consiguiendo asi que el tutor
tenga constancia en todo momento del avance del proyecto y de los problemas que van surgiendo
durante el desarrollo del mismo, de tal forma que estos se puedan resolver de una forma més
rapida y eficaz.

Las herramientas utilizadas para la gestién y coordinacién durante todo el proyecto son las
siguientes:
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e Slack: Es una aplicacién de mensajerfa destinada a equipos de trabajo. FEsta herramienta seréd
la que se utilizard en todo momento para realizar la comunicacién no presencial entre el tutor
y el alumno (ver Figura 2.2).

@ tfg-josemanuel v¢ @ Informacién
84| & 3| Afadir un tema

sacarlo, porque puede ser que haya una configuracion que habitualmer ‘ra y eso provoca estos agregados

Miércoles, 20 de mayo v

_,&=" Miguel A. Martinez
Yo creo que deberias mirarlo casi a nivel de dia, aunque que me corrija que él seguro que se acuerda mejor de la leccién magistral de Pedro @

_r‘; h
José Manuel Simén Ramos

» Justo era otra de las cosas que habia contemplado y que estaba ahora en proceso de desarrollo lo que pasa es que no habia hilado tan fino y habia tirado por mirarlo a nivel
de semana a ver si de ahi podia encontrar alglin punto de cambio en alguna de las configuraciones porque no hay forma de encontrarlo ni a nivel de trimestres, ni mensuales
ni nada pero bueno, a ver si a nivel de dia se puede sacar algo en claro

=' Miguel A. Martinez
De todas formas Jose, creo que merece la pena que empecemos a contar con Pedro para preguntarle estas cosas: Pedro C. Alvarez <

O, le invitamos a Slack (workspace de Datai) ;?

José Manuel Sim6n Ramos
Pues no sabria decirte, no tengo el gusto de conocer a Pedro pero quizas seria mejor que le escriba mafana o pasado (a ver los resultados que me da lo de mirar la
configuracién a nivel de dia) y le comento todo esto. Al fin y al cabo un email es menos intrusivo que meterle directamente al canal de slack.

=' Miguel A. Martinez 21:30

Vale! Escribele y a ver qué te dice y si luego lo vemos necesario, lo metemos en el asunto, jeje e

Jueves, 21 de mayo v
Anibal Bregon 10:22
Hola sefiores
Ya lo he leido

Yo creo que si, que ahora habria que bajar mas. Este analisis esta bien para ver las distribuciones de configuraciones, pero estas tienen que ser mutuamente excluyentes dos a
dos

Asi aue baiaria a nivel de dia... 0 incluso de hora. v ahi haria una anilisis de las aue estan v de las aue na

Figura 2.2: Canal de Slack del proyecto.

e Trello: Trello es una herramienta de administracién de proyectos cuya estructura esta basada
en un Tablero Kanban (conjunto de columnas que representan listas en las cuales anadiremos
diversas tarjetas que se corresponderan con las tareas a realizar).

El uso que se le va a dar a Trello durante el desarrollo del proyecto es de organizacién y
control de todo el avance del mismo, realizando una divisién en columnas donde se clasificaran
las tareas que conforman el proyecto (ver Figura 2.3). Esta division se ha realizado de la
siguiente forma:

» H BACKLOG: En esta columna se incluiran las historias en las que dividiremos el
proyecto. Cada una de las historias representa un requisito o funcionalidad que vamos
a anadir a nuestro sistema. Para abordar de una forma maés sencilla estas historias, va-
mos a descomponerla en tareas mas simples de manera que una historia se considerara
completada cuando se terminen y validen todas las tareas que tenga asociadas.

» T BACKLOG: Conjunto de tareas mas simples que se han obtenido a partir del des-
glose de otras mas complejas pertenecientes a la columna H BACKLOG.

» SPRINT ACTUAL: Todas aquellas tareas que seran abordadas durante el sprint en
el que nos encontremos.

» T HACIENDO: Todas aquellas tareas que se estdn realizando actualmente.

« T BLOQUEADAS: Aquellas tareas pertenecientes al sprint en el que nos encontre-
mos, cuyo avance haya sido nulo debido a algun problema (tecnologicos, desconocimiento
de lo que se ha de hacer debido a una falta de especificacion en dicha tarea, etc).
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«» T COMPLETADAS: En esta columna se incluiran todas aquellas tareas que se hayan
completado y que cumplan los criterios de aceptacion asociados a la misma. A pesar de
que la tarea se encuentre en esta columna, no se considerard completada hasta que no
sea revisada y validada por el tutor del proyecto, siendo este el que dé el visto bueno a
la misma.

« H COMPLETADAS: En esta columna se incluirdn aquellas historias de la columna
H BACKLOG cuyas tareas en las que ha sido dividida han sido completadas y validadas.

6 WFehey
TFG JOSE [

— e o MO
el RO = e it i o - % Mostrar mend

PR

H_BACKLOG T_BACKLOG ! SPRINT ACTUAL T_HACIENDO l T_BLOQUEADAS T_COMPLETADAS

aw rwe
Estudio inicial del proyecto

= ewe
Estudio de la integracion y

aw rwe
Estudio de la Integracién y Explotacion Estudio de la gestion del trafico aéreo

L e + Afiada una tarjeta L an

Documentacién de

= almacenamiento de los datos del de Datos del Sector Aéreo para : enlaactualidad el proyecto
tréfico aéreo propésitos de ATM = | =B
TR D = =
Descripcion del Problema R KXY
- B a | o= Estudio de la gestion y configuracion Reunién inicial del
RetroPlanning de las pistas en los aeropuertos © 4de feb. IS
o © 26defer. = =
Evaluacién de Soluciones -+ Afiada otra tar
= |+ Afiada otra tarjeta | i
aunun > — - il " “ el : }
taci 1111 by — - - - /
Implementacién de la Propuesta e & : e | < SRS P
N

Documentacién del Proyecto

[l

Realizacién de controles de avance del
proyecto

+ Afiada otra tarjeta a

Figura 2.3: Tablero del proyecto.

Otro factor importante para la organizaciéon del proyecto es la asignacion y control de los
puntos de historia (story points) que asignamos a cada tarea. Un story point es la unidad de
medida habitual en marcos de trabajo agiles para representar el esfuerzo que supone completar
una determinada tarea. Esta unidad no dispone de una equivalencia objetiva y estandarizada
con el numero de horas empleadas, ya que el “valor” de un story point varia en funcién de
algunos factores, como la experiencia del equipo de trabajo, el avance del proyecto o el propio
equipo de desarrollo, por ejemplo, supongamos un proyecto de duraciéon 10 semanas (¢ = 10).
El esfuerzo (story point) asociado a una tarea de desarrollo al principio del proyecto (tg = 1)
no seré el mismo que el de realizar una tarea similar mas adelante (¢; = 5), dado que el equipo
de desarrollo habra ganado experiencia tanto con el proyecto como con las herramientas y
lenguajes de desarrollo, por lo que el esfuerzo de estas dos tareas va a variar dependiendo del
momento en el que se realicen. Esto implica que la equivalencia: 1 story point = 1 hora sea
errénea. Para gestionar los story points de las tareas del proyecto, se va a utilizar un power-up
de Trello llamado Agile Tools!.

Esta herramienta nos permite configurar y gestionar el rango de valores de puntos de historia
que se van a asignar a una determinada tarea. El rango de valores que utilizaremos vendréa
dado por la sucesion de Fibonnaci hasta el numero 13 (1,2,3,5,8,13).

Ademés de esto, la herramienta realiza una asignacién de colores en funciéon del valor de la

"https://getcorrello.com/AgileTools.
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complejidad que le asignemos a la tarea: 1) verde para tareas sencillas (complejidad 1-3);
2) amarillo para tareas de complejidad media (5 y 8) y 3) naranja para las tareas de mayor
dificultad (complejidad 13). De esta forma podemos observar de una forma rapida y descriptiva
el esfuerzo que va a suponer realizar una determinada tarea.

Otra funcionalidad que ofrece esta herramienta relacionada con los story points asociados a
las tareas, es la posibilidad de resumir el ntimero total de story points que hay en cada una de
las columnas del tablero. Esta funcionalidad es 1til cuando el nimero de tareas es elevado ya
que permite ver el esfuerzo ligado a cada columna pudiendo asi ver el avance del proyecto en
un momento determinado.

2.3. Herramientas Utilizadas

Para llevar a cabo la elaboracién del proyecto se han utilizado las siguientes herramientas:

GitLab: Servicio web gratuito de cédigo abierto centralizado en el manejo de control de
versiones utilizando Git como base. GitLab fue lanzado en Octubre de 2011 y permite el
alojamiento de repositorios en los que se podra llevar a cabo el manejo de las versiones y de
los errores. Ademas de esto, GitLab permite también el alojamiento de wikis y la creacion de
grupos tanto a nivel de equipo como a nivel de repositorios.

Jupyter Notebook: Jupyter es un proyecto de cédigo abierto creado en 2014 a partir de
[Python. Entre las herramientas de computacioén interactiva se destaca Jupyter Notebook la
cual se encuentra constituida por una aplicacion cliente-servidor que permite crear y compartir
documentos web en formato JSON siguiendo un esquema de lista ordenada de celda con
entradas y salidas. Estas celdas soportan tanto c6digo en Python como c6digo en R ademaés de
texto en formato Markdown. El nombre de este proyecto viene en honor de los tres principales
lenguajes que soporta: Julia, Python y R.

Overleaf: Herramienta colaborativa que permite la creacién y edicién de documentos en linea
utilizando el lenguaje de marcado INTEX.

Visual Studio Code: Editor de cédigo fuente desarrollado por Microsoft y lanzado de forma
oficial en el ano 2016. Visual Studio Code proporciona herramientas de depuracion de codigo
v soporta la mayoria de los lenguajes de programacién utilizados gracias a su gran catalogo
de extensiones. Ademés de esto cuenta con una gran integracion con Git facilitando la labor
de llevar a cabo un buen control de versiones.

WinSCP: Herramienta gratuita de codigo abierto que proporciona un cliente SE'TP grafico
para Windows utilizando el protocolo de acceso remoto SSH. Esta herramienta ha sido utili-
zada para realizar el manejo y transmision de archivos entre la maquina virtual y la maquina
local.

2.4. Tecnologias Utilizadas

Las tecnologias que se han utilizado para llevar a cabo la realizacién del proyecto han sido

las siguientes:
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CSS: Lenguaje de disefio grafico que permite crear y definir la apariencia de los documentos
basados en lenguajes de marcado (HTML, XHTML, XML, etc). Su uso principal se realiza
para mejorar la apariencia de las interfaces web del lado cliente. Es considerado uno de los 3
pilares en el desarrollo de paginas web en el lado del cliente junto con los lenguajes HTML y
JavaScript.

Dash: Framework de Python de cédigo libre para la generacién de aplicaciones web y dash-
boards interactivos utilizando para ello Flask, Plotly y ReactJS. Las aplicaciones Dash se eje-
cutan y renderizan en el navegador por lo que es posible desplegar la aplicacién en un servidor
v compartir su contenido con varias personas, pudiendo estas realizar distintas interacciones
sobre estos dashborads de forma independiente ya que cada dashboard es independiente en
cada navegador. Ademads de esto Dash es un framework multiplataforma y es compatible con
Boostrap.

Git: Sistema de control de versiones que gestiona y registra todos los cambios que se realizan
en los archivos situados en el repositorio local en el ordenador, mejorando el control que se
tiene sobre estos y permitiendo navegar entre las distintas versiones que hayan tenido esos
archivos.

Matplotlib y Seaborn: Matplotlib y Seaborn son bibliotecas especializadas en la creacién de
graficos a alto nivel utilizando Python como lenguaje principal. Estas bibliotecas disponen de
integracién directa tanto con Pandas como con Numpy, permitiendo realizar visualizaciones de
una forma rapida y elegante de datos representados en las principales estructuras de datos de
estas bibliotecas (DataFrames, Arrays y Matrices) lo cual la hace indispensable para labores
de visualizacién.

NumPy: NumPy es una biblioteca de c6digo abierto para Python que incluye herramientas
matemadticas mas avanzadas para realizar operaciones sobre vectores o matrices.

Pandas: Pandas es una biblioteca de codigo abierto para Python creada como extension
de Numpy que permite la manipulacion y el analisis de datos, utilizando estructuras propias
(DataFrames). Es una de las bibliotecas mas utilizadas ya que permite realizar de forma rapida
y eficiente inserciones, eliminaciones, agrupaciones de datos asi como otras caracteristicas
béasicas a la hora de trabajar con estos: obtencién de valores estadisticos (media, mediana,
cuartiles, percentiles, etc), operaciones de ordenacion y filtrado de datos, manejo de series
temporales, etc.

Python: Lenguaje de programacion multiparadigma disenado por Guido van Rossum y lan-
zado en 1991, cuya filosofia hace hincapié en la legibilidad de su c6digo. Python se encuentra
administrado por la Python Software Foundation bajo una licencia de cédigo abierto. Es
considerado como uno de los 5 lenguajes de programaciéon més importantes en la actualidad,
contando con una gran comunidad que no deja de desarrollar bibiliotecas y médulos que en-
riquezcan su funcionalidad. Python es uno de los lenguajes méas polifacéticos ya que con el es
posible desarrollar aplicaciones web, aplicaciones de escritorio, juegos, y es el lenguaje mas
utilizado para tareas de anélisis de datos y el aprendizaje automatico, gracias a la gran inte-
gracion con bibliotecas estadisticas (Numpy, SciPy), de visualizacion (Matplotlib, Seaborn),
de manejo de datos (Pandas) o de aprendizaje automatico (Scikit-learn, Tensorflow, Keras,
Pytorch, etc).



2.4. Tecnologias Utilizadas

8) Scikit-learn: Biblioteca de codigo abierto que proporciona herramientas para el uso de apren-
dizaje automaético en el lenguaje de programacion Python. Esta biblioteca incluye varios algo-
ritmos de aprendizaje automético tanto supervisado como no supervisado para labores tanto
de clasificacion como de regresion. Ademas de esto, incluye las principales funciones que se
utilizan a la hora de crear modelos de aprendizaje automéatico como la division estratificada
de datos, métricas para evaluar los modelos o funciones para el entrenamiento de los mismos.
Asimismo, dispone de integracién directa con Pandas y NumPy, lo que permite una mejor
robustez a la hora de realizar operaciones sobre los datos y los modelos.
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Capitulo 3

Estimacion y Presupuestos

3.1. Estimacion

Debido a que este proyecto se realiza como parte de la asignatura de Trabajo de Fin de Grado,
tanto el alcance como la duracién del proyecto han de ajustarse al nimero de horas estipulado
por la asignatura (12 créditos ECTS) los cuales se traducen en 300h de implicacion.

Para llevar a cabo el proyecto, se ha realizado una divisién de este en 7 sprints, con una
duraciéon de 3 semanas cada uno, siendo el inicio tanto del proyecto como del primer sprint el
dia 5 de febrero de 2020 y concluyendo el dltimo sprint el dia 1 de julio de 2020. Las historias
de usuario obtenidas para cumplir con los objetivos marcados para el proyecto son:

e H-01: Estudio del dominio del proyecto.

Esta historia se basa en la obtencién tanto de los conocimientos necesarios para poder abordar
el tema principal a tratar a lo largo del proyecto (pistas, configuracion de las pistas, gestion
del trafico aéreo, etc), como en estudiar y analizar otras propuestas similares que se han
realizado con anterioridad, con el objetivo de consolidar una ruta de trabajo sobre la desarrollar
satisfactoriamente el proyecto (ver Tabla 3.1).

e H-02: Carga, preprocesamiento y normalizacién de los datos.

En esta historia se comprenden todas aquellas tareas que tienen como eje central los datos:
carga del dataset, operaciones de limpieza y tratamiento de datos ausentes, aplicacion de
operaciones de normalizacién y codificaciéon, eliminacién de caracteristicas innecesarias vy, fi-
nalmente, la exportacién del conjunto de datos final. El objetivo de esta historia consiste en
refinar el conjunto de datos inicial para lograr una mayor eficacia con el modelo de aprendizaje
automatico (ver Tabla 3.2).

e H-03: Seleccion y mejora de los modelos.

Una vez llevado a cabo el proceso de normalizacién y adaptacién de los datos, es el momento
de analizar y observar el comportamiento de los modelos de aprendizaje automaéatico sobre
estos datos, con la finalidad de identificar aquellos modelos que obtengan mejores resultados
y finalmente realizar un proceso de optimizacién y refinamiento de los mismos con el objetivo
de mejorar los resultados obtenidos con la configuracion base de este (ver Tabla 3.3).

e H-04: Evaluacién y selecciéon del modelo final.
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cu

Seguidamente, tras haber implementado y mejorado varios modelos de aprendizaje autométi-
co, el siguiente paso es evaluar cada uno de los modelos obtenidos, aplicando distintas técnicas
de evaluacién para comprobar que este se comporta correctamente, que no sufre de sobreajuste
y obtener sus métricas principales (precision, recall y f1). Finalmente, y en base a las conclu-
siones obtenidas, se selecciona el modelo final que se utilizard para llevar a cabo la tarea de
clasificacion de la configuracion de las pistas (ver Tabla 3.4).

H-05: Desarrollo e integracién del modelo final en el Dashboard.

Esta historia tiene como objetivo la generacién de un dashboard interactivo que permita al
usuario tanto interactuar con el modelo de aprendizaje automético (introduciendo la infor-
macion asociada a un vuelo para que el modelo lleve a cabo la prediccion), como visualizar
distintas métricas asociadas a estos modelos: precision, curva de validacién, matriz de confusién
y validacién cruzada (ver Tabla 3.5).

H-06: Desarrollo de la memoria del proyecto.

Cada una de las fases de las que consta el proyecto deberd ser plasmada en la memoria de una
forma clara, concisa y siguiendo la estructura de la misma proporcionada por la titulacién.
Dicha memoria tendra plasmada la contextualizacién del tema a abordar, la planificacion,
estimacion, presupuestos y organizacién del proyecto, y finalmente, todo el proceso desarrollado
durante las fases de implementacién de la propuesta, incluyendo las conclusiones finales que
se han obtenido de la misma (ver Tabla 3.6).

Para cada una de las historias descritas, se ha realizado un desglose en tareas mas pequenas
va finalizacién se materializa en la consecucion de los objetivos y criterios de la historia. La

dificultad de cada una de ellas se ha obtenido mediante una estimacién utilizando la técnica de
estimacion por péquer |25], empleando como escala la sucesion de Fibonacci. Gracias a esto se
consigue establecer a cada una un determinado valor de complejidad de una forma mas sencilla
y permitiendo un reparto mas equivalente de estas entre los sucesivos sprints que conforman el
proyecto.
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A continuacion se muestra el desglose en tareas de las historias anteriormente descritas:



3.1. Estimacién

Tarea Descripcion Dificultad
Estudio de la gestion del trafico aéreo en la actualidad
T1.1 Esta tarea consiste en realizar un estudio inicial de la situacién actual | 1 Punto de
del trafico aéreo que sirva como partida para llevar a cabo el proceso Historia
de entendimiento del dominio.
Estudio de la utilizacién de pistas y su configuraciéon
El objetivo de esta tarea consiste en llevar a cabo un estudio de como
e ) i 1 Punto de
T1.2 | se lleva a cabo la utilizacién de las pistas en un aeropuerto, asi como Iistoria
los criterios que rigen tanto la utilizacién de una configuracion u otra
como el cambio de las mismas en un momento determinado.
Estudio de los factores que afectan a la elecciéon de la
configuracion
T1.3 Esta tarea tiene como objetivo el realizar un estudio sobre todos aque- | 1 Punto de
llos factores que afectan y determinan la eleccién de una determinada Historia
configuracion frente a otra, asi como los criterios que se llevan a cabo
para realizar esta eleccién.
Estudio de los sistemas de control y motorizacién de un
vuelo
T1.4 Esta tarea tiene como objetivo aprender acerca de los sistemas que se | 1 Punto de
utilizan para controlar y monitorizar cada uno de los vuelos, ver que Historia
datos se recogen, la realizacién que existen entre estos, como se realiza
la transmisiéon de datos para llevar a cabo la monitorizaciéon, etc.
Estudio de propuestas similares
El objetivo de esta tarea consiste en realizar un estudio completo de
.. . .. . 3 Puntos de
T1.5 | propuestas similares realizadas con anterioridad (correspondiente al Historia

estudio del estado del arte), obteniendo una vision de que cosas se han
estado probado en esta rama y los resultado obtenidos.

Tabla 3.1: Desglose de las tareas asociadas a la Historia 1 del Proyecto.
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Tarea Descripcion Dificultad
Carga e interpretacion del conjunto de datos
Esta tarea tiene como objetivo llevar a cabo el proceso de carga e

T2.1 interpretacién de cada una de las caracteristicas del conjunto de datos | 1 Punto de
inicial, solucionando posibles incidencias que puedan ocurrir durante Historia
el mismo y comprobando que la carga de todos los datos se realiza
satisfactoriamente.

Limpieza de los datos
Esta tarea tiene como objetivo la realizaciéon de la limpieza de los datos,

T2.2 realizando diferentes transformaciones sobre los mismos que permitan | 2 Puntos de
ser utilizados en etapas posteriores del proyecto asi como solventar Historia
peculiaridades que pudieran existir (datos nulos, formatos incorrectos,
etc).

Normalizaciéon de los datos
El objetivo de esta tarea consiste en realizar una normalizacién sobre

T2.3 los datos, de tal forma que las variables cualitativas que existan en estos | 2 Puntos de
se sustituyan por variables cuantitativas sin perder la informacién que Historia
estas representan, consiguiendo asi que los resultados finales mejoren
con respecto a la omisién de este proceso.

Exportaciéon del conjunto de datos final

T2.4 Esta tarea tiene como objetivo guardar una versién refinada de los da- | 1 Punto de
tos originales de acuerdo a las operaciones de transformacion descritas Historia
para evitar tener que procesarlos de nuevo en cada uso.

Tabla 3.2: Desglose de las tareas asociadas a la Historia 2 del Proyecto.
Tarea Descripcion Dificultad
Prueba inicial de los modelos
Esta tarea tiene como objetivo el realizar una prueba de los principales
. . L . . 3 Puntos de
T3.1 | algoritmos de aprendizaje automatico destinados a tareas de clasifica- . _
» S ) Historia
cion, con el objetivo de observar el comportamiento base de cada uno
y comprobar si son adecuados para esta tarea o si se han de descartar.
Refinamiento de los modelos
El objetivo de esta tarea consiste en realizar modificaciones sobre los
. . ) . 5 Puntos de
T3.2 | distintos hiperparametros que conforman los modelos utilizados en la Iistoria

tarea T3.1, con la finalidad de mejorar el comportamiento de los mis-
mos.
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Tabla 3.3: Desglose de las tareas asociadas a la Historia 3 del Proyecto.




3.1. Estimacién

Tarea Descripcion Dificultad
Analisis de los resultados obtenidos
El objetivo de esta tarea consiste en realizar un anélisis de los resul- 3 Puntos de
T4.1 | tados obtenidos para cada uno de los modelos tras haber realizado el . ‘
. . . s . Historia
refinamiento de los mismos, obteniendo las métricas correspondientes
de los mismos y analizando su comportamiento definitivo.
Eleccion y exportacion del modelo final
Esta tarea tiene como objetivo determinar (a partir de los modelos
T4.9 finales y del analisis de los mismos realizado en la tarea T4.1), aquel | 2 Puntos de
modelo cuyos resultados sean mejores, justificando los motivos por los Historia
cuales se ha llegado a esa conclusiéon y finalmente exportando el modelo
seleccionado.
Tabla 3.4: Desglose de las tareas asociadas a la Historia 4 del Proyecto.
Tarea Descripcion Dificultad
Creacion del dashboard
Esta tarea tiene como objetivo el desarrollo del dashboard que se utili-
zard para mostrar de una forma visual e interactiva tanto los resultados | § Puntos de
T5.1 . e . .
obtenidos a lo largo de las fases de analisis de los modelos, como per- Historia
mitir utilizar el modelo final para realizar predicciones con los datos
que el usuario inserte en dicho dashboard.
Integracion del modelo en el dashboard
T5.2 El objetivo de esta tarea consiste en integrar el modelo en el dashboard | 2 Punlos de

para que este sea capaz de realizar predicciones gracias a los datos que Historia
inserta el usuario a través del formulario del dashboard.

Tabla 3.5: Desglose de las tareas asociadas a la Historia 5 del Proyecto.
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Tarea Descripcion Dificultad
Documentacion de la introduccién y el contexto del proyecto
T6.1 | Esta tarea consiste en redactar la parte introductoria del proyecto, asi & Pqnt@ de
D ) . Historia
como la contextualizacién del entorno sobre el que se estd trabajando.
Documentaciéon de la planificaciéon, estimacion y
T6.2 presupuestacion del proyecto 1 Punto de
El objetivo de esta tarea consiste en documentar toda la parte referente Historia
a la organizaciéon y gestion llevada a cabo a lo largo del proyecto.
Documentacion de la operaciones realizadas para la carga,
limpieza y normalizacion de los datos
T6.3 Esta tarea consiste en realizar la documentacién relativa a toda la parte | 1 Punto de
de los datos, desde su estado inicial, hasta el estado final de los mismos, Historia
pasando por todas las operaciones de transformacion y normalizacion
realizadas sobre estos.
Documentacion del procedimiento y resultados obtenidos en
el analisis inicial de los modelos de aprendizaje automatico
T6.4 El objetivo de esta tarea consiste en documentar todo lo relacionado a | 1 Punto de
la prueba inicial de modelos de aprendizaje automatico (qué modelos Historia
se han utilizado, los datos empleados, resultados iniciales, etc), ademas
de un andlisis de los resultados que se han obtenido en los mismos.
Documentacion del proceso de refinamiento de los modelos
de aprendizaje automatico
T6.5 Esta tarea consiste en exponer qué modificaciones se han llevado a cabo | 1 Punto de
a los distintos modelos de aprendizaje automatico, y c6mo han afectado Historia
estos al rendimiento, realizando una comparativa entre el modelo con
estos cambios y el modelo sin ellos.
Documentacion de los resultados obtenidos en el modelo de
aprendizaje automatico final
T6.6 El objetivo de esta tarea consiste en documentar tanto los resultados | 1 Punto de
obtenidos en el modelo final como un anélisis de los mismos de tal Historia
forma que se reflejen todas aquellas cuestiones importantes en dichos
resultados, asi como la interpretacién de estos.
Documentacion de la utilizacién del dashboard
T6.7 El objetivo de esta tarea consiste en realizar un pequefio manual de | 1 Punto de
usuario en el que se facilite la informacién necesaria para utilizar todas Historia
las caracteristicas que proporciona el dashboard desarrollado.
Documentacion de las conclusiones y trabajo futuro
T6.8 Esta tarea tiene como objetivo el realizar una sintesis de todo lo apren- | 1 Punto de
dido asf como un balance de los resultados obtenidos sobre los objetivos Historia
propuestos para el proyecto.
Documentacion del glosario, anexos y documentacion
adjunta al proyecto
T6.9 Esta tarea tiene como objetivo realizar la documentacién de aquellas | 1 Punto de
partes complementarias a la memoria final, tales como el anexo, el glo- Historia

sario o cualquier documentacién que pueda ser importante para aclarar
alguna parte concreta del proyecto.
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Tabla 3.6: Desglose de las tareas asociadas a la Historia 6 del Proyecto.




3.1. Estimacién

Para llevar a cabo la consecuciéon del proyecto, se han estimado un total de 61 puntos de
historia a distribuir entre cada uno de los 7 sprints en los que se encuentra dividido el proyecto.
A cada uno de estos sprints se le ha asignado un total de 43 horas de trabajo efectivo, de tal forma
que el total de todos ellos equivale al namero de horas estipulado para el Trabajo Fin de Grado
(43 horas - 7 sprints = 301 horas). A pesar de que no existe una equivalencia directa, objetiva y
estandarizada entre el ntimero de horas y los puntos de historia, es posible hacer una distribucién
de las tareas entre los distintos sprints. Para ello, se le ha asignado al primer sprint (basandonos
en nuestra experiencia previa) un conjunto de tareas por valor de X Puntos de Historia. De
esta forma, durante la primera RetroPlanning, se analizan cuantos Puntos de Historia del total
asignado a dicho sprint han sido completados, consiguiendo asi obtener (de forma aproximada)
el nimero de Puntos de Historia que el equipo de desarrollo es capaz de realizar en un sprint.
De este modo se obtiene de forma aproximada la relacién que existe entre 1 Punto de Historia y
1 hora para ese equipo de desarrollo en el proyecto, adaptando las tareas del resto de sprints a
la capacidad de desarrollo por parte del equipo.

Por otra parte, en el caso de que al terminar el sprint no se hubiera conseguido finalizar
todas las tareas asignadas o se hubieran completado muy rapido, significa que la estimacién no
ha sido correcta, por lo que, en posteriores sprint serd necesario asignar o eliminar tareas para
ajustarse su duracion. Como se puede ver en la Tabla 3.7, la diferencia entre el nimero de Puntos
de Historia asignados a cada sprint es muy pequena (excepto en el dltimo sprint debido a que
ya no habia mas tareas para asignar). Esto se traduce en una buena estimacion, planificacion y
distribucién de la carga de trabajo a lo largo del desarrollo del proyecto.

A continuacion se muestra tanto la distribucién de tareas en los sprints que conforman el
proyecto (ver Tabla 3.7) como el diagrama de Gantt correspondiente a la planificacién temporal
descrita (ver Figura 3.1). Para facilitar la visualizacion y no ser redundante con tareas periodicas,
en las tablas y figuras no se detallan las tareas correspondientes a las distintas ceremonias y
reuniones que se realizan en un proyecto Scrum de UVAGILE: RetroPlanning, Weeklies o reuniones
con los tutores de proyecto.:

. . . . Total puntos
Sprint Inicio Fin Tareas de historia
. TL.1; T1.2; T1.3;

Sprint #1 05/02/2020 26,/02,/2020 TL4: T6.2 9
Sprint #2 26,02/2020 18/03/2020 T1.5; T6.1

Sprint #3 18/03 /2020 08/04/2020 | T2 %23 123 9
Sprint #4 08/04/2020 29/04/2020 | T2.4; T3.1; T5.1 9
Sprint #5 29/04,/2020 20,/05,/2020 T3.2; T6.4 10
Sprint #6 20/05/2020 10/06/2020 | THE ?5226 16.5; 9
Sprint 47 10/06/2020 01/07/2020 | 1°% TT%B 16.8; 7

Tabla 3.7: Distribucién de tareas por sprints.
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3.2. Presupuestos

3.2. Presupuestos

Una vez realizada la estimacion de la planificacién temporal que se llevara a cabo a lo largo del
proyecto, podemos realizar una estimaciéon del presupuesto, incluyendo todas las herramientas
(hardware y software) que se han empleado para su desarrollo, independientemente del coste
asociado a las mismas.

Por la parte hardware, toda la implementacién del c6digo se llevard a cabo en un ordenador
personal, que por especificaciones puede considerarse de gama media, (Procesador 15-8250U, 64
bits, 8GB de RAM y 500 GB SSD), utilizando herramientas o bien de software libre o bien
herramientas de pago con suscripciones gratuitas debido al rol de estudiante universitario. No
obstante, toda la parte pesada de prueba, refinamiento y generacién de modelos, se ejecutara
sobre una maquina virtual proporcionada por el Departamento de Informatica de la Universidad
de Valladolid, cuya utilizacién no supone un coste directo para el proyecto pero se ha tenido
en cuenta (dado que no se conoce el coste por hora del uso de esta maquina virtual, el célculo
asociado a la misma se tomara basdndonos en una méaquina virtual de Amazon Web Services con
unas especificaciones similares). Las especificaciones de esta maquina son: Intel de 8 nicleos 64
bits, 16 GB de RAM y 30GB de almacenamiento HDD. Del mismo modo, debido tanto al uso
de esta maquina virtual, utilizacién de herramientas de salvaguarda del proyecto, consulta de
documentacion, etc, es crucial disponer de una conexién a Internet que permita realizar todas
estas acciones, por lo que este gasto se incluira en el proyecto. Finalmente, debido a la utilizacion
de material electrénico, es necesario incluir también en el presupuesto el coste asociado al gasto
energético generado por la maquina personal, tomando para ello el nimero de horas aproximadas
que se ha utilizado junto con el consumo de la misma.

La Tabla 3.8 muestra un desglose de cada una de las herramientas utilizadas, asi como el
gasto asociado a cada una de ellas:

Herramienta Coste (mes) | Vida util | % de uso Total
Ordenador Personal 800€ 5 anos 8,33 % 66,64€
(coste total)

Internet 20€ 5 meses 100 % 100€
Coste Energético 7,2€ 5 meses 100 % 37,5€
Méquina, Virtual 64,64€ 3 meses 60 % 193,92€

GitLab 0€ - - 0€

Visual Studio Code 0€ - - 0€

Overleaf 0€ - - 0€

Anaconda 0€ - - 0€

Trello 0€ - - 0€

Slack 0€ - - 0€
TOTAL 398,06€

Tabla 3.8: Costes asociados a herramientas y recursos hardware.

En cuanto a los costes asociados a los recursos humanos, a pesar de que el trabajo ha sido
realizado por una tnica persona, dicha persona ha tomado distintos roles durante el desarrollo
del mismo, por lo que el coste asociado a la parte de recursos humanos, ha de tener en cuenta este
hecho. Para llevar a cabo estos calculos, se ha supuesto la dedicacién habitual en una empresa en
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la actualidad (40 horas semanales, o lo que es lo mismo, 160 horas el mes). La Tabla 3.9 muestra
los distintos roles que se han tomado asi como las horas de dedicacién y el coste asociado a cada
una:

Rol Salario (mes) | Horas Total
Jefe de Proyecto 3.100€ 40 T75€
Analista de Requisitos 2.300€ 67 963,12€
Desarrollador Python 2.100€ 142 1.863,75€
Desarrollador Web 1.800€ 56 630€
TOTAL 4.231,87€

Tabla 3.9: Costes asociados a recursos humanos. Fuente: Linkedin Salary (visitado 20-04-2020).

Por tanto, el coste total previsto del proyecto es de 4.629,93€ de los cuales 398.06€ vienen
dados por los recursos hardware y 4.231,87€ por los recursos humanos.

3.3. Balance final del proyecto

3.3.1. Planificacién temporal

Durante el primer sprint del proyecto se cumplié de forma satisfactoria la planificacién tem-
poral establecida, finalizando las tareas relativas a la obtencion de los conocimientos bésicos
necesarios para poder llevar a cabo el desarrollo del proyecto (T1.1, T1.2, T1.3 y T1.4) y reali-
zando la planificacién temporal y econémica que se seguird a lo largo del desarrollo del proyecto,
tal y como se establecia en la tarea T6.2.

A lo largo del segundo sprint, se llevo a cabo la ultima tarea referente a la historia H-01,
dando por cerrada y consolidada la parte correspondiente a la obtencién de los conocimientos
necesarios para abordar de forma satisfactoria el proyecto. Finalmente, durante la tltima semana
del sprint, se plasmoé en la documentacién los conocimientos adquiridos a lo largo de las tareas
de la historia H-01, avanzando asi con la historia H-06 enfocada en el desarrollo de la memoria
del proyecto.

El tercer sprint transcurrié segiin lo esperado de acuerdo a la planificacién establecida, com-
pletando en tiempo y forma las tareas relativas a la carga, limpieza y normalizacién de los datos
(T2.1, T2.2, T2.3). Del mismo modo, se finalizo la tarea T6.3, consistente en realizar la docu-
mentacién referente al procedimiento llevado a cabo para generar el conjunto de datos final a
partir del original.

A lo largo de la RetroPlanning correspondiente al cuarto sprint, se produjo un gran imprevisto
debido a que no se disponia de informaciéon explicita sobre la configuraciéon de las pistas en el
momento de la realizacién la maniobra, por lo que no se pudo iniciar la tarea relativa a la prueba
de los modelos de aprendizaje automéatico (T3.1) debido a que no se disponia de la caracteristica
a predecir. Esto supuso la ampliacién de la historia H-02 asi como la reestructuracion de las
tareas que la conforman tal y como se muestra en la Tabla 3.11. Esta nueva tarea supuso un
reajuste en la planificacién inicial, tanto en el cuarto sprint como en los posteriores. Finalmente
el sprint concluy6 con la consecucion de las tareas T2.5 (nueva), T2.4 y T5.1, trasladando la
tarea 13.1 al siguiente sprint.

El comienzo del quinto sprint se vi6 restringido debido a la introduccién de una nueva tarea al
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proyecto, suponiendo un retraso en la planificacion realizada y obligando a realizar un reajuste
en los sucesivos sprints. Debido a estos hechos, se pospuso la realizaciéon de la tarea 16.4 a
sprints posteriores y se llevaron a cabo de forma satisfactoria las tareas T3.1 (correspondiente
al anterior) y T3.2, dando por finalizada la historia H-03, relativa a la creacion y optimizacion
de los distintos modelos de aprendizaje automético, cumpliendo con los objetivos asociados a la
misma.

Al igual que ocurri6 con el quinto sprint, el alcance de este sprint se vid condicionado por el
retraso producido por la postergacion de las tareas en sprints anteriores. Es por ello por lo que
en este sprint se ha llevado a cabo la tarea T6.4 (planificada para el quinto sprint) y se aplazo la
tarea T6.6 (planificada para este sprint). En cuanto a la finalizacion de los objetivos fijados, se
concluyeron satisfactoriamente las tareas T4.1 y T4.2, consolidando la parte correspondiente a
la evaluacién y seleccién del modelo final de aprendizaje automatico, concluyendo asi con una de
las caracteristicas principales a tratar en el proyecto. Finalmente también se llevaron a cabo las
tareas T6.4 y T6.5 correspondientes a la documentacion del proceso de refinamiento y andlisis de
los resultados obtenidos a lo largo de la optimizacién y seleccién de los modelos de aprendizaje
automatico utilizados.

Finalmente, el séptimo y tltimo sprint se llevo a cabo segun la planificacién inicial salvo por
la inclusién de la tarea T6.6, la cual pertenecia al sexto sprint y no pudo abordarse debido a los
inconvenientes ya descritos. No obstante, tanto esta tarea como las planificadas para este sprint
fueron terminadas en tiempo y forma, finalizando asi las historias H-05 (correspondiente con el
desarrollo e implementacion de la herramienta software) y H-06 (correspondiente a la realizacion
de la documentacion del proyecto).

En este punto cabe destacar el impacto en cuanto a la planificacién que ha supuesto la
introduccion de la Tarea T2.5 (la cual no se encontraba dentro de la planificacion inicial del
proyecto). En términos generales, no ha supuesto ninguna variacion temporal, ya que, tal y como
se encontraba estructurada la planificacién inicial, el iiltimo sprint disponia de una menor carga
de trabajo debido a que se habian completado todas las tareas del proyecto. Esta particularidad
ha permitido redistribuir las tareas de los sprints #5, #6 y #7 (ver Tabla 3.10), haciendo
innecesaria la realizacion de horas extras o la extension del tiempo del proyecto, consiguiendo
finalizar en las fechas estipuladas en la planificacién inicial.

. . . . Total puntos
Sprint Inicio Fin Tareas de historia

. TL.I; T1.2; T1.3;
Sprint #1 05/02/2020 26,/02,/2020 TL4: T6.2 9
Sprint #2 26,02,/2020 18/03,/2020 T1.5; T6.1
Sprint #3 18/03 /2020 08/04/2020 | T2L %g 123 9
Sprint #4 08/04/2020 20/04/2020 | T2.4; T2.5; T5.1 9
Sprint #5 29/04/2020 20,/05,/2020 T3.1; T3.2 11
Sprint #6 20/05,/2020 10/06/2020 | THE TT‘éZS T6.4; 9

. T5.2; T6.6; T6.7;
Sprint #7 10/06/2020 01,/07/2020 T6.8: T6.9 9

Tabla 3.10: Distribucién actualizada de tareas por sprints.
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En la Figura 3.2 se refleja el diagrama de Gantt asociado a la nueva planificacion adoptada
tras las modificaciones llevadas a cabo.

Tarea Descripcion Dificultad
Carga e interpretacion del conjunto de datos
Esta tarea tiene como objetivo llevar a cabo el proceso de carga e

T2.1 interpretacién de cada una de las caracteristicas del conjunto de datos | 1 Punto de
inicial, solucionando posibles incidencias que puedan ocurrir durante Historia
el mismo y comprobando que la carga de todos los datos se realiza
satisfactoriamente.

Limpieza de los datos
Esta tarea tiene como objetivo la realizacién de la limpieza de los datos,

T2.9 realizando diferentes transformaciones sobre los mismos que permitan | 2 Puntos de
ser utilizados en etapas posteriores del proyecto asi como solventar Historia
peculiaridades que pudieran existir (datos nulos, formatos incorrectos,
etc).

Normalizacién de los datos
El objetivo de esta tarea consiste en realizar una normalizacién sobre

T2.3 los datos, de tal forma que las variables cualitativas que existan en estos | 2 Puntos de
se sustituyan por variables cuantitativas sin perder la informacién que Historia
estas representan, consiguiendo asi que los resultados finales mejoren
con respecto a la omisién de este proceso.

Exportacion del conjunto de datos final

T2.4 Esta tarea tiene como objetivo guardar una version refinada de los da- | 1 Punto de
tos originales de acuerdo a las operaciones de transformacién descritas Historia
para evitar tener que procesarlos de nuevo en cada uso.

Obtencion de las configuraciones a partir de la utilizaciéon de
las pistas

T2.5 | El objetivo de esta tarea consiste en la obtencién de la configuracion s ngade
de las pistas para cada intervalo temporal de 30 minutos, a partir del
conjunto de datos original.

Tabla 3.11: Desglose actualizado de las tareas asociadas a la Historia 2 del Proyecto.

3.3.2. Planificacién econdémica

Debido a los ajustes en la planificacion llevados a cabo, es necesario actualizar los costes
asociados al proyecto que se han visto afectados. A pesar de que se haya producido ajustes, la
planificacién temporal no se ha visto afectada, por lo que los costes asociados a los recursos
humanos no han sufrido variaciones. Por contra, la introduccién de una nueva tarea, ha supuesto
un incremento en el uso de los recursos hardware, cuyos costes han sido actualizados tal y como
se muestra en la Tabla 3.12.

Por tanto el coste real del proyecto ha sido de 4.662,25€, frente a los 4.629,93€ que se
estimaron inicialmente, sufriendo un sobrecoste de 32,32€.
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Herramienta Coste (mes) | Vida atil | % de uso Total
Ordenador Personal suoe 5 afios 8,33% 66,64€
(coste total)

Internet 20€ 5 meses 100 % 100€
Coste Energético 7,2€ 5 meses 100 % 37,5€
Méquina, Virtual 64,64€ 3,5 meses 70 % 226,24€

GitLab 0€ - - 0€

Visual Studio Code 0€ - - 0€

Overleaf 0€ - - 0€

Anaconda 0€ - - 0€

Trello 0€ - - 0€

Slack 0€ - - 0€
TOTAL 430,38€

Tabla 3.12: Costes actualizados asociados a herramientas y recursos hardware.
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Figura 3.2: Diagrama de Gantt final del proyecto.



Capitulo 4

Estudio del dominio

4.1. Gestion del trafico aéreo

A pesar de que la tarea de gestionar el trafico aéreo se viene realizando desde hace bastantes
anos, la gestion del trafico aéreo (Air Traffic Management, ATM, en inglés), se convierte en una
tarea méas importante, compleja e imprescindible. Esto se debe a que en los ultimos anos, el
nimero de vuelos realizados ha sufrido un crecimiento exponencial que ademaés, se espera que
aumente a lo largo de los préoximos anos [10], haciendo atn mas necesaria la tarea de gestio-
nar y controlar ese gran volumen de operaciones. Ademés de esto, los sistemas de gestiéon del
trafico aéreo se desarrollan en entornos complejos en los que coexisten aeronaves, aeropuertos o
aerolineas, cuyas prioridades se encuentran sujetas a factores externos. Alguno de estos factores
son: la meteorologia, el volumen de trafico aéreo, la capacidad y estructura del aeropuerto o la
diversidad en cuanto a los protocolos y procedimientos de control que se aplican. Todos estos
factores hacen que la labor de la gestién del tréafico aéreo sea muy importante y a la vez compleja.

Para llevar a cabo la labor de gestionar el trafico aéreo, es necesaria la instalacién de nuevos
sistemas y tecnologias que permitan una comunicacién mas eficaz y eficiente entre los aeropuer-
tos y las aeronaves (ademés de entre las propias aeronaves), consiguiendo asi mejorar tanto la
transmisién de los datos entre las entidades implicadas como la administracién de los mismos.
Las principales metas que se pretenden conseguir con esta mejora en los sistemas de gestion del
trafico aéreo son:

1) Mejorar y garantizar la seguridad de las aeronaves durante un vuelo, evitando las colisio-
nes entre estas, tanto a lo largo del vuelo como a la hora de realizar las maniobras en las
proximidades del aerédromo.

2) Prevenir obstrucciones en las areas proximas al aeropuerto, evitando asi la acumulacion de
aeronaves y disminuyendo la congestion del trafico en el aeropuerto.

3) Agilizar y mantener un flujo ordenado de las operaciones que se llevan a cabo.

4) Proporcionar tanto a las aeronaves como al aeropuerto asesoramiento e informacion 1til para
la conduccion segura y eficiente de los vuelos.

5) Optimizar las operaciones de vuelo que se llevan a cabo para disminuir la contaminacion
generada a causa de las mismas.
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En la actualidad, existen diferentes iniciativas con el objetivo de mejorar la gestion del tra-
fico aéreo. Las mas importantes y sobre las que trataremos en la presente memoria son: Single
European Sky ATM Research (SESAR), enfocada en el espacio aéreo europeo, y Next Generation
Air Transportation System (NextGen), enfocado al espacio aéreo estadounidense.

4.2. SESAR

Con el objetivo de llevar a cabo la constitucién de un espacio aéreo tnico europeo (Single
European Sky), nace el proyecto SESAR, un proyecto colaborativo llevado a cabo por la Unién
Europea con el propésito de constituir y poner en préctica una politica comun en cuanto a la
gestion del trafico aéreo en todo el espacio aéreo europeo. Esta propuesta tecnoldgica es una de las
més innovadoras llevadas a cabo en Europa, ya que es necesario efectuar una gran modificacion
sobre los actuales sistemas de control y comunicacién, tanto en los aeropuertos como en las
aeronaves.

El principal objetivo de este proyecto consiste en implantar en el afio 2020 una red ATM
que permita mejorar tanto el rendimiento como la eficiencia de la actual red de trafico aéreo,
permitiendo as{ gestionar un mayor nimero de operaciones y hacer frente a este aumento en
el nimero de vuelos. Se estima que con este proyecto se podra gestionar hasta tres veces mas
operaciones que con el sistema actual, disminuir el impacto medioambiental en aproximadamente
un 10-15%, mejorar la seguridad de las operaciones que se realicen, disminuir los tiempos de
espera causados por una gestion ineficiente del trafico aéreo, disminuir los costes asociados a
cada vuelo, etc.

La vision actual del proyecto SESAR se basa en los Proveedores de Servicios de Navegacion
Aérea (Air Navigation Service Provider, ANSP, en inglés) de tal forma que los aviones puedan
realizar la trayectoria correspondiente al vuelo, sin ningin tipo de limitacién asociada a la confi-
guracion del trafico aéreo (ver Figura 4.1). Esta hazana se consigue gracias al aumento progresivo
de tecnologias de virtualizaciéon y de automatizacién, permitiendo a los proveedores de servicios
de navegacion aérea realizar operaciones donde sea necesario, debido a la compatibilidad de los
aeropuertos con esta nueva red de ATM, facilitando y optimizando las operaciones de los usuarios
del espacio aéreo. El proyecto SESAR pretende alcanzar entre los anos 2035 y 2050 que este tipo
de operaciones se realicen en toda Europa, consiguiendo una coordinacién completa entre los

servicios de navegacion aéreal.

4.3. NextGen

The Next Generation Air Transportation System? (NextGen), es un proyecto liderado por la
Administracion Federal de la Aviacion (Federal Aviation Administration, en inglés), cuyo principal
objetivo consiste en la modernizacién del espacio aéreo estadounidense, mejorando la seguridad,
eficiencia y costes de los vuelos. Al igual que ocurre con el proyecto (SESAR), NextGen es uno
de los proyectos més ambiciosos de la historia de los Estados Unidos y se espera que las mejoras
introducidas a las tecnologias de gestion del trafico aéreo actuales permitan gestionar a més de
2,7 millones de pasajeros diarios y mas de 44.000 vuelos diarios (ver Figura 4.2).

El funcionamiento de NextGen se centra en los siguientes aspectos:

"https://www.airport-suppliers.com /suppliers/air-navigation-service-provider/.
*https://www.faa.gov/nextgen/what is nextgen/.
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Medium-and short-term o b _________ -b o

Flanning Final approach
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Pre-departure 5 5 FPost flight phase
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Landing Post

Pre- Taxi-outand : ;
Climb Cruise Descent - taxidin flight";

- Planning departure take-off

Improved ANS operations productivity

Lean and efficient use of ANS infrastructure

Increased collaboration and operational predictability

Improved airport performance Improved airport performance
and access and access

Improved flight trajectories

Inclusion of all air vehicles into the airspace

Create benefits for EU citizens

Enhanced safety and security

Figura 4.1: Esquema objetivos del proyecto SESAR Fuente: https://www.sesarju.eu/ vision (vi-
sitado 14-03-2020).

1) Vigilancia: La implementacion de NextGen proporciona a los controladores la ubicacion
exacta de la aeronave, asi como una vision clara tanto del entorno meteorolégico como de la
propia aeronave.

2) Navegacion: NextGen sustituye las tradicionales ayudas de navegacion basadas en tierra por
un sistema de navegacién por satélite. Esto permite la creacién de rutas 6ptimas, reducir los
tiempos tanto durante un vuelo como los de espera, ademés de disminuir el uso de combustible
por parte de la aeronave, reduciendo el gasto asociado a cada vuelo.

3) Comunicacion: Las aeronaves deben estar capacitadas para poder enviar y recibir instruc-
ciones dindmicas y complejas de los sistemas terrestres que permitan identificar déonde se
encuentran, a qué hora y en qué condiciones. De esta forma se consigue una comunicacién
mas rapida, eficiente y sin las limitaciones que sufrian los sistemas de radio tradicionales.

4.4. Sistemas de control ADS

Los sistemas de control ADS (Vigilancia Dependiente Automatica, Automatic Dependent
Surveillance, en inglés)® constituyen una tecnologia para el control del trafico aéreo que permite
que todas las aeronaves que dispongan de esta tecnologia envien de forma automética, mediante
un enlace de datos, la informacién de los sistemas de navegacion y de determinacién de la posicion
de los que la aeronave dispone a bordo [15].

Los sistemas de control ADS tienen las siguientes caracteristicas:

®http://www.ads-b.com/.
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Mext Generation Air Transportation System (NextGen)
e p—

. E‘E Flight Oparatians and Suppset

Figura 4.2: Estructura NextGen Fuente: hitps://www.faa.gov/nextgen/what_is_nextgen/ (visi-
tado 12-03-2020).

1) Auténomo: No necesita de la intervencion de ningin operador para efectuar el envio de los
datos de la aeronave.

2) Dependiente: Los datos enviados a los distintos receptores (torres de control u otras aero-
naves cercanas) dependen por completo de las capacidades de equipamiento de la aeronave
de origen del mensaje ADS.

3) Semejanza de datos: Los datos proporcionados son similares a los datos del radar tanto
para los controladores de tierra como para el resto de las aeronaves.

En la actualidad podemos encontrar dos versiones de ADS: ADS-B (Vigilancia Dependiente
Automatica-Difusion, Automatic Dependent Surveillance-Broadcast, en inglés) y ADS-C (Vigilan-
cia Dependiente Automatica-Contrato, Automatic Dependent Surveillance-Contract, en inglés).

= ADS-B: Utiliza los principios de ADS para transmitir de forma automaética y periddica
informacién de posicién de la aeronave: identificador, vector de velocidad, altitud, estado
del vuelo etc (ver Figura 4.3). Esta informacion se manda de forma abierta a todos los re-
ceptores que se encuentren dentro del radio de influencia de los mensajes ADS-B (distancia
méxima desde la que se puede capturar un mensaje ADS-B). Esta version se ha convertido
en la principal aplicaciéon de ADS en la actualidad.

Ademads, dentro de ADS-B existen dos tipos de componentes:

e ADS-B Out: Se encarga de enviar los datos de la aeronave (posicion, altitud, velo-
cidad, estado, etc).

e ADS-B In: Recibe informacion relevante para el piloto: datos de otras aeronaves,
previsiones meteorolégicas, restricciones de vuelo, etc.
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= ADS-C: Su funcionamiento es muy similar al utilizado en ADS-B con la diferencia de
que, en este caso, los datos se transmiten entre una aeronave y un ANSP previo contrato
explicito entre ambas. Este contrato representa las condiciones por las cuales la aeronave
ha de enviar el mensaje ADS al ANSP y pueden ser por demanda (el ANSP solicita a la
aeronave el mensaje), periodico (el mensaje se envia de manera periodica), de evento (cuan-
do ocurre alguna circunstancia concreta) y/o de emergencia (cuando ocurre una situacion
de emergencia). Esta version de ADS se utiliza con mayor frecuencia en vuelos en éareas
transocednicas o transcontinentales en los que los niveles de trafico aéreo son relativamente
bajos.

RADAR How Does ADS-B Work?

: . o,
Typically, surveillance radar sends o

a signal that causes the aircraft’s Ir::n a;:!c;zflt“ g;tct:ne;eﬁgsti_toi:n
transponder to reply and provide 2 .
its position.

Then they simultaneously bn)adk‘

their position and other data to
Most Radar antennas revolve at a rate any aircraft, or ground station

equipped to receive it

Of ~5 RPM, therefore the time between
Signal returns is ~ 12 sec. For an aircraft

flying at 500 Kts, this means that the aircraft - y . g .
can move ~ 0.6 Nm between returns. Ground Stations then transmit the aircraft’s position to Air Traffic Control

Figura 4.3: Funcionamiento sistema ADS-B Fuente: http://www.ads-b.com/ (visitado 14-03-
2020).

Este tipo de tecnologias facilitan las tareas de gestion de trafico aéreo debido a que permiten
en todo momento conocer el estado de las aeronaves gracias al continuo envio de mensajes ADS-B
por parte de estas, consiguiendo una mejor eficiencia y seguridad a la hora de tomar decisiones
de gestion. De igual forma, la tecnologia ADS permite a las aeronaves conocer la situacion de
otras aeronaves cercanas sin necesidad de que exista una torre de control en las proximidades,
va que estos mensajes pueden ser recibidos entre aeronaves directamente, haciendo posible la
transmision de datos en lugares donde no haya torres de control cercanas, por ejemplo, en vuelos
transoceanicos.

Algunas de las ventajas que presentan este tipo de sistemas son:

= Conocer en tiempo real el estado de las aeronaves proximas, facilitando asi la gestion del
trafico aéreo, reduciendo los tiempos de espera y mejorando la seguridad global de las
operaciones aéreas que se realizan.

» Posibilidad de reconstruccion de la trayectoria de vuelo de una aeronave |21].

= Identificacion de estado y posiciéon de las aeronaves proximas en lugares donde no existen
torres control cercanas.

= El piloto de la aeronave tiene disponible en todo momento informacion de las aeronaves que
lo rodean y viceversa. Esta informacién incluye datos de posicionamiento de las aeronaves
(altitud, velocidad, rumbo) y su estado.
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» Reduccion del uso del canal de comunicacién destinado a la transmisién de mensajes.

Finalmente, en cuanto a los inconvenientes que presenta esta tecnologia, el principal de todos
ellos es la escalabilidad, ya que cada aeronave envia un mensaje ADS-B cada 0,5 segundos. Esto
implica que en zonas con una gran confluencia de aeronaves, el volumen de datos que se genera
sea dificil de gestionar por parte de los receptores, ya que cada segundo recibe dos mensajes
ADS-B de todas las aeronaves que se encuentren dentro de su radio de influencia.

4.5. Pistas

Dentro de la infraestructura de un aeropuerto, una pista es una superficie rectangular desti-
nada a la realizacion de las maniobras de aterrizaje y despegue por parte de las aeronaves. Como
se puede ver en la Secciéon 4.8, uno de los factores que influyen a la hora de asignar una pista a
una aeronave es la meteorologia, concretamente a la direccion y fuerza del aire. Para solventar
este problema, la mayoria de aeropuertos cuentan con varias pistas, situadas en diferentes ubi-
caciones y con distintas orientaciones dentro del aeropuerto. Dentro de un aeropuerto podemos
distinguir dos tipos de pistas:

e Pista Principal: La pista principal es la pista que se utiliza de forma usual en el aeropuerto
siempre y cuando las condiciones para su uso sean adecuadas (meteorologia, estado de la pista,
trafico aéreo etc).

e Pista Secundaria: La pista secundaria es una pista auxiliar que se utiliza cuando la pista
principal no se encuentre disponible ya sea por motivos meteorolégicos o por motivos logisticos.
Su funcién es servir como apoyo a la pista principal, consiguiendo asi que las operaciones dentro
del aeropuerto no se vean afectadas al no poder utilizar la pista principal.

El Anexo 14 al Convenio sobre Aviacion Civil Internacional, Capitulo 3 [20], indica las carac-
teristicas fisicas que han de cumplir las pistas en los aeropuertos ya sean principales o secundarias.
Entre estas caracteristicas, las més influyentes a la hora de gestionar la configuracion de las pistas
(ver Figura 4.5) son las siguientes:

1) Nuamero y orientacion: Tanto el namero como la orientacion de las pistas viene determinado
por el coeficiente de utilizacion. Este coeficiente representa el porcentaje de tiempo en el que
la pista no se ve afectada por vientos transversales, siendo recomendable que este sea superior
al 95 %.

El calculo de la orientacién de las pistas es uno de los puntos mas importantes a la hora de
su creaciéon, ya que en ellas es donde se realizaran las maniobras mas delicadas a lo largo de
un vuelo. Una de las técnicas que se utilizan para el analisis y la toma de esta decisién es la
representacion de la velocidad del aire mediante la rosa de los vientos. Este diagrama consta
de una circunferencia en la que se encuentran representados los rumbos posibles junto con la
fuerza del viento en esa direccion (ver Figura 4.4).

2) Longitud: La longitud de las pistas no tiene un valor fijo establecido, sino que dependera
de varios factores tales como: las caracteristicas fisicas de las aeronaves que la utilizaran (pe-
so, longitud, anchura), caracteristicas del aeropuerto y de la pista (altitud del aeropuerto,
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w

Figura 4.4: Representacion utilizando la técnica de la rosa de los vientos, Fuente: Wechoosethe-
moon (visitado 16-03-2020).

pendiente de la pista) y caracteristicas meteoroldgicas (humedad, temperatura maxima re-
gistrada en el aeropuerto). La combinacion de estos agentes proporciona la longitud minima
que ha de tener una pista para que un determinado avion pueda utilizarla (generalmente se
toman valores por exceso para asi suplir posibles errores en las mediciones y aumentar la se-
guridad). Estas pistas solo podran ser utilizadas por los aviones cuyas caracteristicas técnicas
sean iguales o inferiores a las utilizadas para el calculo de la longitud.

3) Anchura: La anchura en las pistas dispone de unas medidas base establecidas dependiendo
del codigo de referencia aeroportuario de la aeronave!. Este c6digo (compuesto por un nimero
y una letra) sirve para clasificar cada aparato de tal forma que el ntimero representa la
longitud minima necesaria para el despegue en condiciones normales (sin pendiente en la
pista, ni viento) y la letra representa una combinacion entre la envergadura de la aeronave
v la distancia que existe entre el tren de aterrizaje superior e inferior. Cada aeronave se
encuentra representada por un cédigo de referencia de acuerdo a la Tabla 4.1.

Distancia externa del
Letra | Envergadura .
tren de aterrizaje

Nimero Longitud minima A hasta 15 m hasta 4,5 m
necesaria B de 15m a 24m de 4,5m a 6m

1 hasta 800m C de 24m a 36m de 6m a 9m

2 de 800m a 1200m D de 36m a 52m de 9m a 14m

3 de 1200m a 1800m E de 52m a 65m de 9m a 14m

4 mas de 1800m F de 65m a 80m de 14m a 16m

Tabla 4.1: Referencia para la asignacion del codigo de referencia aeroportuario, Fuente: [29], [20].

*https://www.skybrary.aero/index.php/ICAO__Aerodrome_Reference Code.

39


https://wechoosethemoon.es/2011/11/08/mathematica-rosa-de-los-vientos/
https://wechoosethemoon.es/2011/11/08/mathematica-rosa-de-los-vientos/
https://www.skybrary.aero/index.php/ICAO_Aerodrome_Reference_Code

Capitulo 4. Estudio del dominio

La anchura minima de una pista para que una determinada aeronave pueda utilizarla viene
definida por el codigo de referencia del aparato de acuerdo a la siguiente tabla:

Letra
Nuamero A B C D E F
1 18m | 18m | 23m - - -

23m | 23m | 30m - - -
30m | 30m | 30m | 45m - -
- - 45m | 45m | 45m | 60m

=N

Tabla 4.2: Anchura minima de la pista para cada tipo de aeronave. Fuente: [20].

4) Senalizaciéon: La senalizacion es otro de los factores importantes a la hora de la gestion de
las pistas, siendo esta la forma que tiene el piloto de localizar la pista en la que se va a efectuar
las maniobras asi como la de obtener las caracteristicas referentes a esa pista (localizacion,
orientacion, anchura etc). Algunas de las sefiales méas importantes son las siguientes:
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a)

Numero en la pista de aterrizaje: Debido a que las pistas pueden ser utilizadas en
cualquiera de los dos sentidos (dependiendo de las condiciones climatologicas), es necesaria
la existencia de una sefial para distinguir ambas direcciones.

La forma en la que se representa estas direcciones es con un nimero (generalmente de
dos cifras), situado en el inicio de ambos extremos de la pista. Este nimero representa
la orientacion de la pista con respecto del eje magnético (redondeado en decagrados), por
tanto si un extremo de la pista se encuentra representado con el valor 11 (110 grados), su
homologo en el otro extremo serd 29 (290 grados) (110 + 180 = 290 — 29). Ademas de
esto, este niumero se utiliza también para identificar la pista.

Este tipo de nomenclatura presenta un claro problema ya que si un aeropuerto dispone
de mas de un par de configuraciones de pistas paralelas (ver Secciéon 4.6) con la misma
orientacién, el nimero identificativo serd el mismo en ambas. Para solucionar este incon-
veniente y evitar confusiones, se varia en una unidad el ntmero de uno de los pares de
pistas, de tal forma que si hay dos pistas representadas con el valor 11, una de ellas se
deja con ese valor y la otra pasa a estar representada con el valor 10 o con el 12 (valores
contiguos a la pista con orientacion repetida).

Letra: En el caso de que el aeropuerto disponga de varias pistas situadas en paralelo (ver
Seccion 4.6), ademdas del namero que indica la orientacién, se anade también una letra
para ayudar a distinguirlas. Estas letras son: L (en el caso de que la pista sea la de la
izquierda), C (para la del centro) y R (para la de la derecha). Por ejemplo:

» Para dos pistas paralelas: “L” “R”.

» Para tres pistas paralelas: “L” “C” “R”.

= Para cuatro pistas paralelas: “L” “R” “L” “R”.

n Para CiIlCO pistas paralelas: ML?? MC?? MR?? ML?? ﬁﬁR?? 0 ML?? ((R?? ((L?? MC?? ((R77.

= Para seis pistas paralelas: “L” “C” “R” “L” “C” “R”.

Senal de ancho de pista: Estan constituidas por franjas dispuestas horizontalmente una
al lado de otra (como un paso de peatones) al inicio de ambos extremos de la pista (antes
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de la senalizacion de la orientacion). Sirven para indicar el ancho total de la pista. La
relacién entre el niimero de franjas y la anchura es la siguiente:

Nimero de franjas | Ancho de la pista
4 franjas 18m
6 franjas 23m
8§ franjas 30m
12 franjas 45m
16 franjas 60m

Tabla 4.3: Relacion entre el numero de franjas y la anchura de la pista. Fuente: sociedadaeronau-
tica.org (visitado 17-03-2020).

Figura 4.5: Ejemplo de senalizacién en una pista de aeropuerto, Fuente: Diario del Viajero
(visitado 15-05-2020).

4.6. Configuracion de las pistas

La configuracion de las pistas (runway configuration en inglés), hace referencia al niumero,
orientacién y agrupamiento de las pistas dentro de un aeropuerto. Existen varios tipos de confi-
guraciones aunque muchos de ellos se encuentran constituidos por la combinacion de otros (ver
Figura 4.6). Los principales tipos de configuracion son los siguientes:

1) Pista simple: Esta es la configuracion de pistas mas basica que se puede realizar en un
aeropuerto. Consta de una tinica pista en la que se llevan a cabo las operaciones de aterrizaje
o de despegue.

2) Pistas paralelas: Las pistas paralelas estan constituidas por la combinacion de dos o més
pistas simples. Una de las caracteristicas de este tipo de configuracién es que las pistas dis-
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ponen de la misma orientacion, aumentando asi el nimero de aeronaves que pueden utilizarla
y por consiguiente, reducir la congestion en el trafico aéreo.

Pistas que se cortan: Las pistas que se cortan son un tipo de configuracion en la que se
combinan dos o mas pistas simples de manera que existe una intersecciéon entre ambas. Este
tipo de configuraciéon se implementa cuando existen vientos fuertes en mas de una direccion,
haciendo inseguro el uso de la pista en una tnica direcciéon. Gracias a ello se consigue un
aumento en la versatilidad del aeropuerto al disponer de varias pistas con distinta orientacién
y utilizar la que permita la realizacién de las maniobras de una forma més segura. No obstante,
se ha de evitar en la medida de lo posible este tipo de configuracién ya que, al existir un punto
de interseccién entre ambas, implica que en un determinado punto la aeronave utiliza ambas
pistas, impidiendo el uso de la otra pista por otras aeronaves, por lo que es preferible tenerlas
de forma independiente, evitando asi problemas a la hora de gestionarlas.

Pistas en V abierta: Las pistas en V abierta son el dltimo tipo de configuracién de pistas.
Estan constituidas por dos pistas simples en direcciones opuestas que no llegan a cortarse
nunca. Al igual que las pistas que se cortan, las pistas en V se utilizan principalmente cuando
los vientos soplan con intensidad en varias direcciones y no es segura la utilizacién de la pista
en una unica direccién. La principal diferencia con respecto a las pistas que se cortan es que
las pistas en V no tienen interseccién en ningtn punto del recorrido, haciendo més sencilla
su gestion ya que en ningin momento se llega a “invadir” otra pista (como si ocurre en la
interseccion entre las pistas que se cortan).

Pistas Simples

Pistas Paralelas

Pistas que
se cortan

PistasenV
abierta

Figura 4.6: Ejemplo configuracion de pistas en un aeropuerto.
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4.7. Capacidad operativa

La capacidad operativa es la cantidad de operaciones que una pista es capaz de albergar en
un espacio de tiempo. Generalmente, se suele representar como la cantidad de operaciones que
se realizan en una pista durante una hora (Op/h a partir de ahora).

Esta medida es muy relevante a la hora de determinar qué configuraciéon de pistas elegir puesto
que una capacidad operativa baja sobre una pista con una alta demanda de utilizacién puede
ralentizar el trafico aéreo en todo el aeropuerto, junto con los retrasos que esto supondria. Es por
ello, por lo que se ha de establecer un equilibrio entre la seguridad (elegir aquellas configuraciones
en las que se minimice el riesgo a la hora de realizar las maniobras) y la productividad (maximizar
el nimero de operaciones que se pueden realizar por hora en cada pista).

Para realizar la estimacion de la capacidad operativa en una configuracién de pistas tenemos
que distinguir dos tipos de condiciones:

e VFR: También conocidas como Reglas de Vuelo Visual ( Visual Flight Rules, en inglés), com-
prenden un conjunto de normas recogidas en el Reglamento de Circulacion Aérea [7] en las
que se establecen las condiciones por las cuales el piloto puede manejar la aeronave sin la
necesidad de utilizar los aparatos de vision asistida. Esto se debe a que el piloto dispone en
todo momento de un contacto visual con los elementos del terreno, reduciendo asi la necesidad
de recurrir a ayuda suplementaria. Como consecuencia, el tiempo empleado en la realizacion
de las maniobras es menor que si no dispusiera de una visién del entorno, aumentando la
capacidad operativa de las pistas implicadas.

e IFR: Conocidas como Reglas de Vuelo Instrumental (Instrument Fight Rules, en inglés). Al
igual que las VFR, son un conjunto de normas que se recogen en el Reglamento de Circulacion
Aérea en las que se regula el vuelo de aeronaves utilizando aparatos de ayuda asistida. Esto
implica que en los casos en los que se utilicen estas normas, el piloto no necesariamente ha de
tener un contacto visual con el entorno, haciendo més lenta la realizacién de las maniobras y
reduciendo la capacidad operativa de las pistas implicadas.

Por estas razones, la configuraciéon de las pistas elegidas junto con las condiciones meteo-
rologicas (ver Seccion 4.8), determinaran la capacidad operativa del aeropuerto. Segun [13] la
capacidad operativa aproximada para cada una de las configuraciones mencionadas en la Seccion
4.6 es la siguiente:

1) Pistas Simples: En una configuracion de pistas simples, se estima que la capacidad operativa
en condiciones VFR (el piloto dispone de contacto visual con el entorno) ronda entre las 50 y
100 Op/h. Por otro lado, si el piloto no dispone de contacto visual con el entorno (condiciones
[FR), la capacidad operativa disminuye y se sitia en torno a las 50-70 Op/h, dependiendo de
las ayudas asistidas a la navegacién que disponga la aeronave.

2) Pistas paralelas: La capacidad operativa en una configuracion de pistas paralelas dependera
en gran medida de la separacién que exista entre las pistas que la conforman, siendo menor
cuanto mas proximas se encuentren. Para condiciones VFR, la capacidad operativa no se ve
afectada por la separacion que existe entre las pistas (salvo que estén operando aeronaves de
grandes dimensiones) y oscila entre las 100-200 Op/h.
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Por otro lado, para condiciones IFR, la capacidad operativa si que se ve afectada por la distan-
cia entre las pistas, siendo de 50-60 Op/h para pistas con poca separacion; 70-80 Op/h para
pistas con una separacion intermedia y de 85-105 Op/h para pistas con una gran separacion.

3) Pistas que se cortan: En una configuracion de pistas que se cortan, la capacidad operativa
depende de la zona de interseccion entre las ellas, de tal forma que cuanto mas alejado se
encuentre el punto de interseccién de los extremos de las pistas que conforman esta configura-
cién, menor serd su capacidad operativa. Del mismo modo, la capacidad operativa serd mayor
si la interseccién entre las pistas se encuentra en los extremos de la pistas implicadas. La
capacidad operativa maxima en este tipo de configuracion es de 70-175 Op/h en condiciones
VFR y de 60-70 Op/h en condiciones IFR.

4) Pistas en V abierta: En una configuracion de pistas en V abierta, la capacidad operativa
depende de la direccién en la que se realicen las maniobras, siendo menor si estas se realizan
hacia el vértice de la V. Para condiciones VFR en las que las operaciones se realizan hacia
fuera del vértice, la capacidad operativa es de 80-200 Op/h y de 50-100 Op/h si las operaciones
se realizan hacia el vértice. Del mismo modo, para condiciones IFR en las que las operaciones
se realizan hacia fuera del vértice, la capacidad operativa es de 60-70 Op/h, mientras que si

las operaciones se realizan hacia el vértice, la capacidad operativa disminuye hasta las 50-60
Op/h.

En la Tabla 4.4 se resume la capacidad operativa de cada una de las configuraciones en
funcién de las condiciones visuales del piloto y de las caracteristicas de las pistas:

Configuracion . Pistas Paralelas . Pistas en V abierta
Pistas — Pistas que : T
/ Simples Proximas Separacién Mucha se cortan Hacia el Hacia fuera
Condiciones p Intermedia | Separacion vértice del vértice
VFR 50-100 Op/h 100-200 Op/h 70-175 Op/h | 50-100 Op/h | 80-200 Op/h
IFR 50-70 Op/h | 50-60 Op/h ‘ 70-80 Op/h ‘ 85-105 Op/h | 60-70 Op/h | 50-60 Op/h | 60-70 Op/h

Tabla 4.4: Capacidad Operativa para cada configuracion de pista en funcién de las condiciones
visuales.

4.8. Meteorologia

La meteorologia es uno de los factores mas influyentes a la hora de establecer las configuracio-
nes de las pistas en los aeropuertos, siendo esta la responsable del 69 % de los retrasos del trafico
aéreo en el Sistema Nacional del Espacio Aéreo [17]. Actualmente, la mayoria de los grandes
aeropuertos disponen de su propia estacién meteorolégica de la cual obtienen datos sobre el cli-
ma que posteriormente utilizaran tanto para llevar un histérico, como para realizar predicciones
meteorologicas en las inmediaciones del propio aeropuerto. Esto supone un gran avance para la
gestion del trafico aéreo, ya que la capacidad de pronosticar posibles factores climaticos adversos
con anterioridad es crucial para poder generar un plan alternativo en el que se consiga mitigar o
evitar por completo el impacto debido al clima.

Dentro de los factores atmosféricos que maés afectan a la seguridad hay que destacar las
rafagas de viento, la niebla y las tormentas. Por un lado, las rafagas de viento pueden llegar
a generar turbulencias, dificultando al piloto el manejo de la aeronave, sobre todo durante las
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maniobras de aproximacion, ascenso, descenso, aterrizaje y despegue. Del mismo modo, durante
las tormentas, ademds de las rafagas de viento, se suma el problema de los rayos, granizo o
heladas. Estas condiciones son muy peligrosas ya que las heladas pueden producir una capa de
hielo en la estructura de la aeronave haciendo que su peso y aerodinémica varie®.

Ademas del problema que supone la creacion de la capa de hielo en la estructura de la
aeronave, se une también el problema del granizo, ya que el golpeo constante de este en la

estructura del avién puede hacer que el piloto llegue a perder el control.
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hund - Sy Hail ——
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Figura 4.7: Factores meteorologicos que afectan a las operaciones del aeropuerto. Fuente: [17].

Es importante destacar el impacto que suponen las tormentas eléctricas durante un vuelo ya
que, segin un estudio realizado a profesionales de la aviacion, el 75 % de ellos seleccionaron las
tormentas como principal factor meteorologico que afecta a sus operaciones [17]. Esto se debe
a que las tormentas eléctricas severas generalmente incluyen muchas de las amenazas vistas en
la Figura 4.7, como las rafagas de viento, granizo, lluvia o relampagos. Ademés de esto, cabe
destacar que el 80% de los rayos que se producen durante una tormenta son de tipo nube a
nube, es decir, el rayo “salta” de una nube a otra haciendo que sea muy peligroso volar en las
proximidades y en el interior de una tormenta eléctrica.

Por otra parte, ademés de las tormentas y el viento, las nubes suponen un gran problema
durante el vuelo. Concretamente, el tipo de nube que presenta mayor riesgo son las cumulonimbus
(ver Figura 4.8). Este tipo de nube se forma combinando masas de aire de distinta temperatura
y humedad con fuertes corrientes de aire caliente y frio que ascienden y descienden dentro de
la nube. Como consecuencia, tanto en el interior como en las proximidades se pueden generan
turbulencias, tormentas eléctricas, granizo o heladas. Es por ello por lo que durante el transcurso
de un vuelo, se evita el acercamiento a ellas todo lo posible®.

Shttps://www.bbc.com/mundo/noticias/2014/12/141229 como_mal tiempo afecta_aviones indonesia_mes.
®https: //www.miedoalosaviones.com/cumulonimbu-peligrosas-los-aviones, .
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Figura 4.8: Nube cumulonimbus, Fuente: The Weather Channel (visitado 17-03-2020).

No obstante, ademas del contacto con la torre de control, el piloto dispone de radares meteo-
rolégicos a bordo, permitiéndole detectar todas estas zonas de riesgo durante el vuelo y solicitar
a los controladores rutas alternativas que le permitan eludir estas situaciones adversas.

Finalmente, el Gltimo tipo de factor meteorolégico importante que afecta durante el vuelo
son las nubes bajas. Este tipo de nubes se forman a una baja altitud (entre los 500 y los 2000
metros) caracterizandose principalmente por su gran extension en horizontal y su baja expansion
vertical. El principal problema que presentan estas nubes es que al formarse a tan baja altura,
conlleva una pérdida de visibilidad, dificultando el aterrizaje de la aeronave.

4.8.1. Meteorologia en el aeropuerto

En la seccién anterior se han descrito algunos de los factores meteorolégicos que afectan a
los aviones a lo largo de un vuelo. No obstante, estos factores también afectan al estado de las
pistas de aterrizaje haciendo que estas necesiten un mantenimiento para poder ser utilizadas (ver
Figura 4.9).

Es por ello por lo que la JAA (Autoridades Conjuntas de la Aviacion, Joint Aviation Autho-
rities, en inglés)” define los siguientes estados de una pista [18]:

1) Pista seca: Hace referencia al estado de la pista en condiciones normales, es decir, cuando
no se encuentra ni mojada ni contaminada, permitiendo la realizacién de las operaciones con
la maxima efectividad que la pista lo permite (frenado, agarre, seguridad, etc).

2) Pista huameda: Estado de la pista en la que esta no se encuentra seca pero la humedad que
hay en ella no afecta a su efectividad a la hora de su utilizacién. Se caracterizan por no tener
un aspecto brillante a pesar de que existe humedad en ella.

3) Pista mojada: Hace referencia al estado de la pista en el que su superficie se encuentra
brillante y estd cubierta de agua o similar con un espesor menor a 3 milimetros. A diferencia

"https://jaato.com/.
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de la pista seca y la pista humeda, en la pista mojada se pierde efectividad ya que el agarre
de las ruedas a la superficie de la misma es peor que en condiciones favorables.

4) Pista contaminada: Este estado se da cuando en més del 25 % de la superficie de la pista
que se utiliza para la realizacion de maniobras se encuentra cubierto por agua estancada (con
més de 3 milimetros de espesor), nieve o hielo. Este estado es el mas inseguro de todos a la
hora de operar, siendo este estado el factor determinante en el 18 % de todos los accidentes
producidos durante el aterrizaje [18].

Pista seca, Fuente: Boldmethod (visitado 16-  Pista humeda, Fuente: ShutterStock(visitado
03-2020). 16-03-2020).

Pista mojada, Fuente: Pista contaminada, Fuente: Pinterest
https: //www.slideshare.net/chococrispis37/10- (visitado 16-03-2020).
contaminated-runways (visitado 16-03-2020).

Figura 4.9: Estados pista aterrizaje.

4.9. Aeropuerto Adolfo Suarez Madrid-Barajas

El aeropuerto “Adolfo Suarez Madrid-Barajas”’, también conocido como “Aeropuerto de Ba-
rajas” (IATA: MAD), es el aeropuerto mas grande de Espana® (61.734.037 pasajeros durante el
anio 2019) y el 5° de Europa (por debajo de los principales aeropuertos de los paises de Reino

Shttps://www.airport-technology.com /features/europes-biggest-airports,/ .
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Unido, Francia, Holanda y Alemania). Se encuentra situado a 12 kilometros del centro de la
ciudad de Madrid y esta constituido por 4 pistas dispuestas en paralelo 2 a 2 (ver Figura 4.10),
sobre las que operan 82 lineas aéreas de todo el mundo®. Del mismo modo, dependiendo de la
orientacién que tengan, estas pistas se encuentran identificadas con los valores: 14L, 14R, 18L,
18R, 32L, 32R, 36L y 36R.

En cuanto a la configuracion de las pistas, el Aeropuerto de Barajas dispone de dos configu-
raciones:

1) Configuracién Norte: La configuracion norte es la configuracion establecida como prefe-
rente, salvo cuando por condiciones meteorologicas o por el estado de las pistas, no sea segura
su utilizacion. La asignacion de pistas para esta configuracion es:

» 32L y 32R: Aterrizajes.
= 36L y 36R: Despegues.

2) Configuracion Sur: Esta configuracion se utiliza de forma auxiliar con el objetivo de no
perder capacidad operativa en el caso de que ocurra alguna incidencia con la configuracion
Norte, por lo que se podria considerar como configuracién secundaria. La asignacién de pistas
para esta configuracién es:

» 18L y 18R: Aterrizajes.
= 14L y 14R: Despegues.

Configuracién:
NORTE

Configuracién:

W Aterrizajes M Aterrizajes

W Despegues W Despegues

Configuracion Norte Configuracién Sur

Figura 4.10: Distribucién de pistas y configuraciones del Aeropuerto de Barajas.

“https://www.aeropuertomadrid-barajas.com/lineas-aereas.php.
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Capitulo 5

Aprendizaje Automatico

5.1. Estado del Arte

En la dltima década, el namero de operaciones aéreas ha aumentado exponencialmente y
se prevé que esta cifra siga creciendo durante los préximos afios'. Es por ello por lo que los
investigadores se han enfocado en desarrollar herramientas, modelos y algoritmos centrados en
mejorar la gestion de ese gran volumen de operaciones.

En cuanto a la configuracion de las pistas se refiere, existen diferentes aproximaciones enfo-
cadas a establecer un modelo que permita determinar qué ntmero de pistas se utilizaran en un
momento determinado, la configuracion de las mismas y su utilizacion (aterrizaje o despegue).
De esta forma se consigue proporcionar al controlador aéreo un sistema que actiie como soporte,
ayudandole a la hora de determinar la configuraciéon més adecuada. Dicha configuraciéon sera
aquella que permita maximizar la capacidad operativa del aeropuerto y minimizar tanto el na-
mero de cambios en la configuracion de las pistas, como el riesgo asociado a los diversos factores
que influyen a la hora de su utilizacién.

El desarrollo de nuevas herramientas que permitan cubrir esta necesidad de una forma au-
tomatica se remonta al ano 2011 [19], con la creacion de modelos probabilisticos que permitian
obtener la configuracion de las pistas del aeropuerto en base a factores logisticos, sociales y me-
teorologicos, siendo estos iltimos los mas influyentes y los que més incertidumbre introducen al
modelo, debido a su gran variabilidad. No obstante, este tipo de modelos, basados inicamente
en factores estadisticos, no obtienen unos resultados muy certeros (si los comparamos con mode-
los més recientes) y su precision en cuanto a la eleccion de la configuracion de las pistas ronda
entre un 60-70 %. Otros enfoques similares, basados en modelos estadisticos discretos, consiguen
mejorar la clasificacion anadiendo una mayor complejidad al modelo. Existen aproximaciones
como [4] o |5] en la que el modelo final se constituye combinando modelos de Regresion Logistica
Multinomial (obteniendo asi la probabilidad asociada a cada configuracion de pista), con mode-
los logisticos anidados (agrupando aquellas configuraciones que se encuentran correlacionadas),
consiguiendo as{ una mayor precisién a la hora de pronosticar la configuraciéon de pistas mas
adecuada en un determinado momento. Este tipo de modelos “combinados” obtienen una mayor
precision a la hora de determinar la configuracion de las pistas, siendo esta de un 78-82 % frente
al 60-70 % de un modelo “simple”.

Paralelamente a esto, el avance en el campo de la inteligencia artificial propicié la utiliza-

"https://data.worldbank.org/indicator /IS.ATR.PSGR.
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cién de algoritmos y modelos de aprendizaje automético para intentar mejorar la precision de
los planteamientos basados en modelos estadisticos. Una propuesta de esto es [9] en la que se
compara la precisién que se obtiene al utilizar, por un lado, algoritmos de aprendizaje supervi-
sado para tareas de clasificacion (K-NN | K-Vecinos Mds Cercanos) y por otro lado, modelos
basados en Redes Neuronales, consiguiendo una tasa de acierto de entre un 93 y un 97 %. Otra
propuesta similar se da en [8] en la que, en lugar de utilizar algoritmos destinados a tareas de
clasificacion como el K-Vecinos Mas Cercanos o los Arboles de Decision, se emplean algoritmos
de prediccién, concretamente se utiliza un algoritmo de Regresién Logistica Miltiple, obteniendo
las distintas probabilidades que tiene cada una de las pistas de ser utilizada bajo unas determina-
das condiciones (ntimero de pistas en uso y meteorologia). En general, en todas estas propuestas
se tienen en cuenta aquellos factores meteoroldgicos que pueden llegar a condicionar la eleccion
de una configuracién u otra (direccion del viento, velocidad, visibilidad, etc), ademas de otros
factores sociales de infraestructura (ruido, demanda, ocupacion...), enriqueciendo asi el modelo
resultante.

No obstante, para entrenar y probar la eficacia de todos estos modelos es necesario disponer de
datos histéricos fidedignos y significativos, tanto de la meteorologia (instante temporal, velocidad
del viento, direccion y visibilidad), del aeropuerto (ntimero de pistas, orientacién, demanda,
preferencias, factores sociales, utilizacion y configuracion de pistas etcétera) y de las aeronaves
(altitud, origen, destino, timestamp,...). El problema reside en que, si bien los datos de las
aeronaves son publicos (se pueden obtener capturando los mensajes ADS-B), los datos de los
aeropuertos o bien no lo son, o son inaccesibles (el aeropuerto de Amsterdam-Schiphol es uno
de los pocos que publican de forma abierta la configuracién de las pistas?), dificultando asf la
investigacion en el tema.

Es por ello por lo que se han desarrollado algoritmos que permiten suplir esa carencia de
datos [21], de tal forma que, a partir de los datos ADS-B procedentes de las aeronaves, en combi-
nacion con las coordenadas geogréficas de las pistas (longitud y latitud), se consigue reconstruir
la trayectoria del vuelo, especialmente en los momentos de proximidad entre la aeronave y la pista
(momentos de las maniobras de aproximacion y de despegue). De esta forma se consigue deter-
minar qué configuracién de pista se ha utilizado para una determinada maniobra, permitiendo
asi generar un historico de datos con el uso y la configuracion de las pistas de un aeropuerto. A
pesar de que este tipo de algoritmos no contempla la meteorologia, obtiene grandes resultados
en su prondstico, consiguiendo aproximadamente un 97 % de precision a la hora de determinar
qué pista ha sido utilizada por una aeronave y qué configuracion estd utilizando el aeropuerto.

Finalmente, se retomara la linea de [9] empleando distintos algoritmos de aprendizaje auto-
matico supervisado que permitan abordar este problema y estudiar los resultados obtenidos para
cada uno de ellos.

5.2. Aprendizaje Automatico

El aprendizaje automatico (Machine Learning, en ingles), es una de las ramas de la Infor-
mética que se centra en el disefio y desarrollo de algoritmos que permiten a los computadores
mejorar su desempeno en la realizaciéon de una tarea a partir de la experiencia. La programa-
cién de estos algoritmos dista de la programacién “convencional”; en que aqui es el ordenador
el encargado de generar estos algoritmos, ayudandose tanto de los datos de entrada como de la

*https://en.lvnl.nl/environment /runway-use.
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salida esperada. Dicho de otro modo, el ordenador es el encargado de generar el algoritmo que
permite resolver el problema, en lugar de ser una persona la que lo haga. Para ello, se suele partir
de un algoritmo base, que el computador adapta al problema especifico modificando diferentes
pardmetros que regulan su comportamiento a medida que procesa los datos de los que aprende.
A estos parametros se les conoce como hiperparametros (pardmetros que utiliza el modelo de
aprendizaje automaéatico para controlar el proceso de aprendizaje).

Este tipo de algoritmos son de gran utilidad a la hora de resolver problemas en los que no
podemos aplicar nuestra experiencia para poder resolverlo (reconocimiento del habla), cuando
los modelos se obtienen a partir de enormes cantidades de datos (analisis del genoma humano) o
cuando no existe una experiencia humana previa (viajes por la Luna). Un factor muy importante
a la hora de mejorar el resultado obtenido por el modelo, es la eleccion de las features (caracte-
risticas) de los datos utilizados para entrenar. Una buena eleccion de las caracteristicas permite
que el modelo aprenda de una forma més rdpida y directa, ademés de mejorar su eficacia. Esto
se debe a que no todas las caracteristicas en los datos son necesarias para llegar al resultado
final y por tanto o no aportan nada de informacién o solo aportan confusién a la resoluciéon del
problema. Por otro lado, cabe destacar que cada uno de estos algoritmos resuelve un tipo de
tarea especifica, por lo que es necesario conocer el tipo de tarea antes de escoger un algoritmo
para solventarla.

Desde el punto de vista del aprendizaje, existen tres tipos de aprendizaje automético:

= Aprendizaje supervisado: El objetivo principal de este tipo de aprendizaje consiste en
enseniar o entrenar a un modelo a partir de datos de entrenamiento etiquetados, consi-
guiendo asi realizar predicciones sobre datos futuros o no vistos. La principal caracteristica
es que para todas y cada una de las muestras que se utilizan en este aprendizaje se conoce
la salida esperada y la estructura que tienen los datos es conocida. Las principales tareas
de aprendizaje supervisado son la clasificacién y la regresion.

= Aprendizaje no supervisado: A diferencia que en el aprendizaje supervisado, este tipo
de aprendizaje trabaja con datos sin etiquetar, es decir, no se conoce la salida esperada.
Ademas de esto, la propia estructura de los datos es desconocida, por lo que el principal
objetivo de este aprendizaje consiste en explorar esos datos para obtener su estructura y
obtener informacion significativa de ellos. La principales tareas del aprendizaje no super-
visado son el clustering y la reduccién de la dimensionalidad.

= Aprendizaje por refuerzo: El objetivo de este tipo de aprendizaje consiste en desarrollar
un sistema (agente) que mejore continuamente su rendimiento a partir de interacciones con
el entorno. Para ello, el entorno proporciona al agente una “recompensa” positiva o negativa
en funcién de la accién que haya realizado permitiéndole adaptar su comportamiento y
aprender las acciones que maximizan dicha recompensa.

Por otra parte, las principales tareas que van a permitir solucionar estos algoritmos son:

= Clasificacion: Este tipo de tareas consisten en determinar a que categoria pertenece una
nueva instancia desconocida, a partir de los patrones extraidos de otras instancias de la
misma naturaleza aprendidas con anterioridad por el modelo. Por ejemplo, clasificar los
productos de una fébrica en correctos e incorrectos.
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= Regresion: Consiste en estimar o predecir comportamientos futuros a partir de instancias.
Por ejemplo, predecir el trafico en una ciudad, predecir el precio de los alquileres de pisos,
ete.

= Agrupamiento o Clustering: Formar grupos a partir de instancias. Por ejemplo, agrupar
péginas web en funcion de su contenido.

Debido a que los datos que se utilizaran estdn estructurados y la salida esperada es conocida,
el tipo de aprendizaje empleado serd el Aprendizaje Supervisado.

5.3. Aprendizaje Supervisado

Como se ha mencionado anteriormente, los algoritmos de aprendizaje automéatico supervisado
se caracterizan por entrenar un modelo con datos etiquetados de tal forma que este sea capaz
de clasificar o predecir ejemplos nuevos que nunca “haya visto”. Es por ello por lo que es muy
importante disponer de datos de ejemplo significativos, es decir, que sean un fiel reflejo de la
realidad que representan (son representativos, y por tanto los patrones extraidos seran validos
para los ejemplos desconocidos; es decir, seran capaces de generalizar el problema), ademds de
la salida esperada de los mismos. Una vez se dispone de este conjunto de datos se generan tres
conjuntos de datos a partir de este. Esos conjuntos son:

» Conjunto de entrenamiento (Training Set): Este conjunto de datos se encuentra
constituido por aquellos datos que se utilizaran para el aprendizaje del modelo, es decir,
para el ajuste de los parametros del algoritmo que se esté utilizando.

» Conjunto de prueba o de test (Test Set): Este conjunto de datos es independiente del
conjunto de entrenamiento y su funcién es comprobar cuan bien generaliza el modelo, ya
que es posible que este se encuentre sobreajustado; es decir, el modelo funciona muy bien
para los ejemplos de entrenamiento pero muy mal para los nuevos ejemplos.

» Conjunto de validaciéon (Validation Set): Al igual que el conjunto de entrenamien-
to, los ejemplos del conjunto de validacién se utilizan durante el aprendizaje del modelo,
concretamente para el ajuste de sus hiperpardmetros. Ademas de esto, el conjunto de vali-
dacion sirve para detectar y reducir el sobreajuste (diferencia entre la precision obtenida en
el conjunto de entrenamiento y la del conjunto de prueba) que pudiera existir. De este mo-
do, se entrena el modelo con los datos de entrenamiento y se valida su funcionamiento con
este conjunto de datos, con el fin de determinar los valores 6ptimos de sus hiperparametros.

La distribucién de los datos en estos conjuntos es sumamente importante para la eficacia
del modelo final, por lo que es primordial que los datos de todos ellos sean representativos del
conjunto de datos inicial, consiguiendo asi una mejor eficacia y una mejor generalizacién por
parte del modelo. Para ello existen distintas técnicas como la division por porcentajes (Holdout)
y la validacion cruzada (K-Fold Cross- Validation).

En el caso de algoritmos de clasificacion, una vez se haya creado y entrenado el modelo hay
que evaluar su rendimiento, aplicando el conjunto de prueba sobre el modelo ya entrenado. Un
modelo de clasificacion clasifica un conjunto de ejemplos de acuerdo a la Tabla 5.1, también
llamada matriz de confusion. A partir de los valores de esta tabla se obtienen las métricas que
se utilizaran para determinar si la eficacia del modelo es buena o no.
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Clasificado Positivo Clasificado Negativo
Ejemplo Positivo Verdadero Positivo (VP) Falso Negativo (FN)
Ejemplo Negativo Falso Positivo (FP) Verdadero Negativo (VN)

Tabla 5.1: Ejemplo Matriz de Confusion.

Las métricas mas habituales para la evaluacién de un modelo son:

Accuracy: Representa la proporcion de las muestras que han sido clasificadas correctamente
de todo el total de ejemplos. El accuracy viene dado de acuerdo a la siguiente formula:

VP+VN _ clasificados correctamente
VP+VN+FP+FN todos los ejemplos

accuracy =

Donde lo ideal es que accuracy = 1
Precision: Representa la proporcion de muestras clasificadas correctamente como positivas,

de todo el total de ejemplos clasificados como positivos. La precisién viene dada de acuerdo
a la siguiente férmula:

VP clasificados correctamente como positivos

recision = =
p VP+ FP todos los clasificados como positivos

Donde lo ideal es que preciston = 1

Recall: Representa la proporcién de muestras clasificadas correctamente como positivas, de
todo el total de ejemplos positivos. El recall viene dado de acuerdo a la siguiente formula:

I VP clasificados correctamente como positivos
recall = =
VP+FN todos los positivos

Donde lo ideal es que recall = 1

F1: Representa la media de precisién que tiene una determinada prueba o test. Esta medida
de precision viene dada de acuerdo a la siguiente formula:

precision - recall

F1=2 —
precision + recall

Donde lo ideal es que F1 = 1

Una vez han sido definidas la divisiones del conjunto de datos y las métricas que se emplearan

para determinar la eficacia de los algoritmos, se explicard méas en detalle los algoritmos empleados
en la Seccion 5.1.
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5.3.1. K-Vecinos Mas Cercanos

El algoritmo K-Vecinos Mas Cercanos (KNN, K-Nearest Neighbors en inglés) forma parte
de los algoritmos de aprendizaje supervisado destinado tanto a tareas de clasificacién como de
regresion, siendo uno de los algoritmos mas simples en sf mismo. La suposicién en la que se basa
es sencilla: “ejemplos similares pertenecen a la misma clase”, por lo que el algoritmo asigna a
un nuevo ejemplo la misma clase que tenga el ejemplo o ejemplos (depende del valor de k) mas
proximos. Por lo tanto, el funcionamiento de este algoritmo puede ser definido en 3 sencillos
pasos:

1) Se elige un namero de vecinos (k) y una medida para la distancia (distancia Euclidea, distancia
de Manhattan, Similitud Coseno, etc).

2) Calcula la distancia entre los k-vecinos mas cercanos de la nueva muestra a clasificar.

3) Clasifica la nueva muestra segun la clase de los vecinos. Esta eleccion se hace mediante votacion
tal y como se muestra en la Figura 5.1).

Xy X
Figura 5.1: Ejemplo clasificacion nueva instancia para k£ = 5. Fuente: [24].

No obstante, la eleccién del valor del pardmetro k junto con la eleccién de la distancia,
son cruciales para maximizar la eficacia del algoritmo: por un lado, una mala eleccién de k
puede conllevar un sobreajuste o un subajuste del algoritmo, haciendo que este no generalice
correctamente para los nuevos ejemplos. Por otro lado, una mala eleccién en la distancia puede
hacer que esta no se ajuste correctamente a las caracteristicas del conjunto de datos, perdiendo
eficacia a la hora de clasificar nuevos ejemplos.

Otra caracteristica a destacar del algoritmo de K-Vecinos Méas Cercanos, es que pertenece a
la categoria de modelos no paramétricos. Los modelos paramétricos se caracterizan por estimar,
a partir de los datos del conjunto de entrenamiento, los pardmetros necesarios para aprender
una, funcién que sea capaz de clasificar nuevos ejemplos sin la necesidad del conjunto de datos
de entrenamiento original. A diferencia de este tipo de modelos, los modelos no paramétricos
“memorizan” los datos del conjunto de entrenamiento y los utiliza para calcular la categoria de
cada nuevo ejemplo que le llega, por lo que necesitan en todo momento disponer de todos los
datos de entrenamiento para que el algoritmo funcione. Es por ello por lo que este algoritmo es
un tipo de aprendizaje basado en instancias (también conocido como aprendizaje diferido).

Algunas de las ventajas del algoritmo KNN son:
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» FEl algoritmo se adapta inmediatamente cuando se afiaden o eliminan nuevos datos al
conjunto de entrenamiento.

= Su funcionamiento es relativamente bueno en la practica.

= No es necesario construir ningin modelo ni ajustar parametros. Esto se debe a que se
mantiene el dataset de muestras completo y tnicamente se calcula la distancia que exista
entre una nueva muestra y las almacenadas.

Por contra, las principales desventajas de este algoritmo son:

= Es un algoritmo lento, ya que para cada nuevo ejemplo tiene que calcular todas las dis-
tancias a cada una de las muestras que dispone. En el peor de los casos, la complejidad
computacional para la clasificaciéon de nuevas muestras crece linealmente con el namero de
muestras en el conjunto de entrenamiento.

= Requiere de una gran cantidad de espacio para poder almacenar el dataset de muestras
completo.

= Es muy susceptible al sobreajuste debido a la maldicion de la dimensionalidad?, ya que,
la variabilidad de la distancia disminuye exponencialmente con el nimero de dimensiones,
siendo estas dimensiones el niimero de variables o caracteristicas (features) de los datos
que se utilicen.

5.3.2. Regresion Logistica

Los modelos de regresion logistica (simple y multiple) forman parte de los algoritmos de
aprendizaje supervisado destinados a tareas de regresiéon, aunque debido a sus caracteristicas,
se utiliza principalmente para tareas de clasificacion, en las que las muestras u observaciones se
clasifican en una categoria u otra en funcién de la probabilidad que tengan de pertenecer a dicha
categoria.

Cabe destacar que, a pesar de que este tipo de regresién se utilice para labores de clasificacion,
es en esencia un modelo de regresion lineal cuya salida se modela de acuerdo al logaritmo de la
probabilidad de cada grupo. Es decir, a la salida (variable de destino) se le aplica una funcion
sigmoide para representar la probabilidad de que dicha variable pertenezca a una clase u otra,
siendo clasificada en aquella cuya probabilidad sea mayor. De este modo se puede resumir la
regresion logistica como “regresion lineal + funcion sigmoide”. [26]

Los modelos de regresion lineal tienen como objetivo modelar la relaciéon entre una carac-
teristica (regresion lineal simple) o multiples caracteristicas (regresion lineal multiple), de tal
forma que para a partir de una variable de entrada (variable explicativa z) se obtenga su corres-
pondiente salida (variable de destino y). Un modelo de regresion lineal simple viene dado por la
siguiente ecuacion:

Y = wpo + wix

Donde:

y: corresponde a la variable de destino (resultado de la regresion).

®https:/ /iartificial.net /la-maldicion-de-la-dimension-en-machine-learning,/.
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z: corresponde a la variable explicativa (caracteristicas).
wo: punto de corte de la recta de regresion en el eje y.

wi : coeficiente ponderado de la variable explicativa (z) o valor de la pendiente de la recta de
regresion.

El objetivo principal consiste en aprender (encontrar) la combinacion de pesos wg y wy de
tal forma que se obtenga la recta que mejor se ajuste a los datos de entrenamiento, utilizando
técnicas de célculo del error (error cuadratico medio, error absoluto medio, R?, etc.) junto con
algoritmos de optimizacion (descenso por gradiente, Limited-Memory BFGS, etc.)

No obstante, en la mayoria de las ocasiones existen més de una variable explicativa, impi-
diendo la aplicaciéon de la regresién simple para su resolucién. Debido a esto, se ha de utilizar
una regresién multiple, cuyas caracteristicas y planteamiento es similar al de la regresiéon simple,
salvo que hay que anadir a la ecuacién tanto las nuevas variables como los nuevos pesos asocia-
dos a estas. De esta forma, la generalizacion de la ecuacién de la regresiéon simple a la regresion
miultiple es la siguiente:

n
Y = woxo + W1T1 + ... + WpTp = Zwﬂi
i=0
Como se puede ver en la Figura 5.2, gracias a la regresion simple se consigue la recta que
mejor se ajusta a los ejemplos de entrenamiento, mientras que con la regresién multiple se obtiene
el hiperplano que mejor se ajusta a los ejemplos y cuya dimensiéon vendra dada por el ntimero
de variables explicativas (caracteristicas) a modelar.

§=wo + wx

Target

residuo vertical

w (coeficiente)
=dy ! bx

\ o~ ()

W (eje interceptado)

\‘_\ y (Variable de destino)

0 Feature 2

x (Variable explicativa) T
2

Figura 5.2: Ejemplo de recta de regresion simple e hiperplano de regresion multiple, Fuente: [24].

Finalmente, para obtener la probabilidad asociada a cada una de las variables explicativas
en funciéon de la variable de destino, se emplea la funcién sigmoide, la cual viene dada por la
siguiente expresion:

_ 1
14 e®

Por ejemplo, la probabilidad de que se utilice una determinada pista (variable de destino
(Y)) cuando la velocidad del viento (variable explicativa (X)) tome un determinado valor (z) es:

Funcion Sigmoide = o(x)
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1
l+e* 14 ewotwiz

PY =klX =z) =

De esta forma se consigue adaptar el modelo de regresion (destinado a tareas de prediccion) al
modelo de regresién logistica, permitiendo asf realizar clasificaciones en funcién de la probabilidad
que tenga la variable de destino (y) de pertenecer a una clase u otra, generando asi un modelo
de clasificacion.

5.3.3. Arboles de Decisién

Los arboles de decisiéon son un tipo de algoritmo de aprendizaje supervisado destinado prin-
cipalmente a tareas de clasificacién. Este modelo se basa en una descomposiciéon de los datos
mediante una toma de decisiones que se basaran en una serie de preguntas. Los arboles de
decisién estan constituidos por:

1) Nodo interno: Los nodos internos son los atributos sobre los que se esta preguntando.

En cada nodo interno se evalta el valor de un atributo o caracteristica concreta, y en funcién
del mismo se determina por qué rama se debe seguir profundizando en el drbol. Esta rama
puede conducir bien a un nodo interno (donde se vuelve a evaluar el valor del atributo para
determinar por qué rama seguir) o bien a un nodo hoja (arrojando el resultado final de la
clasificacion).

2) Nodo hoja: Los nodos hoja representan el valor final de la clasificacion, es decir, la salida
asignada al ejemplo de entrada. Habitualmente toman valores binarios (si 0 no) pero también
pueden ser conjuntos de valores no binarios. A estos nodos se accede a través de ramas que
provienen de nodos internos y, a diferencia de estos, no tienen descendientes, por lo que son
el altimo nodo de una rama.

3) Rama: Las ramas son los valores o rango de valores, que puede tomar una determinada
caracteristica residente en el nodo interno. Sirven para conectar nodos internos tanto a otros
nodos internos como a nodos hoja. Un nodo interno puede tener tantas ramas de salida a otro
nodo como posibles valores tenga la caracteristica que representa.

Cabe destacar que el entrenamiento de los arboles de decisién es equivalente a la creacion
de los mismos, por lo que es fundamental generar el arbol de la forma mas 6ptima posible.
La clave a la hora de construir arboles de decisién reside en la forma en la que se seleccionan
los atributos para hacer las divisiones del arbol ya que determinara la eficacia y la eficiencia
del mismo. Una buena eleccién consiste en realizar la generacién de los nodos internos por
aquellos atributos que ofrezcan una mayor ganancia de informaciéon. De esta forma conseguimos
maximizar la expresividad de la division de los datos. Ademas de esto, una buena practica que
se suele realizar para evitar el sobreajuste consiste en lo que se conoce como “podar el drbol”.
Esta accién consiste en eliminan las ramas que se encuentren por debajo de un determinando
nivel de profundidad, reduciendo el nivel de detalle con que realiza la clasificacién y permitiendo
una mejor generalizacién.

Existen muchos algoritmos para la creacién de arboles de decisién, los mas conocidos son el
ID3, C4.5, C5.0 o el CART pero el principal de todos ellos es el algoritmo 1D3. Este algoritmo
realiza una busqueda por ascenso en el espacio de arboles, de tal forma que para cada nuevo
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iAlgo que
hacer?
8l NO Nodo interno
Serizas Meteorologia Rama
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Soleado Nublado Lluvioso
Nodo hoja_
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casa cafias

Figura 5.3: Ejemplo arbol de decision.

nodo interno, se elige un atributo y se distribuyen los ejemplos segtin ese nuevo nodo interno y
los anteriores. Este procedimiento se realiza hasta que se consigue que todos los ejemplos tengan
el mismo valor de decision.

La eleccion del atributo por el cual se va a realizar la divisién del nodo interno es muy impor-
tante ya que una mala eleccién puede hacer que se genere un arbol muy grande, produciendo una
pérdida en su eficacia y su eficiencia. Es por esto por lo que el algoritmo ID3 utiliza como criterio
de divisién que el tamano del arbol que se forme sea minimo. Esto se consigue haciendo divisiones
sobre aquellos atributos cuya divisién genere nodos internos que proporcionen clasificaciones mas
homogéneas.

Las principales heuristicas para seleccionar los atributos por los cuales se va a realizar la
divisién son las siguientes:

1. Ganancia de Informacion: La eleccién del mejor atributo de divisién se realiza a través
de la entropia, seleccionando aquel atributo que ofrezca una mayor ganancia de informacion.
La formula del calculo de la entropia y de la ganancia de informacién es:

n

Entropia(S) = Z —p; logs pi
i=1

Donde:

S: Conjunto de ejemplos.
p;: Probabilidad de los posibles valores.
n: Conjunto de caracteristicas.

i Valores de las caracteristicas que pueden tomar los ejemplos.
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S|

|5

Ganancia de Informacion = Entropia(S) — Z
veV(A)

- Entropia(.Sy)

Donde:

S: Conjunto de ejemplos.
A: Atributos de los ejemplos.
V(A) Conjunto de posibles valores que puede tomar el atributo A.

2. Indice de Gini: También se conoce como impureza de Gini. Representa la probabilidad
de que un elemento seleccionado aleatoriamente del conjunto de datos sea etiquetado de
manera errénea, suponiendo que este ha sido etiquetado de forma aleatoria de acuerdo a
la distribucién de caracteristicas del nuevo subconjunto. La eleccién del atributo se basa

en aquel cuyo valor de la impureza de Gini sea mayor, ya que esto quiere decir que la
homogeneidad es mayor. La impureza de Gini viene dada por la siguiente férmula:

Tami(f) =) fi(1 = fi)
=1

Donde:

f: Conjunto total de ejemplos.

fi: Ejemplos etiquetados con la clase ¢ del conjunto de ejemplos f.

En cuanto a las ventajas de los drboles de decisién destacan las siguientes:

Facil interpretacion.

Rapidez a la hora de clasificar nuevas muestras.

Relativamente robustos (hasta un determinado punto no se ven afectados por los outliers(ejemplos
poco representativos dentro del conjunto total de datos)).

Es un modelo de caja blanca.
Por contrapartida las principales desventajas de este tipo de modelos son:

= La divisiéon por atributos que dispongan de una alta ganancia de informacién es crucial
para que realice una buena clasificacion. Si en el conjunto de datos no hay ningin atributo
con dicha caracteristica, funcionara mal.

= No es capaz de generalizar para nuevas caracteristicas, por lo que si en algiin momento
se anade alguna caracteristica al conjunto de datos, se ha de crear otro arbol de decisién
distinto.

= Es muy facil tender al sobreajuste para arboles de decisién demasiado profundos y especi-
ficos.
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5.3.4. Ensembles

A menudo es habitual combinar diferentes modelos de clasificaciéon en un tnico metaclasifica-

dor con el objetivo de obtener un mejor rendimiento de generalizaciéon que cada clasificador por
separado, siendo este tipo de modelos de los méas populares hoy en dia para resolver problemas
de aprendizaje automatico. Las principales aproximaciones de ensembles son:

1)

60

Votacion: Para este tipo de ensemble se utilizan los mismos datos para entrenar todos los
modelos que conforman el ensemble, y del mismo modo a la hora de realizar una clasificacion,
esta se pasa por cada uno de los modelos internos. Esto hace que para cada valor de entrada se
obtengan n salidas intermedias (siendo n el nimero de modelos de clasificacion que conforman
el ensemble) y cuya salida final sera aquella que haya sido predicha un mayor nimero de veces
por estos clasificadores. Esta eleccion se consigue mediante el principio del voto mayoritario
(ver Figura 5.4), cuya etiqueta de clase seleccionada es aquella que ha sido elegida por la
mayoria de los modelos (en el caso de una clasificacion multiclase), o la que haya recibido
méas del 50 % de los votos (en el caso de clasificacién binaria). Existen otras técnicas para la
eleccién de la clase final como la eleccién basada en porcentajes, cuya salida final viene dada
por el valor maximo de la media aritmética de las probabilidades de cada etiqueta de clase por
parte de cada uno de los clasificadores, es decir, suponiendo que tenemos un ensemble formado
por 5 modelos de clasificacion cuyas etiquetas de clase de salida son casa y hotel, se obtiene la
probabilidad de cada una de ellas por parte de cada clasificador y se realiza la media, siendo
el resultado final el mayor valor de dichas medias. Este método de voto funciona muy bien
cuando los modelos que conforman el ensemble se encuentran bien entrenados (clasifican muy
bien las muestras de forma independiente).

Bagging: Para el caso del Bagging, se disponen de varios algoritmos de aprendizaje automéa-
tico, cada uno de ellos entrenado con un subconjunto del total de los datos de entrenamiento
(boostrap), elegidos de forma aleatoria con repeticion, de tal forma que cada uno de esos algo-
ritmos “conoce” tnicamente el subconjunto que se le ha asignado (ver Figura 5.5). Finalmente
el resultado final se obtiene combinando el resultado de todos los modelos internos, pudiendo
hacerse por votacién, calculo de medias aritméticas etc. El principal exponente de este tipo
de ensemble son los bosques aleatorios (random forest, en inglés).

Boosting: En el caso del Boosting, los modelos que conforman este ensemble se entrenan de
forma secuencial de tal forma que el conjunto de datos del modelo posterior contiene aquellos
datos que han sido mal clasificados por el algoritmo anterior (ver Figura 5.6), de tal forma que
el conjunto de datos es siempre distinto para cada uno de los modelos. La precisién de este
tipo de ensemble suele ser mejor que la de otro tipo de ensembles, aunque al realizar estos
pasos de forma secuencial hace que sea més lento que otras propuestas como por ejemplo
el Bagging. Algunas aproximaciones de este tipo de ensembles son: AdaBoost, XgBoost o
CatBoost.
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Figura 5.5: Ejemplo Bagging.
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Figura 5.6: Ejemplo Boosting.

5.3.5. Redes Neuronales

Las redes neuronales son modelos de computacién que emulan el modo en el que el cerebro
humano procesa la informacién: gran volumen de nodos de procesamiento interconectados entre
si representando de forma abstracta una neurona. Estas unidades de procesamiento (neuronas)
se organizan dentro de la red en tres tipos de capas:

1) Capa de entrada: Es la primera capa de la red y se encuentra constituida por todas aquellas
neuronas cuya funcién consiste en introducir la informacién que se va a procesar en al interior
de la red. Las neuronas que conforman esta capa no realizan ningin tipo de procesamiento.

2) Capas ocultas: Puede haber una o varias. Reciben como datos de entrada los datos de la
salida de la capa anterior, los procesa y los envia a la siguiente capa.

3) Capa de salida: Es la tltima de las capas que conforman la red. Su funcion consiste en recoger
la informacién proporcionada como salida en la ultima de las capas ocultas y proporcionar el
resultado final del procesamiento de toda la red.

La neurona artificial se define como la unidad de procesamiento basica que trata de emular
el comportamiento de una neurona humana. Ademaés de esto, es la unidad minima que conforma
una red neuronal. Una neurona artificial estd constituida por:

1) Entrada: Es el analogo de la dendrita en una neurona humana. Representa cada uno de los
valores de entrada que va a recibir la neurona. Se representa con x,.

2) Peso: Van asociados a cada una de las entradas y representa la “intensidad” o impacto
que tiene la conexiéon de la i-ésima entrada en la neurona. Ademaés, son los pardmetros que
se modifican durante el entrenamiento de la neurona para llevar a cabo el aprendizaje. Se
representa con wy,.

3) Sesgo: El sesgo (bias, en ingles) es un pardmetro interno dentro de la neurona que controla la
predisposicién de esta a devolver un valor u otro independientemente del valor de los pesos,
de tal forma que, cuanto méas alto sea este valor de sesgo, mayores han de ser los valores de los
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pesos para poder compensarlo. Al igual que los pesos, el valor del sesgo se modifica durante
el entrenamiento de la neurona. Se representa con b.

Funcién sumatorio: Es el nucleo de la neurona artificial. Se encarga de realizar una suma
ponderada con los datos que le llegan a la neurona (entradas, pesos y sesgo), obteniendo
como resultado el procesamiento de esa informaciéon. Esta funcién viene dada por la siguiente
expresion:

m
z= Zx,—wi +b
i=1

Como se puede observar, la operacién interna que realiza una neurona es la misma que la
que se realiza en modelos de regresion lineal, por lo que se puede decir que internamente la
neurona funciona como un modelo de regresion lineal.

Funcién de activacion: Es la andloga a la tasa de potencial de accién de una neurona
biolégica. Su funcién consiste en proporcionar la salida de la red tomando el resultado obtenido
en la suma ponderada y aplicdndole una funcién no lineal: sigmoide, tangente hiperbélica,
ReLU (Rectified Linear Unit), etc (ver Figura 5.7), limitando asi la amplitud de la salida de la
neurona. Asimismo, esta funcién permite distorsionar la linealidad de la salida de la neurona
ya que sin esta, la salida vendria dada por el resultado de la funciéon sumatorio, por lo que,
extrapolado a una red neuronal, la salida de esta seria equivalente a la realizacién secuencial de
operaciones de regresion lineal (tantas como neuronas tenga la red). Esta operacion secuencial
de regresiones lineales es equivalente a realizar iinicamente una regresion lineal, por tanto, la
no aplicacién de esta funcién de activacién no permitiria la creaciéon de redes neuronales. Por
lo tanto, la salida de una neurona viene dada por:

y:f(zﬂfiwi+b) = f(z)
i=1

Donde:

y: corresponde a la salida de la neurona.

f(z): corresponde a la aplicacion de la funcion de activacion f() al resultado obtenido en la
suma ponderada (z).

Aprendizaje en una neurona

El aprendizaje de una neurona artificial se basa en encontrar una combinacién de pesos

(w1, w3 ... wy) y del sesgo (b) para que el comportamiento de esta se ajuste y generalice lo mejor
posible los ejemplos de entrenamiento y los de test. El procedimiento del entrenamiento de una
neurona (ver Figura 5.9) es bastante simple y se puede resumir en los siguientes pasos:

)

2)

Se inicializan los pesos y el sesgo de la neurona a 0 o a valores aleatorios pequefios: por
ejemplo, valores en el rango [-0.5 , 0.5].

Para cada muestra del conjunto de entrenamiento z(%):
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Funcién Tangente Hiperbélica Funcién ReLU
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X

Figura 5.7: Ejemplos Funciones Activacion. Fuente: DataCamp (visitado 31-03-2020).

a) Se clasifica la muestra con los pesos y sesgo de la red actual.
b) Se compara el resultado obtenido con el resultado esperado (y® — ().

c¢) Si hay diferencias, se calcula el ajuste (Aw;) de los pesos y del sesgo.
Ab = a(y®) — @)
Aw; = a(y® — §@)z?

7

Donde:

Ab: Es el incremento del pardametro de sesgo.

Aw;: Es el incremento correspondiente al peso ¢ de la neurona.

«: Corresponde con el factor de aprendizaje que regula la velocidad de aprendizaje de
la red. Es un hiperparametro por lo que su valor rige el entrenamiento de la red. Este
parametro es una constante positiva pequena (normalmente oscila entre 0 y 1).

y®): Es la etiqueta de clase real de la muestra de entrenamiento.

§®): Corresponde con la etiqueta de clase predicha por la red.

d) Se modifican el valor de los pesos de la neurona y del sesgo.
bV =b+Ab
W = w; + Aw;
3) Se repite el paso 2 con todos los ejemplos hasta llegar a un determinado criterio de convergen-
cia, el cual puede venir dado por un ntimero maximo de épocas (iteraciones sobre todos los

datos del conjunto de entrenamiento) y/o un umbral para el namero de ejemplos clasificados
de forma errénea que se permiten.

En este punto cabe destacar que la convergencia en una neurona solo se puede garantizar
siempre que ambas clases sean linealmente separables (ver Figura 5.8) y el factor de aprendi-
zaje («) sea suficientemente pequeno. De lo contrario, se ha de fijar alguno de los criterios de
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convergencia mencionados anteriormente ya que sin ninguno de estos criterios, la red nunca
pararfa de actualizar sus pesos y seguiria entrendndose de manera indefinida.

Y . 4+ +
Linealmente separable Linealmente no separable |Linealmente no separable
!
+ * e
S0 ®e o ® &+ % o
Ll e ;. * Xz a + X3 o t+*t &
<] e : + L 1) = et - L *+ o+ =Y
© a1 * + e * o °
‘I 'y e + =}
X, X, ' X4

Figura 5.8: Ejemplos de conjuntos linealmente separables y no linealmente separables. Fuente:
[24].

Actualizacién del peso I I
P Error
-~ —_

@———» Salida

Funcion de Funcion de
entrada de red activacién

Figura 5.9: Esquema del entrenamiento de una neurona artificial. Fuente: [24].

Aprendizaje en una red neuronal

FEn el caso de las redes neuronales, el entrenamiento se vuelve mas complicado que en una
neurona ya que, como se ha mencionado anteriormente, las redes neuronales se encuentran cons-
tituidas por neuronas distribuidas en distintas capas, cuyas entradas dependen de las salidas de
las neuronas que conforman la capa anterior. Por tanto, si la red devuelve una salida errénea a
la esperada, jcomo saber qué pesos ajustar? ;Qué neurona/s son las que se encuentran desajus-
tadas y estan propiciando que la red se comporte de forma erronea? Para resolver este problema
se utilizan tres algoritmos: el algoritmo de propagacion hacia adelante (forward propagation, en
inglés), el algoritmo de propagacion hacia atras (backpropagation, en inglés) y el algoritmo del
descenso del gradiente (gradient descent, en inglés).

FEl primer paso del entrenamiento se lleva a cabo a través del algoritmo de propagacién hacia
adelante, en la que cada una de las neuronas recibe los datos de entrada procedentes de la capa
anterior, los procesa y los propaga a las capas posteriores hasta llegar a la dltima, la cual arrojaré
el resultado final del procesamiento de la red. Este resultado sera evaluado por una funcién de
coste? (rafz cuadrada media, error absoluto medio, entropia cruzada categérica, entropia cruzada
binaria, etc), obteniendo el error de la red.

*http:/ /www.diegocalvo.es/funcion-de-coste-redes-neuronales/.
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Una vez se ha calculado el error de la red, da comienzo el siguiente paso del entrenamiento, el
algoritmo de propagacién hacia atras. El funcionamiento de este algoritmo consiste en, a partir
del error en la salida de la red (diferencia entre la salida de la red y la esperada), se calcula el
error en cada una de las salidas de las neuronas que influyen en el resultado final. Este calculo se
realiza para cada una de las capas que conforman la red desde la dltima capa a la primera, de tal
forma que el resultado final es una matriz compuesta por los distintos valores de la funcién de
coste con respecto a las variaciones de los parametros de cada una de las neuronas de las capas
que conforman la red. Este procedimiento se puede resumir en 3 pasos:

1. Se calcula el error en la ultima capa de la red:

L_ 0C 0a"
 dal 9z

Donde:
L: Numero de capas de la red.
C': Funcién de coste.

a’: Funcién de activacién empleada en la capa L.

zI: Resultado de la suma ponderada en la capa L.

2. Se realiza la retropropagacién del error a la capa anterior:

Hal—1
9.1

5L—1 — WL(SL X
Donde:

6L Error producido en la capa L.

WL: Matriz de pesos de las neuronas en la capa L.

3. Se calcula cada una de las derivadas de la capa utilizando el error.
870 — 5L—1 . 870 — 5L—1aL—2

Donde:

bE~1: Matriz de sesgos de las neuronas en la capa L-1.
§L=1: Error producido en la capa L-1.

a®~2: Funcion de activacién empleada en la capa L-2.

Finalmente, una vez calculado el error que se produce en la red, se aplica el algoritmo de
descenso por gradiente, cuya funcién reside en aplicar modificaciones en los pesos de las neuronas
que conforman la red, de tal forma que se minimice el valor de la funcién de coste, minimizando
asi el error (ver Figura 5.10). Este gradiente viene dado como la derivada multivariable de la
funcién de coste con respecto a todos los pardametros de la red. El resultado grafico de este
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algoritmo es un vector que indica la direccion y sentido en el que la funcién de coste aumenta
a un mayor ritmo, por lo que para disminuir el error, hay que avanzar en sentido opuesto a
este vector. Existen distintas variantes de este algoritmo de optimizacion (Descenso estocastico
del gradiente, AdaBoost, Adam, etc), aunque la base principal en la que se fundamentan es la
misma que la que se explica en esta secciéon. Matematicamente se puede expresar el descenso por
gradiente de la siguiente forma:

¢
06,
V=1 : ; 0=0—aVf
oaC
09,
Donde:

V f: Vector gradiente.

f: Matriz de parametros de la red.

0;: Matriz de parametros de la red en la capa [.

C": Funcion de coste.

a: Factor de aprendizaje de la red.

!
Coste I
© !

Incremento l'
Aprendizaje (a) 1

Pt

OValor minimo de la Funcién

>

L
Pesos (W)

Derivada del coste
(30)

Figura 5.10: Ejemplo algoritmo descenso por gradiente.

Imaginemos que nos encontramos en una universidad formada por varios campus, cuya jerar-
quia se encuentra definida de la siguiente forma: 1) Rector; 2) Director de campus; 3) Director
de Grado; 4) Responsable de Asignatura. Estos miembros de la jerarquia tienen como mision
obtener la nota media de todas las carreras que se imparten en la universidad. Los responsables
de cada asignatura se encargan de enviar al director de grado la nota media de sus asignaturas
v este a su vez, toma las notas que ha recibido por parte de los responsables de las asignaturas y
calcula la media de las notas en el grado, para posteriormente enviarselas al director de campus,
y asi sucesivamente hasta llegar al dltimo nivel de la jerarquia, en el cual, la salida final es la
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nota media de todas las carreras impartidas en la universidad. Este proceso es el equivalente al
procesamiento hacia adelante en una red neuronal.

Supongamos que al final del ano lectivo (época), la nota media de todas las carreras de esa
universidad es un 4 (salida de la red) y el rector esperaba que fuese un 7 (salida esperada).
El rector, al ver que no se han conseguido los resultados esperados, pide responsabilidades a los
cargos situados un nivel inferior dentro de la jerarquia (directores de los campus de la universidad)
en busca de respuestas. Estos a su vez, piden explicaciones a los que se encuentran en un nivel
inferior y asi sucesivamente hasta calcular la influencia-responsabilidad que ha tenido cada uno de
los nodos (neuronas) dentro del sistema jerarquico (red neuronal) que han hecho que se llegue a
esa situacién no esperada. Esto seria el equivalente en el mundo real al algoritmo de propagacion
hacia atrés.

Finalmente, a partir de la informacion obtenida en el algoritmo de propagaciéon hacia atras,
el jefe de control de calidad (entidad externa a la universidad), realiza un informe con aquellos
cambios que se han de realizar en cada uno de los nodos que conforman la jerarquia universitaria,
que van a permitir mejorar las notas y minimizar la diferencia entre lo conseguido y lo esperado
(minimizar el error). Las medidas de mejora de ese informe son aplicadas a todos los nodos
(neuronas) del sistema jerarquico universitario, consiguiendo asi que se estos nodos se comporten
de una forma distinta (ajuste de pesos) ante la misma situacion (ejemplo de entrenamiento).
Finalmente se vuelve a probar el mismo ejemplo, pero esta vez aplicando las medidas descritas en
el informe, obteniendo asi otro resultado, el cual se ajustara mas a la salida deseada, minimizando
asi el error. Este informe y la aplicacién de sus medidas a cada uno de los nodos (neuronas) del
sistema jerarquico (red neuronal) es el equivalente en el mundo real del algoritmo de descenso
por gradiente.
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Modelo de Datos

6.1. Raw Data

Los datos son una parte fundamental para el entrenamiento y validacién del modelo de
aprendizaje automético, por lo que un correcto manejo de estos permitird mejorar la eficacia
final del modelo. Los datos en crudo (raw data) son los datos que se han obtenido en una
primera instancia y sobre los que se aplicaran diversas modificaciones y adaptaciones, generando
asi un nuevo conjunto de datos mejorado y refinado, que seré el que se utilizara en el modelo de
aprendizaje final.

Como se puede ver en la Tabla 6.1, se dispone de informacién relativa a la operaciéon que se
realiza, el aeropuerto donde se efectta, las condiciones meteorologicas en el momento de la ope-
racion, informacion relativa al vuelo, etc. Con toda este conjunto de datos en crudo se realizaran
distintas operaciones de normalizaciéon y de refinamiento para poder asi extraer informacion de
ellos de una forma mas eficaz, ademas de poder utilizarlos para entrenar modelos de aprendizaje
automéatico ya que, en su estado en raw, es muy posible que o bien los modelos no funcionen
correctamente o bien los resultados que den no sean tan buenos como lo serfan si se hubiese
realizado este pre-procesamiento inicial. Del mismo modo, se consigue asegurar que los datos son
correctos: eliminando valores erréneos, nulos y outliers; corregir errores puntuales o sisteméticos,
obtener subconjuntos de datos relevantes para el problema, etc.

6.1.1. Conjunto de datos inicial

El conjunto de datos original se encuentra constituido por registros individuales de operacio-
nes de aterrizaje y despegue llevadas a cabo en el aeropuerto de Barajas durante los afios 2018 y
2019. Estos registros se han obtenido mediante reconstruccién de trayectorias de vuelo a partir
de mensajes ADS-B procedentes de las aeronaves [21].

El dataset original contiene un total de 733.825 registros de vuelo, de los cuales 346.198
(aproximadamente el 47,17 %) pertenecen a operaciones realizadas durante el afio 2018, mientras
que 387.627 (52,83 %) corresponden al ano 2019. Para cada uno de estos registros se dispone de 30
caracteristicas (columnas) entre las que se incluyen informacion relativa al momento de realizar
la operacion (tipo de operacion, altitud, velocidad, etc), a la meteorologia en el aeropuerto
(velocidad del viento, lluvia, visibilidad, etc) y al vuelo (identificador de la aeronave, origen,
destino, dia en el que se realizo el vuelo, etc). En las Tablas 6.2, 6.3 y 6.4 se muestran las
principales propiedades (tipo de datos, nimero de registros nulos, valor minimo, maximo y medio,
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Campo Descripcion Campo Descripcién
id_leg Identificador de la trayectoria. part_date utc Fecha en la que se realiz6 el vuelo.
runway Pista utilizada. valid time Fecha y hora en %a.que se emitio
] Operacion que se realiza: - el reporte meteorologico del METAR.
operation (Landing, Take-Off). tmp Temperatura.
. Identificador del dew_pt Punto de rocio.
hexid transpondedor de la aeronave. rel__hum Humedad relativa.
callsign Identificador del vuelo. wind_ dir Direccién del viento.
. Instante temporal en el que comienza win_ sp Velocidad del viento.
time__stamp . . i
- la operacion. (aterrizaje/despegue). wind_gust Velocidad de las rachas
Mediana de las altitudes obtenidas ~ de viento.
altitude en los mensajes ADS-B referidas visih Visibilidad.
a la operacion. press Presion.
Mediana de las velocidades obtenidas rain Existencia de lluvia.
ground_ speed en los mensajes ADS-B referidas snow Existencia de nieve.
a la operacion (respecto a tierra). drizzle Existencia de llovizna.
Mediana de las velocidades de fog Existencia de niebla.
. ascenso y descenso obtenidas . Hora del dia en la que se realiz6 la
vertical rate . . time_ class L
- en los mensajes ADS-B referidas - operacion.
a la operacion. time._ref Intervalos de 30 minutos transcurridos
type Tipo de aeropuerto. — desde las 00:00.
origin Origen del vuelo. day week Dia de la semana.
destination Destino del vuelo. month Mes.

Tabla 6.1: Descripciéon de las caracteristicas del modelo de datos inicial.

etc) de los atributos pertenecientes a cada una de estas entidades:

Atributo Tipo de | Registros Media DeSYiaci()n \{a!or \(al.or
datos nulos estandar | minimo | maximo

callsign String 2 - - - -
hexid String 1 - - - -
id_leg String 0 - - - -
origin String 2.296 - - - -
destination String 34.868 - - - -
time stamp String 1 - - - -
part date utc String 1 - - - -
valid _time String 1 - - - -
day week Float 1 2,96 + 1,97 0 6
month Float 1 6,69 + 3,37 1 12

Tabla 6.2: Analisis caracteristicas pertenecientes al vuelo.
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Atributo Tipo de | Registros Media DeSYiaci()n \{a!or \(al.or
datos nulos estdndar | minimo | maximo
operation String 1 - - [Landing; Take-Off]
altitude Float 1 2.985,29 + 856,99 1.350 6.400
ground speed Float 1 158,42 + 20,65 0 730
vertical rate Float 1 719,41 + 1.506,66 -15.264 8.128
type String 1.039 - - - -
runway String ! B B [141;14R;18L;18R;
321;32R;361;36R]
Tabla 6.3: Analisis caracteristicas pertenecientes a la operacion.
Atributo Tipo de | Registros Media DeSYiaci()n \{a!or \(al.or
datos nulos estandar | minimo | maximo
time class Float 1 12,88 + 5,18 0 23
time ref Integer 0 18.269,42 + 9.975,01 0 35.040
tmp Float 29.968 17,28 + 9,34 -6 41
dew pt Float 29.968 6,14 + 5,24 -16 20
rel hum Float 29.968 55,13 + 25,17 4,98 100
wind _dir Float 110.476 199,71 + 108,33 0 360
wind _sp Float 30.002 16,11 + 103,93 0 3240
wind _gust Float 3.033 3,43 + 11,87 0 90,74
visib Float 32.013 9,76 + 1,03 0 10
press Float 29.968 1.016,84 + 6,71 982 1.036
rain Float 3.033 -0,02 + 0,14 -1 1
SnOw Float 3.033 —6,3-107° + 0,007 -1 0
drizzle Float 3.033 -8.107° + 0,092 -1 1
fog Float 3.033 0,01 + 0,13 0 1

Tabla 6.4: Analisis caracteristicas pertenecientes a la meteorologia.

6.2. Generacion del conjunto de datos final

La generacion del conjunto de datos final se ha llevado a cabo tras un proceso de refinado
sobre los datos en crudo (raw data), de tal forma que, aplicando una serie de transformaciones
sobre estos se consiga una mejora significativa a la hora de utilizarlos para el entrenamiento de
modelos de aprendizaje automaético. Las transformaciones que se han llevado a cabo sobre los
datos han sido las siguientes:

1) Normalizacién de las variables cualitativas: Las variables cualitativas o variables nomi-
nales, son un tipo de variables estadisticas que permiten la representacién o descripcién de
cualidades sin la necesidad de utilizar valores numéricos, como por ejemplo, la representacién
del sexo de una persona (hombre, mujer), el estado civil (soltero, casado, divorciado, etc).

Este tipo de variables se caracterizan principalmente por no poder medirse u ordenarse nu-
méricamente, por lo que no son interpretables segtin los principios en los que se basan los
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algoritmos de aprendizaje automatico (mateméticos y estadisticos), para lo cual es necesa-
ria su transformacién a un valor numeérico. Por ello es necesario llevar a cabo un proceso de
normalizacidn-codificacion de estas variables, de tal forma que se consiga representar de forma
numeérica esta informacion, haciendo posible su utilizacién. Para llevar a cabo este proceso de
normalizacién se han utilizado las siguientes técnicas:

a) Codificacion mediante etiquetas de clase: Este tipo de codificacion es la mas sencilla
e intuitiva a la hora de realizar un mapeo de clases. El funcionamiento de este tipo de
codificacion consiste en asignar una etiqueta numeérica (generalmente comienza en el valor
0) a cada uno de los valores inicos de una columna, de tal forma que si tuviésemos una
columna Sezo, cuyos valores fueran: Masculino, Femenino y Otro, su codificacion seria:
{“Masculino”: 0, “Femenino”: 1, “Otro”: 2}, obteniendo asi datos cuantitativos a partir de
datos cualitativos.

b) Codificacién en caliente (hot encoding): La codificacion en caliente (hot encoding,
en inglés) es un tipo de codificacion de variables cualitativas cuya idea consiste en generar
una caracteristica ficticia para cada valor tnico en la columna de caracteristicas nominales,
de tal forma que el resultado final estarfa formado por tantas columnas como valores
inicos hubiese. Siguiendo el ejemplo anterior, la codificacién en caliente de la columna
Sexo (cuyos valores tnicos son: Masculino, Femenino u Otro) estaria constituida por 3
nuevas columnas: (Sexo_Masculino, Sexo Femenino, Sexo_Otro), cuyos valores serian
(1,0,0) para el sexo Masculino; (0,1,0) para el Femenino y (0,0,1) para Otro. Las columnas
resultantes de esto se las conoce también como wariables dummies (dummy variables, en
inglés).

Columnas Originales | Etiquetas de Clase Codificacion en Caliente

. Sexo Sexo Sexo

Nombre Sexo Sexo Etiqueta Masculino | Femenino Otro
Catelyn Femenino 1 0 1 0
Caminante Otro 9 0 0 1

Blanco

Arya Femenino 1 0 1 0
Eddard Masculino 0 1 0
Tyrion Masculino 0 1 0 0

2)

72

Tabla 6.5: Ejemplo codificaciéon mediante etiquetas de clase y codificacién en caliente.

Tratamiento de datos ausentes: Es habitual que a la hora de trabajar con datos, nos
encontremos con que faltan valores. Esto puede deberse a determinadas causas (error en el
proceso de recopilacién de datos, que algunos valores se obtengan mediante la combinacién
de otros y esta no se haya podido llevar a cabo para algunos registros, etc). Esto supone un
problema a la hora de trabajar con el dataset, ya que, tanto a la hora de obtener informacion
de ellos como a la hora de operar, podemos llegar a propagar esa falta de datos a otras
columnag, obtener conclusiones erréneas de los datos a la hora de analizarlos, afectar al
correcto funcionamiento del modelo de aprendizaje automatico y otras muchas contrapartidas
debido a esta ausencia. Es por ello por lo que solventar esta falta de datos es una tarea
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primordial y que se ha de realizar antes de efectuar cualquier otra operaciéon sobre el conjunto
de los datos. Las principales técnicas de tratamiento de datos ausentes y las que se han
utilizado son las siguientes:

a) Eliminaciéon de muestras o caracteristicas: La eliminacion de muestras o caracteris-
ticas, es la técnica mas sencilla a la hora de operar con datos ausentes. Consiste llevar
a cabo la eliminacién de todos aquellos registros para los cuales no disponemos de todas
sus caracteristicas (para el caso de la técnica de eliminacion de muestras), o bien eliminar
todas aquellas columnas en las que existe algin valor ausente. A pesar de que es la técnica
de tratamiento de datos ausentes mas bésica e intuitiva, también es la que més impacto
causa ya que durante el proceso se pierde una grandisima cantidad de datos que pueden
ser valiosos, ademés de perder caracteristicas importantes. Es por ello por lo que es re-
comendable utilizarla tnicamente en situaciones muy puntuales o especificas y optar por
otro tipo de técnicas.

b) Interpolacién de datos ausentes: A menudo no es posible realizar una eliminacion
de muestras o caracteristicas ya que podriamos llegar a la situacién de perder la mayor
parte de los datos o incluso todos. La solucién a este problema consiste en realizar una
imputacién de los datos ausentes. Las principal técnica de interpolaciéon de datos ausentes
es la técnica de imputacion de datos. Esta técnica consiste en asignar a cada valor
ausente de una columna un nuevo valor, el cual se obtiene a partir de los datos de esa
columna. Los valores més utilizados para asignar a los valores desconocidos son: 1) Media
de todos los valores; 2) Valor maximo, 3) Valor minimo, 4) Primer valor conocido antes
del valor ausente; 5) Primer valor conocido después del valor ausente; 6) Valor por defecto:
(0, 1, etc).

6.2.1. Obtencién de la configuracién a partir de utilizacién de las pistas

Debido a que en el conjunto de datos en bruto no disponemos de ninguna caracteristica
explicita de la configuracion de pistas que se estd utilizando en cada uno de los vuelos, sera
necesario llevar a cabo un proceso de obtencién de nuevas caracteristicas a partir de los datos
originales. Esto supone un paso adicional en el tratamiento de los datos ya que es necesario
realizar operaciones sobre estos con la finalidad de obtener una nueva columna que a priori no
existe. Para ello se ha realizado un proceso de extraccién de informacién a partir de los datos
iniciales y es que, como ya se ha mencionado en la Seccion 4.9, el aeropuerto de Barajas dispone de
dos configuraciones: Configuracién Norte y Configuraciéon Sur. Cada una de estas configuraciones
tienen asignadas un determinado ntimero de pistas para realizar las maniobras de aterrizaje y
otras para hacer las maniobras de despegue. Con esta informacién y la disponible en el dataset, es
posible determinar cuantas operaciones de cada tipo han sido realizadas en cada una de las pistas
durante un intervalo determinado de tiempo, consiguiendo asi determinar qué configuraciéon se
ha estado utilizando en cada instante temporal y, por tanto, obteniendo la configuraciéon en la
que cada vuelo ha realizado la maniobra correspondiente.

Para ello se ha realizado un andlisis en tres fases:

1) Analisis de la configuracion a nivel mensual: El primer analisis realizado consistio en
observar el comportamiento de la configuracién del aeropuerto para cada uno de los meses.

De esta forma se pretende encontrar algin patrén de comportamiento para cada uno de los
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Figura 6.1: Configuracion de las pistas para los meses de Enero, Febrero, Marzo y Abril (en azul:
despegue; en naranja: aterrizaje).
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Como se puede observar en la Figura 6.1, la idea de intentar observar la configuraciéon a una
escala temporal tan general no nos permite obtener los instantes temporales en los que se
producen estos cambios de una configuracién a otra ya que estos se realizan en intervalos
temporales relativamente pequenios (entre 15 y 45 minutos), por lo que para obtener unos
valores mas representativos es necesario reducir el intervalo temporal sobre el que se realiza
el anélisis.

Anailisis de la configuracion a nivel de horas y minutos: Debido a que el intervalo
sobre el que se estaba obteniendo la configuracién era demasiado amplio, se disminuy6 hasta
periodos de 1 hora y de 30 minutos. La diferencia principal entre estos es que, como era de
esperar, con el intervalo de 30 minutos se consigue una mayor precision a la hora de localizar
el momento temporal exacto en el que se realiza un cambio de una configuracion a otra, por
lo que, este dltimo serd el intervalo que se utilizard para determinar la configuracién.

Como se puede ver en la Figura 6.2, para este intervalo se aprecia claramente la configuracion
que hay en cada uno de estos instantes temporales, consiguiendo asi una mayor precisiéon a
la hora de determinar los cambios. No obstante, hay intervalos en los que se estan utilizando
pistas pertenecientes a ambas configuraciones. Esto se debe a que, posiblemente en ese periodo
temporal se esté produciendo un cambio entre una configuracién y otra ya que no puede haber
dos configuraciones al mismo tiempo. Para filtrar en una primera instancia estas situaciones
y eliminar el posible ruido que pudiera haber en alguna de ellas, se ha establecido un valor de
sensibilidad, el cual determinaré si una configuraciéon en un intervalo conflictivo es norte o sur
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Figura 6.2: Configuracion en intervalos de 30 minutos (en azul: despegue; en naranja: aterrizaje).

en funcion de dicho valor, por ejemplo, si tenemos un valor de sensibilidad del 60 %, un instante
temporal en el que se utilicen ambas configuraciones se considerard como Configuracién Norte
si al menos el 60 % de los vuelos en dicho intervalo se realizan en las pistas pertenecientes
a la Configuraciéon Norte, y del mismo modo con la Configuracion Sur. En el caso de que
ninguna configuracién consiguiese superar dicho umbral, se mantiene como “configuracion
indeterminada” solventandose posteriormente.

Tras llevar a cabo este anélisis sobre los 36.743 intervalos de tiempo, la deteccion de intervalos
conflictivos ha sido:

Sensibilidad | Intervalos concflictivos | Vuelos Afectados | Vuelos afectados (%)
50 % 22 176 0,023
60 % 125 2.295 0,312
75 % 295 5.643 0,768
95 % 513 10.198 1,389

Tabla 6.6: Impacto de los intervalos conflictivos en los vuelos en funcién de la sensibilidad.

La Figura 6.3, representa el niimero de intervalos conflictivos a medida que aumenta el valor
de la sensibilidad.

Finalmente, para eliminar los intervalos conflictivos que han quedado tras el filtrado por el
umbral de sensibilidad, se han tomado las siguientes medidas:

a) Reduccion del intervalo en los puntos conflictivos: La primera medida tomada para
eliminar esta caracterfstica y mejorar la precisién en cuanto al instante temporal en el que
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Figura 6.3: Deteccién de configuraciones conflictivas en funcién del umbral de sensibilidad.

se realiz6 el cambio de una configuracion a otra, fue la de reducir a 15 minutos el intervalo
en los puntos en los que aparecia que se estaban utilizando las dos. Esta medida no fue
muy efectiva ya que en la mayoria de estos puntos no se disponia de registros de vuelos
con 15 minutos de antelacion o retraso. No obstante, gracias a ella se consiguié mejorar la
configuracion para 1.952 de los vuelos.

b) Mayor utilizacion de pistas: Esta medida consiste en comparar el nimero de operacio-
nes que se realizan sobre las pistas pertenecientes a la Configuraciéon Norte con el nimero
de operaciones que se realizan en las pistas de la Configuracién Sur, asignando a cada
periodo conflictivo la configuracion con una utilizaciéon de pistas mayor. A pesar de que
esta modificacion puede resultar intuitiva, no deja de ser una sustituciéon importante sobre
el conjunto de los datos, por lo que, es importante observar el impacto global que esta
supone. Esta medida afecta a un total de 8.246 vuelos (aproximadamente un 1,13 % del
conjunto de los datos), por lo que suponiendo que esta fuera muy perjudicial, el impacto
que supone es minimo.

Finalmente, con los pasos descritos a lo largo de esta subseccién, ya tenemos la informacion
necesaria para generar la nueva columna con la configuracion de la pista que se esté utilizando. El
siguiente y ultimo paso consiste en tomar la hora de realizacién de la operaciéon en cada uno de los
registros de los vuelos y asignarle a este la configuracién utilizada en ese momento, generando asi
una nueva columna a partir de los datos del dataset inicial. Sobre esta columna aplicaremos las
técnicas de normalizacién de variables cualitativas, obteniendo una nueva columna que describe
(de forma normalizada) la configuracion de las pistas para cada uno de los registros de vuelo. Esta
nueva columna normalizada serd la columna a predecir por el modelo de aprendizaje automatico.
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6.3. Conjunto de datos final

Una vez finalizada la tarea de preprocesado de los datos en crudo, en la que se han realizado
operaciones de normalizacién, tratamiento de valores ausentes y generaciéon de nuevas caracte-
risticas necesarias a partir de los datos disponibles, es el momento de unificar todos esos datos y
generar asi el conjunto de datos final. Este conjunto de datos serd el que se utilizara a lo largo
del proyecto tanto para entrenar y validar los modelos de aprendizaje automatico, como para
seleccionar la mejor configuracion de los hiperparametros del mismo, consiguiendo de este modo
evaluar la eficacia de este.

FEn la Tabla 6.7 se muestran tanto las nuevas caracteristicas introducidas en el modelo de
datos, como aquellas que han sido eliminadas de este, de tal forma que que el modelo de datos
final queda conformado y estructurado de la forma en que se muestra en la Figura 6.4.

Campo Tipo de caracteristica Modificacién realizada
time_ stamp Original - Eliminacién
part_ date_ utc Original - Eliminacion
valid_ time Original - Eliminacion
operation_ Landing Artificial - Hot Encoding
operation_ TakeOff Artificial - Hot Encoding
runway 141 Artificial - Hot Encoding
runway 14R Artificial - Hot Encoding
runway 181 Artificial - Hot Encoding
runway 18R Artificial - Hot Encoding
runway _ 32L Artificial - Hot Encoding
runway 32K Artificial - Hot Encoding
runway _ 36L Artificial - Hot Encoding
runway _36R Artificial - Hot Encoding
configuracion_ NORTE Artificial - Hot Encoding
configuracion_ SUR Artificial - Hot Encoding
configuracion Artificial - Etiquetas de Clase

Tabla 6.7: Modificaciones realizadas para llevar a cabo la generacion del modelo de datos final.

6.4. Extraccion de informacién del modelo de datos

Después de haber generado el modelo de datos final, asegurandonos de que todos los datos
se encuentran normalizados y que no hay ningin valor ausente, el siguiente paso consiste en
realizar un anélisis de los datos en busca de relaciones y dependencias entre las caracteristicas
de los datos que se utilizaran como predictors (atributos que se utilizaran para ayudar al modelo
de aprendizaje automatico a obtener el resultado esperado) y el target (atributo o caracteristica
que se quiere predecir y que actiia como salida del modelo de aprendizaje automatico). Para ello

la forma més eficaz y visual de hacerlo es mediante la utilizacion de una matriz de correlacion’.

"https://support.minitab.com/es-mx/minitab/18/help-and-how-to/modeling-statistics /multivariate /how-
to/item-analysis/interpret-the-results/all-statistics-and-graphs/.
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METEOROLOGIA
—> ENUM RUNWAY
—> +time_class: Integer
VUELO +14L
+ callsign: String +14R * time_ref: Integer
+id_leg: String 0 +18L * tmp: Integer
OPERACION -
- origin: String 18R + dew_pt: Integer
» + operacion; String + rel_hum: Float
+ destinantion: String +32L - )
+ altitude: Float +wind_dir: Integer
+ day_weel Integer +32R -
+ ground_speed: Float +wind_sp: Float
+ month: Integer + 36L -
) +vertical_rate: Integer +wind_gust: Float
+ airplane: String ) + 36R -
+ type: String + visib: Float
+ runway: Enum(} + press: Integer
R— + meteorologia: Integer + rain Boolean
+ hexid: String MI ENUM _CONFIGURACION + snow: Boolean
+ operacion: String + configuracion_norte + drizzle: Boolean
+ configuracion_sur + fog: Boolean

Figura 6.4: Diagrama de clases.

Una matriz de correlacién es una tabla de doble entrada en cuyos ejes se sitiian las etiquetas
o los nombres de los distintos atributos de los que se desea obtener la correlacién, y cuyos valores
se corresponden con el coeficiente de correlacion (p) (generalmente se utiliza el coeficiente de
Pearson pero se puede utilizar otro coeficiente como el de Kendall o el de Spearman). Este
coeficiente muestra la relacién o independencia que tiene una variable con respecto de otra en
un rango de valores que va desde el -1 hasta el 1. Dependiendo del valor que tome, se puede
interpretar de la siguiente forma:

e (p = 1): Dependencia total positiva entre ambas variables (cuando una de ellas aumenta, la
otra también lo hace en una proporciéon constante).

e (0 < p < 1): En este caso tenemos una dependencia positiva entre ambas variables (cuando
una de ellas aumenta, la otra también lo hace).

e (p = 0): Independencia total entre ambas variables.

e (—1 < p < 0): En este caso tenemos una dependencia negativa entre ambas variables (cuando
una de ellas aumenta, la otra disminuye).

e (p = -1): Dependencia total negativa entre ambas variables (cuando una de ellas aumenta, la
otra disminuye en una proporcién constante).

Como se puede apreciar en la matriz de correlacién de la Figura 6.5, los principales atributos
que identifican tanto a la aeronave como al vuelo, no tienen relacién alguna ni con la pista que
utiliza ni con la configuraciéon. Este hecho es razonable ya que la eleccién de las pistas se hace de
acuerdo a condiciones meteorologicas o de trafico aéreo y en ningtn caso un determinado vuelo o
aeronave tiene “reservada” una pista para ser utilizada tnicamente por ella, por lo que es légico
que estas variables no tengan relacion ni directa ni indirecta sobre la pista o la configuracion. La
conclusién a la que podemos llegar mediante esta matriz es que el origen, destino y aeronave que
realiza un vuelo no influyen a la hora de determinar en qué pista ha de realizar este la maniobra.
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Matriz de Correlaciéon Aeronave y Vuelo
runway_14L
runway_14R
runway_18L
runway_18R
runway_32L
runway_32R 02
runway_36L -0.0
runway_36R

--0.2
operation_Landing

operation_TakeOff . - =04

id_leg --06

hexid
--0.8

callsign
type -1.0

origin

destination

configuration_NORTE

configuration_SUR

runway_14L
runway_14R
runway_18L
runway_18R
runway_32L
runway_32R
runway_36L
runway_36R
operation_TakeOff
id_leg

hexid
callsign

type

origin
destination

operation_Landing
configuration_NORTE
configuration_SUR

Figura 6.5: Matriz de Correlacién para todos los atributos de la aeronave y el vuelo.

Si nos fijamos ahora en cémo se encuentran relacionadas las pistas y las configuraciones con
respecto a los atributos relativos a la hora en la que se realiza la maniobra (ver Figura 6.6), vemos
como aqui si que existen més relaciones entre los atributos propios de la maniobra, el estado de las
pistas y la configuracion. En este caso se puede observar que existe una fuerte correlacion positiva
entre la pista 14L, la Configuracion Sur, la altitud, la operaciéon de despegue y las velocidades
tanto vertical como con respecto a tierra, confirmando de este modo la utilizacién de dicha pista
para la realizacion de las maniobras de despegue. De forma anéloga podemos llegar a la misma
conclusién para el resto de las pistas y configuraciones. Las conclusiones a las que podemos llegar
mediante esta matriz son las siguientes:

a) La Configuracion Norte se encuentra constituida por las pistas 32L, 32R, 36L y 36R.

)

b) La Configuracion Sur se encuentra constituida por las pistas 18L, 18R, 14L y 14R.

c¢) Las pistas 32L, 32R, 18L y 18R se utilizan para realizar las maniobras de aterrizaje.
)

d) Las pistas 36L, 36R, 14L y 14R se utilizan para realizar las maniobras de despegue.

Finalmente, en el caso de la matriz de correlacion entre la meteorologia, las pistas y la
configuracion (ver Figura 6.7), observamos cémo existe una correlacion positiva entre la pistas:
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Matriz de Correlacién momento de la maniobra
runway_14L
runway_14R
runway_18L
runway_18R
runway_32L
runway_32R 02
runway_36L -0.0

runway_36R

--0.2
operation_Landing

operation_TakeOff . - 04

time_class

day_week
-0.8
month [
altitude -1.0

ground_speed

vertical_rate

configuration_NORTE

configuration_SUR .

month

altitude

runway_14L
runway_14R
runway_18L
runway_18R
runway_32L
runway_32R
runway_36L
runway_36R
operation_Landing
operation_TakeOff
time_class
day_week
ground_speed
vertical_rate
configuration_NORTE
configuration_SUR

Figura 6.6: Matriz de Correlaciéon para los atributos a la hora de realizar la maniobra.

14L, 14R, 18L, 18R, la temperatura y el viento (velocidad y rachas). Esto nos indica que en
el caso de que existiesen rachas de viento en el momento de la maniobra, estas se efectuarian
siempre en alguna de las pistas anteriormente mencionadas, motivado por motivos de seguridad
a la hora de realizar la maniobra. En caso contrario, las maniobras se realizarian sobre las pistas

restantes: 321, 32R, 361 y 36R. Las conclusiones a las que podemos llegar mediante esta matriz
son las siguientes:

a) En caso de que aumente la velocidad del viento y las rachas, las maniobras se realizaran sobre
las pistas: 14L, 14R, 18L, 18R.

b) En caso de que disminuya la velocidad del viento y las rachas, las maniobras se realizaran
sobre las pistas: 32L, 32R, 36L y 36R.

¢) En el caso de que se produzca un aumento en la temperatura, las maniobras se realizarian
sobre las pistas: 321, 32R, 36L y 36R.

d) En el caso de que se produzca una disminucion en la temperatura, las maniobras se realizaran
sobre las pistas: 141, 14R, 18L, 18R.
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Matriz de Correlacion Meteorologia
runway_14L

runway_14R
runway_18L
runway_18R
runway_32L
runway_32R
runway_36L
runway_36R
operation_Landing -0.0
operation_TakeOff .
tmp --02
dew_pt | o4
rel_hum .

wind_dir

win_sp
wind_gust -0.8

visib
press -1.0

snow

drizzle

fog

configuration_NORTE

configuration_SUR

runway_14L
runway_14R
runway_18L
runway_18R
runway_32L
runway_32R
runway_36L
runway_36R
operation_Landing
operation_TakeOff
tmp

dew_pt

rel_hum

wind_dir

win_sp

wind_gust

visib

press

snow

drizzle

fog
configuration_NORTE .

configuration_SUR

Figura 6.7: Matriz de Correlacién para los atributos en funcién de factores meteorolégicos.
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Capitulo 7

Construccion del modelo

7.1. Eleccién inicial de modelos

Una vez preprocesados y refinados los datos que se van a emplear para entrenar y evaluar los
modelos de aprendizaje automatico, el siguiente paso consiste en realizar una prueba inicial con
los principales modelos de aprendizaje automatico destinados a tareas de clasificacion. El objetivo
de esta prueba inicial es aplicar estos modelos, con sus parametros por defecto, al problema
de la configuracién de las pistas, para elegir el que mejor comportamiento presente. Después,
calcularemos los valores mas adecuados de los hiperpardmetros de este modelo para optimizar
su eficiencia. Para ello, se van a analizar los principales modelos de aprendizaje automatico
enfocados en la clasificacién, ademéas de los que han sido utilizados en anteriores propuestas
(ver Seccion 5.1). Los algoritmos que se van a utilizar son: K-Vecinos Mas Cercanos, Regresion
Logistica, Bosques Aleatorios y Redes Neuronales.

Las pruebas iniciales de estos modelos se llevaran a cabo con 4 subconjuntos de datos distintos
(se utilizaran todos los registros y se variaran las caracteristicas) para determinar que conjunto
de caracteristicas se comporta mejor y obtiene mejores resultados con respecto a las demés. Estos
subconjunto de datos son:

1) Todas las caracteristicas y variable de destino hot encoding (FULL): Esta distribu-
cién de datos se basa en utilizar como predictores de la configuracién de las pistas todas las
caracteristicas con las que cuenta el dataset, independientemente de la relacion o influencia de
estas con la propia configuracién. La variable de destino que se utilizard para esta distribuciéon
es la configuracion de la pista en su representacion hot encoding, es decir, en lugar de utilizar
como destino una tnica columna, se utilizaran las que se correspondan a la codificacién en
caliente de la configuracién.

2) Todas las caracteristicas y variable de destino etiqueta de clase (FNORM): Esta
distribucién es muy similar a la distribucién anterior con la diferencia de que, en esta, la
caracteristica que utilizamos como destino se corresponde al valor de la configuraciéon en su
estado como etiqueta de clase. De esta forma se espera observar si existen grandes diferencias
en el resultado obtenido utilizando como destino una caracteristica en una representacién u
otra.

3) Todas las caracteristicas relacionadas y variable de destino hot enconding (RE-
LATED): Para esta distribucion, se han utilizado unicamente aquellas caracteristicas que
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de algin modo tengan relacion e influencia en la decision de elegir una configuraciéon u otra.
Esta relacién analizé en profundidad en la Seccién 6.4, en la que se observé como no todas
las caracteristicas de las que se dispone influyen en la eleccién de una configuracién u otra.
Al igual que la distribucion (FULL), la variable de destino empleada ser4 la configuracion de
las pistas en su representacién hot encoding.

4) Todas las caracteristicas relacionadas y variable de destino etiqueta de clase
(RNORM): Esta es la ultima distribuciéon elegida para comprobar la eficacia de los mo-
delos. Al igual que la anterior, las caracteristicas utilizadas para calcular la configuracion
serdn aquellas que tengan relacién con la configuracion de las pistas, y la variable de destino
serd la configuraciéon de las pistas en su representaciéon como etiqueta de clase.

Para llevar a cabo este anélisis inicial de los modelos, se ha realizado una divisién estratificada
sobre el conjunto de datos, de tal forma que el 80 % de estos (587.057 registros) seran utilizados
para el entrenamiento del modelo ( Train Set), y el 20 % restante (146.765 registros) se empleara
para la evaluacion (7Zest Set). En este caso en concreto no se va a utilizar un conjunto de
validacion ( Vaidation Set), debido a que ninguno de los modelos de aprendizaje automéatico que
se van a emplear hacen uso de este subconjunto de datos, por lo que prescindir de él permitird
disponer de un mayor conjunto de entrenamiento y de prueba.

En el caso de las meétricas, la comparativa entre los modelos de aprendizaje automatico se
realizard comparando su precision (cuantos ejemplos ha clasificado correctamente del total de
ejemplos positivos) sobre el conjunto de datos de prueba, siendo mejor el modelo que mayor valor
de precisiéon arroje.

7.1.1. Bosques aleatorios

Como ya vimos en la Seccién 5.2, los bosques aleatorios son un tipo especial de modelo de
aprendizaje automatico denominado ensemble, cuya caracterfstica principal reside en que estos
se encuentran constituidos por modelos mas simples y cuyo resultado se obtiene por votacién
entre los modelos que conforman este ensemble, siendo la salida final la clase méas votada entre
todos los modelos del ensemble. En el caso de los bosques aleatorios, se encuentran constituidos
por arboles de decisiéon, cuya configuracion e hiperparametros son iguales para cada uno de ellos,
pero han sido entrenados con conjuntos de datos diferentes. La evaluacién de este modelo se ha
realizado con la siguiente configuracion de hiperparametros:

1) Namero de estimadores: Representa el nimero de arboles que conforman el bosque. Su
valor serd variable para ver la evolucién del modelo con distintos tamafos del bosque.

2) Profundidad: Representa el nimero de niveles de profundidad maximos que va a tener cada
uno de los arboles. El valor utilizado es: NULL (sin limite).

3) Minimo nimero de ejemplos para dividir: Representa el nimero minimo de muestras
antes de realizar una divisién en el nodo que la forman. El valor utilizado es 2.

4) Minimo de ejemplos por hoja: Representa el ntimero minimo de muestras en un nodo
hoja antes de realizar una divisién en dicho nodo. El valor utilizado es 1.

La Tabla 7.1 muestra los mejores resultados que se han obtenido con el modelo de bosques
aleatorios para cada una de las distribuciones de datos:
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Nuamero de arboles en el bosque
Tipo 20 50 100 200 300 500
FULL 0,99671 0,99671 0,99665 0,99665 0,99665 0,996658
FNORM 0,99675 0,99666 0,99664 0,99666 0,99666 0,996680
RELATED 0,99654 0,99656 0,99651 0,99648 0,99647 0,996481
RNORM 0,99654 0,99655 0,99647 0,99650 0,99647 0,996468

Tabla 7.1: Precision del modelo Bosques Aleatorios para cada distribucion de datos.

Precision Modelo Bosques Aleatorios
0.9970 .
Tipo
e FULL
FNORM
e RELATED
@ RNORM

0.9968

--\//\A - ’A\/-\_..f

0.9966

Precision

0.9964

0.9962

0.9960
0 200 400 600 800 1000
Numero de Arboles

Figura 7.1: Precision del modelo bosques aleatorios en funcién del ntimero de estimadores.

Como se puede ver en la Figura 7.1, la precisién obtenida con los bosques aleatorios es muy
buena (ronda el 99 %) y se mantiene practicamente constante independientemente del ntimero de
estimadores (arboles) que conforman el bosque. Esto hace que descartemos la utilizacion de un
numero elevado de estimadores para el modelo final, ya que el coste computacional y el tiempo
asociado a un aumento en el ntumero de estimadores, es elevado para la mejora final real que
se va a obtener (la cual es del orden de 1073), por lo que no merece la pena pagar ese coste.
Otra caracteristica a destacar del rendimiento es que, las distribuciones de datos basadas en
las caracteristicas que tienen relacién con la configuracién de las pistas funcionan ligeramente
peor que en las que se utilizan todos los datos. Esto puede deberse a que el modelo es capaz de
encontrar en estos datos con menor grado de relacién informacién relevante que le ayuda a calcular
la configuracién, a pesar de que estos no guarden una relacién directa con la configuracion.

7.1.2. K-Vecinos Mas Cercanos

Para el caso del modelo de K-Vecinos Mas Cercanos, se ha optado por observar la evolucion
en la eficacia del modelo con respecto al ntmero de vecinos que se utilizan para realizar la
clasificacion, siendo este el parametro fundamental a la hora de establecer la clasificacién. La
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configuracion de los hiperparametros utilizada para evaluar el rendimiento del modelo de K-
Vecinos Mas Cercanos es la siguiente:

1) Numero de vecinos: Representa el nimero de vecinos que se utilizaran para establecer la
clasificacién. Su valor seréd variable para observar la evolucién del modelo con distinto niimero
de vecinos.

2) Pesos: Los pesos representan el impacto o valor que se asocian a cada uno de los vecinos
en funcion de su cercania. Puede ser uniforme (la importancia de cada uno de los vecinos es
la misma) o por distancia (los vecinos que se encuentren mas proximos tendran un mayor
peso que los que se encuentren mas alejados). El valor que se utilizara es uniforme (todos los
vecinos tienen la misma importancia).

3) Distancia: Representa la funcién de distancia que se utilizara para calcular la proximidad
entre los vecinos. La distancia que se utilizard es la Euclidea (distancia de Minkowski con
p = 2), la cual viene dada por la siguiente expresion:

n

DX, Y) = (3 lei — uil?)?

=1

La Tabla 7.2 muestra los mejores resultados obtenidos con el modelo de K-Vecinos Mas
Cercanos para cada una de las distribuciones de datos:

Numero de vecinos
Tipo 1 3 5 7 9 11 13
FULL 0,91825 0,92386 | 0,92374 | 0,92352 | 0,92210 | 0,92066 0,91909
FNORM 0,91769 0,92383 | 0,92401 0,92383 | 0,92251 0,92088 0,91944
RELATED | 091701 0,92323 | 0,92371 0,92281 0,92201 0,92033 0,91844
RNORM 0,91750 0,92295 | 0,92411 0,92300 | 0,92177 | 0,92051 0,91917

Tabla 7.2: Precision del modelo K-Vecinos Més Cercanos para cada distribucion de datos.

Finalmente, como se puede observar en la Figura 7.2, existe un maximo en cuanto a la
precision obtenida por el modelo para un valor de (3-9 vecinos). A partir de esa cantidad, la
precisiéon comienza a disminuir considerablemente a medida que se va aumentando la cantidad
de vecinos. Ademas de esto, a pesar de que todas las distribuciones de datos se comportan de
una forma muy similar a medida que aumenta el namero de vecinos, en el intervalo méaximo de la
precision del modelo (entre 3 y 9 vecinos), las distribuciones que mejor se comportan son aquellas
que utilizan todas las caracteristicas de los datos independientemente del impacto de estas sobre
la variable a clasificar. Nuevamente esto puede deberse a que el modelo de K-Vecinos sea capaz
de obtener informacion sobre estas que le ayude a la hora de realizar la clasificacién, mejorando
as{ la precision global.
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Precisiéon Modelo K-Vecinos Mas Cercanos

0.925 Tipo
e FULL

A FNORM
= RELATED
0.920 @ RNORM
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Figura 7.2: Precisién del modelo K-Vecinos Mas Cercanos en funcién del niimero de vecinos.

7.1.3. Regresion Logistica

En el caso de la regresion logistica, se ha realizado tinicamente el andlisis con la distribucion
de datos FNORM y RNORM ya que, este tipo de modelos no acepta méas de una caracteristica
como variable de destino con lo que hace imposible su utilizacién con las distribuciones FULL y
RELATED.

La configuracién de los hiperparametros utilizada para evaluar el rendimiento del modelo de
regresion logistica es el siguiente:

1) Algoritmo de Resolucion: Algoritmo que se utilizard para optimizar el modelo y minimi-
zar su error. Su valor serd variable para poder observar la evolucién del modelo para cada
algoritmo de optimizacion.

2) Penalizacién: Se utiliza para determinar la regularizacion que se utilizard a la hora de
establecer la penalizacién. El valor utilizado es /2.

La Tabla 7.3 muestra los mejores resultados obtenidos con el modelo de regresion logistica
para las distintas distribuciones de datos:

Tipo Algoritmo de Resolucién Precision
FNORM liblinear 0.79583
FNORM newton-cg 0.79459
RNORM sag 0.79108
RNORM newton-cg 0.78353

Tabla 7.3: Precision del modelo de Regresion Logistica para cada distribucién de datos.
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Precisién Modelo Regresién Logistica
Tipo
= FNORM
RNORM

Precision

LBFGS LIBLINEAR NEWTON-CG SAG SAGA
Algoritmo de Resolucion

Figura 7.3: Precision del modelo de Regresion Logistica en funcion del algoritmo de resolucion.

Seguidamente, como se puede apreciar en la figura (ver Figura 7.3), la precision obtenida
con el modelo de regresiéon logistica es bajisima en comparaciéon con la del resto de modelos
(aproximadamente un 12-15 % inferior). Esto nos lleva a pensar que es posible que la combinacion
de los hiperparametros no sea la mas 6ptima y que con un correcto ajuste de los mismos se
consiga mejorar la precision. Del mismo modo (y al igual que ocurre con el resto de modelos),
sigue obteniendo mejores resultados la distribucion de datos en la que se contemplan todas las
caracteristicas disponibles. Para el caso de la regresién logfstica, la brecha entre una distribucién
y otra alcanza su valor maximo, siendo esta de aproximadamente un 1-2 % (frente a la brecha de
1-10~3 existente en el resto de los modelos anteriores.

7.1.4. Redes Neuronales

El altimo modelo que ha sido probado para resolver este problema son las redes neuronales.
Este modelo tiene un gran nimero de hiperparametros a modificar por lo que, en este caso, se va
a realizar el analisis con respecto a dos parametros béasicos en un modelo basado en redes neuro-
nales: la funciéon de activacion y el nimero de épocas. El objetivo de esto consiste en elegir tanto
la mejor funcién de activaciéon como el mejor ntimero de épocas, para posteriormente analizar los
resultados con distintas configuraciones de capas y neuronas, fijando en ellas estos hiperparame-
tros y facilitando la obtencién de la configuraciéon més éptima. Por lo tanto la configuraciéon de
los hiperparametros utilizada para evaluar este modelo es la siguiente:

1) Configuracion de la red: Representa el numero de capas y de neuronas que conforman la
red neuronal. La configuracion utilizada es (100) (1 capa de 100 neuronas).

2) Funcién de activacion: Tipo de funcion de activacion que tendra cada una de las neuronas
de la red. Este parametro serd variable para poder asi obtener la funcién que obtenga mejores
resultados.

3) Algoritmo de Resoluciéon: Algoritmo que se utilizara para optimizar el modelo y minimizar
el error. El algoritmo de resoluciéon utilizado es Adam.
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4) Factor de aprendizaje: Representa qué rapido aprende la red. El valor utilizado es: o =
0,001.

5) Tipo de factor de aprendizaje: Indica como se comporta el valor del factor de aprendizaje
en cada una de las épocas durante el entrenamiento. El valor utilizado es: Constante (siempre
es el mismo).

En la Tabla 7.4, se muestra el resultado obtenido para cada distribucién de datos en funcion
de la funcién de activacion utilizada:

Funcién de Activacion
Tipo Identidad Logistica RelLU TanH
FULL 0,92556 0,76014 0,92581 0,75836
FNORM 0,92585 0,76131 0,92379 0,76175
RELATED 0,87084 0,75990 0,79001 0,76066
RNORM 0,91543 0,76119 0,91490 0,76187

Tabla 7.4: Precision del modelo de Redes Neuronales para cada distribucién de datos en funcion
de la activacion.

Precisién Modelo Redes Neuronales (Funcién de Activacion)

092 Tipo
— FULL
FNORM
e RELATED
= RNORM

0.88

0.86
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o
®
®

o
Y
o

0.80

0.76

IDENTIDAD LOGISTICA RELU TANH

Funcién de Activacion

Figura 7.4: Precisién del modelo de Redes Neuronales en funcién de la activacion.

Ademas de esto, como se puede apreciar en la Figura 7.4, las funciones de activacion que
obtienen unos mejores resultados con respecto al resto son la funcidn identidad y la funcidn
ReL U, siendo su precision de casi un 92 %. Una vez hecho este anéalisis, vamos a observar cémo
se comporta cada una de estas funciones para un numero variable de épocas, analizando su
comportamiento y decidiendo cudl de ellas serd la que se utilice en el modelo final.

Como se puede observar en la Tabla 7.5, a medida que aumenta el nimero de épocas, lo hace
también la precision, independientemente del tipo de funcién de activacién que se utilice. No
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obstante, la diferencia que existe en la precision utilizando una funcién u otra es muy notoria,
ya que, en el caso de las funciones ReLU e Identidad, la precision es muy alta (un 92 %) siendo
esta configuracion inicial la que mejores resultados ha obtenido junto con el modelo basado
en bosques aleatorios. Asimismo, las funciones Logistica y Tangente Hiperbolica (TanH) han
obtenido los peores resultados de todas las pruebas realizadas por lo que su utilizaciéon queda
descartada. Finalmente, cabe destacar la mejora que existe en funcién de la distribucién de datos
utilizada, y es que, aquellas distribuciones en las que se utilizan todas las caracteristicas de los
datos obtienen mejores resultados que el resto.

Identidad Logistica
Tipo/Epocas 20 50 100 150 20 50 100 150
FULL 0,82148 | 0,91527 | 0,91556 | 0,91529 | 0,76012 | 0,76023 | 0,76014 | 0,76236

FNORM 0,90755 | 0,91335 | 0,91585 | 0,91581 | 0,76198 | 0,76093 | 0,76131 | 0,76046

RELATED | 0,48913 | 0,47099 | 0,87084 | 0,91535 | 0,76067 | 0,76158 | 0,75990 | 0,76162

RNORM 0,89404 | 0,91498 | 0,90543 | 0,91563 | 0,76160 | 0,76131 | 0,76119 | 0,75993

ReLU TanH

Tipo/Epocas 20 50 100 150 20 50 100 150

FULL 0,51155 | 0,91250 | 0,91581 | 0,91557 | 0,75992 | 0,76033 | 0,75836 | 0,76174

FNORM 0,84661 | 0,91410 | 0,91379 | 0,91570 | 0,76136 | 0,75974 | 0,76175 | 0,75999

RELATED | 0,90212 | 0,91162 | 0,79001 | 0,91521 | 0,75919 | 0,75955 | 0,76066 | 0,76112

RNORM 0,76789 | 0,91340 | 0,90490 | 0,83167 | 0,76023 | 0,76024 | 0,76187 | 0,75870

Tabla 7.5: Evoluciéon precision Redes Neuronales en funcién de la distribucién de datos, el niimero
de épocas y la funcion de activacion.

Conclusiones

A la vista de los resultados obtenidos en un andlisis inicial de los principales algoritmos de
aprendizaje automatico y utilizando distintas distribuciones de datos, podemos afirmar con total
certeza que las distribuciones de datos que mejores resultados obtienen, son las que se encuentran
constituidas por todos las caracteristicas que conforman el dataset. Esta diferencia es notoria
en algunos modelos como en el caso de las redes neuronales, o puede ser menos pronunciada
como en el caso del modelo basado en bosques aleatorios. No obstante, esta diferencia existe
y ha quedado demostrada a lo largo de las pruebas realizadas (ver Figura 7.5) por lo que, el
proceso de optimizacién de los modelos se realizard Gnicamente con las distribuciones de datos
en las que contamos con todas las caracteristicas. En relacién a lo anterior y viendo que la
diferencia en cuanto a la precision obtenida entre ambas distribuciones de datos es infima, de las
dos distribuciones de datos que cuentan con todas las caracteristicas (FULL y FNORM), se va
a optar por optimizar los modelos con esta ultima. Esto se debe que la variable de destino de
esta es una unica columna con los valores normalizados (en lugar de tener mas de una columna
como destino), eliminando asi la limitacion existente con algunos modelos que no admiten més
de una columna como destino, consiguiendo asi que la distribucién de datos sea “genérica” y se
pueda aplicar cualquier modelo sobre la misma, evitando posibles problemas de compatibilidad
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que puedan surgir a lo largo del proceso de optimizacion.

Ranking Precisiones por Modelo y Tipo
m— FULL
1.0 == RELATED

|||| -FNORM
0 |“‘ ““ |||| ““ “ ||||

Bosques Aleatorios Identidad K Vecinos Mas Cercanos Logistica ReLu Regresion Logistica Tanh

Modelo

Precision
o o 3
N > »

o
[N)

o

Figura 7.5: Precision global de los modelos de aprendizaje autométicos analizados.

7.2. Mejorando los modelos iniciales

El siguiente paso una vez realizado un anélisis exploratorio inicial de los resultados obtenidos
utilizando los principales algoritmos de clasificacion, es realizar un proceso de refinado y de
mejora sobre estos, el cual consiste en modificar los distintos hiperparametros disponibles en los
modelos con la finalidad de alcanzar mejores resultados que los obtenidos en la seccién anterior.

La configuracion de partida elegida para cada modelo (basandonos en los resultados anterio-
res) y sobre la cual se va a trabajar para mejorarla es la siguiente:

Modelo Parametros base seleccionados Precision
Bosques Aleatorios - Numero de Arboles: 200 0,996680
K-Vecinos Mas Cercanos | - Nimero de Vecinos: 5 0,924015
Regresion Logistica - Algoritmo de Resolucion: Liblinear 0,795830

- Funcién de Activacion: ReLU
Redes Neuronales _ Epocas: 100-150 0,915707

Tabla 7.6: Configuracion base 6ptima de los modelos a mejorar.

Al igual que ocurria con la evaluacion inicial de los modelos de aprendizaje automatico, se
va a realizar una divisién estratificada del conjunto de datos final, de tal forma que el 80 % de
estos se utilizaran para entrenar los modelos sobre los que se estan realizando modificaciones, y
el 20 % restante se utilizara para probar la eficacia de los mismos.

Del mismo modo, la métrica que se va a utilizar para comparar los modelos seré la precision,
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la

cudl simboliza el porcentaje de clasificaciones correctas realizadas sobre el total de ejemplos

de correctos. Se consideraran mejores aquellos modelos con un mayor valor de precisién.

7.2.1. Bosques aleatorios

Para el caso de los bosques aleatorios, la precision inicial obtenida es muy alta (es pracitca-

mente de un 100 %), no obstante se va a comprobar si es posible aumetar dicha precisién. Para
ellos los parametros a modificar son lo siguientes:

1)

Profundidad: Representa el ntmero de niveles de profundidad méaximos que va a tener
cada uno de los arboles. El valor de la profundidad tomara valores pertenecientes al intervalo
[1,41] siendo 1 el valor minimo que esta puede tomar y 41 el maximo, ya que contamos con
41 caracteristicas y no puede haber més niveles de profundidad que caracteristicas.

A continuacién se muestran los resultados obtenidos al variar la profundidad de los &rboles
que conforman el bosque aleatorio (ver Tabla 7.7 y ver Figura 7.6).

Profundidad | Precision
1 0,75914
3 0,83597
5 0,89582
7 0,90982
15 0,97889
18 0,99358
30 0,99558
41 0,99883

Tabla 7.7: Precision Bosque Aleatorio (200 arboles) en funcion de la profundidad del arbol.

Como se puede observar, la precision del modelo mejora considerablemente a medida que se
aumenta la profundidad del arbol, coincidiendo el valor maximo de la profundidad con el
valor maximo de precisiéon. No obstante, a partir de la profundidad 18, la precisién apenas
aumenta, por lo que duplicar la profundidad del 4rbol para mejorar la precisién en unas pocas
milésimas no merece la pena computacionalmente hablando. Es por esto por lo que la eleccién
para la profundidad va a ser: profundidad = 18

Minimo ntimero de ejemplos para dividir: Representa el niimero minimo de muestras
antes de realizar una divisién en el nodo en el que se encuentran. Este valor variara entre
[0,1,1,0], que expresado matematicamente es equivalente a:

[minimo de ejemplos para dividir - numero total de ejemplos]

A continuacién se muestran los resultados obtenidos al variar el nimero de ejemplos antes de
realizar una divisién en el nodo interno que lo forman (ver Tabla 7.8 y ver Figura 7.7).

Para el caso del minimo nimero de ejemplos para dividir, la precisiéon del modelo disminuye
a gran velocidad a medida que aumentamos el nimero de ejemplos necesarios para realizar
una divisién en un nodo. Esto se debe a que al “esperar” mas para realizar dicha division, el
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Bosques Aleatorios (200 arboles): Métrica Profundidad del Arbol
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Figura 7.6: Precision Bosque Aleatorio (200 arboles) en funcion de la profundidad del arbol.

Minimo Numero . ol

. Precision
de ejemplos

0,1 0,88824
0,3 0,83329
0,5 0,75914
0,7 0,75914
0,9 0,75914
1,0 0,75914

Tabla 7.8: Precision Bosque Aleatorio (200 arboles) en funcién del minimo ntimero de ejemplos
para dividir una caracteristica.

desglose en caracteristicas también se retrasa por lo que es més probable que se clasifiquen
erréneamente muestras que seguramente se habrian clasificado bien si se hubiese realizado
antes esta divisién. Por tanto el valor que se tomard para esta caracteristica es: minimo
numero de ejemplos para dividir = 2

3) Minimo de ejemplos por hoja: Representa el nimero minimo de muestras en un nodo hoja
antes de realizar una division en dicho nodo. Este valor variara entre [0,1,0,5] que expresado
matematicamente es equivalente a:

[minimo de ejemplos por hoja - nimero total de ejemplos]

A continuacién se muestran los resultados obtenidos al variar el ntmero de ejemplos antes de
realizar una division en el nodo hoja (ver Tabla 7.9 y ver Figura 7.8).
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Bosques Aleatorios (200 arboles): Métrica Minimos Ejemplos para dividir un Nodo Interno
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Figura 7.7: Precision Bosque Aleatorio (200 arboles) en funcién del minimo ntiimero de ejemplos
para dividir una caracteristica.

Minimo ntimero . .l
. . Precision
de ejemplos por hoja
0,1 0,75914
0,2 0,75914
0,3 0,75914
0,4 0,75914
0,5 0,75914

Tabla 7.9: Precision Bosque Aleatorio (200 arboles) en funcién del minimo ntimero de ejemplos
para dividir un nodo hoja.

Para el caso de la divisién de un nodo hoja en funcién de los ejemplos que tenga, se puede
observar que es totalmente indiferente ya que la precisién se mantiene constante indepen-
dientemente del resultado. Esto significa que para este caso, este hiperparametro no tiene
influencia alguna sobre el resultado final, por lo que serd descartado a la hora de optimizar el
modelo, y se seleccionara el valor que tiene por defecto. Por tanto el valor que se tomara para
esta caracteristica es: minimo naimero de ejemplos para dividir un nodo hoja = 1

Finalmente, y de acuerdo a los resultados obtenidos en el andlisis tras realizar las diferen-
tes modificaciones en los hiperparametros de los arboles de decisiéon que conforman el bosque
aleatorio, el modelo final que se utilizara tiene la siguiente configuracion (ver Tabla 7.10):
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07600 Bosques Aleatorios (200 arboles): Métrica Minimo nimero para dividir un Nodo Hoja
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Figura 7.8: Precision Bosque Aleatorio (200 arboles) en funcién del minimo nimero de ejemplos
para dividir un nodo hoja.

Hiperparametro Valor antiguo Valor Nuevo
Nuamero de arboles 200 200
Profundidad Sin limite 18
Minimo ntmero de ejemplos para dividir 2 2
Minimo de ejemplos por hoja 1 1

Tabla 7.10: Modificaciones realizadas en los hiperpardmetros del bosque aleatorio.

7.2.2. K-Vecinos Mas Cercanos

En el caso del algoritmo de K-Vecinos Més Cercanos, los resultados obtenidos rondan el 92 %
de precision. A pesar de esto, se van a realizar las siguientes modificaciones en los hiperparame-
tros:

1) Pesos: Los pesos representan el impacto o valor que se asocian a cada uno de los vecinos en
funcion de su cercania. Puede ser uniforme (la importancia de cada uno de los vecinos es la
misma) o por distancia (los vecinos que se encuentren mas proximos tendran un mayor peso
que los que se encuentren mas alejados). Los criterios para determinar el valor de los pesos
que se han utilizado ha sido uniforme (todos los vecinos tienen la misma influencia indepen-
dientemente de su distancia) y distancia (los vecinos més proximos tendran una influencia
mayor que aquellos que se encuentren mas alejados).

A continuacién se muestran los resultados obtenidos al variar valor de los pesos a la hora de
ponderar la influencia de cada vecino en funciéon de su cercania (ver Tabla 7.11 y ver Figura
7.9).
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Asignacién de los pesos Precision
UNIFORME 0,93028
DISTANCIA 0,93355

Tabla 7.11: Precision K-Vecinos Mas Cercanos (5 vecinos) en funcién de la asignacion de pesos.

Para el caso de la forma en la que se asignan los pesos a los vecinos en funcién de la proximidad,
se puede observar que no existen diferencias notorias entre ambas, siendo esta del orden de
1-1073. Esto implica que, en este caso, la diferencia entre utilizar uno u otro no afecta al
rendimiento final del modelo. No obstante, la eleccién de la forma en la que se establecen los
pesos a los vecinos es: distancia. (en funcion de la distancia a la que se encuentren).

095 5-Vecinos Mas Cercanos Métrica: Pesos

0.94

Precision
o
©
w

o
©
N

0.91

0.90
DISTANCIA UNIFORME
Método de asignacién de pesos

Figura 7.9: Precision K-Vecinos Mas Cercanos (5 vecinos) en funcion de la asignacion de pesos.

2) Distancia: Representa la funcion de distancia que se utilizara para calcular la proximidad
entre los vecinos. Las distancias utilizadas para probar el rendimiento son: distancia euclidea,
distancia de Manhattan y la distancia de Chebyshev.

A continuacién se muestran los resultados obtenidos al variar valor de la funcién de distancia
empleada (ver Tabla 7.12 y ver Figura 7.10).

Para el caso de la funcién con la que se calcula la distancia a otros vecinos, podemos ver
como existen grandes diferencias entre las utilizadas, siendo la distancia de Manhattan y la
Euclidea las mejores de todas, siendo la de Manhattan muy superior a la Euclidea (més de
un 2% de diferencia entre ambas). Esto se debe a que la distancia de Manhattan representa
el tipo de distancia que hay: positiva (en el caso de que sea mayor que 0) o negativa (en caso
contrario). Este detalle es fundamental, ya que es probable que, para esta casuistica, el saber
si un vecino se encuentra a una distancia X positiva o una distancia X negativa hace que
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Distancia Precision
Euclidea 0,93038

Manhattan 0,95282

Chebyshev 0,91405

Tabla 7.12: Precision K-Vecinos Mas Cercanos (5 vecinos) en funciéon del algoritmo para obtener
la distancia entre los vecinos.

5-Vecinos Mas Cercanos Métrica: Distancia
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Figura 7.10: Precision K-Vecinos Més Cercanos (5 vecinos) en funcion del algoritmo para obtener
la distancia entre los vecinos.

muchos ejemplos que antes se encontraban en la frontera, se clasifiquen correctamente. Por
tanto la eleccion del algoritmo que determine la distancia entre dos vecinos es: Manhattan.

De acuerdo a los resultados obtenidos en el andlisis tras realizar las diferentes modificaciones
en los hiperpardmetros que conforman el modelo del K-Vecinos Mas Cercanos, la configuracion
del modelo final seré la siguiente (ver Tabla 7.13):

Hiperparametro Valor Antiguo Valor Nuevo
Niamero de Vecinos 5 5
Algoritmo asignacién de pesos Uniforme Distancia
Distancia Euclidea Manhattan

Tabla 7.13: Modificaciones realizadas en los hiperpardmetros del K-Vecinos Mas Cercanos.
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7.2.3. Regresion Logistica

El modelo de regresion logistica, fue el que peor precision obtuvo (79,5 %) durante el fase ini-
cial de exploracion de algoritmos de clasificacion (ver Seccion 7.1). No obstante, se van a realizar
distintas modificaciones sobre los pardmetros del mismo, con el objetivo de poder mejorar dicho
algoritmo y ver si es posible que pueda estar al mismo nivel que los anteriores. Los parametros
modificados en el algoritmo de regresién logistica son:

1) Algoritmo de Resolucion: Algoritmo que se utilizara para optimizar el modelo y minimizar
su error. Los valores que se han utilizado son: Newton-cg, Lbfgs, Liblinear Sag y Saga.

2) Penalizacién: Se utiliza para determinar la regularizacion que se utilizara a la hora de
establecer la penalizacién. Los valores que se han utilizado son: L1, L2 y Elasticnet.

3) Parametro C: Representa el valor inverso de la fuerza de regularizacion. Cuanto més pequetio
sea mayor seréd la regularizacién que se aplique.

A continuacién se muestran los resultados obtenidos al variar de forma simultanea cada cada
uno de los hiperparametros del algoritmo de regresion logistica (ver Figura 7.11).

Precision Modelo Regresion Logistica (Parametro C y Algoritmo de Resolucion)
Algoritmo de Resolucion
— SAGA
NEWTON-CG
o LBFGS
== LIBLINEAR
—SAG

0815
0.810
0.805

0,600 V

0.795

\

0.790

Precisién

Parametro C

Figura 7.11: Precision Regresion Logistica en funcion de la penalizacion, el algoritmo de resolucion
y el parametro C.

Como se puede observar, el algoritmo de resolucién que mejor resultados arroja es el Newton-
cg con un valor del pardmetro C muy pequeiio (1 -107°) cuyo porcentaje ronda el 81% (un
aumento del 2% con respecto al modelo de regresion logistica anterior), (ver Tabla 7.14). Para
el resto de algoritmos, observamos que existen diferencias entre ellos ya que para el saga, sag y
Iblfs apenas se consigue pasar el 80 %, manteniéndose practicamente en el mismo intervalo de
precision que en el modelo original. En el caso de la penalizacién, el valor utilizado ha sido L2, ya
que es el inico penalizador que admite Newton-cg. A pesar de esto, los resultados distan mucho
de los obtenidos en anteriores modelos ya planteados y optimizados, por lo que viendo que este
modelo no es capaz de llegar a los valores de precisién esperados, se descartard que pueda ser el
modelo elegido para resolver este problema.
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Penalizador Algorltmf)‘ de Valor de C Precision
Resolucién
L2 Newton-cg 1-107° 0,81486
L2 Newton-cg 1-1071 0,81379
L2 Newton-cg 1-1073 0,80939
L2 Newton-cg 1-1072 0,80728
L2 Newton-cg 0.1 0,81013
L2 Newton-cg 1.0 0,81239

Tabla 7.14: Precision Regresion Logistica para el penalizador L2 y el algoritmo de resolucion
Newton-cg en funcién del parametro C.

7.2.4. Redes Neuronales

Finalmente, el tltimo modelo de aprendizaje automético a optimizar es el modelo basado
en redes neuronales. En primera instancia, el modelo basado en redes neuronales obtuvo una
precision de un 91 % utilizando la funciéon de activacion reLU. No obstante, la configuracion
de capas y neuronas utilizadas fue la predeterminada (1 capa con 100 neuronas), por lo que el
objetivo principal consistird en encontrar la mejor configuracién de esta ademas de optimizar
otros de los hiperparametros que conforman la red. Por lo tanto, los parametros a optimizar son:

1) Configuracion de capas y neuronas: Este parametro es uno de los més importantes a la
hora de crear una red neuronal, ya que es el esqueleto de la red. Representa el ntimero de
capas internas que tendréd nuestra red asi como el nimero de neuronas de cada una de estas
capas.

El procedimiento llevado a cabo para realizar esta eleccién ha consistido fijar un ntimero
méximo de capas (en este caso 4), de tal forma que se pueda observar la evolucion que existe
al aumentar las capas, y poder ver si existe una relacién entre la precision final obtenida y
el nimero de capas internas. Paralelamente a esto, para cada ntmero de capas internas, se
ha ido incrementando el nimero de neuronas que la conforman para que, al igual que antes,
observar si existe alguna tendencia o relacién entre el ntimero de capas y neuronas con la
precision final obtenida.

Como se puede observar en la Figura 7.12, el nimero de capas que conforman la red es mas
relevante que el nimero de neuronas de la misma, ya que la diferencia en cuanto a la precision
final si tinicamente variamos las neuronas hace que no afecte significativamente al resultado
final (a partir de las 40 neuronas la diferencia de precision no sufre apenas variaciones excepto
para la configuracién de 1 capa). Del mismo modo, en el caso del nimero de capas internas,
si que existen diferencias, ya que vemos que, a medida que aumentamos el numero de estas,
las variaciones en la precision son cada vez mas leves, llegando casi a no variar apenas (como
ocurre para el caso de 4 capas ocultas). Por todas estas razones la eleccion en cuanto al
nimero de capas ocultas es 4.

En cuanto al ntmero de neuronas, si inicamente nos fijamos en la precisién obtenida para
4 capas ocultas, el maximo se obtiene en el rango de [25, 40] neuronas por capa. Por lo
que para elegir la configuracién de neuronas, se han analizado distintas configuraciones que
cumplen con la premisa de tener 4 capas ocultas con un valor de neuronas pertenecientes al
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Precision Modelo Redes Neuronales Configuraciéon capas y neuronas
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Figura 7.12: Precisi6én Redes Neuronales en funcién del ntmero de capas y neuronas por capa.

intervalo |25, 40]. A continuacion se observan los resultados obtenidos para cada una de estas
configuraciones (ver Figura 7.13):

Precision Modelo Redes Neuronales (Configuracion Capas y Neuronas)
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Figura 7.13: Precision Redes Neuronales para 4 capas ocultas (el punto verde representa el mayor
valor de la precision obtenida).

Para este caso, vemos que la mayoria de las configuraciones se encuentran por encima de
la media (linea roja), llegando incluso a alcanzar valores proximos al 94 % (cuando antes
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7.2. Mejorando los modelos iniciales

eran inferiores al 92 %), lo que supone una mejora sustancial de la precision final, ya que a
estos niveles, el aumentar la precisiéon es muy complicado. En cuanto a la elecciéon final de
la configuracion, se ha optado por seleccionar aquella con la que se ha obtenido una mayor
precision en la prueba anterior (Capa 1: 38 neuronas, Capa 2: 25 neuronas, Capa 3:
40 neuronas y Capa 4: 35 neuronas).

Factor de Aprendizaje: Fl factor de aprendizaje representa la “velocidad” con la que una
red neuronal aprende o, dicho de otro modo, es el valor que marca el tamano del “salto” a la
hora de movernos de un punto de la funcién a otro durante la bisqueda de la minimizacion del
error. Un factor de aprendizaje muy pequefio hace que la red necesite de muchas operaciones
hasta que consigue converger en dicho valor minimo, y del mismo modo, un valor demasiado
alto hace que los “saltos” que se dan entre los puntos de la funcién sean tan dispersos que
nunca se llegue a alcanzar el valor minimo de la funcién del error, por lo que la eleccion de
este parametro es de gran importancia para el correcto funcionamiento de la red. Para ello,
se ha realizado el analisis probando distintos factores de aprendizaje, cuyos valores oscilan en
el intervalo [1-107°, 1.0].

Ademas de esto, estos valores se han probado con diferentes criterios aplicados a este factor
de aprendizaje. Estos criterios son:

= Constante: El valor del factor de aprendizaje se mantiene constante durante todo el
entrenamiento de la red neuronal.

» Adaptativo: El valor del factor de aprendizaje se mantiene constante siempre y cuando
el error de la red disminuya a medida que avanza el entrenamiento. En el caso de que
este error no disminuya durante dos épocas, el factor de aprendizaje cambiard y sera
el valor actual dividido entre 5. La idea de esto viene dada a que al no disminuir el
error, quiere decir que la red es incapaz de aprender més con ese factor de aprendizaje,
por lo que tomar valores mas pequenios hard que esta pueda converger mejor en el
minimo de la funcién del error. No obstante, la reduccién de este valor supondra un
aumento en el tiempo de entrenamiento del modelo, ya que al aprender méas despacio,
serd necesario aumentar el ntimero de épocas para poder llegar a los valores de precisién
de un modelo con las mismas caracteristicas con un aprendizaje méas rapido (mayor
factor de aprendizaje).

Como se puede apreciar tanto en la Figura 7.14 como en la Tabla 7.15, el tipo de criterio para el
factor de aprendizaje no afecta al rendimiento global por lo que es indiferente seleccionar como
criterio constante o adaptativo. No obstante, para el caso del valor del factor de aprendizaje, se
puede ver como la precisién global mejora a medida que este aumenta hasta llegar al valor de
1-1073, donde llega a su valor maximo. A partir de este valor, disminuye considerablemente y
se mantiene constante a medida que lo vamos aumentando. Por lo tanto el valor seleccionado
para el factor de aprendizaje es 1-1073 con un criterio de variacién constante.

Nimero de épocas: El niimero de épocas representa las iteraciones que se van a realizar
sobre el conjunto de datos para llevar a cabo el entrenamiento del modelo. Hay que tener
cuidado a la hora de determinar un buen nimero de épocas, ya que si se utiliza un niimero
muy grande es muy probable que el modelo sufra de sobreentrenamiento, lo que supondria
que funcionaria muy bien para los datos de entrenamiento, pero a la hora de utilizar datos
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Factor de Aprendizaje Tipo de modificacién Precision
1.10-5 Constante 0,88983
Adaptativa 0,88983
1.10-4 Constante 0,91474
Adaptativa 0,91474
1.10-3 Constante 0,93281
Adaptativa 0,93281
0.01 Constante 0,76003
’ Adaptativa 0,76003
0.1 Constante 0,76003
’ Adaptativa 0,76003
10 Constante 0,76003
’ Adaptativa 0,76003

Tabla 7.15: Precisiéon Redes Neuronales en funcién del factor de aprendizaje y su modificacion.

Precision Redes Neuronales por Learning Rate y Tipo
Tipo
= CONSTANTE
0.925 ADAPTATIVO

0.900
0.875

0.850

Precisién

0.825
0.800

0.775

107 107 107° 107 107" 10°

Factor de Aprendizaje

Figura 7.14: Precision Redes Neuronales en funcién del factor de aprendizaje.

nuevos, no los clasificaria bien (no es capaz de generalizar). Un criterio para determinar
cuéndo se ha de dejar de aumentar este ntimero es observar la precisién que se obtiene tanto
para el entrenamiento como para la validacién, de tal forma que en el momento en el que la
precision sobre el conjunto de entrenamiento siga aumentando pero para el conjunto de test
comience a disminuir, es el indicativo de que a partir de ese nimero de épocas la red comienza
a sobreentrenar. Esta caracteristica se ve claramente reflejada en la Figura 7.15, en la que
se ha entrenado la red con los valores seleccionados hasta ahora con un ntmero distinto de
épocas. Para este caso, a partir de las 150 épocas, la red comienza a sobreentrenar por lo cual
un valor correcto de épocas consistiria en tomar un valor anterior a este, de tal forma que
este no se llegue a aproximar al umbral en el que la red sobreajusta. Por tanto, el valor de
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épocas que se va a utilizar es: niimero de épocas — 125.

Curva de Validacién Redes Neuronales
Tipo

@=== ENTRENAMIENTO
TEST

0.930

0.925

0.920

Precision

0.915
0.910

0.905

25 50 75 100 125 150 175 200
Epocas

Figura 7.15: Curva de Validacién Red Neuronal.

De acuerdo a los resultados obtenidos a lo largo del andlisis de los hiperparametros que
conforman las redes neuronales, la configuracion final de este es la siguiente (ver Tabla 7.16):

Hiperparametro Valor Antiguo Valor Nuevo
Configuracion de la red neuronal (100) (38, 25, 40, 35)
Nuamero de épocas 100 125
Factor de Aprendizaje 1-1073 1-1073
Tipo Constante Constante

Tabla 7.16: Modificaciones realizadas en los hiperpardmetros de las redes neuronales.

7.2.5. Comparativa

Una vez finalizado el proceso de refinamiento de cada uno de los modelos, es el momento
de comparar el rendimiento final tras haber incluido las modificaciones que se han descrito a lo
largo de la seccién. En la Tabla 7.17, se realiza la comparativa de la precisién obtenida por el
modelo inicial (sin modificaciones) y el modelo refinado.

Como se puede observar, en mayor o menor medida, se ha conseguido mejorar la precisién de
todos los modelos, siendo el de K-Vecinos Mas Cercanos y el de Redes Neuronales los que mayor
mejora presentan (3 % y 2 % respectivamente). Por otra parte, también se ha conseguido mejorar
el modelo basado en Bosques Aleatorios que, a pesar de que este incremento en la precisién no
es muy grande, es muy dificil de llevar a cabo en los rangos de precisién en los que se encontraba
(practicamente del 100 %). Del mismo modo, el modelo de Regresion Logistica también ha sufrido
mejoras con respecto a su version base (2%) pero aun asi siguen siendo resultados demasiado
bajos en comparacién al resto de modelos, por lo que serd descartado.
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Modelo Precision base | Precision refinada Mejora
Bosques Aleatorios 0,99668 0,99890 + 0,00222
K-Vecinos Mas Cercanos 0,92401 0,95282 + 0,02880
Regresiéon Logistica 0,79583 0,81486 + 0,01903
Redes Neuronales 0,91570 0,93561 + 0,01990

Tabla 7.17: Comparativa modelo base vs modelo con modificaciones.

Finalmente, y a la vista de los resultados tan altos y balanceados por parte de todos los
modelos tras haber sido optimizados, se ha optado por crear un nuevo modelo de ensemble (Ver
Seccion 5.3.4), el cual se encuentre constituido por estos modelos, consiguiendo asi combinar los

puntos fuertes de todos ellos y consolidar los resultados obtenidos a partir de los mismos.

104




Capitulo 8

Evaluacion y Resultados

Una vez realizado el proceso de refinamiento de los modelos, es el momento de comprobar
qué tal se comportan con nuevos ejemplos, es decir, comprobar que tal generalizan. Para ello se
ha utilizado la técnica de la validacion cruzada (ver Figura 8.1). Esta técnica consiste en dividir
aleatoriamente el conjunto de datos de entrenamiento en k£ subconjuntos distintos e iguales, de
tal forma que, en cada una de 7 iteraciones (i = 1...k), se utilizara el subconjunto i como
conjunto de prueba, mientras que los otros k-1 subconjuntos restantes se usaran como conjunto
de entrenamiento. De esta forma se consigue que todos los subconjuntos que se generan se utilicen
exactamente 1 vez como conjunto de prueba, eliminando el posible sesgo que pudieran tener las
muestras y obteniendo el comportamiento del modelo para distintos conjuntos de datos.

Datos de prueba
P W Datos de entrenamiento

_V
00000000000000000000
Iteracidén 2 [—» °°°'°.°'¢°'°O'.
Iteracidn 3 =¥ ‘.".."..'..

y

Iteracion 1

lteracion k=4 —= . ... . " .'... . "

£ Total de datos >

Figura 8.1: Ejemplo Validacion Cruzada.

La aplicacién de la técnica de validacion cruzada ha sido realizada con un valor: k = 10 sobre
el conjunto de entrenamiento y realizando una divisién estratificada del conjunto de datos con
el siguiente tamano: 80 % para entrenamiento y 20 % para prueba.
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8.1. Evaluaciéon de los modelos

Antes de aplicar la técnica de validacién cruzada con el modelo final, vamos a aplicarla a
cada uno de los modelos que lo forman, consiguiendo asi una vista global de lo bien o mal que
se ha realizado el proceso de divisién de datos, entrenamiento y refinamiento de cada uno de los
modelos.

Bosques Aleatorios

Evaluacion Validacion Cruzada (K=10), Modelo: Bosques Aleatorios (200 arboles)
Tipo
== ENTRENAMIENTO
0.9975 TEST

0.9950

0.9925

10 0.9900

Precisién

0.9875

0.9850

0.9825

0.9800

Fold K

Media Desviaciéon estandar
Entrenamiento 0,99645 + 0,00012
Test 0,99126 + 0,00021

Figura 8.2: Evaluacién por el método de validacion cruzada del modelo: Bosques Aleatorios.

Para el modelo basado en bosques aleatorios (ver Figura 8.2), tenemos que la precision se
mantiene practicamente constante, tanto para el conjunto de entrenamiento como para el con-
junto de prueba, ademds de no existir grandes diferencias entre ellos. Este hecho es una prueba
muy clara de que el modelo es capaz de generalizar correctamente el problema ya que funciona
practicamente igual con datos que ya “ha visto” (datos de entrenamiento) como con datos total-
mente “nuevos” (datos de prueba). Finalmente, los valores de desviacion estandar obtenidos para
la media del entrenamiento y la media de test son muy bajos, lo cual significa que los valores de
cada una de las £k iteraciones varian muy poco con respecto al valor de la media.

106



8.1. Evaluacién de los modelos

K-Vecinos Mas Cercanos

Evaluacién Validacién Cruzada (K=10), Modelo: K-Vecinos Cercanos (5 Vecinos)
Tipo
e ENTRENAMIENTO
TEST

0.99

0.98

5 —— —— e
’ 2 4 Fold K 8 10
Media Desviacion estandar
Entrenamiento 0,97741 + 0,00294
Test 0,95579 + 0,00286

Figura 8.3: Evaluacion por el método de validacién cruzada del modelo: K-Vecinos Mas Cer-
canos.

En el caso del modelo del K-Vecinos Mas Cercanos, tenemos una situacién similar al de Bos-
ques Aleatorios, y es que, la precision obtenida tanto en el conjunto de entrenamiento como en
el conjunto de prueba no tiene apenas diferencias y es muy homogéneo, por lo que la generali-
zacion por parte del modelo es muy buena. Ademas de esto, la desviacion estandar de la media
tanto para el conjunto de entrenamiento como para el de test es muy pequena, lo que significa
que apenas existe diferencia entre los valores obtenidos en cada una de las iteraciones durante
la validacién cruzada y el valor medio obtenido, consolidando de este modo el resultado final
proporcionado. No obstante, cabe destacar que, a pesar de tener una muy buena precisién, esta
se encuentra por debajo de la del resto de modelos probados para esta tarea.

Redes Neuronales

Para el caso del modelo de redes neuronales, podemos observar que la generalizacién por
parte de este es muy buena, debido a que la diferencia de precision entre los dos conjuntos de
datos es muy pequeila y sin apenas variaciones. Ademas de esto, las desviaciones estandar con
respecto a la media tanto para el conjunto de entrenamiento como para el conjunto de test son
también muy pequenas, confirmando la conclusién de que el comportamiento del modelo es muy
bueno, homogéneo y robusto, ademas de encontrarse bien balanceado.
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Evaluacion Validacion Cruzada (K=10), Modelo: Redes Neuronales (Configuracion: {38,25,40,35})
Tipo
e ENTRENAMIENTO
TEST
0.9425

0.9400

0.9375

0.9350

on

Precisi

0.9325

0.9300

0.9275

0.9250

Fold K

Media Desviaciéon estandar
Entrenamiento 0,94265 + 0,00069
Test 0,93573 + 0,00014

Figura 8.4: Evaluacién por el método de validacion cruzada del modelo: Redes Neuronales.

Clasificacién por Votaciéon

Finalmente, para el caso del modelo de clasificacién por votacién, el cual se encuentra cons-
tituido por la combinacién de los modelos anteriores, vemos cémo los resultados finales son muy
similares (e incluso un poco mejores), a los del modelo basado en bosques aleatorios (el cual
era el que mejores resultados arrojaba de todos los anteriores). Esto se debe a que al ser un
modelo constituido por todos los anteriores y al estar todos ellos bien balanceados, se beneficia
de las caracteristicas de los mismos, por lo que es logico que el resultado final que se obtiene sea
mejor que el de los modelos por separado. Ademés de los buenos resultados medios obtenidos
tanto para el conjunto de entrenamiento como para el de test, hay que anadir su baja desviacién
estdndar en ambos, afianzando asi la consistencia y robustez del modelo.

La Figura 8.6 muestra una comparativa global de los resultados obtenidos con la técnica de
validacién cruzada, aplicada sobre los distintos modelos de aprendizaje automético a lo largo del
presente capitulo.
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Evaluacion Validacion Cruzada (K=10), Modelo: Clasificacion por Votacion)
Tipo

2 4 Fold K 6 8 10
Media Desviacién estandar
Entrenamiento 0,99955 + 0,00056
Test 0,99231 + 0,00115

Figura 8.5: Evaluacién por el método de validacion cruzada del modelo: Clasificaciéon por
Votacion.

Evaluacion Validacion Cruzada Global (Conjunto de Test)
Modelo
@ RANDOM_FOREST
#v% — — KNN
= RRNN
= ENSEMBLE

o
©
<

Precision
o
©
8

0.95

0.94

\/ — ]

2 4 6 8 10
Fold K

Figura 8.6: Comparativa global del método de validacién cruzada para los modelos anteriores.
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8.2. Resultados

Por altimo, tras haber comprobado que todos los modelos funcionan correctamente y son
capaces de generalizar el problema tras el entrenamiento, el iltimo paso para acabar de evaluar
el desempeno de estos consiste en calcular y analizar las principales métricas (ver Secciéon 5.3)
de evaluacién para cada uno de estos.

Para ello, se tomara el subconjunto de prueba (el cual se encuentra constituido por 146.765
registros los cuales han sido seleccionado de manera estratificada del conjunto total de los datos),
y aplicaremos el modelo sobre estos datos, clasificando cada una de las salidas en las 4 clases
que conforman la matriz de confusion: Verdadero Positivo, Verdadero Negativo, Falso Positivo
y Falso Negativo. A partir de estas clases, obtendremos las distintas métricas de los modelos
(precision, recall y f1).

Bosques Aleatorios

Matriz de Confusién para el modelo: Bosques Aleatorios

110714

rdaderos

Ve

Metrica Valor
Precision | 99,54236 %
Recall | 99,46634 %
F1 99,50433 %

Falsos Positivos

Figura 8.7: Matriz de Confusién y Métricas del modelo: Bosques Aleatorios.

Para el caso de los bosques aleatorios (ver Figura 8.7), tenemos que los resultados obtenidos
se encuentran muy bien balanceados (apenas existe diferencia entre sus métricas), por lo que su
eficacia tanto a la hora de detectar como de clasificar las configuraciones es muy buena (99,5 %
de media global) y ademas de esto, tiene un recall altisimo, lo cual hace que apenas arroje falsos
positivos en la clasificaciéon.

K-Vecinos Mas Cercanos

En el caso del modelo K-Vecinos Mas Cercanos (ver Figura 8.8), tenemos que los resultados
finales no son tan homogéneos como los encontrados en otros modelos. Para este caso en concreto,
el modelo realiza una buena deteccion de las configuraciones de las pistas (tiene una buena
precision), pero a la hora de llevar a cabo la clasificaciéon arroja un mayor namero de falsos
positivos en comparacion con los que detecta. A pesar de esto, la diferencia entre la precision y
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Matriz de Confusién para el modelo: K-Vecinos Mas Cercanos

101107

Metrica Valor
Precision | 95,17923 %
Recall | 93,69654 %
F1 94 43206 %

Falsos Positivos

Falsos Positivos Verdaderos Negativos

Figura 8.8: Matriz de Confusion y Métricas del modelo: K-Vecinos Mas Cercanos.

el recall no es muy elevada por lo que a pesar de que sufra esta peculiaridad, sigue siendo un
modelo robusto y con una buena tasa global de clasificacion (94,4 %).

Redes Neuronales

Matriz de Confusion para el modelo: Redes Neuronales

101127

Metrica Valor
Precision | 9341813 %
Recall 93,00916 %
F1 93,21319%

Falsos Positivos

Figura 8.9: Matriz de Confusion y Métricas del modelo: Redes Neuronales.

Para el modelo basado en redes neuronales (ver Figura 8.9), obtenemos unos resultados finales
muy homogéneos ya que no existe apenas diferencia entre las métricas obtenidas. Esto hace que,
a pesar de que este modelo tenga una peor eficacia que otros (debido a que sus valores globales
son menores), es un modelo que se encuentra bien balanceado, tanto a la hora de detectar la
configuraciéon como a la hora de clasificarla.
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Clasificaciéon por Votaciéon

Finalmente, para el modelo de clasificaciéon por votacién, constituido por todos los modelos
anteriores (ver Figura 8.10), vemos como las métricas globales se han conseguido mejorar en todos
los aspectos, ya que tanto la precisiéon como el recall toman valores méximos en comparacion
con otros modelos. Ademés de esto, los resultados obtenidos son muy uniformes tanto a nivel
de precision como de recall, por lo que su desempeno tanto para la deteccién como para la
clasificacién es muy bueno, haciendo de este, la eleccion de modelo final que se utilizara para
resolver esta tarea.

Matriz de Confusién para el modelo: Clasificacién por Votacién

110994

rdaderos

Ve

Metrica Valor
Precision | 99,68207 %
Recall 99,53904 %
F1 99,61051 %

Falsos Positivos

Figura 8.10: Matriz de Confusiéon y Métricas del modelo: Clasificaciéon por Votacion.
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Capitulo 9

Herramienta de Visualizacion

En el presente capitulo se llevara a cabo el proceso de anélisis e implementacién que se ha
seguido para desarrollar la herramienta de visualizacion (dashboard), asi como la funcionalidad
de la misma. A pesar de estar realizando un proyecto mas orientado a la parte de investigacion,
el hecho de disponer de una herramienta en la que se pueda tanto interactuar con el modelo
de aprendizaje automaético, como visualizar informacién relativa a los vuelos y a las métricas
obtenidas a lo largo del desarrollo del proyecto, hace que sea necesaria la labor de realizar una
pequeiia fase de anélisis de la misma.

La fase de analisis comenzara realizando una descripcion de los actores implicados, asi como la
especificacién de los distintos tipos de requisitos existentes en un proyecto de desarrollo software
(requisitos de usuario, requisitos funcionales, etc). Del mismo modo se realizara la especificacion
de la arquitectura légica de la herramienta, as{ como su diseno e implementacién. Finalmente se
llevaran a cabo distintas pruebas de caja negra con el objetivo de comprobar que la herramienta
es robusta frente a determinas situaciones que pueden ocurrir durante su uso.

9.1. Descripciéon de los actores

En esta primera seccion se abordara la descripcion de los distintos actores que interactuarin
con nuestra aplicacién software. En este caso, al tratarse de un dashboard cuya tunica finalidad
consiste en visualizar informacion de interés para el analista de datos, asi como la interaccion
de este con el modelo de aprendizaje automético, tnicamente va a tener un actor, el cual viene
descrito en la Tabla 9.1:

A-01 Usuario
Versiéon 1.0 (12/04,/2020).
Este tipo de usuario se servird de la aplicacién para obtener métricas y
Descripcion | datos relevantes para apoyar sus procesos de toma de decisiones, ademés
de interactuar con el modelo de aprendizaje automaético.
Comentarios | No necesita autenticaciéon para utilizar la herramienta.

Tabla 9.1: Descripcién del Actor-01: Usuario.
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9.2. Requisitos de Usuario

En esta seccién se presentaran los distintos requisitos de usuario que han de verse satisfechos
por la aplicacion software, asi como las caracteristicas y peculiaridades de los mismos. En la
Tabla 9.2 se muestran los distintos requisitos de usuario asociados al actor Usuario:

D Nombre
RU-01 Un usuario puede visualizar los datos referentes a los vuelos que se
encuentran registrados en el sistema (datos de vuelo y meteorologia).
RU-02 Un usuario puede realizar operaciones de filtrado sobre los datos de los
vuelos registrados en el sistema.
Un usuario puede ver las configuraciones de las pistas que existen en el
RU-03 .
Aeropuerto de Barajas.
RU-04 Un usuario puede visualizar métricas de evaluacién asociadas a los
distintos modelos de aprendizaje automatico.
Un usuario puede interactuar con el modelo para que este realice
RU-05 . - .
predicciones en funcién de los datos que se introduzcan.

Tabla 9.2: Requisitos de Usuario del sistema.

9.3. Casos de Uso

A lo largo de esta seccion se presentan los distintos casos de uso asociados a los requisitos
de usuario anteriormente descritos, asi com la especificacion de alguno de ellos y el diagrama de
casos de uso ligado al sistema. En la Tabla 9.3 se muestran los distintos casos de uso obtenidos
a partir de los requisitos de usuario.

RU
ID Asociado Nombre
CuU-01 RU-01 Listar vuelos.

CU-02 RU-02 Filtrar vuelos.

CU-03 RU-03 Listar configuraciones de pistas.

CU-04 RU-04 Listar métricas de los modelos de aprendizaje automaético.

CU-05 RU-05 Predecir configuracion de las pistas.

Tabla 9.3: Casos de Uso del sistema.

Una vez obtenidos los casos de uso asociados a los requisitos de usuario, se ha generado el
Diagrama de Casos de Uso asociado a cada uno de los actores que interactian con el sistema,
obteniendo una versién esquemadtica y simplificada de la funcionalidad que ha de satisfacer el
sistema. En la Figura 9.1 se muestra el Diagrama de Casos de Uso de la aplicacion:
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Casos de Uso: Usuario

CU-02: Filtrar
vuelos

<<extend>>

CU-01: Listar
vuelos

CU-03: Listar
configuraciones de
pistas

-~
_‘_‘_‘_-_-_"“‘-'—--.,

Usuario CU-04: Listar métricas de los

modelos de aprendizaje
automatico

CU-05: Predecir
configuracién de las
pistas

Figura 9.1: Diagrama de Casos de Uso de la aplicacién.

9.3.1. Especificaciéon de los casos de uso

En esta subseccién se realizard una especificacion de los casos de uso obtenidos a partir de
los requisitos de usuario. Debido a que la funcionalidad de la mayoria de ellos consiste en realizar
un listado de alguna informacién concreta, Gnicamente se va a realizar la especificacion de uno
de ellos (la del resto es totalmente andloga) y la especificacion del CU-05: Realizar prediccion
de la configuracion de las pistas, ya que ademdas de ser el Unico caso de uso en el que no se lista
informacién, es el caso de uso en el que se interactia directamente con el modelo de aprendizaje
automatico, por lo que su especificacion es muy interesante para modelar el flujo a lo largo de
esa funcionalidad del sistema.
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CU-01

Listar vuelos

Version

1.0 (12/04/2020).

Actor Principal

Usuario.

Actor Secundario

El sistema permite al usuario visualizar la informacién relativa

Descripcion . .
a los vuelos que se encuentran registrados en el sistema.
Disparador El usuario solicita visualizar los vuelos del sistema.
. . Los datos de los vuelos han de haberse cargado correctamente
Precondiciones . L
al iniciar la aplicacién.
Postcondiciones | Ninguna.

Flujo Normal

1. El usuario solicita visualizar los vuelos registrados en la aplicacién.
2. El sistema muestra un listado con los datos de los vuelos registrados
(ver Vuelo, Operacion, Aeronave y Meteorologia en la Tabla 6.4).

3. Caso de Uso finalizado satisfactoriamente.

Flujo Alternativo

Excepciones -
Tabla 9.4: Especificaciéon CU-01: Listar vuelos.
CU-05 Predecir configuracion de las pistas
Version 1.0 (12/04,/2020).

Actor Principal

Usuario.

Actor Secundario

El sistema permite al usuario realizar una prediccién de la

Descripcion . . . . .
P configuracion de las pistas a partir de los datos introducidos.
. El usuario solicita llevar a cabo una prediccién de la
Disparador ., .
configuracion de las pistas.
Precondiciones | -
Postcondiciones | Ninguna.

Flujo Normal

1. El usuario solicita realizar una predicciéon de la configuracion en las
pistas.

2. Fl sistema solicita los datos meteorolégicos y del vuelo del que se
quiere estimar la configuracion de las pistas (ver Vuelo y Meteorologia
en la Tabla 6.4).

3. El usuario introduce los datos de la meteorologia y del

vuelo.

4. Kl sistema valida los datos, realiza la prediccién y la muestra por
pantalla.

5. Caso de uso finalizado satisfactoriamente.

Flujo Alternativo

3a) El usuario cancela la accion de predecir configuracion.
-El caso de uso finaliza.

Excepciones

4. Los datos introducidos por el usuario son incorrectos.
- El sistema muestra un mensaje de error y vuelve al paso 2.

Tabla 9.5:
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9.4. Requisitos Funcionales

En esta seccién se van a tratar los diferentes requisitos funcionales asociados a los requisitos
de usuario mencionados anteriormente. Un requisito funcional sirve para definir una funcion
del sistema bien sea software o de alguno de sus componentes. Por este motivo, los requisitos
funcionales es un apartado a considerar ya que nos indican cémo se ha de comportarse el sistema
acorde a los requisitos descritos. A continuacion se mencionan nuevamente los requisitos de
usuario del sistema anadiendo a estos sus requisitos funcionales asociados.

1D Nombre

El sistema habilitaré la opcion de visualizar los datos de los vuelos almacenados (ver
Vuelo, Operacion, Aeronave y Meteorologia en la Tabla 6.4).

RF-02 | El sistema mostrara por pantalla informacién de los distintos vuelos almacenados.

RF-01

El sistema mostrard una diferenciacién entre las operaciones realizadas por cada
uno de los vuelos (aterrizaje, despegue).

El sistema permitira ordenar los vuelos por cualquier caracteristica que el usuario
solicite (ver Vuelo, Operacion, Aeronave y Meteorologia en la Tabla 6.4).

RF-03

RF-04

Tabla 9.6: Requisitos Funcionales asociados al Caso de Uso CU-01: Listado de vuelos registrados
en el sistema.

ID Nombre
RF-05 El sistema habilitara la opcién de filtrar los registros de los vuelos registrados en el
sistema.
RF-06 | El sistema mostrara los resultados tras aplicar el filtro proporcionado por el usuario

Tabla 9.7: Requisitos Funcionales asociados al Caso de Uso CU-02: Filtrado de los datos de los
vuelos registrados en el sistema.

1D Nombre
RF-07 El sistema habilitara la opcién de visualizar las distintas configuraciones del
aeropuerto de Barajas.
RF-08 El sistema mostrard por pantalla las distintas configuraciones del aeropuerto de

Barajas.

Tabla 9.8: Requisitos Funcionales asociados al Caso de Uso CU-03: Listado de las configuraciones
de pistas del Aeropuerto de Barajas.
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1D Nombre
RF-09 El sistema habilitara la opcién de visualizar las distintas métricas de los modelos de
aprendizaje automéatico desarrollados.
RF-10 El sistema mostrard por pantalla las distintas métricas asociadas a los modelos de

aprendizaje automaético desarrollados.

Tabla 9.9: Requisitos Funcionales asociados al Caso de Uso CU-04: Listado de métricas de eva-
luacién de los distintos modelos de aprendizaje automético.

1D Nombre
El sistema habilitara la opcidon de realizar predicciones de la configuracion de las
pistas.

RF-11

El sistema solicitara al usuario los datos meteorolégicos y de la aeronave

RF-12 . o
para realizar la prediccion (ver Meteorologia y Aeronave en la Tabla 6.4).

RF-13 | El sistema validara los datos introducidos por el usuario.

El sistema mostrard un mensaje de error en el caso de que los datos introducidos

RF-14
no sean correctos.

RF-15 | El sistema mostrara la configuracion de las pistas predicha.

Tabla 9.10: Requisitos Funcionales asociados al Caso de Uso CU-05: Realizar prediccién de la
configuracion de las pistas.

1D Nombre
RF-16 El sistema permitird guardar capturas de pantalla de las imégenes y graficas
generadas.
RF-17 | El sistema permitird ampliar y alejar el contenido de los elementos graficos.

Tabla 9.11: Requisitos Funcionales asociados a los elementos gréficos del sistema.

9.5. Diseno

9.5.1. Arquitectura Loégica

En la siguiente seccién se muestra el disenio logico que tendra la aplicacién que se ha desarro-
llado. El despliegue de la herramienta se realizard en un servidor (debido a la confidencialidad
de los datos, el despliegue se realizard en la méquina proporcionada por el Departamento de
Informatica de la Universidad de Valladolid) en el que se encuentra alojado tanto la herramienta
software y los registros de los vuelos disponibles en el sistema, as{ como el modelo de aprendi-
zaje automatico sobre el que se realizara la interaccién con el usuario. Finalmente el acceso a la
herramienta se realizard mediante un navegador web. La Figura 9.2 muestra el diseno légico de
la aplicacién:
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Modelo de Aprendizaje

Automatice
A/

» Registros de
@E‘humn HTTPS e, ' Vuelo

https:iiwww.terminales.infor.uva.es ' m

Dash

Flask

Figura 9.2: Arquitectura Logica de la aplicacién.

9.5.2. Diseno de la aplicaciéon

En esta subseccion se muestran las distintas interfaces que conformaran la aplicacién final,

asi como los eventos que se pueden realizar en cada una de ellas:
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DI-01 Mostrar datos vuelo
.. Pestana encargada de mostrar la informacién de los vuelos registrados en el
Descripcion | . . . .
sistema y de las configuraciones que dispone el Aeropuerto de Barajas.
. .. El usuario accede a la pestana “Datos” situada en la parte superior de la
Activacion ..
pagina.
Dash OOO
http://localhost:8050
Métricas || Evaluacion
Caracteristica 1 Caracteristica 2 Caracteristica 3 Caracteristica N
Valor 1 Valor 2 Valor 3
Valor 4 Valor 5 valor6 [ ..
Boceto
Distribucion de las Pistas del Aeropuerto de Barajas
Ir a: “Métricas” y a “Evaluaciéon”; Ver Configuracion Norte; Ver Configuracion
Eventos g
ur.

Tabla 9.12: Diseno Interfaz DI-01: Mostrar datos de vuelo.
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DI-02 Mostrar métricas modelo
. Pestania encargada de mostrar al usuario las métricas obtenidas para los
Descripcion | . . . ‘s
distintos modelos de aprendizaje automatico.
. .. El usuario accede a la pestana “Métricas” situada en la parte superior de la
Activacion .
pagina.
o 000
http://localhost:8050
(WSl | Evaluacion
Modelo Métrica m
Bosques Aleatorios Accuracy
K-Vecinos Cercanos Curva de Validacion
Redes Neuronales Matriz de Confusion
Boceto
Title 1 Title 2 Title 3 . -
e
Value 1 Value 2 Value 3
Value 4 Value 5 Value 6
Value 7 Value 8 Value 9
Value 10 Value 11 Value 12 ’ :
Nomero de Fold
Eventos Ir a: “Datos” y a “Evaluacién”; Visualizar Métricas por Modelo.

Tabla 9.13: Diseno Interfaz DI-02: Mostrar métricas modelos.
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DI-03 Interaccién con el modelo de aprendizaje automatico
... Pestana encargada de mostrar el resultado de la prediccién del modelo en
Descripcion ., . .
funcién de los datos que se introduzcan en la misma.
o es El usuario accede a la pestana “Evaluacién” situada en la parte superior de la
Activacién .
pagina.
Dash 'C:‘ ‘C:‘ ‘C:‘
http://localhost:8050
Evaluacion
| Calisign ( Operacion Fecha y Hora [=
Altitud
@
Velocidad
Boceto o
Temperatura
[ ]
Climatologia Lluvia Nieve Granizo
Configuracion Predicha
Eventos Ir a: “Datos” y a “Métricas”; Insertar datos vuelo; Realizar prediccion.

Tabla 9.14: Disenio Interfaz DI-03: Interaccién con el modelo de aprendizaje automaético.
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9.6. Implementaciéon de la herramienta

En esta seccion se definen las principales caracteristicas y consideraciones que se han tenido
en cuenta a la hora de llevar a cabo la fase de desarrollo. Del mismo modo se presenta la
funcionalidad y la implementacion de las partes més relevantes de la herramienta.

En cuanto a las consideraciones, la principal caracteristica que se ha tenido que seguir a lo
largo de todo el desarrollo, ha consistido en trabajar directamente en la maquina virtual, ya que,
por motivos de privacidad, los datos relativos a los vuelos debian de mantenerse almacenados en
un entorno seguro, privado y gestionado por el Departamento de Informética de la Universidad
de Valladolid. Por otra parte, debido a que la herramienta hacfa uso de un gran ndmero de
elementos graficos, ademdas de la interaccién del usuario con estos, se ha tomado la decision
de emplear Dash' como framework para desarrollar dicha herramienta. El motivo principal de
esta eleccion reside en que, al tratarse de un framework de Python, la integracién tanto con el
modelo de aprendizaje automéatico como con el cédigo desarrollado para el manejo y tratamiento
de los datos es del 100 % ya que todos estos componentes comparten un mismo lenguaje de
programacién: Python.

En cuanto a la implementacion, podemos dividir la funcionalidad de la herramienta en 4 cla-
ses, en las que, en cada una de ellas, se lleva a cabo una funcionalidad concreta de la herramienta.
Estas clases son:

1) Clase Main: Es el punto de entrada a la herramienta. Se encarga de crear la instancia del
servidor sobre el que se despliega la herramienta. Ademas, realiza la carga de la vista principal
del dashboard y de los componentes necesarios para su funcionamiento.

flight = FlightData()
metricas = Metricas()
evaluacion = Evaluacion()

external_stylesheets = ["https://codepen.io/chriddyp/pen/dZVMbK.css"]
app = dash.Dash(__name external_stylesheets=external_stylesheets)

— 3

app.run_server (debug=False)

if __name__ == "__main_

Codigo 1: Fragmento de la Clase Main

2) Clase FlightData: Esta Clase se ocupa de cargar y mostrar los datos relativos a los vuelos
que se disponen en el sistema, asi como las distintas configuraciones de pistas que dispone el
Aeropuerto de Barajas.

3) Clase Métricas: Clase encargada de obtener y mostrar los resultados de las distintas métricas
asociadas a los modelos de aprendizaje automéatico desarrollados a lo largo del proyecto.

"https://plotly.com/dash/.
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class FlightData(object):
def __init__(self):
self.df_vuelos = pd.read_csv('./data/flights/flightData.csv',
sep=";")
self .fight_table = self.generateFightTable()
def generateFightTable(self):
return dt.DataTable(
id='vuelos',
columns=[{'name':string.capwords(i), 'id':i} for i in
self.df_vuelos.columns],
data=self.df_vuelos.to_dict('records'),
fixed_columns={'headers':True, 'data':5},
fixed_rows={'headers':True},
sort_action='native',
sort_mode='multi',
filter_action='native',

Codigo 2: Fragmento de la Clase FlightData

class Metricas(object):
def __init__(self):
self .metric_df = pd.DataFrame()
def generate_metric_table(self, model, metric):
self .metric_df = pd.read_csv(path , sep=';')
return html.Div(
children = [
html .H4("Tabla de Datos"),
dt .DataTable(
id='metric_table',
columns=[{'name':string.capwords(i), 'id':i} for i in
self .metric_df.columns],
data=self.metric_df.to_dict('records'),
fixed_columns={'headers':True},
fixed_rows={'headers':True},
sort_action='native',
sort_mode='multi'

D

Codigo 3: Fragmento de la Clase Metricas
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4) Clase Evaluacion: Clase encargada de interactuar con el modelo de aprendizaje automaético,
de tal forma que, a partir de los datos introducidos, generar la salida con la prediccién en la
configuracion de las pistas.

self.data

valores =

class Evaluacion(object):
def __init__(self):

# Cargamos el modelo de wotacion
self .final_model = joblib.load('./models/votingClasifier.bin')
def get_values_from_callsign(self, callsign):
self .datalself.datal['callsign_original'] == callsign]
.values[0]
id_leg, hexid, callsign_norm, tipo, origen, destino = valores[0],
valores[3], valores[4], valores[5], valores([6], valores[7]

return id_leg, hexid, callsign_norm, tipo, origen, destino

pd.read_csv('./data/flights/dataCallsign.csv', sep=';")

Codigo 4: Fragmento de la Clase Evaluacion

El codigo completo del proyecto se puede ver en el contenido adjunto (ver Apéndice A).

9.7. Pruebas de Caja Negra

FEn esta secciéon se llevaran a cabo distintas pruebas de caja negra para comprobar que el
comportamiento obtenido en puntos criticos de la aplicacién es el esperado.

Comprobacion de la existencia de todos los datos necesarios para

CN-01 . -
predecir la configuracién para un nuevo vuelo.
. Evitar que el modelo falle debido a la falta de datos a la hora de
Propéosito . .
realizar la prediccidn.
. . El usuario solicita realizar una prediccién de la configuracion de las
Prerrequisitos

pistas para un nuevo vuelo.

Datos de Entrada

Informacion meteorologica y datos del vuelo.

Resultado Esperado

Mensaje de error motivado por la falta de alguno de estos campos.

Resultado Obtenido

Mensaje de error debido a que faltan datos para llevar a cabo la
prediccion.

Tabla 9.15: Prueba de Caja Negra CN-01: Comprobacién existencia de todos los datos necesarios
para predecir la configuracién para un nuevo vuelo.
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CN-02 Existencia de los valores de una métrica para un modelo.
P ssit Evitar que la aplicacién falle si el modelo seleccionado no dispone
ropostto de una determinada métrica.
. . El usuario solicita visualizar una métrica de un determinado modelo
Prerrequisitos

de aprendizaje automatico.

Datos de Entrada

Modelo de aprendizaje automético y tipo de métrica.

Resultado Esperado

Mensaje de error debido a la falta de valores para esa métrica.

Resultado Obtenido

Mensaje de error al no disponer de esa métrica para el modelo.

Tabla 9.16: Prueba de Caja Negra CN-02: Existencia de los valores de una métrica para un

modelo.
CN-03 Validacion del Callsign a la hora de predecir un vuelo.
. Evitar que el modelo falle debido a una introduccién errénea de los
Propéosito
datos del vuelo.
. . El usuario solicita realizar una prediccion de la configuracion de las
Prerrequisitos

pistas.

Datos de Entrada

Callsign.

Resultado Esperado

Mensaje de error debido a la insercién de un Callsign no valido.

Resultado Obtenido

Mensaje de error por un valor de Callsign invalido.

Tabla 9.17: Prueba de Caja Negra CN-03: Validacién del Callsign a la hora de predecir un vuelo.

Filtrado de los datos de vuelo en funcién de la configuracién asigna-

CN-04
da.
L . Validar que la herramienta filtra los datos de los vuelos que se llevan
Proposito . . .
a cabo en las pistas con una determinada configuracién.
Prerrequisitos El usuario solicita filtrar vuelos en funcién de la configuracion.

Datos de Entrada

Configuracion por la qué se quiere filtrar (Norte, Sur).

Resultado Esperado

Visualizacion de la informaciéon de los vuelos que se han realizado
en la configuracién proporcionada como entrada.

Resultado Obtenido

Informacion de los vuelos asignados a la configuracién proporcionada
como entrada.

Tabla 9.18: Prueba de Caja Negra CN-04: Filtrado de los datos de vuelo en funcién de la confi-

guracion asignada.
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Conclusiones y Trabajo Futuro

10.1. Conclusiones

A lo largo de esta memoria se ha realizado la documentacién técnica del proyecto desarrollado
como Trabajo Fin de Grado, en el que se han seleccionado y optimizado diversos algoritmos de
aprendizaje automatico con el objetivo de brindar al controlador aéreo una herramienta que le
ayude a la hora de determinar qué configuracién de pistas ha de elegir. Para llevar esto a cabo,
se han fijado diversos objetivos cuya consecucién nos permitiesen alcanzar esta meta. Es por ello
por lo que vamos a realizar un repaso sobre estos para ver si se han conseguido lograr dichos
objetivos.

En primer lugar, se realizé6 un anélisis exploratorio de los datos pertenecientes a las tran-
sacciones aéreas realizadas en el Aeropuerto de Barajas durante los afios 2018 y 2019, en el
que se detectaron numerosas incidencias debido a la ausencia de datos, principalmente en facto-
res meteorolégicos, los cuales fueron solventados de manera satisfactoria aplicando técnicas de
tratamiento de datos ausentes. Ademas de esto, debido a que los valores de la mayoria de las
caracteristicas eran cualitativos, fue necesario realizar una tarea de transformacién y normaliza-
cion de los mismos para asi poder utilizarlos en los distintos modelos de aprendizaje automéatico.
Una vez constituido el modelo de datos final, surgié un gran problema ya que no se disponia
de informacién relativa a la configuracion en los registros de los vuelos, lo que supuso generar
esta caracteristica de manera artificial, en funcién de las configuraciones predeterminadas en el
Aeropuerto de Barajas y de la utilizacién de las mismas en periodos de tiempo de 30 minutos.
Finalmente, se realizé un anélisis de este modelo de datos para observar las posibles relaciones
v dependencias existentes en los mismos, ademaés, debido a las particularidades de los modelos
de aprendizaje automatico, se desarrollaron cuatro conjuntos de datos distintos para probar con
los modelos y seleccionar el que mejor resultados arroje.

Tras verificar la consistencia de estos nuevos conjuntos de datos, se realizé una prueba inicial
con los principales algoritmos de aprendizaje automatico, en la que se comprobé que de todos
los modelos de datos utilizados, los que mejores resultados obtenian eran aquellos en los que
se utilizaban todas las caracteristicas de los datos. Esto se tradujo en que, a nivel de datos, se
empleara el modelo constituido por todas las caracteristicas. De manera sincrona, se realizaron
pruebas de eficacia para distintos modelos de aprendizaje automético, obteniendo para casi todos
ellos unos resultados muy prometedores, por lo que se decidi6é no descartar ninguno en este punto
y ver hasta donde se podrian mejorar. En este punto del flujo y teniendo claro tanto el modelo de
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datos a utilizar como los algoritmos, se realizé el refinamiento de los modelos, consiguiendo una
mejora de todos estos y descartando aquellos cuyos resultados finales no eran lo suficientemente
buenos en comparacion al resto.

Por otra parte, se aplicaron distintas técnicas de evaluacién sobre los modelos ya optimizados
con el fin de ver qué tan bien generalizaban el problema de la seleccién de la configuracion de
las pistas, para lo cual se demostré que todos los modelos generalizaban correctamente, por
lo que se opté por utilizar como modelo final un meta-clasificador constituido por todos estos
modelos, generando un nuevo modelo més robusto y aprovechando las ventajas de los modelos
independientes.

Finalmente se implementé un dashboard que permitiese tanto la visualizacion de las métricas
de los modelos que se han ido obteniendo a lo largo del proyecto, como la interaccién del usuario
con el propio modelo. Esta interaccién se lleva a cabo mediante un pequeno formulario en el que
el usuario introduce las caracteristicas referentes al vuelo (simulando los datos de entrada) y es
el modelo el que arroja la configuraciéon predicha para esa casuistica.

Como resumen de estas conclusiones, se han logrado cumplir todos los objetivos marcados al
inicio del proyecto, consiguiendo desarrollar un modelo de aprendizaje automéatico que permita
resolver esta problemadtica que, como se ha podido observar a lo largo del presente documento,
es una elecciéon que se encuentra condicionada por una gran cantidad de factores externos, por lo
que cabe destacar los buenos resultados que se han obtenido a lo largo de las distintas etapas del
desarrollo. Otro resultado llamativo ha sido la diferencia de precisién obtenida con los diferentes
conjuntos de datos empleados, siendo mas eficaz aquellos en los que se utilizan todas las carac-
teristicas de los datos, en lugar de utilizar solamente aquellos que tienen una mayor influencia
sobre la configuracion de la pista. Finalmente cabe destacar la gran homogeneidad y robustez
del modelo final para clasificar nuevos vuelos, siendo esta la principal caracteristica a destacar
junto con sus resultados, los cuales son muy prometedores teniendo en cuenta la complejidad del
problema a tratar. No obstante seria muy interesante el analizar y comprobar el comportamiento
de este modelo en aeropuertos con otras configuraciones, ya que las condiciones en otros aero-
puertos serdn muy diferentes a aquellas en las que los modelos desarrollados se han mostrado
efectivos: diferente nimero de pistas, mayor variedad de configuraciones, condiciones meteoro-
logicas propias del aeropuerto (mayor lluvia, peor visibilidad, diferentes condiciones de viento,
etc), mayor volumen de trafico aéreo... Probar estos modelos en otros aeropuertos nos permitira
validar que son efectivos independientemente de las condiciones de operaciéon y consolidaria la
calidad de nuestros resultados.

10.2. Trabajo Futuro

A pesar de que tras la finalizacion de este trabajo se ha entregado tanto un modelo como
un software totalmente funcional, existen distintas lineas de trabajo futuro que por motivos de
tamano y de alcance no han podido ser llevadas a cabo en este trabajo. Estas lineas de trabajo
futuro son:

1) Aplicacién del modelo en otros aeropuertos: A pesar de que los resultados finales pro-
porcionados por el modelo son muy buenos, una linea muy interesante a profundizar consiste
en analizar el comportamiento de este modelo en otros aeropuertos, cuya cantidad y variabili-
dad de configuraciones sea mayor a la del Aeropuerto de Barajas (el cual unicamente dispone
de dos configuraciones distintas).
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2)

Utilizacion de modelos basados en Aprendizaje Profundo: Por otra parte, otro trabajo
futuro muy interesante que debido a su tamafo no pudo incluirse en el alcance de este proyecto,
es la utilizacién de modelos basados en Aprendizaje Profundo para resolver la problematica
de la configuracién de las pistas. Por lo general, este tipo de modelos suelen obtener unos
mejores resultados que los modelos tradicionales, por lo que tratar de encontrar solucién a
este problema utilizando modelos basados en aprendizaje profundo es una de las lineas de
investigacidon que se quedan abiertas tras la realizaciéon de este proyecto.

10.3. Aprendizaje personal

En esta pequena seccién trato sobre la experiencia y aprendizaje personal que ha supuesto

para mi la realizacion de este Trabajo Fin de Grado:

b

He podido mejorar mi habilidad con el lenguaje de programacién Python, asi como las par-
ticularidades de las estructuras de datos y la funcionalidad de las librerias que he utilizado
para resolver este problema, en las que destaco Pandas, Numpy y Scikit-learn.

Debido a la profundidad en la que se han realizado algunos anélisis a lo largo del proyecto,
tanto en el conjunto de datos como en los modelos de aprendizaje automatico, he aprendido
a detectar y extraer informacion valiosa de los mismos, asi como mejorar mi razonamiento y
capacidad para elaborar las conclusiones asociadas a cada uno de estos analisis.

La realizaciéon de este documento en I TEXme ha permitido mejorar mi habilidad con el uso
de este lenguaje, permitiéndome realizar documentacién cientifica con mayor calidad.

La realizacién de este proyecto bajo el marco de trabajo de UVAGILE me ha aportado expe-
riencia a la hora de gestionar un proyecto utilizando una metodologia agil, asi como mejorar
mi capacidad de autogestiéon y organizacién, permitiéndome tener un mayor control tanto
sobre el avance del mismo como de las tareas que quedaban pendientes.

He aprendido cémo realizar completamente la creacién de un modelo de aprendizaje automé-
tico y optimizarlo, ya que a pesar de que el flujo de trabajo es relativamente sencillo, existen
pequenas caracteristicas a lo largo del mismo que hacen que el resultado final sea muy distinto
en el caso de que se realice de la forma incorrecta.

He mejorado mis conocimientos y habilidades a la hora de realizar dashboards interactivos
utilizando la librerfa Dash ya que, a pesar de que era una libreria de la que tenia constancia,
nunca habfa tenido la posibilidad de trabajar con ella de primera mano.
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Apéndice A

Contenido Adjunto

En esta seccién del apéndice se detalla el contenido anexo junto a este documento en la
entrega del Trabajo Fin de Grado. En este contenido adjunto se incluyen los scripts necesarios
para realizar todas las operaciones que se han descrito a lo largo del presente documento: carga
v normalizacién de datos, obtencién de nuevas caracteristicas a partir de estos, prueba y optimi-
zacion de los modelos de aprendizaje automético, evaluacion de los resultados, etc. Ademas de
esto, se incluye también el fichero binario del modelo de aprendizaje automético final, asi como
la herramienta software que permite la interaccién con este.

El contenido adjunto sigue la siguiente estructura de directorios:

» /app: En este directorio se encuentra alojado el cdigo necesario para ejecutar la aplicacion
software (ver Figura A.1). Se encuentra constituido por los siguientes subdirectorios:

e /data: En este subdirectorio se encuentran los ficheros de datos necesarios para vi-
sualizar los registros de los vuelos, obtener las métricas de los distintos modelos de
aprendizaje automaético, etc.

e /img: En este subdirectorio se alojan las distintas imégenes que se utilizarén en la
herramienta software.

e /modules: Subdirectorio en el que se encuentra alojado el codigo modularizado para
llevar a cabo las diferentes funcionalidades de las que dispone la herramienta.

e app.py: Fichero de entrada (main) a la aplicacion software.

» /memoria: Directorio en el que se encuentra la memoria del Trabajo Fin de Grado.

» /scripts: En este directorio se encuentra alojado el codigo necesario para llevar a cabo
cada una de las operaciones descritas a lo largo de la memoria. A su vez, este se encuentra
estructurado en distintos subdirectorios, en los que se almacena el codigo en funcidon de la
tarea que realiza (ver Figura A.2). Estos subdirectorios son:

e /configuracionPistas: Subdirectorio en el que se encuentra el c6digo necesario para
llevar a cabo la obtencion de la configuracién de las pistas a partir de los datos
originales.

e /correlacionDatos: En este subdirectorio se encuentra el codigo para generar las
matrices de correlacion y estudiar la relacién entre las caracteristicas de los datos.
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/curvaValidacion: Subdirectorio en el que se encuentran el codigo y los resultados
obtenidos tras realizar el analisis mediante curvas de validacién a los distintos modelos
de aprendizaje automaético.

/data: Subdirectorio en el que se encuentran los datos de los resultados obtenidos en
las distintas fases llevadas a cabo a lo largo del proyecto. Por motivos de confidencia-
lidad no se incluird ningtin dato relativo a los registros de vuelo.

/entrenamientoModelos: En este subdirectorio se encuentra el cédigo necesario
para generar y entrenar los distintos modelos de aprendizaje automético en su con-
figuracion final, asi como alojar los binarios generados tras el entrenamiento de los
mismos.

/limpiezaDatos: Subdirectorio en el que se encuentra el codigo para llevar a cabo
las operaciones de limpieza, preprocesamiento y normalizacién de los datos.

/matrizConfusion: En este subdirectorio se encuentra el codigo necesario para eva-
luar los distintos modelos utilizando la matriz de confusién, asi como los resultados
obtenidos en la misma.

/optimizacionModelos: Subdirectorio en el que se encuentra el codigo para obtener
el resultado inicial de los distintos modelos de aprendizaje automatico, asi como la
optimizacién y refinamiento de los mismos.

/validacionCruzada: Subdirectorio en el que se encuentran el codigo y los resultados
obtenidos tras realizar el analisis mediante validacién cruzada a los distintos modelos
de aprendizaje automaético.

» /requirements.txt: Fichero en el que se encuentran las dependencias necesarias para
ejecutar el proyecto.

/
|_app/
| data/ --> Datos que utiliza la aplicacidn
| flights/ --> Datos de los vuelos
dataCallsign.csv
flightData.csv
| metric/ --> Datos de los modelos
ensemble_CV.csv
KNN_Accuracy.csv

| model/ --> Binario del modelo
L,votingClasifier.bin
| img/ --> Imdgenes que utiliza la aplicacién
| _modules/ --> Componentes para la funcionalidad de la herramienta
| DashUtils.py
| Evaluacion.py
 FlightData.py
, Metricas.py
| _app.py --> Punto de entrada a la herramienta

Figura A.1: Estructura de subdirectorios del directorio: /app.



/

L,scripts/

| configuracionPistas/ --> Obtencién de la configuracién de las pistas
generarColumnaConfiguracion.ipynb
graficosUtilizacionPistas.ipynb

mapearConfiguracion.ipynb
obtenerUtilizacionPistas30minutos.ipynb
visualizarCambiosPistas.ipynb

| correlacionDatos/

L,CorrelacionDatos.ipynb

| curvaValidacion/ --> Evaluacidén mediante Curvas de Validacién
CurvaValidacionHiperparametros.ipynb
CurvaValidacionParametrosPrincipales.ipynb
GraficosCurvaValidacionHiperparametros.ipynb
GraficosCurvaValidacionParametrosPrincipales.ipynb

| data/

t:datastes/

resultados/ Resultados (.csv) de los andlisis realizados

| _entrenamientoModelos/

EntrenarModelos.ipynb

| imagenes/ Imigenes de los andlisis realizados

| limpiezaDatos/

LimpiezaDatosConConfiguracion.ipynb

LimpiezaDatosInicial.ipynb

| matrizConfusion/

L,MatrizConfusion.ipynb

| models/ Binarios de los modelos entrenados

| _optimizacionModelos/
GraficosInicialModelos.ipynb
GraficosRegresionLogistica.ipynb
GraficosTuneoRedesNeuronales.ipynb
PruebaModelosInicial.ipynb
TuneoRedesNeuronales.ipynb
TuneoRegresionLogistica.ipynb

| validacionCruzada/ Evaluacién mediante Validacidén Cruzada
GraficosValidacionCruzada.ipynb
ValidacionCruzada.ipynb

Figura A.2: Estructura de subdirectorios del directorio: /scripts.
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Apéndice B

Instalacién y Versiones

B.1. Versiones de las herramientas utilizadas

Fn esta seccion del apéndice se recogen las versiones de las herramientas utilizadas para llevar
a cabo el desarrollo del codigo, asi como las librerias utilizadas (ver Tabla B.1), de tal forma que
los scripts proporcionados puedan ser ejecutados correctamente sobre estas. Cabe destacar toda
la implementacion de co6digo ha sido desarrollada en el lenguaje de programaciéon Python en su
version 3.7, por lo que su funcionamiento en versiones anteriores, como la 2.X o en las versiones
inferiores de la rama 3.X no estd garantizada.

Herramienta/Libreria | Version Utilizada
Anaconda 3
Dash 1.12.0
Git 2.25.1
Jupyter Notebook 6.0.3
Matplotlib 3.1.3
Numpy 1.18.1
Pandas 1.0.3
Python 3.7.0
Scikit-learn 0.22.1
Seaborn 0.10.0

Tabla B.1: Versiones de las herramientas y librerias utilizadas.

B.2. Instalacion de la herramienta

A continuacion se presentan las instrucciones para llevar a cabo la instalacién tanto de la
herramienta de visualizacién como la ejecuciéon de los scripts adjuntos en la entrega de este
proyecto.

1) Instalacion de Python: Para llevar a cabo la instalacién de Python, hay que descargar
e instalar el ejecutable correspondiente de la siguiente pagina: https://www.python.org/
downloads/ y seguir las indicaciones proporcionadas en el instalador (durante el proceso
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de instalaciéon es muy recomendable marcar la opcion de “Anadir Python a la variable
PATH?” y la opcion “Instalar pip”).

2) Instalaciéon de las librerias necesarias: Una vez descargada e instalada la distribucion
de Python, es el momento de instalar las librerias necesarias para ejecutar los scripts y el
dashboard correctamente. Para ello, se utilizara el gestor de paquetes pip (el cual viene incluido
en la instalacion de Python) y el fichero requirements.tzt incluido en la entrega del proyecto.
Para llevar a cabo esta instalacién hay que abrir una terminal en el mismo directorio donde
se encuentre el fichero requirements.trt y ejecutar el siguiente comando:

pip install -r ./requirements.txt
Una vez completado, se habran instalado todas las librerias necesarias en sus versiones co-

rrespondientes para poder ejecutar de forma correcta tanto los scripts del proyecto como la
herramienta de visualizacion.

3) Ejecucién de los scripts: Para ejecutar un script, hay que acceder desde la terminal al
directorio donde se encuentre alojado el script a probar y ejecutar el siguiente comando:

python <nombre_del_script.py>

4) Ejecucién de la herramienta: Para ejecutar la herramienta, hay que acceder al directorio
del proyecto /app y ejecutar el siguiente comando:

python app.py

Una vez hecho esto deberiamos ver algo similar a la Figura B.1.

- 8 X
2 naconda3\envs\tfg\1ib\site-packages\sklearn\base.py:318: Userwarmng Trying to unpickle estimator KNeighborsClassifier from version 0.23
.0 when using version 0.22.1. This might lead to bre:nkmg code or invalid results. Use at your own risk.
Userwarning)
c: \Users\josemanusr\Anaconda3\envs\tfg\1ib\site-packages\sklearn\base.py:318: Userwarning: Trying to unpickle estimator MLPClassifier from version 0.23.0 when
v

Y
rsion 0.22.1. This nnght lead to breaking code or invalid resmts Use at your own risk.
\arning)
\josemanusr\Anaconda3\envs\tfg 'hb swte packages\sklearn\base.py:318: UserWarning: Trying to unpickle estimator LabelEncoder from version 0.23.0 when
ising version 0.22.1. This might lead to breaking code or invalid result: e at your owr K.
Userwarning)
C: \Users\josemanusr\Anaconda3\envs\tfg\1ib\site-packages\sklearn\base.py: : UserWarning: Trying to unpickle estimator LabelBinarizer from version 0.23.0 whe
h using version 0.22.1. This might lead to breaking code or invalid resuits. Use at your own risk.
Userwarmng)
C: \Users\josemanusr\Anaconda3\envs\tfg\1ib\site-packages\sklearn\base.py:318: UserWarning: Trying to unpickle estimator VotingClassifier from version 0.23.0 w
hen using version 0.22.1. This might lead to breaking code or invalid results. Use at your own risk.
UserwWarning)
: 0.0.1:8050/

ask app "app" (lazy loading)
* Environment: pl'OdLICE'H)H

Use a production WSGI server instead.

Figura B.1: Salida tras la ejecucion del dashboard.

Finalmente, para visualizar e interactuar con el dashboard hay que abrir el navegador y acceder
a la siguiente direccién: http://localhost:8050/.
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En esta seccién se presenta un manual de usuario en el que se detallan las funcionalidades
de la herramienta de visualizacién e interaccién desarrollada para que cualquier usuario tenga
conocimiento sobre cémo hacer uso de la misma. El acceso a la misma se realiza mediante un na-
vegador web, ya que esta se despliega de manera local en el ordenador. Cabe destacar que debido
a que el objetivo principal consiste en presentar de forma visual tanto los resultados obtenidos
como la interaccién con el modelo de aprendizaje automaético desarrollado, no se ha implemen-
tado ningin mecanismo de autenticacién a la hora de hacer uso de la misma. La funcionalidad
del dashboard se encuentra distribuida en tres pestanas, de tal forma que en cada una de ellas se
realice una funcionalidad concreta. Estas pestanas son:

1) Datos: Es la pestania principal, en ella se puede ver una tabla con la informacion de los vuelos
registrados, asi como una visualizacion de la distribuciéon de pistas del Aeropuerto de Barajas
y sus distintas configuraciones.

Dashboard Configuracion de Pistas

Datos Métricas Evaluacion

Registro de los vuelos

1¢_eg operation Rumay Hexid callsign Type origin oestination Mtitude Ground_speed

fef0s2a F 3a2210 1E3329 an oss o 1625 122

Fresoan e 242000 aEsoz6 mn wi o 1850 137
frer2sa = 3530 acaoa2 o788 ez o 2200 156
Freatsd E a1 aEaess mn R o 1862.5 13

Frerste 2= aa2208 acaoss 32 wo o 2000 136

Frerian E aasice aeavze B788 un o 2.5 152
Frebasz aterrizaje 28 aa2108 TsE6s00 asze nex o 1800 13
Feffad aterrizaje FEy 308346 18E6166 a3 805 o 2.5 137.5
fFrecafy aterrizaje 28 aacsse avaezs s7s8 80 o 1875 13
567878 Despegue 36t acasas azaoss an o Fco a5 1605
Feer7e Despegue st asasss Kunask 8738 o ans 3100 159
Fresse = aa1608 I8E6356 a6 ez o 2005 166
frefado E aus208 I8E6500 w32 £ o 1575 13

frebfea B auss02 IsE6s20 JEE v o 1812.5 e v

Seleccionar una configuracion: = Distribucién Pistas (Configuracion Base)

Distribucion de las pistas del Aeropuerto de Barajas Q

Figura C.1: Dashboard: Pestana de datos.

2) Meétricas: Esta pestania permite visualizar las diferentes métricas que se han obtenido para los
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modelos utilizados durante el desarrollo del proyecto. Para ello utiliza un grafico interactivo
en el que es posible ver con todo detalle cada uno de los valores obtenidos, asi como la
representacion de los mismos en forma de tabla. Las métricas que se encuentran disponibles
son: Precision, Curva de Validacion, Matriz de Confusion y Validacion Cruzada. Por otra
parte, los modelos para los cuales se disponen estas métricas son: Bosques Aleatorios, K-
Vecinos Mds Cercanos, Redes Neuronales y Clasificacion por Votacidn, cuya configuracion de
hiperparametros es la utilizada una vez se completo el proceso de refinamiento de los modelos.

Dashboard Configuracion de Pistas

Datos Métricas Evaluacién

rBosques Aleatorios Curva de Validacion
Bosques Aleatorios
K-Vecinos Mas Cercanos

Redes Neuronales

Clasificador de Votacién Curva de Validacién del Modelo: B Aleatorios

—e— ENTRENAMIENTO
TEST

1
10 0.99991 ENTRENAMIENTO L
10 0.99726 TEST 0.9995
20 ©0.99999 ENTRENAMIENTO

0.999
20 ©.99838 TEST

Precision

se ©.99999 ENTRENAMIENTO 0.9985

se 0.99868 TEST
0.998
100 1.00000 ENTRENAMIENTO

0.9975
100 0.99886 TEST

Nimero de Arboles

Figura C.2: Dashboard: Pestana de métricas.

3) Evaluacién: El objetivo de esta pestana consiste en hacer de nexo entre el modelo final y el
usuario. Para ello, consta de un pequeiio formulario de entrada de datos en el que el usuario
puede introducir manualmente las caracterfsticas de un determinado vuelo para, posterior-
mente, transferir esos datos al modelo y que este realice la predicciéon de la configuracién de
pistas a utilizar en funcién de los datos introducidos. Finalmente una vez el modelo determina
la configuraciéon en funcién de dichos datos, muestra por pantalla un grifico interactivo con
la distribucién de las pistas para dicha configuracion, pudiendo observar cuales de ellas se
utilizan y qué operaciéon se realiza sobre estas.
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Dashboard Configuracién de Pistas
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Figura C.3: Dashboard: Pestania de evaluacion.
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(zlosario

A

Aprendizaje Automatico:
Proceso por el cual se le proporciona a un ordenador la capacidad de aprender continua-
mente sin necesidad de haber sido programados explicitamente para ello.

Autoridades Conjuntas de Aviacidn:

Maéaximo organismo de regulacién de la aviacion civil dentro del espacio aéreo europeo.

C

Caja Blanca:

Conjunto de pruebas realizadas a una herramienta software para verificar el correcto fun-
cionamiento de este a nivel interno. Estas pruebas reciben este nombre porque en todo
momento se conoce el funcionamiento interno de la funcionalidad que se esté probando.

Caja Negra:
Conjunto de pruebas realizadas a una herramienta software para verificar el correcto funcio-
namiento de este a nivel externo. Para este tipo de pruebas Gnicamente se analiza la salida

obtenida a partir de una determinada entrada y se comprueba s{ es 0 no es la esperada,
independientemente de su funcionamiento interno.

Capacidad Operativa:

Numero de operaciones de aterrizaje y de despegue por hora que es capaz de albergar un
aeropuerto. Este valor varfa en funcién del nimero de pistas que disponga el aeropuerto,
su orientacion, su estado, etc.

Cielo Unico Europeo:

Iniciativa llevada a cabo por la Unién Europea en 2004 con el objetivo de unificar el espa-
cio aéreo europeo, mejorando la infraestructura de los aeropuertos y aeronaves, haciendo
posible la gestion del creciente ntimero de operaciones aéreas de los dltimos afios, mejorar
tanto la seguridad y disminuir el impacto medioambiental.

Codifiacion:

Asignacién de valores numéricos a los distintos datos de una caracteristica, de tal forma
que se genere una nueva representacion de esta caracteristica con distintos valores pero con
el mismo significado.
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Codificacion en caliente:
Técnica de normalizacién de datos por la cual se generan tantas nuevas caracteristicas
como valores diferentes exista en la caracteristica a codificar.

Control del Trafico Aéreo:

Servicio proporcionado por los controladores aéreos en la terminal, cuya funcién consiste
en dirigir, controlar y asesorar las operaciones llevadas a cabo por las aeronaves a través
del espacio aéreo.

D

Dashboard:
Herramienta software de gestién de la informacién que permite la monitorizaciéon, anélisis
e interacciéon del usuario con los datos que se representan en él.

Dataset:
Colecciéon de datos generalmente tabulada. En su version més simple es el equivalente a
una tabla en una base de datos o una Gnica matriz de datos estadistica.

E

Escalabilidad:
Capacidad que tiene un sistema informético para mantener su rendimiento a medida que
aumenta el nimero de usuarios y transacciénes que se realizan en él. Existen dos tipos de
escalabilidad: escalabilidad horizontal (aumentar el nimero de hardware) y escalabilidad
vertical (mejorar las especificaciones del hardware).

G

Generalizacion:

Capacidad que tiene un modelo de aprendizaje automatico para clasificar o predecir resul-
tados a partir de datos con los que no ha sido entrenado, es decir, datos totalmente nuevos
vy que nunca “ha visto”.

Gestion del Trafico Aéreo:

La gestion del trafico aéreo comprende todas aquellas acciones e interacciones que se llevan
a cabo para ayudar a una aeronave a trasladarse de un aerédromo de origen a otro de
destino de una forma segura.

H

Hiperparametro:
Parametros de configuracion de los modelos de aprendizaje automatico que permiten regu-
lar el proceso de aprendizaje.

M
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Glosario

METAR:

Estandar internacional en el campo de la aviacién para enviar peridédicamente la informa-
cién meteorolégica en los aeropuertos y aerédromos.

Modelo de Datos:

Representacién de una estructura abstracta que determina la estructuraciéon y organizacion
de un conjunto de datos, facilitando el entendimiento y la comprensién de los datos que la
conforman.

Modelo:

Representacién matematica de un sistema o de una realidad compleja.

N

NextGen:
Proyecto liderado por la Administracion Federal de la Aviacion, cuyo objetivo consiste en
llevar a cabo una modernizacion en las tecnologias del espacio aéreo estadounidense, con la
finalidad de mejorar la seguridad y la eficiencia en los vuelos, as{ como reducir sus costes.

Normalizacidn:
Conjunto de operaciones de ajuste realizadas sobre los datos que permite su representacion
con respecto a una escala comun.

O

Outlier:
Observaciones que se encuentran muy alejadas del conjunto de datos principal. Este tipo de
observaciones pueden deberse a una medicion errénea (si ha sido obtenido directamente) o
a un error de ejecucion (si ese valor es derivado de otro).

P

Proveedor de Servicios de Navegacion Aérea:

Organizacion o empresa encargada de proporcionar servicio y administracion (tanto en
tierra como en aire) a las aeronaves. Algunos proveedores de Servicios de Navegacion Aérea
son: ENAIRE (Espana) o la Administracién Federal de la Aviacion (Estados Unidos).

R

Raw Data:

Datos recopilados en su forma original y sin haber aplicado ningun tipo de operacién sobre
ellos.

Reglas de Vuelo Instrumental:

Conjunto de normas en las que se regula el vuelo de las aeronaves utilizando aparatos y
sistemas de visién asistida.
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Reglas de Vuelo Visual:
Conjunto de normas y condiciones por las cuales el piloto se encuentra autorizado a utilizar
la aeronave, sin la necesidad utilizar aparatos y sistemas de visién asistida.

Requisito de Usuario:
Representacién de una funcionalidad requerida por el usuario que ha de satisfacer el sistema
desarrollado.

Requisito Funcional:

Representacion de una funcionalidad de un sistema software o de alguna de sus componen-

tes.

S

SESAR:
Proyecto llevado a cabo por la Unién Europea en 2007, con el objetivo de construir y poner
en practica una politica comtn para la gestién del trafico aéreo en todo el espacio aéreo
europeo, mejorando el rendimiento y la eficiencia de la acutal red de trafico aéreo.

Vv

Variable Cualitativa:

Tipo de variable estadistica que expresa cualidades o caracteristicas de un objeto o persona.
Este tipo de variables se caracterizan por expresar una cualidad o caracteristica que no
puede medirse numéricamente, por lo que no otorga datos especificos ni un orden.

Variable Cuantitativa:

Tipo de variable estadistica que otorgan como resultado un valor numérico, haciendo posible
su ordenacion, representacion y comparacion. Un ejemplo de este tipo de variables es el
peso o la altura.

Vigilancia Dependiente Automatica-Contrato:
Tecnologia utilizada para transmitir de forma abierta, auténoma, dependiente y periddica
informacién de posicionamiento entre una aeronave y un Proveedor de Servicios de Nave-
gacion Aérea, en unas determinadas condiciones (contrato).

Vigilancia Dependiente Automatica-Difusion:
Tecnologia utilizada para transmitir de forma abierta, auténoma, dependiente y periddica
informacién de posicionamiento de la aeronave a todos los receptores que se localicen dentro
del radio de alcance de esos mensajes.

Vigilancia Dependiente Automatica:

Tecnologia de control del trafico aéreo que permite a las aeronaves enviar de forma auto-
mética, la informacion de los sistemas de navegacién que dispone a bordo.
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Acrénimos

Acrénimo Esparol Inglés
ADS Vigilancia Dependiente Automatica. Automatic Dependent Surveillance.
Vigilancia Dependiente Automética- | Automatic Dependent Surveillance-
ADS-B .
Difusion. Broadcast.
Vigilancia Dependiente Automética- | Automatic Dependent Surveillance-
ADS-C
Contrato. Contract.
ANSP izzzedor de Servicios de Navegacién Air Navigation Service Provider.
ATC Control del Trafico Aéreo. Air Traffic Control.
ATM Gestion del Trafico Aéreo. Air Traffic Management.
Cu Caso de Uso. Use Case.
IFR Reglas de Vuelo Instrumental. Instrument Fight Rules.
JAA Autoridades Conjuntas de Aviacién. Joint Aviation Authorities.
KNN K-Vecinos Mas Cercanos. K-Nearest-Neighbor.
METAR | Informe Meteorologico de Aer6dromo. | Meteorological Aerodrome Report.
Sistema de Transporte Aéreo de Proxi- | Next Generation Air Transportation
NextGen -
ma Generacién. System.
RF Requisito Funcional. Functional Requirement.
RU Requisito de Usuario. User Requirement.
SES Cielo Unico Europeo. Single European Sky.
Cielo Unico Europeo Investigacion de | .
SESAR la Gestion del Trifico Abreo. Single European Sky ATM Research.
VFR Reglas de Vuelo Visual. Visual Flight Rules.
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