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Resumen

La inteligencia artificial ha alcanzado una especial relevancia en nuestra vida cotidiana
desempefiando tareas que pueden ir desde proponer nuevos desafios en tu juego favorito,
responder nuestras dudas en relacién a un producto concreto o incluso recomendar series
similares a nuestra serie favorita. Por esta razon, se ha elegido el contexto de la Inteligencia
Artificial para el desarrollo de este TFG.

En este proyecto se ha implementada un modelo de red neuronal que sera capaz de identificar
las caracteristicas presentes en un conjunto de datos de entrenamiento y realizar inferencias
sobre los datos de este conjunto.

Para llevar a cabo el proyecto, se ha decidido desarrollar un modelo de red neuronal conocida
como RBM (Restricted Boltzmann Machine), capaz de identificar estas caracteristicas por
medio de un modelo sencillo de dos Unicas capas y sin conexiones entre neuronas de la misma
capa, simplificando asi la complejidad del sistema, ademas utiliza un algoritmo de aprendizaje
no supervisado, es decir, los datos que emplea no tienen definido un resultado esperado.

Palabras Clave: Inteligencia Artificial, Red Neuronal, Restricted Boltzmann Machine,
Python, Tensorflow, Algoritmo no Supervisado

Abstract

Artificial Intelligence has achieved high relevance in our lives, performing daily tasks that may
go from offering new challenges in your favourite videogame to answering our doubts about a
concrete product, or even recommend new TV series similar to our favourite one. Because of
this, Artificial Intelligence has been chosen to develop this Degree Final Project.

In this project, we have implemented a neural network model that will be able to identify
features in a training dataset and make inferences about that dataset.

To carry out this project, we decided to develop a neural network model called RBM
(Restricted Boltzmann Machine) able to identify those features using a simple model formed
by two layers and without any connections between neurons of the same layer, simplifying the
complexity of the system, it also uses an unsupervised learning algorithm, i.e. the data that
it uses doesn’t have a defined outcome.

Keywords: Atrtificial Intelligence, Neural Network, Restricted Boltzmann Machine, Python,
Tensorflow, Unsupervised Learning Algorithm.
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1 INTRODUCCION

La Inteligencia Artificial (IA) ha conseguido demostrar en los ultimos afios ser una potente
herramienta de apoyo en un gran abanico de campos, desde sistemas de recomendacion hasta
proporcionando ayuda en algunas tareas u optimizando ciertos procesos dentro de las empresas.

Uno de los sectores en los que la 1A ha proporcionado més beneficios es el sector de la salud.
Dentro de este ambito, la Inteligencia Artificial ha contribuido con la mejora de muchos
procesos de prevencion, diagnéstico y tratamiento de ciertas enfermedades. Uno de los
proyectos que se estan desarrollando en la actualidad es TrackAl, este proyecto surgido de la
colaboracion del DIVE-Medical y la empresa tecnolégica Huawei consiste en el desarrollo de
un software que permite detectar cierta predisposicion a padecer futuras enfermedades visuales
en pacientes pediatricos, por medio de un algoritmo de Inteligencia Artificial que permite la
realizacion de andlisis de los patrones de vision de estos pacientes. Este solo es uno de los
ejemplos en los que la IA ha proporcionado las herramientas necesarias que permiten a los
expertos de los distintos campos mejorar ciertos procesos de su ambito.

Dentro de la IA existen muchas ramas de estudio, de las cuales la mas conocida es el Machine
Learning (ML) o Aprendizaje Automatico, este area de trabajo permite a los sistemas
informaticos aprender a resolver problemas a partir de un conjunto de datos seleccionado. El
ML presenta un gran abanico de aplicaciones que pueden permitir a las empresas mejorar
muchos aspectos de sus actividades, algunos de estos son: Reconocimiento de imagenes,
Natural Language Processing o Procesamiento del Lenguaje Natural, Chatbots, sistemas de
recomendacion, Clasificacion y Clustering entre otros muchos.

Una de las principales ramas del ML, se centra en la creacion de algoritmos de aprendizaje que
simulen el funcionamiento del cerebro humano, este tipo de algoritmos se conocen como Redes
neuronales. Al igual que en el cerebro humano, este tipo de redes se componen de neuronas,
las cuales se encargan de realizar una serie de calculos empleando datos para de esta forma
obtener una salida. La estructura de este tipo de modelos se divide en tres tipos de neuronas en
funcidn de la capa en la que se encuentren; pueden ser neuronas de la capa de entrada, las cuales
representan los datos de entrada que empleara la red para realizar los calculos, la capa de salida
que representa el resultado calculado por la red o la capa oculta, que representa todas aquellas
capas de neuronas situadas entre las dos anteriores capas y que realizan los calculos para
obtener la salida.

Cada modelo de red neuronal presenta una estructura distinta, la estructura que estos modelos
presentan puede ser tan simple como la del Perceptron, que estd formado por una Unica capa
CoNn una neurona, o tener estructuras tan complejas como las de un modelo de Redes Neuronales
Profundas o Deep Neural Network, como por ejemplo el modelo Deep Belief Network o red
de Creencia Profunda. El Deep Learning es un area de trabajo de las Redes Neuronales que
comprende aquellos modelos que presentan en su estructura mas de una capa de neuronas
ocultas.


https://dive-medical.com/es/TrackAI.html
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llustracion 1.1: Estructura de una Deep Belief Network. Fuente: https://medium.com/@icecreamlabs/deep-belief-networks-
all-you-need-to-know-68aa9a71cc53

Algunas de las principales aplicaciones tanto de los modelos de Redes Neuronales como de
Deep Learning son: Clasificacion, Compresion y Descompresion de datos, Reconocimiento de
iméagenes, Reconocimiento de patrones, Natural Language Processing o Procesamiento del
Lenguaje Natural, Reduccion de dimensionalidad, Filtrado Colaborativo, entre otros muchos.

Una vez conocidas las definiciones béasicas de cada uno de los distintos areas de trabajo

descritos a lo largo de esta introduccion, las relaciones entre estos pueden observarse
claramente en la llustracion 1.2.

Inteligencia \
Artificial

" Machine TG
Learing K

Redes
Neuronales

llustracién 1.2: Relacion area de la 1A.



1.1 MOTIVACION

Como se ha mencionado en el apartado anterior, la Inteligencia Artificial estd tomando una
gran relevancia tanto en nuestra vida cotidiana como en un gran abanico de campos de distintas
disciplinas. Debido a esta gran transcendencia, han surgido muchas plataformas de desarrollo
y herramientas creadas para facilitar el desarrollo de modelos de Machine Learning o Deep
Learning.

Con el desarrollo de este proyecto se pretende adquirir los conocimientos basicos sobre el
Machine Learning y sobre aquellas tecnologias y herramientas mas comunmente utilizadas
dentro de esta area. Para llevarlo a cabo se ha decidido implementar un modelo de red neuronal
capaz de identificar las estructuras latentes en un conjunto de datos, con el fin de que éste sea
capaz de inferir en base a este conjunto de datos.

Para llevar a cabo la implementacion del modelo anteriormente mencionado, se ha decidido
desarrollar una implementacién del modelo de red neuronal conocida como RBM (Restricted
Boltzmann Machine), que permita detectar estas estructuras por medio de un modelo sencillo
de dos Unicas capas y sin conexiones entre las neuronas de una misma capa, simplificando asi
la complejidad del sistema. Ademas, se realizard un estudio y anélisis del modelo empleado
con el fin de determinar como influyen determinados parametros como el nimero de registros
del conjunto de datos empleado, el nimero de neuronas por cada capa de la red o la tasa de
aprendizaje del modelo, concluyendo cuales de ellos son mas relevantes a la hora de mejorar
la precision del mismo.

1.2 OBJETIVOS

Dentro de este proyecto se han identificado una serie de objetivos, siendo el principal la
realizacion del estudio y analisis del modelo de red neuronal conocido como Restricted
Boltzmann Machine; ademas de éste, también presenta los siguientes objetivos:

1. Implementacion de un modelo de la red neuronal conocida como Restricted Boltzmann
Machine.

2. Estudio de las tecnologias y herramientas necesarias para el desarrollo y ejecucién del
modelo.

A su vez, cada uno de estos objetivos se pueden dividir en una serie de sub-objetivos. El
primero de los objetivos comprende todas aquellas tareas que se requieran para la realizacion
del estudio y analisis del modelo. Los sub-objetivos que lo componen son los siguientes:



ID Objetivo Descripcién

0OBJ-01 Realizacion del estudio y andlisis del modelo de red neuronal conocido como
Restricted Boltzmann Machine.

ID Sub-objetivo Descripcion

OBJ-01.1 Realizacion de las pruebas pertinentes para la realizacion del
estudio.

OBJ-01.2 Andlisis comparativo de las pruebas realizadas a fin de

determinar el comportamiento del modelo en el proceso de
aprendizaje.

OBJ-01.3 Concluir qué factores son méas determinantes en el
comportamiento del modelo.

Tabla 1.1: Objetivo OBJ-01

El segundo objetivo, estd formado por aquellas tareas necesarias para adquirir los
conocimientos basicos necesarios para desarrollar el modelo de red neuronal y crear un entorno
de ejecucion de las pruebas necesarias para realizar el posterior analisis y estudio del modelo.
Para ello se requiere la realizacién de los siguientes sub-objetivos:



ID Objetivo Descripcién

ID Sub-objetivo

0OBJ-02 Investigacion acerca de las tecnologias y herramientas necesarias para el desarrollo
y ejecuciéon del modelo.

Descripcion

OBJ-02.1 Investigacion acerca de las tecnologias y herramientas
empleadas para el desarrollo del modelo.
OBJ-02.2 Investigacion acerca de las tecnologias y herramientas

empleadas para la ejecucién de los procesos de entrenamiento
y test del modelo.

Tabla 1.2 Objetivo OBJ-02

Por ultimo, el tercer objetivo comprende las tareas necesarias para construir un modelo de red
neuronal RBM capaz de capturar la estructura latente de un conjunto de datos, para ello se
requiere de la implementacion de los siguientes sub-objetivos de los que se compone:

ID Objetivo Descripcién

Implementar un modelo de red neuronal RBM.

ID Sub-objetivo Descripcion

0OBJ-03.1 Implementacion de los métodos necesarios para la realizacion
de la fase de entrenamiento del modelo.

OBJ-03.2 Implementacion de los métodos necesarios para la realizacion
de la fase de test del modelo.

0OBJ-03.3 Implementacion de los métodos necesarios para la realizacién
de inferencias sobre los datos del modelo.

OBJ-03.4 Creacion de un fichero con los resultados obtenidos en las
fases de entrenamiento y test para la realizacion del estudio del
modelo.

Tabla 1.3 Objetivo OBJ-03



1.3 ORGANIZACION DEL DOCUMENTO

A lo largo de este apartado se detallara la estructura que presenta este documento, explicando
brevemente en que se centrara cada uno de los capitulos de los que se componen el mismo.

Capitulo 1: Introduccién. A lo largo de este capitulo del documento se redactara una
introduccion del contexto sobre el cual se desarrolla el proyecto, incluyendo ademas la
motivacion de éste y la especificacion de los objetivos que se pretenden alcanzar tras
su finalizacion.

Capitulo 2: Contexto del proyecto. Contiene la una breve introduccion sobre el Machine
Learning y el Deep Learning, y la explicacion del origen y la evolucion del modelo
RBM implementado en este proyecto.

Capitulo 3: Contiene las explicaciones de la metodologia de trabajo y el marco de
trabajo empleada en este proyecto.

Capitulo 4: Gestion del Proyecto. Se especificardn la estimaciéon y planificacion
temporal de este proyecto, detallando el listado de historias de usuario, el listado de
tareas en que se dividen estas y su planificacion a lo largo del tiempo de desarrollo del
proyecto.

Capitulo 5: Analisis. Contiene la fase de andlisis del proyecto, que se compondra de
una breve descripcion de los actores, la especificacion de las limitaciones vy
restricciones.

Capitulo 6: Modelado de los datos. Recoge la descripcion de los conjuntos de datos
empleados por el proyecto, asi como los campos que se utilizaran a la hora de su
desarrollo. También, contiene la explicacion de todas aquellas transformaciones
realizadas sobre los Raw Data con el fin de realizar un correcto procesado de estos datos
para que puedan ser utilizados por el proyecto.

Capitulo 7: Disefio. Describe la fase de disefio del desarrollo del proyecto. En esta fase
se mostraran el diagrama de clases que implementara el proyecto y las arquitecturas
I6gica y fisica que seguira.

Capitulo 8: Implementacién. Recoge la descripcion del modelo de red neuronal a
desarrollar y como funcionan los algoritmos necesarios para el correcto funcionamiento
del modelo. Ademas, se describird como se ha implementado el proyecto y qué
herramientas y tecnologias seran necesarias para su desarrollo.

Capitulo 9: Pruebas. Contiene la bateria de pruebas de caja negra realizadas sobre los
principales procesos del modelo para comprobar su correcto funcionamiento.

Capitulo 10: Estudio y andlisis del modelo. Describe el estudio y andlisis realizado
sobre los resultados obtenidos tras la realizacion de la bateria de pruebas de los procesos
de entrenamiento y test del modelo con el fin de determinar que parametros son mas
determinantes a la hora de lograr mejores resultados.

Capitulo 11: Conclusiones y trabajo futuro. Recoge las conclusiones generadas tras la
realizacion de este proyecto y la descripcion de las distintas lineas de proyecto futuras
que se pueden realizar en base a éste.

Bibliografia y Webgrafia. Contiene la bibliografia y webgrafia utilizadas como
referencia para desarrollar el proyecto y redactar este documento.



Apéndice A: Manuales de Usuario. Contiene los manuales de usuario necesarios para
realizar la correcta instalacion y configuracion de los entornos de ejecucion del modelo.

Apéndice B: Glosario. Recoge el glosario con un listado de términos empleados a lo
largo de este documento.

Apéndice C: Acronimos. Recoge todos aquellos acrénimos empleados en este
documento.






2 CONTEXTO DEL PROYECTO

A lo largo de este capitulo, se realiza una breve definicion sobre el Machine Learning y el Deep
Learning, introduciendo también algunos de los algoritmos que estos emplean como métodos
de aprendizaje. Ademas, se detallara el origen del modelo de red neuronal RBM y como ha ido
evolucionando con el paso del tiempo.

2.1 MACHINE LEARNING

El Machine Learning es un area de trabajo de la Inteligencia Artificial que emplea algoritmos
para dotar a los sistemas de Inteligencia Artificial de la capacidad de aprender automéaticamente
del entorno y lograr realizar la toma de decisiones en base a ese aprendizaje. Este area de trabajo
utiliza una serie de algoritmos, que a su vez emplean un conjunto de técnicas estadisticas, que
permiten al sistema aprender iterativamente detectando los distintos patrones que presenta el
conjunto de datos empleado para entrenar, estos algoritmos describen y mejoran dichos datos
con el fin de obtener mejores resultados con los que realizar acciones en base a los patrones
detectados.

Como se ha mencionado antes, el Machine Learning emplea una serie de algoritmos para
aprender en base a un conjunto de datos. Dichos algoritmos se pueden clasificar en base a su
propdsito y las categorias principales que siguen. La clasificacion de los algoritmos de machine
learning es la siguiente:

1. Aprendizaje supervisado.

2. Aprendizaje no supervisado.
3. Aprendizaje semi-supervisado.
4

. Aprendizaje por refuerzo.

2.1.1 Aprendizaje supervisado

Este tipo de algoritmos de aprendizaje se caracterizan por emplear como datos de
entrenamiento conjuntos de datos etiquetados, es decir, el conjunto de datos contiene tanto los
datos necesarios como el resultado esperado. De esta forma, por medio de los datos etiquetados,
el sistema es capaz de encontrar las relaciones y las dependencias entre los datos y su resultado
esperado logrando predecir los resultados de datos desconocidos.

Este tipo de algoritmos se emplean para resolver los siguientes problemas:
e Clasificacion.
e Regresion.

Algunos de los algoritmos mas empleados son el algoritmo de Vecinos Cercanos, Naive Bayes,
Arboles de Decision, Redes Neuronales, Regresion Linear y Maquinas de Vector de Soporte.



2.1.2 Aprendizaje no supervisado

En el aprendizaje no supervisado, el modelo se encarga de identificar los patrones presentes en
el conjunto de datos de entrenamiento para posteriormente reaccionar en base a la presencia o
ausencia de estos patrones en nuevos datos introducidos en el modelo. Este tipo de algoritmos
emplean, a diferencia de los algoritmos supervisados, un conjunto de entrenamiento no
etiquetado; es decir, estos datos no presentan un resultado esperado definido, sino que el
sistema debe de ser capaz de identificar o determinar este resultado. Para lograr que el modelo
pueda aprender a determinar los patrones ocultos en el conjunto de datos, es necesario
exponerlo a unos volumenes de datos de gran tamafio.

Este tipo de algoritmos se emplean en los siguientes problemas:
e Clustering.
e Reduccién de dimensionalidad.

Algunos de los algoritmos empleados son Clustering, K-means y Reglas de asociacion.

2.1.3 Aprendizaje semi-supervisado

Este tipo de algoritmos surgen como evolucién de los algoritmos supervisados empleados en
modelos de clasificacion. Uno de los principales problemas que surgen al entrenar estos
modelos es la necesidad de emplear algoritmos supervisados para la fase de entrenamiento,
puesto que este tipo de modelos requieren el uso de conjuntos de datos etiquetados para esta
fase. Este tipo de datos son mucho mas complicados de obtener que los conjuntos de datos no
etiquetados, ya que necesitan de una persona que anote el resultado a cada registro del conjunto.
De esta forma, al emplear algoritmos semi-supervisados, los cuales emplean como conjunto de
entrenamiento tanto datos etiquetados como no etiquetados, se soluciona el problema de
obtencion del conjunto de datos, ya que, al combinar el uso de un gran conjunto de datos no
etiquetados junto con datos etiquetados, se reduce la cantidad de participacion humana
necesaria.

Algunos de los algoritmos empleados son:

e Algoritmo esperanza-maximizacion (EM) con modelos generativos de mezcla
(Generative Mixture Models and EM algorithm).

e Algoritmo de entrenamiento por si solo (Self-training algorithm).

e Algoritmo de co-entrenamiento (Co-training algorithm).

2.1.4 Aprendizaje por refuerzo

El aprendizaje por refuerzo consiste en determinar un proceso de aprendizaje estricto, para ello
se emplean una serie de acciones, parametros y valores finales. En este método, el algoritmo
(también llamado agente) observa el entorno para realizar acciones con el fin de maximizar la
recompensa 0 bien disminuir el riesgo. Este tipo de aprendizaje permite al agente aprender
continuamente del entorno de forma iterativa mientras identifica todos los estados posibles.

Algunos de los algoritmos empleados son:
e Q-Learning.
e Diferencia temporal (Temporal Difference).

e Redes neuronales adversarias profundas.
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Este tipo de algoritmos de aprendizaje se emplean en videojuegos basados en juegos de mesa
(AlphaGo, AlphaZero), manos robdticas y piloto automatico de coches.

Agent

/N

State Reward Action

Environment

lustracion 2.1: Aprendizaje por Refuerzo.
Fuente https://towardsdatascience.com/types-of-machine-learning-algorithms-you-should-know-953a08248861

2.1.5 Aplicaciones del Machine Learning

La forma mas cominmente empleada para clasificar los distintos algoritmos de Machine
Learning se basa en el conjunto de datos que estos empleen para aprender, el explicado en el
apartado anterior. Ademas de este método también se pueden clasificar estos modelos en
funcidn de la aplicacion que desempefien. Algunas de las principales aplicaciones de ML son
las siguientes:

2.1.5.1 Clasificacion

La Clasificacion dentro del ML se encarga de atribuir una serie de clases a un conjunto de
datos, ya sea estructurado o no. Este tipo de modelos predictivos tiene como tarea aproximar
la funcion de mapeo de una serie de valores de entrada a unos valores de salida discretas, es
decir, se encargan de predecir dentro de que categoria se sitGan los nuevos datos que llegan al
modelo.

Este tipo de modelo pertenece a los algoritmos de aprendizaje supervisado. Existen dos
métodos de aprendizajes dentro de la clasificacion:

e Lazy learners o Estudiantes perezosos: este tipo de métodos simplemente almacenan
los datos de entrenamiento hasta que aparezca un dato de la fase de test, de esta forma
clasifica utilizando los datos més relacionados de los datos de entrenamiento. Este
método presenta un mayor tiempo de prediccién, pero un menor tiempo de
entrenamiento. Dentro de este método de aprendizaje se situan los algoritmos: K-
vecinos cercanos y Razonamiento basado en casos.

e Eager learners o Estudiantes avidos de aprender: por el contrario, por medio de este
método, se construye un modelo de clasificacion basado en los datos de entrenamiento
antes de recibir los datos de la fase de test. Debido a que tiene que obtener una hipotesis
que permita clasificar todo el conjunto, presenta un mayor tiempo de entrenamiento,
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pero un menor tiempo de prediccion. Dentro de este método de aprendizaje se sitian
los algoritmos: Arboles de decision, Naive Bayes y Redes neuronales.

2.1.5.2 Regresion

Esta aplicacion del ML se encarga de modelizar un valor objetivo basado en predictores
independientes, es decir, predecir un valor continuo, por ejemplo, predecir el valor de una casa
en funcion de las caracteristicas de esta.

Existen muchas técnicas de regresiones, entre las que destacan:

e Regresion lineal.
e Regresion polindmica.
e Regresion de vectores de apoyo.

Regresion lineal

Esta técnica de regresion es la mas comun e interesante, predice un valor de la variable objetivo
(Y) basandose en un valor de entrada (X), es decir, estos dos valores presentan una relacion
linear entre ellos, siguiendo una ecuacion como la siguiente:

Y =a+bX

Ecuacioén 2.1: Funcion regresion lineal.

El proceso de aprendizaje de esta técnica se centra en atribuir un valor para los coeficientes a
y b de la Ecuacién 2.1, obteniendo de esta forma la mejor linea de regresion que se ajusta a
estos datos y que ademas minimice el valor de la funcidn coste empleada para medir el error.

Regresion polindmica

Esta técnica se encarga de transformar las caracteristicas o valores de entrada (X) en
caracteristicas polindmicas de un grado determinado y para después aplicar regresion lineal
sobre ellas. Este tipo de técnicas transforma la Ecuacion 2.1 en la siguiente ecuacion:

Y =a+bX +cX?

Ecuacion 2.2: Funcién regresion pilindmica de grado 2.

El grado de la funcion de la Ecuacion 2.2 varia segun el grado de caracteristicas polindmicas
que se desee. Si se aumenta el valor del grado a un valor muy alto, la funcién se reajusta ya
que aprende también del ruido de los datos.

Al igual que en la Regresién lineal el objetivo de la fase de entrenamiento es atribuir un valor
a los coeficientes de la Ecuacion 2.2, para lograr obtener una linea de regresion que represente
los datos y que minimice el valor de la funcién coste.

Regresion de vectores de apoyo

En esta técnica de regresion, el modelo se encarga de identificar un hiperplano con un margen
méaximo tal que el maximo numero de puntos se encuentre dentro de ese margen. Al contrario
que en las regresiones anteriores que trataban de minimizar el error, en esta técnica se pretende
ajustar el error dentro de un determinado umbral.

2.1.5.3 Extraccion de conocimiento

La Extraccion de conocimiento o Knowledge Extraction se centra en obtener las propiedades
o0 estructuras latentes de un conjunto de datos no estructurado. Este tipo de aplicaciones se
utiliza por ejemplo para generar comentarios o titulos sobre imagenes.
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2.1.5.4 Organizacion de catalogos

Este tipo de modelos de ML proporcionan a los usuarios una serie de resultados basandose en
una cadena de caracteres, siendo el caso de los sistemas basados en recomendaciones. Estos
modelos se encargan de proporcionar al usuario una serie de elementos relacionados basandose
en el elemento sobre el que mostro interés o bien proporcionando las herramientas necesarias
para que realice la basqueda.

2.1.5.5 Modelos generativos

Los modelos generativos son capaces de generar datos en base a unos datos de entrada
introducidos. Estos modelos son idoneos para tareas como la traduccion de documentos, donde
los resultados son muy variados.

2.2 REDES NEURONALES

Las redes neuronales son una serie de algoritmos de ML que pretenden simular el aprendizaje
del cerebro humano. La unidad de procesamiento basica en este tipo de modelos se conoce
como neurona, que se compone de los siguientes elementos: los pesos (w) y los datos de entrada
(x) que simulan a las dendritas de las neuronas humanas, el sesgo (b), la funcién sumatoria para
calcular la salida generada por los datos de entrada (‘Y.”) y una funcién de activacion que simula
la activacion de la neurona (f(+)).

Funcion
activacion

Funcion

. —
sumatorio 11"r

llustracion 2.2: Estructura de un perceptron.

Por lo tanto, siguiendo la estructura de la imagen anterior, obtenemos la siguiente ecuacion
para calcular la salida de la neurona a partir de cuatro datos de entrada:

n=4

y=f inwi+b

i=1

Ecuacion 2.3: Calculo salida de un perceptron.

Las funciones de activacion son un factor muy importante dentro de las redes neuronales, ya
que se encargan de determinar el valor de salida de cada una de las neuronas. Existen tres tipos
principales de funciones de activacion:

e Funcidn de activacion binaria: esta funcion esta basada en el umbral. De esta forma la
funcion se activara cuando el valor devuelto por la funcion sumatorio alcance el valor
de umbral y mientras tanto esta no se activa.
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Funcion de activacion lineal: esta funcion sigue una ecuacion del tipo y = Ax. Calcula
el valor de salida en base al valor obtenido de la funcién sumatorio, siguiendo una
funcion lineal.
Funcion de activacion no lineal: los modelos que emplean este tipo de funciones de
activacion siguen funciones no lineales. Este tipo de funciones permiten al modelo crear
un complejo mapeo entre los datos de entrada y los datos de salida. Las principales
funciones empleadas son las siguientes:

o Sigmoide o logistica.
Tangente Hiperbdlica o TanH.
ReLU o Rectified Linear Unit (Unidad lineal rectificada).
Leaky ReLU o ReLU con fugas.
Parametric ReLU o ReLU Paramétrica.
Softmax.
o Swish.

O 0O O O O

El modelo de red neuronal mas simple que se puede encontrar es el Perceptron. Este modelo
se compone de una Gnica neurona que utiliza como datos de entrada variables binarias, como
se puede observar en la llustracion 2.2. Debido a su simplicidad, este tipo de modelos no
pueden representar problemas complejos (Unicamente pueden representar problemas
linealmente separables). Por este motivo, se han empleado modelos de redes neuronales
multicapa, que combinan varias neuronas para aumentar la capacidad expresiva de la red.

Los modelos de redes neuronales multicapa se caracterizan por presentar los siguientes
elementos en su estructura:

Capa de entrada: contiene los valores de los datos de entrada.

Capas de neuronas ocultas: se compone por una 0 mas capas de neuronas que se unen
a la capa de entrada y a la capa de salida. La estructura de esta capa de neuronas y el
namero de capas de la red dependen del modelo de red neuronal.

Capa de salida: contiene los valores de los datos de salida obtenidos a partir de los datos
de entrada.
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2.3 DEEP LEARNING

El Deep Learning es un &rea de trabajo del Machine Learning que se centra en la construccion
de redes neuronales capaces de imitar la estructura y funcionamiento del cerebro humano. El
tipo de redes neuronales construidas por este area de trabajo se caracterizan por disponer de
varias capas ocultas, formando cada una un modulo simple no lineal que se encarga de
transformar las entradas (comenzando con los datos del conjunto de entrenamiento) en una
representacion mas abstracta de las mismas, logrando aprender funciones muy complejas por
medio de la union de un nimero suficientes de estos modulos.

Al igual que el Machine Learning, los algoritmos de aprendizaje mas cominmente empleados
son los supervisados, siendo concretamente el algoritmo del Gradiente Descendente
Estocéstico (Stochastic Gradient Descent, SGD) el mas empleado en la préctica. Este algoritmo
consiste en calcular las salidas y errores correspondientes a una serie de datos de entrada, para
luego calcular la media del gradiente de los datos de entrada y posteriormente ajustar los
valores de los pesos de cada neurona en funcion de los resultados obtenidos de cada una de las
medias, repitiendo este proceso sobre bloques pequefios de datos de entrada hasta que el
promedio de la funcion objetivo deje de disminuir.

Ademas del anterior algoritmo de aprendizaje, el Deep Learning utiliza otros muchos
algoritmos de aprendizaje tales como el algoritmo Backpropagation o el Learning Rate Decay.

El método de aprendizaje Backpropagation consta de tres procesos. En el primer proceso se
propaga el valor de los datos de entrada a través de la red neuronal realizando una propagacion
hacia adelante con el fin de calcular el resultado de estos valores de entrada. Durante el segundo
proceso, el sistema calcula el error entre el valor obtenido y el valor esperado correspondiente
esos datos de entrada por medio de una funcion de coste. Por Gltimo, se trasmite el error
obtenido a través de la red neuronal, pero esta vez en sentido contrario, actualizando los valores
de los parametros de la red, es decir, pesos Y bias.

El método Learning Rate Decay se centra en ajustar la tasa de aprendizaje o Learning Rate en
funcion de unos métodos predefinidos. Existen varios métodos para ajustar esta tasa, algunos
de los cuales son reduccién basada en el tiempo, reduccién escalonada o reduccion
exponencial. Todos estos métodos de ajuste de la tasa de aprendizaje del modelo suelen
complementar al algoritmo de aprendizaje principal de la red neuronal

El Deep Learning estd logrando grandes avances en aguellos problemas en que al Machine
Learning le ha costado o no ha conseguido resolver. Los mejores resultados que se han obtenido
han sido en el descubrimiento de estructuras latentes en conjuntos de datos de alta dimension,
pudiéndose aplicar en un gran conjunto de dominios en ciencia, negocios y gobierno.

2.4 RESTRICTED BOLTZMANN MACHINE

Este tipo de modelo de redes neuronales no supervisadas emplean la nocion de energia para
modelar aplicaciones como reconstruccion de datos, reduccion de dimensionalidad o filtrado
colaborativo.

Las redes neuronales feedforward se caracterizan por ser modelos dirigidos en los que la
informacion pasa a través de las distintas capas, desde la capa de entrada pasando por las capas
ocultas y terminando en la capa de salida. Por el contrario, los modelos RBM son modelos no
dirigidos que emplean los datos de entrada para generar estados probabilisticos con los que
lograr identificar las caracteristicas latentes en el conjunto de datos.
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El modelo RBM ha evolucionado a partir de las redes de Hopfield. Este tipo de red neuronal
crea un modelo determinista de las relaciones entre los diferentes atributos (inputs) por medio
de los pesos entre los diferentes nodos. Posteriormente, las redes de Hopfield evolucionaron a
las maquinas de Boltzmann que emplean estados probabilisticos para representar distribuciones
de Bernoulli a partir de una serie de atributos binarios. Estas redes, se componen de dos tipos
de capas neuronales: una visible y otra oculta. Las neuronas visibles representan los atributos
de entrada de la red, mientras que las ocultas representan las variables latentes. A partir de las
maquinas de Boltzmann se desarrollaron las maquinas restringidas de Boltzmann.

Visible layer Hidden layer
| Visible 1

. Hidden1 |
| Visible 2

- Hidden2 |
| Visible 3

. Hidden3 |
| Visible 4

llustracién 2.3: Estructura RBM

2.4.1 Redes de Hopfield

Este modelo de redes neuronales fueron propuestas en 1982 como un modelo para almacenar
informacion. Este modelo de red neuronal esta formado por una Unica capa de neuronas, que
capturan valores binarios, y estos a su vez representan los valores binarios de los datos de
entrenamiento. Este tipo de red neuronal permite crear un modelo determinista de las relaciones
entre los distintos atributos por medio de la ponderacién de pesos entre las distintas neuronas
0 nodos.

Este modelo presenta una Unica capa de neuronas donde cada una de ellas esta conectada con
las otras. Cada conexidn tiene asociada un peso, representado como wij (siendo i y j cada una
de las neuronas conectadas y siendo wij = w;ji), ademas, cada una de estas neuronas tiene un
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bias asociado (bi). Cada una de las neuronas se asocia con un estado, que tiene un valor binario
{0,1} o en algunos casos {-1,+1}; estos estados se corresponden con la dimension del conjunto
de datos. Por tanto, si queremos almacenar un nimero ‘d’ como dimension, necesitaremos ‘d’
nodos, correspondiendo asi el nodo ‘i’ con el bit ‘i’ de los datos.

%]
|

llustracion 2.4: Estructura Red Hopfield

Este tipo de redes emplean un modelo de optimizacion para actualizar el valor de los pesos,
logrando asi que los pesos sean capaces de identificar las relaciones positivas y negativas entre
las distintas neuronas de la red. De esta forma, los valores de los pesos positivos muy elevados
representan nodos con estados similares y aquellos valores negativos muy elevados representan
estados diferentes. La funcion objetiva de este modelo de red neuronal se denomina funcién de
energia y es analoga a la funcion de coste de otros modelos de red neuronal. En la fase de
entrenamiento del modelo, se pretende ajustar el valor de los pesos de forma que se minimice
el valor de la funcion de energia, siempre que el valor de los atributos de entrenamiento sea
binario.

La funcidn de energia de las redes de Hopfield, se definen por medio de la siguiente ecuacion:

E= — Zbisl' - Z WijSiSj
i

i,jii<j

Ecuacion 2.4: Energia Hopfield.

2.4.1.1 ; Como se logra alcanzar la configuracién de estados 6ptima en una

red Hopfield entrenada?

Como se ha mencionado en el apartado anterior, la fase de entrenamiento de las redes de
Hopfield pretende minimizar la funcion de energia de la red, es decir, alcanzar el equilibrio
energético del modelo. Cada uno de los valores minimos de esta funcion se corresponde con
cada uno de los valores memorizados del conjunto de datos de entrenamiento o con un valor
que representa un conjunto de estos datos. Para llevar a cabo esta fase de entrenamiento se
emplea un algoritmo que permita encontrar un minimo local, a través de la definicion de una
combinacion de estados que representan cada una de las neuronas, tal que el cambio de uno de
los valores de los estados no reduce el valor de la funcién de energia.

La busqueda de la configuracion éptima de los estados de la red, ayuda al modelo a capturar
las memorias asociativas que inherentemente tiende a aprender, porque dado un conjunto de
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datos de entrada, el modelo intercambiard el valor de los bits de entrada con el fin de mejorar
la funcion de energia hasta encontrar una configuracién que no mejore dicha funcién. El
minimo local obtenido (combinacién final de estados) a menudo difiere en pocos bits del
conjunto de estados inicial, por lo tanto, memoriza un patrén estrechamente relacionado; es
decir, el minimo local pertenece a menudo al conjunto de datos de entrenamiento.

Para logra alcanzar el préximo minimo local o incluso el minimo global se puede emplear la
regla de actualizacion de umbral, de esta forma comparando la energia de los casos de los
estados con valor 1y los de valor 0 en la Ecuacion 2.4, obtenemos la siguiente ecuacion:

AE; = Esno— Esm1 = by + 2 WijSj
jiEi

Ecuacion 2.5: Incremento energético.

La diferencia energética (AE;) debe tener un valor mayor de 0 para realizar el cambio del estado
side 0 a 1. Obteniendo asi la siguiente regla de actualizacion:

(1 Si bi + 2 Wiij >0
s; = Jjij#i
\ 0
Ecuacién 2.6: Regla de actualizacion energia Hopfield

De esta forma empleando la regla de actualizacion anterior de forma iterativa con cada uno de
los estados si, se puede alcanzar un minimo local, aunque se establezcan los valores de los
pesos Yy bias de la red previamente.

2.4.1.2 Entrenamiento de las redes de Hopfield

La fase de entrenamiento de las redes de Hopfield emplea como método mas comuin la “regla
de aprendizaje de Hebbian”. De acuerdo con esta regla, la sinapsis entre dos neuronas esta
estrechamente relacionada con el valor de la salida, es decir, la sinapsis entre ellas se refuerza
cuando la salida de cada una esté estrechamente correlacionada con la otra.

Siguiendo la regla de Hebbian, se obtiene que el valor de los pesos de la red viene dado por la
siguiente ecuacion:

_ 421;:1 (xx; — 0,5) - (xkj - 0,5)
n

Wij
Ecuacion 2.7: Calculo de los pesos segun la Regla de Hebbian.

donde x,;, x,; € {0,1}y representan los valores de los estados de los bit i y j en la iteracion
k del proceso de entrenamiento, n representa el numero de iteraciones del proceso de
entrenamiento. Por lo tanto siguiendo la regla de Hebbian, si los bit i y j estan correlacionados
el valor de (x; — 0,5) - (xkj - 0,5) debe ser positivo y por tanto el valor de los pesos entre
ambos bit también debe ser positivo, y negativo si no presentan esta correlacion.

Por otro lado, también se puede aplicar esta regla sin normalizar el denominador, puesto que,
en la préctica se puede implementar un algoritmo de aprendizaje incremental para
actualizaciones de registros especificos, pudiendo realizar estas actualizaciones Unicamente
sobre el registro de entrenamiento k. De esta forma, se obtiene la siguiente ecuacion:
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wij < wij+ 4 (x —0,5) - (xx; — 0,5) Vi,j
Ecuacion 2.8: Actualizacion de los pesos en las redes de Hopfield (1).

El parametro del bias puede actualizarse considerando que unicamente el estado ficticio esta
activado y el bias representa el peso entre el estado ficticio y el estado i:

b; « b; + Z(in - 0,5) Vi

Ecuacién 2.9: Actualizacion de los bias en las redes de Hopfield (1).

Por dltimo, en el caso de que los valores de los registros del conjunto de datos pertenezcan al
conjunto {—1, +1}, las ecuaciones anteriores deben ser modificadas de la siguiente forma:

Wi & Wi + XkiXkj Vl,]

Ecuacioén 2.10: Actualizacion de los pesos en las redes de Hopfield (11).

bi = bi +xki Vi

Ecuacién 2.11: Actualizacion de los bias en las redes de Hopfield (11).

Ademas de este método de aprendizaje, se pueden utilizar otros métodos como el Storkey
learning rule o regla de aprendizaje de Storkey. Esta regla de aprendizaje de Storkey, también
conocida como regla de aprendizaje pseudo-inversa, proporciona al modelo una mayor
capacidad frente a la proporcionada por la regla de Hebbian, aunque se pierde el factor de
aprendizaje incremental, inmediato y local de esta Ultima. Por este motivo, la regla de Hebbian
es la mas comunmente empleada, aunque en algunos casos puede ser conveniente emplear otras
reglas que permitan obtener una mayor capacidad al modelo.

2.4.1.3 Mejorando las redes de Hopfield

Aungue no es una practica estandar, se puede afiadir una capa de neuronas ocultas a las redes
de Hopfield, con el fin de mejorar su capacidad para capturar la estructura latente dentro de un
conjunto de datos. De esta forma, los pesos entre dichas capas representan la relacién entre los
datos de entrenamiento y la estructura latente. En algunos casos, es posible representar los datos
con un namero reducido de neuronas ocultas.

Las neuronas de la capa oculta proporcionan una representacién de los datos de entrenamiento
en términos de ‘M’ bits, siendo ‘m’ el nimero de neuronas que componen la capa oculta; siendo
esta una version comprimida de tamafio ‘m’ de estos datos. Por lo tanto, por medio de la
representacion de las neuronas ocultas se pueden obtener las aproximaciones a los patrones que
representan al conjunto de datos. De esta forma, si afladimos una capa de neuronas ocultas y
permitimos que los estados puedan adquirir valores probabilisticos, obtenemos un nuevo
modelo de red neuronal conocido como Méaquina de Boltzmann.
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2.4.2 Maquinas de Boltzmann
Como se ha mencionado antes, este tipo de redes neuronales evolucionaron a partir de las redes
de Hopfield; siendo asi una generalizacion probabilistica de dichas redes.

Las redes de Hopfield establecen el valor de cada uno de sus estados como 0 o 1, en funcién
del valor de la energia de dicho estado, si tiene valor negativo es 0 y si es positivo 1.

Por otro lado, las maquinas de Boltzmann asignan una distribucion probabilistica al estado en
funcion del valor de la energia, por medio de la aplicacion de una funcién sigmoide a dicho
valor de la energia:

1
1+ exp(—AE;)

Ecuacion 2.12: Funcién sigmoide de la energia de Hopfield

P(Si = 1| Sty Si—1Si+1s Sq) =

Esta distribucion es definida sobre varias configuraciones de estados, en funcion de una
configuracion de pesos y bias. La energia de una configuracion en particular § = (v, ) se
denota como E(5) = E([7, h]) y de forma similar a la de una red de Hopfield:

E(§) = - Zbisi - z W;;SiSj
i

i,j:<j
Ecuacién 2.13: Enegia de una configuracion (s).

Sin embargo, estas configuraciones solo se conocen de forma probabilistica en el caso de las
maquinas de Boltzmann. La distribucion condicional de la Ecuacién 2.12 se deriva de una
definicion mas fundamental de la probabilidad incondicional P(5) de un configuracion de s:

_ _ 1 _
P(5) x exp(—E(s)) =z exp(—E(s))
Ecuacion 2.14: Probabilidad incondicional de una configuracion (s) .

La normalizacion a través del factor Z garantiza que todas las probabilidades de todas las
configuraciones sumen 1:

Z= Z exp(—E(§))

S

Ecuacion 2.15: Normalizacion factor Z

El factor Z, también conocida como funcién de particion, es una funcién muy dificil de calcular
explicitamente porque se corresponde con un numero exponencial de términos que
corresponden a todas las configuraciones de estados posibles. Por lo tanto, el calculo de P(35) =
P(ﬁ, E) no es posible. A pesar de esto, si se puede calcular muchos tipos de probabilidades

condicionales como P(17|E) ya que son proporciones y el factor de normalizacion se anula en
el célculo, obteniendo de esta forma la Ecuacion 2.12.

Uno de los beneficios de establecer los estados de forma probabilistica consiste en la
posibilidad de crear nuevos valores para los datos a partir de estos estados, aunque debido a la
dependencia entre estados visibles y estados ocultos dificulta en gran medida la generacion de
los nuevos datos. En cambio, otros modelos permiten esa generacion al no presentar dicha
dependencia entre los dos tipos de estados pudiéndose realizar primero un proceso secuencial
de muestreo de los estados ocultos y después generar datos visibles de éstos.
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2.4.2.1 Estructura del modelo

Como se ha mencionado en la seccién anterior, este modelo de red neuronal es una
generalizacion probabilistica de las redes de Hopfield, surgidas al afiadir a esta red una segunda
capa compuesta por neuronas ocultas.

Al igual que en el modelo de Hopfield, todas las neuronas que componen la red estaran
interconectadas entre ellas, indiferentemente de la capa en la que se encuentren, generando asi
la siguiente estructura del modelo:

Hidden
Nodes

Visible
Nodes

llustracion 2.5: Estructura Maquina de Boltzmann.
Fuente: https://medium.com/datadriveninvestor/an-intuitive-introduction-of-boltzmann-machine-8ec54980d789

2.4.2.2 Generacion de datos

Debido a la alta complejidad que presentan las maquinas de Boltzmann para generar datos,
provocada por la dependencia circular entre los estados visibles y ocultos, es necesario, definir
un proceso iterativo que permita generar datos de muestra y solucione el problema de estas
dependencias. La maquina de Boltzmann recorre de forma iterativa los distintos estados por
medio de una distribucion condicional generada a partir de los estados de la iteracién anterior;
comenzando en la primera iteracion con un conjunto de estados aleatorio, obteniendo las
probabilidades condicionales de estos datos iniciales y generando a partir de estas
probabilidades los nuevos valores de los estados que se usaran como valores en la siguiente
iteracion. La ejecucion de este proceso durante varias iteraciones permite obtener muestras de
los datos generadas aleatoriamente a partir de los valores de los estados visibles. Este proceso,
que se realiza el nimero de veces necesario hasta alcanzar el equilibrio térmico de la red, se
conoce como Gibb Sampling.

Una vez alcanzado el equilibrio térmico de la red, los estados ocultos representan la estructura
latente de los datos que ha sido capturada por el modelo, donde las dimensiones en los datos
generados estaran correlacionadas entre ellas por medio de los pesos de los estados. De esta
forma, aquellos pesos que presenten valores grandes representardn nodos altamente
correlacionados. Por lo tanto, si el modelo ha sido entrenado correctamente generara datos que
contengan estas correlaciones, aunque los estados se inicialicen aleatoriamente.
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2.4.2.3 Proceso de aprendizaje

El proceso de entrenamiento de este modelo de red neuronal consiste en obtener una
configuracion de los valores de los pesos y bias que permita maximizar la probabilidad de
registro del conjunto de datos de entrenamiento empleado. La posibilidad de registro de los
estados individuales se calcula empleando la siguiente ecuacion:

log[P(5)] = —E(5) —log(2)
Ecuacién 2.16: Logaritmo de la Probabilidad incondicional de una configuracion (s).

dloglog[P(s : . : . ]
%[(S)] requiere del calculo de la derivada negativa de la energia,
ij

aunque presenta un término adicional que implica a la funcion de particion. La funcion de
particion es lineal en el peso w;; con coeficiente —s;s;. Por lo tanto, la derivada parcial de la
energia con respecto al peso w;; es —s;s;. Obteniendo de esta forma la siguiente ecuacion:

dloglog[P(3)]
aWi]'

Por lo tanto, el calculo de

= (Si,Sj)data - <Si,5j)model
Ecuacion 2.17: Ecuacion derivada parcia de la energia.

En la ecuacion anterior, (s; sj)aqcq representa el valor promedio obtenido al fijar los estados
visibles como valores de un dato de entrenamiento. Por otro lado, (s; Sj)moqe: representa el
valor promedio de s;s; en equilibrio térmico sin fijar los estados visibles como datos de
entrenamiento. Para obtener este promedio se ejecuta el proceso de Gibb Sampling sobre
multiples instancias. Por lo tanto, emplearemos la diferencia centrada en los datos de entrada y
los datos obtenidos por el modelo con el proceso del Gibb Sampling para realizar la
actualizacion de los valores de los pardmetros pesos y bias.

Este proceso de céalculo de la derivada parcial se repetira con todos los valores que componen
cada mini-batch, en los que se divide el conjunto de entrenamiento. Una vez calculadas todas
las derivadas parciales de cada uno de los datos que forman el mini-batch actual, se procedera
a calcular el valor promedio de dichos valores. Posteriormente, se emplea el valor promedio
para actualizar los valores de los pesos y bias, siguiendo las siguientes ecuaciones:

Wi & Wi + «a ((Si,5j>data - (Si,5j>m0d€l)

Ecuacion 2.18: Valor de actualizacion de los pesos.

bi <= bi + a ((Si,1>data - (Si,l)model)

Ecuacion 2.19: Valor de actualizacion de los bias.

El principal problema del procedimiento del Gibb Sampling, se basa en el alto nimero de
iteraciones que se necesitan para alcanzar el equilibrio térmico.
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2.4.3 Logros obtenidos por el modelo RBM

El concurso de Netflix fue una competicion abierta organizada por la plataforma de visionado
de contenido multimedia, cuyo objetivo perseguia encontrar el mejor algoritmo de Filtrado
Colaborativo capaz de predecir la calificacion de los usuarios sobre un conjunto de peliculas
en base a otras valoraciones previas, sin mas informacion que los identificadores de estos.

Una vez registrados en el concurso, los participantes podian acceder a los conjuntos de
entrenamiento y test proporcionados. El conjunto de entrenamiento se componia por mas de
100 millones de valoraciones de mas de 480000 clientes, elegidos al azar en casi 18000 titulos
de peliculas. Estos datos fueron recolectados entre octubre de 1998 y diciembre de 2005,
reflejando las calificaciones recibidas por Netflix durante ese periodo. La valoracion de las
peliculas se ponderaba de 1 a 5, siendo estos valores enteros. Con el fin de mantener el
anonimato de los usuarios, se eliminaron todos los datos referentes a éstos del conjunto de
datos, a excepcion de la fecha de la valoracion y, por otro lado, los identificadores de cada uno
de los usuarios se sustituyeron por otros asignados de forma aleatoria.

El conjunto de test se componia de 2.8 millones de pares identificador de usuario/pelicula con
las fechas de valoracidn, pero estos registros carecian de valoracién. Los datos de este conjunto
se componian de las calificaciones méas recientes de un subconjunto de los mismos usuarios
sobre un subconjunto de las mismas peliculas.

Con el fin de valorar el algoritmo de prediccion seleccionado por cada equipo, estos debian
lograr que este algoritmo valorara todos aquellos pares de identificador de usuario/pelicula que
formaba el conjunto de entrenamiento, y enviar los resultados obtenidos para valorarlo en el
mismo formato que los conjuntos de entrenamiento y test.

El concurso lo gano el equipo “Bellkor’s Pragmatic Chaos” el 26 de julio de 2009, este equipo
empleo para ganar el concurso un modelo de red neuronal Restricted Boltzmann Machine.

2.4.4 Deep Boltzmann Machine

Este tipo de modelo es la evolucion de las Restricted Boltzmann Machine que difiere de las
RBM en la estructura de la red. Al contrario que las RBM, las Deep Boltzmann Machine
forman una estructura de red neuronal multicapa, en donde cada capa captura las complicadas
correlaciones entre ella y la capa anterior. Este tipo de redes, al igual que las Deep Belief, tienen
el potencial computacional de capturar representaciones internas en los conjuntos de datos cuya
complejidad cada vez aumenta mas, consiguiendo una alta capacidad resolutiva en problemas
de reconocimiento de objetos y transcripcion de conversaciones o discursos a texto.
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3 METODOLOGIA

En este capitulo se realizar una descripcion de la metodologia y el marco de trabajo empleados
para desarrollar este proyecto, para ello se ha decido emplear una metodologia agil, ya que
permite su desarrollo de forma iterativa e incremental. Son metodologias que se encuentran en
auge debido a la rapidez con la que evoluciona la tecnologia, ya que proporcionan una gran
flexibilidad frente a los posibles cambios y una eficacia a la hora de trabajar, abaratando costes
y reduciendo el tiempo del proyecto.

Este tipo de metodologias proporcionan una serie de ventajas frente a las metodologias
tradicionales, como son:

e Mejoran la satisfaccion del cliente dado que este esta involucrado y comprometido con
el proyecto durante todo su desarrollo. Tras la finalizacién de cada una de las etapas de
desarrollo, se informa al cliente sobre los progresos realizados y los logros alcanzados
para aumentar su motivacion con el fin de que se involucre y lograr afadir sus
conocimientos al proyecto.

e Mejoran la motivacion e implicacion del equipo de desarrollo, puesto que todos sus
miembros conocen el estado del proyecto.

e Permite el ahorro de tiempo y costes de desarrollo, al utilizar una forma de trabajo es
mas eficiente y rapida.

e Se logra mejorar la eficacia y rapidez de trabajo por medio de entregas parciales,
logrando evitar también el desarrollo de caracteristicas innecesarias.

e Lacontinua interaccion entre cliente y desarrolladores permite el aumento de la calidad
del producto.

e También permite alertar rapidamente de posibles errores en el proyecto.

En concreto, para este proyecto se emplea Scrum como marco de trabajo, por ser el mas
conocido por este equipo de desarrollo y uno de los marcos de trabajo mas empleados en la
actualidad.

Scrum, como se ha mencionado antes, es un marco de trabajo empleado en proyectos de
desarrollo basados en metodologias agiles que permite al equipo presentar en pequefios
periodos de tiempo entregables al cliente. Este marco de trabajo presenta tres caracteristicas:

e Transparencia: todos los miembros del equipo tienen conocimiento de lo que ocurre en
el proyecto.

e Inspeccion: los miembros del equipo periddicamente inspeccionan el progreso del
proyecto

e Adaptabilidad: el equipo se ajusta para lograr los distintos objetivos de cada una de las
etapas de desarrollo o sprint.
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3.1.1 Roles de Scrum

Con el fin de lograr entregar valor y ofrecer resultados de calidad para asi cumplir los objetivos
del cliente, Scrum emplea equipos de desarrollo auto-organizados y multifuncionales, haciendo
asi a cada uno responsable de un conjunto de tareas determinadas y de su finalizacién en los
plazos acordados. De esta forma, se garantiza la entrega de valor del equipo completo, sin que
sea necesaria la ayuda o supervision minuciosa de otros miembros.

En Scrum existen tres roles importantes, los cuales son los siguientes:

e Scrum Master: es el lider del equipo de trabajo agil. Su mision principal consiste en el
cumplimiento de todos los objetivos del proyecto, para ello debe de asegurarse que
todas y cada una de las técnicas Scrum empleadas son comprendidas y aplicadas en la
organizacion. Ademas, es el encargado de solucionar cualquier posible problema que
pueda aparecer en los distintos sprint que componen el proyecto.

e Product Owner: es el enlace del equipo de desarrollo con los distintos stakeholders, se
encarga de mantener una comunicacion constante con dichos stakeholder. Ademas, se
encarga de maximizar el valor de trabajo del equipo de desarrollo, por medio del
Product Backlog, el cual es el encargado de organizar y gestionar.

e Equipo de desarrollo: se componen por todas aquellas personas encargadas de realizar
las tareas, para ello se encargan de satisfacer los criterios de aceptacion de las historias,
determinar la complejidad de las tareas y negociar el alcance de los distintos sprint.

3.1.2 Artefactos de Scrum

Son una serie de herramientas que emplean los equipos Scrum para maximizar la transparencia
dentro del equipo y permitir que todo el equipo tenga la misma vision de proyecto. Los
artefactos que se emplea en Scrum son los siguientes:

e Product Backlog: es un inventario, el cual contiene un listado de las distintas tareas o
funcionalidades necesarias para el desarrollo del proyecto. Es el resultado del trabajo
realizado por el Product Owner con los distintos stakeholders del proyecto. Esta lista
estd ordenada en funcion de la prioridad de las distintas tareas o funcionalidades, no es
necesario que la lista esté completa al principio del proyecto, pero si deben estar
presentes los requisitos mas importantes. Esta lista presenta los siguientes elementos:

o Funcionalidades.

o Bugs.

o Historias de usuario.

o Tareas tecnicas.

o Trabajo de investigacion.

e Sprint Backlog: consiste en una lista especifica de aquellas funcionalidades o tareas del
Product Backlog (Product Backlog Item) que se van a abordar dentro de cada sprint,
este listado debe de mantenerse actualizado por medio de las Daily Meeting. Los
distintos elementos del Sprint Backlog se dividen en tareas mas pequefias, con el
objetivo de facilitar su implementacién en un incremento.
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llustracion 3.1: Product Backlog y Sprint Backlog. Fuente: https://www.wearemarketing.com/es/blog/metodologia-scrum-
que-es-y-como-funciona.html

e Incremento: consiste en un entregable software que se obtiene al final de cada sprint
tras la realizacion de todas las tareas abordadas en el sprint actual. Los incrementos se
desarrollaran de forma iterativa e incremental con respecto a los anteriores.

3.1.3 Eventos de Scrum

Scrum se caracteriza por la retroalimentacion que proporciona la incorporacion del cliente en
el desarrollo, permitiendo asi poder ofrecer un entregable tras finalizar cada sprint del proyecto;
el cual serd refinado y se le afiadirén las nuevas funcionalidades con el proximo sprint.

Con el fin de obtener esa retroalimentacion, Scrum dispone de los siguientes eventos:

e Sprint: es la base de Scrum, consiste en un periodo de tiempo de entre una o cuatro
semanas en el cual se realizan un conjunto de tareas y contiene al resto de eventos
pertenecientes a Scrum. Su duracion méaxima no debe de superar las cuatro semanas de
duracion debido a que sino puede provocar la pérdida de feedback importante para el
proyecto y comprometer dicho proyecto.

e Sprint Planning: es una reunidon que se realiza al comienzo de cada sprint donde
participa el equipo de Scrum al completo para asi inspeccionar el Product Backlog, con
el fin de decidir qué tareas o Product Backlog Items se van a abordar durante el sprint
actual. En esta reunion, el Product Owner presenta el Product Backlog actualizado y el
Equipo de desarrollo se encarga de determinar cuantos Product Backlog Item seran
capaces de abordar en el sprint actual teniendo en cuenta el objetivo de este sprint.
Después de decidir los elementos que seran capaces de abordar, el Equipo de desarrollo
divide estos elementos en tareas mas pequefias. Por medio de esta reunion, se obtiene
una actualizacién del Product Backlog, el Sprint Backlog y el Sprint Goal (objetivo del
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sprint). La duracion méxima de esta reunion debe ser de ocho horas para sprint de cuatro
semanas.

Development Team Acuerdos de la
(Velocidad/Capacidad) retrospectiva

Analizar, evaluar y seleccionar
Product Backlog Items para el Sprint

El Sprint Goal marca la direccién

Descomponer en un plan de
accion
Sélo se descompone suficiente
trabajo para empezar el Sprint

.

Sprint Goal + Forecast + Sprint Backlog

lHustracion 3.2: Sprint Planning. Fuente: https://jeronimopalacios.com/scrum/

e Daily Meeting: es una reunion diaria de planificacion de quince minutos de duracion
del Equipo de desarrollo, en la cual cada miembro expone las tareas que esta abordando
y qué impedimentos se le han presentado; de esta forma, se puede determinar si el Sprint
Goal puede estar en riesgo de no ser alcanzado, de ser asi se deberia proceder a mitigar
€s0S riesgos.

e Sprint Review: consiste en una reunion al final del sprint, en la cual el Product Owner
se reune con los distintos stakeholder para presentar el incremento actual, con el fin de
inspeccionar dicho incremento y adaptarlo. Esta reunion permite medir la situacion
actual y actualizar el Product Backlog con nuevas condiciones que puedan afectar al
negocio.

e Sprint Retrospective: es una reunion realizada al final de cada sprint, justo después de
la Sprint Review. En esta reunién, el equipo Scrum reflexiona sobre el Gltimo sprint,
presentando qué ha ido bien, qué ha ido mal y qué se podria mejorar para poder
identificar posibles mejoras para el proximo sprint.
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4 GESTION DEL PROYECTO

A lo largo de este capitulo se especificara el Product Backlog con el listado de las historias de
usuario y las tareas en las cuales se dividira cada una de estas. Ademas, se procedera a detallar
la planificacion temporal que se ha seguido a lo largo del desarrollo de este proyecto.

4.1 PRODUCT BACKLOG

El objetivo de este capitulo consiste en especificar y describir el Product Backlog con el listado
de las historias de usuario que debera cumplir el proyecto. Estas historias de usuario consisten
en descripciones cortas y simples de las caracteristicas que ha de cumplir un proyecto, éstas
han de ser contadas desde la perspectiva de un usuario del sistema. Las historias han de
presentar la siguiente plantilla o formato:

e Como <Usuario>.
e Quiero <Cierto objetivo>.
e Por cierto <Motivo>.

A continuacidn, se detalla el Product Backlog con las distintas historias de usuario que presenta
el proyecto.

ID Descripcién

Us-01 El administrador del sistema podré realizar la ejecucion de las fases de entrenamiento y
test del modelo de red neuronal.

Us-02 El administrador del sistema podra realizar inferencias sobre los casos de estudio.

Us-03 El administrador del sistema podréa visualizar los resultados obtenidos en los procesos
de entrenamiento y test.

Us-04 Investigacion acerca de las tecnologias y herramientas necesarias para el desarrollo del
modelo.
US-05 Realizacion del estudio y andlisis del modelo de red neuronal conocido como Restricted

Boltzmann Machine.

US-06 Desarrollo de la documentacién del proyecto.

us-07 Configuracion de los entornos y plataformas necesarias para el desarrollo del modelo.

Tabla 4.1: Historias de usuario del Product Backlog.
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4.1.1 Historias de usuario

En este apartado se va a especificar de forma detallada las diversas historias de usuario descritas
en el Product Backlog. Antes de realizar la especificacion se debe definir la jerarquia de las
historias de usuario, y como se agrupan los elementos que las componen.

e Lahistoria de usuario es la unidad basica que se puede identificar en el marco de trabajo
de las metodologias agiles.

e La historia de usuario se puede dividir a su vez en tareas.
e Una épica es la agrupacion en bloque de historias de usuario.
e Una iniciativa es la agrupacion de varias épicas.

A continuacién, se detalla la especificacion de las historias de usuario relacionadas con la
implementacién de las distintas funcionalidades de las que consta el modelo de red neuronal:

ID Historia | Descripcion historia Estatus Prioridad  Estimaciones Propietario

uUs-01 Como administrador del | Finalizada | Alta
sistema deseo realizar los
procesos de
entrenamiento y test, para
poder inferir sobre los
casos de estudio.

Criterios de aceptacion

Realizar procesos de entrenamiento y test.

Dado que Ejecuto el fichero

Se construye el modelo de red neuronal.

Entonces Se inician los procesos de entrenamiento y test del modelo.

Cuando

Tabla 4.2: Historia de usuario US-01.
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ID Historia | Descripcién historia Estatus ‘ Prioridad  Estimaciones Propietario

Alta

Us-02 Como administrador del | Finalizada
sistema deseo realizar
inferencias sobre los casos

de estudio.

Criterios de aceptacion

Inferencia casos de estudio.

Dado que Han finalizado los procesos de entrenamiento y test.

Cuando

Entonces Se permite realizar inferencias sobre los datos.

Tabla 4.3: Historia de usuario US-02.

ID Historia | Descripcién historia Estatus ‘ Prioridad  Estimaciones Propietario

Us-03 Como administrador del | Finalizada | Alta
sistema deseo poder
visualizar un fichero con
los resultados de los
procesos de
entrenamiento y test.

Criterios de aceptacion

Creacion fichero ‘TXT’ con resultados entrenamiento y test.

Dado que Han finalizado los procesos de entrenamiento y test.

Se haya creado el fichero ‘TXT’ con los resultados.

Entonces

Se podra visualizar dicho fichero.

Tabla 4.4: Historia de usuario US-03.
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A continuacion, se procede a especificar las historias de usuario que componen las fases de
estudio y analisis del modelo, investigacion sobre las tecnologias y herramientas necesarias
para el desarrollo del modelo y la redaccion de la documentacion complementaria al proyecto:

e US-04 Investigacion acerca de las tecnologias y herramientas necesarias para el
desarrollo del modelo.

Esta historia de usuario comprende las tareas necesarias para la adquisicion de los
conocimientos basicos sobre las herramientas y tecnologias empleadas para la
construccion del modelo de red neuronal (Tensorflow, Numpy, CSV...) y de un entorno
de desarrollo para la ejecucion de las distintas pruebas necesarias para la realizacion del
estudio y analisis del modelo (Anaconda, Spyder, Google Cloud Platform...).

e US-05 Realizacién del estudio y analisis del modelo de red neuronal conocido como
Restricted Boltzmann Machine.

Tras finalizar las correspondientes pruebas, se realizara el estudio y analisis del modelo
con el fin de determinar qué factores son los més determinantes a la hora de conseguir
que el modelo logre ser mas preciso.

e US-06 Desarrollo de la documentacion del proyecto.

Esta historia de usuario comprende las distintas tareas para la redaccion de la
documentacion del proyecto. Ademas, se incluira toda aquella investigacion necesaria
para su redaccion.

e US-07 Configuracion de los entornos y plataformas necesarias para el desarrollo del
modelo.

Esta historia de usuario comprende las tareas necesarias para la instalacion y/o
configuracién de los distintos entornos de desarrollo, plataformas, librerias y APIs
empleadas para el desarrollo del proyecto.
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4.1.1.1 Especificacion tareas
A continuacion, una vez especificadas las distintas historias de usuario que presenta el
proyecto, se procedera a realizar el desglose de dichas historias de usuario:

ID Historia us-01

ID Tarea Descripcion Dificultad
T-01 Implementaciéon modelo RBM. 3 Puntos de

Historia.

Esta tarea consiste en la implementacion de la estructura del

modelo de red neuronal RBM, es decir, definicion de las variables

correspondientes a los pesos, bias, tasa de aprendizaje, nUmero

de neuronas visible y ocultas,...

Implementacion algoritmo Gibb Sampling. 5 Puntos de
Historia.

Esta tarea comprende la implementacion de un método que

comprenda la ejecucién del algoritmo de Gibb Sampling,

necesario para la fase de entrenamiento.

Implementacion del método Compute Gradient. 3 Puntos de
Historia.

Esta tarea comprende la implementacion de un método que

permita el célculo de los gradientes por medio de los valores

obtenidos a través del algoritmo Gibb Sampling, necesarios para

realizar la actualizacion de los valores de bias y pesos del

modelo.

Implementaciéon método actualizacién bias y pesos. 2 Punto de
Historia.

Esta tarea comprende el desarrollo del método necesario para

obtener el valor de actualizacién de los parametros de los bias y

pesos.

Implementacién procesos de entrenamiento y test. 8 Puntos de
Historia.

Esta tarea comprende el desarrollo de una clase capaz realizar

las fases de entrenamiento y test del modelo.

Implementacién pre-procesado de los datos del CSV. 5 Puntos de
Historia.

Esta tarea comprende el desarrollo de las funcionalidades

necesarias para realizar la lectura y pre-procesado de los datos

correspondientes a los casos de estudio.

Tabla 4.5: Especificacion tareas US-01.
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ID Historia

ID Tarea

T-07

ID Historia

ID Tarea

T-08

ID Historia

ID Tarea

T-09

Descripcion Dificultad
Implementacién método inferencia. 1 Punto de
Historia.

Esta tarea consiste en la implementacion del método necesario
para la realizacion de inferencias sobre los casos de estudio.

Tabla 4.6: Especificacion tareas US-02.

Descripcién Dificultad
Creacion fichero con los resultados de las pruebas. 5 Puntos de
Historia.

Esta tarea consiste en el desarrollo de la funcionalidad que
permita la creacién de un fichero con los resultados de las fases
de entrenamiento y test.

Tabla 4.7: Especificacion tareas US-03.

Descripcién Dificultad

Investigacion sobre las opciones de desarrollo. 3 Puntos de
Historia.

Investigacion sobre las opciones para realizar el desarrollo del

modelo; es decir, entorno de desarrollo, lenguaje de

programacion, APls, CVS...

Investigacion herramientas y tecnologias de desarrollo. 3 Puntos de
Historia.

Investigacion realizada para adquirir los conocimientos basicos

necesarios sobre las tecnologias y herramientas empleadas para

realizar el desarrollo del modelo.

Tabla 4.8: Especificacion tareas US-04.
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ID Historia US-05

ID Tarea Descripcion Dificultad
T-11 Andlisis comparativo de las pruebas realizadas. 5 Puntos
Historia.
Esta tarea comprende la comparacion de las distintas pruebas
realizadas con el fin de determinar qué configuracién de los
parametros del modelo ha obtenido mejores resultados y como
afecta el valor de cada pardmetro al modelo en la fase de
entrenamiento.
Conclusion factores determinantes. 2  Puntos
Historia.
Esta tarea abarca la determinacion en base a los resultados
obtenidos en la tarea T-11 para determinar qué parametros
influyen mas en el aprendizaje del modelo
Ejecucion bateria pruebas Estudio y Analisis. 13  Puntos
Historia
Esta tarea comprende la ejecucion de las bateria de pruebas
realizadas para llevar a cabo el Estudio y andlisis del modelo.
Tabla 4.9: Especificacion tareas US-05.
ID Historia | US-06
ID Tarea Descripcion Dificultad
T-13 Investigacién modelo RBM 10  Puntos
historia.
Esta tarea comprende la adquisicion de los conocimientos
pertinentes a cerca del modelo de red neuronal que va a
desarrollar el equipo de proyecto.
Investigacion metodologia Scrum e historias de usuario 2 Puntos
Historia.
Investigacion realizada para adquirir los conocimientos béasicos
necesarios referentes a la metodologia Scrum y el método de
especificacion de requisitos basado en historias de usuario a
emplear.
Documentacion Introduccion y Contexto de negocio. 2 Puntos
Historia.
Esta tarea se corresponde a la redacciébn del apartado
Introduccién.
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Documentacion Contexto del Proyecto. 5 Puntos de
Historia.

Esta tarea se corresponde a la redaccion de los apartado

Contexto del Proyecto.

Documentacién Analisis. 2 Puntos de
Historia.

Esta tarea se corresponde a la redaccion del apartado Andlisis.

Documentacién Modelado de datos 2 Puntos de
Historia.

Esta tarea se corresponde a la redaccién del apartado Modelado

de datos.

Documentacion Plan de proyecto y Estimacion. 2 Puntos de
Historia.

Esta tarea se corresponde a la redaccién de los apartados

Gestion del Proyecto.

Documentacion Disefio. 3 Puntos de
Historia.

Esta tarea se corresponde a la redaccion del apartado Disefio

Documentacién Implementacion del modelo. 5 Puntos de
Historia.

Esta tarea se corresponde a la redacciébn del apartado

Implementacion.

Documentacion Pruebas modelo. 2 Punto de
Historia.

Esta tarea se corresponde a la redaccion del apartado Pruebas.

Documentacién Andlisis y estudio del modelo. 3 Puntos de
Historia.

Esta tarea se corresponde a la redaccién del apartado Estudio y

analisis del modelo.

Documentacion Conclusiones y Trabajo futuras. 1 Punto de
Historia.

Esta tarea se corresponde a la redaccion del aparatado
Conclusiones y trabajo futuro.

Documentaciéon Anexo.
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ID Historia

ID Tarea

T-26

Esta tarea se corresponde a la redaccién del aparatado jError! | 1 Punto de

No se encuentra el origen de la referencia.. Historia.

Revision de la documentacion 1 Punto de
Historia.

Esta tarea comprende la revision de los distintos apartados

descritos en este documento.

Tabla 4.10: Especificacion tareas US-06.

uUs-07

Descripcién Dificultad

Instalacion y configuracion del entorno de desarrollo Anaconda [ 1 Puntos  de

en un sistema Windows. Historia.

Esta tarea comprende la instalacion y configuracién del entorno

de desarrollo de Anaconda para la implementacion del modelo.

Instalacion API y librerias Python. 1 Puntos de
Historia.

Esta tarea abarca la instalacién e integracion de las APIs y

librerias necesarias para el desarrollo del modelo de red

neuronal.

Creacion cuenta GCP y configuracién de entorno de desarrollo | 1 Puntos de

en cloud. Historia.

Esta tarea comprende la creacién de una cuenta en GCP y la

configuracién de una maquina virtual para la ejecucion de las

pruebas necesarias para la realizacion del analisis y estudio del

modelo.

Instalacién y configuracién del entorno de desarrollo Anaconda | 1 Puntos  de

en una maquina virtual Debian. Historia.

Esta tarea comprende la instalacién y configuracién del entorno
de desarrollo de Anaconda en una maquina virtual Debian en una
cuenta de GCP para la realizacion de las pruebas necesarias
para la realizacion del andlisis y estudio del modelo.

Tabla 4.11: Especificacion tareas US-07.
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4.2 SPRINT BACKLOG

En este apartado, se procedera a detallar el Sprint Backlog, que como se ha mencionado,
contiene un listado de las tareas, especificadas en el apartado Product Backlog, detalladas segun
el sprint en el que se van a desarrollar. Con dicha lista se persigue mostrar las distintas tareas
que se requiere realizar hasta lograr alcanzar el Sprint Goal.

El proyecto se ha dividido en 19 sprints de una duracion de 4 semanas cada uno, desarrollando
el proyecto Unicamente de lunes a viernes y dedicandolo 5 horas al dia.

Durante los cuatro primeros sprints de desarrollo, se concluyd que el tiempo dedicado al
proyecto no seria posible ajustarlo a la planificacion anteriormente especificada, por tener que
compaginarlo con la realizacion de las précticas extracurriculares durante estos. Eso significo
que el desarrollo del proyecto se viera ralentizado desde el dia 1 de agosto de 2019 hasta el 19
de noviembre de 20109.

2019
o201

do lu ma mi ju wi do lu ma mi ju wi do lu ma mi ju wi

13¢55 123 123455?
7189 1011|1213 465 6 7 &8 89 10 g 8 10 11 12 13 14
14 1516 17|18 18 20 11 12 13 14 15 16 17 18 16 17 18 189 20 21
21 2223 24|25 26 27 18 18 20 21 22 23 24 22 23 24 25 26 27 28
2828 30 31 25 26 27 28 29 30 31 29 30

octubre 2019 noviembre 2019 diciembre 2019

do lu ma mi ju wi do lu ma mi ju wvi =a do lu ma mi ju wi
1 2 3 4 5 1|2 1123 4|5 6 Tr‘
6 7 8 9 10 11 12 3/4|5 6|7|8 89 g 9 10 11 12 13 14

12 14 15 16 17 18 19 10011 12 13 14 15 16 15 16 17 18 19 20 21
20021 22 23 24 25 26 17 18 19 20 21 22 23 22 23 24 25 26 27 23
27 28 29 30 1 24125 26 27 28 29 30 28 30 31

llustracion 4.1: Calendario Planificacion 2019.
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2020

enero 2020 febrero 2020

do lu mami ju vi sa do lu mami ju vi sa

marzo 2020

do lu mami ju vi sa
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15 16 17 18 19 20 21
22
28

24 25 26 27 28
H

23
30

abril 2020 mayo 2020

do lu mami ju vi =sa do lu mami ju vi =sa

do lu mami ju vi =sa

agosto 2020

do lu ma mi ju wvi sa do lu ma mi ju wvi sa

septiembre 2020

do lu ma mi ju wvi sa

112|3|4|5
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13114 /15 16 17 18 19
20021 22 23 26
27

llustracion 4.2: Calendario Planificacion 2020 (1).

octubre 2020 noviembre 2020

do lu ma mi ju wi sa do lu ma mi ju wi sa

lustracion 4.3: Calendario Planificacion 2020 (I1).
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2021

llustracion 4.4: Calendario Planificacion 2021(1).

febrero 2021 marzo 2021

do lu ma mi ju vi =a do lu ma mi ju wi

1,23 4.5 6 ------
¥ 89 101112 13 - 9110 11 1213
14 /1516|1718 19 20 14 151617 18 19| 20
2122|123 24|25 26| 27 2122|2324\ 25| 26| 27
28 282930 31

llustracion 4.5: Calendario Planificacion 2021(11).

Ademas, la primera reunién con los tutores se realizé el dia 2 de julio de 2019, pero no fue
hasta un mes después cuando se comenzo a desarrollar el proyecto, siendo la fecha de inicio
del desarrollo del proyecto el dia 1 de agosto de 2019.

Una vez fijadas las fechas de inicio y fin de cada uno de los sprint previstos anteriormente, se
procedera a distribuir cada una de las tareas del Product Backlog en los sprint determinados y
estimar la duracién prevista de cada tarea. Para realizar la estimacion en horas de desarrollo de
las distintas tareas, Scrum emplea la experiencia obtenida de otros proyectos para realizar este
proceso; debido a que este proyecto es de investigacion y, por tanto, se dispone de ninguna
experiencia previa respecto a proyectos de este tipo, es necesario realizar una estimacion
intuitiva de las horas de cada tarea. Por este motivo, el tiempo de desarrollo de cada tarea puede
verse desviado de la estimacion prevista, asi que cuando ocurra alguna desviacion, sera
necesario realizar ajustes del Sprint Backlog.

Duracién 01/08/2019 28/08/2019
ID Tarea Esfuerzo previsto | Fecha inicio Fecha fin Horas empleadas
T-09 3 Puntos de | 01/08/2019 14/08/2019 10
historia
T-10 3 Puntos de | 15/08/2019 28/08/2019 10
historia
Total Esfuerzo 6 Puntos de Total Horas 20
historia

Tabla 4.12: Sprint 1.

Durante el primer sprint, el objetivo principal se centrd en la investigacion de las tecnologias y
herramientas que proporcionaran el entorno y las herramientas de desarrollo necesarias para
realizar el proyecto. El incremento producido por este sprint es la seleccion del entorno y las
herramientas de desarrollo necesarias para implementar el modelo.
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Sprint 2 Duracién 29/08/2019 25/09/2019

ID Tarea Esfuerzo previsto | Fecha inicio Fecha fin Horas empleadas

T-26 1 Punto de | 29/08/2019 29/08/2019 2
historia

T-27 1 Punto de | 29/08/2019 29/08/2019 2
historia

T-14 2 Puntos de | 30/08/2019 06/09/2019 5
historia

T-13 10 Puntos de | 09/09/2019 25/09/2019 11
historia

Total Esfuerzo 14 Puntos de Total Horas 20
historia

Tabla 4.13: Sprint 2.

La realizacion del segundo sprint se centro en la configuracion del entorno de desarrollo con el
que implementar el modelo y en la adquisicion de los conocimientos necesarios sobre la
metodologia Scrum y el modelo de red neuronal RBM. El incremento obtenido tras la
realizacion de este sprint es los conocimientos necesarios sobre la metodologia y parte de los
necesarios sobre el modelo de red.

Sprint 3 Duracién 26/09/2019 23/10/2019
ID Tarea Esfuerzo previsto | Fecha inicio Fecha fin Horas empleadas
T-13 10 Puntos de | 26/09/2019 02/10/2019 5
historia
T-01 3 Puntos de | 03/10/2019 23/10/2019 10
historia
Total Esfuerzo 13 Puntos de Total Horas 15
historia

Tabla 4.14: Sprint 3.

Durante el desarrollo del tercer sprint se realizaron las tareas de adquisicion de los
conocimientos sobre el modelo y se comenzé la implementacién del codigo del modelo, en
concreto la definicién e inicializacién de los parametros del modelo. El incremento obtenido
tras la finalizacion de este sprint estd formado por la mejora de los conocimientos e
construccion del modelo de red neuronal.

Sprint 4 Duracién 24/10/2019 20/11/2019
ID Tarea Esfuerzo previsto | Fecha inicio Fecha fin Horas empleadas
T-13 10 Puntos de | 24/10/2019 05/10/2019 10
historia
T-09 3 Puntos de | 06/10/2019 08/10/2019 5
historia
T-01 3 Puntos de | 11/11/2019 20/11/2019 10
historia
Total Esfuerzo 16 Puntos de Total Horas 25
historia

Tabla 4.15: Sprint 4.

A finales del sprint anterior, se observo que se habia implementado de forma incorrecta el
modelo de red neuronal, por lo tanto, durante el desarrollo del Sprint 4 fue necesario realizar
la correccion pertinente. Por este motivo, se procedio a revisar cuales fueron los errores
cometidos y mejorar los conocimientos sobre el modelo y las herramientas de desarrollo. El
incremento obtenido estd formado por la mejora de los conocimientos referentes al modelo y
la implementacion del modelo.
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Sprint 5 Duracién 21/11/2019 18/12/2019

ID Tarea Esfuerzo previsto | Fecha inicio Fecha fin Horas empleadas

T-13 13 Puntos de | 21/11/2019 29/11/2019 35
historia

T-02 5 Puntos de | 02/12/2019 10/12/2019 35
historia

T-03 3 Puntos de | 11/12/2019 16/12/2019 20
historia

T-04 2 Puntos de | 17/12/2019 18/12/2019 10
historia

Total Esfuerzo 23 Puntos de Total Horas 100
historia

Tabla 4.16: Sprint 5.

Tras la correccion en el sprint anterior del modelo RBM, se procedié a implementar los
métodos correspondientes al proceso de entrenamiento del modelo. De esta forma, se
implementaron los métodos correspondientes a los procesos Gibb Sampling, célculo de los
gradientes y la actualizacion de los pardmetros del modelo.

ID Tarea Esfuerzo previsto | Fecha inicio Fecha fin Horas empleadas
T-13 13 Puntos de | 19/12/2019 20/12/2019 15
historia
T-04 2 Puntos de | 23/12/2019 24/12/2019 10
historia
T-05 8 Puntos de | 26/12/2019 15/01/2020 60
historia
Total Esfuerzo 23 Puntos de Total Horas 85
historia

Tabla 4.17: Sprint 6.

Durante el sprint sexto, se inici6 la implementacion del proceso de entrenamiento, para el cual
fue necesario realizar una breve investigacion con el fin de profundizar en el funcionamiento
de este proceso.
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Sprint 7 Duracién 16/01/2020 12/02/2020

ID Tarea Esfuerzo previsto | Fecha inicio Fecha fin Horas empleadas

T-05 8 Puntos de | 16/01/2020 21/01/2020 20
historia

T-06 8 Puntos de | 22/01/2020 31/01/2020 40
historia

T-07 1 Punto  de | 03/02/2020 03/02/2020 5
historia

T-08 5 Puntos de | 04/02/2020 12/02/2020 35
historia

Total Esfuerzo 21 Puntos de Total Horas 100
historia

Tabla 4.18: Sprint 7.

Durante este sprint se finalizd el proceso de entrenamiento, comprendiendo ademas la
implementacién de los procesos referentes al pre-procesado de los datos y la generacion del
fichero con resultados, también, se implementd el proceso de inferencia del modelo. El
incremento obtenido en este sprint esta formado por el proceso de entrenamiento y el proceso
de inferencia.

Sprint 8 Duracién 13/02/2020 11/03/2020
ID Tarea Esfuerzo previsto | Fecha inicio Fecha fin Horas empleadas
T-05 8 Puntos de | 13/02/2020 21/02/2020 35
historia
T-22 2 Puntos de | 24/02/2020 29/02/2020 25
historia
T-05 8 Puntos de | 02/03/2020 11/03/2020 40
historia
Total Esfuerzo 18 Puntos de Total Horas 100
historia

Tabla 4.19: Sprint 8.

Tras la finalizacién del sprint anterior, se procedié a verificar el correcto funcionamiento de
los procesos implementados hasta la fecha, para ello, se realizaron una serie de baterias de
pruebas con el fin de comprobar su correcto funcionamiento y posteriormente se corrigieron
los errores detectados.

Sprint 9 Duracién 12/03/2020 08/04/2020
ID Tarea Esfuerzo previsto | Fecha inicio Fecha fin Horas empleadas
T-13 13 Puntos de | 12/03/2020 20/03/2020 35
historia
T-16 5 Puntos de | 25/03/2020 27/03/2020 15
historia
T-17 2 Puntos de | 01/04/2020 08/04/2020 24
historia
Total Esfuerzo 20 Puntos de Total Horas 74
historia

Tabla 4.20: Sprint 9.

Durante el desarrollo de este sprint, se ha iniciado la redaccion de los apartados referentes al
Contexto del Proyecto y Analisis de este documento.
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Sprint 10 Duracién 09/04/2020 06/05/2020

ID Tarea Esfuerzo previsto | Fecha inicio Fecha fin Horas empleadas

T-13 13 Puntos de | 09/04/2020 15/04/2020 20
historia

T-21 5 Puntos de | 20/04/2020 23/04/2020 16
historia

T-21 5 Puntos de | 29/04/2020 01/05/2020 12
historia

T-17 2 Puntos de | 04/05/2020 06/05/2020 12
historia

Total Esfuerzo 20 Puntos de Total Horas 60

historia

Tabla 4.21: Sprint 10.

Durante este sprint, se realizo la redaccion del apartado Implementacion y se continué con la
del apartado Analisis.

Sprint 11 Duracion 07/05/2020 03/06/2020
ID Tarea Esfuerzo previsto | Fecha inicio Fecha fin Horas empleadas
T-05 8 Puntos de | 07/05/2020 13/05/2020 20
historia
T-08 5 Puntos de | 14/05/2020 15/05/2020 8
historia
T-30 13 Puntos de | 18/05/2020 03/06/2020 52
historia
Total Esfuerzo 21 Puntos de Total Horas 80
historia

Tabla 4.22: Sprint 11.

Durante el desarrollo de este sprint, se inicié la implementacion del proceso de test del modelo
y se modificd el fichero con los resultados para que mostrara también los resultados de este
proceso, también se inicid la ejecucion de las pruebas necesarias para realizar el apartado
Estudio y andlisis del modelo.

Sprint 12 Duracién 04/06/2020 01/07/2020
ID Tarea Esfuerzo previsto | Fecha inicio Fecha fin Horas empleadas
T-22 2 Puntos de | 04/06/2020 11/06/2020 30
historia
T-05 8 Puntos de | 12/06/2020 16/06/2020 15
historia
T-30 13 Puntos de | 17/06/2020 01/07/2020 55
historia
Total Esfuerzo 23 Puntos de Total Horas 100
historia

Tabla 4.23: Sprint 12.

En el desarrollo de este sprint, se realizaron las baterias de pruebas correspondientes al proceso
de entrenamiento y test, se corrigieron los fallos detectados y se continuaron las pruebas
pertenecientes al estudio del modelo.
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Sprint 13 Duracién 02/07/2020 29/07/2020

ID Tarea Esfuerzo previsto | Fecha inicio Fecha fin Horas empleadas

T-10 3 Puntos de | 02/07/2020 03/07/2020 12
historia

T-28 1 Punto de | 06/07/2020 06/07/2020 25
historia

T-29 1 Punto de | 06/07/2020 06/07/2020 2,5
historia

T-06 8 Puntos de | 07/07/2020 07/07/2020 5
historia

T-30 13 Puntos de | 08/07/2020 29/07/2020 80
historia

T-16 5 Puntos de | 08/07/2020 17/07/2020 40
historia

T-17 2 Puntos de | 20/07/2020 29/07/2020 40
historia

Total Esfuerzo 33 Puntos de Total Horas 182

historia

Tabla 4.24: Sprint 13.

Tras la finalizacién del sprint anterior, se detectd que la ejecucion de las pruebas necesarias
para el desarrollo del estudio del modelo requeria una gran cantidad de tiempo, por lo tanto, se
decidio ejecutar esta serie de pruebas en una plataforma cloud, con el fin de poder reducir el
tiempo de ejecucion de éstas y poder redactar de forma paralela otros apartados de este
documento. Por otra parte, se decidié también realizar dos bloques de pruebas para el apartado
Estudio y analisis del modelo, cada uno con dos conjuntos de datos sobre el Titanic de distinto
tamario.

Sprint 14 Duracion 30/07/2020 26/08/2020

ID Tarea Esfuerzo previsto | Fecha inicio Fecha fin Horas empleadas

T-15 2 Puntos de | 30/07/2020 07/08/2020 35
historia

T-18 2 Puntos de | 10/08/2020 14/08/2020 25
historia

T-20 3 Puntos de | 17/08/2020 19/08/2020 15
historia

T-21 5 Puntos de | 20/08/2020 26/08/2020 25
historia

Total Esfuerzo 12 Puntos de Total Horas 100

historia

Tabla 4.25: Sprint 14.

Durante el desarrollo de este sprint, se redactaron los apartados Introduccion, Modelado de
datos y Disefio, ademas se continuo desarrollando el apartado Implementacion.
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Sprint 15 Duracién 27/08/2020 25/09/2020

ID Tarea Esfuerzo previsto | Fecha inicio Fecha fin Horas empleadas

T-21 5 Puntos de | 27/08/2020 04/09/2020 35
historia

T-11 5 Puntos de | 04/09/2020 09/09/2020 20
historia

T-12 2 Puntos de | 10/09/2020 14/09/2020 15
historia

T-23 3 Puntos de | 15/09/2020 16/09/2020 10
historia

T-24 1 Punto de | 17/09/2020 18/09/2020 10
historia

T-25 1 Punto de | 18/09/2020 18/09/2020 5
historia

T-19 2 Puntos de | 22/09/2020 23/09/2020 10
historia

Total Esfuerzo 19 Puntos de Total Horas 105
historia

Tabla 4.26: Sprint 15.

En este sprint, se continud con el desarrollo del apartado correspondiente a la implementacion
del modelo y ademés se comenzd a desarrollar los apartados Estudio y analisis del modelo,
Conclusiones y trabajo futuro, Manuales de Usuario, Glosario y Acrénimos, Bibliografia y
Webgrafia y Gestion del Proyecto.

Sprint 16 Duracién 24/09/2020 21/10/2020
ID Tarea Esfuerzo previsto | Fecha inicio Fecha fin Horas empleadas
T-15 2 Puntos de | 28/09/2020 30/09/2020 12
historia
T-21 5 Puntos de | 01/10/2020 09/10/2020 28
historia
T-19 2 Puntos de | 19/10/2020 21/10/2020 12
historia
Total Esfuerzo 9 Puntos de Total Horas 52
historia

Tabla 4.27: Sprint 16.

Durante este sprint 16, se realizaron las correcciones de los errores encontrados en los apartados
Introduccidn e Implementacion. Por otro lado, se continu6 redactando el apartado Gestion del
Proyecto.
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Sprint 17 Duracién 22/10/2020 18/11/2020

ID Tarea Esfuerzo previsto | Fecha inicio Fecha fin Horas empleadas

T-19 2 Puntos de | 22/10/2020 23/10/2020 8
historia

T-19 2 Puntos de | 27/10/2020 28/10/2020 8
historia

T-13 10 Puntos de | 02/11/2020 06/11/2020 20
historia

T-21 5 Puntos de | 09/11/2020 12/11/2020 16
historia

T-31 1 Punto de | 13/11/2020 13/11/2020 3
Historia.

T-31 1 Punto de | 16/11/2020 18/11/2020 9
Historia.

Total Esfuerzo 9 Puntos de Total Horas 64
historia

Tabla 4.28: Sprint 17.

Durante el sprint 17, se han finalizado todos aquellos apartados que no se habian podido
finalizar en el sprint anterior, siendo estos los apartados Gestion del Proyecto, Implementacion,
Manuales de Usuario, Glosario, Acronimos y Bibliografia y Webgrafia; ademas, se comenz6 a
revisar los distintos apartados de este documento.

Duracion

05/02/2021

08/02/2021

Sprint 18

historia

ID Tarea Esfuerzo previsto | Fecha inicio Fecha fin Horas empleadas
T-25 1 Puntos de | 05/02/2021 08/02/2021 10

historia
Total Esfuerzo 1 Puntos de Total Horas 10

Tabla 4.29: Sprint 18.

En el mes de febrero de 2021 se observo que faltaban por redactar los apartados referentes a
los manuales de usuario para la instalacion del entorno de ejecucion de los scripts desarrollados
y fue necesario afiadir un sprint adicional entre las fechas 05/02/2021 y 08/02/2021, para
redactar estos manuales.
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Sprint 19 Duracién 02/03/2021 07/03/2021

ID Tarea Esfuerzo previsto | Fecha inicio Fecha fin Horas empleadas

T-15 2 Puntos de | 02/02/2021 02/02/2021 3
Historia.

T-16 5 Puntos de | 03/03/2021 03/03/2021 2
Historia.

T-17 2 Puntos de | 04/03/2021 04/03/2021 0.5
Historia.

T-19 2 Puntos de | 04/03/2021 04/03/2021 0.5
Historia.

T-20 3 Puntos de | 05/03/2021 05/03/2021 4
Historia.

T-25 1 Punto de | 07/03/2021 07/03/2021 1
Historia.

T-31 1 Punto de | 07/03/2021 07/03/2021 1
Historia.

Total Esfuerzo 16 Puntos de Total Horas 12
historia

Tabla 4.30:Sprint 19.

Tras la finalizacion de una de las revisiones realizadas sobre este documento, se observaron
una serie de errores en los capitulos de Introduccion, Clasificacion, Regresion, Redes
neuronales, Metodologia, Gestion del Proyecto, Analisis, Arquitectura fisica y Bibliografia y
Webgrafia, por lo tanto, fue necesario crear un nuevo sprint para corregir los errores

pertinentes.
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5 ANALISIS

En este apartado se lleva a cabo el andlisis del proyecto, especificando de forma detallada los
actores del sistema, las limitaciones y las restricciones que presenta dicho proyecto.

5.1 DESCRIPCION DE ACTORES

En esta seccion del documento se identificara aquellos actores que interactian con nuestro
sistema, considerando actor del sistema a toda entidad externa que interactla directa o
indirectamente con ese sistema.

En el caso de este proyecto, el sistema solo constaré de un Unico actor que podra realizar tanto
tareas de ejecucion de los procesos de entrenamiento y test como de inferencia sobre los datos.

ID ACT-01

Nombre Administrador del sistema

Version 1.0.1

Descripcion Representa aquel usuario que se encargara de realizar las fases de entrenamiento
y de test del modelo.

Tabla 5.1: Descripcion de actores.

5.2 LIMITACIONES Y RESTRICCIONES

A la hora de desarrollar el proyecto se han encontrado una serie de limitaciones, siendo la
principal de ellas el limitado nimero de registros del que dispone el conjunto de datos utilizado.
Al emplear como conjunto de datos de entrenamiento el referente al hundimiento del Titanic,
Gnicamente se dispone de un maximo de 2200 registros. Otra limitacion, consiste en la
restriccion de uso de variables Unicamente binarias, que viene dada por el propio modelo de
red neuronal; el modelo RBM solo emplea como entrada de datos variables binarias.

Por otra parte, también se dispone de una limitacion econdémica. Con el fin de optimizar la
ejecucion de las pruebas necesarias para la realizacion del apartado Estudio y andlisis del
modelo, se ha decidido emplear Google Cloud Platform para realizar esta parte del proyecto,
accediendo a la prueba gratuita de un afio de esta plataforma y al presupuesto que Google
proporciona de 300$ para invertir en su plataforma minimizando en parte los costes del
proyecto.
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6 MODELADO DE DATOS

En esta seccion se definirdn el conjunto de datos empleado para realizar los procesos de
entrenamiento y test del modelo a estudiar, antes y después de realizar el pre-procesado de
estos mismos.

6.1 RAW DATA

A lo largo de esta subseccion, se describe el conjunto de datos empleado para la realizacion de
este proyecto. Se ha elegido un conjunto los datos sobre el hundimiento del Titanic, que recoge
la informacion sobre las pasajeros y tripulacion que se embarcaron en este transatlantico.

Para la realizacion del estudio y andlisis del modelo de red neuronal se ha decidido emplear
dos dataset diferentes sobre las personas a bordo del transatlantico.

El primer conjunto de datos consta de 1313 registros, con 10 columnas cada uno de los registros
y un peso de 89 KB. El fichero que contiene los datos es un archivo CSV, cuyo separador es la

[
5 o
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Los campos de este fichero son los siguientes:

Tipo de dato Descripcion
Passengerld Int Es un identificador numérico de pasajero.
Survived Boolean Determina si la persona sobrevivi6 o no al
hundimiento.
Pclass String Contiene la clase a la que pertenecia la persona.

e ‘Ist’: Primera clase.
e ‘2nd’: Segunda clase.

e ‘3rd’: Tercera clase.

Sex String Contiene el sexo de la persona.
e ‘Male’.
e ‘Female’.
Age Int Contiene la edad de la persona.
Name String Contiene el nombre de la persona.
SibSp Int Numero de hermanos/as o conyuges a bordo del

transatlantico.

Parch Int NUmero de padres/madres o hijos/as a bordo del
transatlantico.

Ticket String Identificador del billete .
Fare Float Tarifa del billete.

Cabin String Identificador del camarote.
Embarked String Puerto en el que se embarco.

Tabla 6.1: Campos fichero Titanic con 1316.

El segundo fichero que contiene los datos del Titanic consta de 2201 registros. A diferencia del
anterior fichero ademas de los datos de los pasajeros, también contiene la informacion de la
tripulacion del transatlantico. Por otro lado, este fichero solo contiene los siguientes campos:
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Tipo de dato Descripcion

Survived Boolean Determina si la persona sobrevivi6 o no al

hundimiento.
Pclass String Contiene la clase a la que pertenecia la persona.

e ‘Ist’: Primera clase.
e ‘2nd’: Segunda clase.
e 3rd’: Tercera clase.

e ‘crew’: Tripulacion.

Sex String Contiene el sexo de la persona.
e ‘Male’.
e ‘Female’.

Age Int Contiene la edad de la persona.

Tabla 6.2: Campos fichero Titanic con 2201 registros.

6.2 PROCESAMIENTO DE LOS DATOS

La realizacién de un correcto procesado de los datos es un proceso vital a la hora de lograr la
correcta realizacion de los procesos de entrenamiento y test del modelo. Para ello estos datos
se deben adaptar para poder ser usados por el modelo.

Una de las principales desventajas del modelo de red neuronal que se estéa estudiando en este
proyecto es que el tipo de datos que la red emplea se limita a datos con valores binarios, por lo
tanto, se debe convertir todos aquellos datos que no presenten este tipo de valor.

Los campos que se han decidido emplear de los distintos conjuntos de datos son: ‘Survived’,
‘Pclass’, ‘Sex’ y ‘Age’. Debido a que s6lo los campos ‘Survived’ y ‘Sex’ se ajustan a este tipo
de valor se va a requerir realizar una adaptacion de los datos a valores binarios.

A continuacién, se especificara como se ha realizado el procesado de los distintos campos
empleados del conjunto de datos con el fin de transformar los valores no binarios en valores
binarios.

Con respecto al campo ‘Sex’, al tener valor binario (‘Male’ o ‘Female’), se ha sustituido el
valor ‘Female’ por 1 y el valor ‘Male’ por 0. Igual ocurre con el campo ‘Survived’, como el
campo tiene un valor binario inicamente se ha sustituido el valor ‘Yes’ por 1 y ‘No’ por 0.

Por el contrario, el campo ‘Age’ es un tipo de dato entero, por lo que se necesita sustituir el
valor por uno binario. Para ello, se ha considerado a aquellas personas mayores de edad (mayor
de 18 afos) como valor 1y aquellas menores de edad como O.
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Por ultimo, el campo ‘PClass’ comprende las distintas clases de las que dispone el
transatlantico (‘1st’, ‘2nd’, ‘3rd’ o ‘Crew”). Para ajustar el valor de este campo se ha realizado
un sesgo en funcion de la proporcion de supervivientes y fallecidos que presenta cada una de
las clases. Realizando un analisis sobre la distribucion de supervivientes y fallecidos de cada
clase del campo, hemos obtenido los siguientes resultados:

Clase “1st’: esta clase presenta un total de 325 pasajeros, de los cuales el 62.46% logro
sobrevivir al hundimiento, mientras que el 38.54% restante no logré sobrevivir. Como
este valor para el campo presenta un mayor porcentaje de supervivientes que de
fallecidos se ha considerado que el valor de esta clase se sustituira por valor 1.

Clase ‘2nd’: esta clase presenta un total de 285 pasajeros, de los cuales solo el 41.40%
logré sobrevivir y el otro 58.60% no lo logro. Por lo tanto, al presentar un mayor
porcentaje de fallecidos que de supervivientes se ha considerado sustituir el valor de
esta clase por un valor de 0.

Clase ‘3rd’: esta clase presenta un total de 706 pasajeros, de los cuales solo el 25.21%
logré sobrevivir y el otro 74.78% no lo logrd. Por lo tanto, al presentar una gran
diferencia entre el porcentaje de fallecidos y de supervivientes se ha considerado
sustituir el valor de esta clase por un valor de 0.

Clase ‘Crew’: esta clase presenta un total de 885 miembros del personal de la
tripulacion, al igual que en el caso anterior, existe una gran diferencia entre fallecidos
y supervivientes, siendo estos de 76.05% y 23.95% respectivamente. Por lo tanto, se ha
considerado que este valor del campo se sustituira por un valor de 0.

In [22]: prueba. classInputl()

Clase
Force

Clase
Porce

Clase
Porce

Clase
Force

1st, total personas: 325 numero muertes: 122 ndmero supervivientes: 203
muertos: 37.53846153846154 / Porcen supervivientes: 62.456153846153846

2nd, total personas: 285 numero muertes: 167 numero supervivientes: 118
muertos: 58,59649122807018 / Porcen supervivientes: 41.40350877192923

3rd, total personas: 786 nimero muertes: 528 numero supervivientes: 178
muertos: 74.787535341076487 / Porcen supervivientes: 25.21245458923513

crew, total personas: 885 nlmero muertes: 673 numero supervivientes: 212
muertos: 76.043197740113 / Porcen supervivientes: 23.954802259887007

llustracion 6.1: Sesgo campo PClass

Por otro lado, todos aquellos valores de campo vacios o nulos se han considerado como valor
0 para todos los campos anteriormente citados.
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[ DISENO

A lo largo de este capitulo se pretende desarrollar el trabajo de disefio previo a la
implementacion del modelo. En este capitulo se detallard el diagrama de clases que
implementara el proyecto de desarrollo del modelo y la arquitectura l6gica del mismo.

7.1 DIAGRAMA DE CLASES
Este apartado mostrard el diagrama de clases que detallard la estructura de las clases que
componen el sistema y como se relacionan entre ellas.

model

TitanicREM

+nameCSV
+rbm
+input_random
+arr_StringComb
+arr_Comb
+dict_dataComb
+dict_dataDist
+dict_trainComb
+dict_trainDist
+dict_testComb
+dict_testDist
+trainingData
+testData

MultiTrain2200

/

ModelApp

+model
+arr_f5tring

+trainRBM(name_FileTxt)
+inferenceRBM(v)
-_readCSVdata(namecsv, arr_fieldString)
-_getCombinatorial()
-_init_dictData(input_data)
-_create_batch(datadrr)

1

1
modelRBM

+ sess
+num_epoch
+learning_rate
+batch_size
+n_visible
+n_hidden

+k
+yisible_bias
+hidden_bias
+weights

/
\

-_infererModel(v)

+inferenceProcess()

1 | -_trainModel(name_filePrueba)

+trainProcess(name_filePrueba)

T

1 T multiTrain2200

BateriaPruebas

+nameCSY
+rbm
+input_random
+arr_StringComb
+arr_Comb
+dict_dataComb
+dict_dataDist
+dict_trainComb
+dict_trainDist
+dict_testComb
1 <] +dict_testDist

-_hidden_sample(visible_nodes)

- visible_sample(hidden_nodes)
-_bernouille_sample(probs, shape)
-_gibbs_sampling(v)

- update_params(dW, dbh, dbv)
-_computeGradients(V0, ph0, Vk, phk)

+trainingData
+testData

+prueba_readCSV()
+prueba_CombDict()
+pruebaGS()
+pruebalnferencia(v)

+training(v)
+inference(v)

-_init_bias_zeros()

-_init_weight_distNormal(std_dev)
-_init_weight_distUniformel)

llustracion 7.1: Diagrama de clases.
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/.2 ARQUITECTURA FISICA

En este apartado se realizara la especificacion de los componentes fisicos que presenta el
sistema y como se relacionan entre ellos. La arquitectura de este sistema mostrara cOmo se
comunica el cliente o usuario del sistema con el servidor cloud de Google GCP para ejecutar
la bateria de pruebas realizadas para llevar a cabo el estudio y analisis del modelo.

Esta plataforma proporciona una serie de recursos fisicos y virtuales, ubicados en centros de
datos de Google a lo largo del mundo, que permiten al usuario el desarrollo de aplicaciones
cloud. Como se ha mencionado, los centros de datos de Google se dividen en las siguientes
zonas: América del Norte, América del Sur, Asia, Australia y Europa, y que a su vez se dividen
en sub-zonas; esta division por zonas proporciona varios beneficios como la redundancia en
caso de fallos y una menor latencia. De esta forma, los recursos se dividen en tres niveles:

e Globales: Iméagenes de discos pre-configuradas, instantaneas de disco y redes.
e Regionales: Direcciones IP estaticas externas.
e Zonales: Instancias de VM, los tipos de VM y los discos de VM.

En el siguiente diagrama se presenta la relacion entre el alcance de los recursos.

GCP
Alcance Global

Direcciones |P Estaticas ]

- e

| Zona europe-west2-a | |Zuna eurupe—weslz-b|

©

S

- J

|Euna europe-westz—c|

Regidn: europe-west (Londres)

[ Redes ]

lustracién 7.2: Estructura de los recursos de GCP.

Una vez explicado como se estructuran los recursos en GCP, se puede proceder a describir
cdémo se estructurara el entorno cloud empleado para el desarrollo del estudio y analisis del
modelo, siguiendo la estructura mostrada en la siguiente imagen.
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lustracion 7.3: Arquitectura fisica.

Como se ha mencionado a lo largo de este documento, se ha configurado un entorno en esta
plataforma para desarrollar la bateria de pruebas necesarias para realizar el estudio del modelo
desarrollado; la configuracion de dicho entorno se explicara méas adelante en el capitulo
Instalacion y configuraciéon en Debian v.10. El entorno de desarrollo empleado ha sido una
maquina virtual Debian v.10. situada en la zona ‘europe-west2-a’, por lo tanto, cuando el
cliente solicite el acceso a dicha maquina virtual, el servidor de esta zona desplegara esta VM
y mostrara al cliente una ventana emergente que le proporcionara un entorno de ejecucién CLI
(Command-Line Interface) que permite el acceso a los recursos almacenados en esta maquina
virtual. Por Gltimo, a través de este entorno CLI el cliente podréa acceder tanto a los scripts
Python y a los conjuntos de datos de entrenamiento como a los resultados obtenidos después
de la ejecucion de los scripts.
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8 IMPLEMENTACION

A lo largo de este apartado, se presentara una explicacion del modelo investigado en este
proyecto, las Maquinas Restringidas de Boltzmann incluyendo también una explicaciéon de
todos aquellos algoritmos y procesos que emplea en sus fases de entrenamiento y test.
Posteriormente, se mostraran aquellas posibles aplicaciones que presenta y como deben
modificarse los algoritmos que emplea para poder implementarlas. Por Gltimo, se realizara una
explicacion de como se ha implementado el modelo de este proyecto, detallando asi todas las
herramientas y tecnologias utilizadas, ademas de la estructura de la aplicacion.

8.1 RESTRICTED BOLTZMANN MACHINE

Este tipo de redes neuronales son un caso especial de maquinas de Boltzmann, que carecen de
la complejidad de las conexiones entre neuronas de la misma capa generando asi una
complejidad mucho menor, manteniendo Gnicamente las conexiones entre las neuronas de las
capas visible y oculta.

Por lo tanto, se asume que las neuronas ocultas serdn de h; hasta hm y las neuronas visibles
seran de vi hasta vi, siendo m y n los nimeros totales de neuronas ocultas y visibles
respectivamente. Cada una de las neuronas tendra asociado un bias, denotado como bi) o b;(™,
en funcion de la capa en la que se encuentre la neurona (v o h) y siendo i y j los numeros que
representan su posicion en su respectiva capa. Los pesos de las relaciones entre las neuronas
de la capa visible y la oculta se representaran como wij, siendo i y j los nimeros de las neuronas
que representan en cada capa, ademas el valor de wij sera igual al de w;;.

b, b1, bh.,

lustracion 8.1: Estructura y parametros RBM. Fuente: https://commons.wikimedia.org/wiki/File:Restricted-boltzmann-
machine.svg
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8.1.1 Proceso de aprendizaje

El proceso de aprendizaje de las RBMs es similar al de las Boltzmann Machine, para ello se
emplea generalmente el algoritmo de Contrastive Divergence (CD). Ademas, es posible crear
un algoritmo de aprendizaje eficiente mediante el procesamiento en lotes o batch de los datos
del conjunto de entrenamiento. Como se ha mencionado anteriormente, el proceso de
entrenamiento de este tipo de modelo se asemeja en gran medida al explicado en el apartado
Maquinas de Boltzmann, por lo tanto, este proceso también presentaré tres fases:

e El proceso inicia con el calculo de las probabilidades de los estados de la capa oculta a
partir de los datos introducidos en la capa visible obtenidos del conjunto de
entrenamiento, repitiendo este proceso tantas veces como registros contenga el mini-
batch. De esta forma, se obtiene el valor (s; s;)4q¢, de la Ecuacion 2.17.

e Una vez calculadas estas probabilidades de los estados ocultos, se obtendran las
probabilidades visibles correspondientes a partir de estas probabilidades, repitiendo
este proceso un niimero de ‘k’ iteraciones, para obtener asi el valor de (s; S;)moqer d€
la Ecuacion 2.17. Cada iteracion del proceso anterior se conoce como Gibb Sampling.

e Por ultimo, una vez obtenidos los dos valores antes mencionados se aplicara las
siguientes ecuaciones para actualizar los valores de los pesos y bias del modelo. Los
valores de (s;Sj)aata Y (SiSj)moaer S€ COrresponden con los valores (v; hj)gqrq Y
(vi,hj}moaer respectivamente en las siguientes ecuaciones:

wij & wi; + a ((vihaara — Vihidmoder)

Ecuacion 8.1: Actualizacion pesos RBM.

bi(v) - bi(v) + «a ((vi,l)data - (vi,1>model)

Ecuacion 8.2: Actualizacion bias de los estados visible RBM.

bj(h) = bj(h) + «a ((1, hj)data - (1, hj)m"del)

Ecuacion 8.3: Actualizacién bias de los estados ocultos RBM.

Este proceso de entrenamiento requiere de una cierta cantidad de experiencia practica para
realizar una correcta toma de decisiones con respecto a ciertos parametros del modelo, por
ejemplo: el valor inicial de los pesos, el valor de la tasa de aprendizaje, el nUmero de neuronas
que componen la capa oculta, etc...

8.1.1.1 Contrastive Divergence

El algoritmo Contrastive Divergence es un algoritmo de aprendizaje que emplea una variante
del método de estimacion Maximum Likelihood junto con métodos de Markov Chain Monte
Carlo (MCMC) para converger estimaciones no sesgadas. Hinton (2002) demostré que al juntar
estos dos métodos en uno Yy realizar el proceso del MCMC durante unos pocos pasos, se
soluciona el problema del método Maximum Likelihood para realizar estimaciones de
promedios con tendencia exponencial en campos aleatorios de Markov y el problema del
tiempo de convergencia en estimaciones no sesgadas del MCMC.
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Como se menciono en el apartado anterior, este algoritmo se compone de 3 fases.

Fase 1.

En la primera fase del proceso, se utiliza cada uno de los registros que comprenden el
batch procesado para establecer el valor de los estados visibles de la red. Estos estados
se representaran como v;. A partir de estos valores de los estados visibles, la red obtiene
los valores de las probabilidades ocultas que se expresaran como p(hj =1| v), estas
probabilidades vienen dadas por la siguiente ecuacion:

p(h] = 1|v) =0 b]+ Eviwij
h

Ecuacion 8.4: Célculo de la probabilidad del estado oculto 'j'.

Ademas, aplicando el método MCMC a estas probabilidades, se obtendra un valor para
los estados ocultos del modelo h;.

Fase 2.

En la segunda fase del modelo, una vez obtenido el valor de h;, a partir del valor de
estos estados se generara por medio del algoritmo Gibb Sampling un valor para las
probabilidades visibles (p(v; = 1 | h)), siguiendo la siguiente ecuacion:

p(vj =1 | h) =0 bi + thWTU
h

Ecuacion 8.5: Calculo de la probabilidad del estado visible 'i".

Al igual que en la fase anterior, con estas probabilidades se obtendra un nuevo valor de
v; aplicando nuevamente MCMC. Este proceso se repetird tantas iteraciones como se
especifique en el valor de k; por lo general, emplear una Unica iteracién k obtiene
buenos resultados.

Fase 3.

Una vez finalizado el proceso de CD, el modelo ha obtenido el par de valores v;, h; a
partir de los datos entrenamiento y el par v;, h; reconstruidos por el modelo,
expresandose como (v;, A )aata Y Vi, hj)moaer ESPECtivamente. Este proceso se repite
con cada uno de los registros del batch procesado para asi calcular los gradientes con
los que se actualizaran los pardmetros de los pesos y bias, como se explicara
posteriormente.

Gibbs Sampling

Este algoritmo es una de las técnicas de la cadena de Markov Monte Carlo o MCMC (Markov
Chain Monte Carlo) con las que se realiza una inferencia bayesiana o una integracion numérica
a partir de una distribucion probabilistica dada por un modelo de datos. Por medio de este
algoritmo, se podré obtener los valores de {vi,hj}moder & partir del valor de los estados visibles
que se inicializaron con los registros del conjunto de entrenamiento.
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Algoritmo
Como se ha mencionado anteriormente, este algoritmo es empleado en la segunda fase del
proceso de CD para asi obtener el valor de la reconstruccion de v;, h;.

Tras la obtencidn de las probabilidades p(hj = 1| v), se les aplica el método MCMC para asi
generar un muestreo aleatorio de h;. Con este muestreo, por medio de la Ecuacion 8.5, se
generaran las probabilidades p(vj =1| h) a las que se aplicarda el MCMC, para obtener asi los
valores de los estados visibles (v;) del modelo.

Este proceso se ejecuta tantas veces como valor entero tenga el parametro k. Tras finalizar la
iteracion k del algoritmo, el modelo habra sido capaz de generar la reconstruccién

(vi, hj)model-

Célculo de los Gradientes

El célculo de los gradientes representa la tercera y Ultima fase del algoritmo CD que
proporciona al modelo el método necesario para realizar la actualizacion de los parametros
correspondientes a los pesos y bias de este mismo.

Este método emplea los valores obtenidos (v;, h)aata Y (Vi hj)moaer Para llevar a cabo, por
medio de la Ecuacion 8.1, la Ecuacion 8.2 y la Ecuacion 8.3.

8.1.1.2 Tasa de aprendizaje

El parametro de la tasa de aprendizaje es muy importante dentro del proceso de entrenamiento
del modelo. Si el valor de esta tasa es muy grande, el error de reconstruccion de los datos
aumentara drasticamente y provocara que los valores de los pesos y bias se disparen.

Por otra parte, si su valor es reducido mientras el proceso de entrenamiento esta en ejecucion,
el valor del error de reconstruccion suele caer de forma significativa. Esto no necesariamente
puede significar algo bueno, debido a que el nivel de ruido en las actualizaciones de los pesos
estocasticos es menor. Ademas, suele implicar una reduccion en la velocidad de aprendizaje a
largo plazo. Sin embargo, llegado el final del aprendizaje, suele ser conveniente reducir la tasa
de aprendizaje puesto que realizar varias actualizaciones es una alternativa para eliminar parte
del ruido del valor final de los pesos.

Una buena practica para establecer el valor de la tasa de aprendizaje consiste en realizar un
histograma de las actualizaciones de los pesos y otro para los propios pesos, de esta forma se
puede comprobar que las actualizaciones sean del orden de magnitud de 1073 el de sus
respectivos pesos. Asi, cuando una unidad presente un gran abanico de valores, las
actualizaciones deben ser muy pequefias, ya que muchas pequefias actualizaciones pueden
invertir el signo del gradiente. Por el contrario, en el caso de los bias pueden ser mayores.
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8.1.1.3 Inicializacion del valor de los pesos y bias

El valor inicial del pardmetro correspondiente a los pesos habitualmente se obtiene mediante
la generacidn de pequefios valores aleatorios obtenidos por medio de una funcion Gaussiana
de media cero con una desviacion tipica de 0.01. La inicializacion de este pardmetro a grandes
valores provoca que el modelo obtenga al inicio una mayor velocidad de aprendizaje, pero
puede generar un modelo final ligeramente peor. Por otro lado, se debe controlar que el valor
inicial de los pesos del modelo no genere valores de las probabilidades ocultas muy cercanas a
0 o 1, ya que esto puede provocar una ralentizacion significativa del proceso de aprendizaje.
Ademas, si las estadisticas empleadas para el aprendizaje son estocasticas, los valores de los
pesos se pueden inicializar a 0, puesto que, esto provocaré que el ruido en las estadisticas desvié
las unidades ocultas unas de otras, incluso si tienen conectividades idénticas.

Con el fin de mejorar el proceso de aprendizaje, se puede inicializar el valor de los bias de las
unidades visibles siguiendo la siguiente ecuacion:

lo [pi ]
8"/ - p)
Ecuacion 8.6: Valor de inicializacién bias de los estados visibles.

siendo p; la proporcion de vectores de entrenamiento en la que se encuentra la unidad ‘i’.
Mediante la inicializacion de estos parametros, el modelo evitara utilizar las unidades ocultas
para activar la unidad ‘i’ con la probabilidad aproximada de p; durante la primera etapa del
proceso.

Debido a que algunas unidades ocultas se activan en raras ocasiones (su probabilidad de
activacion es mucho menor que 1), siendo mas féciles de interpretar que aquellas que se activan
con mas frecuencia, es necesario especificar un ‘objetivo de dispersion’ con el fin de lograr
generarlas. Por esto, se emplea un factor de penalizacion que permita mejorar la probabilidad
de activacion de estas unidades ocultas, expresdndose este como ‘q’. Este factor ‘q’ viene
determinado por la siguiente ecuacion:

Qnew = AQoia + (1 - A)chrrent

Ecuacion 8.7: Probabilidad real de activacion de 'q'

donde q.,rren: €S la probabilidad de activacion de la unidad oculta en el batch actual. Ademas,
el factor de penalizacion natural viene dado por:

Sparsity penalty « —plogp — (1 — p)log(1 — q)

Ecuacion 8.8: Factor de penalizacion.

Al utilizar la probabilidad de objetivo de dispersion de ‘t’, permite poder inicializar los valores
del parametro de los bias ocultos siguiendo la siguiente ecuacion:

log %/ (1- t)]

Ecuacion 8.9: Valor de inicializacion bias de los estados ocultos.

De lo contrario, la inicializacion de los bias ocultos puede establecerse a 0 o también a valores
negativos grandes del orden de -4.
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8.1.1.4 Divisidn de los registros de prueba en batch

El proceso de actualizacion de los valores de los pesos y de los bias de cada una de las neuronas
se realiza despues de estimar cada uno de los gradientes pertenecientes a los registros de
entrenamiento. La realizacién repetida de este proceso aumenta la complejidad computacional
del proceso, para evitar este aumento de la complejidad se puede dividir los datos de
entrenamiento en bloques de N registros. De esta forma, se pueden almacenar los distintos
gradientes de los registros de cada bloque para calcular la media de éstos y asi solo actualizar
los valores de los pesos y bias una Unica vez por bloque.

Un error grave a la hora de dividir el conjunto de entrenamiento en batchs cuando se utiliza un
algoritmo de aprendizaje basado en el Stochastic Gradient Descent es dividir este conjunto de
datos en bloques de gran tamafio. Una préctica recomendable a la hora de dividir un conjunto
de entrenamiento que contiene un pequefio nimero de clases equiprobables en batchs, es
establecer el valor del tamafio del batch al mismo nimero de clases equiprobables que presenta
el dataset a dividir y que cada uno de estos batch contenga un ejemplo de cada clase. Esto
reduce el error de muestreo al estimar el valor de los gradientes de todo el conjunto de
entrenamiento.

8.1.1.5 Numero de unidades ocultas

Para establecer un nimero sensato de unidades ocultas es mejor evitar las intuiciones que
puedan derivarse del proceso de aprendizaje. La principal preocupacién a evitar al establecer
el numero de unidades ocultas es el sobre-entrenamiento, por lo tanto, para establecer
correctamente el nimero de unidades ocultas, se debe estimar el nimero de bits que se necesita
para describir cada uno de los vectores de datos, multiplicar esta estimacién por el namero de
casos de entrenamiento del conjunto de datos y utilizar un orden de magnitud menor del valor
obtenido como nimero de unidades ocultas. Ademas, si se utiliza un objetivo de dispersion
muy pequefio, se puede emplear un nimero mayor; por otro lado, si los casos de entrenamiento
son muy redundantes, es necesario emplear un niUmero menor.

8.1.1.6 Tipos de unidades

Las RBM emplean valores binarios tanto en las neuronas visibles como en las ocultas, a pesar
de esto se pueden emplear datos no binarios como datos de entrenamiento. Para ello, se requiere
adaptar el modelo para permitir manejar estos tipos de datos como valores para los estados
visibles:

Softmax y unidades multinomiales

La funcion de regresion Softmax consiste en una forma de regresion logistica que normaliza
un conjunto de datos de entrada a un conjunto de valores que sigue una funcién probabilistica
cuya suma total de los valores tiene valor 1. Los valores de las salidas obtenidas por este tipo
de entradas comprenden su valor dentro del intervalo [0,1]. Esto permite evitar la clasificacion
binaria y adaptar estas clases al modelo. Por esto se denomina a veces al Softmax como una
regresion logistica multinomial.

La probabilidad de activacion de una unidad binaria viene dada por la siguiente funcion
sigmoide del total de la entrada, x:
— o(x) = 1 B e*
P= 0 = T ex™ exy e

Ecuacion 8.10: Probabilidad activacion unidad multinomial.
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La ecuacion anterior puede generalizarse para los K estados alternativos presentes en este tipo
de regresion:

e*i

p] = K Xi
=]_e t

Ecuacion 8.11: Generalizacion probabilidad de activacion de unidades multinomiales.

Por medio de esta funcion, el modelo puede tratar apropiadamente aquellos datos de entrada
que presentan K valores alternativamente que no estén ordenados de ninguna forma. Las
unidades Softmax pueden ser interpretadas como un conjunto de unidades binarias cuyos
estados estan restringidos, de forma que so6lo uno de los estados K tiene valor 1y el resto valor
0. Siguiendo este procedimiento se puede interpretar que la regla de las unidades Softmax es
idéntica a la regla de las unidades binarias, siendo la Unica diferencia el método por el cual
calculan las probabilidades de los estados y se interpretan las muestras del conjunto de datos.

Unidades Gaussianas visibles y ocultas

El empleo de unidades logisticas a menudo genera una pobre representacion cuando se emplean
como datos de entrenamiento imagenes o coeficientes de Mel-Cepstrum para representar el
habla, por ello, se puede emplear como unidades visibles lineales con ruido Gaussiano
independiente. Al emplear este tipo de unidades visibles, es necesario modificar la ecuacion de
la energia de Hopfield:

b ) .
E(v h) = Z (Ul ) z bj(h)hj - zz—i hjwij

i Evisible j € ocultas i,j

Ecuacion 8.12: Modificacion Energia Hopfield para unidades visibles Gaussianas.

donde o; es la desviacion estandar del ruido Gaussiano para la unidad v;.

Es posible calcular la varianza del ruido de cada unidad visible, pero el uso del algoritmo
convencional de CD lo dificulta en gran medida. En muchas aplicaciones, es mas sencillo
normalizar cada componente de los datos para obtener una media cero y una varianza unitaria,
para luego utilizar reconstrucciones sin ruido en la ecuacion anterior.

La tasa de aprendizaje debe de ser del orden de una o dos magnitudes méas pequefia que la tasa
empleada cuando se utilizan unidades binarias. Se requiere que este valor sea pequefio porque
no existe un limite superior al tamafio de un componente al realizar la reconstruccién, por lo
tanto, si el valor de este componente aumenta mucho, provocara que los pesos adquieran un
valor de aprendizaje muy grande también.

Ademas del caso anterior, también se puede aplicar el concepto anterior a las unidades ocultas,
lo que empeora el problema en gran medida. Por lo tanto, se debe adaptar la Ecuacion 8.12:

(= b)) Y (h—b(h)) vi by

e 20} o; 0
i € visible j €Eocultas i,j

E(U, h) = Wi

Ecuacién 8.13: Modificacion Energia Hopfield para unidades Gaussianas.

En este caso también se requiere que el valor de la tasa de aprendizaje sea lo suficientemente
pequefia como para evitar que los pesos adquieran valores muy grandes, al no existir tampoco
un limite inferior al tamafio de un componente al realizar la reconstruccion.
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Unidades binomiales

Una manera simple de emplear unidades que presenten ruido de tipo entero con un rango de
valores de 0 a N consiste en crear N copias separadas de una unidad binaria y asignarlas a cada
copia los mismos valores de los parametros de pesos y bias. Al recibir todas las copias el valor
total de entrada, todas ellas generaran la misma probabilidad de activarse y solo se calcula una
vez. El nimero esperado de copias activas se representa como N, y la variante de este nimero
sera N,,(1 —p). Para valores de ‘p’ pequefios, ésta actla como unidad de Poisson, pero
conforme el valor de ‘p’ se aproxima a 1, la variancia tiende a reducirse de nuevo, lo que puede
no ser deseable. Ademas, para valores pequefios de p, el crecimiento de ésta es exponencial en
el total de entrada.

Una ventaja al emplear valores de pesos compartidos para sintetizar un nuevo tipo de unidad a
partir de las unidades binarias es que las matematicas que subyacen al modelo de RBM que
emplea unidades binarias se mantiene sin cambios.

8.1.2 Aplicaciones de las RBM

En este apartado se estudiaran algunas de las posibles aplicaciones del modelo de red neuronal
Restricted Boltzmann Machine. Este tipo de red neuronal puede ser empleada en una gran
variedad de aplicaciones tanto en aplicaciones supervisadas como no supervisadas, ademas este
modelo permite ser empleado para complementar otro modelo de red neuronal, por ejemplo,
obtener una configuracion de pesos y bias para un modelo Feedforward por medio de la
realizacion de un pre-entrenamiento de los datos con un modelo de RBM o también para crear
un modelo de Autoencoders, en los cuales se necesitan dos modelos de RBM para su
implementacion (para los procesos de compresion y descompresion de los datos).

A continuacion, se detallaran algunas de las aplicaciones mas comunes para las redes
neuronales RBM.

8.1.2.1 Reduccién de dimensionalidad y reconstruccion de datos

Una de las aplicaciones bésicas de este tipo de modelo de red neuronal es la reduccién de
dimensionalidad y el aprendizaje no supervisado. Las neuronas ocultas de la red se encargan
de capturar la estructura latente de los datos, con el fin de obtener una representacién reducida
de los datos de entrenamiento. Para comprender el proceso de reconstruccién de los datos,
primero se debe comprender la equivalencia entre un modelo no dirigido de RBM y un modelo
dirigido de un modelo tradicional de red neuronal.

A pesar de que las RBM son un modelo no dirigido, éste se puede “desdoblar” como un modelo
dirigido en donde la inferencia sobre los datos ocurre en una direccion en particular. El modelo
no dirigido de RBM se puede considerar como un modelo dirigido donde existen infinitas
capas. Este desdoblamiento es particularmente Gtil cuando el nimero de neuronas visibles estan
establecidas a valores especificos, ya que al desdoblar la red, el nUmero de capas se reduce
hasta exactamente el doble del nimero de capas presentes en la red original. Por otro lado,
sustituir el muestreo probabilistico discreto por unidades sigmoides continuas, permite al
modelo operar como un autoencoder virtual que presenta tanto parte codificadora como
descodificadora.

El modelo RBM emplea los mismos valores de pesos tanto para aprender h a partir de & como
viceversa, aunque en el caso de ¥ a partir de h se emplea la traspuesta de estos pesos, la Gnica
diferencia se encuentra en los bias, ya que se emplea diferentes valores para aprender h a partir
de ¥ que ¥ a partir de h. Por lo tanto, las ecuaciones se reescribirian de la siguiente manera:
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R~ f(5,5®,w)
Ecuacién 8.14: Modificacién probabilidad activacion unidad oculta.
7~ f(hb™,WT)
Ecuacién 8.15: Modificacion probabilidad activacion unidad visible.

Siendo la funcion f(-) una funcion sigmoide al igual que en un modelo de RBM binario
convencional, ésta constituye una gran variacion con respecto a este tipo de modelos
tradicionales. Si se sustituyen los estados visibles con valores del conjunto de entrenamiento,
se pueden realizar unicamente dos iteraciones de estas operaciones de reconstruccion para
reconstruir los valores de los estados visibles con aproximaciones de valores reales.

Estados visibles Estados visibles

| —

A

Equivalencia modelo
no dirigido v dirigido

W : :> wT w

Estados ocultos ’ Estados ocultos

llustracion 8.2: Equivalencia modelo dirigido y no dirigido.

Estados visibles

Estados visibles (Ajustados)

wT W W

Estados visibles ajustados
con los valores del conjunto

de entrenamiento
Estados ocultos | > Estados ocultos

Remplezados los datos de
muestreo discretos por
valores reales

wT

h

Estados visibles
(Reconstruidos)

lustracién 8.3: Reconstruccién modelo RBM como modelo convencional.

De esta forma, aproximando la red neuronal entrenada RBM a un modelo tradicional
reemplazando los datos del muestreo discreto por activaciones sigmoides de valor continuo,
obtenemos las siguientes modificaciones en las ecuaciones anteriores.
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= f(5,6™,W)

Ecuacién 8.16: Probabilidad de activacion unidad oculta para modelo RBM como modelo convencional.
v' = f(hb™,WT)

Ecuacion 8.17: Probabilidad de activacion unidad visible para modelo RBM como modelo convencional.

Notese que de esta forma, el valor obtenido de ¥’ es un valor real y representa la version
reconstruida de ¥ siendo éste un dato del conjunto de entrenamiento. Por lo tanto, al no utilizar
muestreos y que todos los célculos se realizan en funcion a las previsiones, s6lo es necesario
realizar una iteracion de los procesos de reduccion y de reconstruccion. Ademas, estos procesos
de reduccion y reconstruccion se corresponden con las fases de compresion y descompresion
de los modelos Autoencoders.

A primera vista puede resultar mucho mas sencillo implementar un modelo de Autoencoder de
la forma tradicional para alcanzar los mismos objetivos, pero emplear modelos entrenados de
RBM apilados asemejando un modelo tradicional de red neuronal puede conllevar ciertas
ventajas. El entrenamiento de los modelos de RBM apilados no suponen los mismos retos que
los que pueden aparecer al entrenar un modelo de Deep Learning, como la desaparicion y
explosion de los gradientes. Ademas, proporciona unos excelentes puntos de inicializacion para
modelos Autoencoder de poca profundidad y de partida para modelos de Deep Learning de
Autoencoders. Este principio condujo al desarrollo de modelos RBM empleados como métodos
de pre-entrenamiento para otros modelos.

8.1.2.2 Filtrado colaborativo

Como se ha mencionado en el apartado anterior, las RBM se pueden emplear como modelado
no supervisado de los Autoencoders y para reduccion de dimensionalidad. Otra de las
aplicaciones de la reduccion de dimensionalidad, consiste en el filtrado colaborativo, el cual es
unatécnica de recomendacion. Esta técnica fue uno de los componentes del conjunto de entrada
ganadora del concurso de Netflix.

Uno de los principales retos de esta técnica, se basa en el uso de matrices de valoraciones con
alguno de los valores sin especificar, lo que dificulta el disefio de la arquitectura de la red en
mayor medida que con la arquitectura tradicional del modelo de reduccién de dimensionalidad.
En este apartado, se explicard cdmo se puede crear una diferente instancia de entrenamiento y
una red neuronal distinta para cada usuario dependiendo de calificaciones observadas por el
usuario, ademas todas estas instancias distintas de RBM comparten entre ellas los valores de
los pesos. En este tipo de aplicacion, el principal problema es que los valores de las
calificaciones de las matrices de datos estdn ponderados con valores de 1 a 5 y las RBM
unicamente pueden emplean valores binarios como datos de entrada. Para solucionar este
problema se emplean 5 unidades Softmax en las neuronas visibles, correspondientes a cada
valor de la calificacion. Cada una de las entradas de los datos se corresponde con una de las
peliculas calificadas, que se componen a su vez de 5 unidades binarias, representando cada una
de las valoraciones de las 5 posibles. Por lo tanto, el conjunto de entrenamiento se compondra
por ‘n’ niumero de registros y que a su vez cada uno se compondran de una distribucion
probabilistica Softmax, de notada por v;V, ..., v;(®.
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Estados

Shrek ocultos

I

fo¥olololo
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Hotel Transylvania
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foJoYololo
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Titanic

R OE R OE R OE BB OE R R EE R R R W

OOOOO

R OE R OE R OE BB OE R R EE R R R W

PRI

Iron man 2

R OE R OE R OE BB OE R R EE R R R W

©OOOO :

R OE R OE R OE BB OE R R EE R R R W

PRI

llustracion 8.4: Ejemplo Collaborative Filtering.

Unicamente uno de los valores de v;¥) puede ser 1, mientras el resto deben de ser 0. Ademés,
el valor de los pesos que unen cada estado visible con cada uno de los ‘m’ estados ocultos va
asociado al valor de la unidad Softmax, es decir, existen 5 pesos asociados a cada una de las
peliculas, uno por valoracién. Por lo tanto, los pesos se denotan de la siguiente forma wl-j(k).
Por otro lado, las unidades visibles, al igual que los pesos, presentan 5 valores de bias,

denotandose como bi(k); por el contrario, los estados ocultos s6lo tendran un dnico bias,
denotado como b;.

La fase de entrenamiento de esta aplicacion se asemeja al método de Gibb Sampling del modelo
Restricted Boltzmann Machine, la Unica diferencia es la generacion de los estados visibles a
partir del modelo de las unidades Softmax. Con respecto al calculo de los gradientes para la
actualizacién de los parametros, se corresponderan con la siguiente ecuacion:

k k k k
wi;i® < wi;® + a (0%, k) aara — 0%, hYmoaer) Yk
Ecuacion 8.18: Actualizacion pesos para Collaborative Filtering.

Por lo tanto, como se ha podido observar, cada usuario utiliza una instancia distinta de RBM
en los datos, pero todas ellas comparten los mismos parametros de pesos en aquellas unidades
visibles que ambos hayan valorado.

8.1.2.3 Clasificacion

Los modelos de RBM desarrollados para clasificacion son empleados en la mayoria de los
casos como mddulo de pre-entrenamiento para otros modelos de redes neuronales. En estos
casos, el modelo se desarrolla segun se explicé en el apartado Reduccion de dimensionalidad
y reconstruccion de datos, consiguiendo de esta forma que el modelo se comporte como una
red neuronal tradicional con unidades sigmoides, y cuyos pesos se derivan del modelo no
supervisado del mismo en lugar del método backpropagation o propagacion hacia atrés. La
parte codificadora de lared RBM se une a una capa de salida que realiza la fase de clasificacion,
por otro lado, los pesos de este modelo se entrenan mediante el método de propagacion hacia
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atrés. Por medio de este ajuste del modelo de RBM se obtiene un modelo de Deep Learning
para clasificacion y, ademas, fue uno de los primeros enfoques para realizar una fase de pre-
entrenamiento de un modelo de Deep Neural Network convencional.

Sin embargo, existe otro método alternativo que integra en mayor medida el entrenamiento y
la inferencia del modelo RBM para desarrollar un modelo para clasificacion. Este tipo de
enfoque se asemeja al Collaborative Filtering explicado en el aparado Filtrado colaborativo y
ademas proporciona una ayuda para desarrollar el modelo para clasificacion.

La clasificacion se puede considerar como una version simplificada del problema de los
registros sin especificar del filtrado colaborativo, donde los valores sin especificar pertenecen
a una misma columna y que representa la clase, al contrario que en el filtrado colaborativo.

Para solucionar el problema de la clasificacién empleando redes RBM, es necesario modificar
la estructura de las mismas de la siguiente forma:

e La capa visible estara formada por dos tipos de unidades binarias, una parte de ellas
representard las caracteristicas de los registros y otra parte representa las distintas clases
de los registros. Por lo tanto, existiran ‘d’ nodos para las unidades de las caracteristicas
y ‘K’ unidades para las clases. En caso de las ultimas, solo podré tener valor ‘1’ la unidad
que represente el tipo de clase del registro. De esta forma, las unidades que representan
las caracteristicas se denotaran como v, ") ... v, ") y aquellas unidades que representan
las unidades de las clases como v; () ... v, (©),

e Por otro lado, la capa oculta estara formada por ‘m’ unidades binarias, denotadas como
Ry o hyy

Segun la estructura anterior, el modelo presentara dos matrices de pesos que conectara con la
capa oculta, segun a que parte de las unidades visibles pertenezca la unidad. De esta forma, los

pesos que conectan las unidades v se denotaran como w;; y las unidades v(©) como u;;. En
el caso de los bias visibles, también hay que distinguir en funcion de si pertenece a las unidades
correspondientes a las caracteristicas o a las de las clases, denotdndose como bl-(f ) y bi(c)
respectivamente; por otro lado, los bias ocultos se denotaran al igual que en los anteriores casos
COMo b;.

Unidades ocultas

OO0

w ]
OO0000O OO0
Lnidades visbles Unidades visbles
(caracteristicas) (clases)

llustracion 8.5: Estructura RBM para clasificacion.

Con esta nueva estructura del modelo es necesario modificar las ecuaciones que permiten
calcular los estados visibles y ocultos.

Para el célculo de los estados ocultos, la ecuacion resultante es la siguiente:
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1
1+ exp(—b; — XL, viPw;; — T, v Ouy)

P(hj = 1| v\, 5©) =

Ecuacion 8.19: Probabilidad estados ocultos.

Para calcular los estados visibles en este modelo hace falta distinguir entre los dos tipos de
unidades visibles. En el caso de los estados visibles correspondientes a las caracteristicas su
definicion se asemeja a la del modelo convencional de RBM, obteniendo la siguiente ecuacion:

1

P(v;V =1|h) =

Ecuacion 8.20: Probabilidad estados visibles correspondientes a las caracteristicas.

Por el contrario, el calculo de los estados visibles asociados a las clases debe modificarse
aplicando una funcién softmax a la sigmoide (Ecuacién 8.11), obteniendo la siguiente
ecuacion:

frexp(b + X huy)

Ecuacién 8.21: Probabilidad estados visibles correspondientes a las clases.

P(v;©=1|h)=

Las ecuaciones de actualizacion de los valores de los pesos también deben ser modificadas en
funcion del tipo de unidad visible con la que se corresponda.

wij < wij + a((v;D, h)aara + VD, Ridmoder)

Ecuacion 8.22: Actualizacion pesos unidades visibles (caracteristicas).

u; < wj+ a9 R aara + Vi R moder)

Ecuacion 8.23: Actualizacion pesos unidades visibles (clases).

A pesar de que este enfoque es una extension directa del filtrado colaborativo, no optimiza
totalmente la precision de la clasificacion, por lo que no necesariamente se va a obtener una
mayor precision solamente incluyendo las distintas clases a los valores de entrada. Por lo tanto,
el proceso de entrenamiento deberia centrarse en la optimizacién de la precisién, para ello, se
suele utilizar un enfoque discriminatorio para la formacion de la RBM en el que los pesos se
entrenan para maximizar la probabilidad condicional de clase del verdadero valor de la clase.
En un modelo convencional RBM, el proceso de entrenamiento se centraria en maximizar la
probabilidad de ambas unidades visibles (caracteristicas y clases), mientras, que en este tipo de
enfoque la funcion objetivo pretende maximizar la probabilidad condicional de clase, y €
{1..k}P(v,© =1|5D), es decir, maximizar la precision de la clasificacion. Aunque es
posible emplear el Contrastive Divergence en este enfoque, el problema se simplifica puesto
que se puede estimar P(v,( = 1 | 7)) sin tener que emplear el enfoque iterativo del modelo
convencional. El calculo de la probabilidad condicional de clase se puede expresar de la
siguiente forma:

exp(by© TT74[1 + exp(b;® +uy; + X wiv,D)])
Yy exp(b, ) [T, [1 + exp(b;™ +w; + Ty wiv )]

Ecuacion 8.24: Probabilidad condicional de clase.
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8.2 HERRAMIENTAS EMPLEADAS

En este apartado se describiran las distintas herramientas que han sido utilizadas para la
realizacion del proyecto.

Google Cloud Platform: es una plataforma propiedad de Google que proporciona los
recursos fisicos (Computadoras, maquinas virtuales o discos duros) necesarios para el
desarrollo de proyectos cloud sin la necesidad de preocuparse por el mantenimiento de
los recursos fisicos. Algunos de los servicios que proporciona son los siguientes:

o Procesamiento y Hosting.
o Almacenamiento.
o Base de datos.
o Machine learning.
Debian v.10: es una distribucion del sistema operativo libre GNU/LINUX.

GitHub: es una plataforma online basada en el Sistema de Control de Versiones (VCS)
que proporciona un entorno en el que registrar los cambios realizados en un proyecto,
con el fin de regresar a versiones anteriores en caso de ser necesario.

Tensorflow: es un APl Open Source para desarrollar modelos de machine learning en
lenguajes como Python, JavaScript o Java. Esta herramienta proporciona una serie de
modulos que permiten el desarrollo de dichos modelos de forma sencilla tanto para
desarrolladores expertos como aquellos que se estén iniciando en esta tecnologia. La
version empleada es la v.2.0.

Numpy: es un API que proporciona al desarrollador las herramientas necesarias para la
creacion y gestion eficiente y sencilla de arrays multi-dimensionales, entre otras
funciones. La version empleada es la v.1.18.1.

CSV: es un modulo de Python que proporciona al desarrollador las clases necesarias
para la lectura y gestion de ficheros CSV de manera sencilla.

OS: es un API de Python destinando a acceder desde cddigo a funcionalidades del
sistema operativo. Este APl comprende algunas funcionalidades como lectura y
escritura de ficheros, creacion de directorios del sistema, manipulacion del path del
sistema o incluso creacion de ficheros temporales.
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8.3 TECNOLOGIAS UTILIZADAS

En este apartado se describiran las distintas tecnologias y lenguajes de programacion que han
sido utilizados para la realizacion del proyecto.

e Python: es un lenguaje de programacién de alto nivel de uso muy extendido. Es
“interpretado”, es decir no requiere de compilacion previa para ser ejecutado, y que se
centra en la legibilidad y simplicidad del cddigo. Este lenguaje proporciona al
desarrollador una flexibilidad y sencillez de uso, ademés de una gran cantidad de
librerias de uso especifico que permiten al desarrollador resolver una gran variedad de
problemas. En este proyecto se emplea Python debido a su uso extendido en el campo
de la A.l. y a la gran cantidad de librerias que proporciona para desarrollar dicho
proyecto. La version empleada es la v.3.7.6.

e Anaconda: es una plataforma que proporciona al desarrollador una herramienta que
funciona como gestor de paquetes y de entornos, también proporciona distribuciones
libres y open-source de los lenguajes Python y R. Esta plataforma contiene un gran
nimero de paquetes y colecciones de los lenguajes anteriores. Ademas, incluye
distribuciones para los sistemas Windows, Linux y MacOS. Para este proyecto
emplearemos tanto para el sistema Windows como Debian la distribucién Anaconda
Individual Edition, empleando la version v.4.8.1.

e Spyder: es un Entorno de Desarrollo Integrado o IDE que proporciona al desarrollador
un entorno gratuito para el desarrollo de proyectos en el lenguaje Python. La version
empleada para este proyecto es la v.4.0.1.

8.4 IMPLEMENTACION DEL MODELO

En esta seccion, se presentaran las distintas clases y directorios que compondran la aplicacion
desarrollada en este proyecto. La aplicacion presenta la siguiente estructura de directorios:
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TitanicRBM

resultadosTrain ModelApp.py MultiTrain_py MultiTrain2200_py

itanic1300 csv modelRBM py

itanic2200.csv TitanicSex_py

llustracion 8.6: Estructura de directorios de la aplicacion del proyecto.
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e Datasets: contiene los dos ficheros CSV empleados como dataset con los cuales ejecutar
los procesos de entrenamiento y test del modelo, obteniendo asi los ficheros de pruebas
necesarios para realizar el estudio y andlisis del modelo.

e ResultadosTrain: en este directorio se almacenan todas las pruebas obtenidas tras la
finalizacion de los procesos de entrenamiento y test realizados mediante la ejecucion
del fichero Main ‘ModelApp.py’. Los ficheros que genera la aplicacion se nombran de
la siguiente forma:

Variable Letra

NUmero neuronas visibles \%
NUmero neuronas ocultas H
Numero de épocas E
Tasa de aprendizaje LR
Tamafio del batch BS

Tabla 8.1: Nomenclatura ficheros con resultados.

e Model: este directorio contiene las clases que implementan las principales
funcionalidades del modelo de red neuronal, las clases que almacena son las siguientes:

o ModelRBM.py: esta clase implementa todas las variables y funcionalidades
necesarias para la ejecucion de los procesos de entrenamiento, test e inferencia
del modelo. Implementa los métodos de Gibb Sampling, el calculo de los
gradientes para actualizar los pardmetros del modelo (pesos y bias), la
generacion del muestreo de Bernouille y el método de inferencia sobre los datos.

o TitanicRBM.py: este fichero Python contiene los métodos necesarios para
ejecutar correctamente los procesos de entrenamiento, test e inferencia del
modelo de red neuronal, ademas de generar el fichero con los resultados de estos
procesos y realizar el preprocesado del conjunto de datos empleado.

e MultiTrain.py: esta clase Python se encarga de ejecutar todos entrenamientos y test
necesarios para llevar a cabo el estudio y analisis del modelo realizado, generando 60
ficheros de resultados para el dataset Titanic1300.csv.

e MultiTrain2200.py: este fichero Python se encarga de ejecutar todos entrenamientos y
test necesarios para llevar a cabo el estudio y andlisis del modelo realizado, generando
60 ficheros de resultados para el dataset Titanic2200.csv.

e ModelApp.py: este fichero Python contiene un programa Main que realiza un
entrenamiento inicial, guardando los resultados en el directorio ResultadosTrain, y
posteriormente muestra un pequefio mend que permite al usuario volver a entrenar el
modelo o realizar inferencias sobre los datos del Titanic.
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O PRUEBAS

En este capitulo se presentaran las distintas baterias de pruebas realizadas para comprobar si
existen posibles fallos en las distintas funcionalidades del proyecto. Este proceso se puede
Ilevar a cabo por medio de dos tipos de técnicas:

e Técnicas de caja blanca o estructurales.
e Técnicas de caja negra o funcionales.

Para este proyecto, s6lo emplearemos las pruebas de caja negra ya que Unicamente queremos
estudiar el comportamiento del sistema frente a una serie de entradas.

9.1 PRUEBAS DE CAJA NEGRA

A lo largo de este apartado, se van detallar la serie de pruebas de caja negra para estudiar el
comportamiento de las distintas funcionalidades del sistema frente a una serie de entradas.
Previamente se va a definir dichas pruebas.

Las técnicas de pruebas de caja negra son unas técnicas de testing en las cuales se prueban las
distintas funcionalidades de una aplicacion sin tener en cuenta la parte interna de dicha
aplicacién, es decir, se obvia la estructura del cddigo, la arquitectura, los detalles de la
implementacién de los médulos, paquetes o rutas. Este tipo de pruebas se basan en los
requisitos de la aplicacion y de sus especificaciones técnicas. Por lo tanto, este tipo de pruebas
se centran Unicamente en las entradas, las salidas y si se realiza la accion.

Para realizar estas pruebas se deben seguir los siguientes pasos:
1. Realizar un analisis de requisitos y especificaciones técnicas.

2. El tester se encargara de disefiar una bateria de entradas validas y no validas para el
desarrollo de la prueba.

Basandose en las distintas entradas, el tester debera asignar las salidas esperadas.

3

4. Disenar los casos de prueba.
5. Ejecutar los casos de prueba.
6

Comparar la salida obtenida frente a la esperada.
7. En caso de que no coincidan las salidas, se procedera a la reparacion del cédigo.

Existen distintos tipos de pruebas de caja negra, a continuacion, se presentaran las mas
conocidas:

e Particiones equivalentes: este tipo de técnica de caja negra consiste en disefiar y
clasificar entradas para una funcionalidad en clases de equivalencias, las cuales son un
conjunto de datos de entrada donde el comportamiento del software es igual para todos
los datos, esperando que se procesen de la misma forma. Se pueden disefiar tanto para
entradas validas como para las no validas. El criterio de clasificacion se determina en
funcion de las salidas, funcionalidades, valores internos, etc.

e Analisis de valores limite: esta técnica se basa en la evidencia experimental de que los
errores suelen presentar mayor probabilidad de aparicion en los casos extremos de los
campos de entrada. Para realizar esta técnica es necesario determinar previamente las
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clases de equivalencia y elegir qué casos ejercitan estos valores limite, por lo tanto, se
considera que esta téecnica complementa a la de particiones equivalente.

e Pruebas de casos de uso: este tipo de pruebas consisten en la realizacion de las pruebas
en funcion de los distintos casos de usuarios del sistema. A menudo, estas pruebas
presentan precondiciones que deben de haber sido cumplidas previamente. Tras
finalizar la ejecucion de las funcionalidades se analizaran los resultados obtenidos, los
cuales se corresponden con las post-condiciones del caso de uso.

e Pruebas de historias de usuario: las pruebas de historias de usuario consisten, al igual
que la anterior técnica, en la realizacion de las pruebas en funcion de las historias de
usuario que presenta el sistema. Los casos de prueba de este tipo de técnicas emplean
los criterios de aceptacion de las historias de usuario para determinar la cobertura
minima de dichos casos.

Para este proyecto, se ha decidido emplear las historias de usuario como método para la
realizacion de las pruebas puesto que se han empleado para realizar la especificacion de las
distintas funcionalidades de este proyecto.

9.1.1 Pruebas realizadas

En este apartado se especifican las distintas pruebas realizadas por medio del método de
historias de usuario. Como se ha mencionado en el apartado anterior, se realizara las baterias
de pruebas sobre las historias de usuario que presenta el proyecto y se comprobara el correcto
funcionamiento del cddigo en base a los criterios de aceptacion de la historia sobre la historia
que se realiza el caso de prueba.

Para realizar correctamente la bateria de pruebas se ha empleado la siguiente configuracion de
la red neuronal:
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Variable Valor

Numero de épocas 1
Numero neuronas visibles 4
Numero neuronas ocultas 2
Tamafio del batch 8
Tasa de aprendizaje 0.01
Variable k Gibb Sampling 1

Fichero CSV

Titanic2200.csv

Variables a emplear del fichero CSV

Sex, Age, Survived y PClass

Directorio de las pruebas

pruebasPrecision2200

Tabla 9.1: Configuracion red neuronal bateria prueba.

A continuacion, se especificaran las distintas pruebas realizadas a cada una de las historias de
usuario involucradas en la implementacion del cddigo del modelo de red neuronal RBM para
probar si este cadigo cumple los criterios de aceptacion de las mismas.

El primer blogue de pruebas se corresponde a aquellas pruebas referentes a la historia de
usuario US-01. Este bloque de pruebas comprende tanto la prueba de los procesos de
entrenamiento y test, como las pruebas de todos aquellos métodos que intervengan en el

proceso.

82



BBT-01 Prueba pre-procesado de los datos

Propdsito El propdsito de esta prueba consiste en la comprobacion del proceso de
lectura del fichero CSV que contiene el conjunto de datos, realizacion
del pre-procesado de esos datos y la divisién en batch de los conjuntos
de datos de entrenamiento y test.

Pre-requisitos Ejecucion del fichero main.

Datos entrada Nombre del fichero CSV.

Listado con los nombre de las variables del fichero CSV a utilizar.

Resultado esperado Listado con los datos a emplear del fichero CSV.
Resultado obtenido Array con los datos necesarios del CSV.
Resultado de la prueba Correcto.

Tabla 9.2: Prueba pre-procesado de los datos.
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Valor dato de entrada: [®. 1. 1. 1.]
Valor dato de entrada: [1. 1. 6. 8.]
valor dato de entrada: [B. 1. 1. 1.]
valor dato de entrada: [1. 1. 8. 8.]
valor dato de entrada: [B. 1. 8. 8.]
valor dato de entrada: [B. 1. 8. 8.]
Valor dato de entrada: [B. 1. 8. 8.]
Valor dato de entrada: [8. 8. 8. 1.]
Batch ndmeroc: 88

valor dato de entrada: [B. 1. 8. 1.]
valor dato de entrada: [1. 1. 8. 1.]
valor dato de entrada: [1. 1. 8. 1.]
Valor dato de entrada: [B. 1. 8. 8.]
Valor dato de entrada: [8. 1. 8. 8.]
Valor dato de entrada: [8. 1. 1. 8.]
valor dato de entrada: [1. 8. 8. 1.]
valor dato de entrada: [B. 1. 8. 8.]
Batch namero: 81

Valor dato de entrada: [B. 1. 8. 1.]
Valor dato de entrada: [8. 1. 8. 8.]
Valor dato de entrada: [8. 1. 1. 1.]
valor dato de entrada: [1. 1. 8. 1.]
valor dato de entrada: [1. 1. 8. 1.]
valor dato de entrada: [B. 1. 1. 8.]
valor dato de entrada: [B. 1. 8. 8.]
valor dato de entrada: [1. 1. 1. 1.]
Batch ndmero: &2

valor dato de entrada: [B. 1. 8. 1.]
valor dato de entrada: [B. 1. 8. 8.]
valor dato de entrada: [B. 1. 8. 8.]
valor dato de entrada: [B. 1. 8. 8.]
Valor dato de entrada: [B. 1. 8. 8.]
Valor dato de entrada: [8. 1. 8. 8.]
Valor dato de entrada: [1. 1. 1. 1.]
valor dato de entrada: [1. 1. 1. 1.]
Batch namero: 83

valor dato de entrada: [1. 1. 8. 1.]

Valor dato de entrada: [B. 1. 8. 8.]

lustracion 9.1: Resultados prueba pre-procesado de los datos.
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Prueba inicializacién de diccionarios.

Propdsito

El propdsito de esta prueba consiste en la comprobacién de los
procesos de inicializacién de los diccionarios que capturan las
distribuciones de los valores de los conjuntos de datos empleados y de
las inferencias que generan, ademas de los procesos internos que
requieren.

Pre-requisitos

Ejecucion del fichero main.

Datos entrada

Nombre del fichero CSV.

Listado con los nombre de las variables del fichero CSV a utilizar.

Resultado esperado

Listado con los valores de los diccionarios y array con las
combinaciones.

Resultado obtenido

Listado con los valores de los diccionarios y array con las
combinaciones.

Resultado de la prueba

Correcto.

Tabla 9.3: Prueba inicializacién de diccionarios.
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In [28]: prueba.prueba_CombDict()

Array string valores combinatoria
Valor: 1111

Valor: 8181

Valor: 0186

Valor: 1886

valor: 1181

Valor: 1186

valor: 8118

valor: 1881

valor: 8111

Valor: 0886

Valor: 1116

Valor: @88l

Valor: @811

valor: 1811

Array valores combinatoria
valor: [1. 1. 1. 1.]
valor: [0, 1. 0. 1.]
Valor: [B. 1. 6. 8.]
Valor: [1. 6. 8. 8.]
valor: [1. 1. 8. 1.]
valor: [1. 1. 8. 8.]
valor: [B. 1. 1. 8.]
valor: [1. 8. 0. 1.]
valor: [@. 1. 1. 1.]
valor: [0, 8. 0. 8.]
Valor: [1. 1. 1. 8.]
Valor: [B. 6. 8. 1.]
valor: [B. B. 1. 1.]
valor: [1. ©. 1. 1.]

lustracion 9.2: Resultados prueba inicializacion de diccionarios (1).
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Distribucion data set completo
Valor key: 1111 distribucidén: 140
valor key: 0101 distribucidn: 281
Valor key: 0108 distribucidn: 1211
Valor key: 1800 distribucién: 17
Valor key: 1101 distribucion: 176
Valor key: 1100 distribucidén: 165
Valor key: 0110 distribucidn: 118
Valor key: 1801 distribucién: 27
valor key: 0111 distribucién: 57
vValor key: 0800 distribucién: 35
valor key: 1110 distribucién: 4
valor key: 0001 distribucicén: 24
Valor key: 0011 distribucidén: 5
vValor key: 1011 distribucidén: 1

Data set completo

valor key: 1111 data set: [array([1.,
array([1., 1., 1., 1.1, dtype:float32)
dtype=float3z), array([1., 1., 1., 1.]
1., 1., 1.1, dtype float32) array([1.

1., 1.1, dtype=float32), array([1., 1., 1., 1.1, dtype=float32),
array[[ 1., 1., 1.1, dtype=float3z), array([1., 1., 1., 1.1,
dtype= float32] arrayl([1., 1., 1., 1.1, dtype=float32), array([1.
1., 1., 1.1, dtype floatSZ] array([1., 1., 1., 1.],

1.
dtype= floatSZ) array([1., 1., 1., 1.], dtype= float32) array([1., 1., 1., 1.], dtype=float32), array([1.
1., 1., 1.1, dtype float32), array([1., 1., 1., 1.], dtype floatSZ) array([1., 1., 1., 1.],
dtype= floatSZ), array([1., 1., 1., 1.], dtype= float32), array([1., 1., 1., 1.], dtype=float3z), array([1.
1., 1., 1.], dtype= float32), array([1., 1., 1., 1.1, dtype= floatSZ) array([1., 1., 1., 1.1,
dtype= floatSZ), array([1., 1., 1., 1.], dtype= flcatSZ], array([1., 1., 1., 1.], dtype=float3z), array([1.
1., 1., 1.1, dtype= float32), array([1., 1., 1., 1.1, dtype= floatSZ) array([1., 1., 1., 1.1,
dtype= floatSZ), array([1., 1., 1., 1.], dtype= float32], array([1., 1., 1., 1.], dtype=float32), array([1.
1., 1., 1.1, dtype= float32), array([1., 1., 1., 1.1, dtype= float32] array([1., 1., 1., 1.1,
dtype float32), array([1., 1., 1., 1.1, dtype float32), arrayl[1., 1., 1., 1.1, dtype=float32), array([1.
1., 1., 1.1, dtype float32), array([1., 1., 1., 1.1, dtype float32] array([1., 1., 1., 1.1,
dtype= floatSZ) array([1., 1., 1., 1.1, dtype= float32] arrayl[1., 1.r 1., 1.1, dtype=float32), array([1.
1., 1., 1.1, dtype float32), array([1., 1., 1., 1.], dtype floatSZ] array([1., 1., 1., 1.],
dtype= floatSZ) array([1., 1., 1., 1.], dtype= float32) array([1., 1., 1., 1.], dtype=float32), array([1.
1., 1., 1.1, dtype float32), array([1., 1., 1., 1.], dtype floatSZ) array([1., 1., 1., 1.],
dtype= floatSZ), array([1., 1., 1., 1.1, dtype= float32), array([1., 1., 1., 1.], dtype=float3z), array([1.
1., 1., 1.], dtype= float32), array([1., 1., 1., 1.1, dtype= floatSZ) array([1., 1., 1., 1.1,
dtype= floatSZ), array([1., 1., 1., 1.1, dtype= flcatSZ], array([1., 1., 1., 1.], dtype=float3z), array([1.
1., 1., 1.1, dtype= float32), array([1., 1., 1., 1.1, dtype= floatSZ) array([1., 1., 1., 1.1,
dtype= floatSZ), array([1., 1., 1., 1.], dtype= float32], array([1., 1., 1., 1.1, dtype=float32), array([1.
1., 1., 1.1, dtype= float32), array([1., 1., 1., 1.1, dtype= float32] array([1., 1., 1., 1.1,
dtype float32), array([1., 1., 1., 1.1, dtype float32), arrayl[1., 1., 1., 1.1, dtype=float32), array([1.
1., 1., 1.1, dtype float32), array([1., 1., 1., 1.1, dtype float32] array([1., 1., 1., 1.1,
dtype= floatSZ) array([1., 1., 1., 1.1, dtype= float32] arrayl[1., 1.r 1., 1.1, dtype=float32), array([1.
1., 1., 1.], dtvoe:float32), array([1., 1., 1., 1.1, dtvoe:floatSZ], array([1., 1., 1., 1.],

lustracion 9.3: Resultados prueba inicializacion de diccionarios (11).
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Prueba Gibb Sampling y Compute Gradients

Propésito El proposito de esta prueba es la comprobacion del correcto
funcionamiento de los métodos del proceso de entrenamiento
referentes a los algoritmos de Gibb Sampling y al calculo de los
gradientes.

Pre-requisitos Realizar pre-procesado de los datos.

Iniciar el proceso de entrenamiento.

Datos entrada Ninguno.
Resultado esperado Valores de v0, phO, vK, phK, dw, dbh y dbv con formato correcto.
Resultado obtenido Valores de v0, phO, vK, phK, dw, dbh y dbv con formato correcto.
Resultado de la prueba Correcto.

Tabla 9.4: Prueba Gibb Samplig y CD.

Prueba GS:
Ve
tf.Tensor|
[[ ©.32455558 ©0.7136673 ]
[ o. o. ]
[ o. ¢} ]
]

[-1.0632198 -1.038819 1], shape=(4, 2), dtype=float32)
PHO: [[-§.4141887 ©0.38851562]]
Prueba GS 2:
vik: [[ 1.1

[ 8.]

[ 8.]

[-2.1]

PHK: [1.8, 8.8, 8.8, -1.8]
Prueba diff:

dw: [[P.32455558 0.7136673 1]
dbh: [[8. 8. 8. 1.1]

dbv: [[P.73866427 0.32515165]]

llustracion 9.4: Resultado prueba Gibb Sampling y CD.
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Prueba procesos entrenamiento y test

Propdsito

El proposito de esta prueba es la comprobacion del correcto
funcionamiento de los métodos de los procesos de entrenamiento y
test.

Pre-requisitos

Creacion de la red neuronal.

Pre-procesado de los datos.

Datos entrada

Nombre del fichero TXT con los resultados.

Resultado esperado

Creacion del fichero TXT.

Visualizacion resultados de la precision por pantalla.

Resultado obtenido

Creacion del fichero TXT.

Visualizacién resultados de la precision por pantalla.

Resultado de la prueba

Correcto.

Tabla 9.5: Prueba procesos train y test .
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La época actual es: 1
Prec151dn traln;ng: 0.49144473671913147
Fin proceso training

Precisidn test: 0.20370370149612427
Precisidn test: 0.32098764181137085
Precisidn test: 0.37037035822868347
Precision test: 0.4000000859604645
Precision test: 0.4197530746459951
Precision test: 0.4338624179363251
Precision test: 0.43981480598449707
Precisidn test: 0.45679008960723877
Precision test: ©.4555555284023285
Precisidn test: 8.44781142473220825
Precision test: ©.4537036716938019
Precision test: 0.4472934305667877
Precision test: 0.4417989253997803
Precision test: 0.4444444477558136
Precision test: ©.4444444179534012
Precisidn test: ©.44444441795340912
Precisidn test: 0.442386577620887756
Precision test: ©.4327484065324402
Precisidn test: 0.43783599111938477
Precision test: 0.4356260895729065
Precision test: 0.4427609145641327
Precision test: ©.43800315260887146
Precision test: ©.4398147761821747
Precisidn test: ©.4444443881511688
Precisidn test: 0.45014238357543045
Precision test: ©.4540465772151947
Precisidn test: 0.45502638816833496
Precision test: 0.4533843696117401
Precision test: ©.45185181498527527
Precision test: 0.4551970958709717
Precision test: 0.4548610746860504
Precisidn test: ©.46015709638509558
Precision test: ©.45960949815750122
Precision test: ©.4634920358657837
Precision test: ©.45619341492652893
Precision test: ©.45945945382118225
Precision test: 0.4561403691768646
Precision test: ©.45868048101997375
Precision test: ©.4592502716217041
Precisidn test: ©.4598012864580601
Precisidn test: 0.46206295523643494
Precision test: ©.46330936285972505
Precision test: 0.4638047218322754
Precision test: 0.4658436179161072
Precision test: ©.46537843345505764

lHustracion 9.5: Resultados prueba procesos train y test (1) .
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Preclsidn test: 0.4665000730972702

Preclsion test: 0.4691357910633087
Precisidn test: 0.46863189339637756
Preclsion test: 8.4783703820705414
Precision test: 0.4698620148552521
Precision test: 0.4700835471868515

Precision test: 9.46960169076910556
Precision test: 9.4691358208656311
Preclsidn test: 0.472727268093424909
Precisidn test: 0.46957674622535706
Preclsion test: 8.46978560090065

Precisidn test: 8.47126439213752747
Precision test: 0.4682988226413727
Precision test: 0.46666669845581055
Precision test: 0.46751672029409524
Precision test: 0.46893671154597580
Precisidn test: 0.47031161189079285
Preclsion test: 0.4699074327945700
Precisidn test: 8.46951571106910706
Preclsion test: 0.4691358208656311
Precision test: 9.46876731514930725
Precision test: 0.4678649604320526
Precision test: 0.4685000810304287
Precisidn test: 0.46931222081184387
Preclsidn test: 8.4715702533721024
Precisidn test: 8.471707880495978376
Preclsion test: 0.4718417227268219
Precision test: 9.47497501969337463
Precision test: 0.4745679199695587
Precision test: 9.474171540908180237
Precision test: 9.47610905074119568
Preclsidn test: 0.4743580758872086
Precisidn test: 0.47304263710975647
Precisidn test: 8.47268515825271606
Precisidn test: 8.47325085534324646
Precision test: 0.4719963073730469
Precision test: 0.4730030596256256
Precision test: 0.47530835970878601

Fin proceso test

llustracion 9.6: Resultados prueba procesos train y test (1) .

La siguiente prueba se corresponde a la historia de usuario US-02, al igual que con el bloque
de pruebas anterior, se han realizado tanto las pruebas de los métodos involucrados como la
prueba de la funcionalidad de la historia de usuario.
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Prueba Inferencia

Propdsito El proposito de esta prueba es la comprobacion del correcto
funcionamiento del método de inferencia que permite al usuario inferir
sobre los datos de estudio después de realizar los procesos de
entrenamiento y test.

Prerequisitos Realizar el entrenamiento y test del modelo.
Datos entrada Array con los valores referentes a un registro del conjunto de datos.
Resultado esperado Visualizacion resultados obtenidos en la inferencia por pantalla (v inicia,

phO, v bernouille, phk).

Resultado obtenido Visualizacion resultados obtenidos en la inferencia por pantalla (v inicia,
phO, v bernouille, phk).

Resultado de la prueba Correcto.

Tabla 9.6: Prueba Inferencia.

In [14]: prueba.pruebaInferencial(l1l.0,8.8,1.0,-1.0])

valor inicial v: [1.8, 8.8, 1.0, -1.08]

Valor phv: tf.Tensor([[6.5984902 0.34180015]], shape=(1, 2), dtype=float3z)

valor v bernouille: tf.Tensori[[e. 1. 1. 8.1]1, shape=(1, 4), dtype=float3z)

Valor pvh: tf.Tensor([[0.3980682 0.6411466 0.22243929 0.34381396]11), shape={1, 4); dtype=float3z)

lustracion 9.7: Resultados prueba Inferencia.
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10 ESTUDIO Y ANALISIS DEL MODELO

En este apartado, se ha realizado un estudio y andlisis de los pardametros de la red con el fin de
identificar cuales de estos parametros influyen de forma significativa en el aprendizaje del
modelo.

Para realizar este estudio, se han realizado dos bloques de pruebas de los procesos de
entrenamiento y test, cada uno de estos bloques con 60 pruebas. Cada bloque de entrenamiento,
se corresponde con un conjunto de datos de entrenamiento, uno de ellos de 2201 registros y el
otro de 1313 registros.

En cada una de las pruebas realizadas, se alternan los valores de las variables ‘Numero de
neuronas ocultas’, ‘Tamafio del batch’ y ‘Tasa de aprendizaje’, ademas del nimero de registros
del conjunto de datos.

10.1 ESTRUCTURA FICHERO DE PRUEBAS

En este apartado, se definira la estructura de los ficheros con los resultados generados por los
procesos de entrenamiento y test del modelo.

Los ficheros han sido nombrados en funcién de los valores que tienen los parametros de la red
neuronal, por ejemplo, ‘pruebaMultiV4H2E2000LR0.001BS16.txt’. En el ejemplo anterior, los
valores se corresponden con los siguientes parametros:

Nombre parametro Valores parametro

NUmero neuronas visibles. 4 neuronas. V
NUmero neuronas ocultas. 2 neuronas. H
Numero de épocas. 2000 épocas. E
Tasa de aprendizaje. 0,001 LR
Tamario del batch. 16 registros/batch BS

Tabla 10.1: Valor de los parametros de la prueba de ejemplo.

La estructura del fichero se divide en los siguientes apartados:

1. Valores iniciales de los pardametros de la red: en este apartado se muestran los valores
de los pardmetros expuestos en la tabla anterior y sobre los que se realizara el estudio
con el fin de identificar cuales de ellos son los méas determinantes a la hora de lograr un
mejor aprendizaje de la red.

2. Precision obtenida después de la realizacion de la época actual: en esta seccion del
fichero se muestra la evolucion de la red segun se realiza el entrenamiento, pudiendo
asi observar la tendencia que presenta la red durante el entrenamiento con una
configuracion especifica de parametros.
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3. Valores iniciales y posteriores al entrenamiento de los pesos y bias: en este apartado
del fichero se puede observar y comparar los valores iniciales y finales de los pesos y
bias.

4. Precision proceso test: en esta seccion se muestra la precision obtenida del modelo con
el conjunto de test tras finalizar el entrenamiento.

5. Distribucion de la combinacion de los valores de los datos de entrada en los distintos
conjuntos de datos: este apartado permite comprobar si la red es capaz de reconstruir la
misma distribucion de valores en los datos de entrada después del entrenamiento, con
el fin de comprobar cudn preciso es el modelo. Asi se muestran las siguientes
distribuciones:

a. Distribucién de valores en el conjunto de datos completo.

b. Distribucién de valores en el conjunto de datos de entrenamiento.

c. Distribucién de valores en la reconstruccion del conjunto de datos de
entrenamiento.

d. Distribucién de valores en el conjunto de datos de test.

e. Distribucion de valores en la reconstruccién del conjunto de datos de test.

10.2 COMPARATIVA FICHEROS

Con el fin de realizar el estudio del modelo, se han realizado una serie de pruebas combinando
valores de los distintos pardmetros que influyen en el proceso de aprendizaje, Los parametros
a estudiar son los siguientes y presentan los siguientes valores:

Nombre del parametro Valores del parametro

Numero de registros 2201 registros o 1313 registros.

Numero de épocas 2000 épocas.

Numero de neuronas ocultas 2 neuronas, 4 neuronas u 8 neuronas.

Tamafo del batch 8 registros, 16 registros, 32 registros, 40 registros o 64 registros.
Tasa de aprendizaje 1,0, 0,1, 0,01 0 0,001.

Tabla 10.2: Valores de los parametros a estudiar.

Otro parametro que influye en el aprendizaje del modelo es el niUmero de neuronas visibles de
las que se compone la red neuronal. Este parametro viene determinado por el nimero de
variables de entrada que se introducen a la red. En nuestro caso al emplear el conjunto de datos
del hundimiento del Titanic se han empleado Gnicamente 4 entradas, como se ha especificado
en el apartado Modelado de datos.

La combinacion de estos pardmetros ha generado 120 pruebas, que se han dividido en dos
blogues almacenados en dos directorios, en funcion del conjunto de datos que se ha empleado
para la prueba.
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Con el objetivo de realizar el estudio y analisis del modelo, se seleccionaran los 5 ficheros con
los mejores resultados de cada bloque de entrenamiento y se analizara cuéles han sido los
valores de los pardametros que mejores resultados han obtenido en las diferentes pruebas.

Para realizar la comparativa de los ficheros se han recolectado los siguientes datos de cada una
de las pruebas:

Precision primera época de entrenamiento del modelo: representa la precision del
modelo tras la realizacion de la primera época del proceso de entrenamiento.

Precision maxima de modelo: este dato representa el valor de precision maximo
obtenido por el modelo durante la realizacion de este proceso.

Epoca precision maxima: este valor representa la época del proceso de entrenamiento
en la que se obtuvo el valor maximo de precision del modelo.

Precisién modelo proceso test: representa el valor de precisién del modelo obtenido
durante la realizacion del proceso de test.

Precision final modelo: este dato representa el valor de precision del modelo obtenido
tras la finalizacién del proceso de entrenamiento. Este valor ha sido extraido en aquellas
pruebas que alcancen el valor maximo de entrenamiento en un ndmero reducido de
épocas, para comprobar la tendencia de aprendizaje de la prueba.

A continuacion, se especificaran los distintos resultados obtenidos divididos por los bloques de
entrenamiento mencionados anteriormente:

Bloque del conjunto de entrenamiento de 1316 registros:

NUmero Tasa de Tamafio Datos obtenidos

neuronas aprendizaje batch
ocultas

0,001 16 Prec init Precision | Epoca Prec test
max. max prec

0,455953 0,570752 | 1991 0,597285

32 Prec init Precision | Epoca Prec test
max. max prec

0,443148 0,594685 | 1812 0,57251

40 Prec init Precision | Epoca Prec test
max. max prec

0,468574 0,57762 | 1587 0,562761

64 Prec init Precision | Epoca Prec test
max. max prec

0,480894 0,584312 | 1972 0,535096

8 Prec init Precision | Epoca Prec test
max. max prec

0,425971 0,557437 | 1380 0,582243

0,01 16 Prec init Precision | Epoca Prec test
max. max prec

0,493661 0,608246 | 815 0,547636

32 Prec init Precision | Epoca Prec test
max. max prec

0,473484 0,626613 | 1616 0,529581

40 Prec init Precision | Epoca Prec test
max. max prec

0,499094 0,62197 | 1636 0,549683

64 Prec init Precision | Epoca Prec test
max. max prec

0,467997 0,604776 | 1657 0,498717
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8 Prec init Precision | Epoca Prec test
max. max prec
0,492987 0,593048 | 1631 0,53395
1,0 16 Prec init Precision | Epoca Prec test | Prec fin
max. max prec
0,54426 0,581647 | 50 0,55876 0,554799
32 Prec init Precision | Epoca Prec test | Prec fin
max. max prec
0,549571 0,620761 | 421 0,59485 0,490981
40 Prec init Precision | Epoca Prec test
max. max prec
0,531849 0,573594 | 1868 0,563829
64 Prec init Precision | Epoca Prec test
max. max prec
0,512709 0,568457 | 798 0,572168
8 Prec init Precision | Epoca Prec test
max. max prec
0,521038 0,54495 | 238 0,527596
0,1 16 Prec init Precision | Epoca Prec test
max. max prec
0,506943 0,571108 | 869 0,606209
32 Prec init Precision | Epoca Prec test
max. max prec
0,514624 0,579238 | 75 0,600649
40 Prec init Precision | Epoca Prec test
max. max prec
0,503902 0,585476 | 814 0,592017
64 Prec init Precision | Epoca Prec test
max. max prec
0,502926 0,569816 | 1300 0,556356
8 Prec init Precision | Epoca Prec test
max. max prec
0,503352 0,550253 | 1283 0,563725

Tabla 10.3: Resultados bloque de entrenamiento 1316 registro (1).
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NuUmero

neuronas
ocultas

Tasa de Tamafio Datos obtenidos
aprendizaje batch
0,001 16 Prec init Precision | Epoca Prec test
max. max prec
0,486896 | 0,597742 | 1533 0,599421
32 Prec init Precision | Epoca Prec test
max. max prec
0,518159 | 0,618236 | 1675 0,560966
40 Prec init Precisiéon | Epoca Prec test
max. max prec
0,46772 0,587404 | 361 0,593085
64 Prec init Precisiéon | Epoca Prec test
max. max prec
0,477957 | 0,610785 | 1910 0,587072
8 Prec init Precision | Epoca Prec test
max. max prec
0,470888 | 0,560071 | 1380 0,582243
0,01 16 Prec init Precision | Epoca Prec test
max. max prec
0,507833 | 0,627545 | 466 0,539027
32 Prec init Precisiéon | Epoca Prec test
max. max prec
0,516776 | 0,640206 | 1816 0,552849
40 Prec init Precision | Epoca Prec test
max. max prec
0,488058 | 0,636647 | 1457 0,540896
64 Prec init Precision | Epoca Prec test
max. max prec
0,508361 | 0,579076 | 63 0,589529
8 Prec init Precision | Epoca Prec test
max. max prec
0,498186 | 0,576252 | 26 0,588961
1,0 16 Prec init Precision | Epoca Prec test
max. max prec
0,556081 | 0,565731 | 1522 0,598856
32 Prec init Precision | Epoca Prec test
max. max prec
0,577678 | 0,625713 | 84 0,577741
40 Prec init Precision | Epoca Prec test
max. max prec
0,576577 | 0,608583 | 1246 0,603432
64 Prec init Precisiéon | Epoca Prec test
max. max prec
0,566001 | 0,575083 | 651 0,552403
8 Prec init Precisiéon | Epoca Prec test
max. max prec
0,507354 | 0,531051 | 1567 0,566448
0,1 16 Prec init Precisiéon | Epoca Prec test
max. max prec
0,536177 | 0,581362 | 1262 0,587481
32 Prec init Precisiéon | Epoca Prec test
max. max prec
0,539152 | 0,606324 | 219 0,569083
40 Prec init Precision | Epoca Prec test
max. max prec
0,55304 0,622876 | 158 0,590354
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64 Prec init Precision | Epoca Prec test
max. max prec

0,502832 | 0,572073 | 696 0,557638

8 Prec init Precision | Epoca Prec test
max. max prec

0,523878 | 0,5482 1329 0,577341

Tabla 10.4: Resultados blogue de entrenamiento 1316 (l1).

de Tamafo Datos obtenidos

batch

Ndmero Tasa

neuronas  aprendizaje

ocultas

0,001 16 Prec init | Precision | Epoca Prec test
max. max prec
0,494445 | 0,609813 | 225 0,595839
32 Prec init | Precisién | Epoca Prec test
max. max prec
0,455456 | 0,598001 | 77 0,602092
40 Prec init | Precision | Epoca Prec test
max. max prec
0,490143 | 0,607997 | 464 0,586761
64 Prec init | Precision | Epoca Prec test
max. max prec
0,503354 | 0,600334 | 900 0,562553
8 Prec init | Precision | Epoca Prec test
max. max prec
0,474856 | 0,5612 68 0,582062
0,01 16 Prec init | Precision | Epoca Prec test
max. max prec
0,547108 | 0,596353 | 22 0,611865
32 Prec init | Precision | Epoca Prec test
max. max prec
0,530643 | 0,636824 | 1488 0,555375
40 Prec init | Precision | Epoca Prec test
max. max prec
0,552063 | 0,606498 | 45 0,589718
64 Prec init | Precision | Epoca Prec test
max. max prec
0,514527 | 0,628166 | 923 0,561004
8 Prec init | Precision | Epoca Prec test
max. max prec
0,523227 | 0,611076 | 1513 0,58424
1,0 16 Prec init | Precision | Epoca Prec test
max. max prec
0,534966 | 0,570645 | 713 0,596342
32 Prec init | Precision | Epoca Prec test
max. max prec
0,566534 | 0,594213 | 1519 0,588023
40 Prec init | Precision | Epoca Prec test
max. max prec
0,559685 | 0,581268 | 1523 0,58709
64 Prec init | Precisién | Epoca Prec test
max. max prec
0,583559 | 0,605905 | 1396 0,607104
8 Prec init | Precision | Epoca Prec test
max. max prec
0,505573 | 0,534174 | 1099 0,57952
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0,1

16 Prec init | Precision | Epoca Prec test
max. max prec
0,577517 | 0,613587 | 876 0,603758
32 Prec init | Precision | Epoca Prec test
max. max prec
0,581192 | 0,64732 | 1300 0,589285
40 Prec init | Precision | Epoca Prec test | Prec fin
max. max prec
0,560864 | 0,584903 | 2 0,583148 | 0,560408
64 Prec init | Precision | Epoca Prec test
max. max prec
0,546059 | 0,595004 | 1940 0,565811
8 Prec init | Precision | Epoca Prec test
max. max prec
0,53479 | 0,561097 | 772 0,556644

Tabla 10.5: Resultados blogue de entrenamiento 1316 (111).
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e Bloque del conjunto de entrenamiento de 2200 registros

Ndamero

neuronas

ocultas

Tasa de Tamafo Datos obtenidos
aprendizaje batch
0,001 16 Prec init Precision | Epoca Prec test
max. max prec
0,47826 0,505833 | 173 0,45858
32 Prec init Precision | Epoca Prec test
max. max prec
0,516155 0,543106 | 1740 0,469986
40 Prec init Precision | Epoca Prec test
max. max prec
0,528156 0,564805 | 1169 0,531498
64 Prec init Precision | Epoca Prec test
max. max prec
0,479974 0,518417 | 1108 0,450202
8 Prec init Precision | Epoca Prec test
max. max prec
0,448435 0,481421 | 900 0,435626
0,01 16 Prec init Precision | Epoca Prec test
max. max prec
0,457833 0,50105 | 788 0,46998
32 Prec init Precision | Epoca Prec test
max. max prec
0,481912 0,508352 | 505 0,459354
40 Prec init Precision | Epoca Prec test
max. max prec
0,492943 0,52277 | 1606 0,455688
64 Prec init Precision | Epoca Prec test | Prec fin
max. max prec
0,469489 0,510946 | 27 0,459424 | 0,484171
8 Prec init Precision | Epoca Prec test
max. max prec
0,447182 0,477251 | 699 0,440476
1,0 16 Prec init Precision | Epoca Prec test
max. max prec
0,52022 0,566194 | 576 0,452804
32 Prec init Precision | Epoca Prec test
max. max prec
0,496346 0,521874 | 1657 0,476294
40 Prec init Precisiéon | Epoca Prec test
max. max prec
0,497133 0,528272 | 786 0,461763
64 Prec init Precisiéon | Epoca Prec test
max. max prec
0,467997 0,604776 | 1657 0,498717
8 Prec init Precisiéon | Epoca Prec test | Prec fin
max. max prec
0,470521 0,476947 | 81 0,434303 | 0,463469
0,1 16 Prec init Precisiéon | Epoca Prec test
max. max prec
0,53939 0,576042 | 728 0,542331
32 Prec init Precision | Epoca Prec test
max. max prec
0,479204 0,539034 | 1471 0,457614
40 Prec init Precision | Epoca Prec test
max. max prec
0,522148 0,55308 | 1688 0,50889
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64 Prec init Precision | Epoca Prec test
max. max prec

0,488997 0,513923 | 153 0,463405

8 Prec init Precision | Epoca Prec test
max. max prec

0,463022 0,515195 | 636 0,444003

NuUmero

neuronas

Tabla 10.6: Resultados bloque de entrenamiento 2201 (1).

ocultas

Tasa de Tamafo Datos obtenidos
aprendizaje batch
0,001 16 Prec init Precision | Epoca Prec test
max. max prec
0,520258 0,555165 | 1433 0,599421
32 Prec init Precision | Epoca Prec test
max. max prec
0,469374 0,52034 | 287 0,490043
40 Prec init Precision | Epoca Prec test
max. max prec
0,499364 0,533212 | 161 0,484001
64 Prec init Precision | Epoca Prec test
max. max prec
0,486205 0,523335 | 1048 0,481444
8 Prec init Precision | Epoca Prec test
max. max prec
0,489475 0,538301 | 1557 0,496031
0,01 16 Prec init Precision | Epoca Prec test | Prec fin
max. max prec
0.6136457 | 0,728566 | 1778 0,752576 | 0.718462
32 Prec init Precision | Epoca Prec test
max. max prec
0,512651 0,554071 | 1370 0,469938
40 Prec init Precision | Epoca Prec test | Prec fin
max. max prec
0,489805 0,52822 | 21 0,483478 | 0,50146
64 Prec init Precision | Epoca Prec test
max. max prec
0,461963 0,509652 | 1388 0,452766
8 Prec init Precision | Epoca Prec test | Prec fin
max. max prec
0,475658 0,499499 | 363 0,470017 | 0,472204
1,0 16 Prec init Precision | Epoca Prec test
max. max prec
0,495498 0,499981 | 1888 0,446116
32 Prec init Precision | Epoca Prec test
max. max prec
0,499318 0,511931 | 1686 0,467932
40 Prec init Precision | Epoca Prec test | Prec fin
max. max prec
0,504198 0,511058 | 44 0,470688 | 0,508098
64 Prec init Precision | Epoca Prec test
max. max prec
0,488979 0,510244 | 1428 0,469388
8 Prec init Precision | Epoca Prec test | Prec fin
max. max prec
0,451961 0,475909 | 108 0,454144 | 0,455648
0,1 16 Prec init Precision | Epoca Prec test
max. max prec
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0,496342 0,507315 | 693 0,587481
32 Prec init Precision | Epoca Prec test
max. max prec
0,521117 0,536136 | 1424 0,469068
40 Prec init Precision | Epoca Prec test | Prec fin
max. max prec
0,507914 0,513262 | 4 0,45992 | 0,480538
64 Prec init Precision | Epoca Prec test
max. max prec
0,572004 0,650758 | 1815 0,59152
8 Prec init Precision | Epoca Prec test | Prec fin
max. max prec
0,593195 0,657574 | 1399 0,62522 | 0,648446

Tabla 10.7: Resultados blogue de entrenamiento 2201 (11).
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NuUmero

neuronas

ocultas

Tasa de Tamafio Datos obtenidos
aprendizaje batch
0,001 16 Prec init | Precision | Epoca Prec test | Prec fin
max. max prec
0,454569 | 0,502701 | 234 0,442772 | 0,489026
32 Prec init | Precision | Epoca Prec test
max. max prec
0,581571 | 0,633446 | 1899 0,629694
40 Prec init | Precision | Epoca Prec test | Prec fin
max. max prec
0,60193 | 0,652165 | 321 0,605928 | 0,6266
64 Prec init | Precision | Epoca Prec test | Prec fin
max. max prec
0,5 0,554622 | 252 0,484345 | 0,526904
8 Precinit | Precisién | Epoca Prec test | Prec fin
max. max prec
0,506121 | 0,53227 | 316 0,465167 | 0,5109
0,01 16 Precinit | Precisién | Epoca Prec test | Prec fin
max. max prec
0,477397 | 0,503882 | 8 0,463292 | 0,485781
32 Prec init | Precisién | Epoca Prec test | Prec fin
max. max prec
0,490037 | 0,512121 | 17 0,469126 | 0,486874
40 Prec init | Precision | Epoca Prec test | Prec fin
max. max prec
0,485105 | 0,523488 | 14 0,453287 | 0,495179
64 Prec init | Precision | Epoca Prec test | Prec fin
max. max prec
0,599223 | 0,671135 | 715 0,596041 | 0,645007
8 Prec init | Precision | Epoca Prec test | Prec fin
max. max prec
0,466047 | 0,476213 | 2 0,443562 | 0,45606
1,0 16 Prec init | Precision | Epoca Prec test
max. max prec
0,492816 | 0,502157 | 671 0,470892
32 Prec init | Precision | Epoca Prec test | Prec fin
max. max prec
0,520075 | 0,520075 | 1 0,454835 | 0,495075
40 Prec init | Precision | Epoca Prec test | Prec fin
max. max prec
0,510518 | 0,512093 | 950 0,46156 | 0,486159
64 Prec init | Precision | Epoca Prec test | Prec fin
max. max prec
0,493491 | 0,508025 | 663 0,471704 | 0,485925
8 Prec init | Precision | Epoca Prec test
max. max prec
0,455415 | 0,473009 | 1447 0,454585
0,1 16 Prec init | Precision | Epoca Prec test | Prec fin
max. max prec
0,549913 | 0,554777 | 287 0,513147 | 0,531062
32 Prec init | Precision | Epoca Prec test | Prec fin
max. max prec
0,555189 | 0,589548 | 321 0,505316 | 0,571818
40 Precinit | Precision | Epoca Prec test | Prec fin
max. max prec
0,507444 | 0,517295 | 2 0,476465 | 0,481542
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64 Prec init | Precision | Epoca Prec test
max. max prec

0,513794 | 0,546967 | 722 0,508389

8 Prec init | Precision | Epoca Prec test
max. max prec

0,471577 | 0,474047 | 1417 0,438712

Tabla 10.8: Resultados bloque de entrenamiento 2201 (I11).

A continuacién, se procedera a realizar la seleccion de las 10 pruebas, 5 pruebas de cada bloque,
en funcidon de los valores de los resultados obtenidos. Para realizar esta seleccion previa, se
compararan los valores obtenidos del dato ‘Precision maxima’ por cada una de las pruebas y
se seleccionaran aquellas pruebas que hayan logrado un valor mayor en este dato. Por otro lado,
en caso de ser necesario, se comprobara el valor del dato ‘Precision Test’ con el fin de

comprobar la evolucion de los pardmetros de la red durante el aprendizaje.

Con respecto al bloque de entrenamiento de 1313 registros, se ha obtenido la siguiente

distribucién en los valores de los datos anteriormente mencionados:

Resultados dataset 1313 con 2 ocultas
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«=@=Precision max.

==@=Precision test

lHustracion 10.1: Gréafico resultados pruebas dataset 1313 registros con 2 neuronas ocultas.
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Resultados dataset 1313 con 4 ocultas
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lustracion 10.2: Gréfico resultados pruebas dataset 1313 registros con 4 neuronas ocultas.
Resultados dataset 1313 con 8 ocultas
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lHustracion 10.3: Grafico resultados pruebas dataset 1313 registros con 8 neuronas ocultas.

Como se puede observar, los datos de estos resultados oscilan entre los valores “0,64732” y
“0,531051”, para el dato ‘Precision maxima’,y <’0,611865” y ““0,498717” para ‘Precision test’.

Las pruebas seleccionadas de este bloque de entrenamiento son las siguientes:
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Numero Tamafio Precision init  Precisién Epocamax Precision

Ocultas batch max. prec test

8 0,1 32 0,581192 0,64732 1300 0,589285
4 0,01 32 0,516776 0,640206 1816 0,552849
8 0,01 32 0,530643 0,636824 1488 0,555375
4 0,01 40 0,488058 0,636647 1457 0,540896
8 0,01 64 0,514527 0,628166 923 0,561004

Tabla 10.9: Mejores resultados bloque Titanic1300.csv.

Por otro lado, en el bloque de entrenamiento de 2201 registros se han obtenido la siguiente
distribucion en los valores de los datos:

Resultados dataset 2201 con 2 ocultas
0,7

0,6
" ”A\/“‘—‘—'\"A/\N\\
0,4
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«=@=Precision max. ==@==Precision test

lustracion 10.4: Gréfico resultados pruebas dataset 2201 registros con 2 neuronas ocultas.
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Resultados dataset 2201 con 4 ocultas
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lustracion 10.5: Gréfico resultados pruebas dataset 2201 registros con 4 neuronas ocultas.

Resultados dataset 2201 con 8 ocultas
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lHustracion 10.6: Grafico resultados pruebas dataset 2201 registros con 8 neuronas ocultas.

Como se puede observar, al igual que en el bloque anterior, los datos oscilan entre los mismos
valores, oscilando estos entre “0,728566” y “0,473009” para ‘Precision maxima’ y para
‘Precision Test’ entre ““0,752576” y “0,434303”. A excepcion de la prueba que ha obtenido los
mejores resultados del segundo bloque, el resto de pruebas oscilan entre los mismos valores
que el bloque de pruebas anterior, siendo estos “0,671135” y “0,628166.
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Las pruebas seleccionadas de este bloque de entrenamiento son las siguientes:

Numero i Precision init Precisién Epocamax Precision
Ocultas max. prec test

4 0,01 16 0.6136457 0,728566 1778 0,752576
8 0,01 64 0,599223 0,671135 715 0,596041
4 0,1 8 0,593195 0,657574 1399 0,62522

8 0,001 40 0,60193 0,652165 321 0,605928
4 0,1 64 0,572004 0,650758 1815 0,59152

Tabla 10.10: Mejores resultados blogue Titanic2200.csv.

Como se puede apreciar en los resultados seleccionados, la prueba que ha obtenido mejores
resultados pertenece al bloque de entrenamiento de 2201 registros y presenta la siguiente
configuracion de parametros:

Nombre del parametro Valores del parametro

Numero de neuronas ocultas 4 neuronas.

Tamafio del batch 16 registros.

Tasa de aprendizaje 0,01.

Tabla 10.11: Valores parametros bateria con mejor resultado.

Por lo tanto, se utilizara la configuracion de parametros de esta prueba como configuracién
base para la implementacion de la aplicacion del proyecto.

10.3 PARAMETROS RELEVANTES

En este apartado, se estudiaran los resultados obtenidos con el fin de determinar que pardmetros
del modelo influyen en mayor medida para obtener mejores resultados a la hora de entrenar el
modelo.

Este tipo de modelo de red neuronal, emplea un algoritmo de aprendizaje no supervisado para
realizar el proceso de entrenamiento. Por este motivo es necesario exponer al modelo a grandes
volimenes de datos para realizar este proceso con el fin de que este modelo sea capaz de
capturar las estructuras latentes de los datos y lograr una mejor precision, como se menciond
en el apartado Aprendizaje no supervisado. Por lo tanto, se puede determinar que el nimero de
registros disponibles en el conjunto de datos de entrenamiento influyen en gran medida en el
proceso de aprendizaje del modelo. Ademas, en las pruebas realizadas se puede observar cémo
el modelo es incapaz de obtener una precision mayor por muchas iteraciones o épocas que se
realicen en este proceso; a partir de cierta iteracion, como consecuencia del tamafio reducido
del conjunto de datos, el modelo no logra mejorar la precision, provocando que el valor
obtenido de esta precision por el modelo se estanque dentro de un intervalo, alternando su valor
dentro de este.

Como se puede observar en los resultados de las pruebas, la diferencia entre los resultados de
un bloque y otro son minimas, salvo en el caso de la prueba del blogue de 2201 registros
mencionada anteriormente. Ademas, los mejores resultados obtenidos presentan valores
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parecidos en los parametros ‘Numero de neuronas ocultas’ y ‘Tasa de aprendizaje’, siendo
estos valores 4 y 8 neuronas ocultas, y 0.01 para la tasa de aprendizaje.

El nimero de unidades ocultas que presenta la red influye también en el proceso de aprendizaje
puesto que estas unidades representan las caracteristicas que presenta el conjunto de datos y
que el modelo puede identificar. La erronea seleccion del valor de este pardmetro puede
provocar un sobre-entrenamiento del modelo, como se detallé en el apartado NUmero de
unidades ocultas.

La tasa de aprendizaje es un parametro muy importante en el proceso de aprendizaje del modelo
ya que su valor puede provocar grandes fluctuaciones en los valores de los pesos y bias. Por lo
general, como se menciono en el apartado Tasa de aprendizaje, suele ser conveniente establecer
el valor de esta tasa a uno reducido ya que la realizacion de muchas pequefias actualizaciones
pueden facilmente invertir el valor del gradiente con el que se actualizan los valores de los
pesos y bias.

En cuanto al tamafio del batch, éste tiene una menor relevancia a la hora de obtener mejores
resultados en el proceso de aprendizaje puesto que no presenta un valor concreto que suponga
una mejora relevante en los resultados de las pruebas. A pesar de que este pardmetro no haya
tenido una relevancia destacable en la bateria de pruebas de entrenamiento realizada, si cabe
mencionar que influye en el proceso de aprendizaje del modelo ya que al dividir correctamente
el conjunto de entrenamiento en pequefios lotes o batchs se reduce la complejidad
computacional del calculo de los gradientes, como ya se menciond en el apartado Division de
los registros de prueba en batch.

La correcta inicializacion del valor de los parametros de los pesos y bias también influye en
gran medida en el proceso de aprendizaje del modelo. La correcta forma de inicializacién de
estos parametros se detalla en el apartado Inicializacién del valor de los pesos y bias.

Todos y cada uno de los pardmetros expuestos a lo largo de este apartado tienen una gran
importancia en el proceso de aprendizaje del modelo, por lo que, la errénea configuracién de
éstos puede generar problemas a la hora de realizar este proceso.

Como muestran los resultados expuestos en el apartado anterior, salvo en el entrenamiento que
obtuvo de valor maximo de precision 72,8566% Yy una precision final de 71,8462%, el resto de
los entrenamientos presentan unos valores de ‘Precision maxima’ comprendido entre [46-68]%
y de ‘Precision final” entre [45-64]%. Esta escasez de mejora y la fluctuacion en el valor de la
precision durante el proceso puede verse fuertemente influenciado por el nimero muy reducido
de registros que componen el conjunto de entrenamiento, puesto que a pesar de aumentar
considerablemente el nimero de épocas del proceso de entrenamiento (se incremento a un valor
10000 iteraciones), el modelo fue incapaz de obtener un mejor valor de precision. Por lo tanto,
se puede inferir que el nimero de registro del conjunto de entrenamiento es el pardmetro que
influye mas significativamente en el aprendizaje del modelo. Ademas, durante la investigacion
realizada sobre el modelo, se consultaron otras implementaciones de este tipo de modelo, en
las cuales se empleaban conjuntos de datos cuyo tamafio es del orden del 10° registros; como
es el caso de Artem Oppermann 2018, cuyos resultados tras la realizacion del proceso de
entrenamiento, con un numero muy reducido de épocas, obtuvo una precision del modelo del
78%.

Por otro lado, la tasa de aprendizaje si presenta un valor predominante en las pruebas con
mejores resultados, este valor es ‘0.01°. De esta forma, se puede deducir que este valor de la
tasa de aprendizaje influye en el proceso de aprendizaje.
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El nimero de unidades ocultas también ha mostrado a través de las pruebas realizadas que
aquellos procesos de entrenamiento que presentaba 2 unidades ocultas en su configuracion han
obtenido peores resultados que aquellas que tenian 4 u 8 unidades en la capa oculta.

Tamafio Precision init  Precisién Epocamax Precision
batch max. prec test
8 0,1 32 0,581192 0,64732 1300 0,589285
4 0,01 32 0,516776 0,640206 1816 0,552849
8 0,01 32 0,530643 0,636824 1488 0,555375
4 0,01 40 0,488058 0,636647 1457 0,540896
8 0,01 64 0,514527 0,628166 923 0,561004

Tabla 10.12: Tabla mejores resultados dataset 1316.

Numero Tamafio Precision init Precision Epocamax Precision
Ocultas batch max. prec test

4 0,01 16 0.6136457 0,728566 1778 0,752576
8 0,01 64 0,599223 0,671135 715 0,596041
4 0,1 8 0,593195 0,657574 1399 0,62522

8 0,001 40 0,60193 0,652165 321 0,605928
4 0,1 64 0,572004 0,650758 1815 0,59152

Tabla 10.13: Tabla mejores resultados dataset 2201.
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11 CONCLUSIONES Y TRABAJO FUTURO

En este capitulo se presentaran las conclusiones generadas tras la finalizacion del proyecto y
los objetivos cumplidos. También se detallaran las posibles lineas de trabajo futuras que
podrian realizarse empleando como base el proyecto desarrollado.

Una de las principales dificultades surgidas a lo largo del desarrollo del proyecto, ha sido el
completo desconocimiento tanto del modelo y los algoritmos desarrollados y estudiados, como
la falta de conocimientos sobre las tecnologias y herramientas necesarias para su desarrollo.
Esto, junto con la escasez de tiempo disponible durante los primeros meses de desarrollo,
propiciaron que el desarrollo del proyecto avanzard a un ritmo muy lento, como se puede
observar en el apartado Sprint Backlog.

A lo largo de este documento, se ha detallado cémo este modelo requiere emplear valores
binarios como datos de entrada, limitando en gran medida el nimero de conjuntos de datos
disponibles. En el caso de emplear alguno de los tipos de valores descritos en el apartado Tipos
de unidades, es necesario adaptar los algoritmos de los procesos de entrenamiento y test al tipo
de dato empleado, aumentando considerablemente la dificultad y complejidad de estos
procesos. Una posible solucion para aumentar el nimero de conjuntos de datos disponibles,
hubiera sido emplear unidades Softmax para adaptar aquellos datos a valores binarios; por este
motivo, inicialmente se decidié emplear el conjunto de datos sobre el hundimiento del Titanic,
ya que estos datos son facilmente convertibles a datos binarios por medio de la realizacién de
un sesgo de los valores.

Como consecuencia de esta eleccion, se generd un problema referente al tamafio de este
conjunto. Puesto que este tipo de modelo emplea un algoritmo de aprendizaje no supervisado,
requiere de volimenes de datos del orden del millén o superior.

Por ultimo, se presentd otra dificultad provocada por la complejidad computacional de los
algoritmos empleados en el proceso de aprendizaje. Inicialmente se realizaron una serie de
baterias de pruebas en el ordenador que se ha desarrollado el proyecto. Esta complejidad
computacional provocaba que la realizacion de una prueba del proceso de aprendizaje con 2000
épocas concluyera tras aproximadamente 1 dia de ejecucion. Por este motivo, se decidid
realizar la ejecucion de la bateria de pruebas necesarias para el apartado Estudio y analisis del
modelo en la plataforma cloud GCP, con el fin de agilizar el proceso de entrenamiento. Se
eligio esta plataforma porque Google proporcionaba una prueba gratuita de un afio y un
presupuesto de 300%$ para el desarrollo de aplicaciones cloud.

11.1 CONCLUSIONES

La primera conclusion extraida al finalizar el TFG ha sido el gran abanico de areas de trabajo
que se pueden abarcar con el Machine Learning. Actualmente se generan cantidades abismales
de datos de cualquier ambito y tipo, que pueden ser empleados por un modelo de Machine
Learning para aprender en base a ellos y facilitar muchos procesos de trabajo o incluso llegar
a optimizar estos procesos.

Otra conclusion extraida tras la realizacion de las pruebas del proceso de aprendizaje es como
la computacion de procesos en cloud puede agilizar la realizacion de estos procesos. Las
plataformas cloud proporciona el hardware necesario para realizar procesos que supongan una
gran carga computacional en un menor tiempo, ademas de evitar al usuario el trabajo de
mantener estos dispositivos en perfectas condiciones.

113



Por otro lado, al concluir la realizacién de las pruebas, se ha podido observar como la correcta
seleccion de los datos de entrenamiento y su correcta gestion suponen un factor muy importante
al desarrollar aplicaciones de este tipo. Ademas de esta conclusion, también se ha observado
como la correcta configuracion de los parametros presentes en el proceso de aprendizaje
suponen un factor muy influyente en el aprendizaje del modelo RBM, ya que su mala
configuracion puede suponer problemas como el sobre-entrenamiento de la red o una
ralentizacion de este proceso.

11.2 LINEAS DE TRABAJOS FUTURAS

Aunque se ha implementado un modelo de red neuronal RBM completamente operativo y
funcional, este proyecto presenta varias lineas de trabajo futuras empleando este modelo como
base:

e Dashboard para la aplicacion principal: como linea de trabajo a corto plazo se podria
desarrollar una herramienta de visualizacion o Dashboard para la aplicacién principal
que permita visualizar los distintos resultados obtenidos por las pruebas de una forma
cdémoda y realizar nuevos procesos de entrenamiento o de inferencia.

e Implementacién unidades Softmax: otra linea de trabajo futura a corto plazo seria la
implementacién de un método para el pre-procesado de los datos que permita convertir
aquellos valores del conjunto de datos no binarios en unidades Softmax para asi
aumentar el nimero de conjuntos de datos que puede emplear el modelo.

e Mejora del proceso Contrasctive Divergence: como se ha explicado en el apartado
Contrastive Divergence, este proceso se realiza en batch calculando cada uno de los
errores de las reconstrucciones individualmente para cada uno de los registros del batch.
Una de las principales ventajas que proporciona Tensorflow es la capacidad de realizar
calculos con matrices de grandes dimensiones, por este motivo, se podria modificar este
método para realizar el calculo de los errores de las reconstrucciones de todos los
registros que componen el batch en una Gnica iteracion.

Con respecto a las posibles lineas de trabajo futuras a largo plazo se podrian implementar las
siguientes aplicaciones:

e Implementacion Autoencoder: como se explicO en el apartado Reduccion de
dimensionalidad y reconstruccion de datos, los modelos RBM pueden emplearse para
realizar la implementacion de un Autoencoder. Implementando la variante de RBM
presentada en el apartado mencionado se puede implementar un Autoencoder capaz de
comprimir y descomprimir los datos de entrenamiento.

e Filtrado colaborativo: una de las principales aplicaciones del modelo RBM y que gano el
premio del concurso de Netflix, es el Filtrado Colaborativo. La implementacién de este
modelo destinado a esta aplicacion proporciona un buen punto de vista para entender el
método de weight-sharing o comparticion de los valores de los pesos.

e Proceso de pre-entrenamiento para otro modelo de red neuronal: las RBM presentan
otra aplicacién muy interesante como su implementacion realizando un proceso de pre-
entrenamiento de otra red neuronal, como por ejemplo una red Feedforward.

11.3 APRENDIZAJE PERSONAL

En esta seccidn se presentaran todos aquellos conocimientos obtenidos tras la finalizacién de
este proyecto de desarrollo y que me seran de gran ayuda en mi futuro laboral.
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En primer lugar, he mejorado y ampliado mis conocimientos sobre Machine Learning y
algunos de los principales algoritmos de aprendizaje empleados en la actualidad en este area
de trabajo, sobretodo destacando todos aquellos conocimientos referentes al modelo de red
neuronal desarrollado obteniendo una evolucion en este area muy positiva.

Ademas, se han obtenido unos conocimientos sobre las herramientas y tecnologias de
desarrollo mas utilizadas actualmente en Machine Learning, destacando Tensorflow y Numpy,
permitiéndome embarcar en la realizacion de otros proyectos en este area de trabajo.

También se han visto reforzados mis conocimientos sobre el lenguaje de programacion Python
y mas en concreto destinado al paradigma de Programacion Orientada a Objetos, incluyendo
también sus APIs CSV, OS y los anteriormente mencionados Numpy y Tensorflow.

De cara a la planificacion, he mejorado mis conocimientos sobre las metodologias Agiles y las
ventajas que proporcionan a este tipo de proyectos de desarrollo, mencionando en especial, el
marco de trabajo Scrum, bajo el que se ha desarrollado este proyecto.

Ademas de los conocimientos anteriores, la realizacion de este proyecto de investigacion ha
mejorado mis capacidades para identificar aquellas fuentes de datos fiables de las que no lo son
del todo.

Por ultimo, ha sido necesario aplicar algunos de los conocimientos aprendidos a lo largo de
estos afos de desarrollo en algunas de las asignaturas del grado para realizar ciertas partes del
proyecto:

e Conocimientos de Machine Learning: los conocimientos proporcionados en la
asignatura de Sistemas Inteligentes me han facilitado la comprension de algunos de
los algoritmos empleados a la hora de desarrollar este proyecto.

e Conocimientos de programacion orientada a objetos: los conocimientos adquiridos en
las asignaturas de Programacion Orientada a Objetos, Protocolos vy
Comunicaciones Seguras y Programacion y Estructura de Datos han facilitado el
desarrollo de la aplicacién principal del proyecto.

e Tratamiento de grandes volimenes de datos: la realizacion de un correcto tratamiento
y limpieza de los datos ha sido facilitada por los conocimientos impartidos en las
asignaturas de Programacion Software Empresarial y Administracién de Bases de
Datos, ademas de los conocimientos necesarios para manejar ficheros CSV vy el
tratamiento de estos en batch.

e Configuracion del entorno de desarrollo cloud: los conocimientos adquiridos en las
asignaturas de Administracion de Sistemas Operativos y Utilizacion de Sistemas
Operativos sobre la instalacion de herramientas en sistemas GNU/Linux han sido de
gran ayuda a la hora de instalar y configurar el entorno para el desarrollo de las pruebas
del modelo.

e Documentacion: para el desarrollo de los distintos apartados que componen este
documento, han resultado de gran utilidad los conocimientos adquiridos en las
asignaturas de Programacion Software Empresarial, Modelado del Software y
Gestidn de Proyectos basados en las Tecnologias de la Informacion.
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APENDICES

A lo largo de esta ultima seccion, se redactardn los manuales de instalacion y configuracion
tanto de los entornos de ejecucion como paquetes u herramientas necesarios para la ejecucion
de los scripts de Python desarrollados en este proyecto. Por otro lado, se afiadira un apartado
con un breve glosario, que contendra aquellas definiciones de los términos utilizados a lo largo
de este documento y que no han sido definidos en los apartados anteriores. Por ultimo, se
detallaran aquellos acronimos utilizados en este documento, especificando los significados en
inglés y castellano, y si existe su acrénimo en castellano.

A. MANUALES DE USUARIO

A lo largo de este apéndice se detallaran los pasos necesarios para preparar el entorno de
ejecucion necesario para los scripts desarrollados. De esta forma, se detallaran dos procesos
diferentes de instalacion y configuracion, en funcién del sistema operativo en el cuél se
ejecuten los scripts; los cuales seran para un sistema Debian y para un Windows 10, puesto que
han sido los empleados para el desarrollo de este proyecto.

Instalacion y configuracion en Windows 10
En este manual se detallaran los procesos de instalacion en un sistema Windows 10 de las
herramientas que se han empleado para desarrollar este proceso.

Instalacion y configuracion Anaconda y Python 3

Como paso inicial, se debe instalar una herramienta que permita desarrollar y ejecutar scripts
o0 aplicaciones Python, en el caso de este proyecto se ha decidido emplear Anaconda. Anaconda
nos permitira acceder y utilizar una gran cantidad de APIs y herramientas con las que
desarrollar scripts de Python.

Se instalara la distribucion Anaconda Individual Edition
(https://www.anaconda.com/products/individual), se ha elegido esta distribucion porque es
OpenSource y nos proporciona con ella los ficheros correspondientes a Python 3.

Una vez descargado el instalador correspondiente a la version de Windows que se necesite (32
0 64 bits), se procedera a realizar la instalacion de Anaconda. Una vez finalizada la instalacion
de Anaconda, se habran instalados los paquetes que viene incluidos con la distribucién de
Anaconda. Se puede confirmar que paquetes se han descargado junto con la instalacion
iniciando la herramienta Anaconda Navigator, selecionando la opcion del menu lateral
‘Environments’, eligiendo el entorno de ejecucion (por defecto al instalar Anaconda, solo se
dispone de un entorno de ejecucion llamado base) que se desea comprobar y elegimos en el
desplegable visualizar los paquetes instalados, con la opcion ‘Installed’.
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llustracion A.0.1: Listado de paquetes Anaconda.

Instalacion y creacion de un entorno para TensorFlow
Para realizar la instalacion de TensorFlow en nuestra distribucion de Anaconda y la creacion
de un entorno de ejecucion emplearemos la terminal Anaconda Prompt.

La creacion de un entorno que permita la utilizacion del API de TensorFlow se puede realizar
de dos formas distintas, en funcion del componente que emplea el sistema para realizar la
ejecucidn, esta ejecucion se puede realizar por medio de la CPU o con la GPU. En el caso de
este proyecto se ha empleado una ejecucién en GPU, puesto que se obtiene una mayor
velocidad de computo a la hora de realizar calculos con matrices de grandes dimensiones
gracias a que los componentes GPU disponen de mas nucleos para ejecutar estos scripts. Se
recomienda utilizar la ejecucion en GPU para este proyecto, ya que los calculos y algoritmos
que se emplean son complejos.

A continuacién, detallaran los comandos necesarios para crear un entorno de ejecucion tanto
en CPU como GPU para la Gltima version de TensorFlow (2.0):

B Seleccionar Anaconda Prompt

-n tf-gpu tensorflow-gpu |}

llustracién A.2: Crear entorno TensorFlow en GPU.

B Seleccionar Anaconda Prompt

-n tf tensorflof]

llustracién A.3: Crear entorno TensorFlow en CPU.

Con estos comandos se procedera a instalar los paquetes correspondientes a TensorFlow y
Keras, este Ultimo no se ha utilizado para este proyecto, y ademas se creara el entorno de
ejecucion elegido.
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Instalacion paquetes de Python

En este apartado se detallaran el comando de la terminal de Anaconda empleado para instalar
en el nuevo entorno de ejecucion los paquetes necesarios para ejecutar los scripts desarrollados
en este proyecto, la mayoria de los paquetes empleados pueden estar previamente descargados
en el entorno, por si alguno de ellos no se hubiera descargado correctamente; se detallaran los
comandos necesarios para instalar correctamente esos paquetes.

Lo primero de todo, se debe comprobar que entorno de ejecucion esta activo, si el entorno
activo no fuera el que ha sido creado en el apartado Instalacion y creacion de un entorno para
TensorFlow, se debera ejecutar el siguiente comando por la terminal de Anaconda:

B Anaconda Prompt

onda activate tf-gpu

llustracién A.4: Activar entorno de TensorFlow.

Como se puede observar en la imagen anterior, inicialmente el entorno activo era el entorno
‘base’, por lo tanto, habia que activar el creado en el apartado anterior. Una vez ejecutado el
script de la imagen anterior, Anaconda desactiva el entorno base y activa el entorno que
usaremos para ejecutar los scripts.

Una vez activado el entorno a usar, podemos ejecutar el siguiente comando para instalar
cualquier paquete de Python en este entorno. Para ello usaremos el siguiente comando:

pip install [nombre del paquete].

En el caso de que el paquete ya estuviera instalado en el entorno, después de ejecutar el
comando se mostrara el siguiente mensaje:

B Anaconda Prompt

onda activate tf-gpu

tall numpy

d: numpy in c:\users\pc\anaconda\envs\tf-gpu\lib\site-pac

llustracion A.5: Instalacion paquete Numpy.

En el caso de este proyecto, se intentd realizar la instalacion del paquete Numpy, el cual ya
estaba instalado.

Una vez instalados todos los paquetes en el entorno de ejecucion de TensorFlow, a
continuacion, se procedera a descargar los scripts para su ejecucion.
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Instalacion y configuracion de GitHub

Los scripts desarrollados se han almacenado en un repositorio de GitHub, por lo tanto, es
necesario descargar dicho contenido de este repositorio. Para poder acceder a ellos, en este
proyecto se ha utilizado la aplicacion de escritorio de GitHub, puesto que permite acceder
facilmente a este contenido y trabajar con ello comodamente.

Inicialmente, se descargara el ejecutable correspondiente al sistema operativo del que se
disponga, en el caso del utilizado en este proyecto es Windows 10, desde la siguiente pagina
web: https://desktop.qgithub.com/, una vez descargado este ejecutable; se procedera a instalar
la aplicacion.

Una vez instalada en el sistema, se procedera a descargar el contenido del repositorio a éste.
Para ello se utilizara el siguiente enlace del repositorio:
https://github.com/RinkakuGomez/TitanicRBM.git. Para descargar este contenido en el
sistema, seleccionamos la opcion ‘New repository’ del ment File de la aplicacion desktop de
GitHub o usamos el atajo de teclado Ctrl+N, desplegandose la siguiente ventana:

Create a new repository

MName

[TitanicRBM

Description

Local path
Ch\Users\Pc\Desktop\TFG\TitanicRBM
O Initialize this repository with a README
Git ignore
None

License

MNone

Create repository

llustracion A.6: Creacion repositorio GitHub.

A continuacién, introduciremos el path donde se desea almacenar el repositorio y se le da un
nombre. Una vez realizado esto se elige la opcion ‘Create repository’ y GitHub creara este
repositorio.
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Instalacion y configuracion en Debian v.10

En este apartado se detallaran los pasos realizados para configurar la maquina virtual Debian
v.10 empleada en GCP para llevar a cabo las baterias de pruebas para el apartado Estudio y
analisis del modelo.

Configuracién Maquina Virtual Debian v.10

Inicialmente se debe crear una cuenta en GCP con una cuenta mail de Google haciendo click
en ‘Empezar gratis’ en el siguiente enlace: https://cloud.google.com/. Después se mostrara un
formulario en el que habra que elegir la cuenta mail de Google que deseamos utilizar para
iniciar la prueba gratuita de 300$ y/o 90 dias de uso, aceptamos los términos del servicio y
aparecerd un formulario en el que se deberé introducir algunos datos personales, incluyendo la
tarjeta de crédito sobre la que se cargaran los costes una vez finalice la prueba gratuita, los
cargos no se comenzaran a realizar automaticamente sobre la tarjeta una vez finalice la prueba
gratuita; una vez introducidos los datos se hace click en el boton ‘Iniciar version de prueba
gratuita’ para poder crear la cuenta.

Una vez finalizado el proceso de creacion de la cuenta, deberemos acceder a la pagina principal
de nuestra cuenta de GCP.
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llustracion A.7: Pagina principal de la cuenta de GCP.

Una vez dentro de la plataforma y en la ventana de inicio, se accedera a la opcion del menu
lateral ‘Instancias de VM’ de la subseccion ‘Compute Engine’ dentro de la seccion ‘Compute’
para crear una maquina virtual en la plataforma con la que trabajar.
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lustracion A.8: Opcidn Instancias de VM GCP.



A continuacion, aparecerd la pagina referente a todas aquellas maquinas virtuales que se hayan
creado instancia en la plataforma.

e* vmDebian ¥ Q,  Buscar productos y recursos v

Instancias de VM [l CREAR INSTANCIA & IMPORTAR VM C ACTUALIZAR +2 GESTIONAR ACCESO

Columnas ~

Nombre ~ Zona Recomendacion Usada por IP interna IP externa Conectar

debian-rom europe-west2-a 10.154.0.2 (nic0) Ninguna -

instance-1 europe-west1-b 10.132.0.2 (nic0) Ninguna -

llustracion A.9: Seccién Instancias de VM GCP.

Ahora se procedera a crear una instancia dentro de la opcion seleccionada haciendo click en el
boton ‘Crear Instancias’. A continuacidn, aparecerd la pagina con el formulario con los
distintos componentes y propiedades que presentara la nueva instancia de maquina virtual,
como el tipo de CPU de la maquina y su memoria o laregion en la que se almacenara y ejecutara
esta misma, esta Ultima propiedad es importante puesto que no todas las regiones disponen de
los mismos componentes o incluso tienen disponibilidad para tener alguno, por ejemplo,
algunas regiones europeas no disponen de maquinas con GPU. Como se puede observar, el
sistema operativo a instalar es una distribucion GNU/Linux Debian v.10 con una interfaz de
linea de comandos o CLI. En el caso de la maquina empleada para realizar las baterias de
prueba del estudio y analisis del modelo, presenta las siguientes propiedades:

Nombre la VM: debian-rbm.

Tipo de maquina: custom (1 vCPU, 7,5 GB de RAM).
Region: europe-west2-a.

Sin GPU.

Una vez rellenado el formulario con los componentes y las propiedades de la maquina virtual
hacemos click en el boton ‘Crear’, una vez creada la instancia se iniciara automéaticamente.

En el siguiente apartado se detallaran los pasos necesarios para configurar un entorno de
ejecucion para ejecutar los scripts de este proyecto.
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Instalacién anaconda en la Maquina Virtual de GCP

Una vez creada la instancia de la méaquina virtual, se podrd comprobar que ahora aparece en el
listado de instancias y ademas estara ejecutandose. A continuacion, accederemos al desplegable
de la maquina llamado ‘SSH’ y seleccionaremos la opcidn ‘Abrir en la ventana del navegardor’
para que se despliegue un entorno CLI del sistema de la maquina virtual donde configurar el
entorno de ejecucion.

2 vmDebian ¥ Q  Buscar productos y recursos v
Instancias de VM [ CREAR INSTANCIA & IMPORTAR VM C ACTUALIZAR ] n v v
Columnas ~
= Nombre ~ Zona Recomendacion Usada por IP interna IP externa Conectar
v/ & deblantbm  europe-west2-a 10.154.0.2 (nic0) 34.89.46.11 SSH -]
instance-1 europe-west1-b 10.132.0.2 (nic0) Ninguna Abrir en la ventana del navegador
Abrir en una ventana de en un puerto

Abrir en una ventana de navegador con I3 clave SSH privada suministrada
Ver comando gcloud

Utilizar otro cliente de SSH
lustraciéon A.10: Desplegable SSH de la VM en GCP:

Una vez desplegada la ventana con el entorno CLI, procederemos a descargar e instalar
Anaconda en la maquina virtual, para realizar este proceso necesitamos previamente actualizar
los paquetes del sistema y descargar las librerias bzip2, libxm12-dev y wget, para ello
utilizaremos los siguientes comandos.

@ j_gomez_infor@instance-1: ~ - Mozilla Firefox - O *

. . - O ' - - y
E] ﬁ https://ssh.cloud.google.com/projects/vmdebian-281509/zones/europe-west1-bfinstances/ir *** T:r E'E =

(s [a]
t google-comp

lustracion A.11: Actualizacion paquetes instalados de la VM.

@ j_gomez_infor@instance-1: ~ - Mozilla Firefox - O X

- I - - Ch . r ~ ~ » —
D & https://ssh.cloud.google.com/projects/vmdebian-281508/zonesfeurope-west1-b/instances/ir *** w 5 =

llustracion A.12: Instalacion paquetes bzip2 y libxml2-dev.

@ j_gomez_infor@instance-1: ~ - Mozilla Firefox - O >

© & https://ssh.coud.googlecom/projects/vmdebian-281509/zones/europe-west 1-b/instances/ir *** w

i~% sudo apt-get install wget

lustracion A.13: Instalacion paquetes Git en la VM.
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Una vez instalados estos paquetes procederemos a descargar la version completa de Anaconda,
también se puede utilizar la version MiniConda; en el caso de desear utilizar la version
MiniConda, este ha sido el enlace empleado para realizar la instalacion de Anaconda en la
maquina  virtual, donde también se explica como instalar  MiniConda
(https://medium.com/google-cloud/set-up-anaconda-under-google-cloud-vm-on-windows-

f71fc1064bd7). Para descargar el instalador de Anaconda se ha utilizado el siguiente comando:

wget https://repo.anaconda.com/archive/Anaconda3-2018.12-Linux-x86_64.sh

@ j_gomez_infor@instance-1: ~ - Mozilla Firefox = O X

© & hitps//ssh.cloud.google.com/projects/vmdebian-281509/zones/europe-west 1-b/instances/instance-17useAdn *** w

T
[ 1] -

[Anaconda3-2018.12-Linux

07 18:4 2.4 MB/s) - ‘Anaconda3-

llustracion A.14: Descargar instalador Anaconda.

Después de ejecutar el comando anterior, se procedera a comprobar si éste ha sido
correctamente descargardo y a instalar Anaconda en la maquina virtual y a eliminar el archivo
bash tras su correcta instalacion.

@ j_gomez_infor@instance-1: ~ - Mozilla Firefox = O X
O & https://ssh.cloud.google.com/projects/vmdebian-281509/zones/europe-west1-bfinstances/instance-17useAdn *** o EUEI =

total 08

—rw-r——r—- 1 j_gomez infor j gomez infor 684237703 Dec 21 2018 Anaconda3-2018.12-Linux-x86_64.sh

lustracion A.15: Comprobacion correcta descarga archivo .sh de Anaconda.

@ j_gomez_infor@instance-1: ~ - Mozilla Firefox — O *

D & https://ssh.cloud.google.com/projects/vmdebian-281509/zones/europe-west1 -b/instances/instance- 17useAdminProxy =1 ***

:~% bash ./Anaconda3-2018.12-Linux-:

llustracion A.16: Instalacion Anaconda y eliminacion archivo .sh.

Tras ejecutar el comando, se iniciara el proceso de instalacion de anaconda donde se pedira
confirmar los términos de uso y elegir un directorio de instalacion para que este proceso se
inicie. Una vez este proceso finalice se comprobara si se ha instalado correctamente.

@ j_gomez_infor@instance-1: ~ - Mozilla Firefox - O hed

© & hitps//ssh.cloud.google.com/projects/vmdebian-281509/zones/europe-west1-b/instances/instance- 1 2useAdminProxy=t *** w I

:~E 13 -1

% 24 j_gomez_infor j gomez infor 4086 Feb

llustracion A.17: Comprobacion instalacion Anaconda.
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Instalacion de Git y descarga del repositorio en Maquina Virtual GCP

Una vez finalizada la correcta instalacion de Anaconda en el sistema de la maquina virtual, se
debe instalar los paquetes necesarios de Git para instalar el contenido del repositorio en el
sistema, para ello se empleara el siguiente comando:

@ j_gomez_infor@instance-1: ~ - Mozilla Firefox — (| >

lHustracion A.18: Instalacion paquetes Git en la VM.

Una vez finalizada la descarga de la libreria de Git, se procederd a inicializar un repositorio
local donde poder almacenar el contenido de la rama TitanicRBM del repositorio remoto de
GitHub.

@ j_gomez_infor@instance-1: ~ - Mozilla Firefox - O x

9/zones/europe-west1-b/finstances/instance-17useAdminProxy= *** bxd E'EI =

© & https://ssh.cloud.google.com/project

(bas=e) git it

Reinitialized existing Git repository in /home/j gomez infor/.git/

lustracion A.19: Inicializar repositorio local VM en GCP.

A continuacion, se clona el repositorio remoto y se comprueba si se ha creado el directorio con
los siguientes comandos:

@ j_gomez_infor@instance-1: ~ - Mozilla Firefox - O x

'ssh.cloud.google.com/projects/s

lustracion A.20: Clonado del repositorio remotoVM en GCP.

El directorio que se ha generado por defecto pertenece a la rama master del repositorio remoto,
por lo tanto, ahora se procedera a cambiar la rama actual a la rama TitanicRBM.

@& j_gomez_infor@instance-1: ~ - Mozilla Firefox - O X

/zones/europe-west1-b/finstances/instance-1?useAdminProxy=true. ***

lHustracion A.21: Creacion rama local a partir de la rama remota TitanicRBM GCP.

Después, se seleccionara la rama local TitanicRBM como la rama a usar con el siguiente
comando:
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@ j_gomez_infor@instance-1: ~/TitanicRBM - Mozilla Firefox

0

09/zones/europe-west1-bfinstances/instance-17useAdminProxy=true: ***

© & ntpsy/ssh.doud.googlecom/proj

{BM"' from 'origin'.

ful

:17 README .md

llustracion A.22: Cambio de rama local a TitanicRBM VM en GCP.

Una vez ejecutado el comando anterior, se ha almacenado el contenido de la rama remota
TitanicRBM en el repositorio local de la maquina virtual de GCP. A continuacion, si se desea
ejecutar los scripts solo se debe confirmar que el entorno de ejecucion de Anaconda es el creado
para TensorFlow y ejecutar el script ModelApp.py. Se pueden ejecutar los scripts
‘MultiTrain.py’ y ‘MultiTrain2200.py’, los cuales se emplearon para realizar las baterias de

pruebas del modelo, este script ejecuta las 60 pruebas realizadas para cada uno de los conjuntos
de datos empleados.
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B. GLOSARIO

Regresion logistica: es un tipo de analisis de regresion utilizado para predecir el resultado de
una variable categorica en funcion de las variables independientes o predictoras.

Funcion de particion Z: es un funcional de un sistema en equilibrio. A partir de esta funcién

se puede derivar a partir las funciones de estado, como la energia libre, energia interna,
entropia, etc.

Red neuronal Deep Belief: es un modelo generativo de red neuronal profunda. En este tipo de
redes las conexiones de las neuronas se realizan Unicamente con todas las neuronas de las capas
anterior y posterior, sin permitir conexiones con las neuronas de una misma capa. Este tipo de
redes pueden. Debido a la estructura anterior, estos modelos pueden verse como un conjunto
de modelos de redes RBM unidos unos con otros donde los estados ocultos de la capa anterior
se utilizan como estados visibles de la siguiente. A diferencia de la estructura empleada en las
redes Deep Boltzmann, las redes Deep Belief solo utiliza conexiones entre capa bidireccionales
en el primer conjunto de neuronas.

Proceso estocastico: es un conjunto de variables aleatorias ordenadas en el tiempo.

Método de estimacion Maximun Likehood: es un método de estimacion empleado en
modelos lineales de Machine Learning. Este método se emplea para determinar los valores de
los pardametros de estos modelos, de forma que estos valores maximicen la probabilidad de
generar datos observados del modelo.

Métodos de Markov Chain Monte Carlo: son un conjunto de técnicas empleadas para
generar un muestreo de datos a partir de distribuciones de probabilidad basadas en la cadena
de Markov.

Teorema de Bayes: este teorema formula como actualizar las probabilidades de una hipétesis
dada por una evidencia, derivandose de los axiomas de la probabilidad condicional. Ademas,
puede utilizarse para razonar una amplia gama de problemas relacionados con la actualizacion
de creencias.

Inferencia bayesiana: es una técnica MCMC empleado sobre modelos lineales del tipo y =
Ox + e, donde ‘x’ representa los valores de entrada e ‘y’ representa los valores observados,
cuyo objetivo persigue estimar las posteriores distribuciones del parametro 6 basandose en el
teorema de Bayes.

Estimacion no sesgada: consiste en el calculo de un valor de la desviacion estandar de una
poblacién de valores obtenida a partir de una muestra estadistica, de forma que la esperanza
matematica obtenida del calculo se igual su valor verdadero.

Coeficientes de Mel-Cepstrum: son un conjunto de coeficientes que emplean la escala de Mel
para representar la amplitud del espectro del habla de manera compacta, proporcionando asi un
coste de computacion bajo y una buena robustez

Ruido gaussiano: es un tipo de sefial aleatoria no deseada que esta asociado a la radiacién
electromagnética. Este tipo de ruido presenta una densidad de probabilidad que sigue una
distribucion normal o de Gauss.

Distribucion binomial: en términos de teoria de probabilidades y estadistica, es una
distribucion probabilidad discreta formada por una secuencia de N experimentos
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independientes. Frecuentemente se emplea para modelar el nimero de éxitos en una muestra
de tamafio n tomada como reemplazo de una poblacion de tamafio N.

Distribucion de Poisson: en términos de teoria de probabilidades y estadistica, es una
distribucion de probabilidad discreta que expresa la probabilidad de que un numero
determinado de eventos ocurran en un intervalo fijo de tiempo o espacio, siempre y cuando
estos eventos se produzcan con una tasa media constante conocida e independiente del tiempo
transcurrido desde el ltimo evento.

Red neuronal Feedforward: es un tipo de red neuronal que emplea algoritmos de Deep
Learning como método de aprendizaje. Su estructura se compone de una capa de neuronas
visibles, otra capa que representa las salidas obtenidas y un conjunto de N capas de neuronas
ocultas. Este tipo de redes solo presenta conexiones entre las neuronas de distinta capa, es decir,
las neuronas de una misma capa estan conectadas con todas las neuronas de la capa siguiente,
pero no con neuronas de su misma capa. La trasmision de la informacién solo se realiza en un
Unico sentido, hacia adelante. Por estos motivos, se considera el modelo més simple de red
neuronal profunda.

CSV (Comma-Separeted Values): es un tipo de fichero de texto delimitado que emplea la *,’
como separador de los valores, los distintos registros se separan por filas y cada uno de sus
campos por columnas separados por comas.
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C. ACRONIMOS

Acrénimo Significado en inglés Acronimo espafiol Significado en espafiol
ML Machine Learning - Aprendizaje Automatico
Stochastic Gradient Gradiente Descendente
SGD - >
Descent Estocastico
Restricted Boltzmann Maquinas  Restringidas de
RBM . -
Machine Boltzmann
CsVv e R - Valores Separados por Comas
Values
GCP Google Cloud Platform - Plataforma Cloud de Google
Natural Language Procesamiento del Lenguaje
NLP . -
Processing Natural
IDE Integrated Development - Entorno de Desarrollo Integrado
Environment
CLI Command-Line Interface - Interfaz de Linea de Comandos
RelLU Rectified Linear Unit - Unidad lineal rectificada

Tabla C.1: Tabla de acrénimos.
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