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Resumen
En esta primera parte de la tesis se expone la motivación para realizar esta
investigación en el área de la detección y diagnóstico de fallos. Se comienza
exponiendo los conceptos básicos de la monitorización de procesos y de la
detección y diagnóstico de fallos, así como los retos que se plantean en dicho
campos. Partiendo de dichos retos, se detallan la motivación y los objetivos
planteados para el desarrollo de esta tesis: la detección y el diagnóstico de
fallos distribuido en plantas de gran tamaño.

Por otro lado, se hace una revisión de los conceptos y métodos más
destacados utilizados para la monitorización de plantas industriales, espe-
cialmente, las técnicas basadas en datos, que son la base para el trabajo
desarrollado en esta tesis. Dentro de estos métodos se presentan alterna-
tivas para hacer tanto la detección como la identificación de los diferentes
fallos. Realizando dichas tareas de forma centralizada así como de forma
descentralizada. Además, se incluyen conceptos de métodos de toma de de-
cisiones.

Palabras claves
Monitorización de procesos industriales. Detección y diagnóstico de fallos.
Métodos basados en datos. Métodos descentralizados. Toma de decisiones
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Capítulo 1

INTRODUCCIÓN Y OBJETIVOS

1.1. Introducción

Uno de los objetivos que debe perseguir cualquier industria es conseguir
una producción óptima en términos de cantidad, calidad, plazos, seguridad,
etc. La aplicación de la ingeniería de control en las últimas décadas ha per-
mitido acercarse cada vez más a ese óptimo, reduciendo costes, desperdicio
de material, accidentes y paradas no programadas, y aumentando la versa-
tilidad, rentabilidad y fiabilidad de las instalaciones [Ge and Song, 2013,Ge
and Chen, 2016,Jiang and Braatz, 2017,Tian et al., 2019].

A pesar de los avances conseguidos, sigue siendo necesario realizar un
chequeo o monitorización de la instalación para comprobar que no existen
desviaciones respecto al comportamiento esperado. Dichas desviaciones pue-
den llevar a la instalación a trabajar en condiciones no adecuadas, generando
pérdidas de calidad, pérdidas de producción, averías, o, incluso, accidentes.
Todo ello con graves repercusiones para la empresa y para el personal de la
misma.

Por tanto, es imprescindible contar con un sistema de monitorización
que analice el comportamiento de la planta y que sea capaz de detectar las
citadas desviaciones de una forma eficaz. Además, para evitar daños a las
instalaciones, debe ser un método que trabaje en línea con la planta, para
poder detectar los fallos rápidamente y facilitar la aplicación de medidas
correctivas cuanto antes.

Otros de los requerimientos a los que se enfrenta la industria es conseguir
un nivel de calidad adecuado a los requerimientos de los clientes. Las empre-
sas, para ser eficientes, deben comprobar si el resultado de sus procesos de
producción se ajusta a dichos requerimientos, ya que de no hacerlo, puede
implicar la pérdida de clientes (si la calidad es más baja de lo exigido) o
desaprovechamiento de recursos materiales, económicos, etc. (en el caso de
obtener una calidad mayor de la demandada). En cualquier caso, implicaría
pérdidas económicas que hay que evitar. La monitorización de procesos, y
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en concreto, la detección y el diagnóstico de fallos pueden ser utilizados para
evaluar la producción de la empresa y detectar la presencia de factores que
modifiquen la calidad del producto, permitiendo tomar medidas correctivas
para retornar a los estándares de calidad demandados.

1.1.1. Detección y diagnóstico de fallos

Un esquema de detección y diagnóstico de fallos (FDD), o, a veces, lla-
mado también esquema FDI (detección e identificación de fallos) permite
incrementar la fiabilidad de la planta, al mismo tiempo que mejora su eficien-
cia, mantenibilidad y disponibilidad. Sin embargo para diseñar un esquema
de FDI se necesita conocer el significado de algunos conceptos básicos.

En este dominio se puede hacer la distinción entre fallo, avería y mal-
funcionamiento [Frank et al., 2000, Isermann, 2006]:

Un fallo se puede definir como una desviación no permitida de al menos
una característica del sistema respecto al estado usual, aceptable y estándar
del mismo. Siendo una desviación no permitida la distancia entre el valor
anómalo y el límite del área que engloba los valores permitidos. Debe que-
dar claro que el fallo es un estado del sistema que causa una reducción de la
capacidad de una instalación para realizar las tareas encomendadas. Como
características principales se pueden citar las siguientes: un fallo puede apa-
recer tanto si el sistema está en marcha como si no; puede llevar a un fallo
catastrófico o no; puede ser difícil de detectar si es de pequeña intensidad;
y puede aparecer tanto de forma abrupta como de forma progresiva.

Además, existen gran variedad de fallos: de diseño, de mantenimiento,
del operador, etc.

Una avería es una interrupción permanente de la capacidad del sistema
para realizar una determinada función según las condiciones de funciona-
miento especificadas. La presencia de una avería implica la incapacidad de
una instalación para realizar alguna de las funciones que se le han enco-
mendado. Por otro lado, suele aparecer a consecuencia de uno o más fallos;
puede ser múltiple o no; puede ser aleatorio (o impredecible), determinista
(predecible bajo ciertas condiciones) o sistemático (aparece cuando se dan
ciertas condiciones conocidas); y suele aparecer al comienzo de la operación,
o cuando se exige al sistema mas de lo usual.

Un mal funcionamiento es una irregularidad intermitente en el cumpli-
miento de las funciones exigidas al sistema. Implica una interrupción tem-
poral de las funciones del sistema. Suele ser consecuencia de uno o más fallos
y sucede a menudo cuando arranca la instalación o cuando se la somete a
un sobreesfuerzo.

Al ser las averías y los mal funcionamientos consecuencia de los fallos,
haciendo una monitorización de estos últimos es posible controlar la apa-
rición de los primeros. Por tanto, en esta tesis el objetivo ha sido trabajar
sobre los fallos.
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El proceso de detección y aislamiento (FDI) de fallos se puede dividir en
cuatro etapas [Puigjaner et al., 2006]:

1. Detección de la existencia del fallo.
2. Identificación del fallo: Se busca qué variables medidas en la planta

son responsables del fallo.
3. Diagnóstico del fallo: Se busca el tipo y la causa del fallo.
4. Recuperación del sistema: Retorno al funcionamiento normal, si

es posible.

Aunque existen diversas clasificaciones de métodos de detección y diag-
nóstico de fallos [Chiang et al., 2001,Venkatasubramanian et al., 2003a,Ven-
katasubramanian et al., 2003b,Venkatasubramanian et al., 2003c,Isermann,
2006], una clasificación muy usada es la siguiente [Miljković, 2011]:

Métodos basados en datos: se basan en analizar datos medidos en
la planta sin necesidad de tener un gran conocimiento de la misma.
Métodos basados en modelos del proceso: requieren un modelo
preciso de la planta y analizan los residuos entre los datos medidos y
los estimados con el modelo.
Métodos basados en conocimiento: se basan en crear reglas ba-
sadas en la experiencia al trabajar con la planta.

1.1.2. Métodos de FDI basado en datos

Como se ha expuesto, existen tres grandes grupos de métodos FDI, pe-
ro los métodos basados en datos presentan varias ventajas que han hecho
que sean los elegidos por gran cantidad de autores [Qin, 2012, Yin et al.,
2014,Ge, 2017]. Por un lado, en las plantas industriales cada vez se dispone
de una mayor cantidad de datos debido a la creciente presencia de sensores,
controladores, etc. en las mismas, y al aumento del grado de interconexión
de todos estos elementos. Además, el incremento en la capacidad de alma-
cenamiento de datos, permite aumentar la frecuencia de muestreado de los
sensores y, por tanto, permite recoger un mayor volumen de información en
el mismo tiempo.

Por otro lado, los métodos basados en datos basan su funcionamiento en
analizar los datos recogidos, pero sin la necesidad de modelar la instalación
ni de poseer un amplio conocimiento de la misma, como sí ocurre con los
métodos basados en modelos y los basados en conocimiento, respectivamen-
te. En instalaciones que presenten un alto grado de complejidad puede ser
inasumible tanto hacer modelos como disponer de un sólido conocimiento
previo de dichas plantas [Zhu et al., 2017]. Además, en el caso del modelado,
al disponer de una mayor cantidad de datos, se hace más complejo realizar
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dicho modelado, así como usar e interpretar estos modelos [Ge, 2017]. Al
contrario que estos dos tipos de métodos, los métodos basados en datos son
capaces, por sí mismos, de extraer esa información de los datos recogidos [Yin
et al., 2014].

Por tanto, los métodos FDI basados en datos se pueden utilizar sencilla-
mente contando con los datos que se pueden recoger en la planta, y esto va a
facilitar mucho la implementación y el posterior uso de los mismos, pudien-
do hacerse, incluso, de forma automatizada. La monitorización de la planta
usando estos métodos se puede abordar de dos formas: como un problema de
clasificación, en el que se debe disponer de datos de la planta trabajando en
diferentes condiciones de fallo y crear un modelo de cada uno de esos fallos,
de forma que se pueda determinar en qué condición está trabajando: normal
o fallo, y en qué tipo de fallo se encuentra el sistema, en su caso; o cons-
truyendo un modelo del sistema trabajando en condiciones normales, para
detectar cuándo los datos recogidos del sistema no encajan con este modelo.
Obviamente, la segunda propuesta requiere un menor esfuerzo de modelado
y es mucho más sencillo disponer de datos de funcionamiento normal que de
funcionamiento bajo condiciones de fallo [Escobet et al., 2019].

Existe un amplia variedad de métodos FDI basados en datos, por ejem-
plo, los métodos llamados computacionales, que son los que se obtienen uti-
lizando técnicas de inteligencia computacional como redes neuronales, árbo-
les de decisión, métodos de clustering o agrupamiento, máquinas de vectores
soporte (SVM), etc. Estos métodos se pueden usar haciendo clasificación o
desarrollando modelos de regresión.

Otra clase de métodos de FDI basados en datos son los métodos estadís-
ticos, en los que se supone un comportamiento estadístico de los datos. Estos
métodos, a su vez, se pueden dividir en métodos parámetricos, en los que se
supone conocida la distribución de probabilidad de los datos, como son los
métodos basados en SPC: control estadístico de procesos, entre los que se
incluyen los métodos PCA (análisis de componentes principales), PLS (mí-
nimos cuadrados parciales), ICA (análisis de componentes independientes),
etc. y los métodos no parámetricos, en los que la distribución de probabili-
dad de los datos no es conocida ni está parametrizada, como son los métodos
basados en histogramas [Escobet et al., 2019].

1.1.3. Métodos distribuidos de FDI basados en datos

Cuando se analizan los datos recogidos en un planta es común tratar
todos los datos en bloque. Pero debido a la mejora en los sensores y en
los sistemas de control distribuido de las plantas, que recogen una enorme
cantidad de datos de operación, así como a la creciente complejidad de las
plantas industriales, que han ocurrido en los últimos años, estos métodos
de FDI tradicionales han dejado de ser válidos para trabajar con la planta
completa. Además hay que tener en cuenta las nuevas características que
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tienen los datos industriales y que deben ser abordadas por los métodos de
FDI [Ge and Chen, 2016,Ge, 2017]:

La cantidad de datos recogidos en una planta compleja es enorme
y eso plantea retos en su captura, gestión y almacenamiento. Además,
es difícil interpretar y extraer la información que contienen esos datos.
En este tipo de plantas se van a recoger datos de diferente tipo:
medidas de sensores, imágenes, grabaciones de audio, etc.
Diferentes frecuencias de muestreo de cada variable, ya que se
pueden encontrar sensores que envían su información cada poco tiempo
(segundos, minutos), pero hay medidas que requieren tiempos más
largos (horas), como puedan ser análisis realizados en laboratorio.
Puede no haber datos suficientes de acuerdo al tamaño de la insta-
lación para su caracterización.

Todo esto hace que para monitorizar plantas de gran escala hayan surgido
un nuevo tipo de métodos de FDI basados en datos, los métodos distribuidos.
Sin embargo, existen una serie de retos que se deben abordar y resolver
dentro del campo de los métodos FDI distribuidos [Ge, 2017]:

1. Monitorización de calidad e indicadores KPI: Hasta ahora no se
ha tenido en cuenta la información relativa a indicadores de calidad en
los métodos de monitorización, a pesar de su crucial importancia en los
procesos industriales. Aunque, en métodos distribuidos esto puede ser
muy complejo debido precisamente a la descentralización del proceso.

2. Localización de las causas de los fallos: Al incrementarse el tama-
ño de la planta, cada vez se hace más complejo encontrar las causas
de los fallos, a pesar de que la parte de la detección de fallos sí se
haya visto mejorada. Este problema puede ser abordado incorporando
los conocimientos previos disponibles de la planta a los métodos FDI
basados en datos.

3. Fusión de la información disponible para realizar la toma de
decisiones: Es necesario disponer de técnicas que permitan la fusión
de información de diferente tipo y proveniente de diferentes fuentes
que nos vamos a encontrar. Como se ha dicho, no toda la información
es del mismo tipo (medidas de sensores, imágenes, etc.) y, además, al
descentralizar la planta, van a existir varias unidades de procesamien-
to que van a entregar una amplia variedad de resultados. Todo esto
plantea problemas de cara a fusionar la información disponible para
conseguir ejecutar una toma de decisiones relativa al diagnóstico de la
planta.

4. Sistemas multiagente para un modelado colaborativo: Al divi-
dir la planta se va a contar con una serie de entes individuales (agentes)
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que, aunque sean independientes, deben trabajar de forma coordinada.
Por tanto, se deben diseñar estructuras de colaboración que den lugar
a una monitorización más eficaz.

5. Big data: Como se ha dicho anteriormente, la cantidad de datos dis-
ponibles en las plantas industriales ha crecido enormemente, y esto
plantea varios retos como son el almacenamiento y procesado de estos
datos. Una forma de abordarlos puede ser mediante el trabajo “en la
nube” con estos datos, también se pueden adaptar técnicas propias
del Big data para llevar a cabo la monitorización, como el procesado
masivo en paralelo.

Parte de estos retos serán abordados en el desarrollo de la presente tesis.
Además, esta nueva forma de trabajar, que aplica métodos de FDI distribui-
dos, permite solventar algunos problemas que aparecen al trabajar de forma
centralizada [Jiang and Huang, 2016,Jiang et al., 2016,Ge and Chen, 2016]:

Capacidad de tolerancia a fallos: Un sistema centralizado, una vez
que ha detectado un fallo en una parte de la planta, pierde parte de
su capacidad para detectar otro fallo en otro punto de la instalación.
Es decir, su capacidad para detectar fallos simultáneos es reducida.
Aumenta la fiabilidad: El sistema centralizado al procesar todos los
datos en un único bloque, si en algún momento un sensor no envía un
dato, o lo envía con errores, o se pierde alguna vía de comunicación,
es posible que el proceso de monitorización se detenga.
Eficiencia económica: Si los sensores están muy separados entre sí,
puede ser más económico contar con una unidad de procesamiento en
cada uno de los emplazamientos de los sensores.
Aumenta la flexibilidad y escalabilidad: Los métodos distribui-
dos son más flexibles que los centralizados. Si se quiere añadir o borrar
alguna parte del proceso, la reconfiguración y la actualización del mo-
delo distribuido es mucho más fácil, incluyendo la puesta en marcha
del sistema, el modelado basado en datos y la toma de decisión. Es
decir, la escalabilidad de los métodos distribuidos es mucho mejor que
la de los métodos centralizados.
Disminuye la complejidad computacional del sistema.

1.2. Motivación
La principal motivación de esta tesis es por tanto, el desarrollo de nuevos

métodos de detección y diagnóstico de fallos, basados en datos y, además,
distribuidos y aplicados a plantas complejas y de gran escala.

En primer lugar, los métodos con los que se trabajará en esta tesis son
métodos basados en datos, que pongan en valor la gran cantidad de datos
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disponibles hoy en día en las plantas industriales. Esto se puede hacer ya
que son métodos muy flexibles y no necesitan obtener modelos de primeros
principios que suelen ser muy complejos y costoso. Tampoco requieren un
conocimiento experto de la planta, que no siempre está disponible. Además
los métodos serán distribuidos, ya que tienen muchas ventajas sobre los
métodos centralizados, como se ha comentado anteriormente, especialmente
cuando se aplican a plantas complejas y de gran escala.

Dentro de las metodologías distribuidas se pueden encontrar de diferentes
tipos, en esta tesis se proponen tres estrategias diferentes para llevar a cabo
la monitorización distribuida:

1. Distribución de los modelos. Dividir la planta en bloques de va-
riables y aplicar un método FDI en cada bloque. Luego, en un bloque
central, se usará un método de toma de decisión múltiple que fusione
la salida de cada bloque.

2. Distribución de métodos FDI. En cada unidad de procesamiento
se tratan todos los datos recogidos pero cada bloque se implementa un
método FDI diferente. Nuevamente, en este caso se necesita un método
de toma de decisión múltiple que considere la salida de cada método
y avise de la situación global de la planta, normal o con fallo.

3. Distribución de los análisis. Cuando se tienen muchos datos y/o
es necesario realizar cálculos complejos y que consumen mucho tiempo
se pretende procesar esta información de forma distribuida utilizando
técnicas de procesamiento en paralelo.

Por tanto, lo que se ha buscado con las tres aproximaciones mencio-
nadas es la implementación de varias unidades de procesamiento indepen-
dientes que monitorizarán la planta, cada una de ellas trabajando de forma
autónoma. Finalmente se dispondrá una unidad de procesado central que
proporcionará un diagnóstico único para toda la planta, a partir de la fusión
de los resultados de cada una de las unidades de procesamiento anteriores.

1.3. Objetivos
Los principales objetivos de este trabajo doctoral son:

1. Testear diferentes métodos FDI distribuidos basados en PCA,
para comprobar si la detección de fallos distribuida ofrece ventajas
frente a la centralizada.
Para conseguir este objetivo, se ha hecho una búsqueda bibliográfica
de métodos de FDI distribuidos basados en PCA, y diferentes meto-
dologías de distribuir el cálculo del PCA. Estos métodos se han im-
plementado aplicándose sobre dos plantas complejas para probar la
eficacia de los diferentes métodos distribuidos.
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2. Diseño y desarrollo de nuevos métodos distribuidos de FDI
basados en datos, donde se hace una distribución de los modelos.
En este caso se dividirá la planta en bloques de variables y en cada
uno de ellos se implementará un método FDI. Esto implica que hay
que desarrollar métodos adecuados para realizar la construcción de los
bloques y contar con técnicas que sirvan para fusionar los resultados
obtenidos en cada uno de los bloques.
Para dividir la planta se quiere poder hacerlo analizando los datos dis-
ponibles, es decir, sin necesidad de disponer de conocimientos previos
de dicha planta. Esto se hace con la intención de facilitar el proceso
de descentralización.
En cuanto a los métodos FDI de cada bloque, en esta tesis se ha optado
por métodos estadísticos de FDI basados en datos, ya que, al igual que
con los métodos aplicados para la descentralización, se pueden aplicar
sin disponer de un conocimiento previo de la planta.

3. Diseño y desarrollo de nuevos métodos de FDI basados en
métodos distribuidos.
En este caso lo que se pretende distribuir son los métodos FDI. Es
decir, se dispondrá de varios métodos, cada uno de los cuales analizará
los datos provenientes de la planta por separado. Posteriormente, estos
resultados se fusionarán para obtener una diagnosis única y global de
la planta.

4. Diseño y desarrollo de nuevos métodos FDI basados en compu-
tación distribuida.
En este caso, en cada nodo de procesamiento se realizarán diferentes
modelos dinámicos de cada variable del proceso, mediante técnicas
de series temporales, y donde se elegirá el mejor modelo de todos
los calculados para cada variable. Las desviaciones que se encuentren
entre los modelos obtenidos y los valores reales de las variables serán
enviados a una unidad central que las usará para realizar la detección
de fallos en la planta usando varias técnicas de detección de fallos
basadas en control estadístico de procesos (SPC).

5. Comprobar las prestaciones de las metodologías propuestas
mediante casos de estudio usando benchmarks de plantas
complejas.
Por tanto, este último objetivo, consiste en la validación y verifica-
ción de la eficacia de los métodos propuestos, en tres benchmarks am-
pliamente utilizados en la literatura: una depuradora de aguas resi-
duales, concretamente el modelo de Simulación BSM2 desarrollado
por los Grupos de Trabajo COST Action 682 y 624, y el IWA Task
Group [Alex et al., 2008].
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El segundo benchmark es un planta química, la Tennessee Eastman
Process (TEP) [Downs and Vogel, 1993]. Finalmente, la tercera planta
utilizada es un modelo de red de distribución de agua potable im-
plementada mediante el software de simulación EPANET [Rossman,
2000b].

1.4. Organización de la tesis

Este trabajo está organizado de la siguiente forma: en el Capítulo 1 se
presenta una breve introducción a la monitorización de procesos en plantas
industriales así como algunos conceptos básicos relacionados con los métodos
para llevar a cabo dicha monitorización. También se detallan la motivación
y los objetivos del presente trabajo.

El Capítulo 2 contiene el estado del arte correspondiente al control esta-
dístico de procesos y la detección e identificación de fallos. Concretamente se
presenta un introducción a algunas técnicas del monitorización de procesos
basadas en gráficas de control. A continuación se profundiza en diferentes
métodos que trabajan con datos.

Seguidamente, se pasa a detallar distintas formas de llevar a cabo la de-
tección y diagnosis de fallos de forma distribuida. Debido a que la metodo-
logía distribuida genera un resultado en cada uno de los bloques utilizados,
también se presenta una forma de abordar la fusión de dichos resultados
mediante toma de decisiones.

El Capítulo 3 presenta una primera aproximación a las técnicas FDI dis-
tribuidas. Aquí se prueba un método para aplicar PCA de forma distribuida
y se compara con otras propuestas distribuidas y no distribuidas halladas
en la literatura. El objetivo es comprobar si es ventajoso trabajar de forma
distribuida.

En el Capítulo 4 se muestran los trabajos realizados para llevar a cabo la
división de una planta en la que poder hacer una diagnosis descentralizada
y que genere una decisión única respecto a esta diagnosis. Seguidamente, se
muestran y se analizan los resultados obtenidos con esta metdología en el
benchmark Tennessee Eastman Process (TEP).

El Capítulo 5 está enfocado en la identificación de fallos. En este Capítulo
se propone disponer de varios centros de procesamiento en los que cada uno
analiza todos los datos de la planta pero usando métodos de identificación
distintos. Los métodos propuestos se han aplicado en dos casos de estudio
distintos: una depuradora de aguas residuales y la planta Tennessee Eastman
Process (TEP), mostrándose y comentándose los resultados obtenidos.

En el Capítulo 6 se hace una propuesta de método de detección de fallos
distribuida donde la distribución propuesta se halla en la computación: cada
uno de los nodos realizará una serie de modelos de las variables del proceso.
Esta propuesta está basada en el análisis de series temporales. Dicho método
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CAPÍTULO 1. INTRODUCCIÓN Y OBJETIVOS

se ha testeado sobre la planta Tennessee Eastman Process (TEP) y sobre la
depuradora de aguas residuales.

Finalmente, en el Capítulo 7 se presentan las conclusiones y las contri-
buciones principales de este trabajo, dándose, además, las futuras líneas de
trabajo con las que se puede ampliar este estudio.
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Capítulo 2

ESTADO DEL ARTE

2.1. Introducción

Realizar una correcta monitorización de toda instalación es vital para
asegurar unas condiciones óptimas de la producción de una empresa. El
enorme avance que han experimentado las técnicas y los equipos de control
industrial ha permitido mejorar la producción de las empresas en términos
de calidad, plazos, costes, etc. A pesar de ello, siguen surgiendo problemas
en las plantas que pueden hacer que estas se alejen del comportamiento es-
perado y/o planificado. De hecho es frecuente que la abundancia de sistemas
de control complejos, incluyendo todos los dispositivos asociados: sensores,
actuadores, etc. haga que la tarea de monitorizar el proceso sea enormemen-
te compleja, y los operadores de la planta requieren de ayudas para realizar
dicha tarea.

El tener en todo momento la planta bajo control y tener conocimiento del
estado real de la planta puede evitar la aparición y propagación de fallos que
implicarían graves pérdidas para la empresa como: reducción de la calidad,
de la seguridad, aparición de accidentes, reducción de la producción, etc.,
por tanto, es imprescindible que sean detectados y corregidos en el menor
tiempo posible.

La monitorización en plantas complejas y de gran tamaño, y, en concre-
to la detección y el diagnóstico de fallos, han sido estudiados por muchos
autores desde varias perspectivas. Y, concretamente, los métodos de control
estadístico multivariante se han utilizado de forma efectiva para las tareas
de detección de fallos [Venkatasubramanian et al., 2003c, Qin, 2003, Qin,
2012,Yin et al., 2014,Ge, 2017,Bakdi and Kouadri, 2017].

2.2. Control estadístico de procesos

El control de calidad y la detección de fallos son conceptos muy relacio-
nados. Ambos tratan de detectar malfuncionamientos o fallos que pueden
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desembocar en graves pérdidas económicas para una empresa. Dentro de
estos métodos se encuentra el Control Estadístico de Procesos (SPC) que
aplica técnicas estadísticas para comprobar si el comportamiento observado
en un proceso encaja con lo planificado [Heizer and Render, 2013].

Es un método que se ejecuta mediante el uso de gráficos de control, que
se basan en técnicas estadísticas y permiten disponer de criterios objetivos
para distinguir pequeñas variaciones del proceso, de poca relevancia, frente
a eventos graves que requieren de acciones por parte de los operadores de la
planta.

2.2.1. Variabilidad en los procesos de producción

Ningún proceso es capaz de generar dos productos o servicios iguales,
aunque el proceso esté trabajando en condiciones óptimas. Esto es debido
a que dichos procesos incluyen muchas fuentes de variación. Uno de los
objetivos de los operadores de las plantas es eliminar, en lo posible, las
fuentes de variación o reducir sus efectos. Existen dos causas principales de
variaciones: causas comunes y causas especiales. [Paz and Gomez, 2014]

Las primeras, causas comunes, son fuentes de variación puramente alea-
torias, no identificables e imposibles de evitar. Dentro de esta categoría se
pueden encontrar causas como variaciones en las condiciones ambientales
de un proceso, variaciones en la materia prima utilizada (siempre dentro de
unas tolerancias), etc.

Dentro del segundo tipo de causas, causas especiales, se encuentran fac-
tores de variación que pueden ser identificados y eliminados o reducidos en
gran parte. Ejemplos de este grupo son formación inadecuada del personal,
desgaste de las instalaciones, etc.

2.2.2. Control estadístico univariable de procesos

En instalaciones de pequeñas dimensiones, con pocas variables medidas,
es posible analizarlas de forma individual. Esto se ha venido realizando me-
diante las llamadas gráficas de control. Estas representan gráficamente los
valores medios y la variación de cada una de las variables medidas con el
objetivo de detectar anomalías, y determinar si la instalación trabaja en con-
diciones normales de operación o no. Es decir, es una forma rápida de ver
la evolución del proceso y identificar su estado, aunque tiene la desventaja
de que no permite analizar un gran número de variables simultáneamente,
ya que cada una de ellas tiene su gráfica de control.

Existen gran variedad de gráficas de control, por ejemplo: gráficas Shew-
hart [Shewhart, 1938], gráficas CUSUM [Page, 1961], gráficas de Media Mó-
vil Exponencialmente Ponderada (EWMA, por sus siglas en inglés (Exponen-
tially Wheighted Moving Average)) [Hunter, 1986]. Estas gráficas han sido
usadas en aplicaciones como el control de calidad en la industria, econo-
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mía, informática, ecología, gestión sanitaria, etc. [Frisén, 2009,Harrou et al.,
2013, Park et al., 2014,Kadri et al., 2016]. Se presenta a continuación una
pequeña descripción de estas gráficas:

Gráficas de control Shewhart [Shewhart, 1938]: representa la evo-
lución temporal de la media de una variable estableciendo unos límites
superior e inferior. Si se supera alguno uno de estos umbrales, se detec-
ta un fallo. De cara a reducir el nivel de falsas alarmas, se suele requerir
un cierto número de instantes consecutivos con valores anormales para
activar la alarma de fallo.
Gráficas de sumas acumuladas (CUSUM) [Woodward and Golds-
mith, 1964,Page, 1954]: en esta gráfica se representa la suma acumu-
lada de desviaciones en cada observación respecto de la media. Es
capaz de detectar pequeñas variaciones más rápido que los gráficos
de Shewhart. Esta técnica requiere que se establezca un valor k de
observaciones pasadas que son las que se usan para calcular la suma
acumulada en el momento actual.
Gráfica de media móvil exponencialmente ponderada (EW-
MA) [Hunter, 1986]: Este método aplica un filtro a los datos. Calcula
una función de decisión para cada observación zi(t) según los datos
actuales y los valores promedio anteriores:

zi(t) = λxi(t) + (1− λ)zi(t− 1) (2.1)

donde xi es el i-ésimo valor de la variable analizada en tiempo t, y λ
es el grado de ponderación que determina el nivel de memoria de la
función decisión EWMA. Con 0 ≤ λ ≤ 1, valores bajos de λ dan mayor
influencia a los valores del pasado, mientras que valores altos dan más
importancia al valor actual. Los límites de control se calculan así:

UCL,LCL = µ0 ± Lσ0

√
λ

2− λ (2.2)

donde L es el ancho de los límites de control (y que determina los
límites de confianza, y se ajusta buscando un cierto nivel de falsas
alarmas) y µ0 y σ0 son, respectivamente, la media y la desviación
típica de los datos en condiciones sin fallo.

En la figura 2.1 se muestra un ejemplo de gráfica de control del tipo
Shewhart. Se muestran los valores medidos de una variable x, que oscilan
alrededor de su valor medio x̄. En este caso, los umbrales se han establecido
entre los valores x̄− 3s y x̄+ 3s siendo s la desviación típica de la variable
x.
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Figura 2.1: Gráfica de control Shewhart

Un grave problema que tienen estas gráficas es que no tienen en cuenta
las correlaciones entre variables, presentes en cualquier fenómeno físico. Esto
puede hacer que cuando se presente un fallo que implique un cambio en
las relaciones entre variables (porque la planta haya cambiado su modo de
funcionamiento), ninguna variable sobrepase los limites de las gráficas y no
se detecte el fallo [Nomikos and MacGregor, 1995].

La forma de abordar este problema es aplicar métodos que no sólo anali-
cen el comportamiento de las variables de forma individual sino que tengan
en cuenta, también, las relaciones entre variables. Existen métodos como el
Análisis de Componentes Principales (PCA, por sus siglas en inglés, (Prin-
cipal Component Analysis)), o el Análisis de Variaciones Canónicas (CVA,
Canonical Variate Analysis) que son capaces de ello, y además, pueden ana-
lizar la correlación temporal de las variables (la influencia del estado de las
variables en un instante de tiempo sobre el estado de las mismas instantes
después).

2.3. Métodos de detección y diagnóstico de fallos

Por tanto, se hace necesario disponer de métodos que permitan moni-
torizar la planta teniendo en cuenta todas las variables medidas en ella de
forma simultánea. Estos métodos son los métodos de detección y diagnóstico
de fallos. Estas técnicas son capaces de procesar la información recogida en
la planta, no sólo los valores individuales de cada una de las variables sino,
también, las relaciones entre ellas, y devolver un número reducido de indi-
cadores que permitirán al usuario conocer el estado de la instalación: si hay
o no un fallo y, si lo hay, en qué punto se ha producido el mismo. El hecho
de extraer la información de la planta y concentrarla en unos pocos indica-
dores facilita enormemente la tarea de la monitorización, haciendo, incluso
que se pueda automatizar este proceso. Como se comentó en el capítulo an-
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terior, las etapas que llevan a cabo estos métodos son cuatro: detección de
la presencia de un fallo, identificación de las variables responsables de di-
cho fallos, diagnosis del fallo (determinación del tipo, localización, tamaño y
causa del fallo), y, finalmente, recuperación del proceso eliminando el efecto
del mismo [Qin, 2003,Liu and Chen, 2014].

Como se vio en el capítulo anterior, existe una clasificación de estos
métodos ampliamente aceptada, que los divide en métodos basados en datos
o en señal, métodos analíticos y métodos basados en conocimiento [Miljković,
2011].

2.3.1. Métodos basados en datos

Estos métodos procesan datos medidos en la planta para extraer infor-
mación relevante de las variables y de las relaciones entre ellas. Son métodos
que no requieren de un profundo conocimiento previo de la instalación ni de
entrenar modelos de la misma, y por tanto se pueden implementar de una
forma relativamente simple.

En esta categoría se pueden encontrar diversas técnicas como son:

Alarmas: Las variables medidas son comparadas con unos valores lí-
mites constantes y preestablecidos que, de ser sobrepasados, indicarían
un fallo [Isermann, 2006].

Técnicas estadísticas multivariantes: En un proceso se toman me-
didas de una serie de variables que comparten un cierto grado de co-
rrelación entre ellas (correlación espacial) y, a su vez, el valor de cada
variable está relacionado con los valores de dicha variable en los ins-
tantes previos (correlación temporal). Dentro de este tipo de métodos
se encuentran técnicas como: el Análisis de Componentes Principales
(PCA), que es una técnica que permite reducir la dimensionalidad en
términos de la varianza de los datos [Kourti and MacGregor, 1996,Iser-
mann, 2006]; también se puede encontrar en este campo el análisis del
discriminante de Fisher (FDA), que es otro método que también aplica
una reducción de la dimensionalidad de un espacio de variables [Song
et al., 2010,Wang et al., 2012]; otro método dentro de este área es el
método de Mínimos cuadrados parciales (PLS) [Kourti and MacGre-
gor, 1995].

Redundancia física: Consiste en emplazar múltiples componentes
físicos idénticos (sensores, actuadores y componentes del sistema) por
toda la planta de modo que se puedan realizar comprobaciones de las
posibles discrepancias entre las salidas de elementos supuestamente
idénticos. Un análisis posterior de consistencia de los datos recogi-
dos permiten encontrar fallos y el emplazamiento de los mismos [Dorr
et al., 1997,Venkatasubramanian et al., 2003a].

2.3. Métodos de detección y diagnóstico de fallos 19



CAPÍTULO 2. ESTADO DEL ARTE

Análisis en frecuencia: En determinados casos se pueden realizar
análisis en el dominio de la frecuencia de algunas de las variables medi-
das en la planta. Esto permite obtener una valiosa información acerca
del estado de operación de la planta. Adicionalmente, cada fallo puede
ir asociado a un cierto patrón de frecuencias, de modo que sea posi-
ble diagnosticar el tipo de fallo una vez que se ha detectado [Edwards
et al., 1998,Senobari et al., 2018].
Técnicas basadas en inteligencia computacional: Como pueden
ser redes neuronales, máquinas de vectores soporte (SVM), árboles de
decisión, etc. Estas técnicas se usan en este campo como clasificadores,
es decir, para clasificar los diferentes estados del sistema a partir de
las variables medidas. Dichos estados se agrupan en normales y defec-
tuosos, permitiendo clasificar estos últimos para los diferentes tipos de
fallos. El aprendizaje de los diferentes modos de operación del sistema
se realizan mediante la presentación de datos de muestra de cada una
de la situaciones que se quieren clasificar. El principal inconveniente es
que si no se dispone de datos de fallo estos métodos no pueden apren-
der dicho modo de funcionamiento [Isermann, 2006, Abiodun et al.,
2018,Wu and Zhao, 2018].

2.3.2. Métodos analíticos

Este tipo de métodos emplean un modelo de la planta y constan de dos
pasos: primero se deben obtener los residuos procedentes de la discrepancia
entre las predicciones del modelo y los valores medidos en la planta, y, pos-
teriormente, se debe realizar una toma de decisión basada en esos residuos.

El método más utilizado dentro de los métodos analíticos es el de redun-
dancia analítica. En una primera etapa, las entradas y las salidas del sistema
se procesan mediante un algoritmo determinado para generar los residuos
que inicialmente son cero, pero que se desvían del cero de forma caracterís-
tica cuando se está en presencia de un fallo. La forma en la que se generan
los residuos depende del método aplicado; fundamentalmente, la principal
diferencia estriba en la forma de calcular el modelo del proceso, que se lleva
a cabo mediante: redes neuronales, filtros de Kalman, ecuaciones de paridad,
observadores de estados, cálculo de los posibles conflictos y estimación de
parámetros. Cuando se realiza el segundo paso, que es la toma de decisión,
se analizan los valores de los residuos para decidir si hay fallo o no. Una
forma de tomar esa decisión consiste en comprobar si los residuos superan
un cierto umbral. También se pueden filtrar los residuos aplicando filtros
como el de media móvil, o pueden utilizarse métodos de la teoría estadística
de decisión [Venkatasubramanian et al., 2003a,Castillo and Edgar, 2008].

Por supuesto, este tipo de métodos requieren de un buen modelado de
la planta para su correcto funcionamiento, cosa que no siempre es sencilla,
sobre todo en plantas complejas.
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2.3.3. Métodos basados en conocimiento

El fundamento de estos métodos es utilizar el conocimiento previo que se
tenga de la planta y que se utilizará para diagnosticar el estado de la planta.
Hay distintas técnicas que se pueden utilizar:

Sistemas expertos: En un sistema experto se recoge el conocimiento
de una serie de expertos en forma de reglas que relacionan los síntomas
con las causas que los han provocado, e incluso pueden ofrecer solucio-
nes o recomendaciones. Las dos formas más usuales de diagnosis son
el diccionario de fallos y el árbol de decisión. El diccionario de fallos
contiene una lista de causas y efectos, mientras que el árbol de deci-
sión consiste en un conjunto estructurado de reglas lógicas del tipo SI
síntoma Y síntoma ENTONCES conclusión. Cada conclusión puede
servir a su vez de síntoma de la siguiente regla, y así sucesivamen-
te hasta que se alcance una conclusión final. Estas técnicas requieren
la existencia de al menos un experto en el sistema estudiado [Angeli,
2010].

Sistemas basados en lógica difusa: La diagnosis de un sistema no
tiene porque ser binaria: hay fallo o no hay fallo. Se puede dar un
resultado que exprese la aparición de un fallo con un cierto grado de
intensidad. En base al conocimiento disponible y a los datos medi-
dos en la planta se puede crear un sistema de reglas para realizar la
diagnosis de la planta [Miljković, 2011]. Un sistema de lógica difusa se
puede utilizar tanto para la evaluación de los residuos, incorporando el
conocimiento disponible del sistema en forma de reglas difusas, como
para llevar a cabo la generación de residuos, aprovechándose de que
se puede utilizar un sistema lógico difuso como aproximador universal
del modelo de un sistema. La comparación entre la salida del sistema
lógico difuso y la salida del proceso permite la detección de posibles
fallos [Manali et al., 2009,Azar, 2010].

Como se ha dicho, para aplicar estos métodos es necesario contar con un
adecuado conocimiento de la planta, cosa que no siempre es posible.

2.3.4. Características de un sistema de detección y aisla-
miento de fallos

Un sistema de detección y aislamiento de fallos, para ser eficaz, debe
cumplir los siguientes requisitos [Puigjaner et al., 2006]:

Rapidez en la detección del fallos: debe ser lo mayor posible.
Capacidad de aislamiento: para distinguir entre distintos fallos.
Robustez: para detectar fallos en condiciones ruidosas, cambiantes,
etc.
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Adaptabilidad: a nuevas condiciones de operación, cambios ambien-
tales, etc.
Ratio de detecciones correctas: si los fallos detectados correspon-
den con fallos reales.
Ratio de falsas alarmas: número de fallos detectados que no corres-
ponden con un fallo real en la planta.
Sensibilidad: el mínimo tamaño de fallo que se puede detectar.

2.3.4.1. Evaluación de los métodos de detección de fallos

Cuando se prueba un nuevo método de detección de fallos, se requiere
medir su eficacia para poderlo comparar con métodos ya existentes y ver
si aporta alguna mejora. Hay cuatro índices ampliamente utilizados para
realizar esta evaluación: la tasa de fallos no detectados (en inglés, Missed
Detection Rate (MDR)), la tasa de detección falsas alarmas (en inglés, False
Alarm Rate (FAR)), el retardo en la detección del fallo y el número de fallos
detectados ( [Russell et al., 2000,Detroja et al., 2007, Bakdi and Kouadri,
2017,Tong et al., 2017]).

Una buena técnica de detección de fallos debe ser robusta frente a cam-
bios en los datos de entrenamiento, sensible a todos los posibles fallos que
aparezcan en la planta, y rápida en la detección. La robustez del método
se determina comparando la tasa de falsas alarmas cuando se trabaja en
condiciones de operación normales con el nivel de significación en el que se
basa el umbral. La sensibilidad se mide usando la tasa de no detección, que
cuantifica, en porcentaje, cuántos datos con fallo son calificados como datos
normales, y usando el número de fallos que el método es capaz de detectar.
La rapidez de la detección se mide con el retardo en la detección.

Por tanto, la tasa MDR se calcula de la siguiente forma:

MDR = 100NF,N

NF
% (2.3)

donde NF,N es el número de datos con fallo que son detectados como nor-
males y NF es el número de datos con fallo.

La tasa FAR mide, también en porcentaje, el número de datos sin fallo
que el método ha clasificado como datos con fallo en comparación con el
total de datos sin fallo analizados, es decir:

FAR = 100NN,F

NN
% (2.4)

donde NN,F es el número de datos sin fallo (o normales) identificados como
datos con fallo y NN es el número total de datos sin fallo analizados.

El retardo en la detección indica cuántos instantes, desde que el fallo
aparece, necesita el método para avisar de dicho fallo. Y el número de fallos
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detectados cuantifica el número de fallos diferentes que es capaz de detectar
el método, del total de fallos probados.

Por tanto, cuando se hace una comparación de métodos, será mejor aquel
que tenga menores tasas de MDR y de FAR, menores retardos en la detección
y que sea capaz de detectar una mayor número de fallos distintos.

2.4. Métodos de detección e identificación de fallos
basados en datos

En este tipo de métodos se trabaja con los datos tomados en la planta
cuando esta trabaja en condiciones normales de operación. Si se dispone de
m sensores en la planta y se toman medidas en n instantes, se dispone de una
matriz de datos de dimensiones n×m. En general, estos métodos requieren
de una gran cantidad de datos para ser entrenados [Miljković, 2011,Ge et al.,
2013,Tidriri et al., 2016].

Los métodos que trabajan con datos del proceso se pueden clasificar en
métodos de extracción de información cualitativa y cuantitativa [Venkata-
subramanian et al., 2003c]. Dentro de los primeros se pueden encontrar los
sistemas expertos [Poli and Boudet, 2018] y los métodos de modelado de
tendencias [Gao et al., 2010]. Dentro de los métodos de extracción de infor-
mación cuantitativa existen métodos basados en inteligencia computacional,
como las redes neuronales [Heo and Lee, 2018,Wu and Zhao, 2018] y méto-
dos estadísticos como PCA [Jackson, 1991, Liu and Chen, 2014,Bakdi and
Kouadri, 2017], PLS (Partial Least Squares) [Wold, 1982, Zhang and Hu,
2011], etc. El trabajo desarrollado en esta tesis se ha centrado en los mé-
todos estadísticos de detección de fallos, presentándose, a continuación, un
pequeño resumen de los mismos.

El método PCA básicamente permite reducir la dimensionalidad de los
datos disponibles, analizando las interrelaciones entre variables, mientras
que retiene la máxima cantidad de información presente en dichos datos
[Chiang et al., 2001]. Su uso como método de detección de fallos se basa
en decidir si las nuevas observaciones se pueden considerar dentro del mo-
delo PCA obtenido o no. Este método ha sido utilizado por gran cantidad
de autores, algunos de los cuales lo han modificado para obtener un mejor
rendimiento en la monitorización. Por ejemplo, para analizar la posible co-
rrelación temporal en la planta existe el PCA dinámico (DPCA), que trabaja
con datos que incluyen información con retardo [Ku et al., 1995]; también
está el PCA adaptativo (APCA), que permite actualizar el modelo cuan-
do aparece un fallo, buscando poder detectar nuevos fallos [Zumoffen and
Basualdo, 2008]; para hacer el método menos sensible a los outliers se ha
desarrollado el PCA robusto [Stanimirova et al., 2004,Candès et al., 2011].
Se puede encontrar más información sobre estos métodos basados en PCA
en [Alvarez, 2013].
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Otra técnica que reduce la dimensionalidad de los datos, al igual que
el PCA, es el método PLS, que modela las relaciones entre dos bloques de
variables del proceso (X: entradas, e Y : salidas), a la vez que reduce su
dimensionalidad de forma simultánea. Extrae unas variables latentes que no
sólo explican la variabilidad en los datos de entrada X, sino también, qué
variabilidad de X es más útil para predecir las salidas Y [Zhang and Hu,
2011].

En los últimos años ha ido ganando popularidad otra técnica de reduc-
ción de dimensionalidad, el método CVA, para detección de fallos [Russell
et al., 2000, Jiang et al., 2015,Li et al., 2018]. Realiza un análisis entre dos
conjuntos de variables en un contexto temporal, es decir, entre datos pasa-
dos y datos futuros del proceso, de modo que transforma las variables a su
forma canónica. Esta forma canónica define combinaciones lineales de las va-
riables predictoras (datos pasados) de acuerdo a su capacidad de predecir el
otro conjunto de variables (datos futuros). Esta característica hace que este
método sea dinámico, es decir, que modela no sólo la correlación espacial,
entre variables, sino temporal, entre los estados sucesivos de la planta.

Además de los métodos expuestos anteriormente, se pueden encontrar
muchos otros métodos de monitorización multivariantes, por ejemplo, el
Análisis de Componentes Independientes (ICA). Este método busca encon-
trar una representación lineal de datos de tipo no gaussiano de forma que
los componentes obtenidos en el proceso sean independientes o, al menos,
tan independientes como sea posible. El resultado es que se consigue cap-
turar la estructura esencial de los datos y se puede aplicar para extracción
de características, separación de señales, etc. [Wang et al., 2016,Zhang and
Zhao, 2019]. El PCA, a diferencia del ICA, busca componentes ortogona-
les o no correlados. Por otro lado, la monitorización es similar, ya que se
establecen unos límites para los componentes independientes, de tal modo,
que si al analizar una nueva observación, sus componentes los sobrepasan se
detectará un fallo. La ventaja que presenta este método es que los límites se
pueden ajustar mejor y de forma más precisa que en el PCA [Kano et al.,
2003].

2.5. Análisis de Componentes Principales (PCA)

El método de análisis de componentes principales o PCA es una técnica
que permite reducir la dimensionalidad de un conjunto de datos, y, por otro
lado, permite encontrar las causas de la variabilidad de los mismos. Es una
técnica muy usada en análisis de datos y en la construcción de modelos
predictivos [Jackson, 1991,Ge, 2017,Tong et al., 2017].

Consiste en una transformación lineal que proyecta los datos sobre un
nuevo sistema de coordenadas en el cual el vector que representa la dirección
en la que hay mayor variabilidad de los datos es capturada en el primer eje
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del nuevo sistema (llamado Primer Componente Principal), el vector que
representa la dirección con la segunda varianza más grande es el segundo
eje, y así sucesivamente.

Para crear un modelo PCA se procede de la siguiente manera: al extraer
datos de una planta se obtiene una matriz de datos X, de n filas y m
columnas (matriz de n observaciones y m variables observadas). Para evitar
que las variables de mayor magnitud influyan más sobre el resultado, se debe
normalizar esta matriz, en algunos casos restando a cada elemento la media
de su columna, y después dividiendo por la desviación típica de su columna,
de esta manera todos los datos tendrán media 0 y desviación típica 1; y en
otros casos, convirtiendo los datos de modo que estén contenidos el rango
[0,1]. En ambos casos se obtiene una matriz normalizada Xnorm.

Una vez hecho esto, se calcula la matriz de correlaciones y se descompone
en valores singulares:

S = 1
(n− 1)(Xnorm)TXnorm = VΛVT (2.5)

siendo Λ (m×m) una matriz diagonal que contiene los valores singulares
de Xnorm (que son, también, los valores propios de la matriz de correlación),
ordenados de mayor a menor, y que representan, a su vez, los valores de va-
rianza del conjunto de datos. Si se elige un número a de elementos de la
diagonal de Λ que representen un porcentaje lo suficientemente alto (usual-
mente un 60% o 70% ) de la varianza total de los datos (que es la suma de
todos los elementos de esa diagonal), obtenemos una matriz Λa de dimen-
siones a × a. Al tomar el mismo número a de entre las primeras columnas
de V, resulta así una matriz P (m filas y a columnas), llamada Matriz de
cargas. Si multiplicamos la matriz Xnorm por la matriz P, obtenemos otra
matriz T llamada de Componentes principales de X (scores):

T = XnormP (2.6)

Lo que se está haciendo es proyectar los datos originales en un subespacio
de menor dimensión, reduciendo la cantidad de datos a manejar y perdiendo
poca información, ya que se están usando las variables que explican la mayor
parte de la varianza del conjunto, desechando el resto. Por ejemplo, si se
parte de datos bidimensionales, como los que aparecen en la figura 2.2 (a),
se observa que los datos tienen mayor variabilidad en la dirección marcada
por el vector PC1 de la figura 2.2 (b) (que es una combinación lineal de
las variables de los datos), luego ese vector marca el primer componente
principal de los datos. También se ve variabilidad en la dirección marcada por
el vector PC2 de la figura de la derecha, luego ese puede ser otro componente
principal. Si los datos tuvieran más dimensiones se podrían obtener más
componentes principales buscando las direcciones en las que los datos tienen
más variabilidad.
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Figura 2.2: Componentes Principales

Finalmente, se escogen los componentes principales que representen la
mayor parte de la variabilidad de los datos. En el ejemplo anterior, se podrían
representar los datos usando el componente principal PC1, ya que representa
la dirección en la que más varían los datos, mientras en PC2 la variabilidad
es baja (es decir, en esa dirección hay poca información). Y de esa forma, se
podrían representar la mayor parte de las informaciones contenidas en los
datos con una variable (el componente principal PC1) en vez de con dos como
en los datos originales, consiguiendo así una reducción de la dimensionalidad
de los datos sin perder demasiada información.

Una vez obtenidos los componentes principales, se puede reconstruir la
matriz de datos original de la siguiente forma:

X̂norm ∼= TPT (2.7)

Si se usa X̂norm como aproximación de Xnorm, el error cometido es:

E = Xnorm − X̂norm (2.8)

2.5.1. Elección del número de Componentes Principales

El problema de elegir cuantos componentes principales se toman para el
modelo no es trivial. El objetivo que se persigue es conseguir una reducción
de la dimensionalidad, para simplificar el modelo, al mismo tiempo que se
retenga la mayor cantidad de información posible. En la literatura se pueden
encontrar diferentes formas de realizar esta selección del número de compo-
nentes: porcentaje de varianza, Criterio de información de Akaike, error de
reconstrucción, etc. Se suele optar frecuentemente por la selección en base
al porcentaje de varianza, cuyos valores típicos suelen oscilar entre el 60 %
y 90 % [Ferré, 1995,Jolliffe, 2002]. Aunque todos estos criterios requieren de
la intervención del usuario y, por tanto, son subjetivos.

Algunos autores han propuesto métodos basados en validación cruzada
que permiten hacer la elección del número de componentes principales de
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una forma objetiva [Bro et al., 2008,Russo et al., 2019]. En estos casos lo
que se busca es el número de componentes principales que minimiza el error
de predicción.

2.5.2. Detección de fallos: Estadísticos T 2 y Q

Para detectar fallos se dispone de las herramientas estadísticas T 2 o
estadístico de Hotelling y Q o Error Cuadrático de Predicción (en inglés:
Squared Prediction Error o SPE) [Kourti and MacGregor, 1996].

El estadístico T 2 se calcula según la expresión siguiente:

T 2 = zTPΛ−1
a PT z (2.9)

siendo z una nueva observación (1 ×m), normalizada a media 0 y des-
viación típica 1, de la que se quiere calcular el valor de T 2 y Λa es la matriz
(a x a) diagonal formada con las primeras a filas y a columnas de Λ. Este
estadístico da una medida de la variabilidad del proceso capturada por los
componentes principales. Si el valor de este parámetro permanece por debajo
de un umbral, se puede decir que el sistema está trabajando en condiciones
normales. Este umbral, para un nivel de significación α, es:

T 2
α = χ2

α(a) (2.10)

donde χ2
α(a) es el valor de la distribución acumulada χ2 a grados de

libertad [Jiang and Huang, 2016]. Los valores típicos de α que se suelen
tomar son 0,01 y 0,05.

Para estudiar los m−a valores singulares no contemplados en el modelo
PCA, se utiliza el estadístico Q:

Q = rT r (2.11)

donde r es la proyección de la observación z en el subespacio de los residuos,
y se obtiene de la forma:

r = (I−PPT )zT (2.12)

siendo I la matriz identidad de dimensiones: m × m. El límite que Q no
debe superar para que el proceso esté bajo control es:

Qα = gSPEχ2
α(hSPE) (2.13)

con:

gSPE = θ2
θ1
, hSPE = θ2

1
θ2

(2.14)

donde χ2
α(hSPE) es el valor de la función de distribución χ2 acumulada

con hSPE grados de libertad y probabilidad α. Y θ1 = ∑n
i=a+1 λi, θ2 =
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∑n
i=a+1 λ

2
i , siendo λi el i-ésimo autovalor de la matriz de covarianza S [Liu

et al., 2014].
Para estos dos estadísticos se establece un criterio para decir cuándo se

debe activar la alarma: la alarma saltará para T 2 o Q cuando uno de ellos
sobrepase su umbral un número determinado de observaciones consecutivas.
En ese caso el método PCA detectará un fallo en el sistema. Con este re-
quisito se evitan falsas alarmas (se debe escoger un número adecuado de
observaciones para activar la alarma de modo que este número sea lo sufi-
cientemente alto para evitar falsas alarmas pero no debe ser tan elevado que
retarde demasiado la detección del fallo).

En resumen, se puede decir que T 2 mide la variabilidad del proceso
capturada por los componentes principales y Q mide la distancia de las
nuevas observaciones respecto al modelo PCA obtenido, es decir, detecta
si el modelo de correlación ya no es válido. Un ejemplo de un caso de tres
dimensiones reducidas a dos componentes principales se puede ver en la
figura 2.3. El punto e1 está muy alejado de los puntos de comportamiento
normal, por lo que superará el umbral de T 2, pero el modelo PCA con
los componentes PC1 y PC2 sigue siendo válido puesto que ese punto está
contenido en el subespacio definido por esos dos componentes principales.
En el caso del punto e2 no sólo hay una distancia relevante a los puntos
de comportamiento normal (superará, por tanto, el umbral de T 2) sino que
además está fuera de la región definida por PC1 y PC2, por lo que se superará
también el umbral de Q.

Figura 2.3: Componentes principales

Existe un tercer estadístico que es combinación de los dos anteriores:
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ϕ [Yue and Qin, 2001,Qin, 2012].

ϕ = Q

Qa
+ T 2

T 2
α

(2.15)

El proceso se considerará bajo control si ϕ < ϕα. El umbral ϕα se calcula
así:

ϕα = gϕχ2
α(hϕ) (2.16)

con:

gϕ =
a

(T 2
α)2 + θ2

Q2
α

a
T 2
α

+ θ1
Qα

hϕ =

(
a
T 2
α

+ θ1
Qα

)2

a
(T 2
α)2 + θ2

Q2
α

(2.17)

La alarma saltará para T 2, Q o ϕ cuando uno de ellos sobrepase su
umbral un número determinado de observaciones consecutivas.

2.5.3. Identificación de fallos

Después de una alarma de fallo, es necesario identificar la variable o
variables responsables del fallo. El análisis de contribuciones [Kourti and
MacGregor, 1996,Liu et al., 2014] es una de las técnicas más utilizadas para
diagnosticar fallos. Se basa en la influencia de cada variable del sistema en
el fallo. Las variables con mayor contribución al estadístico fuera de control
(que ha detectado el fallo) son las responsables. Adicionalmente, se han
desarrollado otros métodos de identificación de fallos como son los basados
en el índice de reconstrucción y que se detallarán mas adelante en esta
sección.

Contribuciones a T 2: En la observación x, para cada una de los com-
ponentes principales normalizados de más alto valor se calculan las con-
tribuciones de cada variable xj en el componente principal normalizado a:
( taσa )2 [Kourti and MacGregor, 1996], que es:

conta,j = ta
(σa)2 (xj − µj) (2.18)

si es negativa, conta,j se deja a cero. Se calcula la contribución total de
cada variable j:

CONTj =
n∑
a=1

conta,j (2.19)

Las variables que tengan los mayores valores de contribución serán las
que se consideren responsables del fallo.
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Contribuciones a Q: Una vez que se ha detectado un fallo con el
estadístico Q en la observación x, se puede calcular la contribución a Q (o
error normalizado) de cada una de las variables, xj [Kourti and MacGregor,
1996], de la forma:

contxj = (xj − x̂j)2 (2.20)

siendo x̂j el elemento j-ésimo de la aproximación obtenida por el método:
x̂ = (xP)PT .

Al igual que en el caso de la contribución a T 2, las variables que presen-
ten los valores más elevados de contribución a Q serán identificadas como
responsables del fallo.

Contribución a ϕ : Este método de diagnosis es equivalente a las Con-
tribuciones a T 2 y Q, pero aplicado al estadístico combinado ϕ [Yue and
Qin, 2001]. De acuerdo con lo expuesto en [Alcala and Qin, 2009], para una
nueva observación x la contribución a ϕ de la variable i es:

cϕi =
(
ξTi Φ 1

2 x
)2

(2.21)

donde ξi es la i-ésima columna de la matriz identidad, y la matriz Φ es:

Φ = C̃
T 2
α

+ D
Qα

(2.22)

siendo C̃ = P̃P̃T , D = PΛ−1PT , y P̃ es la matriz formada por las últimas
(m− a) columnas de V (matriz de vectores singulares del PCA).

Otros métodos de identificación: Aparte de los métodos basados en
PCA, existen más trabajos acerca de métodos de identificación que aplican
otras técnicas: [Jiang et al., 2015] utilizó el método CVA para la identifica-
ción (tal como se indica en la Sección 2.7.3). En este caso, se dispone de dos
valores de contribuciones al fallo para cada variable: contribución al espacio
de estados y contribución al espacio de residuos. Es un método similar al
análisis de contribuciones aplicado al PCA. Por otro lado, [Kariwala et al.,
2010] implementó el método de Ramificación y Poda (en inglés, Branch and
Bound (B&B) ) sobre un PCA probabilístico para buscar las variables res-
ponsables del fallo a través de la minimización de los estadísticos de control.
Este método presenta el problema de que no es capaz de analizar sistemas
con un número elevado de variables. Otro método de identificación es el
desarrollado por [Mahadevan and Shah, 2009], en el que se aplica el méto-
dos SVM para realizar una selección de variables que resulte en la máxima
separación entre los datos con fallo y los datos sin fallo.
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2.6. Análisis de Componentes Principales Dinámi-
co (DPCA)

El método PCA explicado anteriormente construye un modelo que anali-
za las correlaciones entre variables (correlaciones espaciales) pero no analiza
la correlación temporal, es decir, no es dinámico. Para generar un modelo
PCA que tenga en cuenta dichas correlaciones temporales se puede imple-
mentar el PCA dinámico [Ku et al., 1995, Zhou et al., 2016, Tong et al.,
2017,Vanhatalo et al., 2017], que incorpora datos actuales y datos del pa-
sado para crear su modelo. Esto se hace mediante el uso de la matriz au-
mentada o ampliada, para ello, a partir de la matriz de datos en condiciones
normales de operación de la planta, X, con n observaciones/filas y m varia-
bles/columnas, se construye la matriz aumentada, Xa, que incorpora a X
datos con retardo:

Xa =


XT
l+1 XT

l . . . XT
1

XT
l+2 XT

l+1 . . . XT
2

...
... . . . ...

XT
n XT

n−1 . . . XT
n−l

 (2.23)

siendo Xt el vector de medidas tomadas en el instante t, y l el número de
retardos que se quieren incluir. El valor óptimo para l se puede determinar
mediante el Criterio de Información de Akaike (AIC) según lo indicado en
[Larimore, 1997b,Russell et al., 2000]. A partir de aquí, el método es idéntico
al PCA explicado anteriormente, simplemente se sustituye la matriz de datos
de partida por la matriz aumentada.

2.7. Análisis de Variables Canónicas (CVA)
Partiendo de una división de los datos en dos subconjuntos, el método de

Análisis de Variables Canónicas (CVA) permite realizar una reducción de la
dimensionalidad así como maximizar la correlación entre dichos subconjun-
tos [Russell et al., 2000]. Los datos disponibles de un proceso se dividen en
datos de entrada: xε<m, y de salida: yε<n. Cada uno con sus correspondien-
tes matrices de covarianza: Σxx y Σyy, además de la matriz de covarianza
cruzada: Σxy. Por otro lado, las matrices Jε<m×m y Lε<n×n cumplen lo
siguiente:

JΣxxJ
T = Im̄

LΣyyL
T = In̄

(2.24)

además de:

JΣxyLT = D = diag(γ1, γ2, . . . , γr, 0, . . . , 0) (2.25)
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donde m, n y r son los rangos de Σxx, Σyy y Σxy, respectivamente. Ade-
más, γi (i = 1, 2, . . . , r) representan las correlaciones canónicas, satisfacien-
do: γ1 ≥ . . . ≥ γr. Ij es una matriz diagonal por bloques, cuyo primer
bloque es una matriz identidad de j filas y columnas, y su segundo bloque
es una matriz de ceros. Los vectores canónicos son c = Jx y d = Ly, que
contienen un conjunto de variables independientes, que cumplen lo siguiente:
Σcc = JΣxxJT = Im̄ y Σdd = LΣyyLT = In̄.

Aplicando una descomposición en valores singulares se obtiene:

(Σxx)−1/2Σxy(Σyy)−1/2 = UΣVT (2.26)

siendo D = Σ. Las matrices de proyección son: J = UT (Σxx)−1/2 y
L = VT (Σyy)−1/2. Finalmente, este proceso conduce a obtener unas varia-
bles canónicas con varianza unidad e incorreladas. También, los vectores c y
d están correlados por pares. La matriz D contiene los valores de correlación
entre dichos pares.

2.7.1. Modelo de espacio de estados

Larimore implementó el método CVA sobre modelos de espacio de esta-
dos [Larimore, 1997a]. Si y(t)ε<my son las variables de salida de una planta y
u(t)ε<mu son las entradas, en el instante t, el modelo se representa así [Rus-
sell et al., 2000]:

x(t+ 1) = Axx(t) + Bxu(t) + e(t)
y(t) = Ayx(t) + Byu(t) + Cye(t) + g(t)

(2.27)

donde x(t)ε<d es el vector de estados, Ax, Bx, Ay, By y Cy son las matrices
de coeficientes y e(t) y g(t) son procesos independientes de ruido blanco.

El vector p(t) contiene la información de instantes pasados en tiempo t:

p(t) = [yT (t− 1),yT (t− 2), . . . ,uT (t− 1),
uT (t− 2), . . .]T

(2.28)

y el vector f(t) contiene la información presente y futura sobre la salida de
la planta:

f(t) = [yT (t),yT (t+ 1), . . .]T (2.29)

Tomando Σpf como Σxy, Σpp como Σxx y Σff como Σyy, es posible
obtener las matrices J, L y D usando la descomposición en valores singulares.
El valor asignado a d debe ser mayor o igual que el orden de la mínima
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construcción del modelo de espacio de estados de la planta. El vector de
estados se obtiene así:

xs(t) = Jsp(t) = UT
s (Σ̂pp)−1/2p(t) (2.30)

donde Us está formado por las d primeras columnas de U. Es habitual
seleccionar un número limitado de retardos en p:

p(t) = [yT (t− 1),yT (t− 2), . . . ,yT (t− l),
uT (t− 1),uT (t− 2), . . . ,uT (t− l)]T

(2.31)

al igual que un número limitado de retardos en f :

f(t) = [yT (t),yT (t+ 1), . . . ,yT (t+ h)]T (2.32)

Los valores de l y h no son triviales, una posibilidad consiste en ajustar
modelo autoregresivos con múltiples valores de retardos, eligiendo aquellos
valores de l y h que minimicen el criterio de información de Akaike (AIC)
[Larimore, 1996].

2.7.2. Detección de fallos: Estadísticos de control

Algunos autores han explorado la posibilidad de usar este método para
detectar fallos [Negiz and Cinar, 1997,Borsje, 1999,Russell et al., 2000,Jiang
et al., 2015,Li et al., 2018]. Se han aplicado dos tipos de estadísticos: T 2

s , para
monitorizar las variaciones en el subespacio canónico, y T 2

r , para analizar
las variaciones en el subespacio de residuos:

T 2
s = xTs (t)xs(t)
T 2
r = xTr (t)xr(t)

(2.33)

donde xTr (t) = Jrp(t) = UT
r (Σ̂pp)−1/2p(t) y Ur son las l(mu + my) − d

columnas restantes de U después de extraer Us. El estado del proceso se
determina comprobando si los estadísticos superan o no sus respectivos um-
brales [Russell et al., 2000]. En el caso de que T 2

s supere su límite, se podrá
decir que los estados del sistema están en condiciones de fallo. De forma
similar, si T 2

r supera su umbral, el método indica que el patrón de ruido ha
cambiado o que han aparecido nuevos estados en la planta.

Otra opción consiste en usar el vector de residuos del modelo de espacio
de estados:

r(t) = (I− JTs J)p(t) (2.34)
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que permite calcular el estadístico Q:

Q(t) = rT r (2.35)

Como antes, si Q supera su umbral [Jackson and Mudholkar, 1979], el
método detecta un fallo, indicando que el ruido medido ha sufrido cambios
o que han aparecido nuevos estados en el proceso.

2.7.3. Identificación de fallos con CVA

Cuando se producen cambios en las variables que las alejan de los va-
lores considerados normales, los estadísticos de control aumentan y llegan
a superar sus respectivos umbrales. Es posible identificar qué variables han
contribuido a hacer que dichos estadísticos crezcan tanto usando las ma-
trices Js y Jr [Jiang et al., 2015]. En el caso de la contribución de cada
variable dentro del espacio de estados, si se tiene un vector de datos p(t),
en el instante t, la contribución se define como:

cs(t) = xTs (t)xs(t) = xTs (t)(Jsp(t))

= xTs (t)
(my+mu)l∑

k=1
(pk(t)JT

s,k)T

=
(my+mu)l∑

k=1
xTs (t)(pk(t)JT

s,k)T

=
(my+mu)l∑

k=1
cspk

(2.36)

siendo pk(t) el elemento k-ésimo del vector de datos p(t), JT
s,k es la fila

k-ésima de JTs y la contribución de pk(t) en tiempo t en el vector p(t) es:

cspk(t) = xTs (t)(pk(t)JTs,k)T (2.37)

En el método CVA, a diferencia del PCA, existe una correlación temporal
en el vector p(t), es decir, las observaciones actuales están correladas con
las pasadas. Partiendo de la ecuación 2.31, pk(t) se puede escribir como:

pk(t) =
{
yi(t− j), y k = (i− 1)my + j cuando k ≤ myl

ui(t− j), y k = myl + (i− 1)mu + j cuando k > myl
(2.38)

Finalmente, la contribución de una variable ym al espacio de estados es
el producto de todas sus l observaciones con retardo ym(t − j), con j =

34 2.7. Análisis de Variables Canónicas (CVA)



CAPÍTULO 2. ESTADO DEL ARTE

1, 2, . . . , l:

csym(t) =
l∑

j=1
xTs (t)(ym(t− j)JTs,mj )

T (2.39)

En el caso de la contribución de una variable ym al espacio de residuos
la fórmula es similar a la de la ecuación 2.39:

crym(t) =
l∑

j=1
xTr (t)(ym(t− j)JTr,mj )

T (2.40)

Las contribuciones de una variable de entrada um en el espacio de estados
y el de residuos se obtienen de forma similar.

En el caso de ser detectado un fallo, aquellas variables con mayores
valores de contribución serán consideradas como responsables de dicho fallo.
Si una variable tiene un alto valor de contribución en el espacio de estados,
cs, se asocia con grandes variaciones en los estados modelados por el CVA. Si
el valor de contribución es alto en el espacio de residuos, cr, dicha variables
será responsable de la aparición de nuevos estados no modelados en el CVA.

2.8. Métodos distribuidos de FDI basados en da-
tos

Hasta ahora se ha hablado de los métodos de detección e identificación
basados en datos en los que toda la información recogida en la planta se
enviaba a una única unidad de procesamiento. Ahora se quieren implementar
varias unidades de procesamiento, cada una de las cuales se ocupará de
una tarea en el proceso de monitorización, distribuyendo así la detección e
identificación de fallos en la planta.

En [Wu et al., 2018] se propone una clasificación para los métodos PCA
distribuidos, aunque es extrapolable a otros métodos de monitorización dis-
tintos al PCA. Concretamente, esta clasificación propone dividir los métodos
en función de cómo se dividen los datos en la red de bloques de la planta,
y, también, en función de la estructura de comunicación entre los diferentes
bloques. En el primer caso los métodos se pueden dividir entre aquellos en
los que cada bloque tiene acceso a un conjunto diferente de datos, y aquellos
en los que los bloques acceden a los mismos datos, pero en diferentes condi-
ciones. Esta última propuesta se suele corresponder con bloques de sensores
que toman datos de un mismo fenómeno, pero desde diferentes ubicaciones.
Si se define una matriz global de datos, en el primer caso los datos globales
se agrupan por columnas (DCO), es decir, cada columna o grupo de co-
lumnas serán los datos analizados por cada bloque y en el segundo caso, se
organizan los datos por filas (DRO).
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Además, según la estructura de comunicación de la red, nos podemos
encontrar con redes jerárquicas del tipo maestro-esclavo y también redes no
jerárquicas. En el primer caso, el sistema está dividido en bloques esclavo
que realizan una serie de tareas y un bloque central o maestro que fusiona
los resultados de los esclavos. Las estructuras de este tipo coinciden con el
tipo DCO visto antes. En el segundo caso todos los nodos o bloques realizan
el mismo tipo de tareas y comparten resultados pero no los datos originales.
Estas estructuras suelen ser del tipo DRO.

2.8.1. Métodos de FDI con distribución de los modelos

La monitorización descentralizada con distribución de los modelos ha si-
do aplicada por varios autores [Grbovic et al., 2012,Ge and Song, 2013,Jiang
and Yan, 2014, Jiang and Huang, 2016,Tong et al., 2017,Tian et al., 2019]
con buenos resultados. El paso más crítico de esta técnica es la división de la
planta en bloques de variables en los que se implementarán los distintos mo-
delos y, para ello, se necesita establecer un criterio que indique qué variables
deben ser agrupadas y cuáles no. Esto es posible hacerlo aplicando criterios
topológicos, esto es, creando bloques que incluyan los datos de sensores que
estén próximos entre sí o que pertenezcan a un mismo dispositivo de la plan-
ta o a dispositivos entre los que haya algún tipo de conexión o que compartan
elementos comunes (tuberías, etc.) [Zhang et al., 2010,Li et al., 2010]. Otra
forma de hacer la división consiste en analizar los datos disponibles para
extraer información que permita saber qué variables tienen algún tipo de
dependencia entre ellas [Grbovic et al., 2012,Ge and Song, 2013,Tong and
Shi, 2016, Tong et al., 2017]. Esta última opción permite agrupar aquellas
que tengan más relación sin necesidad de disponer de ningún conocimiento
previo de la planta.

También, se pueden clasificar los tipos de descentralización en función
de cómo se distribuyan las variables en los grupos [Grbovic et al., 2012]:

Descentralización completa: a cada variable se le asigna un grupo,
en el que se incluye dicha variable, y, quizá, datos retardados de esa
variable. Aquí se pierde la información relativa a la correlación entre
variables. En el caso de disponer de una sola variable, sin retardos, se
pueden aplicar técnicas estadísticas univariantes como las expuestas
en la Sección 2.2.2.

Descentralización multi-bloque: En este caso existen varios blo-
ques que incluyen, cada uno de ellos, distintas variables. Existe la
posibilidad de que haya variables presentes en varios bloques simultá-
neamente.

• Un bloque por variable: Cada variable tiene asignado un blo-
que que incluye, aparte de dicha variable, todas las que tengan
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algún tipo de influencia en ella. También se pueden añadir varia-
bles con retardo para incluir información acerca de la correlación
temporal.

• Menos bloques que variables: Una vez encontradas las corre-
laciones entre variables, o habiendo realizado un análisis topológi-
co de la planta, se construyen bloques formados por las variables
(y, en su caso, variables con retardo) que tengan algún tipo de
correlación, que estén próximas, etc. Si algunas variables no están
incluidas en ningún bloque, pueden ser descartadas o incluidas en
un bloque extra.

La utilización de esta metodología distribuida plantea los siguientes pro-
blemas [Ge and Chen, 2016]:

1. ¿Cómo llevar a cabo la división de la planta? Se debe buscar una
partición que permita una monitorización eficaz.

2. ¿Cómo combinar los diferentes tipos de datos provenientes de diferen-
tes fuentes?

3. ¿Cómo integrar los datos con diferentes frecuencias de muestreo?
4. Y, finalmente, ¿cómo fusionar los resultados provenientes de los dife-

rentes bloques?

Desde el punto de vista de las plantas industriales, la forma de recoger
los datos es la mostrada en el caso DCO, ya que cada nodo o bloque recogerá
datos medidos por diferentes sensores. Además, los métodos estudiados son
de estructura jerarquizada y se va a disponer de nodos de procesado y de
un nodo central que procese los resultados de dichos nodos.

En [Livani and Abadi, 2010] se propone un método basado en PCA
distribuido usando factorización QR y agrupamiento de datos en clústers.
Aquí los bloques analizan los datos para agruparlos en clústers y son estos
clústers lo que se envía al procesador central. La detección de fallos que
aplica este método se basa en el análisis de la evolución de los clústers a lo
largo del tiempo.

Existen otros métodos que tienen en común el hecho de aplicar los si-
guientes tres pasos: dividir la planta en bloques, definir un método FDI local
en cada bloque y fusionar toda la información de los bloques para dar un
resultado global.

El método basado en Sparse PCA (SPCA) [Zou et al., 2006,d'Aspremont
et al., 2007] es una variante del PCA que se puede aplicar para crear grupos
de variables. Mediante el Sparse PCA se consiguen obtener unos componen-
tes principales, que son combinación lineal de las variables originales, pero,
a diferencia del PCA normal, los valores que multiplican a algunas variables
en dicha combinación lineal son cero. De tal forma que se puede usar ca-
da uno de los componentes principales para decidir qué variables formarán
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parte de cada uno de los bloques: en un bloque sólo se incluirán aquellas
variables con valores no nulos dentro del componente principal asignado a
dicho bloque. Este método se utilizó en [Grbovic et al., 2012] para descentra-
lizar una planta. Posteriormente, se desarrolló un método de clasificación de
fallos en el que cada bloque fue entrenado para clasificar fallos, pero con la
particularidad de que cada uno de los bloques sólo era capaz de detectar una
número limitado de fallos. Finalmente, se usó un método basado en entropía
para fusionar los resultados procedentes de cada uno de los bloques.

Otro método es el DDPCA que aplica una descentralización usando da-
tos pasados [Tong and Shi, 2016], y crea un bloque para cada variable ba-
sándose en la información contenida en la matriz de correlaciones. En este
método se obtiene un bloque por variable, incluyéndose únicamente en cada
grupo aquellas variables altamente correlacionadas con la variable a la que
pertenece el bloque. En cada uno de los bloques se implementa un método
local de detección de fallos, cuyos resultados son fusionados con un método
bayesiano para llegar a un resultado único global.

El método WDDPCA parte del DDPCA anterior, pero introduce un
pesado o ponderado de las variables [Tong et al., 2017] a la hora de crear
los bloques, de tal forma que sigue habiendo un bloque por variable, pero
en cada uno de ellos están incluidas ahora todas las variables. A la hora de
trabajar con los métodos locales de detección de fallos, cada variable verá
multiplicados sus valores instantáneos por un peso que dependerá del grado
de correlación de dicha variable con la variable a la que pertenezca el bloque.

Los métodos que explicaremos a continuación son métodos distribuidos,
que siempre usan el método PCA en cada bloque para detectar fallos, y el
método de Bayes para fusionar los resultados. La principal diferencia entre
unos métodos y otros es la forma de dividir la planta en bloques.

En [Ge and Song, 2013] se realiza la descentralización de la planta crean-
do cada uno de los bloques según las diferentes direcciones de los componen-
tes principales del modelo PCA. Las variables incluidas en cada bloque se
deciden analizando los coeficientes correspondientes en la matriz de cargas
del modelo PCA. Además, se construye un bloques adicional en el subespacio
de residuos. En cada uno de los bloques se trabaja con la parte del modelo
PCA que corresponde a las variables incluidas en el mismo, obteniéndose
valores locales para los estadísticos T 2 y Q, de modo que un fallo se detecta
cuando en alguno o algunos de los bloques estos estadísticos superan sus
respectivos umbrales (el usuario debe decidir en cuantos bloques debe haber
una anomalía para considerar la existencia de fallo).

Otra posibilidad para distribuir la planta a partir del análisis de las
relaciones entre variables se muestra en [Jiang and Yan, 2014], donde se
plantea el uso de la información mutua. Esta permite cuantificar el nivel de
influencia que una variable tiene en otra, por tanto, los grupos de variables
se crean uniendo aquellas variables con alto valor de información mutua.
Posteriormente, en cada bloque se crea un modelo PCA local que servirá
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para detectar los fallos en el correspondiente bloque. Los resultados de los
estadísticos de cada bloque se usan para definir una posición en el espacio
que, posteriormente, se comprueba si está alejada de la región considerada
como de comportamiento normal, y, en ese caso, se detecta un fallo.

También en [Tian et al., 2019] se analizan las relaciones entre variables
para configurar los grupos. En este caso se utiliza la función de cópula que
tiene en cuenta tanto los niveles de correlación entre las variables como
los patrones de correlación, de tal forma que se agrupan las variables cuya
función de cópula supere un cierto umbral. Luego se implementa un PCA
en cada bloque y se obtiene el resultado de la detección global fusionando
los resultados locales usando inferencia bayesiana.

En [Jiang and Huang, 2016, Jiang et al., 2016] se plantea el uso de un
algoritmo genético para realizar la división de la planta. Para ello se define
una función objetivo que mide el rendimiento del método de detección de
fallos para cada una de las configuraciones descentralizadas. De tal forma
que el algoritmo genético seleccionará aquella configuración de bloques que
proporcione un valor óptimo de rendimiento. Posteriormente, en cada bloque
se implementa un modelo PCA y los resultados locales se fusionan mediante
inferencia bayesiana.

2.8.2. Métodos de FDI con distribución de los métodos

En el área de la monitorización de procesos hay gran diversidad de méto-
dos para realizar la detección, la identificación y la diagnosis de fallos, pero
no se puede afirmar que ninguno sea superior a otros. Es imposible encontrar
un método que sea más eficaz que los demás en cualquier tipo de situación,
y mucho menos cuando se trabaja en plantas de gran complejidad [Ng and
Srinivasan, 2010,Ghosh et al., 2011b,Zhang and Ge, 2015]. Usualmente, se
suele trabajar con un sólo método FDI, pero en los últimos años se han
presentado propuestas que aplican varios métodos trabajando de forma pa-
ralela que procesan toda la información recogida en la planta y fusionarlos,
de forma que al combinar un conjunto de métodos se puedan aprovechar
las fortalezas de cada uno de ellos y compensar las debilidades [Dasarathy
and Sheela, 1979,Hansen and Salamon, 1990,Ghosh et al., 2011a]. Cuanto
mayor diversidad de métodos se utilicen mejor será el resultado obtenido,
esto se debe a que cada uno de los métodos aplicados trabajará con un mo-
delo o visión de la planta diferente a la del resto de métodos, y, por tanto,
cada método presentará errores diferentes a los de los demás. Por tanto, al
ensamblar todos los métodos, estos errores individuales se compensen y el
error total se reduzca, dando lugar a un resultado final mejor que si sólo se
usase un único método FDI [Zhang and Ge, 2015].

Al aplicar la distribución a los métodos FDI es importante contar con
una técnica de toma de decisiones que permita fusionar los resultados de
cada uno de los métodos de cara a obtener un único resultado. Este aspecto
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es de vital importancia ya que no siempre los métodos utilizados van a dar
el mismo resultado de diagnosis [Ghosh et al., 2011a].

En el método desarrollado por [Ghosh et al., 2011a], que se basa en
clasificación de fallos, se toman los resultados de seis métodos FDI distin-
tos: análisis de componentes principales (PCA), análisis de componentes
independientes (ICA), kernel PCA, k vecinos más cercanos (KNN), análisis
del discriminante de Fisher, y redes neuronales artificiales; en la siguiente
etapa se fusionan los resultados de cada método usando un tipo de fusión
denominando Dempster–Shafer que combina las evidencias proporcionadas
por diversas fuentes para obtener una decisión final con un cierto grado de
creencia. Finalmente, se aplica un sistema de fusión selectiva que elimina
del proceso aquellos clasificadores que presentan un alto grado de similitud
con otros.

Otro método de clasificación de fallos con métodos distribuidos es el
propuesto por [Zhang and Ge, 2015] se usan varios métodos de detección
e identificación de fallos, pero aplicados a distintos niveles de la planta, de
modo que se puede aplicar un método para una sección grande de la planta,
a la vez que se emplea otro método para monitorizar únicamente un dispo-
sitivo contenido en esa sección. Finalmente, los resultados que entregan los
métodos son fusionados mediante el método Dempster–Shafer, ya que este
método permite fusionar los clasificadores obtenidos, al permitir trabajar
con clases que no son excluyentes.

En el caso del método propuesto por [Ghosh et al., 2011b] la fusión de
los resultados de diversos métodos FDI, como son filtros de Kalman, PCA,
Redes neuronales y Mapas auto-organizativos, se realiza usando varias téc-
nicas de fusión: voto ponderado, fusión bayesiana y fusión Dempster–Shafer.
Finalmente se comparan los resultados obtenidos con estas tres técnicas.

Pero, estos métodos basados en clasificación presentan un problema im-
portante y es que se hace necesaria mucha información previa de los di-
ferentes fallos que se pueden presentar en el sistema y no se identifican
correctamente nuevos fallos.

2.8.3. Métodos de FDI con distribución de la computación

En las últimas décadas se han desarrollado diversas formas de ampliar
la capacidad de cálculo de los ordenadores. Dos de las más populares son
la computación en paralelo y la computación distribuida. La primera de
ellas, computación en paralelo, consta de varios procesadores que trabajan
de forma independiente pero comparten un única memoria, esto ocurre con
los procesadores con varios núcleos; mientras que la segunda alternativa,
computación distribuida, cada procesador dispone de su propia memoria y
se comunica con los demás mediante mensajes, en esta caso se trata de orde-
nadores completos unidos a través de una red de comunicación [Garraway,
1999].
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Dentro de la segunda categoría existen diferentes arquitecturas como
Hadoop, MapReduce, Spark y otros [Ghemawat et al., 2003,Dean and Ghe-
mawat, 2008,Shvachko et al., 2010,Zaharia et al., 2010].

En grandes plantas industriales se puede plantear esta forma de trabajar
para evitar la transmisión de grandes cantidades de datos, ya que cada
uno de los procesadores de la red se ocupa de hacer los cálculos necesarios
con los datos que tiene disponibles y sólo transfiere a la red los resultados.
Esto, que ha sido ampliamente utilizado dentro del campo del Big data
[Fassò and Cameletti, 2009, Zaharia et al., 2010, Chen and Zhang, 2014],
es posible aplicarlo tanto a la computación distribuida y en paralelo para
calcular un modelo PCA (que puede ser usado posteriormente para detectar
fallos) usando diferentes librerías de las arquitecturas antes mencionadas
[Elgamal and Hefeeda, 2015], o computación en la nube [Wu et al., 2016],
como directamente a la diagnosis de fallos [Nakamura et al., 2017,Zhu et al.,
2017]. Así, [Nakamura et al., 2017] emplea la computación distribuida para
entrenar muchos modelos de clasificación de fallos, para, finalmente, elegir
el más eficaz que es el que usará luego para monitorizar la planta.

El trabajo de [Wu et al., 2016] aplica el método de análisis de compo-
nentes principales de forma distribuida mediante técnicas de computación
en la nube. Aquí es la arquitectura Hadoop la que sirve para realizar el al-
macenamiento de datos de los bloques, y la arquitectura Spark para realizar
el cálculo distribuido y paralelo de los modelos PCA (que facilita y agiliza
la descomposición de la matriz de covarianza del PCA).

En el caso de [Zhu et al., 2017] se divide la instalación en bloques, agru-
pando las variables del proceso por su pertenencia a cada uno de los disposi-
tivos de la planta. Después se utiliza la arquitectura MapReduce para llevar
a cabo la computación en cada uno de los bloques de los modelos PCA.
Finalmente, se establece una monitorización jerarquizada en la que se ana-
liza la planta completa, cada uno de los bloques y, finalmente, las variables
individuales.

Otra alternativa para hacer la distribución del cálculo sin utilizar estas
arquitecturas, es simplemente tener varios nodos de procesamiento y realizar
parte de los cálculos en cada uno de esos nodos, como se muestra en [Wu
et al., 2018]. Haremos aquí una revisión de algunos de estos métodos del
tipo DCO y con estructura jerarquizada, se pueden ampliar la información
sobre estos métodos en [Wu et al., 2018].

Estos métodos se utilizan sobre todo en el área de aprendizaje automá-
tico y tratan de crear un modelo PCA global en el nodo maestro, con la
información procesada y enviada por los nodos esclavos. Luego, este modelo
PCA global es el que se usa para resolver el problema final, bien desde el
nodo central o bien enviando el PCA global a cada nodo y trabajando de
forma distribuida con dicho PCA global en cada nodo.

En [Bai et al., 2005] se propone un método basado en la factorización
QR. Para ello, los bloques en los que se ha divido la planta procesan los datos
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que se les han asignado mediante una factorización QR y la mitad de ellos
envían sus resultados a la otra mitad. Esta otra mitad que recibe datos une
lo que ha recibido a sus resultados y repite la factorización. Este proceso se
repite hasta que sólo queda un bloque que reciba datos. Finalmente en este
bloque se hacen una serie de operaciones que dan como resultado un modelo
PCA con los resultados transmitidos por los bloques. Los parámetros del
PCA se envían luego a cada uno de los nodos para ser usado en los cálculos
que realizarán estos posteriormente cuando trabajen en línea tomando datos.

Otro método para realizar la descentralización es el método CPCA, pro-
puesto en [Kargupta et al., 2001]. En esta propuesta cada nodo obtiene un
modelo PCA de los datos que le corresponden y envía las matrices resultan-
tes de dicho PCA al nodo central. Éste, a su vez, construye un modelo PCA
global a partir de los modelos locales, que será el que se use posteriormente
en el sistema para procesar nuevos datos.

Otra posibilidad es la propuesta de [Qu et al., 2002]. El proceso seguido
en este método, (en inglés, Merging PCA), parte de una división de la planta
en bloques, en cada uno de los cuales se genera un modelo PCA que enviará
sus datos al procesador central, que procesará todos los resultados recibidos
mediante un PCA global y, finalmente, devolverá a los bloques los datos de
este modelo para que lo usen en el procesado local de los datos.

2.9. Toma de decisiones multi-criterio

Cuando se aplican varios métodos en un sistema de monitorización surge
el problema de fusionar los resultados de cada uno de los métodos, es decir,
se necesita hacer una toma de decisiones basada en los distintos métodos
para alcanzar una diagnosis final.

La toma de decisiones basada en múltiples criterios, (Multicriteria De-
cision Making (MCDM)), es una técnica muy aplicada en diferentes áreas
como pueden ser la inversión financiera [Kou et al., 2014,Pineda et al., 2018],
mantenimiento de instalaciones [Dhanisetty et al., 2018], gestión energéti-
ca [Villacreses et al., 2017], detección e identificación de fallos [Zhang and
Ge, 2015], etc., que busca dar una solución única cuando se dispone de
diferentes opciones evaluadas usando múltiples criterios [Behzadian et al.,
2012,Mardani et al., 2015].

En muchas ocasiones se plantea el problema de tener que elegir entre
varias soluciones u opciones para sortear un problema. Además, no suele
existir un criterio único para valorar la idoneidad de cada solución. Aquí
es donde entra el MCDM, cuyo objetivo es dar soporte al responsable de
la toma de decisiones en la elección de la solución. Las técnicas MCDM se
basan en los diferentes criterios utilizados para dar una valoración única a
cada solución, y facilitar así la elección, ya que, simplemente, se opta por
aquella opción con mejor resultado final.
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Las etapas de un proceso de toma de decisiones MCDM son [Majumder,
2015]:

1. Identificar el objetivo perseguido con la toma de decisiones.

2. Selección de los criterios para valorar cada solución/opción.

3. Selección de las soluciones/opciones a considerar.

4. Definición de la ponderación a aplicar a cada criterio.

5. Definir el criterio de agregación.

6. Toma de decisiones basada en los resultados de la agregación.

El método MCDM debe definir cómo se hace la ponderación y agre-
gación de los resultados entregados por cada criterio de cada una de las
soluciones/opciones consideradas.

2.9.1. Operadores OWA

Un método muy utilizado para realizar tomas de decisiones son los opera-
dores de media ponderada ordenada (Ordered Weighted Averaging (OWA))
introducidos por [Yager, 1988]. Son operadores lingüísticos basados en Lógi-
ca Difusa que buscan obtener una decisión final y global basada en las pun-
tuaciones que ha obtenido cada opción al aplicar los criterios utilizados, de
tal forma que, si una opción obtiene las puntuaciones: < α1, α2, α3, ..., αn >,
siendo α1 la puntuación otorgada por el criterio 1, α2 la del criterio 2, etc.
y se ordenan de mayor a menor, se obtiene el vector: < β1, β2, β3, ..., βn >,
donde β1 es la mayor puntuación y βn es la menor, y n es el número de
criterios aplicados.

El operador OWA se define con un vector de pesos w =< ω1, ω2, ω3, ..., ωn >
que multiplica al vector de puntuaciones ordenadas < β1, β2, β3, ..., βn > de
la siguiente forma:

F (α1, α2, α3, ..., αn) =
n∑
j=1

ωjβj (2.41)

El valor de cada uno de los elementos del vector de pesos w determina
cómo se va a realizar la agregación. Este vector puede ser obtenido mediante
cuantificadores lingüísticos difusos [Yager, 1996, Liu and Han, 2008,Yager,
2020], como son los del tipo regular monótono creciente (RIM), que permiten
usar criterios de agregación basados en términos lingüísticos, haciendo más
sencillo su manejo.

Un cuantificador Q del tipo RIM debe cumplir que: Q(0) = 0, Q(1) = 1
y Q(x) ≥ Q(y) si x ≥ y [Yager, 1996]. La forma de obtener cada elemento j
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del vector de pesos w es mediante la expresión:

ωj = Q
(
j
n

)
−Q

(
j−1
n

)
(2.42)

El cuantificador definido con la expresión: Q(r) = rα es del tipo RIM,
y requiere seleccionar un valor para el parámetro α. Sus pesos se calculan
aplicando la expresión 2.42:

ωj =
( 1
n

)α
−
(
j − 1
n

)α
(2.43)

Un operador OWA puede ser caracterizado mediante su valor de orness
y/o andness [Yager, 1993,Yager, 1996, Fuller and Majlender, 2001], de tal
forma que:

orness(w) = 1
n−1

n∑
j=1

(n− j)ωj

andness(w) = 1− orness(w)
(2.44)

Los valores de orness y andness siempre van a estar comprendidos en
el rango [0, 1]. Un valor elevado de orness implica que el operador realizará
la toma de decisiones tomando en cuenta sólo las puntuaciones más altas
obtenidas y desechando el resto (baja aversión al riesgo). Por contra, un valor
bajo de orness (es decir, un valor alto de andness) implica que el operador
OWA va a tener en cuenta la mayoría de las puntuaciones obtenidas (incluso,
todas) y por tanto va a ser más exigente, ya que para obtener un resultado
final alto, cada opción analizada necesitará ser puntuada con altos valores
por todos o casi todos los criterios empleados (alta aversión al riesgo). Esto
permite al usuario, en función del riesgo que quiera o que pueda asumir,
elegir un operador u otro.

Para el cuantificador RIM Q(r) = rα, citado antes, su valor de orness se
obtiene con la expresión:

ornessrα = 1
1 + α

(2.45)

de modo que un valor alto de α lleva a un valor próximo a cero de orness;
y un valor de α próximo a cero, a un valor cercano a 1 de orness.

2.10. Resumen
En este capítulo se presenta la monitorización de procesos industriales y

se justifica su importancia. Dentro de este campo se introduce el concepto
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del control estadístico de procesos y se presentan las principales técnicas del
control univariable.

Después se explica el proceso de detección e identificación de fallos, con
una clasificación de los métodos existentes para llevarlo a cabo. Además
se presentan las características que deben tener estos métodos así como la
forma de evaluar su efectividad.

Dentro de los métodos existentes para realizar la detección e identifica-
ción de fallos basada en datos y con métodos de control estadístico de proce-
sos se exponen dos de los más utilizados como son el análisis de componentes
principales y el análisis de variables canónicas. Además se presentan algunos
métodos usados por otros autores.

A continuación se presenta un estado del arte de los métodos de detec-
ción e identificación de fallos de tipo distribuido, justificando su utilización
y mostrando sus ventajas, y se muestra un clasificación de los diferentes
métodos existentes. Algunos de estos métodos se explican brevemente.

También se presentan unos conceptos básicos acerca de la toma de deci-
siones y de un método concreto como son los operadores OWA para realizar
dicha toma de decisiones.
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Resumen
En esta segunda parte de la tesis se van a exponer las propuestas de métodos
FDI distribuidos, las pruebas que se han llevado a cabo con ellas y los
resultados obtenidos.

Primero, se presentan una serie de pruebas que se han llevado a cabo
con un método descentralizado sencillo y se comparan sus resultados con
propuestas de métodos descentralizados propuestos por otros autores. Esto
ha servido para comprobar si este tipo de aproximación distribuida o des-
centralizada es eficaz en la detección y diagnóstico de fallos, y, por tanto, si
era interesante seguir investigando en esta línea de trabajo.

A continuación se presenta una propuesta de esta tesis de método FDI
basado en la distribución de modelos, de modo que divide la planta en varias
partes y con cada una de ellas se crea un modelo para la detección de fallos.
Posteriormente los resultados de cada uno de los modelos son fusionados
para obtener un resultado global.

A continuación se presenta la propuesta de esta tesis para hacer una
diagnosis distribuida de métodos FDI, de modo que se dispone de varias
técnicas que se aplican a la diagnosis de la planta completa. Luego, los
resultados de dichas técnicas se fusionan para conseguir un único resultado.

Finalmente, se presenta otra propuesta, esta vez es una aproximación
distribuida en la que la distribución se hace en los cálculos realizados para
la diagnosis. De tal forma que se dispondrán varios nodos independientes
que realizarán operaciones con la información recibida de cada una de las
variables medidas en la planta. Como en los casos anteriores, se fusionarán
los resultados para conseguir un resultado global.

Palabras claves
Diagnosis de fallos. Métodos distribuidos. Distribución de los modelos. Dis-
tribución de los métodos. Distribución de los cálculos.
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Capítulo 3

MÉTODOS PCADISTRIBUIDOS.
ESTUDIO PREVIO

3.1. Introducción

Cuando se trabaja en plantas de gran tamaño, con un alto grado de
complejidad, disponer únicamente de un procesador central puede no ser
factible debido a que este procesador no sea capaz de procesar todos los
datos recogidos en la planta. La división de la instalación en bloques inde-
pendientes, contando cada uno con su propio procesador, puede facilitar la
monitorización del proceso [Grbovic et al., 2012, Yin et al., 2014, Ge and
Chen, 2016, Jiang and Huang, 2016,Ge, 2017]. De esta forma, cada bloque
realiza el procesado y monitorización de la parte de la planta que le co-
rresponda, y envía al procesador central únicamente los resultados de sus
cálculos. El procesador central recopila los resultados de las monitorizacio-
nes locales y los fusiona para dar un resultado global. Esta forma de trabajar
es la base de los métodos distribuidos o descentralizados.

3.2. Métodos distribuidos de cálculo de PCA

Como un primer acercamiento a los métodos distribuidos se va a com-
probar si realmente es efectivo aplicar una descentralización. Por un lado,
se implementará un PCA centralizado, que servirá como punto de parti-
da y como base para realizar la comparativa. También se implementará un
método PCA descentralizado sencillo siguiendo la aproximación I, es decir,
proponer un método PCA local en cada nodo en que se divida la planta, y,
por otro lado, se implementarán diversas opciones obtenidas de la literatura
para realizar PCA descentralizados [Wu et al., 2018]. En estos métodos no
se crea un PCA local, sino que se trata de calcular un PCA global, pero
descentralizando su cálculo, es decir, realizando ciertas operaciones en cada
nodo, enviando estos cálculos al nodo central donde se utilizarán para gene-
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rar un PCA global. Después este PCA global se pasa a cada nodo y es el que
se usa para detectar fallos en cada nodo. Por lo tanto, se trata de estudiar si
desde el punto de vista de la detección de fallos, es más útil detectar fallos
con PCA locales o con PCA globales calculados de forma descentralizada. A
continuación, describiremos con más detalle los métodos utilizados en esta
comparativa.

3.2.1. PCA distribuido. Cálculo de PCA locales

En este caso se dividirán las variables de la planta en diferentes grupos.
La forma de hacer esa división será aplicando criterios topológicos, es decir,
las variables se agruparán en función de su proximidad. En cada uno de
estos bloques se creará un modelo PCA con los datos correspondientes a las
variables de dicho bloque.

Ahora, en cada bloque se analizarán los datos medidos en la planta en
tiempo real con el correspondiente modelo PCA y, una vez que un bloque
detecte un fallo, hará la identificación usando la contribución a Q. Después
enviará el instante de detección del fallo y los valores de contribución de
cada variable al nodo central.

En cuanto al procesador central, si en un instante ningún bloque ha en-
viado información acerca de la detección de un fallo, se espera a la siguiente
toma de datos, pero si se recibe información referente a la detección de un
fallo, se comprobará en cuál de los bloques ha detectado antes el fallo, que-
dándose con la información de dicho bloque y descartando la de los demás.
El instante de detección del bloque seleccionado se convertirá en el instan-
te de detección global, y la variable de este bloque con el mayor valor de
contribución a Q será la responsable del fallo, también a nivel global.

Por tanto, a nivel global, el fallo se detectará en aquel bloque que in-
forme antes de un fallo y las variables responsables del fallo serán aquellas
que tengan mayor contribución al estadístico Q dentro del bloque en el que
antes se detecte el fallo. Es de esperar que en otros bloques se acabe detec-
tando el fallo si éste se extiende por la planta, pero se hará unos instantes
después. En caso de que se detecte el fallo en el mismo instante en varios
bloques, se tomarán los resultados de contribuciones a Q de estos bloques y
se seleccionará la variable que tenga el valor más alto.

3.2.2. Método PCA distribuido con factorización QR

El primer paso de este método [Bai et al., 2005] consiste en dividir la
planta en s bloques con el mismo número de variables cada uno: m, de
forma que en cada bloque i se disponga de una matriz de observaciones Xi,
de dimensiones ni ×m, siendo ni el número de observaciones del bloque i.

Se dispone de s bloques, y se elegirá dicho valor de modo que sea una
potencia de 2, es decir: s = 2l. En caso de no ser así, se crearán matrices
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vacías, Xi para unos bloques ficticios que completarán los huecos entre el
valor real de s y s++, siendo s++ = 2l.

Ahora se seguirán los siguientes pasos:

Paso 1: Se normalizan los datos de cada bloque al rango [0, 1] y, luego, a
media 0. En todos los bloques, se normalizan los datos a media 0, restando a
cada elemento de Xi la media de su columna. (Este paso difiere del método
de [Bai et al., 2005], pero es necesario para calcular T 2 y Q). La matriz
normalizada X̄i es descompuesta según la factorización QR:

X̄i = Q(0)
i R(0)

i (3.1)

siendo R(0)
i una matriz triangular superior de dimensiones n×n. Después, se

envían los datos: ni y x̄Ti (vector de medias por columnas) al bloque s = 0,
y, los bloques i, con i ≥ s

2 , envían R(0)
i al bloque (i− s

2). No se envía Q(0)
i .

Paso 2: El bloque i, con 0 ≤ i < s
2 , realiza la descomposición: R(0)

i

R(0)
i+s/2

 = Q(1)
i R(1)

i (3.2)

siendo R(1)
i de dimensión m×m. Después, el bloque i envía la matriz R(1)

i

al bloque i− s
4 .

Paso 3: Se ejecuta este bucle de descomposiciones QR y envíos de matrices
hasta que el bloque 0 reciba la matriz R(l−1)

1 , después de l = log2s etapas.
Finalmente, el bloque 0 descompondrá la matriz siguiente:(

R(l−1)
0

R(l−1)
1

)
= Q(l)

0 R(l)
0 (3.3)

siendo R(l)
0 una matriz de dimensiones m×m. A continuación se construye

la siguiente matriz y se calcula su descomposición QR:

√
n0(x̄0 − x̄)√
n1(x̄1 − x̄)

.

.

.

R(l)
0


= QR (3.4)

siendo:

x̄ ≡ 1
n

s−1∑
i=0

nix̄i (3.5)
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Y se obtiene una matriz R (m × m), sobre la que se genera un PCA,
haciendo la descomposición en valores singulares de su matriz de covarianza
S. Después, se envía la información del PCA a cada bloque.

Para aplicarlo a detección de fallos, se calculan los estadísticos T 2 y Q
locales, con sus umbrales. Las nuevas medidas serán normalizadas y proce-
sadas en cada bloque, siguiendo con el proceso de diagnosis de fallos de un
PCA normal.

3.2.3. Método CPCA

Según se especifica en [Kargupta et al., 2001], se divide el sistema en s
bloques, en cada uno de los cuales se toman datos del sistema funcionando en
condiciones normales, obteniendo en cada bloque i, una matriz de datos: Xi.
Estas matrices tendrán el mismo número de observaciones, n, pero cada una
de ellas contará con un número de variables: mi, específico de cada bloque.
En cada uno de los bloques, se hace un modelo PCA con las matrices de
datos correspondientes, y se calculan los componentes principales locales, Ti

usando la matriz de cargas Pi:

Ti = XiPT
i (3.6)

Después, cada bloque i envía su correspondiente matriz Ti y su matriz
de cargas Pi al procesador central. Esto evita enviar las matrices de datos
completas Xi, que son de mayor dimensión que Ti. El procesador central
construye una matriz global de componentes principales, T:

T = [T1,T2, ...,Ts] (3.7)
Además de la matriz diagonal por bloques que incluye las matrices de cargas
Pi:

P =



P1 0 . . . 0
0 P2 . . . 0
. . . .
. . . .
. . .
0 0 . . . Ps


(3.8)

y se debe cumplir que:

T = XP (3.9)
donde X es la matriz que agrupa las matrices de datos xi de cada uno de
los bloques. La matriz global de observaciones se aproxima de la siguiente
forma:

X̂ = TPT (3.10)
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Sobre esta matriz X̂ se crea un modelo PCA, y se calcularán sus compo-
nentes principales, matriz de cargas, etc. Este modelo PCA global se utiliza
para calcular los umbrales globales para los estadísticos T 2 y Q del mismo
modo que con un PCA usual. Finalmente, cada nueva observación se procesa
en los bloques y en el nodo central, generando el vector de datos estimado:
x̂, y se obtienen los valores de los estadísticos para realizar la detección.
Para la identificación se procede con la contribución a Q como en el caso
anterior.

3.2.4. Método PCA distribuido fusionado

En este método [Qu et al., 2002] el sistema se divide en s bloques, que
cuentan cada uno con el mismo número de variables: m. En cada bloque i se
crea una matriz de datos Xi, de dimensiones ni ×m, que es normalizada al
rango [0, 1] y a media 0. En cada bloque se crea un modelo PCA, tomando
un cierto número de componentes principales en cada uno de ellos, definido
previamente por el usuario.

A continuación, cada bloque i enviará al nodo central los siguientes datos
de sus respectivos modelos PCA: número de observaciones del bloque, ni;
número de componentes principales seleccionados, ki; media de las columnas
de Xi, x̄i; matriz diagonal con los cuadrados de los autovalores más altos en
la diagonal (λi), Λ̃i; y matriz de cargas, Pi.

En cada modelo PCA local, cuando se efectúa la descomposición en
valores singulares de la matriz de covarianza nSi del bloque, y se obtiene:

niSi = (Xnorm
i )TXnorm

i = PiΛiPT
i (3.11)

Pero, este paso se va a hacer de la siguiente forma:

Xnorm
i = ViΛiPT

i (3.12)

Siendo: Λi = λTi λi = λ2
i y siendo Xnorm

i la matriz de datos normali-
zada del bloque i. Se calculan y envían al procesador central las matrices
reducidas: Λ̃i y P̃i, obtenidas a partir de los componentes principales.

En dicho procesador central se genera la aproximación a la matriz global
de covarianza de la siguiente forma:

S̃ =
s∑
i=1

P̃iλ̃
2
i P̃T

i +
s∑
i=1

ni(x̄i − x̄)(x̄i − x̄)T (3.13)

Y se hace la siguiente descomposición en valores singulares:

S̃ = 1
n

UDUT (3.14)

La matriz S̃ servirá para crear un modelo PCA global, en el que se
obtendrán las matrices: Λ̃ y P̃. El procesador central enviará a cada bloque:
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la matriz P̃, el vector de valores medios de cada columna a nivel global: x̄
y los valores de los umbrales de T 2 y Q, que habrá que calcular también.

Para la detección de fallos, cada nueva observación para un bloque i:
zi, se proyectará en el espacio de dimensión reducida global de la siguiente
forma:

z̃i = znormi P̃ (3.15)

donde znormi representa el vector de observaciones zi normalizado a media 0
con la media local. Finalmente se calculan los valores de T 2 y Q para dicha
observación y se comprueba si se superan los correspondientes umbrales.

3.2.5. PCA distribuido usando factorización QR y agrupa-
miento de datos en clústers

Este método [Livani and Abadi, 2010] incluye ya el procedimiento para
aplicarlo a la detección de fallos, y se entrena de la siguiente forma: se parte
de los (s − 1) bloques en los que se ha dividido el sistema y en los que,
inicialmente, se toman datos en condiciones normales de funcionamiento y
se incluyen en las matrices Xi de cada uno de los bloques (0 ≤ i ≤ (s− 1),
todas ellas con ni filas y m columnas). Por tanto, todos los bloques deben
tener el mismo número de variables.

Después, todas las matrices de datos se normalizan por columnas al rango
[0, 1], y cada uno de los (s−1) bloques aplica las sucesivas descomposiciones
y factorizaciones QR descritas en la Sección 3.2.2. Finalmente se llega a una
matriz R a partir de la cual se obtiene la matriz de covarianza:

S = 1
n

RTR, n =
s−1∑
i=0

ni (3.16)

Se crea un modelo PCA usando esta matriz de covarianza, y, una vez se
tienen los componentes principales, se selecciona aquel que lleva asociado el
autovalor mas alto: ϕ.

Se establece ahora el perfil normal de funcionamiento agrupando, en cada
bloque, los datos sin fallo en clústers. Cada uno de estos clústers ocupará
una región del espacio, y estará definido por el centroide y el radio de dicho
clúster.

Finalmente, cada bloque enviará al nodo central la información de sus
clústers: centroides y radios. El nodo central establece el perfil de funciona-
miento normal obteniendo la distancia entre los clústers y el primer compo-
nente principal calculado antes, y tomando la máxima:

dmax = max{d(Cj
i , ϕ)} (3.17)
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donde d(Cj
i , ϕ) es la distancia del clúster j perteneciente al bloque i a ese

componente ϕ. Si cji y r
j
i , representan el centroide y el radio, respectivamen-

te, del citado clúster, la distancia a ϕ es:

d(Cj
i , ϕ) = dp(cji , ϕ) + rji (3.18)

siendo :

dp(cji , ϕ) = sqrt((
∥∥∥(cji − x̄)

∥∥∥)2 − (ϕT (cji − x̄))2) (3.19)

y x̄ es el vector de medias global.
A continuación se puede empezar el proceso de detección de fallos, cuyo

umbral será la distancia mayor de entre las calculadas antes entre los clústers
y el primer componente principal. Cuando entren nuevos datos, se agruparán
en clústers, como se ha hecho con los datos sin fallo, se enviarán al procesador
central que comprobará si alguno de los nuevos clústers está situado a una
distancia del primer componente principal mayor que la que se estableció
como umbral. En caso afirmativo se entenderá que el sistema ya no trabaja
en condiciones normales y existe un fallo. O dicho de otra forma:

{
d(Cji , ϕ) > dmax =⇒ Datos anómalos
d(Cj

i , ϕ) ≤ dmax =⇒ Datos normales

}
(3.20)

De cara a evitar falsas alarmas, se puede establecer un cierto número de
clústers anómalos, por encima del cuál se avise de un fallo en el sistema.

Para realizar la identificación de fallos, se propone tomar aquellos blo-
ques en los que se han encontrado clústers a una distancia mayor de la
establecida en el perfil de funcionamiento normal y, de estos, se eligen los
que hayan detectado antes el fallo. En estos bloques se procede a calcular
la contribución de cada variable al estadístico Q en el instante del fallo,
identificando como responsables a aquellas variables con valores más altos
de contribución.

3.3. Comparativa entre método centralizado y mé-
todos distribuidos

Se presentan ahora los resultados de aplicar los métodos expuestos an-
teriormente en dos plantas: una red de distribución de agua potable, y una
depuradora de aguas residuales. La forma de evaluar el desempeño de las
propuestas es comparar la cantidad de fallos detectados, la cantidad de fa-
llos identificados correctamente, el retraso en la detección del fallo desde que
este aparece y los índices OTI y TI que se explican a continuación.
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El porcentaje de observaciones anómalas en ausencia de fallo se mide
con el índice OTI (Overall Type I risk):

OTI = nf
INOC

∗ 100 (3.21)

siendo nf el número de observaciones detectadas como anómalas cuando no
existe fallo, y INOC el número total de observaciones en ausencia de un fallo.
De cara a evitar la aparición de falsas alarmas, se propone el requisito de
que solamente se detecte un fallo cuando hayan sucedido un cierto número
de observaciones anómalas. Esa cantidad de observaciones se debe ajustar
de modo que, en ausencia de fallo, no se detecte ninguna anomalía en el
sistema. La presencia de falsas alarmas aún a pesar de establecer ese número
de observaciones anómalas consecutivas se mide mediante el índice TI (en
inglés, Type I risk):

TI = nfa
ns

(3.22)

donde nfa es el número de simulaciones en las que hay falsas alarmas en los
instantes previos a la aparición del fallo y ns es el número de simulaciones.

3.3.1. Caso de estudio I: Red de distribución de agua potable

Los métodos propuestos antes se van a poner a prueba en una red de
distribución de agua potable, descrita en el Anexo A.1.

3.3.1.1. Metodología experimental

Se trabajará con datos de simulaciones cuya duración será de 200 instan-
tes, apareciendo el fallo en el instante 150 y se descartarán las 100 primeras
observaciones ya que se consideran parte de la estabilización inicial de la
planta.

A la hora de aplicar los métodos, después de probar con diferentes valores
y seleccionar los que dan mejor resultado, se han establecido las siguientes
condiciones: todos los PCA seleccionarán un número de componentes prin-
cipales tal que estos retenga un 70 % de la varianza de los datos y un fallo
será detectado cuando hayan sucedido 5 observaciones anómalas consecu-
tivas. Para el método de factorización QR con clustering, el radio de los
clústers se ha establecido en 0,1 después de probar con varios valores y ser
éste el que dio mejor resultado.

En cuanto a la descentralización de la planta, el PCA global se ha apli-
cado creando un modelo PCA de toda la planta, mientras que los métodos
distribuidos se han aplicado sobre la red dividida en 8 bloques (ver Figura
3.1). Cada bloque esta formado por 9 nodos, desde los que se extrae agua a
la red para su consumo, y 9 tuberías. Por tanto todos los bloques tienen el
mismo número de variables, esto se hace así para poder aplicar los métodos
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de detección e identificación que requieren bloques del mismo tamaño. El
criterio para asignar cada elemento a cada bloque ha sido topológico, de tal
forma que se han agrupado los nodos y tuberías pertenecientes a la misma
rama de la red.

Para probar la capacidad de detección e identificación de los métodos
se dispone de datos sin fallo y de datos con 3 tipos de fallo. Se han hecho
simulaciones para cada tipo de fallo aplicándolos con 2 intensidades de fallo
diferentes, dando lugar a dos simulaciones por cada tipo de fallo. Por tanto,
se dispone de 6 simulaciones diferentes con fallo.

3.3.1.2. Análisis de resultados

Como resumen de las pruebas realizadas se muestran las Tablas 3.1 y
3.2. Los métodos probados han sido el PCA centralizado, PCA distribuido,
Método de componentes principales colectivos (PCA Colectivo), PCA dis-
tribuido fusionado (Merging PCA), PCA distribuido con factorización QR
(PCA (QR)), y PCA distribuido usando factorización QR y agrupamiento
de datos en clústers (PCA & Clustering).

Tabla 3.1: Fallos detectados e identificados, y tasa de falsas alarmas

Método Fallos de-
tectados

Fallos
identifica-
dos

OTI

T 2 Q T 2 Q T 2 Q

PCA Centralizado 0 6 0 2 1.33 5.11
PCA Distribuido 5 6 3 6 1.62 4
PCA Colectivo 1 1 0 0 2.67 0.44
Merging PCA 2 6 2 4 5 2.1
PCA (QR) 4 4 3 3 5 1.875
PCA & Clustering 5 4 0

Tabla 3.2: Retraso en la detección (en instantes) y TI

Método Retraso medio TI (% de pruebas)
T 2 Q T 2 Q

PCA Centralizado - 1.5 0% (0/6) 0% (0/6)
PCA Distribuido 5.67 1.33 0% (0/6) 0% (0/6)
PCA Colectivo 34 10 0% (0/6) 0% (0/6)
Merging PCA 10.5 5.67 0% (0/6) 0% (0/6)
PCA (QR) 6.75 4.5 0% (0/6) 0% (0/6)
PCA & Clustering 5.4 0% (0/6)
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A la vista de los resultados, se observa que los métodos PCA centralizado
y PCA distribuido son capaces de detectar todos los fallos con el estadístico
Q y además con un retardo bajo. Además, el PCA distribuido ha identificado
correctamente todos los fallos con este mismo estadístico. Con un resultado
inferior se encuentra el método de factorización QR, ya que detecta 4 de los
6 fallos, y solo identifica bien a 3 de ellos. Además no es tan rápido para
detectar los fallos.

El método CPCA solamente es capaz de detectar 1 fallo, y ni siquiera
es capaz de hacer la identificación correctamente. Otro método probado es
el Merging PCA que ha detectado todos los fallos con el estadístico Q e
identifica bien 4 de los 6 fallos. Por contra, sus tiempos de detección son los
segundos peores. Con T 2 sólo detecta e identifica 2 fallos.

Finalmente, el método con factorización QR y clustering ha podido de-
tectar 5 de los 6 fallos, e identificar correctamente a 4, aunque no consigue
unos tiempos de detección muy buenos.

Como resumen se puede afirmar que el método PCA distribuido ha sido
el más rápido de todos en detectar los fallos, siendo más sencilla su implan-
tación y procesado que el de los otros métodos. Además es el único que
ha sido capaz de identificar correctamente las variables responsables de los
fallos en todos los casos.

Se van a mostrar ahora los resultados de un fallo concreto para que se
vea el resultado obtenido.

Este fallo consiste en la reducción en un 10 % de la velocidad de la
bomba que aparece en el instante 150 (no se han analizado las primeras 100
observaciones). Al estar localizado en la bomba, situada en la tubería 1, el
fallo debería detectarse en esa tubería o en la tubería número 2, o en el nodo
2, que están justo a continuación de dicha bomba.

Método PCA centralizado: Se dispone de 648 variables y se ha gene-
rado un modelo PCA con 3 componentes principales que retienen un 70%
de la información contenida en los datos originales. En la gráfica 3.2 y en la
Tabla 3.3 se muestran los resultados obtenidos.

Tabla 3.3: Resultados. Método PCA centralizado

Tiempo T 2 Tiempo Q Variable T 2 Variable Q Contribución T 2 Contribución Q
- 150 - Contaminante nodo 307 - 1,899

El método no es capaz de detectar el fallo con el estadístico T 2, mientras
que con Q sí que lo consigue. La detección se produce en el instante 150 y la
identificación da como resultado que la variable responsable es la cantidad
de contaminante en el nodo 307. Esta identificación es incorrecta ya que el
fallo es de la bomba no de la concentración de contaminante.
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Figura 3.2: PCA centralizado. Fallo bomba 10%. Simulación con fallo

Método PCA distribuido: En este caso se dispone de 8 bloques en los
que se realiza la detección e identificación del fallo. Los resultados obtenidos
se muestran en las gráficas 3.3 y 3.4 y en la Tabla 3.4.

Figura 3.3: PCA distribuido. Fallo bomba 10%. Bloques 1-4

En ningún caso el estadístico T 2 llega a superar claramente el umbral
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Figura 3.4: PCA distribuido. Fallo bomba 10%. Bloques 5-8

Tabla 3.4: Resultados. Método PCA distribuido

Bloque Tiempo T 2 Tiempo Q Variable T 2 Variable Q Cont T 2 Cont Q
1 - 155 - Altura nodo 101 - 2,2499
2 - 162 - Fricción tubería 212 - 1,7248
3 - 155 - Altura nodo 301 - 2,2253
4 - 155 - Presión nodo 401 - 2,24271
5 - 162 - Altura nodo 506 - 1,6500
6 - 155 - Altura nodo 601 - 2,2428
7 - 155 - Altura nodo 704 - 2,2475
8 - 155 - Presión nodo 2 - 2,2510

aunque, en algunos bloques, si se ve que al final de la simulación dicho
índice cambia ligeramente su tendencia. Por el contrario, Q sí supera su
umbral en varios bloques. Concretamente, en la gráfica del bloque 8, que es
el que contiene la bomba averiada, es dónde más claramente se observa el
cambio de Q. En los bloques 1, 3, 4, 6, 7 y 8 es donde se detecta primero
el fallo, 5 instantes después de aparecer éste, pero la variable seleccionada
como responsable en el bloque 8 es la que tiene el valor de contribución a Q
mas alto. Por tanto esa será la variable responsable de todo el sistema. Esta
variable es la presión del agua en el nodo 2 que es el que está a continuación
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de la bomba. Por tanto, se considera correcta esta identificación.

Método PCA distribuido con factorización QR: En este caso, al ser
también un método distribuido, se obtienen resultados de los 8 bloques. En
las gráficas 3.5 y 3.6 se muestran los resultados de las 100 observaciones ana-
lizadas (se han eliminado las 100 primeras), apareciendo el fallo en la 50. en
la Tabla 3.5 se han recogido los tiempos de detección, variables encontradas
responsables y los valores de contribución en cada bloque.

Tabla 3.5: Resultados.PCA con factorización QR

Bloque Tiempo T 2 Tiempo Q Variable T 2 Variable Q Cont T 2 Cont Q
1 - - - - - -
2 - - - - - -
3 - - - - - -
4 - 164 - Altura nodo 401 - 0,5484
5 - - - - - -
6 167 - Velocidad tubería 634 - 0,0071 -
7 - - - - - -
8 - - - - - -

Figura 3.5: PCA con factorización QR. Fallo bomba 10%. Bloques 1-4.

Se observa que el método no trabaja de forma satisfactoria ya que no
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Figura 3.6: PCA con factorización QR. Fallo bomba 10%. Bloques 5-8.

detecta el fallo en el bloque en el que aparece éste (bloque 8). De igual forma
que en el método anterior, es el estadístico Q el que se ve más afectado una
vez que se ha producido el fallo. El bloque que antes detecta el fallo es el
número 4, usando el índice Q, y lo hace 14 instantes después de aparecer
dicho fallo, identificando a la variable que corresponde a la altura piezo-
métrica del nodo 401 como responsable, que no tiene nada que ver con el
origen del fallo. En cuanto al índice T 2, el fallo se detecta, en el bloque 6, 17
instantes después de aparecer y no se identifica correctamente a la variable
responsable. Por tanto, este método no da una buena identificación.

Método CPCA: Con este método, aunque la planta esté dividida en
bloques, el resultado obtenido es una gráfica para todo el sistema (Figura
3.7).

En este caso no se obtiene ningún resultado ya que el método no es capaz
de detectar el fallo ni es capaz, por tanto, de hacer una identificación.

Método PCA distribuido fusionado: En este método se vuelven a
tener los resultados locales de cada uno de los 8 bloques. Estos resultados
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Figura 3.7: CPCA. Fallo bomba 10%.

se muestran en las Figuras 3.8 y 3.9, y en la Tabla 3.6.

Figura 3.8: Merging PCA. Fallo bomba 10%. Bloques 1-4

Analizando las gráficas, se observa que los dos estadísticos sufren cam-
bios a partir del instante de aparición del fallo. En el caso de T 2, el fallo
es detectado en el bloque 6, justo 3 instantes después de aparecer, pero no
identifica correctamente la variable responsable. El estadístico Q, en el blo-
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Figura 3.9: Merging PCA. Fallo bomba 10%. Bloques 5-8

Tabla 3.6: Resultados. Método Merging PCA

Bloque Tiempo T 2 Tiempo Q Variable T 2 Variable Q Cont T 2 Cont Q
1 165 - Demanda nodo 106 - 0,5051 -
2 - - - - - -
3 - 161 - Demanda nodo 306 - 0,5483
4 - 160 - Presión nodo 402 - 0,6715
5 - - - - - -
6 153 - Flujo tubería 623 - 0,8741 -
7 - 161 - Pérdidas altura tubería 789 - 0,6118
8 - - - - - -

que 4, detecta el fallo en el instante 160 y apunta a la variable de presión en
el nodo 402 como responsable, pero esta variable no es el origen del fallo y
por tanto el método no identifica correctamente.

Método PCA distribuido usando factorización QR y clustering:
En este caso, el análisis va a ser un poco diferente al del resto de métodos,
ya que ahora se va a ir comprobando, en cada instante, si algún bloque tiene
clústers por encima del umbral.

Se analiza ahora cuántos clústers superan el umbral en cada bloque a
lo largo de la simulación, esto se ve en las Figuras 3.10, 3.11, 3.12 y 3.13,
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donde, unos instantes después de aparecer el fallo ya hay bloques con clústers
anómalos.

Figura 3.10: QR con clustering. Fallo bomba 10%. Bloques 1-2

Figura 3.11: QR con clustering. Fallo bomba 10%. Bloques 3-4

Concretamente, en el instante 152 el método de monitorización ya ha
localizado bloques que contienen clústers que superan el umbral (ver Figura
3.14), concretamente, se detecta el fallo en los bloques 3, 4 y 6.

Tabla 3.7: Resultados. Método QR con clústers

Tiempo Variable Falsas alarmas
152 Demanda nodo 306 0

En la Tabla 3.7 se muestran los resultados de la detección y de la iden-
tificación. Para la identificación, como se comentó anteriormente, se analiza
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Figura 3.12: QR con clustering. Fallo bomba 10%. Bloques 5-6

Figura 3.13: QR con clustering. Fallo bomba 10%. Bloques 7-8

la contribución a Q en los bloques con mayor número de clústers por enci-
ma del umbral en el instante de la detección del fallo. Los resultados de la
identificación indican que el fallo está localizado en el bloque 3 y, dentro de
este, en la variable que mide la demanda de agua en el nodo 306, que no
tiene nada que ver con el origen del fallo, que estaba situado en la bomba
de la instalación, por tanto, no se ha conseguido una identificación correcta.
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Figura 3.14: QR con clustering. Fallo bomba 10%. Clústers anómalos en
cada bloque.

3.3.2. Caso de estudio II: Depuradora de aguas residuales

Ahora se van a aplicar los métodos expuestos antes sobre una planta
depuradora de aguas residuales. Esta planta corresponde al modelo BSM2,
explicada en el Anexo A.2.

3.3.2.1. Metodología experimental

En esta planta se dispone de datos de 7 variables medidas en 20 puntos
diferentes por lo que hay disponibles 140 datos. En cuanto a la división de
la planta: en el PCA centralizado se han procesado todas la variables en el
mismo bloque mientras que en los métodos distribuidos ( PCA distribuido,
CPCA, etc.) se ha dividido la planta en 20 bloques que se corresponden con
los 20 puntos de medición de los que se dispone.

Todos los PCA se han entrenado para conseguir un 70 % de varianza
incluida en los componentes principales seleccionados, siendo este valor un
compromiso entre reducir la dimensionalidad del modelo y no perder mucha
información al usar los componentes principales elegidos. Después de varias
pruebas el numero de observaciones anómalas consecutivas para detectar un
fallos se ajustó al valor de 83 para todos los métodos. En el caso de los
clústers del método con factorización QR y Clustering, el umbral para el
radio de los clústers se estableció en wc = 0,1 y para que se avise de un fallo
debe haber, al menos, un 10 % del total de clústers sobrepasando el umbral.

Se cuenta con datos de 16 simulaciones diferentes de fallos, con 58464
observaciones cada una, de las que se descartan las 10001 primeras al con-
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siderarse que forman parte del período inicial de estabilización de la planta.
Al igual que en el caso de la red de distribución de agua se van a mostrar

resultados de fallos detectados, fallos identificados correctamente, retraso en
la detección, índice OTI (Overall Type I risk) e índice TI (Type I risk).

3.3.2.2. Análisis de resultados

En las Tablas 3.8 y 3.9 aparecen reflejados los resultados obtenidos por
cada cada método.
Tabla 3.8: Fallos detectados e identificados, y OTI (tasa de falsas alarmas)

Método Fallos
detectados

Fallos iden-
tificados

OTI

T 2 Q T 2 Q T 2 Q
PCA Centralizado 16 16 9 15 1.16 1.26
PCA Distribuido 16 16 11 15 0.97 0.86
PCA Colectivo 16 15 0 0 3.67 0.84
Merging PCA 16 16 10 13 3.82 5.02
PCA (QR) 13 16 6 12 4.18 9.56
PCA & Clustering 16 11 0

Tabla 3.9: Tiempo de detección y TI

Método Retraso en la de-
tección (no. obser-
vaciones)

TI (% de pruebas)

T 2 Q T 2 Q
PCA Centralizado 1429.8 404.6 0% (0/16) 6.25% (1/16)
PCA Distribuido 558.6 5.13 6.25% (1/16) 6.25% (1/16)
PCA Colectivo 2063.87 1151.93 0% (0/16) 0% (0/16)
Merging PCA 9.6 444.8 62.5% (10/16) 100% (16/16)
DPCA (QR) 108.92 166.8 25% (4/16) 100% (16/16)
DPCA & Clustering 28.73 0% (0/16)

En lineas generales, se observa que el estadístico Q da mejores resultados
que el T 2, ya que detecta e identifica una mayor cantidad de fallos, y es, casi
siempre, más rápido.

El método centralizado es capaz de detectar todos los fallos, tanto con
T 2 como con Q, además de identificar correctamente el 37,5 % y el 93,75 %,
respectivamente, de los 16 fallos. Además, T 2 no presenta falsas alarmas
mientras que con Q aparece en una de las 16 simulaciones con fallo. Los
resultados de retraso en la detección arrojan unos valores medios de 1429.8
para T 2 y 404.6 observaciones para Q, que no están cerca de los mejores
valores de la comparativa. Se puede decir que es un método que funciona
bastante bien, pero no es el mejor, como se verá a continuación.

El PCA distribuido da mejores resultados que el centralizado: es capaz de
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detectar todos los fallos con los dos estadísticos e identifica correctamente
el 68,75 % con T 2 y el 93,75 % con Q. Sólo aparece una simulación con
falsas alarmas en Q y consigue unos tiempos de detección muy buenos al
presentar unos retrasos de 558.6 y 5.13 observaciones, respectivamente con
cada estadístico.

Los resultados del CPCA muestran que detecta casi todos los fallos pero
no consigue identificar ninguno de ellos. No presenta falsas alarmas pero sus
tiempos de detección no son buenos ya que es el método que tarda mas en
detectar los fallos. Da el peor resultado de la comparativa.

En cuanto al método Merging PCA detecta el 77,78 % e identifica el
62,5 % de los fallos con T 2. Detecta el 100 % e identifica el 81,25 % de los
fallos con Q. Tiene un número alto de falsas alarmas y los retardos en la
detección son de 9.6 y 444.8 observaciones para cada estadístico.

El método de factorización QR es capaz de detectar todos los fallos
con Q, mientras que identifica el 37,5 % de los fallos con T 2, y el 75 %,
con Q. Los retardos medios son de 108.92 y 166.8 observaciones para cada
método. Aunque es un método con buenos resultados, es peor que el anterior
y además presenta una complejidad de cálculo alta y una mayor cantidad
de datos transmitidos.

Respecto al método basado en factorización QR y clustering, consigue
detectar el 100 % de los fallos e identificar el 68,75 %. Mientras que el retardo
medio en la detección es de 28.73 observaciones y no tiene simulaciones con
falsas alarmas. Se puede afirmar que es un método que funciona bien y da
buenos resultados, pero tiene como desventajas que requiere efectuar muchos
cálculos, trabaja con gran cantidad de información y necesita un dispositivo
de cálculo en cada bloque.

Por tanto, según lo visto en los resultados, el mejor resultado se consigue
con el PCA distribuido propuesto al ser capaz, con Q, de detectar todos los
fallos e identificar todos salvo uno. Además, con dicho estadístico, es el más
rápido, presentando un bajo nivel de falsas alarmas. Adicionalmente, con
T 2 trabaja mejor que los demás métodos en casi todos los casos, aunque da
unos retardos de detección algo altos.

Para ver cómo trabajan los métodos, se van a mostrar un ejemplo de
aplicación para uno de los 16 fallos de los que se dispone en la planta BSM2.
Concretamente, este fallo consiste en simular un error en la lectura del sensor
de oxígeno disuelto en el reactor 4, que es el dato que utiliza el sistema
de control para calcular la cantidad de oxígeno que hay que introducir en
los reactores 3, 4 y 5. El fallo implicará un aumento del 50 % del valor
medido por el sensor, lo que provocará que el control detecte un exceso
ficticio de oxígeno en los reactores y aplique acciones de control destinadas
a reducir dicho nivel, provocando que haya menos oxígeno del necesario en
los reactores.

El fallo aparecerá en el instante 18799, es decir, a los 3 días de comenzar
la simulación. En las gráficas se ha representado una observación de cada 100
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para facilitar su visualización, por tanto, en dichas gráficas, el fallo aparecerá
en el instante 188.

Método PCA centralizado: En este caso, la evolución de los índices de
detección se muestran en la gráfica 3.15, y los resultados obtenidos aparecen
en la Tabla 3.10.

Figura 3.15: PCA centralizado. Fallo 50 %.

Tabla 3.10: Resultados. Método PCA centralizado

Tiempo T 2 Tiempo Q Variable T 2 Variable Q Contribución T 2 Contribución Q
- 19271 - O2 reactor 4 - 7.4230

Como se puede observar, T 2 no detecta ningún fallo y Q lo detecta
claramente en el instante 19271, identificando como variable responsable del
fallo al nivel de oxígeno en el reactor 4, que es justamente donde está el fallo.
Por tanto, Q da un buen resultado de diagnosis.

Método PCA distribuido: En este caso, al haber 20 bloques, para faci-
litar la visualización sólo se han representado las gráficas de aquellos bloques
en los que se ha detectado el fallo. La evaluación de los estadísticos se mues-
tra en la Figura 3.16, mientras que los resultados de cada uno de los bloques
están contenidos en la Tabla 3.11

El índice de detección T 2 sí parece que presenta variaciones en su com-
portamiento a partir del instante en que aparece el fallo, pero no supera
claramente el umbral en ninguno de los bloques. Por el contrario, el índice
Q supera claramente su umbral en el bloque 7, y en el resto de bloques se
aprecian cambios después del fallo, pero no con tanta claridad.

Analizando los resultados de cada uno de los bloques (Tabla 3.11) se
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Figura 3.16: PCA distribuido. Fallo 50%.

74 3.3. Comparativa entre método centralizado y métodos distribuidos



CAPÍTULO 3. MÉTODOS PCA DISTRIBUIDOS

Tabla 3.11: Resultados. Método PCA distribuido

Bloque Tiempo T 2 Tiempo Q Variable T 2 Variable Q Cont T 2 Cont Q
1 - 47466 - Flujo entrada - 2,6495
2 - - - - - -
3 - - - - - -
4 26842 - Flujo reactor 1 - 3,2230 -
5 - - - - - -
6 - 26897 - Flujo reactor 3 - 3,6823
7 25358 18815 O2 reactor 4 reactor 4 O2 4,6409 7,0132
8 25362 - Flujo reactor 5 - 6,96735248 -
9 26919 - O2 asentador flujo-inf. - 1,6037 -
1- 25388 - Flujo asentador salida - 3,3351 -
11 - - - - - -
12 26927 - Salk espesador flujo-sup. - 4,0369 -
13 43652 - Flujo espesador flujo-inf. - 8,6893 -
14 - 47466 - Flujo digestor entrada - 2,6986
15 27020 - SS digestor salida - 1,5743 -
16 - - - - - -
17 - - - - - -
18 - - - - - -
19 - - - - - -
20 27003 - Salk fangos - 1,8870 -

observa que el fallo sólo se detecta en algunos bloques, siendo el bloque 7,
con el estadístico Q el que lo hace más rápido (sólo 16 instantes después
de aparecer el fallo) y por tanto será el bloque cuyos datos se usen para
la identificación. Esta apunta a la variable que indica el nivel de oxígeno
en el reactor 4, que es justamente donde está el fallo, luego la identificación
proporcionada por este método es correcta. También el estadístico T 2 detec-
ta el fallo con el bloque 7 en primer lugar y proporciona una identificación
correcta.

Método PCA distribuido con factorización QR: Igual que en el mé-
todo anterior no se van mostrar gráficas de todos los bloques, en concreto,
en la Figura 3.17 se puede ver el comportamiento del bloque 7, que es dónde
antes se detecta el fallo. En la Tabla 3.12 están los resultados de todos los
bloques.

Lo primero que llama la atención es que ningún bloque es capaz de detec-
tar el fallo con el estadístico T 2. Por otro lado sólo algunos bloques detectan
el fallo con Q, siendo el bloque 7 el más rápido, como se ha dicho antes. Al
ser el más rápido, este bloque será el que se use para hacer la identificación,
y la variable con mayor contribución en este bloque es la cantidad de oxí-
geno en el reactor 4, que es precisamente donde se ha provocado el fallo. Por
tanto la identificación es correcta.

Método CPCA: En la Figura 3.18 se muestran la evolución de los esta-
dísticos T 2 y Q para el sistema global y en la Tabla 3.13 está el resultado
obtenido.
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Figura 3.17: Factorización QR. Fallo 50%.

Tabla 3.12: Resultados. Método PCA con factorización QR

Bloque Tiempo T 2 Tiempo Q Variable T 2 Variable Q Cont T 2 Cont Q
1 - - - - - -
2 - 27468 - Temp. decantador flujo-sup. - 0,4967
3 - 27468 - Temp. decantador flujo-inf. - 0,4967
4 - 25135 - Flujo reactor 1 - 0,4581
5 - 25181 - Flujo reactor 2 - 0,5262
6 - - - - - -
7 - 18910 - O2 reactor 4 - 0,8117
8 - - - - - -
9 - - - - - -
10 - 27463 - Temp. asentador salida - 0,52762
11 - - - - - -
12 - - - - - -
13 - 27467 - Temp. espesador flujo-inf. - 0,5298
14 - 27466 - Temp. digestor entrada - 0,4980
15 - - - - - -
16 - - - - - -
17 - - - - - -
18 - - - - - -
19 - - - - - -
20 - - - - - -

Tabla 3.13: Resultados. Método CPCA

Tiempo T 2 Tiempo Q Variable T 2 Variable Q Contribución T 2 Contribución Q
26836 25378 Salk reactor 4 Salk reactor 4 0,3678 4,6354

Los resultados muestran que T 2 detecta un fallo en el instante 26836 e
identifica a la alcalinidad del reactor 4 como variable responsable. Esta no
es la que origina el fallo, por tanto, la identificación no es correcta. De forma
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Figura 3.18: CPCA. Fallo 50%.

similar, Q detecta el fallo también bastante tarde, en el instante 25378, e
identifica a la misma variable que T 2. Por tanto, se observa que el método,
en este fallo, es lento y no proporciona una buena identificación.

Método PCA distribuido fusionado: Al igual que en los métodos con
20 bloques independientes, aquí sólo se mostrarán las gráficas de los bloques
que detecten el fallo (Figuras 3.19 y 3.20). Los resultados de cada bloque
aparecen en la Tabla 3.14.

Tabla 3.14: Resultados. Método Merging PCA

Bloque Tiempo T 2 Tiempo Q Variable T 2 Variable Q Cont T 2 Cont Q
1 - - - - - -
2 - - - - - -
3 - 47466 - Flujo decantador flujo-inf. - 0,40453
4 23550 25363 DQO reactor 1 Flujo reactor 1 1,17E-06 0,5682
5 - - - - - -
6 - - - - - -
7 18802 25362 Temp. reactor 4 O2 reactor 4 4,46E-06 0,6190
8 23546 25364 N reactor 5 Flujo reactor 5 2,83E-06 0,6411
9 23552 25380 N asentador flujo-inf. O2 asentador flujo-inf. 1,35E-05 0,5569
10 29449 25360 Salk asentador salida O2 asentador salida 3,76E-05 0,4685
11 28875 25360 Temp. WWTP salida O2 WWTP salida 9,54E-06 0,4684
12 27437 25382 Temp. espesador flujo-sup. O2 espesador flujo-sup. 1,44E-06 0,5893
13 28686 25380 Temp. espesador flujo-inf. O2 espesador flujo-inf. 1,05E-05 0,5569
14 - 25377 - O2 digestor entrada - 0,3663
15 26948 26851 N digestor salida Flujo digestor salida 4,31E-05 0,3932
16 27040 26856 N deshidratador-salida Flujo deshidratador salida 7,05E-05 0,45560
17 - - - - - -
18 27040 26856 N almacenado-bypass Flujo almacenado-bypass 7,05E-05 0,4556
19 27040 26856 N almacenado-salida+bypasss Flujo almacenado-salida+bypasss 7,05E-05 0,4556
20 27136 36268 N fangos Temp. fangos 6,92E-05 0,3662

Los resultados muestran que el bloque 7 con el estadístico T 2 es el más
rápido al hacer la detección, pero no consigue identificar correctamente el
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Figura 3.19: Merging PCA. Bloques 7, 8, 9, 10, 11 y 12.

fallo al apuntar a la temperatura del reactor 4, que no es la que origina el
fallo. Por otro lado, varios bloques detectan el fallo usando Q, siendo los
más rápidos el 10 y el 11. Al hacer la identificación, no se obtiene el origen
del fallo ya que el origen de éste se encuentra en el bloque 7 y no en el 10 ni
en el 11. Por tanto, este método no da buen resultado y además, presenta
muchas falsas alarmas.
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Figura 3.20: Merging PCA. Bloques 13, 15, 16, 18, 19 y 20.

Método PCA distribuido basado en factorización QR y clustering:
En este método se analiza el número de clústers que superan el umbral para
cada uno de los bloques en cada instante. La primera detección del fallo
se produce en el instante 28843. En ese instante, se puede ver qué bloques
tienen clústers anómalos en la Figura 3.21, esos bloques son, concretamente,
el bloque 7 y el 17. En el 7 es donde hay más de un 10 % de clústers anómalos,
y por tanto, se considera que el fallo se ha detectado en ese bloque.
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Figura 3.21: Fallo 50% en el sensor de oxígeno. Número de clústers por
encima del umbral en el instante 28843.

En la Figura 3.22 se observan cuántos clústers anómalos tiene el bloque
7 (que es el bloque que corresponde a los sensores del reactor 4). Se observa
como a partir de la aparición del fallo el número de clústers que superan el
umbral crece hasta un máximo de 3, bajando luego a cero y luego subiendo
otra vez hasta 4.

Figura 3.22: Fallo 50% en el sensor de oxígeno. Evolución del número de
clústers anómalos del reactor 4.

En la Tabla 3.15 se muestran los resultados del análisis de contribuciones
a Q para el bloque 7 (reactor 4). Dicho análisis identifica la temperatura
del este reactor como la variable que origina el fallo. Como se ha dicho, el
fallo es del sensor de oxígeno de este reactor, y por tanto el resultado de la
identificación no es correcto.
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Tabla 3.15: Resultados. Método QR con clustering

Tiempo Bloque Variable Falsas alarmas
28843 reactor 4 Temp. 0

3.4. Resumen
Se ha presentado en este capítulo una primera aproximación a los mé-

todos distribuido basados en PCA. Se ha propuesto un método en el que la
distribución se hace en base a criterios topológicos (las variables se agrupan
en función de la proximidad entre ellas). Los resultados globales se obtienen
al recoger los datos locales y tomar una decisión en base a ellos.Los experi-
mentos llevados a cabo demuestran que es un método eficaz y que funciona
mejor que un PCA centralizado: identifica mejor los fallos y es más rápido.

Además, se han probado otros métodos distribuidos basados en PCA,
no diseñados específicamente para diagnóstico de fallos, sino para reducir
la cantidad de información transmitida entre los nodos de un sistema. Los
resultados muestran que algunos de ellos funcionan bien en términos de fallos
detectados e identificados correctamente, tiempos de detección, etc., aunque
no llegan a dar el resultado del PCA distribuido propuesto.

El trabajo de este capítulo sirve para confirmar que la estrategia distri-
buida puede ser más eficaz que la centralizada, pero requiere de un mayor
desarrollo del método distribuido que se expondrá en los siguientes capítu-
los. Concretamente, el método PCA es un método que aunque puede ser
efectivo en ocasiones, es de tipo lineal y no dinámico, y esto puede hacer
difícil el diagnostico de plantas complejas. Por tanto se deben buscar alter-
nativas con otros métodos basados en datos, en modelos, etc. que permitan
analizar sistemas no lineales y dinámicos.

También se debe mejorar el proceso de fusión de los resultados de los
diferentes bloques, buscando un método que tenga una base teórica más
sólida que el método presentado en este capítulo. Además, la forma de dividir
la planta basada en criterios topológicos es demasiado subjetiva y requiere
de un sólido conocimiento de la planta que no siempre se tiene.

Otro punto sobre el que trabajar es el uso de técnicas de identificación
más avanzadas que el método de análisis de contribuciones, que aunque da
buenos resultados en ciertas ocasiones, no siempre es efectivo.
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Capítulo 4

MÉTODOS FDI DISTRIBUIDOSMUL-
TIBLOQUE BASADOS EN DPCA
Y CVA. DISTRIBUCION DE MO-
DELOS

4.1. Introducción

El principal objetivo de esta tesis es desarrollar métodos de monitoriza-
ción de plantas complejas. La forma más convencional de realizar esta tarea
en este tipo de plantas consiste en procesar todos los datos en un único pro-
cesador central, pero debido a las características de este tipo de plantas, esta
forma de trabajar puede no ser la más adecuada. En efecto, en una planta
compleja es esperable contar con gran número de dispositivos que envíen
mucha cantidad de información: sensores, controladores, etc. y esto puede
hacer que una única unidad de procesamiento sea incapaz de manejar todos
esos datos. Además, para transmitir toda esa información se requerirá una
red de comunicaciones compleja y costosa, y no siempre va a ser factible su
implementación. Por tanto, es preferible optar por otras alternativas, una
de ellas es la descentralización de la planta, en la que se divide la misma en
bloques de variables que son procesados de forma independiente, y el pro-
cesador central únicamente tendrá que fusionar los resultados de cada uno
de los bloques. Esto simplifica mucho los requisitos de comunicaciones y de
capacidad de procesamiento.

En este capítulo se va a trabajar con un tipo de distribución en la que
se descentralizan los modelos. Es decir, se divide la planta en bloques y en
cada uno de ellos se genera un modelo diferente para procesar los datos.
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4.2. Fundamentos teóricos

Como se pretende dividir la planta en bloques de variables se presentan a
continuación una serie de técnicas que pueden ser utilizadas para encontrar
relaciones entre variables. Estas relaciones serán la base que se utilizará
posteriormente para agrupar las variables en la descentralización. Y se podrá
llevar a cabo sin necesidad de tener ningún conocimiento previo.

Entre los métodos que se presentarán a continuación se pueden encontrar
métodos basados en información de la señal como correlación, información
mutua, etc, así como métodos basados en regresión lineal y en regresión no
lineal que permiten conocer de alguna forma la relación entre las variables
del proceso. Aquí se explicará brevemente su fundamento teórico y después
se comentará como se usan estas técnicas para dividir las variables de la
planta en bloques.

4.2.1. Métodos de regresión lineal

4.2.1.1. Regresión LASSO

El método de regresión LASSO (en inglés, Least Absolute Shrinkage and
Selection Operator) presentado en [Tibshirani, 1996] es una versión mejo-
rada del modelo de regresión lineal. Se basa en aplicar una penalización a
los coeficientes de regresión, haciendo nulos algunos de ellos. Con esto se
consigue un modelo con menos variables, y, por tanto, más sencillo e in-
terpretable. Además, como sólo aquellas variables relevantes en la regresión
tendrán coeficientes no nulos, este método se puede usar como una técnica
de selección de características de tipo lineal.

Un modelo de regresión lineal con m predictores:

x(t) = (x1(t), x2(t), . . . , xm(t)) (4.1)

y una variable respuesta y(t), se puede representar de la forma:

y(t) = β0 + β1x1(t) + β2x2(t) + . . .+ βmxm(t) + ε(t) (4.2)

donde βi (i = 1, ...,m) son los coeficientes de regresión y ε(t) es el error del
modelo en el instante t. Usando notación matricial:

y = Xβ + e (4.3)

donde y es el vector de salida con dimensiones n×1, X (de dimensión n×m)
contiene las medidas de los predictores en los instantes 1 a n, β es el vector
de coeficientes de regresión (β = (β1, β2, . . . , βm)) y e es el vector de errores
en cada instante (de dimensión n× 1).

El método LASSO busca la solución del problema:
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min

(
‖ y −Xβ ‖22

n

)
subject to

m∑
j=1
‖ βj ‖1≤ l (4.4)

donde l ≥ 0 es el parámetro que se debe ajustar para controlar el número
de coeficientes no nulos. Este problema es equivalente a:

β̂(λ) = argmin
β

(
‖ y −Xβ ‖22

n
+ λ ‖ β ‖1

)
(4.5)

donde λ ≥ 0. El parámetro λ controla el proceso: cuanto mayor sea su valor,
más coeficientes se harán cero.

4.2.1.2. Sparse PLS

El método de Mínimos Cuadrados Parciales (PLS), presentado en [Wold,
1966], se basa en aplicar conceptos de componentes principales a una regre-
sión [Colombani et al., 2012]. Inicialmente, se tiene una matriz de datos Z
(n ×m) de un sistema con m variables. Esta matriz se divide en dos sub-
conjuntos: una matriz X que recoge los datos de las variables consideradas
como predictoras, y otra matriz Y que recopila los datos de las variables
respuesta. Este método permite realizar reducciones de dimensionalidad, re-
gresiones, etc. mediante la obtención de un conjunto de nuevas variables
latentes que son combinación lineal de las originales. Luego, ajusta un mo-
delo lineal usando mínimos cuadrados sobre estas nuevas variables.

X = TPT + E (4.6)

Y = TQT + F (4.7)
donde X es la matriz de predictores (n ×m), Y es la matriz de respuestas
(n× p), T son los k primeros términos de las variables latentes, P y Q, son,
respectivamente, los vectores de cargas de las matrices de datos X e Y, y E
y F son los residuos del modelo. Cada variable latente se obtiene a través
de la deflacción de X e Y usando el conocido algoritmo de Mínimos cuadra-
dos parciales no lineales iterativos (NIPALS) hasta que toda la información
contenida en los datos ha sido explicada [Wold et al., 2001]. Estos vectores
de variable latentes se calculan así:

T = XR (4.8)
La matriz R = W(PTW)−1 es muy útil para mostrar que variables de X

tienen más influencia en el modelo de la matriz de respuestas Y. El modelo
de regresión aplicando PLS es:

Y = XBPLS + F, BPLS = RQT (4.9)

4.2. Fundamentos teóricos 85



CAPÍTULO 4. MÉTODOS FDI DISTRIBUIDOS MULTIBLOQUE

Cuando se trabaja con métodos de regresión con gran cantidad de varia-
bles, la interpretabilidad del modelo suele ser reducida ya que hay muchos
predictores relevantes y no es fácil discriminar cuáles son los que tienen más
influencia en la salida. Para simplificar el modelo y facilitar su manejo se
puede recurrir a métodos que consiguen hacer nulos algunos de los elemen-
tos del vector de coeficientes, al estilo de lo que propone el método LASSO.
El método Sparse PLS (SPLS) [Chun and Keles, 2010], basado en PLS,
calcula un vector de regresión BPLS en el que varios de sus elementos son
nulos, mientras que aquellas variables más relevantes en la regresión tendrán
asociados coeficientes no nulos. Por tanto, se puede usar como método de
selección de características si se toman esas variables con mayor relevancia
en el modelo.

4.2.1.3. Sparse PCA

El método Sparse PCA (SPCA), [d'Aspremont et al., 2007, Zou et al.,
2006], permite distribuir las variables de la planta en bloques en función de
las posiciones no nulas de la matriz de cargas del modelo PCA obtenido.

Partiendo de una matriz de datos X = [xT1 ,xT2 , . . . ,xTm] y calculando su
matriz de covarianzas S, el método busca obtener la descomposición de S en
componentes sparse: [v1,v2, . . . ,vm], que deben tener, cada uno de ellos, un
número r de sus elementos distintos de cero (cardinalidad). El problema a
resolver es maximizar la varianza de cada vector vi ∈ <m, para i = 1, . . . ,m,
con la restricción de la cardinalidad. Es decir:

max vTSv subject to ||v||2 = 1 , Card(v) ≤ r (4.10)

Una vez obtenido el primer componente sparse se actualiza la matriz S:

S = S− (vT1 Sv1)v1vT1 (4.11)

repitiéndose el proceso con la matriz de covarianza actualizada para obtener
el siguiente componente principal. Esto se haría hasta tener los m compo-
nentes principales.

4.2.2. Métodos de regresión no-lineal

4.2.2.1. Redes Neuronales

Una de la técnicas de modelado no lineal más utilizadas son las redes
neuronales [Kuhn and Johnson, 2013], de las que existen diferentes modelos
de redes: Perceptron Multicapa (MLP), Redes recurrentes, Autoencoders,
etc. En el modelo de Perceptrón Multicapa, que es ampliamente utilizado,
el modelo que se genera procesa los datos de varias variables de entrada para
entregar una o más salidas.
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Una red neuronal está compuesta por un conjunto de unidades, o neu-
ronas, conectadas entre sí que intercambian información. Los datos que se
introducen en la red sufren diversas operaciones, obteniéndose unos valores
a la salida de la red producto de dichas operaciones.

4.2.2.2. Bosques Aleatorios

El método de Árboles Aleatorios (Random Forest (RF)) es un método
de clasificación basado en los árboles de decisión muy utilizado gracias a
su sencillez y robustez frente a cambios en los parámetros [Breiman, 2001].
Aunque se suele usar para realizar clasificaciones [Zhou and Qiu, 2018] tam-
bién es posible aplicarlos para regresión [Jog et al., 2017,Tsagkrasoulis and
Montana, 2018].

El método implementa varios árboles de decisión independientes entre
sí, creados a partir de conjuntos de datos aleatorios con igual distribución.
Si se parte de una matriz de datos X (n × m) con n observaciones y m
variables, el proceso seguido consiste en ir creando las ramas de un árbol
utilizando una muestra aleatoria de p predictores, con p < m, escogidos
aleatoriamente entre las m variables. Al crear la siguiente rama se tomará
otro subconjunto de p predictores seleccionado también de forma aleatoria.
El valor p recomendado, en el caso de hacer una regresión, es de p = m/3, y
en el caso de hacer clasificación, se recomienda p ≈

√
m. Esta metodología

evita que, cuando se generen varios árboles distintos y existan varios pre-
dictores que tienen mucha influencia, los árboles estén correlacionados entre
ellos [Breiman, 2001,Ho, 2002].

Cuando se quiera obtener un modelo de regresión, se crean varios árboles
siguiendo éste método, de modo que, para obtener una predicción de una
nueva observación, se calculará un promedio de las predicciones de cada
árbol para dicha observación.

4.2.2.3. Regresión SVM

El método de Máquinas de Vector Soporte (en inglés, Support Vector
Machines (SVM)) se usa para hacer clasificación de datos [Nor et al., 2017,
Liu et al., 2017], selección de variables [Paul et al., 2016] y regresión (SVR)
[Nieto et al., 2013, Zhang and Gao, 2018], y fue desarrollado en [Vapnik,
1995]. Esta técnica parte de un conjunto de datos de entrenamiento (xi, yi),
con i = 1, ...N ⊂ X × R, donde X denota el espacio de los patrones de
entrada. El objetivo de la regresión SVM (o SVR) es encontrar una función
f(x) que tenga, a lo sumo, una desviación ε respecto de las variables de
salida yi para los datos de entrenamiento y, al mismo tiempo, tenga una
geometría lo mas suavizada posible. Esto se conoce como ε-regresión SV:

f(x) = 〈w, x〉+ b (4.12)
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con w ∈ X , b ∈ R. Si se trabaja con un problema no lineal, se puede
usar SVM como función de regresión no lineal incorporando la técnica de
kernel trick [Boser et al., 1992] para transformar el espacio de entrada a
otro de dimensión superior, en el que se puede construir una función lineal
[Elattar et al., 2010,Saludes-Rodil and Fuente, 2010]. El objetivo perseguido
es encontrar una transformación del espacio de datos de entrada a otro
espacio de dimensión mayor en el que se pueda realizar una regresión lineal
[Smola and Schölkopf, 2004]. Se establece un valor umbral ε de tal forma
que el método encuentre un modelo de regresión cuyos residuos no superen
dicho umbral.

4.2.3. Métodos basados en información lineal y no-lineal

4.2.3.1. Correlación

La correlación entre dos variables x e y se define como una medida de la
relación lineal entre dichas variables [James et al., 2013]. De tal forma que,
si se tienen datos de n instantes de x = [x1, . . . , xn] e y = [y1, . . . , yn], la
correlación es:

Rx,y =

n∑
i=1

(xi − x̄)(yi − ȳ)√
n∑
i=1

(xi − x̄)2

√
n∑
i=1

(yi − ȳ)2
(4.13)

siendo x̄ y ȳ los valores medios de x e y. El valor obtenido varía entre −1 y 1,
de tal manera que si se obtiene 0 no hay ninguna influencia de una variable
en otra; si sale 1 la influencia es total; y si sale −1 una variable influye
completamente en la otra pero de forma inversa (cuando una crece la otra
decrece y viceversa). Cuando se dispone de varias variables [x1, x2, . . . , xm],
se puede obtener una matriz de correlación que contiene todos los valores de
de correlación cruzada entre todas las variables. Tiene la siguiente forma:

R =


1 Rx1,x2 . . . Rx1,xm

Rx2,x1 1 . . . Rx2,xm

...
... . . . ...

Rxm,x1 Rxm,x2 . . . 1

 (4.14)

4.2.3.2. DCCA

El análisis de correlación cruzada sin tendencia (en inglés, Detrended
Cross-Correlation Analysis (DCCA)) se basa en analizar la covarianza entre
variables eliminando las posibles tendencias que pudieran existir. Fue pro-
puesto por [Podobnik and Stanley, 2008, Zebende, 2011] como una medida
de la correlación entre variables aleatorias no estacionarias.
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El valor de DCCA entre dos variables, x e y, es la relación entre la
covarianza sin tendencia, F 2

x,y, y las varianzas sin tendencia, Fx y Fy, y se
calcula de la forma:

ρDCCA =
F 2
x,y

FxFy
(4.15)

El resultado obtenido es similar al de la correlación convencional, siendo
ρDCCA un valor entre −1 y 1, y si se obtiene un valor de ρDCCA = 0 quiere
decir que no existe correlación cruzada sin tendencia entre las dos variables.

4.2.3.3. Información Mutua

La Información Mutua (Mutual Information (MI)), es, según la teoría de
la información, una medida que cuantifica la dependencia mutua entre dos
variables [Cover and Thomas, 2006]. Se puede definir como la cantidad de
información que una variable aleatoria puede aportar acerca de otra variable
aleatoria. También se puede considerar como la reducción de la incertidum-
bre sobre una variable cuando se conoce otra variable, de tal forma que si el
valor de MI es alto, dicha reducción de incertidumbre es alta, y si es bajo, la
reducción será baja. En el caso de obtener un valor nulo, no existe ninguna
dependencia entre variables.

El valor de MI para dos variables aleatorias x e y se obtiene de la forma:

MI(x, y) =
∑
y

∑
x

P(x,y)log(
P(x,y)
P(x)P(y)

) (4.16)

donde P(x,y) es la probabilidad conjunta de x e y, y P(x) y P(y) son las
probabilidades marginales para dichas variables, respectivamente. Un valor
de información mutua entre dos variables es relevante si supera un cierto
umbral (1 − α), que debe ser definido por el usuario previamente. Si se
supera ese umbral se entiende que entre esas variables hay una dependencia
relevante que debe ser considerada.

4.2.4. Métodos basados en agrupamiento (Clustering)
El agrupamiento es una técnica de minería de datos que busca crear

grupos de elementos de una forma automática basándose en la similitud o
disimilitud entre dichos elementos. El objetivo es que los elementos conteni-
dos en un grupo o cluster posean una gran similitud entre ellos a la vez que
la similitud con elementos de otros clusters sea mínima.

DBSCAN: Dentro de la gran variedad de algoritmos desarrollados
para realizar clustering [Ahmad and Dey, 2007], como son: K-Means,
Modelos de Mezcla Gaussianos, etc. existe un algoritmo ampliamen-
te utilizado que es el Agrupamiento Espacial basado en Densidad de
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Aplicaciones con Ruido (DBSCAN). En este método cada grupo es-
tará caracterizado por un elemento llamado núcleo. Y cada elemento
se asignará al grupo más próximo a él, siempre que la distancia de
dicho elemento al núcleo de ese sea menor que un cierto valor ε, fijado
inicialmente. Si algún elemento no entra en ningún grupo se considera
como valor atípico [Kriegel et al., 2011].

Agrupamiento EM: Otra técnica para realizar agrupamiento es el
algoritmo de Maximización de las Expectativas (EM) para modelos de
Mezcla Gaussianos [Zhang et al., 2003]. El algoritmo EM calcula las
probabilidades de pertenencia de cada uno de los elementos a un grupo
en función de una distribución de probabilidad Gaussiana. Cada uno
de los grupos tendrá asignado una serie de parámetros que definirán la
distribución de probabilidad que le corresponda (en el caso gaussiano:
media y varianza, además del peso del grupo dentro de la mezcla), de
modo que cuando se analice una observación nueva se pueda conocer
la probabilidad de pertenencia a cada uno de los grupos y se le pueda
asignar a aquel grupo en el que sea más alta. El objetivo del algoritmo
es que cada punto quede asignado a un grupo de modo tal que se
alcance la máxima probabilidad global general.

4.2.5. Métodos de toma de decisiones

Si se va a trabajar con una planta dividida en bloques, cada uno de ellos
va a generar un resultado de diagnosis, y, por tanto, se plantea el problema
de la fusión de los resultados locales para obtener una diagnosis global de la
planta. Uno de los métodos más usados en la bibliografía consultada es el
método de inferencia bayesiana [Tong et al., 2017].

El Criterio de Inferencia Bayesiano (Bayesian Inference Criterion (BIC)),
en un método FDI descentralizado, toma en cada instante los valores de los
estadísticos de control (T 2 y Q, en el caso del PCA, por ejemplo) que envía
cada bloque y los fusiona. Esto se lleva a cabo usando el índice BIC [Tong
and Shi, 2016, Jiang et al., 2016]. Para obtener este índice se calcula, para
cada bloque i y para un estadístico ST (ST puede ser T 2, Q, T 2

s , etc.), lo
siguiente:

P(F |xi) = P(xi|F )P(F )/P(xi) (4.17)

con

P(xi) = P(xi|N)P(N) + P(xi|F )P(F ) (4.18)

donde N es el estado normal de la planta, y F el estado con fallo. P(N) y
P(F ) son las probabilidades a priori de que el sistema esté trabajando sin
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fallo y con fallo, respectivamente. Se toma un nivel de confianza de α para
la primera y de 1− α para la segunda. Por otro lado:

P(xi|N) = e−STi/STi,lim , P(xi|F ) = e−STi,lim/STi (4.19)

siendo STi,lim el umbral del estadístico ST en el bloque i. Finalmente, se
fusionan los resultados de cada bloque según la expresión:

BICST =
m∑
i=1

P(xi|F )P(F |xi)
m∑
i=1

P(xi|F )

(4.20)

El criterio para detectar un fallo es el valor de BICST para alguno de
los estadísticos utilizados supere el valor umbral de (1− α).

Se usará un determinado valor de α en los datos de entreno y luego se
reajustará en los datos de test (usando siempre datos sin fallo) de modo que
no aparezcan falsas alarmas (es decir, que no haya un determinado número
de valores de BICST anómalos consecutivos).

4.3. Método FDI propuesto: Método distribuido
con PCA dinámico multi bloque: MB-DDPCA

El método propuesto para hacer la diagnosis descentralizada se compone
de tres etapas que se detallan a continuación:

1. División de la planta: Se analizan las variables medidas en la planta
en busca de posibles relaciones entre las mismas. El objetivo es crear
bloques de variables que reúnan a aquellas que presenten un mayor
nivel de correlación entre ellas, de modo que se consiga un método
distribuido de monitorización con el mayor nivel de eficacia.

2. Método local de detección de fallos: Se crea un modelo de de-
tección de fallos en cada uno de los bloques. Este modelo analiza úni-
camente la información contenida en las variables asignadas a cada
bloque.

3. Fusión de los resultados locales: A partir de la detección de fallos
en cada bloque es necesario dar una única diagnosis de toda la planta.
Esto requiere de alguna técnica de fusión de información que, a partir
de los datos enviados por los bloques, genere un resultado de detección
único y global.

Por otro lado, los procesos que tienen lugar en una instalación industrial
raramente son de tipo estático. Lo normal es que el estado actual del sistema
dependa de la evolución que haya sufrido el mismo en el pasado. Por tanto,

4.3. PCA distribuido y dinámico multi bloque: MB-DDPCA 91



CAPÍTULO 4. MÉTODOS FDI DISTRIBUIDOS MULTIBLOQUE

hay que tener en cuenta que las variables medidas tienen carácter dinámico
y sufren un cierto grado de autocorrelación.

Por tanto, cuando se realice el paso 2 de la metodología se requerirá el uso
de métodos dinámicos, concretamente, en este trabajo se implementarán dos
métodos distintos: análisis de componentes principales dinámico (DPCA) y
análisis de variables canónicas (CVA).

Ahora veremos las propuestas que hacemos en cada uno de estos pasos.

4.3.1. Métodos de división de la planta basados en datos

Existen en la literatura diferentes métodos para dividir la planta en varios
bloques basados solo en datos, como por ejemplo en [Ge and Song, 2013],
que usa cada dirección de los componentes principales para la construcción
de cada bloque, seleccionando las variables más relevantes. Otra idea es usar
SPCA (Sparse PCA), donde nuevamente cada dirección de los componentes
principales del modelo PCA se usa para seleccionar las variables, pero en
este caso se obliga a que las variables no seleccionadas tengan valor nulo
en el componente principal que corresponda al grupo en cuestión [Grbovic
et al., 2012]. Otras ideas consisten en utilizar la correlación existente entre las
variables [Tong and Shi, 2016,Tong et al., 2017], o la Información Mutua, que
permite considerar las relaciones no-lineales entre las variables [Jiang and
Yan, 2014], o, también, plantear la división de la planta como un problema
de optimización [Jiang et al., 2016].

En esta tesis se propone usar otras técnicas de división de la planta
basadas únicamente en el análisis de datos, como son:

Técnicas basadas en regresión, en donde para cada una de las variables
se hace un método de regresión y aquellas variables con coeficiente más
alto en ese modelo se agrupará con la variable modelada para crear
cada uno de los bloques.

Técnicas basadas en información, que aportan información de la in-
fluencia que tienen entre sí las variables, y esto permite tomar decisio-
nes acerca de qué variables deben ser agrupadas.

Técnicas basadas en agrupamiento, en las que se considere diferen-
te información de las variables, como pueda ser su media, desviación
estándar, correlación, información mutua, etc. Con esto se consigue
agrupar las variables que sean lo más similares posibles, y se lleva
a cabo mediante conocidos métodos de agrupamiento como son DBS-
CAN (Agrupamiento Espacial basado en Densidad de Aplicaciones con
Ruido) y EM (maximización de las expectativas).

Veamos ahora brevemente como se utilizan algunas de estas técnicas:
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LASSO: Se crea un modelo LASSO para cada variable, y, en el bloque
que se vaya a crear para dicha variable, se la incluirá a ella misma junto
a aquellas variables cuyos coeficientes de regresión sean no nulos en su
correspondiente modelo LASSO. Se pueden hacer los modelos usando
como predictores las variables sin retardo o incluir las variables con
un cierto número de retardos haciendo que el método tenga carácter
dinámico, en cuyo caso se denominará DLASSO.
SPLS: Se creará un bloque por cada variable. Para cada bloque se
implementará un modelo SPLS en el que la variable a la que corres-
ponda dicho bloque se le considerará como variable respuesta (Y), y el
resto de variables serán las variables predictoras (X). Una vez creado
el modelo, se analizará qué variables poseen coeficientes no nulos en el
vector de regresión BPLS y esas serán las que se incluyan en el bloque
junto a la variable respuesta. Este proceso se repetirá con todas las
variables (o bloques).
Red neuronal: se entrena una red neuronal perceptrón multicapa pa-
ra predecir cada variable, tomando como entradas las demás variables
(predictoras o entradas). Las entradas que tengan un mayor influen-
cia en la salida serán las que se elijan para formar parte de un grupo.
Este procedimiento se propuso en [Olden and Jackson, 2002] para ana-
lizar la forma en que cada entrada de una red neuronal afecta a las
salidas de la misma y comprender así el funcionamiento de la red. Si
se utiliza la red neuronal para crear un modelo de una variable (sali-
da) a partir de otras variables (entradas), el análisis de los pesos de la
red nos permite conocer qué variables o entradas son más relevantes
y, por tanto, es posible usar este método para hacer selección de ca-
racterísticas [de Oña and Garrido, 2014,Xue, 2019]. Esto se realiza
analizadon los pesos de las conexiones de la red: para cada entrada,
se multiplican los pesos que afectan a dicha entrada a través de cada
trayectoria y luego se suman los resultados de cada trayectoria que
corresponda a esa entrada, de la siguiente forma:

Ri =
k∑

H=1
WikůWk (4.21)

donde Ri es la importancia relativa de la variable i en la salida de la
red. H es el número de neuronas en la capa oculta, Wik es el peso
asignado a la conexión entre la neurona de entrada i y la neurona de
la capa oculta k. Y Wk es el peso que corresponde a la conexión entre
la neurona oculta k y la salida de la red.
Árboles aleatorios: Se puede medir la importancia de cada variable
en el modelo RF creado para predecir cada una de las variables. Para
ello, durante la fase de entrenamiento se va midiendo el error out-of-
bag [James et al., 2013] de cada observación y se hace un promedio
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para todos los árboles. Para medir la importancia de una determinada
variable, los valores de dicha variable se permutan para los datos de
entrenamiento y se observa como cambia el error out-of-bag para estos
datos de entrenamiento modificados. De este modo, la importancia
de dicha variable es el promedio de la variación de dicho error entre
el conjunto de datos original y el modificado. Este proceso se detalla
en [Breiman, 2001]. De esta forma se seleccionan las variables que se
incluirán en cada uno de los bloques.

SVR: Se modela cada variable en función de las demás. Y a cada
variable se le asigna un grupo construido a partir del modelo corres-
pondiente a esa variable. En cada modelo se realiza un análisis de
sensibilidad y aquellas variables que presenten valores más altos serán
incluidas en el correspondiente grupo [Cortez and Embrechts, 2013].

DCCA: Se calcula el valor de DCCA para cada par de variables y se
agrupan aquellas que presenten un nivel elevado de DCCA, en valor
absoluto.

4.3.2. Métodos locales de detección de fallos

En los métodos FDI en aproximaciones descentralizadas [Jiang and Yan,
2014,Tong and Shi, 2016,Jiang et al., 2016], el método usado para detectar
fallos siempre ha sido el método PCA. Sin embargo, como se ha dicho en
la introducción de este capítulo, dada la naturaleza dinámica de los datos
recogidos de las plantas industriales, se requiere que el método usado para
detectar fallos en cada uno de los bloques sea de tipo dinámico. Esto permi-
tirá tener en consideración la influencia de los estados pasados de la planta
en el estado actual de la misma, es decir, se analizará el carácter dinámico
de la planta. Para ello en esta tesis se propone usar tanto el PCA dinámico
como el CVA en los bloques.

4.3.3. Fusión de los resultados locales

La fusión de los resultados locales se hará para cada estadístico local ST
usando el índice BIC. Se tomará un determinado valor de α en los datos de
entreno y luego se reajustará en los datos de test (usando siempre datos sin
fallo) de modo que no aparezcan falsas alarmas (es decir, que no haya un
determinado número de valores de BICST anómalos consecutivos).

4.4. Caso de estudio: Tennessee Eastman Process

Los métodos propuestos se han probado en la planta Tennessee Eastman
Process (TEP) [Downs and Vogel, 1993], descrita en el Apéndice A.3. Se va
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a usar la planta para poner a prueba los diferentes métodos de descentra-
lización explicados antes y comprobar si consiguen dar un buen resultado
cuando se utilizan para detectar los fallos de la planta. Se mostrarán datos
de tiempos de retardos en la detección, tasas de no detección (MDR), fallos
detectados, número de bloques y tasas de falsas alarmas (FAR). Hay que
hacer notar que, como se ha dicho anteriormente, se necesita un cierto nú-
mero de observaciones anómalas consecutivas para detectar el fallo, y esas
observaciones no han sido incluidas en los resultados de las tablas mostradas
a continuación. Por tanto, los valores mostrados aquí deben incrementarse
en el número de observaciones anómalas establecidas para cada método (que
se indicará en su momento), para tener el instante real en el que el sistema
avisa de un fallo.

4.4.1. MB-DDPCA: DPCA distribuido multi-bloque

A continuación se presentan los resultados de las pruebas que se hicie-
ron al hacer una detección de fallos descentralizada usando modelos PCA
Dinámicos (DPCA) locales (en cada bloque).

4.4.1.1. Metodología experimental

En esta sección se muestran los parámetros utilizados para hacer la de-
tección descentralizada aplicando varios de los métodos de descentralización
que se han detallado antes este capítulo: LASSO, Sparse PLS, etc. El proce-
so seguido ha sido: normalizado de los datos, agrupado de las variables (se
han hecho pruebas usando las variable sin retardo y, también, con retardo),
creación de los modelos PCA en los bloques y fusión de los resultados lo-
cales mediante BIC. Cabe destacar que en esta comparación también se ha
incluido la descentralización basada en Sparse PCA propuesta en [Grbovic
et al., 2012] y la basada en Información mutua (MI), propuesta por [Jiang
and Yan, 2014].

Todos los parámetros de los métodos se ajustaron de modo que se consi-
guiera el mayor número de fallos detectados, la mayor rapidez en la detección
y la ausencia de falsas alarmas o, al menos, la aparición de las mismas en el
menor número de tests realizados. De modo que, después de probar con dis-
tintas combinaciones de parámetros, las que dieron mejor resultado fueron
las mostradas en la Tabla 4.1.

Para cada método se muestra la normalización inicial que se aplicó a los
datos, en caso de que se aplicase alguna; el número de retardos aplicados
a los datos para hacer la descentralización; los bloques obtenidos (y, en su
caso, cuántas variables por bloque se impusieron); el número de retardos
aplicados a los datos utilizados para hacer los DPCA locales; la varianza en
dichos modelos locales; el número de observaciones anómalas consecutivas
para detectar un fallo; y el valor del parámetro α del índice BIC.
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Tabla 4.1: Parámetros de los métodos distribuidos basados en DPCA.

Norm. Datos para Bloques Datos para Varianza Observ. BIC
datos división obtenidos PCA PCA para

Método en bloques locales locales fallo α

LASSO Estándar 0 retardos 1 por variable 0 a 2 retardos 80 % 3 0.8
DLASSO Estándar 0 a 4 retardos 1 por variable 80 % 5 0.99
SPLS Estándar 0 retardos 1 por variable 0 a 3 retardos 60 % 5 0.9
SDPLS Estándar 0 a 4 retardos 1 por variable 90 % 5 0.8
SPCA Estándar 0 retardos 1 por variable 0 a 2 retardos 90 % 6 0.9

(8 vars./ bloque)
NNET Rango [0, 1] 0 retardos 1 por variable 0 a 2 retardos 60 % 3 0.9
SVR 0 retardos 1 por variable 0 a 2 retardos 75 % 5 0.9

(20 vars./bloque)
RF 0 retardos 1 por variable 0 a 1 retardo 75 % 3 0.9

(20 vars./bloque)
MI 0 retardos 1 por variable 0 a 3 retardos 75 % 4 0.9

Min. 4 vars/bloque
DCCA Estándar 0 retardos 1 por variable 0 a 4 retardos 90 % 5 0.8

Min. 4 vars/bloque

Los métodos DLASSO y SDPLS realizan la descentralización usando
variables con y sin retardo, de modo que en cada bloque ya van a quedar
agrupadas variables retardadas y no retardadas, por tanto, los modelos FDI
locales serán PCA, y no DPCA, al estar ya incluida la correlación temporal
entre variables en la composición de los bloques. En el caso de los métodos
MI y DCCA se eliminaron los bloques con menos de 4 y de 5 variables,
respectivamente, y aquellas variables que perdieron su bloque se agruparon
en un bloque extra.

4.4.1.2. Análisis de resultados

Para comprobar la efectividad de los métodos propuestos se ha com-
parado con los resultados obtenidos con el modelo DPCA descentralizado
(DDPCA), basado en la correlación lineal, propuesto en [Tong and Shi, 2016]
y con el DPCA centralizado mostrado en [Russell et al., 2000].

En las Tablas 4.2 y 4.3 se muestra el retardo, en instantes, de cada
método en detectar cada uno de los 21 fallos. La primera tabla muestra los
resultados para el estadístico T 2 y la segunda para el estadístico Q.
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Tabla 4.2: Retardo en la detección (en instantes). T 2
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Tabla 4.3: Retardo en la detección (en instantes). Q
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Como se puede ver en las tablas, algunos fallos son muy fáciles de detectar
y prácticamente todos los métodos los detectan instantáneamente, como los
fallos 1, 5, 6, 7, 12 y 14. Mientras que otros fallos (el 3, el 9 y el 15) son
muy difíciles y no todos pueden detectarlos, pero cabe destacar que LASSO,
SPLS y las redes neuronales detectan los tres fallos con ambos estadísticos.

Por otro lado, en el caso del retardo en la detección usando el estadístico
T 2, el método basado en redes neuronales es el más efectivo, y es más rápido
que el DDPCA en 15 fallos, e igual que él en 4 de ellos. Un poco por detrás
está Sparse PLS que es más rápido que el DDPCA en 14 fallos y obtiene
el mismo retardo en 4 fallos. Es mejor en 13 fallos el método basado en
DCCA, mientras que los métodos Sparse PLS, RF y MI lo son en 12 fallos.
Ligeramente por detrás quedan Sparse PCA y LASSO DPCA que son más
rápidos que el DDPCA en 11 fallos. Por último se encuentran los métodos
DLASSO y SVR que sólo son más rápidos que el DDPCA en 9 fallos, aunque
dan el mismo tiempo de detección en 7 de los 21 fallos. En todos los fallos
se comprueba que los métodos distribuidos obtienen mejores tiempos de
detección que el DPCA centralizado (salvo DLASSO en el fallo 16).

Si se utiliza el estadístico Q, el método más rápido es el de información
mutua (MI) ya que es más rápido que el DDPCA en 12 fallos, y da el mismo
tiempo de detección en 5. Un poco peor es el basado en SVR que da mejores
tiempos en 11 fallos e igual retardo en 6 fallos. Más atrás quedan el resto
de métodos, ya que LASSO, Sparse PLS y Sparse DPLS son mejores que
DDPCA en 9 fallos, e iguales en 7 fallos, los dos primeros, y en 9 el tercero.
Un poco más lentos son DLASSO, Redes neuronales, RF y DCCA, e iguales
en 7, 7, 9 y 10 fallos, respectivamente. A mucha distancia queda el método
basado en Sparse PCA que sólo es más rápido que el DDPCA en 5 fallos, e
igual en 9. Por otro lado, las propuestas distribuidas son más rápidas detec-
tando los fallos que el DPCA centralizado, excepto algún método concreto
en algunos fallos (Sparse PCA en los fallos 13 y 21 y DCCA en el 21).

Las Tablas 4.4 y 4.5 contienen los valores de tasa de no detección (MDR),
en porcentaje, de cada uno de los métodos en cada uno de los 21 fallos. Los
resultados aplicando el estadístico T 2 muestran que el método basado en
redes neuronales (NNET) y el basado en DCCA dan el mejor resultado de
detección, ya que obtienen el mejor valor de MDR en 14 fallos frente a los
resultados obtenidos por el DDPCA, y son iguales a este en 2 fallos. Casi
el mismo resultado se obtiene con el Sparse PCA, ya que es mejor que el
DDPCA en 13 fallos y da el mismo resultado en 2 fallos. Siguiendo con la
comparativa con el DDPCA, el método basado en Sparse DPLS es mejor en
11 fallos, el basado en información mutua (MI) en 10, LASSO, Sparse PLS
y RF en 9 fallos, SVR es mejor en 8, y a cierta distancia queda DLASSO
que sólo es mejor que el DDPCA en 6 fallos. Al igual que en el caso del
retardo en la detección con T 2, las tasas MDR con dicho estadístico para los
métodos distribuidos son más bajas que las del DPCA centralizado, excepto
para algún método en los fallos 4, 9, 10, 13, 15 y 19.
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Tabla 4.4: Tasa de no detección de fallos (MDR), en porcentaje. T 2
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Tabla 4.5: Tasa de no detección de fallos (MDR), en porcentaje. Q
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Cuando se usa Q es el método Sparse DPLS y SVR los que dan el mejor
resultado, ya que proporciona tasas más bajas de MDR en 8 de los 21 fallos
frente al DDPCA, siendo iguales a éste en 4 fallos. El resto de métodos
quedan a bastante distancia, ya que el basado en MI y el basado en DDCA
son mejores en 6 fallos e iguales en 4; LASSO dinámico y el Sparse PLS
son mejores en 5 fallos e iguales en otros 5; LASSO, las redes neuronales
y RF son mejores que el DDPCA en 3 fallos, e iguales en 4, 4 y 5 fallos,
respectivamente. En la comparativa de los métodos descentralizados frente
al centralizado, aquellos salen ganando ya que dan tasas MDR más bajas
excepto en los fallos 2, 5, 8, 15 y 21, en los que algún método da tasas
ligeramente por encima del DPCA centralizado.

Finalmente, la Tabla 4.6 muestra el número de fallos detectados, las
tasas de falsas alarmas (FAR), la presencia o no de falsas alarmas en alguna
simulación y el número de bloques que generó cada método.

Se observa que todos los métodos propuestos presentan tasas de falsas
alarmas FAR inferiores al DDPCA de [Tong and Shi, 2016]. La mayoría de
métodos propuestos han sido capaces de detectar mayor número de fallos,
destacando LASSO con T 2 y Q, las redes neuronales con T 2 y Q, SVR con
Q y MI con Q que han sido capaces de detectar todos los fallos. También
dan buen resultado Sparse PLS con T 2 y Q, Sparse DPLS con T 2, RF con
T 2 y Q y MI con T 2, ya que son capaces de detectar 20 de los 21 fallos.

En cuanto a la presencia de falsos positivos, ocurrieron en los métodos
LASSO, Sparse PLS y redes neuronales, y siempre con el estadístico T 2.
Usando Q ningún método detectó fallos al estar la planta en condiciones
normales de operación. Cabe resaltar que el método Sparse PCA consigue
trabajar con un número menor de bloques que los demás métodos, simplifi-
cando el método de detección.

Por tanto, los resultados muestran que los métodos descentralizados pro-
puestos funcionan bien y dan resultados comparables o incluso mejores que
otros métodos descentralizados, y, por supuesto, son más rápidos y sensibles
en la detección que el método centralizado. Concretamente se observa que se
obtienen mejores resultados sobre todo al trabajar con T 2, dando a entender
que la descentralización y los modelos de detección aplicados han sido capa-
ces de modelar mejor la planta. De los métodos probados, los más eficaces
con T 2 han sido: el basado en redes neuronales, Sparse PLS, DCCA y Sparse
PCA, y, con Q: Sparse DPLS, SVR y MI; ya que son los más rápidos en la
detección y son más sensibles frente a observaciones anómalas.
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Tabla 4.6: Bloques, FAR y falsas alarmas.
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4.4.2. MB-DDPCA, sensibilidad al grado de distribución

Aquí se van a mostrar los resultados de aplicar varios métodos de descen-
tralización que generen modelos con diferente número de bloques seguidos
por la implantación de modelos DPCA en cada uno de los bloques obtenidos.
Se pretende comprobar el efecto que tiene usar un número mayor o menor
de bloques, y si sigue siendo efectivo usar un descentralización con pocos
bloques.

4.4.2.1. Metodología experimental

Igual que en el caso anterior se han probado varios métodos, cuyos pa-
rámetros han sido ajustados hasta dar con el mejor método posible. Los
parámetros aplicados para realizar la detección de fallos con cada uno de
los métodos se muestran en la Tabla 4.7. Como antes, los métodos propues-
tos se compararon también con la descentralización basada en correlación
propuesta en [Tong and Shi, 2016] pero modificando dicha propuesta dis-
minuyendo el número de bloques utilizados, y nuevamente con el método
basado en información mutua [Jiang and Yan, 2014], modificando el método
para considerar bloques solapados.

Tabla 4.7: Parámetros de los métodos distribuidos basados en DPCA.

Normalizado Datos para Bloques Datos para Varianza Observ. BIC α
datos división obtenidos PCA PCA para

Método en bloques locales locales fallo
NNET Rango [0, 1] 0 retardos 1 por variable 0 a 2 retardos 60% 3 0.9
MI 0 retardos Menos bloques 0 a 2 retardos 60% 4 0.8
solapado que variables
MI 0 retardos Menos bloques 0 a 2 retardos 90% 4 0.9
no solapado que variables
Correlación Estándar 0 retardos Se eliminan 0 a 4 retardos 60% 5 0.9
solapado bloques < 4
Correlación Estándar 0 retardos Menos bloques 0 a 3 retardos 90% 4 0.9
no solapado que variables
DCCA Estándar 0 retardos Menos bloques 0 a 2 retardos 90% 3 0.9

que variables
DBSCAN Kurtosis, skewness, Menos bloques 0 a 4 retardos 60% 5 0.99

media, varianza, etc. que variables
EM Clust. Kurtosis, skewness, Menos bloques 0 a 2 retardos 75% 5 0.9

media, varianza, etc. que variables

Se comentan ahora algunos detalles específicos de cada método:
Redes Neuronales (NNET): Los parámetros de este método son los

mismos que los usados en el apartado anterior.
Información mutua (MI ): Una vez obtenida la matriz de MI, se crea

un bloque por variable, analizando cada fila de la matriz, y comprobando
qué elementos superaban el umbral teórico. Este método se aplicó de dos
formas: con y sin solapamiento entre los bloques.

MI con solapamiento (12 bloques): se parte de la lista completa de
variables y se realiza el siguiente proceso con cada grupo:
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1. Agrupar la primera variable de la lista con aquellas con las que
tenga un valor MI superior al umbral.

2. Umbral: mediana de la fila correspondiente multiplicada por 1,5.
3. Se eliminan de la lista las variables incluidas en este grupo.

Se repite este proceso hasta que no queden variables en la lista. Por
tanto, al crearse cada bloque usando la filas completas de la matriz
MI, es posible que haya variables que estén en varios grupos simultá-
neamente.

MI sin solapamiento (5 bloques): Cada variable quedará agrupada con
aquellas con las que tenga un mayor índice MI. Por tanto, no habrá
variables que estén en más de un bloque.

Correlacion: En este caso se parte de la matriz de correlación entre
variables y se crean los bloques analizando los valores de correlación en-
tre ellas. Se han probado dos planteamientos: con bloques solapados y con
bloques sin solapar.

Con solapamiento: El procedimiento es igual al considerado para la MI
con solapamiento, pero usando la matriz de correlación y un umbral de
0,2. Los bloques con menos de 4 variables se eliminan, y las variables
de los bloques eliminados se incluyen en un bloque extra.

Sin solapamiento: El método es el mismo que el explicado para el
método de información mutua sin solapamiento, pero usando la matriz
de correlación y estableciendo un umbral de 0,1 que deben superar las
variables para entrar a un bloque.

DCCA: El método aplicado es el mismo que el de Correlación con sola-
pamiento, pero usando la matriz de DCCA en vez de la de correlación. Para
crear el grupo de un variable se tomó la fila de la matriz DCCA que corres-
pondía a esa variable y el umbral para decidir si una variable entraba en un
bloque se ajustó tomando la mediana de los valores de esa fila multiplicada
por 1,5.

Clustering (DBSCAN): En este caso se creó una matriz de datos con
los valores de kurtosis, skewness, los valores medios y de varianza de la corre-
lación y de la información mutua de cada una de las variables. El Clustering
aplicado fue del tipo DBSCAN con un valor de 0,8 para el parámetro ε.
Cada uno de los clusters creados se utilizó para generar un bloque.

EM Cluster: Agrupamiento EM Cluster : Se hizo un agrupamiento de
variables a partir de los datos para cada variable de: kurtosis, skewness,
media y varianza de correlación, media y varianza de información mutua.
Después de varias pruebas, el número de clústers más eficaz para la detección
de fallos fue de 3. Estos clústers sirvieron para crear los grupos.
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4.4.2.2. Análisis de resultados

En este apartado se busca comprobar el efecto del número de bloques de
la descentralización, probando métodos que trabajen con distintos tamaños
de bloques. Para comparar el desempeño de estas propuestas se considerarán
los resultados del DPCA centralizado propuesto por [Russell et al., 2000]
para comprobar si estos métodos con descentralizaciones de menos bloques
son preferibles a la aplicación del método centralizado. También se incluye un
método de descentralización total (un bloque por variable) como el basado
en redes neuronales para comprobar si se pierde rendimiento al reducir el
número de bloques.

Las Tablas 4.8 y 4.9 contienen los retardos en la detección para cada
método en cada uno de los fallos.

Los resultados del retardo en la detección usando T 2 muestran que el
método basado en redes neuronales es el mejor, ya que es más rápido que el
DPCA centralizado en los 21 fallos considerados. Aunque hay que destacar
que la descentralización basada en DCCA también es capaz de mejorar los
tiempos de detección del DPCA centralizado en los 21 fallos. El DCCA
es un poco más lento que el método de redes neuronales, pero, hay que
tener en cuenta que dispone de un menor número de bloques. El resto de
métodos descentralizados siguen siendo mejores que el centralizado: el MI
de 12 bloques es más rápido en 20 fallos e igual en el fallo restante; y el
MI de 5 bloques y el de Correlación de 7 bloques son mejores en 19 fallos
e iguales en los otros 2 fallos; y el EM Cluster es más rápido en 16 fallos e
igual 2. DBSCAN mejora al método centralizado en 18 fallos y lo iguala en
1. Finalmente, el método de Correlación con 3 bloques es capaz de detectar
más rápido que el método centralizado en 16 fallos y da el mismo tiempo en
3 de ellos.

Al observar los resultados al usar el estadístico Q las conclusiones que se
pueden sacar son similares a las de T 2, ya que todos los métodos funcionan
mejor que el método centralizado. El método basado en redes neuronales
es mejor que el centralizado en 21 fallos, y un poco más atrás queda el
MI de 12 bloques que es más rápido en 18 fallos e igual en los otros 2.
DBSCAN es mejor en 19 fallos e igual al centralizado en los 2 restantes. El
método de Correlación con 7 bloques es más rápido en 19 fallos e igual en 1;
DCCA destaca en 15 fallos y es igual al centralizado en 3 fallos; Correlación
con 3 bloques y EM Cluster son mejores en 15 fallos e iguales en 3 fallos;
finalmente, el MI con 5 bloques es más rápido que el centralizado en 14
fallos e igual en 3 fallos. Por tanto, aunque los resultados empeoran un poco
respecto al estadístico T 2 siguen funcionando mejor que el método DPCA
centralizado.
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Tabla 4.8: Retardo en la detección (en instantes). T 2
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Tabla 4.9: Retardo en la detección (en instantes). Q
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Las Tablas 4.10 y 4.11 muestran los resultados de la tasa de no detección
(MDR) para cada fallo.
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Tabla 4.10: Tasa de no detección de fallos (MDR), en porcentaje. T 2

N
N
E
T

M
I

M
I

C
or
r.

C
or
r.

D
C
C
A

D
B
SC

A
N

E
M

D
P
C
A

Fa
llo

(1
2
bl
.)

(5
bl
.)

(7
bl
.)

(3
bl
.)

C
lu

st
er

ce
nt
ra
l.

1
0.
13

0.
38

0
0.
25

0.
13

0.
13

0.
38

0.
75

0.
6

2
1.
13

1.
25

1.
75

1.
13

1.
76

1.
25

1.
01

1.
63

1.
9

3
94
.1
1

98
.6
2

99
.6
2

99
.3
7

99
.8
7

98
.5
0

98
.2
4

97
.3
7

99
.1

4
27

.4
4

95
.3
6

73
.0
6

74
.1
2

10
0.
00

12
.2
8

85
.4
3

99
.7
5

93
.9

5
70
.3
0

74
.9
4

76
.9
4

75
.0
0

79
.0
5

75
.3
1

75
.3
8

76
.6
9

75
.8

6
0

0
0.
50

0.
25

1.
38

0.
50

0.
38

0.
50

1.
3

7
0

0
0

8.
29

0
0

0
0

15
.9

8
0.
88

2.
51

2.
01

2.
51

3.
26

2.
13

2.
51

2.
76

2.
8

9
93
.6
1

99
.0
0

98
.3
7

98
.4
9

99
.5
0

99
.5
0

99
.1
2

99
.1
2

99
.5

10
38
.2
2

55
.2
6

64
.9
1

52
.1
4

67
.1
3

57
.5
2

58
.2
9

59
.2
7

58
11

43
.9
8

72
.0
6

48
.1
2

45
.9
8

94
.4
8

38
.9
7

56
.6
6

86
.4
7

80
.1

12
0.
38

0.
63

0.
63

0.
63

2.
51

0.
63

0.
50

1.
13

1
13

4.
39

5.
51

5.
14

4.
90

5.
27

5.
01

5.
40

5.
51

4.
9

14
0

0.
25

0
0

0
0

0
0

6.
1

15
83
.0
8

96
.4
9

97
.8
7

95
.1
0

97
.9
9

97
.9
9

96
.6
1

96
.8
7

96
.4

16
48
.7
5

73
.8
1

83
.5
8

72
.1
1

86
.0
7

79
.5
7

78
.0
2

74
.8
1

78
.3

17
8.
77

14
.9
1

5.
26

23
.2
4

34
.0
0

14
.1
6

38
.3
2

11
.6
5

24
18

9.
77

10
.6
5

10
.6
5

11
.0
6

11
.4
2

10
.2
8

10
.5
5

10
.9
0

11
.1

19
97

.7
4

99
.6
2

98
.5
0

99
.1
2

10
0.
00

88
.7
2

99
.7
5

99
.8
7

99
.6

20
42

.1
1

57
.1
4

50
.0
0

62
.6
9

77
.7
9

39
.4
7

59
.8
0

66
.0
4

64
.4

21
55
.5
1

60
.6
5

55
.7
6

56
.9
1

67
.5
0

58
.0
2

67
.7
1

66
.0
4

64
.4

4.4. Caso de estudio: Tennessee Eastman Process 109



CAPÍTULO 4. MÉTODOS FDI DISTRIBUIDOS MULTIBLOQUE

Tabla 4.11: Tasa de no detección de fallos (MDR), en porcentaje. Q
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Los resultados de la tasa MDR muestran unos resultados parecidos a los
de los tiempos de detección. Usando T 2 como estadístico de detección, el
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método basado en redes neuronales es el mejor, ya que ofrece las mejores
tasas MDR en los 21 fallos. El método de Correlación con 7 bloques también
consigue mejorar los resultados del centralizado en 19 fallos e igualarlo en 1.
Ligeramente por detrás quedan los métodos MI de 12 bloques y el DCCA,
que dan mejor resultado que el centralizado en 17 fallos y el MI de 5 bloques
que es mejor en 15 fallos. DBSCAN es mejor en 15 y EM Cluster en 10
fallos. En cambio el método de Correlación con 3 bloques sólo es mejor en
4 fallos e igual en 1.

Al usar el estadístico Q el método basado en redes neuronales sigue sien-
do el mejor: da mejores valores de MDR en 15 fallos y iguala al centralizado
en 4. El método de Correlación de 7 bloques y DBSCAN son mejores en 14
fallos e iguales en 4 fallos. En un nivel similar esta MI con 12 bloques que
es mejor en 14 fallos e igual en otros 5; MI con 5 bloques consigue mejores
tasas MDR en 8 fallos y los mismos valores en 3; Correlación de 3 bloques
se impone en 8 fallos y empata en 4; DCCA es superior en 6 e igual en 2; y,
finalmente, EM Cluster es mejor en 6, y da los mismo valores en 5 fallos.

En la Tabla 4.12 se muestran el número de bloques de cada método, y
las tasas FAR, falsas alarmas y número de fallos detectados de cada uno.

Tabla 4.12: FAR (en porcentaje), fallos detectados, falsas alarmas y número
de bloques.

NNET MI MI Corr. Corr. DCCA DBSCAN EM DPCA
(12 bl.) (5 bl.) (7 bl.) (3 bl.) Cluster central.

FAR T 2 0.2004 0 0.40 0 0 0.2004 0 0 1.6
FAR Q 0 0 0 0 0 0 0 0 28.1
Fallos d. T 2 21 20 19 19 18 21 20 19 16
Fallos d. Q 21 19 18 20 18 18 19 19 18
Falsas a. T 2 Sí No No No No No No No No
Falsas a. Q No No No No No No No No No
Bloques 52 12 5 7 3 9 4 3 1

Todos los métodos propuestos presentan menores valores de falsas alar-
mas que el método centralizado y son capaces de detectar más fallos que él
en casi todos los casos. Destacan, con T 2, el basado en redes neuronales y el
DCCA, que detectan los 21 fallos, además de MI con 12 bloques y DBSCAN,
que consiguen detectar 20 fallos. Usando Q, las redes neuronales pueden de-
tectar los 21 fallos, mientras que el método de Correlación de 7 bloques sólo
deja un fallo sin detectar. Además, sólo aparecieron falsas alarmas en algún
fallo con el método de redes neuronales usando T 2. Y en cuanto al número de
bloques, las redes neuronales, al ser una descentralización completa, dispone
de un bloque por variable, pero los demás métodos dan descentralizaciones
bastante reducidas, desde los 12 bloques con el método basado en MI hasta
los 3 de Correlación y de EM Cluster, pasando por los 9 del DDCA, los 7
de la otra variante del de Correlación, los 5 del MI y los 4 del DBSCAN.

En resumen, se comprueba que los métodos descentralizados propuestos

4.4. Caso de estudio: Tennessee Eastman Process 111



CAPÍTULO 4. MÉTODOS FDI DISTRIBUIDOS MULTIBLOQUE

son más rápidos detectando fallos que el método centralizado, independien-
temente de usar mayores o menores grados de descentralización. Destacando
el DBSCAN, que con sólo 4 bloques, es capaz de obtener unos tiempos de
detección muy buenos. En cuanto a las tasas MDR los resultados empeoran
un poco con T 2 pero siguen siendo muy superiores a los del DPCA centrali-
zado. Con Q bajan un poco los resultados, pero salvo DCCA y EM Cluster,
el resto de métodos siguen dando mejores resultados que el DPCA de [Rus-
sell et al., 2000]. Además, todos los métodos propuestos son capaces detectar
igual o mayor número de fallos que el método centralizado.

Por tanto, existen alternativas descentralizadas con diferente número de
bloques que son más eficaces que un método centralizado, y esto permite
aplicar la descentralización a plantas, en las que, por su complejidad, no sea
viable crear un grupo por cada variable.

4.4.3. MB-DCVA: CVA distribuido multi-bloque

Ahora se muestran los resultados de implementar modelos descentrali-
zados que cuenten con modelos de detección CVA en los bloques obtenidos
después de la descentralización. Para realizar la división en grupos de va-
riables no se hará juntando aquellas más correlacionadas, como se hizo con
DPCA, sino que se van agrupar aquellas que tengan menor correlación. Esto
se hace así ya que el método CVA lo que hace es crear modelos en espacio de
estados y, para modelar un sistema hay que trabajar con aquellas variables
que aporten mayor cantidad de información diferente al modelo.

4.4.3.1. Metodología experimental

De igual forma que en la pruebas anteriores se han elegido varios méto-
dos de descentralización y se han ajustado sus respectivos parámetros para
conseguir la máxima eficacia en términos de número de fallos detectados,
ausencia de falsas alarmas y menor retardo en la detección.

Los datos utilizados para cada método se muestran en la Tabla 4.13.
En dicha Tabla se indica la normalización inicial que se aplicó a los datos,
en caso de que se aplicase alguna; los bloques obtenidos; el orden usado
para los CVA locales; la varianza en dichos modelos locales; el número de
observaciones anómalas consecutivas para detectar un fallo; y el valor del
parámetro α del índice BIC.

En todos los modelos de regresión, LASSO, Sparse PLS, Sparce PCA,
RF, SVR, se modeló cada variable en base a las demás variables para crear
cada grupo, pero ahora se eligen las variables que tienen el coeficiente de
regresión igual a cero. Así se consigue agrupar variables con poca correlación.
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Tabla 4.13: Parámetros de los métodos distribuidos basados en CVA.

Norm. Bloques Orden Varianza en Observaciones BIC
Método datos CVA CVA locales para fallo α

LASSO Estándar 1 por variable 4 90% 5 0.9
Sparse PLS Estándar 1 por variable 4 90% 5 0.9
Sparse PCA Estándar Cardinalidad=40 3 90% 3 0.8
NNET Rango [0, 1] 1 por variable 5 90% 5 0.9
RF 1 por variable 3 75% 3 0.9
SVR 1 por variable 5 90% 4 0.8
Correlación Estándar 1 por variable 3 90% 3 0.9
DCCA Estándar 1 por variable 5 60% 5 0.9
MI Se eliminan 3 90% 5 0.9

bloques < 4

Para las redes neuronales se modeló una red neuronal para cada variable,
probándose con diferentes configuraciones de la capa oculta de la red. Para
ello se hizo variar el número de neuronas en esta capa entre 1 y el número
de entradas de la red, seleccionándose aquella configuración que diese el
menor valor de error rMSE. En este modelo se estudió la relevancia de cada
variable tal como se comento anteriormente en este capítulo y se estableció
un umbral de relevancia, seleccionado las variables por debajo de él. Este
umbral se ajustó tomando la media de los valores mínimo y máximo de los
valores de relevancia en la red de las variables. De esta forma se seleccionaron
las variables menos relevantes en cada caso. Esto se repitió para cada variable
de cara a crear los distintos grupos.

Para los métodos basados en información: correlación, DCCA e informa-
ción mutua, la forma de aplicarlos para hacer la descentralización ha sido
la misma que para el caso del DPCA distribuido, es decir, crear un bloque
para cada variable y analizar los valores de correlación, DCCA o información
mutua, respectivamente, entre las variables para decidir si deben ser inclui-
das o no en un bloque. Aquí la diferencia es que una variable se incorpora a
un bloque si su valor de de correlación, DCCA o información mutua con la
variable a la que pertenece dicho bloque es inferior a un umbral. Este um-
bral, después de varias pruebas, se ha ajustado de la siguiente forma: para
la correlación se toman los valores de correlación de la variable propietaria
del bloque con las demás, se calcula la mediana y se multiplica por 0,3. Para
el DCCA se toman los valores de DCCA de la variable cuyo grupo se va a
construir con las demás variables, se calcula la mediana y se multiplica por
0,75. Para la información mutua el umbral es 0,05. Adicionalmente, en el
caso de la información mutua, si alguna variable tiene un bloque de tamaño
inferior a 4 variables se elimina su bloque, y estas variables pasan a un grupo
extra. Si esto ocurre, habrá más variables que bloques.

4.4.3.2. Análisis de resultados

Los resultados de las pruebas realizadas, que se muestran a continuación,
incluyen datos de tasa MDR, retardo en la detección, tasa FAR, número de
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bloques, y fallos detectados. Para ver la efectividad de las propuestas se las
ha comparado con un modelo de detección centralizado basado en CVA y
cuyos resultados aparecen en [Russell et al., 2000]. En las tablas 4.14, 4.15
y 4.16 se muestran los instantes de retraso con los que cada método ha
detectado cada fallo, usando los tres estadísticos del CVA.

Tabla 4.14: Retardo en la detección (en instantes). T 2
s
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re
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1
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1
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1

1
1
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1
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1
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6
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1
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1
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1
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1
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5
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6
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8
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1
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A
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nd

10
22

23
21

22
45

55
21

21
21

25
11

7
7

7
7

8
10

7
7

7
29

2
12

2
2

3
2

2
3

3
3

2
2

13
36

37
39

32
49

47
37
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1
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1
1
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1

1
1

1
2

15
57

7
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5
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1
3

23
9

24
1
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1
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9
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1
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9
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o

Usando T 2
s el método NNET detecta más rápido que el CVA centralizado

en 14 fallos y obtiene el mismo resultado en los 7 restantes. LASSO es más
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rápido en 15 fallos y da el mismo tiempo en 5 fallos. Junto a ellos también
están el basado en Correlación que es más rápido que el CVA centralizado
en 14 fallos e igual en 4, y el Sparse PCA que también es más rápido en 14
fallos y es igual en 3. Siguiendo con la comparativa con el CVA de [Russell
et al., 2000], MI es más rápido en 12 fallos e igual en 7; Sparse PLS mejora
en 10 e iguala en 9 fallos; DCCA gana en 14 fallos, y es igual en 3. Por
debajo ya quedan RF, que gana al centralizado en 8 y lo iguala en 5 fallos;
y SVR que es más rápido en 7 fallos y empata en otros 4.

Tabla 4.15: Retardo en la detección (en instantes). T 2
r
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21
23
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7
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6

7
6

8
6

7
7
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2
2

3
2

2
3

2
2

2
2
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Si se utiliza T 2
r , y siguiendo la comparativa de los métodos propuestos

frente al CVA centralizado de [Russell et al., 2000], el método con mejores
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resultados de retardo en la detección es el basado en redes neuronales que
consigue mejores tiempos en 11 fallos y empata con el CVA en 8. A un nivel
similar está LASSO que gana en 10 fallos y empata en otros 11, y Correlación
y Sparse PLS que son superiores en 10 fallos, igualando al CVA centralizado
en 10 fallos. A cierta distancia queda el método de bosques aleatorios (RF)
que gana en 8 y empata en 10 fallos. Por último quedan DCCA que es mejor
en 8 fallos e iguala tiempos con el centralizado en 9; Sparse PCA, que gana
en 5 fallos y empata en 10; y, finalmente, MI que iguala al CVA centralizado
en 13 fallos, pero sólo lo supera en 3. Por tanto, se observa que los métodos
han perdido efectividad con T 2

r con respecto a T 2
s .

Tabla 4.16: Retardo en la detección (en instantes). Q
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1
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0
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6
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9
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0
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9
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Usando Q, los mejores métodos son LASSO, que obtiene, al compararlo
con el CVA centralizado, mejores tiempos en 11 fallos y empata en 4; y
Sparse PLS, que es mejor en 12 fallos y empata en 2. Después viene el
método de Correlación y el de MI, con mejores tiempos en 9 fallos e iguales
en 3; las redes neuronales, que son más rápidas que el centralizado en 8 fallos
y dan el mismo tiempo en 4 fallos. A más distancia quedan Sparse PCA con
6 fallos mejores que el CVA centralizado e igual en 3; DCCA, que es más
rápido en 6 fallos e igual en 1; RF, que es mejor en 5 fallos y empata en 2;
y SVR, que es más rápido que el CVA centralizado en 4 fallos e igual en 3.

En las Tablas 4.17, 4.18 y 4.19 se muestran los resultados de MDR.

Tabla 4.17: Tasa de no detección de fallos (MDR), en porcentaje. T 2
s
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0.
13

0.
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Con el estadístico T 2
s , el mejor método, en cuanto a resultados de MDR,

es el basado en redes neuronales, ya que es el que ofrece los valores más
bajos en 16 fallos. Por detrás quedan: LASSO, que es el mejor en 14 fallos;
los métodos Sparse PLS y DCCA, que ganan en 13 fallos; Sparse PCA y MI,
que obtienen mejores MDR en 12 fallos; y Correlación que consigue mejores
resultados en 11 fallos. Por detrás están RF que sólo mejora los resultados
en 5 fallos; y SVR en 3 fallos.

Tabla 4.18: Tasa de no detección de fallos (MDR), en porcentaje. T 2
r
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0.
13

0.
12

5
0.
13

0
7

0.
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0.
12

5
0.
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Al trabajar con T 2
r el mejor resultado lo consigue, otra vez, el método

basado en redes neuronales, ya que sus tasas MDR son mejores que las del
CVA de [Russell et al., 2000] en 9 fallos. LASSO es mejor en 8 fallos; Sparse
PLS en 7; Correlación en 5; DCCA en 6 fallos; Sparse PCA es mejor en 4;
RF y MI en 3; y, por último, SVR no consigue mejores tasas MDR que el
CVA centralizado en ningún fallo.

Tabla 4.19: Tasa de no detección de fallos (MDR), en porcentaje. Q
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Por último, los resultados MDR con Q muestran un gran resultado de
LASSO, que consigue ser el mejor en 19 fallos. Justo detrás quedan Sparse
PLS que es el mejor en 18 fallos, y, un poco más atrás, pero también con
buenos resultados se sitúan las redes neuronales, que mejoran al CVA cen-
tralizado en 16 fallos; Correlación es mejor en 15 fallos; y RF, MI y DCCA
consiguen mejorar las tasas MDR en 14 fallos. A cierta distancia ya quedan
Sparse PCA con el mejor resultado en 10 fallos, y SVR que sólo consigue
superar al CVA centralizado en 8 fallos.

Finalmente, la Tabla 4.20 muestra las tasas FAR, número de fallos de-
tectados, presencia o no de falsas alarmas y el número de bloques de cada
método.
Tabla 4.20: FAR (en porcentaje), fallos detectados, falsas alarmas y bloques.

LASSO Sparse Sparse NNET RF SVR Corre- DCCA MI Central
PLS PCA lación CVA

FAR T 2
s 0 0 0.2004 0 0.2004 0.4008 2.7112 0.2004 4.6924 8.3

FAR T 2
r 0 0 0 0 0 0 3.0240 0 1.5641 12.6

FAR Q 0.4 0.2004 0 0 0.2004 0 1.1470 0.8016 0.8342 8.7
Fallos d. T 2

s 21 19 21 19 21 20 21 19 20 18
Fallos d. T 2

r 19 19 18 19 20 18 20 20 18 18
Fallos d. Q 18 19 19 18 19 19 18 18 19 17
Falsas a. T 2

s No No No No No No No No No No
Falsas a. T 2

r No No No No No No No No No No
Falsas a. Q No No No No No No No No No No
Bloques 52 52 26 52 52 52 52 52 52 1

Las tasas FAR son bastante más bajas que las del método CVA centrali-
zado de [Russell et al., 2000], reduciendo así la posibilidad de que aparezcan
falsas alarmas. En cuanto al número de fallos detectados, usando T 2

s y Q,
todos los métodos son capaces de detectar más fallos que el CVA centrali-
zado; y con el estadístico T 2

r , Sparse PLS, LASSO, las redes neuronales, RF
y DCCA, superan al CVA centralizado, mientras que el resto de métodos lo
igualan en número de fallos detectados.

Ninguno de los métodos propuestos detectó falsas alarmas usando el nú-
mero de observaciones anómalas consecutivas fijado para cada uno de ellos.
Finalmente, todos los métodos aplicaron una descentralización completa, de
un bloque por variable (52), excepto Sparse PCA, que usó 26 bloques.

En resumen, se ha observado que en cada uno de los estadísticos los
métodos dan diferentes resultados: con T 2

s LASSO y las redes neuronales
son los que mejor funcionan, dando un resultado mucho mejor que un CVA
de tipo centralizado, siendo, el resto de métodos, en general mejores que
el centralizado; con T 2

r todos los métodos bajan su rendimiento, aunque
siguen dando, la mayoría de métodos, tiempos de detección mejores que los
del método centralizado, pero pierden efectividad en lo que a tasa MDR se
refiere; con el estadístico Q los métodos recuperan eficacia en tasas MDR
frente al CVA centralizado, aunque en los resultados de tiempo de detección
sólo son mejores LASSO y Sparse PLS frente al método de un bloque.
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4.4.4. MB-DCVA, sensibilidad al grado de distribución

Ahora se quiere comprobar el efecto de usar descentralizaciones con me-
nor número de bloques. Para ello se emplearán metodologías que generen un
número reducido de bloques y se comprobará si sus resultados son lo sufi-
cientemente buenos como para que merezca la pena su uso. Estas propuestas
pueden ser interesantes, si son eficaces, para aplicarlas en plantas de gran
tamaño donde una descentralización con muchos bloques no sea posible.

4.4.4.1. Metodología experimental

En estas pruebas se ha procedido de forma similar las anteriores de este
mismo capítulo. Por tanto, se han utilizado varios métodos para descentra-
lizar y se han ajustado los parámetros correspondientes para conseguir la
máxima eficacia. También, al igual que en los anteriores métodos basados
en CVA , se han agrupado las variables con menor influencia entre ellas, ya
que se obtenían mejore resultados.

Los parámetros aplicados a cada método se muestran en la Tabla 4.21.
Allí se indica la normalización que se aplicó a los datos, en caso de aplicarse;
los bloques obtenidos; el orden de los CVA locales; la varianza en dichos
modelos locales; el número de observaciones anómalas consecutivas para
detectar un fallo; y el valor del parámetro α del índice BIC.

Tabla 4.21: Parámetros de los métodos distribuidos basados en CVA.

Normalizado Bloques Orden Varianza en Observaciones BIC α
Método datos CVA CVA locales para fallo
NNET Rango [0, 1] 1 por variable 5 90% 5 0.9
Correlación Estándar Menos bloques 3 75% 3 0.9

que variables
DCCA Estándar Se eliminan 5 60% 3 0.9
no solapado bloques < 5
DCCA Estándar Menos bloques 5 75% 5 0.8
solapado que variables
MI Menos bloques 3 90% 3 0.9

que variables
DBSCAN Menos bloques 3 60% 5 0.9

que variables

A continuación se comentan algunas particularidades de cada uno de los
métodos empleados:

La metodología para las redes neuronales es la misma de la sección an-
terior, con los mismos parámetros. Se introduce aquí para comparar sus
resultados con otras propuestas con menor número de bloques.

Para los métodos de correlación, DCCA e información mutua, de for-
ma similar a la sección anterior, una variable se incluye en un bloque si su
valor de correlación, DCCA o información mutua, respectivamente, con la
variable a la que pertenece el bloque es inferior a un umbral. Este umbral se
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ajustó, para la correlación, al valor de la mediana de las correlaciones ana-
lizadas para ese bloque multiplicado por 0,3. Para DCCA sin solapamiento
el umbral fijado fue el valor de la mediana de los DCCA considerados en ese
bloque multiplicado por 0,25. Si algún grupo queda de un tamaño menor a 5
variables, se elimina y la variable a la que pertenecía ese bloque se introduce
en un bloque extra. Para el DCCA solapado el umbral se estableció de la
siguiente forma: se toman los valores de DCCA de la variable cuyo grupo se
va a construir con las demás variables, se calcula la mediana y se multiplica
por un valor, que en este caso se fijó en 0,75 después de hacer unas pruebas.
Para el MI también se uso el caso solapado, y el umbral considerado es la
mediana multiplicada por el factor 1,3.

En el caso del método basado en agrupamiento (DBSCAN) se partió de
los siguientes datos de cada variable: kurtosis, skewness, media y varianza
de correlación, y media y varianza de información mutua. Dicho método se
aplicó con un valor de ε de 0,2.

4.4.4.2. Análisis de resultados

Los resultados de tiempo de retardo en la detección usando T 2
s se mues-

tran en la Tabla 4.22.
Tabla 4.22: Retardo en la detección (en instantes). T 2

s

NNET Correlación DCCA DCCA MI DBSCAN Central
Fallo sin solap. con solap. CVA
1 2 3 3 7 2 3 2
2 9 13 15 25 11 15 13
3 nd nd nd nd 45 nd nd
4 1 1 1 1 1 1 462
5 1 1 2 2 1 1 1
6 1 1 1 1 1 1 1
7 1 1 1 1 1 1 1
8 17 21 19 21 18 20 20
9 nd nd nd nd 5 nd nd
10 22 22 23 21 22 22 25
11 7 7 8 7 7 7 292
12 2 3 3 3 2 2 2
13 32 39 42 41 37 44 42
14 1 1 2 2 1 2 2
15 3 681 706 657 631 639 677
16 9 9 14 9 14 10 14
17 19 21 21 25 20 21 27
18 76 80 78 81 80 79 83
19 3 12 15 11 11 47 nd
20 67 74 69 88 67 71 82
21 207 271 227 251 263 490 273

nd = no detectado

El mejor resultado se obtiene con el método MI que mejora en 15 fallos
al centralizado y lo iguala en 6; muy cerca esta el DCCA solapado que
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supera al CVA centralizado en 12 fallos y da el mismo resultado en 3 fallos;
además, el método de redes neuronales, que es el que tiene más bloques, da
un buen resultado también, ya que es más rápido que el método centralizado
en 14 fallos, dando el mismo resultado en los 7 fallos restantes. Los demás
métodos también mejoran al método centralizado: Correlación consigue el
mejor tiempo en 11 fallos y empata en 6; DBSCAN es mejor en 9 y da el
mismo resultado en 8 fallos; y DCCA sin solapar es más rápido en 9 fallos
e iguala al centralizado en 7 fallos.

Tabla 4.23: Retardo en la detección (en instantes). T 2
r

NNET Correlación DCCA DCCA MI DBSCAN Central
Fallo sin solap. con solap. CVA
1 2 3 3 4 2 2 3
2 12 15 13 18 12 13 15
3 nd 484 538 485 nd nd nd
4 1 1 1 1 1 1 1
5 1 1 2 1 1 1 1
6 1 1 1 1 1 1 1
7 1 1 1 1 1 1 1
8 18 19 20 21 16 19 20
9 nd nd nd nd nd 731 nd
10 22 24 36 24 24 20 23
11 7 6 7 7 6 6 11
12 2 2 3 2 2 2 2
13 34 39 38 40 36 39 39
14 2 1 2 2 1 1 1
15 3 741 132 786 391 659 nd
16 10 9 10 8 11 9 9
17 19 20 21 23 20 20 20
18 76 79 76 18 76 76 79
19 3 2 2 11 2 2 11
20 66 65 66 94 65 65 66
21 287 484 211 466 174 456 511

nd = no detectado

Si se utiliza el estadístico T 2
r (Tabla 4.23), el mejor resultado lo da el

DBSCAN, ya que es mejor que el CVA centralizado en 11 fallos y empata
en los 10 restantes; así como MI que es mejor en 10 fallos e igual en 9.
También dan buen resultado el método de redes neuronales mejorando al
centralizado en 11 fallos y empatando en 8; DCCA sin solapamiento es más
rápido en 8 fallos e igual en 7; y Correlación tiene mejores tiempos en 7 fallos
y da el mismo resultado en 13. Finalmente el método basado en DCCA con
solapamiento solo es mejor en 6 fallos y empata en 7 con el centralizado.

Finalmente, se analizan los resultados de retardo en la detección con Q
(Tabla 4.24). Las redes neuronales son mejores que el método centralizado
en 8 fallos e iguales en 4; MI es mejor en 9 y da el mismo tiempo en 2 fallos.
Por detrás y con peores resultado que el método centralizado están: DCCA
con solapamiento que es mejor en 8 fallos, DBSCAN (7 fallos más rápido y

4.4. Caso de estudio: Tennessee Eastman Process 123



CAPÍTULO 4. MÉTODOS FDI DISTRIBUIDOS MULTIBLOQUE

1 igual), Correlación (4 fallos mejor y 3 igual) y DCCA sin solapamiento (3
fallos con mejor tiempo y otros 3 con igual retardo).

Tabla 4.24: Retardo en la detección (en instantes). Q

NNET Correlación DCCA DCCA MI DBSCAN Central
Fallo sin solap. con solap. CVA
1 4 10 10 10 4 6 2
2 19 27 46 27 15 13 25
3 nd nd nd nd nd nd nd
4 249 5 nd nd 1 1 0
5 1 7 4 1 1 1 0
6 1 1 1 1 1 1 0
7 1 1 3 1 1 1 0
8 21 26 30 25 22 22 21
9 nd nd nd nd nd 239 nd
10 25 25 36 31 27 25 44
11 9 7 99 11 9 11 27
12 2 27 4 3 2 2 0
13 35 47 58 54 45 49 43
14 10 3 2 6 2 2 1
15 nd nd nd 775 677 524 nd
16 10 10 20 9 12 14 11
17 21 24 30 26 22 28 23
18 79 89 88 86 82 82 84
19 19 13 15 14 13 17 nd
20 74 76 78 101 65 73 72
21 489 639 648 213 288 485 302

nd = no detectado

En cuanto a los resultados de tasas MDR usando el estadístico T 2
s (Tabla

4.25), el mejor método es el basado en redes neuronales que es el mejor en
16 fallos. Después, DBSCAN consigue mejores tasas MDR que el centrali-
zado en 10 fallos; MI y DCCA con solapamiento son mejores en 9 fallos;
Correlación en 7 y DCCA sin solapamiento en 5 fallos.

Los resultados de tasas MDR con T 2
r (Tabla 4.26) muestran que las

redes neuronales y DBSCAN consiguen los mejores resultados en 9 fallos;
Correlación en 7; MI en 5; y los dos DCCA son mejores en 4 fallos.

Ahora, con el estadístico Q (Tabla 4.27), los resultados de los métodos
mejoran: MI es el mejor en 17 fallos; DBSCAN en 16 fallos y empata en 1
con el método centralizado y las redes neuronales dan la mejor tasa MDR
en 16 fallos; mientras que DCCA con solapamiento es mejor en 14 fallos.
Por contra, Correlación sólo es mejor en 9 fallos y DCCA sin solapamiento
en 6.
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Tabla 4.25: Tasa de no detección de fallos (MDR), en porcentaje. T 2
s

NNET Correlación DCCA DCCA MI DBSCAN Central
Fallo sin solap. con solap. CVA
1 0.25 0.38 0.38 0.88 0.25 0.38 0.10
2 0.88 1.63 1.88 2.75 1.38 1.88 1.1
3 96.5 98.75 99.5 95.62 98.63 97.13 98.1
4 0.13 0.13 4.38 84 0.13 5.38 68.8
5 0.13 74.13 0.25 0.25 0.13 0.13 0
6 0.13 0.13 0.13 0.12 0.13 0.13 0
7 0.13 0.38 0.13 0.12 0.13 0.13 38.6
8 1.63 2.63 2.38 2.62 2.25 2.5 2.1
9 98.38 99.13 99.75 96.38 98.5 99.13 98.6
10 6.75 11 20.13 10.62 15.63 11.38 16.6
11 10.38 24.63 35.38 36.88 20.13 35.5 51.5
12 0.25 0.75 0.38 0.38 0.25 0.25 0
13 4.0 4.88 5.25 5.0 4.63 5.13 4.7
14 0.13 0.13 0.25 0.25 0.13 0.25 0
15 78.88 97.5 98.25 88.62 93.38 90.25 92.8
16 3.63 8.38 19.88 3.12 26.25 9.75 16.6
17 2.38 3.75 6.75 6.5 2.63 9.75 10.4
18 9.25 9.88 9.75 9.5 10 9.75 9.4
19 0.5 37.38 55.25 54 13.25 55.5 84.9
20 8.5 31.13 25.25 32.5 14.13 22.38 24.8
21 30.25 56 53.63 49.75 50.25 57.5 44

Tabla 4.26: Tasa de no detección de fallos (MDR), en porcentaje. T 2
r

NNET Correlación DCCA DCCA MI DBSCAN Central
Fallo sin solap. con solap. CVA
1 0.25 0.38 0.38 0.5 0.25 0.25 0
2 1.38 1.75 1.63 2.25 1.5 1.63 1.00
3 96.88 95.38 98 98.5 96.13 93.00 98.6
4 0.13 0.13 0.13 0.12 0.13 0.13 0
5 0.13 70.63 0.25 0.12 0.13 0.13 0
6 0.13 0.13 0.13 0.12 0.13 0.13 0
7 0.13 0.13 0.13 0.12 0.13 0.13 0
8 1.75 2.13 2.5 2.62 2 2 1.60
9 98.5 96.13 98.75 98.88 98.38 96.00 99.3
10 7.5 9.88 57.75 14.38 17.88 7.63 9.9
11 10.63 13.63 11.5 14.62 8.13 11.5 19.5
12 0.25 0.38 0.38 0.25 0.25 0.25 0
13 4.25 4.75 4.75 5 4.5 4.75 4.00
14 0.25 0.13 0.25 0.25 0.13 0.13 0
15 82.13 95.88 98.13 97.62 88.5 79.25 90.3
16 4.5 6.88 8.5 5.37 17.5 5.25 8.4
17 2.38 2.38 2.88 3.63 2.5 3.5 2.4
18 9.38 9.25 9.38 9.25 9.38 9.00 9.2
19 0.38 1.88 0.75 19.25 1.25 1.13 1.9
20 8.5 22.25 14.25 46.75 11.13 8.25 8.7
21 40.75 59 49.25 56.62 53.63 54.5 34.20
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Tabla 4.27: Tasa de no detección de fallos (MDR), en porcentaje. Q

NNET Correlación DCCA DCCA MI DBSCAN Central
Fallo sin solap. con solap. CVA
1 0.5 1.13 1.13 1.25 0.5 0.75 0.30
2 2.5 3.25 5.5 2.75 2.00 1.5 2.6
3 97.88 99.13 99 94.38 95.88 93.38 98.5
4 84.38 20.88 98.88 93.25 3.63 23.5 97.5
5 0.13 83.75 0.5 0.12 0.13 0.13 0
6 0.13 0.13 0.13 0.12 0.13 0.13 0
7 10.38 74 19.63 0.12 0.13 0.13 48.6
8 3.38 11.88 20.75 6.13 2.88 2.25 48.6
9 98.88 98.5 99 95.75 98.13 90.88 99.3
10 16.88 21.63 49.88 26.5 33.13 24.13 59.9
11 45.13 40 77.38 63 36.63 25.38 66.9
12 0.25 15.38 6.88 0.38 0.38 0.38 2.1
13 4.13 8.5 16.5 6.37 5.38 5.5 5.5
14 2.75 1 4.25 8.5 0.25 0.25 12.2
15 98.5 99.63 98.25 94.25 94.5 87.25 97.9
16 18.38 20.25 52.88 10.25 34.63 20.88 42.9
17 3.88 11 25.88 13.88 6.75 12.5 13.8
18 9.5 11.13 10.88 9.13 9.88 9.50 10.2
19 62.5 80.13 85.75 61.38 20.38 62.88 92.3
20 34.75 43.25 39.25 68.38 17.25 31 35.4
21 71.38 93.38 85.88 50.62 61.88 58.88 54.7

Por último, en la Tabla 4.28 se muestran los resultados de tasas FAR,
número de fallos detectados, falsas alarmas y bloques de cada método.

Tabla 4.28: FAR (en porcentaje), fallos detectados, falsas alarmas y bloques.

NNET Correlación DCCA DCCA MI DBSCAN Central
Fallo sin solap. con solap. CVA
FAR T 2

s 0 0.94 0 1 1.36 1.67 8.3
FAR T 2

r 0 2.29 0 0 2.61 4.07 12.6
FAR Q 0 0.52 0 0 1.77 3.55 8.7
Fallos d. T 2

s 19 19 19 19 21 19 18
Fallos d. T 2

r 19 20 20 20 19 20 18
Fallos d. Q 18 18 17 18 19 20 17
Falsas a. T 2

s No No No No No No
Falsas a. T 2

r No No No No No No
Falsas a. Q No No No No No No
Bloques 52 5 4 18 10 3 1

Las tasas FAR de los métodos propuestos son más bajas que las del
CVA centralizado (Tabla 4.28). Y son capaces de detectar más fallos en
todos los estadísticos, salvo DCCA sin solapamiento con Q que detecta el
mismo número. Destacan en este aspecto MI con T 2

s , que detectan los 21
fallos; Correlación, DCCA con y sin solapamiento y DBSCAN con T 2

r que
son capaces de detectar 20 fallos; y DBSCAN con Q, que también detecta
20 fallos. Por otro lado, ningún método presentó falsas alarmas. En cuanto
al número de bloques, el método de redes neuronales es del tipo de descen-
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tralización total y tiene, por tanto, un bloque por variable, es decir, 52. En
cuanto a los métodos con menos bloques: MI es un método con 10 bloques,
Correlación reduce a 5 bloques, DCCA sin solapamiento tiene 4 bloques y
con solapamiento trabaja con 18; y DBSCAN, que es el de menor tamaño,
cuenta con 3 bloques.

En resumen, los tiempos de detección son mejores con los métodos pro-
puestos que con el CVA centralizado cuando se usa T 2

s y T 2
r . Y con Q, sólo

con los métodos de redes neuronales y MI. En cuanto a las tasas MDR,
con T 2

s es mejor el método de redes neuronales frente al CVA centralizado,
y DBSCAN y MI dan un resultado casi igual, teniendo en cuenta, que en
muchos fallos en los que estos métodos dan tasas más altas de MDR la di-
ferencia es mínima (por ejemplo, en los fallos 5, 6 y 7, DBSCAN da una
tasa de 0.13 y el CVA centralizado da 0). Con T 2

r , DBSCAN queda próxi-
mo al CVA centralizado, pero, como en el caso anterior, hay fallos en los
que los resultados de ambos métodos son muy similares. En Q los resulta-
dos mejoran, y es MI el que da el mejor resultado de MDR, seguido de las
redes neuronales y DBSCAN, métodos estos que son mejores que el CVA
centralizado. Correlación queda cerca de éste, y DCCA no funciona bien.

Por tanto, a la vista de los resultados, MI y DBSCAN son métodos con
pocos bloques que funcionan con un buen rendimiento y en la mayoría de
ocasiones son preferibles al método centralizado.

4.5. Resumen

En este capítulo se han presentado una serie de métodos de detección
descentralizados y que aplican técnicas dinámicas (DPCA y CVA). La forma
de hacer la descentralización se ha basado tanto en analizar las correlaciones
entre variables (Correlación, DCCA o Información Mutua), como en modelar
cada variable en función de las demás (LASSO, redes neuronales, etc.); y,
una vez hechos estos análisis, usar esta información para crear los grupos.
Se han hecho pruebas tanto con DPCA como con CVA como método de
detección de fallos en los bloques generados en la descentralización, y se han
fusionado los resultados locales usando el Criterio de Inferencia Bayesiano.

En el caso del DPCA se ha comprobado que los diferentes métodos des-
centralizados propuestos dan mejor resultado que un DPCA distribuido equi-
valente, ya que son más rápidos y más sensibles en el proceso de detección
(mejores tasas MDR). Además, también se ha comprobado que usar des-
centralizaciones con un número reducido de bloques sigue siendo preferible
a usar un método centralizado que cuente con un sólo bloque, ya que se
consiguen mejores resultados, tanto en tiempos de detección, como en tasas
MDR y en número de falos detectados.

En el caso del método de detección CVA, se ha propuesto un proceso
alternativo de descentralización en el que, en vez de agrupar las variables
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que tienen más relación entre sí en el mismo bloque, se han agrupado las
que están menos relacionadas. Esto ha hecho que, con casi todos los métodos
propuestos, se obtengan buenos resultados, llegando a ser mejores que un
CVA centralizado en retardo en la detección; y dan mejores tasas de MDR
con T 2

s y Q. Por lo tanto parece que el método CVA descentralizado funcio-
na mejor al incluir variables poco correlacionadas que aporten información
nueva a cada modelo local.

Además, los modelos descentralizados basados en CVA con menor núme-
ro de bloques funcionan mejor que el CVA centralizado en cuanto a tiempo
de detección y están próximos a él en cuanto a tasas MDR. Siendo capaces,
también, de detectar más fallos.

128 4.5. Resumen



Capítulo 5

IDENTIFICACIÓN DE FALLOSMUL-
TIMÉTODO BASADA ENOPERA-
DORES DE AGREGACIÓN. DIS-
TRIBUCIÓN DE MÉTODOS

5.1. Introducción

En el proceso de monitorización de una planta la etapa que se ejecuta
después de detectarse un fallo es el de identificación de la variable o va-
riables responsables del mismo. El objetivo es conocer el origen del fallo y
poder hacer una diagnosis correcta del tipo de fallo para tomar las medidas
correctivas más adecuadas. En el caso de aplicar métodos de monitorización
basados en datos las técnicas existentes de detección utilizan unos índices
y unos umbrales de tal forma que si alguno de esos índices supera su co-
rrespondiente umbral, se detecta un fallo. A continuación, los métodos de
identificación asociados tratan de cuantificar la influencia de cada variable
en el hecho de que un estadístico haya superado el umbral, de tal forma que
aquellas variables con mayor influencia serán consideradas como responsa-
bles del fallo.

Por lo visto en el Capitulo 2, del estado del arte, se constata que existe
una gran variedad de métodos de identificación, y ahora se plantea el pro-
blema de seleccionar uno de ellos, eligiendo aquel que sea el más eficaz. De
acuerdo con las pruebas realizadas por los autores de dichos métodos sobre
una misma planta industrial, se observa que los resultados de la identificación
no siempre coinciden entre los métodos [Kourti and MacGregor, 1996,De-
troja et al., 2007, Mahadevan and Shah, 2009, Kariwala et al., 2010, Liu,
2012,Jiang and Braatz, 2017]. Por tanto, esto lleva a pensar que no hay un
método que esté por encima de los demás en términos de eficacia, y por
tanto, no es posible quedarse con uno de ellos como método universal.

De aquí surge la idea de descentralizar la identificación mediante la im-
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plantación de varios centros de procesamiento, contando, cada uno de los
cuales, con un método de identificación diferente. El objetivo es utilizar
todos los métodos de forma simultánea aprovechando las sinergias mutuas
entre métodos y su complementariedad. Es decir, al contar con varios méto-
dos, cuando se de una situación de fallo en la que algunos métodos concretos
no sean capaces de dar una buena diagnosis, se dispone de los restantes mé-
todos para realizar una identificación correcta.

Por tanto, la aproximación considerada ahora es distinta a la del capítulo
anterior, ahora se trata de distribuir los métodos de FDI entre los nodos que
se han distribuido por la planta, es decir, se trata de implementar un método
diferente de identificación de fallos en cada unidad de cálculo y después
fusionar los resultados de cada método en un nodo central, usando la teoría
de toma de decisiones multicriterio.

Además, también se busca solucionar otros dos problemas que aparecen
al realizar la identificación de fallos, por un lado, evitar el uso de métodos
de identificación como clasificadores para diagnosticar fallos, ya que normal-
mente en las plantas industriales, no se dispone de suficientes datos de todos
los posibles fallos que puedan ocurrir en el sistema; y, por otro lado, evitar
tener que elegir un único método de identificación ya que se va a llevar a
cabo una fusión de todos ellos, con el objetivo de obtener las ventajas de
cada uno de los métodos.

Hay otro problema adicional relacionado con la identificación que se ha
encontrado al estudiar la bibliografía, y consiste en saber el momento exacto
en el que la identificación del fallo debe llevarse a cabo. Inicialmente, se
puede pensar que hay que hacerla nada más detectarse el fallo, para tener
el resultado de la identificación cuanto antes. Ese es el planteamiento de
muchos autores [Kourti and MacGregor, 1996, Dunia and Qin, 1998, Yue
and Qin, 2001, Detroja et al., 2007, Alcala and Qin, 2009,Mahadevan and
Shah, 2009, Kariwala et al., 2010]; mientras que otros autores realizan la
identificación analizando gran cantidad de instantes posteriores la detección
del fallo [Liu, 2012,Liu and Chen, 2014,Jiang et al., 2015].

La identificación en el instante del fallo presenta el problema de que
puede verse afectada por la influencia de ruidos, perturbaciones, etc. además
de tener en cuenta sólo las variables afectadas por el fallo en los primeros
instantes.

Por otro lado, la segunda opción para la identificación tiene en cuenta
muchas variables que se ven influenciadas por la expansión de los efectos del
fallo por la planta. Además, si la planta cuenta con sistemas de control, estos
tratarán de corregir el fallo en la planta modificando ciertas variables contro-
ladas, que pasarán a tomar valores anómalos. Todo esto aparecerá reflejado
en esta identificación a largo plazo dando como resultado una diagnosis in-
cierta.

Además, en esta segunda opción, el proceso de la identificación se realiza
con datos tomados de la planta funcionando bajo condiciones de fallo (inicio
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y evolución del fallo, y, posteriormente, entrada en estado estacionario) y,
por tanto, el resultado no va a aportar una información clara del origen del
fallo pero sí del estado en el queda la planta al expandirse este.

5.2. Fundamentos teóricos
En el Capitulo 2, del estado del arte, se muestran diversos métodos de

identificación de fallos basados en PCA, aunque no son los únicos existentes.
Diversos autores han presentado otras técnicas para identificar a las varia-
bles responsables de un fallo, como son los índices de reconstrucción o los
diagramas de contribución modificados que se presentan a continuación.

5.2.1. Indices basados en reconstrucción

Una vez que se ha detectado un fallo, porque alguno de los índices esta-
dísticos (T 2, Q o ϕ) ha superado su correspondiente umbral, se denomina
Contribución Basada en Reconstrucción (en inglés, Reconstruction Based
Contribution (RBC)) para una cierta variable, a la cantidad de reconstruc-
ción que minimiza el índice de detección aplicada en la dirección de dicha
variable [Alcala and Qin, 2009]. De esta forma se puede obtener un valor de
RBC para cada variable, identificando como responsables del fallo a aquellas
con un valor más alto.

Esta propuesta surge para paliar algunas desventajas que presentan los
métodos de identificación basados en contribuciones a T 2, Q y ϕ, como que,
en algunos casos, las variables afectadas por el fallo no obtienen los valores
más altos de contribución [Yoon and MacGregor, 2001].

El índice RBC para una variable i-ésima se obtiene de la siguiente ma-
nera:

RBCindexi = xTMξi
(
ξTi Mξi

)−1
ξTi Mx (5.1)

donde x es la observación actual y la matriz M se calcula de la forma si-
guiente:

M = D = PΛ−1PT para T 2

M = C̃ = P̃P̃T para Q

M = Φ = C̃
T 2
α

+ D
Qα

para ϕ

Este método se aplica de forma similar a los métodos basados en con-
tribuciones a los estadísticos de detección: una vez detectado el fallo con un
estadístico, se obtiene el valor de RBC para este estadístico en las direccio-
nes de cada una de las variables, pudiendo tener así una tabla de resultados
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en la que identificar a aquellas variables con valores de RBC más altos como
responsables del fallo.

5.2.2. Diagramas de contribución modificados

Este método se basa en encontrar las variables que, después de ser re-
construidas, consiguen las mayores reducciones del estadístico combinado ϕ
hasta que este caiga por debajo de su umbral [Liu and Chen, 2014]. Busca
evitar el efecto de expansión del fallo que hace que las variables no respon-
sables se vean contaminadas por las realmente responsables, dificultando el
proceso de identificación.

El método trabaja siempre con el índice de detección combinado ϕ. Una
vez que se ha detectado un fallo con este estadístico se procede a la iden-
tificación, en la que se aplica una reconstrucción en las direcciones de cada
una de las variables y se comprueba qué reconstrucción consigue una mayor
reducción del índice anómalo ϕ.

Si se reconstruye la variable i, la contribución de dicha variable a la reduc-
ción del índice (o estadístico) combinado (en inglés, Reduction of Combined
Index (RCI)) es:

cRCIi =
[
(xnf − x∗nf )T (ξTΦξ)0,5ξi

]2
(5.2)

donde ξi es un vector columna con un 1 en la posición i y 0 en el resto,
xnf es el conjunto de variables anómalas y x∗nf es la reconstrucción de esas
variables anómalas:

x∗nf = −
(
ξTΦξ

)−1
ξTΦ (1− Γ) x (5.3)

donde Γ es una matriz diagonal con unos en las posiciones de la diagonal
que corresponden con las variables anómalas y ceros en en las posiciones de
las variables no anómalas.

La reducción del estadístico combinado después de la reconstrucción se
puede calcular así:

ϕ− ϕ∗nf = (xnf − x∗nf )T (ξTΦξ)(xnf − x∗nf ) (5.4)

Aquella variable que consiga una mayor reducción de ϕ será incorporada
al conjunto de variables anómalas, después se aplica la reconstrucción a lo
largo de esa variable a los datos y se repite el proceso, buscando otra variable
que maximice RCI que será incluida, también, en el conjunto de variables
anómalas. Cada vez que se repita el ciclo, se comprueba el valor obtenido
para el estadístico combinado después de la reconstrucción, de modo que
cuando éste cae por debajo de su umbral, se detiene el proceso, y las varia-
bles contenidas en el conjunto de variables anómalas son las consideradas
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como responsables del fallo, analizando ahora, cuáles de estas han conse-
guido un mayor valor de RCI y que, por tanto, serán las que tienen mayor
responsabilidad en el fallo.

5.3. Método propuesto: Identificación de fallos dis-
tribuida basada en operadores lingüísticos OWA-
RIM: ORAFI

Por todo lo dicho anteriormente, surge la necesidad de buscar un método
fiable para llevar a cabo la identificación de fallos. Esto se pretende realizar
con la descentralización de la identificación mediante la implantación de
varios centros de procesamiento, contando, cada uno de los cuales, con un
método de identificación diferente. El objetivo es evitar tener que decantarse
por uno u otro método, teniendo en cuenta que ninguno de ellos nos va a dar
un resultado satisfactorio siempre. Además, al contar con varios métodos,
cuando se de una situación de fallo en la que algunos métodos concretos no
sean capaces de dar una buena diagnosis, se dispone de los restantes métodos
para realizar una identificación correcta.

Por tanto, tal como se explicó en el Capítulo 1, de introducción, el se-
gundo objetivo que se planteó a la hora de abordar esta tesis consistió en
proponer un método de identificación de fallos distribuido. La aproximación
considerada es distinta a la del capítulo anterior, ahora se trata de distribuir
los métodos de FDI entre los nodos que se han distribuido por la planta,
es decir, se trata de implementar un método diferente de identificación de
fallos, de los más utilizados en la literatura, como diagramas de contribu-
ción a T 2 y a Q, indices de reconstrucción, etc., en cada unidad de cálculo y
después fusionar los resultados de cada método en un nodo central, usando
la teoría de toma de decisiones multicriterio, para, a partir de los resultados
obtenidos por cada método, obtener una decisión única de identificación del
fallo.

Por otro lado, tomando en consideración el momento donde aplicar la
identificación del fallo, en este trabajo se proponen dos posibles soluciones
a este problema. Por un lado se propone realizar identificaciones tanto en el
instante de detección del fallo como varios instantes más adelante, cuando la
planta ha evolucionado a un nuevo estado estacionario después de expandirse
el fallo por la planta, realizando la identificación en ventanas de tiempo, no
en instantes únicos.

En el caso de la identificación inicial se busca hacer el proceso más ro-
busto frente a ruidos, perturbaciones, etc y en la diagnosis tardía, analizar
sólo instantes que pertenezcan a la planta ya en estado estacionario después
del fallo. De esta forma el objetivo es obtener información del origen del fallo
(identificación temprana) y del estado en el que queda la planta una vez se
ha evolucionado bajo el efecto de dicho fallo (identificación estacionaria).
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Además, así se podrá comprobar si los resultados de las diagnosis hechas
por varios autores usando todos los datos disponibles sirven para conocer el
origen del fallo.

5.3.1. Descripción del Método ORAFI

Este método propuesto, denominado ORAFI (en inglés, OWA-RIM ag-
gregation based Fault Diagnosis) [Sánchez-Fernández et al., 2018e] consiste
en un método de identificación de fallos que realiza una agregación de las
diagnosis de 7 métodos de identificación ampliamente usados en los últimos
años, como son: Contribuciones de las variables a T 2 [Kourti and MacGregor,
1996] y ϕ [Alcala and Qin, 2009], Error normalizado de la variables [Kourti
and MacGregor, 1996], Índices de reconstrucción (para T 2, Q y ϕ) [Alcala
and Qin, 2009], y Diagramas de contribución modificados [Liu and Chen,
2014], a través, de un operador lingüístico (OWA-RIM) usado como un mé-
todo de toma de decisión multicritero, que además se puede sintonizar por
parte del usuario dependiendo del riesgo que quiera asumir al tomar la de-
cisión.

Por otro lado, esta identificación de las variables responsables del fallo,
se realiza con la información recogida en dos ventanas de tiempo: la primera
se aplica inmediatamente después de la detección del fallo y se denomina
diagnosis Temprana y la segunda se aplica después de que el sistema ha
evolucionado a un nuevo estado estacionario después del fallo: diagnosis Es-
tacionaria. Esta segunda fase se va a usar para ver cómo ha evolucionado
la planta en condiciones de fallo y comprobar si realizar una identificación
tantos instantes después del fallo es válida para encontrar las variables res-
ponsables del fallo.

Por lo tanto en este segundo método de FDI distribuido propuesto, la
distribución se hace por métodos, es decir, un método de identificación de
fallo en cada nodo. En el Algoritmo 1 se puede ver una visión general del
método.

La sintonización del método de agregación se hará en función de la aver-
sión al riesgo del usuario, que podrá elegir diferentes operadores OWA y,
en cada caso, la agregación de métodos será más o menos exigente. Esto se
mide con el carácter orness (o con el andness) del operador. De modo que el
usuario del sistema de monitorización va a poder elegir cómo hacer la toma
de decisiones en función del riesgo que pueda asumir: un operador con bajo
valor de orness implica menor riesgo, y viceversa.

La detección del fallo se realiza usando un PCA estándar usando los
estadísticos T 2, Q y ϕ, de modo que si alguno de dichos estadísticos supera
su umbral un cierto número de veces, se activará la alarma de fallo y se
pasará a realizar el proceso de identificación. Más tarde, durante una corta
ventana de tiempo después de que el fallo ha sido detectado, se aplican todos
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Algoritmo 1 Diagnosis de fallos basada en operadores OWA-RIM
1: Entrenamiento:
2: for Datos sin fallo do
3: Ajustar un nivel de riesgo para MCDM.
4: Métodos identificación: { ContT2 , ContQ, Contϕ, RBCT2 , RBCQ, RBCϕ y RCI }
5: Ajustar ∆tTemprana para min(retardo) con max(separabilidad)
6: Ajustar ∆tEstacionaria, ThEstacionaria y V arEstacionaria para min(retardo) con

max(DeteccionesEstabilización)
7: end for
8:
9: Datos a analizar
10: for t=1 to n do . Para cada instante
11: Diagnosis Temprana:
12: if FALLO = TRUE then
13: while t< (tDetección + ∆tTemprana) do . Ventana Temprana
14: DFIj

← DiagnosisOf{FIj} . Diagnosis de cada método identificación
15: F

V ariablek
t (DFI1 , . . . , DFIn ) =

∑n

j=1 ωjβj . Puntuaciones (ωj : pesos OWA)
16: (βj =Valores ordenados de V ariablek en <DFI1 , DFI2 , . . . , DFIn >)
17: end while
18:
19: if t=(tDetección + ∆tTemprana − 1) then . Fin de ventana Temprana
20: FV ariablek ← media(FV ariablek

t ), t ∈ {Ventana Temprana}
21: Diagnosis(Temprana)← Ranking(FV ariable1 , . . . , FV ariablem )
22: end if
23: end if
24:
25: Diagnosis Estacionaria:
26: Comprobar Estado Estacionario
27: DFIj = DiagnosisBasadaEn{FIj} . Diagnosis de cada método identificación
28: F

V ariablek
t (DFI1 , . . . , DFIn ) =

∑n

j=1 ωjβj . Puntuaciones en t (ωj : pesos OWA)
29: (βj =Valores ordenados de V ariablek en <DFI1 , DFI2 , . . . , DFIn >)
30:
31: if F

V ariablek
t no cambian en ∆tEstacionaria then

32: Estado Estacionario = TRUE
33: FV ariablek = media(FV ariablek

ts
) con ts ∈ último ∆tEstacionaria

34: Diagnosis(Estacionaria) = Ranking(FV ariable1 , . . . , FV ariablem )
35: end if
36: end for
37:
38: Criterio para Estado Estacionario:
39: Primeras posiciones Ranking FV ariablek

t no cambian en ∆tEstacionaria
40: Puntuaciones de las primeras posiciones varían menos que V arEstacionaria en

∆tEstacionaria

los métodos de identificación de fallos considerados en esta propuesta, dando
cada uno sus propios resultados.

Estos resultados se agregan utilizando un enfoque lingüístico basado en
una función OWA-RIM, lo que resulta en una clasificación global puntuada,
es decir, en un ranking de las variables candidatas responsables de los fallos.
Aquellas variables que estén en las posiciones más altas del ranking serán
consideradas como las responsables del fallo. Esta es la identificación de
fallos temprana.
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Después de esta identificación inicial, se va verificando el sistema has-
ta que se alcanza un nuevo estado estacionario después del fallo. En este
momento, se lleva a cabo otra identificación del fallo basada en las mismas
técnicas, el operador OWA-RIM y los datos recogidos durante este periodo
de tiempo, dando lugar a otra identificación que se ha denominado identifi-
cación estacionaria.

Este método requiere ajustar varios parámetros, como son: el riesgo asu-
mido durante la diagnosis, la longitud de las ventanas de tiempo de la toma
de datos para la identificación y la forma de detectar que el sistema ha lle-
gado a un punto estacionario en su evolución después del fallo. Los criterios
que se han seguido para ajustarlos son los siguientes:

Riesgo asumido en la diagnosis: se ha utilizado un operador OWA-
RIM para hacer la agregación de los resultados de los métodos de
identificación. Los pesos del operador OWA se han obtenido a partir
del cuantificador RIM: Q(r) = rα. El valor de α escogido por el usuario
determinará el nivel de riesgo en la toma de decisiones: un valor alto
de α implica un valor bajo de orness (ver ecuación 2.43), es decir, una
alta aversión al riesgo (toma de decisiones poco arriesgada).

Longitud de las ventanas de tiempo: es necesario ajustar el ta-
maño de las ventanas en las que se toman datos para la identificación:
para la ventana Temprana: ∆tTemprana, justo después de detectarse
el fallo, y para la ventana Estacionaria: ∆tEstacionaria, que se aplica
al encontrar el sistema un nuevo valor estacionario en su evolución
después del fallo.

• ∆tTemprana: este valor se ajusta buscando la máxima separabili-
dad entre las puntuaciones de las variables en el ranking obtenido
al hacer la agregación. Se trata de retrasar el diagnóstico lo me-
nos posible, y por tanto tomar el menor tamaño de ventana que
permita una mejor discriminación entre variables candidatas.

• ∆tEstacionaria: el tamaño de esta ventana se ajusta buscando el
valor con el que las variables diagnosticadas como candidatas no
cambien, partiendo de datos de diferentes fallos. El tamaño de
esta ventana se busca entre varios valores, tomando aquel que
ofrezca una diagnosis lo más pronto posible, para la mayoría de
los fallos, a la vez que dicho valor elegido permita detectar que
el sistema llega a un nuevo estado estacionario de operación (en
cada fallo, el valor de tEstacionaria es diferente).

Instante en que se llega a un nuevo estado estacionario: este
valor se obtiene aplicando el método diagnosis OWA-RIM usando el
valor de ∆tEstacionaria seleccionado en cada instante después del fallo.
Esto da lugar a un ranking de variables candidatas en cada instante. Y
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la planta se considera en estado estacionario si se dan las condiciones
siguientes:

• Las variables de las primeras posiciones que superen un cierto
umbral ThEstacionaria no cambien durante un número de instantes
igual a ∆tEstacionaria.

• Las puntuaciones de dichas variables candidatas no cambie du-
rante ∆tEstacionaria. La forma de comprobar que no cambian es
analizar la varianza (V arEstacionaria) de estas variables durante
ese espacio de tiempo y comprobar que no supere un cierto um-
bral (elegido por el usuario).

5.4. Caso de estudio I: Tennessee Eastman Pro-
cess

La planta TEP, detallada en la Sección A.3, es la que se ha utilizado
para probar el método de toma de decisiones basada en operadores OWA.
En este caso se han aplicado el método ORAFI, tal como se explica en la
Sección 5.3.1.

5.4.1. Metodología experimental

La metodología experimental: parámetros y características, se pueden
consultar en el Algoritmo 2.

Se crea un PCA usando los datos sin fallo que retiene un 70% de la va-
rianza en los componentes principales seleccionados (dicho valor se selecciona
después de hacer test de validación cruzada, buscando el menor número de
componentes que retenga la mayor cantidad de información). Los umbrales
para T 2 y Q se ajustaron para tener un 0.5% de observaciones por encima
de ellos en condiciones sin fallo, buscando evitar falsas alarmas, pero sin
perder sensibilidad ante fallos de pequeño tamaño.

Los pesos de la diagnosis basada en OWA-RIM se calcularon en función
de la aversión al riesgo que quiera aplicar el operador: alta (orness=0.2), mo-
derada (orness=0.5) y baja (orness=0.9). La longitud de la primera ventana
de tiempo (Temprana) se ajustó a 3 muestras, consiguiendo una diagnosis
lo más rápida posible con el mejor valor posible de Separabilidad entre las
puntuaciones de las variables (ver Tabla 5.1).

Una ventana de 10 observaciones fue seleccionada para la diagnosis Es-
tacionaria para conseguir la diagnosis más rápida pero evitando falsas de-
tecciones de estados estacionarios de la planta. También las variables selec-
cionadas deben tener una varianza en sus puntuaciones por debajo de 0.002
(el tiempo de detección del estado estacionario se incrementa para valores
más bajos, y con valores más altos crece el número de falsas detecciones
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Algoritmo 2 Metodología experimental
1: Preproceso datos con fallo de entrenamiento: normalización Z-score
2: Modelo PCA: 70 % de la varianza incluida, umbrales ajustados a per-

centil 99,5.
3:
4: Ajuste de ∆tTemprana (Al detectar fallo:):
5: for cada fallo do
6: for RiskAversion=HIGH to LOW do
7: for ∆tTemprana = 2 to 7 do
8: Calcular: Separabilidad=Varianza(Puntuaciones(∆tTemprana))
. Separación entre puntuaciones

9: end for
return (∆tTemprana) con min(∆tTemprana) y max(Separabilidad)

10: end for
11: end for
12:
13: Ajuste ∆tEstacionaria (Planta en estado estacionario con fallo):
14: for cada fallo do
15: for Aversión-al-Riesgo=ALTA to BAJA do
16: for ∆tEstacionaria = 5 to 15 do
17: for V arEstacionaria = 0.001 to 0.003 do
18: for ThEstacionaria= 0.3 to 0.7 do
19: Calcular: RetardoEstacionaria y DeteccionesEstacionaria
20: end for
21: end for
22: end for

return (∆tEstacionaria) y (V arEstacionaria) con
min(RetardoEstacionaria) y max(Deteccionesestacionaria).

23: end for
24: end for
25:
26: Detección e identificación de fallos:
27: Preproceso datos de test con fallo: normalización Z-score
28: if Fallo = TRUE then
29: Realizar identificación fallo Temprana en ∆tTemprana
30: for cada instante do
31: Comprobar estado estacionario
32: if Estado Estacionario = TRUE then
33: Realizar identificación fallo Estacionaria en ∆tEstacionaria
34: end if
35: end for
36: end if
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de estados estacionarios). Las Tablas 5.2, 5.3 y 5.4 muestran algunos de los
experimentos llevados a cabo para seleccionar dichos valores. La planta se
considera en estado estacionario si las variables del ranking con una pun-
tuación superior a 0.5 no cambian durante las observaciones que dura la
ventana Estacionaria (ver el Algoritmo 2 para el resto de valores probados).

Tabla 5.1: Ajuste de la longitud de la ventana Temprana

Aversión al riesgo Alta (orness=0.2)
Tamaño ventana (muestras) 2 3 5 7
Separabilidad 0.006 0.0062 0.0049 0.0039
Aversión al riesgo Moderada (orness=0.5)
Tamaño ventana (muestras) 2 3 5 7
Separabilidad 0.009 0.012 0.01 0.008
Aversión al riesgo Baja (orness=0.9)
Tamaño ventana (muestras) 2 3 5 7
Separabilidad 0.024 0.027 0.022 0.019

Tabla 5.2: Ajuste del tamaño de la ventana Estacionaria. Varianza=0.001

Aversión al riesgo Alta (orness=0.2)
Tamaño ventana (muestras) 5 7 10 12 15
Retardo medio (muestras) 351.21 357.45 458.51 465.89 461.52
Estados Estacionarios detectados 12 15 16 17 17
Aversión al riesgo Moderada (orness=0.5)
Tamaño ventana (muestras) 5 7 10 12 15
Retardo medio (muestras) 326.84 354.21 399.54 416.27 429.95
Estados Estacionarios detectados 15 16 17 17 18
Aversión al riesgo Baja (orness=0.9)
Tamaño ventana (muestras) 5 7 10 12 15
Retardo medio (muestras) 388.14 409.53 419.74 457.15 468.29
Estados Estacionarios detectados 15 17 17 17 18

5.4.2. Análisis de resultados

Los resultados de la diagnosis sólo mostrarán las seis primeras variables
de los ranking junto con sus respectivas puntuaciones. Con esto es suficiente
para ver los resultados del método.

El desempeño del método ha sido comparado con otras propuestas en-
contradas en la literatura: la diagnosis Temprana se ha comparado con:
un PCA estándar que aplica la contribución a Q como método de identi-
ficación [Kourti and MacGregor, 1996], el método de Ramificación y Poda
(B&B) [Kariwala et al., 2010], Análisis de Correspondencia (CA) [Detroja
et al., 2007] y el método de Máquina de Vector Soporte de Clase Única
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Tabla 5.3: Ajuste del tamaño de la ventana Estacionaria. Varianza=0.002

Aversión al riesgo Alta (orness=0.2)
Tamaño ventana (muestras) 5 7 10 12 15
Retardo medio (muestras) 320.46 347.56 453.05 458.88 459.55
Estados Estacionarios detectados 13 16 18 18 18
Aversión al riesgo Moderada (orness=0.5)
Tamaño ventana (muestras) 5 7 10 12 15
Retardo medio (muestras) 316.75 348.19 398.63 405.33 424.49
Estados Estacionarios detectados 16 16 18 18 18
Aversión al riesgo Baja (orness=0.9)
Tamaño ventana (muestras) 5 7 10 12 15
Retardo medio (muestras) 382.18 403.88 414.47 449.11 459.5
Estados Estacionarios detectados 16 17 18 18 18

Tabla 5.4: Ajuste del tamaño de la ventana Estacionaria. Varianza=0.003

Aversión al riesgo Alta (orness=0.2)
Tamaño ventana (muestras) 5 7 10 12 15
Retardo medio (muestras) 310.55 331.55 442.15 449.84 451.57
Estados Estacionarios detectados 10 14 15 17 17
Aversión al riesgo Moderada (orness=0.5)
Tamaño ventana (muestras) 5 7 10 12 15
Retardo medio (muestras) 306.53 344.84 401.36 402.81 421.41
Estados Estacionarios detectados 13 14 16 16 16
Aversión al riesgo Baja (orness=0.9)
Tamaño ventana (muestras) 5 7 10 12 15
Retardo medio (muestras) 373.22 399.51 409.74 431.01 439.57
Estados Estacionarios detectados 14 16 17 17 17

(SVM) [Mahadevan and Shah, 2009]. Todos estos métodos entregan un re-
sultado de diagnosis en el momento de detectarse el fallo.

La diagnosis Estacionaria se ha comparado con métodos muy conocidos
que utilizan todo los datos disponibles del conjunto de datos para dar la
diagnosis. Estos métodos son: Análisis de Variables Canónicas (CVA) [Jiang
et al., 2015] y Diagramas de Contribución Modificados (RCI) [Liu, 2012].

Identificación de fallos Temprana Los resultados para esta diagno-
sis se muestran en las Tablas 5.5, 5.6 y 5.7.Cada una de ellas representa
los resultados obtenidos para cada grado de aversión al riesgo elegido: alta
(orness=0.2), moderada (orness=0.5) y baja (orness=0.9).

La diagnosis de esta planta no es conocida y no está muy claro qué va-
riables son las responsables de cada uno de los fallos, de modo que no se
dispone de un resultado correcto de diagnosis con el que comparar los resul-
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tados del método a prueba. Por esta razón se han tomado varios métodos
de identificación aplicados a esta planta y se han comparado los resultados
obtenidos con cada uno de ellos.

En dichas tablas se observa que las variables seleccionadas no siempre
coinciden entre los métodos. A pesar de ello, en muchos fallos, nuestra pro-
puesta elige como candidatas algunas de las variables elegidas por otras
propuestas. Además, el método ORAFI entrega una lista de variables can-
didatas con puntuaciones, lo que permite la selección de aquellas realmente
relevantes. Posteriormente, se deberá llevar a cabo la diagnosis, en la que,
partiendo de los resultados proporcionados por la identificación y del co-
nocimiento previo de la planta, se encuentre el tipo de fallo ocurrido y se
decidan las medidas a tomar para corregirlo.

Existe cierta diferencia entre aplicar un grado de aversión al riesgo u otro.
Con el valor alto (orness=0.2), las puntuaciones obtenidas por las variables
son más bajas, pero la separabilidad entre puntuaciones del ranking es mejor.
Por ejemplo, en el fallo 5 las variables candidatas al fallo son las variables:
11 y 35, ya que obtienen puntuaciones bastante más altas que las siguientes
variables. En efecto, las puntuaciones son 0.5098 y 0.4717, respectivamente
para 11 y 35, mientras que la tercera variable obtiene 0.1348, con lo que se
aprecia claramente un salto que permite extraer las dos primeras variables.

En cambio, si observamos los resultados para el mismo fallo 5 aplicando
baja aversión al riesgo (orness=0.9), las puntuaciones de las 3 primeras
variables son, respectivamente: 0.8427, 0.7423 y 0.6653, por tanto, no se
observa una salto claro en las puntuaciones que permita encontrar un grupo
de variables candidatas.

En cualquier caso, todos los valores de aversión al riesgo dan como resul-
tado un grupo de variables candidatas similares, lo que cambia, sobre todo,
es la distancia de las puntuaciones de dichas variables con respecto a las
demás, de tal forma que adoptando una estrategia de alta aversión al riesgo
se facilita una identificación más clara.

Además, como se mencionó antes, nuestra propuesta aporta un ranking
ordenado y cuantificado de variables candidatas y esto ayudará en la diag-
nosis del fallo ocurrido en la planta. Por otra parte, este ranking incluye
muchas de las variables que los otros métodos de la comparativa consideran
como responsables del fallo, por lo que parece que nuestras propuesta no
va mal encaminada, siempre teniendo en cuenta que no existe un resultado
correcto de identificación de los fallos de la planta TEP.
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Tabla 5.5: Comparativa para la identificación Temprana. Alta aversión al
riesgo (orness=0.2)
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Tabla 5.6: Comparativa para la identificación Temprana. Moderada aversión
al riesgo (orness=0.5)
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Tabla 5.7: Comparativa para la identificación Temprana. Baja aversión al
riesgo
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94
0.
44

83
0.
44

51
0.
42

40
0.
41

98
5
27

37
46

38
40

51
20

4
5
20

46
20

46
13

7
5
23

20
0.
86

72
0.
51

04
0.
46

76
0.
39

55
0.
38

28
0.
38

07
46

39
13

23
8
42

11
40

13
52

17
7

21
19

50
21

18
3
29

0.
90

80
0.
73

51
0.
57

26
0.
51

40
0.
50

78
0.
49

08
39

26
5

13
7
42

20
19

37
16

nd
=

no
de
te
ct
ad
o
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Identificación de fallos Estacionaria El retardo respecto a la detección
del fallo con el que cada método da la identificación Estacionaria, se muestra
en la Tabla 5.8, en la que se compara nuestra propuesta con los métodos
CVA y RCI.

Tabla 5.8: Retardo en la diagnosis Estacionaria.

Fallo
Estacionaria diagnosis

CVA RCIAlta aversión Moderada aversión Baja aversión
al riesgo al riesgo al riesgo

(orness=0.2) (orness=0.5) (orness=0.9)
1 417 464 494 800 800
2 43 74 122 800 800
3 800 800 800 nd nd
4 69 34 33 800 800
5 168 168 168 800 800
6 41 42 189 800 800
7 59 52 158 800 800
8 800 89 773 800 800
9 nd nd nd nd nd
10 800 800 800 800 800
11 800 800 800 800 800
12 800 800 800 800 800
13 113 101 114 800 800
14 184 83 74 800 800
15 nd nd nd nd nd
16 800 800 265 800 800
17 93 56 55 800 800
18 342 276 116 800 800
19 800 800 800 800 800
20 800 800 800 800 800
21 679 535 514 800 800
Media 453 399 414 800 800
Desv. Típ. 339 342 324 0 0
Media

201 165 237 800 800(sólo
estacionarios)
Desv. Típ.

201 171 221 0 0(sólo
estacionarios)
nd = no detectado

Los métodos CVA y RCI usan todos los datos de los conjuntos de datos,
por tanto necesitan 800 observaciones para generar la diagnosis. Cuando
el método ORAFI no es capaz de detectar la entrada de la planta en un
nuevo estado estacionario, el retado en entregar el resultado es el mismo que
con los otros métodos: 800 observaciones. Pero en los fallos en los que sí se
detecta que se ha llegado a un nuevo estado estacionario, nuestro método es
claramente más rápido. Por ejemplo, en el fallo 4, se obtienen retardos de 69,
34 y 33 instantes, según se aplique alta, moderada o baja aversión al riesgo,
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respectivamente, frente a los 800 instantes que se demora la identificación con
los otros métodos de la comparativa. Por tanto la mejora es muy significativa.

Cuando se adopta la estrategia de moderada aversión al riesgo (or-
ness=0.5) se consigue el menor valor medio de retardo, aunque no hay dife-
rencias significativas entre los tres grados de aversión al riesgo.

Cabe destacar que la metodología propuesta reduce el tiempo de la diag-
nosis para el sistema en estado estacionario en hasta un 50 % en comparación
con los otros métodos. En algunos casos se reduce en 15 veces. La varianza
de los retardos es alta porque hay fallos en los que no es posible detectar la
llegada a un estado estacionario de la planta, y esto hace subir el valor de
este estadístico. Al final de la Tabla 5.8 se muestran los valores medios y la
varianza tomando en cuenta sólo los fallos en los que el método ha detectado
la entrada del sistema en estado estacionario, resultado en una reducción del
retardo en una cuarta parte del retardo obtenido con el CVA y el RCI. Por
tanto, en la mayoría de fallos el método propuesto es mucho más rápido que
las otras propuestas.

Las Tablas 5.9, 5.10 y 5.11 muestran los resultados de la diagnosis para
cada valor de aversión al riesgo (orness) elegido. Al reducir la aversión al
riesgo las puntuaciones del ranking crecen, como se esperaba, pero se pierde,
en parte, la separabilidad entre las variables candidatas y las demás. Los
resultados de la identificación son similares a los ofrecidos por el CVA y
el RCI, pero se obtienen más pronto. Además, el usuario tiene la opción
de ajustar el grado de riesgo que quiere asumir con su toma de decisiones.
En el caso de alta aversión al riesgo (orness=0.2) las primeras variables del
ranking obtienen unas puntuaciones claramente más altas que el resto, es
decir, se consigue una mejor separabilidad, y se facilita la toma de decisiones,
aunque tomando las otras dos opciones de aversión al riesgo sigue siendo
posible obtener un grupo de candidatas en casi todos los fallos.

También, como en el caso de la identificación Temprana, nuestra propues-
ta da información acerca de las variables mas relevantes en la identificación,
mientras que el CVA entrega, en muchos casos (fallos 2, 4, 6, 8, etc.), una
lista demasiado larga de variables candidatas, dificultando el análisis del es-
tado de la planta. Si se compara con RCI, ORAFI da una lista de todas las
variables con su puntuación, es decir, con el nivel de influencia de cada una
de ellas en el fallo y esto facilitará mucho la diagnosis del fallo.

Por tanto, a la vista de los resultados, queda claro que las diagnosis en
dos etapas es imprescindible, ya que los resultados de los métodos que ana-
lizan los instantes inmediatamente posteriores al fallo son muy diferentes de
los que analizan todos los datos disponibles. La planta evoluciona después
del fallo, y, en muchos casos, la diagnosis varía entre los primeros instantes
después del fallo y cuando la planta llega, tiempo más tarde, a un estado es-
tacionario. En el primer caso, la identificación sirve para encontrar el origen
del fallo, y en el segundo, para analizar el nuevo punto de funcionamiento
de la planta después de suceder el fallo. Además, disponemos de una lista de
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variables ordenadas con sus correspondientes puntuaciones, lo que facilitará
mucho la diagnosis.

Tabla 5.9: Diagnosis Estacionaria. Alta aversión al riesgo (orness=0.2)

Fa
llo

R
an

ki
ng

P
un

tu
ac
io
ne

s
C
V
A
-S
SF

V
C
V
A
-R

SF
V

R
C
I

1
50

1
44

18
19

20
0.
49
18

0.
29
93

0.
29
47

0.
14
84

0.
09
51
7
0.
05
99

18
19

50
1
4
34

44
45

1
4
18

44
45

50
2

47
30

10
24

31
16

0.
24
75

0.
24
40

0.
24
28

0.
10
48

0.
02
51

0.
02
14

18
19

28
34

47
50

3
9
13

25
28

29
34

43
46

47
34

28
10

47
3

36
40

30
4
24

41
0.
11
42

0.
06
13

0.
05
46

0.
05
24

0.
05
13
4
0.
04
87

nd
nd

nd
4

51
14

9
5
8
42

0.
51
60

0.
01
50

0.
01
28

0.
01
22

0.
01
07

0.
00
99

nd
51

51
5

50
19

18
38

7
13

0.
54
23

0.
42
54

0.
25
56

0.
14
82

0.
11
32

0.
10
70

50
52

38
19

6
44

1
16

29
20

7
0.
58
57

0.
22
91

0.
17
02

0.
10
86

0.
10
03

0.
06
90

2
3
7
11

13
16

21
22

23
25

26
30

31
33

35
36

38
43

44
47

1
2
3
7
8
9
11

13
16

17
21

25
28

29
31

34
35

36
37

38
39

42
43

45
46

51
52

51

7
45

4
8
21

20
36

0.
70
31

0.
13
79

0.
12
56

0.
02
36

0.
02
10

0.
01
77

nd
45

45
8

16
7
13

10
47

34
0.
70
97

0.
46
84

0.
40
69

0.
18
11

0.
15
37

0.
14
81

7
10

11
13

16
18

19
20

23
30

47
50

1
4
7
10

13
20

24
25

28
29

31
34

35
43

44
46

47
16

10
47

7
30

13

9
nd

nd
nd

nd
nd

10
32

6
19

27
14

5
0.
06
95

0.
05
90

0.
05
54

0.
04
82

0.
04
41

0.
03
97

7
13

19
50

18
18

11
51

9
32

6
5
40

0.
34
01

0.
04
11

0.
00
95

0.
00
76

0.
00
75

0.
00
74

nd
9
51

51
9

12
38

11
50

22
21

8
0.
28
03

0.
15
74

0.
08
63

0.
06
59

0.
05
62

0.
05
39

7
9
11

13
16

18
19

20
22

23
27

29
30

31
33

36
38

47
50

1
3
4
8
20

21
25

35
43

52
11

38
4
22

13
19

50
18

16
7
13

0.
75
03

0.
44
27

0.
32
92

0.
10
66

0.
07
74

0.
07
05

7
11

13
16

18
19

20
21

22
23

26
27

30
31

33
36

38
41

44
47

50

3
4
7
8
11

13
16

18
19

20
25

27
28

29
30

32
34

35
36

37
43

50
51

19
38

50
16

7
13

14
51

9
21

2
42

6
0.
29
52

0.
24
12

0.
18
19

0.
01
04

0.
00
95

0.
00
68

50
9
21

51
51

9
21

15
nd

nd
nd

nd
nd

16
19

18
38

35
40

32
0.
29
00

0.
14
71

0.
13
26

0.
06
78

0.
05
83

0.
05
55

7
13

18
19

20
50

16
19

80
18

17
21

9
2
42

51
6

0.
53
24

0.
02
08

0.
00
85

0.
00
59

0.
00
29

0.
00
14

7
9
11

13
16

18
19

21
30

50
9
21

51
21

18
43

51
46

42
45

4
0.
82
69

0.
56
17

0.
20
13

0.
10
88

0.
07
11

0.
05
47

4
7
9
11

13
14

16
20

22
23

24
26

27
28

29
30

33
35

36
39

41
46

47
50

51

6
7
12

13
16

17
19

21
23

25
27

28
30

32
33

35
36

37
38

41
42

43
45

46
48

51
52

43
51

46

19
5
46

35
41

39
34

0.
07
70

0.
06
03

0.
05
25

0.
04
92

0.
04
84

0.
02
68

nd
5

5
20

46
20

13
11

7
29

0.
51
90

0.
14
69

0.
06
49

0.
02
53

0.
01
42

0.
01
26

7
11

13
16

18
20

13
50

20
46

46
21

8
19

50
7
16

13
0.
46
48

0.
21
24

0.
14
14

0.
12
37

0.
12
31

0.
11
56

nd
nd

8
nd

=
no

de
te
ct
ad

o
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Tabla 5.10: Diagnosis Estacionaria. Moderada aversión al riesgo (or-
ness=0.5)

Fa
llo

R
an

ki
ng

P
un

tu
ac
io
ne

s
C
V
A
-S
SF

V
C
V
A
-R

SF
V

R
C
I

1
44

1
4
50

19
18

0.
64
63

0.
64
12

0.
60
61

0.
41
14

0.
32
18

0.
25
25

18
19

50
1
4
34

44
45

1
4
18

44
45

50
2

30
10

47
24

25
37

0.
56
62

0.
54
95

0.
54
73

0.
18
10

0.
11
35

0.
11
20

18
19

28
34

47
50

3
9
13

25
28

29
34

43
46

47
34

28
10

47
3

36
40

30
4
24

41
0.
11
42

0.
06
13

0.
05
46

0.
05
24

0.
05
13

0.
04
87

nd
nd

nd
4

51
9
28

34
6
43

0.
65
05

0.
15
27

0.
08
11

0.
06
34

0.
06
28

0.
04
32

nd
51

51
5

38
1
44

50
19

52
0.
66
12

0.
20
33

0.
20
10

0.
10
73

0.
10
46

0.
10
41

50
52

38
19

6
44

1
16

29
20

7
0.
78
42

0.
54
35

0.
31
0
0.
25
45

0.
17
19

0.
15
68

2
3
7
11

13
16

21
22

23
25

26
30

31
33

35
36

38
43

44
47

1
2
3
7
8
9
11

13
16

17
21

25
28

29
31

34
35

36
37

38
39

42
43

45
46

51
52

51

7
45

4
8
46

20
30

0.
84
64

0.
31
66

0.
20
50

0.
16
09

0.
15
39

0.
11
56

nd
45

45
8

16
7
13

10
47

34
0.
81
54

0.
55
58

0.
49
63

0.
38
85

0.
34
40

0.
33
79

7
10

11
13

16
18

19
20

23
30

47
50

1
4
7
10

13
20

24
25

28
29

31
34

35
43

44
46

47
16

10
47

7
30

13

9
nd

nd
nd

nd
nd

10
38

19
50

36
24

26
0.
47
43

0.
27
48

0.
27
23

0.
18
99

0.
17
61

0.
16
75

7
13

19
50

18
18

11
51

9
32

6
5
40

0.
34
01

0.
04
11

0.
00
95

0.
00
76

0.
00
75

0.
00
74

nd
9
51

51
9

12
11

16
35

7
13

36
0.
51
20

0.
33
17

0.
27
44

0.
25
95

0.
23
49

0.
19
10

7
9
11

13
16

18
19

20
22

23
27

29
30

31
33

36
38

47
50

1
3
4
8
20

21
25

35
43

52
11

38
4
22

13
16

7
19

13
38

50
0.
68
55

0.
49
80

0.
47
20

0.
45
36

0.
44
10

0.
37
99

7
11

13
16

18
19

20
21

22
23

26
27

30
31

33
36

38
41

44
47

50

3
4
7
8
11

13
16

18
19

20
25

27
28

29
30

32
34

35
36

37
43

50
51

19
38

50
16

7
13

14
51

21
9
2
6
42

0.
39
91

0.
37
48

0.
34
84

0.
08
74
5
0.
08
21

0.
07
94

50
9
21

51
51

9
21

15
nd

nd
nd

nd
nd

16
50

34
38

29
20

28
0.
54
30

0.
18
63

0.
16
0
0.
15
42

0.
14
24

0.
13
73

7
13

18
19

20
50

16
19

80
18

17
21

2
42

9
51

6
0.
56
30

0.
08
61

0.
07
35

0.
06
12

0.
03
70

0.
02
59

7
9
11

13
16

18
19

21
30

50
9
21

51
21

18
22

11
13

7
16

35
0.
58
48

0.
24
75

0.
12
33

0.
11
66

0.
10
67

0.
05
21

4
7
9
11

13
14

16
20

22
23

24
26

27
28

29
30

33
35

36
39

41
46

47
50

51

6
7
12

13
16

17
19

21
23

25
27

28
30

32
33

35
36

37
38

41
42

43
45

46
48

51
52

43
51

46

19
5
46

35
41

39
34

0.
07
70

0.
06
03

0.
05
25

0.
04
92

0.
04
84

0.
02
68

nd
5

5
20

46
11

13
20

7
22

0.
48
37

0.
14
24

0.
13
19

0.
12
13

0.
11
97

0.
11
45

7
11

13
16

18
20

13
50

20
46

46
21

8
19

50
16

7
44

0.
57
60

0.
26
30

0.
22
52

0.
18
45

0.
15
0
0.
14
51

nd
nd

8
nd

=
no

de
te
ct
ad
o
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Tabla 5.11: Diagnosis Estacionaria. Baja aversión al riesgo (orness=0.9)

Fa
llo

R
an

ki
ng

P
un

tu
ac
io
ne

s
C
V
A
-S
SF

V
C
V
A
-R

SF
V

R
C
I

1
1
44

4
45

24
21

0.
91

34
0.
91

03
0.
78

10
0.
46

20
0.
39

50
0.
37

45
18

19
50

1
4
34

44
45

1
4
18

44
45

50
2

10
47

30
37

34
25

0.
90

13
0.
85

62
0.
79

42
0.
51

45
0.
42

54
0.
41

39
18

19
28

34
47

50
3
9
13

25
28

29
34

43
46

47
34

28
10

47
3

36
40

30
4
24

41
0.
11

42
0.
06

13
0.
05

46
0.
05

24
0.
05

13
0.
04

87
nd

nd
nd

4
51

9
28

6
34

21
0.
86

90
0.
46

67
0.
23

11
0.
19

98
0.
16

54
0.
15

68
nd

51
51

5
52

17
40

33
38

23
0.
50

27
0.
41

27
0.
35

44
0.
32

38
0.
31

15
0.
30

29
50

52
38

19
6

51
9
16

1
7
44

0.
99

55
0.
71

29
0.
71

08
0.
52

44
0.
51

58
0.
49

22
2
3
7
11

13
16

21
22

23
25

26
30

31
33

35
36

38
43

44
47

1
2
3
7
8
9
11

13
16

17
21

25
28

29
31

34
35

36
37

38
39

42
43

45
46

51
52

51

7
45

20
29

4
50

46
0.
88

31
0.
71

19
0.
71

02
0.
65

20
0.
50

45
0.
44

24
nd

45
45

8
10

47
30

37
34

25
0.
89

14
0.
87

41
0.
79

07
0.
61

81
0.
45

68
0.
38

78
7
10

11
13

16
18

19
20

23
30

47
50

1
4
7
10

13
20

24
25

28
29

31
34

35
43

44
46

47
16

10
47

7
30

13

9
nd

nd
nd

nd
nd

10
38

19
50

36
24

26
0.
47

43
0.
27

48
0.
27

23
0.
18

99
0.
17

61
0.
16

75
7
13

19
50

18
18

11
51

9
27

6
21

34
0.
66

58
0.
53

94
0.
20

29
0.
18

88
0.
18

83
0.
17

89
nd

9
51

51
9

12
22

11
35

40
16

21
0.
58

81
0.
54

42
0.
34

19
0.
27

0
0.
23

47
0.
20

59
7
9
11

13
16

18
19

20
22

23
27

29
30

31
33

36
38

47
50

1
3
4
8
20

21
25

35
43

52
11

38
4
22

13
19

16
50

7
18

13
0.
96

51
0.
88

72
0.
79

76
0.
65

09
0.
63

12
0.
59

49
7
11

13
16

18
19

20
21

22
23

26
27

30
31

33
36

38
41

44
47

50

3
4
7
8
11

13
16

18
19

20
25

27
28

29
30

32
34

35
36

37
43

50
51
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Fallo 7 Como ejemplo, se muestra ahora lo que ocurre en el Fallo 7 (pér-
dida de presión en la entrada del componente C). En la diagnosis Temprana,
las variables candidatas más importantes son: 16, 7, 13, 4, 21 y 45 (para alta
y moderada aversión al riesgo, orness=0.2 y 0.5). Para la diagnosis Esta-
cionaria es la variable 45. En la figura 5.1 se puede ver como, después del
instante 161, las variables 4, 7, 13, 16, 21 y 45 sufren un gran cambio.

(a) Variable 4 (b) Variable 7

(c) Variable 13 (d) Variable 16

(e) Variable 21 (f) Variable 45

Figura 5.1: Fallo 7. Evolución de las variables candidatas.
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Este fallo es un salto en la presión en la entrada 4 y el método indica que
afecta especialmente a las variables 4, 16, 7, y 13, que miden: el caudal de la
entrada 4 (variable 4), la presión en el stripper (variable 16), en el reactor
(variable 7) y en el separador de producto (variable 13). Al no ser dichas
presiones controladas por ningún sistema, varían proporcionalmente con el
flujo de entrada que ha cambiado, al estar los citados elementos aguas abajo
de la entrada 4. La válvula que corresponde con la variable 45 se abre para
compensar la reducida disponibilidad del reactivo que se introduce por la
entrada 4.

Algunos instantes más tarde, estas variable comienzan a retornar a sus
valores normales, debido al efecto del sistema de control, excepto la variable
45, que se mantiene en valores anómalos. Esto se refleja en la diagnosis
Estacionaria y es el comportamiento esperado de la planta, que cambia el
ajuste de la válvula a la entrada para compensar la caída de presión en dicha
entrada. Esto demuestra que el método propuesto es capaz de encontrar las
variables más implicadas en el fallo, asignándoles una alta puntuación en
el ranking, y descartar las demás variables, dándoles una puntuación baja.
Esto hace más sencillo el proceso de diagnosis de fallos por parte de los
operadores de la planta, y requiere de menor tiempo para hacer la citada
diagnosis.

Una vez más, las dos ventanas de tiempo se muestran necesarias pa-
ra diagnosticar los fallos, ya que algunas variables se ven afectadas en los
primeros instantes de los fallos, y otras, al propagarse el fallo, cambian un
cierto tiempo después. Si sólo se utilizase una de las dos ventanas (Tem-
prana o Estacionaria) se perdería información valiosa sobre el estado de la
planta, y, por tanto, esto sumado a la agregación de diferentes métodos de
identificación da como resultado una diagnosis más robusta.

5.5. Caso de estudio II: Depuradora de Aguas Re-
siduales

Se han probado los métodos propuestos en el modelo de simulación de
la planta de tratamiento de aguas residuales descrita en el Apéndice A.2.
Este modelo dispone de 16 conjuntos de datos con fallo, de los que se han
utilizado para estos experimentos los datos de los fallos: 1 al 11, 15 y 16 (ver
Tabla A.2). Además se dispone de datos sin fallo, para entrenar los métodos.
Cada conjunto de datos contiene 58464 observaciones de 141 variables.

5.5.1. Metodología experimental

En este caso el método aplicado obtiene los pesos del operador OWA
usando el cuantificador Q(r) = rα, tal como se indica en la ecuación 2.43,
variando los valores de α para obtener operadores con diferentes valores de
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orness, en función de la aversión al riesgo que quiera aplicar el operador.
Los parámetros usados para este caso de estudio se detallan en el Algo-

ritmo 3. En primer lugar, se creó un modelo PCA utilizando datos sin fallo
con un 70 % de varianza capturada por los componentes principales selec-
cionados. Este valor se seleccionó después de hacer pruebas de validación
cruzada en busca del mejor equilibrio entre el número de componentes prin-
cipales y la varianza almacenada en dichos componentes principales. Valores
más bajos no retenían una cantidad suficiente de información, mientras que
valores más altos no aumentaban significativamente la varianza retenida,
pero tomaban demasiados componentes principales. Los umbrales para los
estadísticos T 2 y Q se ajustaron para que solo hubiera un 0,5 % de observa-
ciones por encima de ellos al analizar datos sin fallo, evitando falsas alarmas
antes de que ocurriera el fallo.

Respecto al proceso de agregación basado en operadores OWA-RIM: los
pesos se calcularon para una aversión al riesgo alta (orness=0.2), moderada
(orness=0.5) y baja (orness=0.9). De esta forma se pueden hacer pruebas
con tres políticas distintas de identificación. La ventana de identificación
Temprana se ajustó a 2 instantes después de probar con diferentes valores
(ver Algoritmo 3). El objetivo fue encontrar el mínimo tamaño de ventana
que maximizase la separación de las puntuaciones del ranking OWA-RIM.
Esto facilita distinguir las variables candidatas de las demás. En la Tabla
5.12, se muestran los resultados de las pruebas para longitudes de ventana
de 2, 3 y 5 muestras.

Tabla 5.12: Ajuste de la longitud de la ventana Temprana

Aversión al riesgo Alta (orness=0.2) Moderada (orness=0.5) Baja (orness=0.9)
Tamaño ventana 2 3 5 2 3 5 2 3 5
(muestras)
Separabilidad 0.0012 0.0011 0.00079 0.009 0.008 0.006 0.055 0.049 0.038

Los parámetros de la identificación Estacionaria se ajustan para detec-
tar lo antes posible si se ha alcanzado un nuevo estado estacionario, pero
asegurando que el sistema está realmente en situación estacionaria:

∆tEstacionaria se ajustó a longitud 10. Valores más altos retrasaban
demasiado la detección del estado estacionario y valores más pequeños
detectaban falsos estados estacionarios de la planta.

Las variables con puntuaciones mayores de ThEstacionaria = 0.5 en
el ranking final tienen que ser las mismas durante 10 observaciones
consecutivas. Se probó con otros valores (ver Algoritmo 3), pero no se
apreció diferencia entre ellos.

La varianza entre las variables del punto anterior (V arEstacionaria) de-
be permanecer por debajo de 0.001. Valores más bajos retrasaban de-
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Algoritmo 3 Metodología experimental
1: Preproceso datos con fallo de entrenamiento: normalización Z-score
2: Modelo PCA: 70 % de la varianza incluida, umbrales ajustados a per-

centil 99,5.
3:
4: Ajuste de ∆tTemprana (Al detectar fallo:):
5: for cada fallo do
6: for RiskAversion=HIGH to LOW do
7: for ∆tTemprana = 2 to 10 do
8: Calcular: Separabilidad=Varianza(Puntuaciones(∆tTemprana))
. Separación entre puntuaciones

9: end for
return (∆tTemprana) con min(∆tTemprana) y max(Separabilidad)

10: end for
11: end for
12:
13: Ajuste ∆tEstacionaria (Planta en estado estacionario con fallo):
14: for cada fallo do
15: for Aversión-al-Riesgo=ALTA to BAJA do
16: for ∆tEstacionaria = 3 to 20 do
17: for V arEstacionaria = 0.00001 to 0.005 do
18: for ThEstacionaria= 0.3 to 0.7 do
19: Calcular: RetardoEstacionaria y DeteccionesEstacionaria
20: end for
21: end for
22: end for

return (∆tEstacionaria) y (V arEstacionaria) con
min(RetardoEstacionaria) y max(Deteccionesestacionaria).

23: end for
24: end for
25:
26: Detección e identificación de fallos:
27: Preproceso datos de test con fallo: normalización Z-score
28: if Fallo = TRUE then
29: Realizar identificación fallo Temprana en ∆tTemprana
30: for cada instante do
31: Comprobar estado estacionario
32: if Estado Estacionario = TRUE then
33: Realizar identificación fallo Estacionaria en ∆tEstacionaria
34: end if
35: end for
36: end if
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masiado la detección del estado estacionario, y valores más altos daban
como resultado la detección del estado estacionario cuando éste aún
no había ocurrido.

Las Tablas 5.13, 5.14 y 5.15 muestran algunas de las pruebas realizadas
para ajustar estos parámetros: se prueban diferentes tamaños de ventana, y
se muestra el retardo (en instantes) de la detección del estado estacionario
y el número de conjuntos de datos con fallo en los que se consigue detectar
correctamente dicho estado estacionario. Por ejemplo, en la Tabla 5.13, con
un valor de orness=0.2 y una longitud de ventana de 5 muestras, el tiempo
medio de detección del estado estacionario es de 9554 muestras, y el método
detecta dicho modo estacionario en 10 de los 13 conjuntos de datos con fallo.
Tabla 5.13: Ajuste de la longitud de ventana Estacionaria, Var.=0.0005

Aversión al riesgo Alta (orness=0.2) Moderada (orness=0.5) Baja (orness=0.9)
Tamaño de ventana 5 10 15 5 10 15 5 10 15
(muestras)
Retardo medio 9554 10501 12542 3125 3406 4998 3457 12549 15988
(muestras)
Estados estacionarios 10 12 11 12 12 10 12 13 13
detectados

Tabla 5.14: Ajuste de la longitud de la ventana Estacionaria, Var.=0.001

Aversión al riesgo Alta (orness=0.2) Moderada (orness=0.5) Baja (orness=0.9)
Tamaño de ventana 5 10 15 5 10 15 5 10 15
(muestras)
Retardo medio 1580 3501 6189 510 2406 4965 2385 11744 15885
(muestras)
Estados estacionarios 10 13 13 12 13 13 12 13 13
detectados

Tabla 5.15: Ajuste de la longitud de ventana Estacionaria, Var.=0.002

Aversión al riesgo Alta (orness=0.2) Moderada (orness=0.5) Baja (orness=0.9)
Longitud de ventana 5 10 15 5 10 15 5 10 15
(muestras)
Retardo medio 1352 3412 3987 487 2105 4875 2133 10144 13578
(muestras)
Estados estacionarios 10 12 12 11 12 12 11 12 12
detectados

5.5.2. Análisis de resultados

A continuación se muestran los resultados de la identificación de fallos.
De cara a facilitar la comprensión de los resultados sólo se muestran las
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6 primeras variables identificadas como candidatas y su puntuación en el
ranking final.

Identificación de fallos Temprana Se presentan ahora los resultados
de la identificación realizada en la ventana Temprana, que se ejecuta na-
da más detectarse el fallo. Para evaluar su desempeño se van a comparar
los resultados de la propuesta con los obtenidos al aplicar un método PCA
estándar con un 70 % de varianza en los componentes principales seleccio-
nados. Este PCA usa T 2 y Q para detectar fallos, y la contribución a Q (o
Error normalizado de las variables) como método de identificación. En las
Tablas 5.16, 5.17 y 5.18 se muestran los resultados de la identificación de los
dos métodos, usando diferentes valores de orness. Como se puede ver nues-
tra propuesta da su diagnóstico un instante después que el PCA estándar,
esto se debe a que dicha propuesta realiza la identificación en una venta-
na de tiempo de 2 instantes, mientras que el PCA sólo analiza el instante
posterior a la detección del fallo. Como se ha dicho, el uso de la ventana
de tiempo está justificado por el objetivo de aumentar la robustez frente a
ruidos, perturbaciones, etc. como se puede ver en las Tablas 5.16, 5.17 y
5.18.

En esta identificación de fallos, se ve clara la diferencia entre los distintos
niveles de aversión al riesgo: valores altos (es decir, criterios más estrictos)
implican una alta capacidad de discriminación entre las variables candidatas,
ya que sólo las candidatas con altas puntuaciones en la mayoría de los 7
métodos de identificación llegarán a posiciones altas en el ranking global con
altas puntuaciones. Esto lleva a que las variables en las primeras posiciones
del ranking obtengan una puntuación en el ranking mucho más alta que el
resto, haciendo más fácil la identificación del fallo. Por tanto, hay menos
riesgo de tener en cuenta variables irrelevantes en la diagnosis.

Por el contrario, si se utilizan valores de aversión al riesgo bajos, las
puntuaciones finales obtenidas en el ranking son muy similares entre todas
las variables, y se dificulta la selección de las variables candidatas. Esto
ocurre porque a cualquier variable identificada como responsable por unos
pocos métodos de identificación se le asigna una puntuación relativamente
alta en el ranking final y acaba siendo tenida en cuenta en la diagnosis. En
este caso, el nivel de riesgo es mayor ya que se pueden incluir variables poco
relevantes en la identificación (el criterio aplicado es, ahora, más permisivo),
pero también puede ocurrir que una variable realmente responsable del fallo
que muy pocos métodos identifiquen sea tenida en cuenta en la diagnosis
final y, por tanto, se puedan paliar los fallos de identificación de algunos de
los 7 métodos utilizados.

Se pasa ahora a analizar los resultados concretos en cada fallo. Los pri-
meros 5 fallos corresponden a un fallo en el sensor de oxígeno, y las variables
en las que se provocó dicho fallo fueron la 42 y la 125, por tanto, si se ha
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Tabla 5.16: Comparativa para la identificación Temprana. Alta aversión al
riesgo (orness = 0.2)

OWA-RIM PCA
Fallo Retraso Ranking Puntuación Retraso Ranking(instantes) (instantes)
1 2 42 125 49 0.1230 0.06064 0.03825 1 125 42 62

83 76 56 0.02424 0.02424 0.02424
2 2 42 125 83 0.1354 0.0873 0.03634 1 125 21 42

76 56 82 0.03634 0.03634 0.0271
3 2 125 42 56 0.1490 0.08385 0.0103 1 125 49 21

51 76 82 0.00957 0.008966 0.008598
4 2 125 49 42 0.3705 0.1142 0.07138 1 21 125 42

76 83 56 0.05388 0.05388 0.05388 28 49 35
5 2 42 49 125 0.2395 0.1308 0.1174 1 21 35 28

28 41 124 0.03817 0.0136 0.01241 62 69 56
6 2 8 15 90 0.5316 0.5316 0.01553 1 8 15

121 103 109 0.0009643 0.000964 0.000964
7 2 15 8 90 0.4999 0.4915 0.007869 1 8 15

21 83 56 0.00421 0.004049 0.004049
8 2 8 15 90 0.5116 0.5116 0.0122 1 8 15

102 120 96 0.00170 0.00170 0.00170
9 2 22 55 75 0.3290 0.1676 0.1649 1 22

21 7 14 0.1552 0.1249 0.1249
10 2 22 29 21 0.3356 0.1017 0.05937 1 22

55 75 7 0.05614 0.05394 0.04435
11 2 22 29 36 0.8172 0.3294 0.1038 1 22

21 75 43 0.0206 0.01924 0.01746
15 2 86 80 8 0.7666 0.4341 0.02955 1 86 80

15 14 7 0.0295 0.02824 0.02817
16 2 86 80 8 0.6439 0.4271 0.03668 1 86 80

15 14 7 0.03668 0.02902 0.02902

realizado correctamente la identificación, estas variables deberían aparecer
en las primeras posiciones del ranking. Esto es así en el caso de alta aversión
al riesgo (orness=0.2, ver Tabla 5.16), en 3 de los 5 fallos las variables res-
ponsables aparecen en las primeras posiciones del ranking, y en los otros dos
fallos, aparecen en la primera y tercera posición. Además, se observa que las
puntuaciones de las variables en las primeras posiciones son claramente más
altas que las demás, facilitando de esa forma encontrar el grupo de varia-
bles candidatas. En los 5 casos, las variables realmente responsables estaban
dentro del grupo de candidatas. Por contra, el PCA estándar no consigue
un 100 % de efectividad en ninguno de los 5 fallos, dando el peor resultado
en el fallo 5, en el que no consigue colocar las variables que originaron el
fallo en las primeas posiciones.

En los casos de moderada aversión al riesgo (orness=0.5, ver Tabla 5.17)
en estos primeros fallos, sí que aparecen las variables 42 y 125 en las prime-
ras posiciones del ranking, pero las puntuaciones obtenidas por las variables
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Tabla 5.17: Comparativa para la identificación Temprana. Moderada aver-
sión al riesgo (orness = 0.5)

OWA-RIM PCA
Fallo Retraso Ranking Puntuación Retraso Ranking(instantes) (instantes)
1 2 42 125 83 0.3170 0.2638 0.2604 1 125 42 62

76 56 55 0.2604 0.2604 0.2525
2 2 42 125 83 0.3589 0.3107 0.2784 1 125 21 42

76 56 62 0.2784 0.2784 0.2616
3 2 125 42 76 0.4061 0.3388 0.2740 1 125 49 21

56 44 62 0.2704 0.2484 0.2454
4 2 42 125 83 0.5973 0.3016 0.30162 1 21 125 42

56 49 62 0.30162 0.2879 0.2724 28 49 35
5 2 21 42 125 0.4382 0.3406 0.3058 1 21 35 28

76 83 56 0.1978 0.1978 0.1978 62 69 56
6 2 8 15 97 0.5547 0.5547 0.08241 1 8 15

103 115 121 0.08241 0.08241 0.08240
7 2 15 8 83 76 0.5514 0.5481 0.1271 1 8 15

76 56 7 14 0.1271 0.1271 0.1179
8 2 8 15 102 0.5412 0.5412 0.08052 1 8 15

96 120 108 0.08052 0.08052 0.0804
9 2 22 55 75 0.7179 0.5036 0.4621 1 22

7 14 82 0.4392 0.4393 0.4269
10 2 22 29 55 0.73798 0.4041 0.3239 1 22
10 2 7 14 75 0.3021 0.3021 0.2853
11 2 22 29 36 0.9350 0.5960 0.2729 1 22

89 83 76 0.1778 0.1702 0.1702
15 2 86 80 95 0.8795 0.6652 0.1302 1 86 80

110 116 104 0.1301 0.1301 0.1301
16 2 86 80 8 0.8319 0.6585 0.1446 1 86 80

15 95 104 0.1446 0.13103 0.13044

son muy similares entre sí, y dificultan mucho la elección de un grupo de va-
riables candidatas a responsables del fallo, aunque en algunos fallos todavía
se podría hacer dicha selección. Ya en el caso de los resultados de aplicar
baja aversión al riesgo (orness=0.9, ver Tabla 5.18), las variables 42 y 125
aparecen cerca de las primeras posiciones del ranking, pero mezcladas con
otras variables no relevantes, en algún caso (fallo 3) una de esas variables ni
siquiera aparece entre las 6 primeras variables. Además, ahora, es comple-
tamente imposible encontrar un grupo de variables candidatas que tengan
una puntuación claramente más alta que las demás, ya que las puntuaciones
obtenidas son muy similares para todas la variables.

En el caso de los demás fallos (del 6 al 16), los resultados son buenos
en todos los casos: las diferentes políticas de aversión al riesgo consiguen
colocar en las primeras posiciones a las variables responsables del fallo. La
única diferencia que hay entre los distintos niveles de orness es que los valo-
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Tabla 5.18: Comparativa para la identificación Temprana. Baja aversión al
riesgo (orness = 0.9)

OWA-RIM PCA
Fallo Retraso Ranking Puntuación Retraso Ranking(instantes) (instantes)
1 2 55 59 62 0.825 0.8204 0.8141 1 125 42 62

69 42 125 0.8116 0.8089 0.7819
2 2 55 59 62 0.8264 0.8211 0.8174 1 125 21 42

125 79 42 0.8149 0.8096 0.7877
3 2 62 55 69 0.8417 0.8408 0.8392 1 125 49 21

59 83 42 0.830 0.8264 0.8263 125 49 21
4 2 55 59 62 0.8223 0.8162 0.8162 1 21 125 42

42 79 125 0.8138 0.8049 0.7941 28 49 35
5 2 62 69 42 0.7812 0.7791 0.7588 1 21 35 28

76 125 79 0.7588 0.7588 0.6158 62 69 56
6 2 8 15 115 0.6444 0.6443 0.4078 1 8 15

97 103 109 0.4078 0.4078 0.4078
7 2 15 8 76 0.6388 0.6383 0.4788 1 8 15

83 56 95 0.4787 0.4787 0.4774
8 2 8 15 95 0.6358 0.6358 0.3900 1 8 15

98 104 110 0.3898 0.3897 0.3897
9 2 22 55 75 0.9469 0.9019 0.8302 1 22

59 79 7 0.8220 0.8121 0.8045
10 2 22 55 59 0.9558 0.8471 0.7870 1 22

79 75 7 0.7783 0.7735 0.7649
11 2 22 29 89 0.9878 0.7877 0.7303 1 22

56 83 76 0.7205 0.7204 0.7205
15 2 86 80 95 0.9461 0.8462 0.6884 1 86 80

116 104 110 0.6877 0.6877 0.6877
16 2 86 80 95 0.9396 0.8397 0.6792 1 86 80

104 110 116 0.6762 0.6762 0.6762

res más bajos de este parámetro (baja aversión al riesgo) consiguen otorgar
unas puntuaciones a las variables de las primeras posiciones del ranking cla-
ramente más altas que el resto de variables, y esto facilita mucho la elección
del grupo de candidatas, formado justamente por las variables responsables
del fallo. Si se adopta una política de aversión al riesgo baja (orness=0.9)
si sigue consiguiendo colocar a las variables realmente responsables en las
primeras posiciones, pero con unas puntuaciones más próximas al resto de
variables. En cualquier caso, en estos fallos todavía las puntuaciones de las
primeras variables son lo suficientemente altas como para poderlas separar
del resto. En estos fallos, el PCA estándar también consigue colocar en las
primeras posiciones a las variables responsables, pero el método propuesto
da una información muy valiosa para escoger a las variables candidatas de
entre todas las demás.
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En resumen, el uso de la agregación de métodos de diagnosis en una
ventana de tiempo proporciona una diagnosis más robusta, encontrando las
variables responsables de los fallos y discriminándolas más claramente de
las demás, evitando perturbaciones instantáneas, etc. siempre y cuando el
método adopte una estrategia de alta o moderada aversión al riesgo. Por
otro lado, como el PCA estándar utilizado aplica la contribución a Q, que es
uno de los 7 métodos de identificación usados en el método ORAFI, si dicha
contribución no funciona bien en un fallo, el ORAFI es capaz de compensarlo
utilizando la identificación proporcionada por los 6 métodos restantes, y esto
hace al ORAFI más robusto.

De cara a cuantificar el desempeño de cada diagnosis, la Tabla 5.19
muestra la tasa de éxito de cada una de ellas. Esta tasa depende de la
inclusión de las variables responsables del fallo en el grupo de candidatas
encontradas, y de la capacidad de separar dichas candidatas del resto de
variables (usando las puntuaciones obtenidas).

Tabla 5.19: Tasas de éxito de cada diagnosis

Calificación Puntuación Condiciones
Excellente 100 Sólo variables responsables entre las candidatas
Buena 67 Las variables responsables entre las candidatas

Regular 33
No todas las responsables entre las candidatas o no
hay grupo de candidatas, pero las responsables están
en las primeras posiciones

Mala 0 No hay variables responsables entre las candidatas
o no hay grupo de candidatas

Tabla 5.20: Tasas de éxito en la diagnosis Temprana

Fallo OWA-RIM PCA
Aversión al riesgo

Alta Moderada Baja
1 100 33 33 67
2 100 100 33 67
3 100 33 33 33
4 67 33 33 33
5 67 67 67 0
6 100 100 100 100
7 100 100 100 100
8 100 100 100 100
9 100 100 100 100
10 100 100 100 100
11 100 100 100 100
15 100 100 100 100
16 100 100 100 100
Tasa media 94.5 80.5 74.92 76.92

5.5. Caso de estudio II: Depuradora de Aguas Residuales 159



CAPÍTULO 5. FDI MULTIMÉTODO BASADA EN OPERADORES DE
AGREGACIÓN

La Tabla 5.20 muestra que el método propuesto da un mejor resultado
que el PCA estándar cuando se aplican políticas de alta o moderada aver-
sión al riesgo. La discriminación de las variables candidatas al tomar baja
aversión al riesgo es peor que en los dos casos anteriores, y en el caso de los 5
primeros fallos, las variables responsables del fallo ni siquiera aparecen en las
primeras posiciones del ranking, dando como resultado una mala diagnosis.

Identificación de fallos Estacionaria La diagnosis en la ventana Esta-
cionaria es la segunda diagnosis del método propuesto. El retardo respecto
a la detección del fallo en ofrecer dicha diagnosis se muestra en la Tabla
5.21 y se obtiene cuando se ha detectado que el sistema ha llegado a un
punto de trabajo estacionario después de aparecer el fallo. Se ha hecho una
comparativa de tiempos de diagnosis entre la identificación Estacionaria y
otros métodos como son los propuestos por [Liu, 2012,Liu and Chen, 2014],
que utilizan todos los datos disponibles. Y el resultado es que el método
propuesto, ORAFI, es capaz de dar la diagnosis mucho antes que los demás.
Esto es así porque se dispone, en este caso de estudio, de 58464 muestras
disponibles, apareciendo el fallo en el instante 18800, y como los métodos
de [Liu, 2012,Liu and Chen, 2014] usan todos los datos disponibles, su diag-
nosis se demora 39664 instantes, mientras que el método ORAFI trata de
encontrar un instante a partir del cual ya no haya cambios en el sistema y
no merezca la pena seguir tomando datos.
Tabla 5.21: Retardo en la diagnosis Estacionaria (en instantes). BSM2

Fallo
Aversión al riesgo (orness)

Alta (0.2) Moderada (0.5) Baja (0.9)
1 759 211 13630
2 113 4782 8282
3 396 6042 8281
4 15001 210 27743
5 1236 788 788
6 82 62 72
7 76 64 286
8 64 64 86
9 670 210 2476
10 278 122 288
11 1348 110 1344
15 104 100 146
16 150 130 286
Media 1559.77 991.92 4900.65
Desv. Típ. 4062.73 1987.5 8109.9

En el caso de aplicar una política de moderada aversión al riesgo (orness
= 0.5) se obtienen los menores valores medios y de desviación típica del
retardo, mientras que usando un valor de baja aversión al riesgo (orness =
0.9) se obtiene el peor resultado. Esto es debido a que un mayor número
de variables aparecen como candidatas en el ranking durante el proceso de
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detección del estado estacionario, y, por tanto, de un instante a otro sea más
fácil que pueda haber cambios en el ranking. Esto hace que el retardo en
detectar dicho estado estacionario sea mayor. En cualquier caso, el retardo en
ofrecer la diagnosis usando el método ORAFI es considerablemente menor
que si se utilizasen todos los datos disponibles, como hacen los métodos
de [Liu, 2012,Liu and Chen, 2014].

Los resultados para esta diagnosis Estacionaria se muestran en las Tablas
5.22, 5.23 y 5.24, en función del valor de aversión al riesgo escogido. Además
se muestra un comparativa con el método RCI ( [Liu and Chen, 2014]), que
es uno de los siete métodos de identificación usados en la agregación ORAFI,
que, como se ha dicho, emplea todos los datos a partir del fallo contenidos
en el dataset para hacer la identificación.
Tabla 5.22: Diagnosis Estacionaria. Alta aversión al riesgo (orness = 0.2)

OWA-RIM RCI
Fallo Ranking Puntuaciones Variables
1 42 125 62 69 56 76 0.6730 0.6730 0.6190 0.3389 0.3089 0.3089 42 125 21
2 125 42 62 69 56 76 0.9425 0.8653 0.4239 0.3859 0.35856 0.3586 125 42
3 125 42 113 107 101 49 0.7182 0.4253 0.3779 0.3364 0.3103 0.1717 125 42
4 125 28 42 21 89 56 0.2187 0.1679 0.1183 0.1043 0.0465 0.0244 42 125
5 56 76 83 62 69 49 0.7761 0.7761 0.7761 0.6982 0.693 0.4796 21 28 56 76 83 62
6 8 15 90 36 22 43 63 0.9698 0.9698 0.0340 0.0073 0.0068 0.0054 8 15
7 8 15 90 121 109 103 0.9025 0.9025 0.0211 0.0026 0.0026 0.0026 8 15
8 8 15 90 29 102 120 0.9320 0.9320 0.0268 0.0023 0.0022 0.0022 8 15
9 50 70 63 43 36 84 0.7272 0.72588 0.7242 0.7191 0.7180 0.6917 63 70 84 50 70 36
10 36 43 50 63 70 77 0.8274 0.8211 0.8003 0.7882 0.7876 0.7506 50 77 43 63 70 36
11 84 77 57 63 70 36 0.9069 0.9069 0.9069 0.8969 0.8915 0.8359 84 77 57 63 70 36
15 80 86 113 101 107 64 0.6917 0.0982 0.0417 0.0417 0.0417 0.0087 28 80
16 80 86 107 113 101 90 0.6528 0.2410 0.0347 0.0347 0.0347 0.0254 80 28

Tabla 5.23: Diagnosis Estacionaria. Moderada aversión al riesgo (orness =
0.5)

OWA-RIM RCI
Fallo Ranking Puntuaciones Variables
1 62 69 56 76 83 21 0.4508 0.4028 0.3550 0.3550 0.3550 0.3482 42 125 21
2 62 69 56 76 83 21 0.5367 0.4584 0.4027 0.4027 0.4027 0.3022 125 42
3 109 115 97 103 121 96 0.2817 0.2817 0.2817 0.2817 0.2817 0.2812 125 42
4 56 83 76 62 69 7 0.4148 0.3951 0.3951 0.3649 0.3643 0.2739 42 125
5 21 56 76 62 69 83 0.8140 0.6709 0.6709 0.6245 0.6234 0.6047 21 28 56 76 83 62
6 8 15 115 103 109 97 0.9813 0.9813 0.1339 0.1339 0.1339 0.1339 8 15
7 8 15 102 96 108 120 0.9385 0.9385 0.1353 0.1353 0.1353 0.1353 8 15
8 8 15 97 103 109 115 0.9734 0.9734 0.1440 0.1440 0.1440 0.1440 8 15
9 36 43 50 84 77 57 0.8018 0.80 0.7776 0.7609 0.7609 0.7609 63 70 84 50 70 36
10 36 43 22 50 29 84 0.7879 0.7706 0.7360 0.7262 0.7136 0.5620 50 77 43 63 70 36
11 84 77 57 36 63 70 0.9028 0.9028 0.9028 0.9005 0.8905 0.8860 84 77 57 63 70 36
15 80 86 113 101 107 95 0.8941 0.2863 0.1986 0.1986 0.1986 0.1465 28 80
16 80 107 101 113 86 95 0.9013 0.2396 0.2396 0.2396 0.2394 0.1646 80 28
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Tabla 5.24: Diagnosis Estacionaria. Baja aversión al riesgo (orness = 0.9)

OWA-RIM RCI
Fallo Ranking Puntuaciones Variables
1 62 69 76 56 83 80 0.8552 0.8542 0.8020 0.8018 0.8016 0.6534 42 125 21
2 101 107 113 50 97 103 0.8182 0.8182 0.8182 0.8005 0.7607 0.7607 125 42
3 101 107 113 97 103 109 0.8207 0.8207 0.8207 0.8052 0.8052 0.8052 125 42
4 69 62 56 76 83 49 0.7557 0.7554 0.7288 0.7280 0.7257 0.7033 42 125
5 21 56 76 62 69 83 0.8140 0.6709 0.6709 0.6245 0.6234 0.6047 21 28 56 76 83 62
6 8 15 115 97 103 109 0.9911 0.9911 0.6566 0.6566 0.6566 0.6566 8 15
7 8 15 98 104 110 116 0.9905 0.9905 0.7534 0.7534 0.7534 0.7534 8 15
8 8 15 103 109 115 121 0.9906 0.9906 0.7788 0.7788 0.7788 0.7788 8 15
9 84 77 57 63 36 70 0.9229 0.9229 0.9229 0.9050 0.9029 0.9013 63 70 84 50 70 36
10 84 77 57 63 70 36 0.9721 0.9721 0.9721 0.9623 0.9574 0.9496 50 77 43 63 70 36
11 70 63 84 77 57 50 0.9643 0.9640 0.9626 0.9626 0.9626 0.9440 84 77 57 63 70 36
15 80 95 110 116 104 98 0.9897 0.7542 0.7511 0.7511 0.7511 0.7507 28 80
16 80 95 110 104 116 98 0.9918 0.7483 0.7443 0.7443 0.7443 0.7436 80 28

Una vez que el sistema ha entrado en modo estacionario después de
aparecer el fallo, éste puede afectar a más variables aparte de las responsables
de dicho fallo debido a que determinados tipos de fallos se expanden, llegando
a afectar a varias áreas del sistema. En este estudio, los fallos 1 a 5 y 9 a 11
tienen dicha característica de expansión del fallo, al contrario que los fallos
6 a 8 y 15 y 16, en los que las variables afectadas por el fallo no cambian a
lo largo del tiempo.

En el caso de aplicar una aversión al riesgo alta (orness=0.2, ver Tabla
5.22), algunas variables no relacionadas con el fallo aparecen como candida-
tas en los 5 primeros fallos (el origen de estos fallos está en las variables 42
y 125, relacionadas con el sensor de O2). Concretamente, las variables que
aparecen son aquellas que miden el nivel de O2 en diferentes puntos de la
instalación (variables: 21, 49, 56, 62, 69, 76, 83, 89) o el nivel de Demanda
Química de Oxígeno (DQO) (variables: 101, 107, 113), que está relacionado
también con el O2. Este resultado es similar al obtenido por el método RCI.
Analizando las puntuaciones obtenidas, se ve que ya no hay tanta diferencia
entre ellas como en el caso de la identificación Temprana, esto nos indica que
el fallo está afectando a cada vez más variables. Aún así, es posible hacer
una diagnosis de los fallos excepto para el quinto, donde todas las variables
candidatas tienen puntuaciones similares.

El fallo afecta a otras partes de la planta en el caso de los fallos 9 a 11,
y el resultado de la diagnosis refleja este hecho ya que las puntuaciones son
muy similares y hay muchas variables candidatas. Ahora el aislamiento de
la variables que originaron el fallo no es posible, al igual que ocurre con el
método RCI. En cualquier caso, al igual que antes, nos sirve para constatar
la propagación del fallo por la instalación.

Los otros fallos no sufren un destacable cambio en esta diagnosis, ya
que analizan datos de unos tipos de fallo que no se expanden. Se observa,
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además, que las diferencias entre las puntuaciones obtenidas por las varia-
bles candidatas y las demás se han incrementado con respecto al caso de la
identificación Temprana, en la mayoría de casos. Las variables candidatas
para los fallos 15 y 16, se identifican claramente al estar en las primeras
posiciones del ranking y tener una puntuaciones más altas que las del resto.
Esto confirma que el fallo sólo afecta al punto de origen del mismo y no se
propaga a otras partes de la planta. Las diagnosis del método ORAFI coin-
ciden con lo que realmente sucede en la planta, mientras que los resultados
del método RCI no colocan a las variables responsables (80 y 86) en las
primeras posiciones e identifican a otras variables como responsables. Esto
confirma la robustez del método ORAFI.

Si se analizan los resultados de aplicar moderada aversión al riesgo (or-
ness=0.5, ver Tabla 5.23) y baja aversión al riesgo (orness=0.9, ver Tabla
5.24) se observa que ocurre algo similar al caso anterior, las puntuaciones,
en general, se han igualado y esto hace difícil la selección de variables candi-
datas. Y en los fallos que se expanden por la planta, cada vez aparecen más
variables entre las candidatas, de hecho, en los fallos 1 al 5 ninguna de las
variables realmente responsables aparece entre las seis primeras. En los fa-
llos 6 a 8 sí se identifica correctamente a las responsables y se puede extraer
un grupo de candidatas. Mientras que en los fallos 15 y 16 las responsables
están mezcladas con más variables y obtienen puntuaciones similares entre
ellas, dificultándose la identificación.

Resumiendo, el hecho de trabajar con datos pertenecientes a un intervalo
de tiempo largo (todos los datos disponibles, por ejemplo) no conduce a tener
una diagnosis confiable. Esto sucede en los casos de fallos que se expanden
por la planta y terminan alterando los valores de otras variables. Por tanto,
en el caso de fallos expansivos, el origen del fallo sólo puede ser localizado si
la diagnosis se realiza durante los primeros instantes que siguen a la aparición
del fallo, que es lo que hace la identificación Temprana del método ORAFI.

En estas pruebas, la identificación Estacionaria para los fallos 1 a 5 y
9 a 11 no ha servido para encontrar las causas del fallo, ya que nos encon-
tramos con muchas variables candidatas y no todas ellas son realmente las
responsables, y, en algunos casos, ni siquiera es posible extraer un grupo de
candidatas. En los fallos 15 y 16, como el fallo no se extiende por la planta,
la diagnosis ORAFI es capaz de localizar el origen del fallo, al contrario
que con el método RCI que no da una buena diagnosis. Como en una si-
tuación real, no se puede saber si el próximo fallo que va a suceder va a
ser de tipo expansivo o no, se requiere aplicar dos identificaciones: una ini-
cial (Temprana), que servirá para encontrar el origen del fallo, y una tardía
(Estacionaria), cuando el sistema alcanza un nuevo estado estacionario, que
servirá para confirmar la diagnosis anterior o dará un resultado diferente y
por tanto, constatará que el fallo se ha expandido y cómo se ha propagado
por la planta.
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5.6. Resumen
En este capítulo se ha presentado un método para hacer la diagnosis

distribuida de una planta, donde en cada nodo se calcula un método de
identificación de fallos FDI: Diagnosis de Fallos basada en Agregación OWA-
RIM (ORAFI). Las principales aportaciones del método propuesto son: la
agregación de las diagnosis de varios métodos FDI mediante una toma de
decisiones multicriterio, y la realización de dichas diagnosis en dos instantes.

La agregación de diferentes métodos permite crear una sinergia entre
ellos, de modo que las debilidades de unos métodos se compensen con las
fortalezas de los otros. Por tanto, se puede obtener una identificación más
robusta.

Además, el método propuesto, permite adoptar diferentes políticas en
cuanto al grado de riesgo que se quiere asumir. En el ranking final de varia-
bles, según el riesgo asumido, se tendrán más o menos en cuenta las diagnosis
de los distintos métodos.

En el caso de que no se quiera asumir un gran riesgo, el método sólo colo-
cará en las primeras posiciones del ranking aquellas variables seleccionadas
como candidatas por casi todos los métodos (aunque esto puede hacer que
se pierda alguna variable en el proceso). Pero si se quiere asumir un riesgo
mayor en la identificación, el método puede incluir en las primeras posicio-
nes del ranking las variables que cuenten con buena puntuación en solo unos
pocos métodos (con el riesgo de introducir variables poco relevantes en la
identificación).

Por otro lado, se ha establecido que la diagnosis se haga en dos pasos: el
primero se ejecuta justo después de la detección del fallo, y facilita la iden-
tificación del origen del fallo, mientras que el segundo diagnóstico se realiza
cuando el sistema alcanza un punto de operación estacionario después de
aparecer el fallo, y brinda información al usuario sobre las nuevas condi-
ciones de trabajo en las que se encuentra el sistema y permite decidir si se
puede continuar operando la planta o es necesario llevar a cabo reparaciones.
Ambos diagnósticos se desarrollan usando ventanas de tiempo, que buscan
evitar los efectos del ruido, perturbaciones, etc., haciendo que el método sea
más robusto.

El método ORAFI se ha probado en dos de los casos de estudio aborda-
dos en esta tesis: una planta de tratamiento de aguas residuales y la planta
Tennessee Eastman Process, mostrando su eficacia en la realización de los
diagnósticos y confirmando que ambos diagnósticos (Temprana y Estaciona-
ria) son necesarios para realizar correctamente el diagnóstico de la planta.
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Capítulo 6

FDI BASADO EN EL ANÁLISIS
DE SERIES TEMPORALES Y CON-
TROL ESTADÍSTICO MULTIVA-
RIANTE. DISTRIBUCIÓN DEL CÁLCU-
LO

6.1. Introducción

En este capítulo presentaremos una nueva propuesta de detección de fa-
llos basado en datos que tiene en cuenta algunas características de los datos
industriales: son dinámicos, están correlacionados (no todas las variables son
independientes) y además son no-lineales. Para tener en cuenta todas estas
consideraciones presentaremos una nueva metodología de detección de fallos
dinámica y no-lineal, que tiene en cuenta explícitamente las relaciones diná-
micas de la planta, utilizando una selección dinámica de variables, así como
la naturaleza no lineal del proceso a través del modelado de las variables
mediante el análisis de series temporales.

Se va a proceder a hacer un modelo de cada variable medida del proce-
so en función de las demás. Como los procesos industriales tienen muchas
variables, es imposible modelar todas ellas al mismo tiempo en un único
procesador, por lo que en este caso para disminuir el tiempo de procesa-
miento se distribuirá el cálculo de dichos modelos entre varios nodos. Luego
se calcula la desviación del modelo obtenido para cada variable respecto a
los datos reales medidos en la instalación, calculando los residuos, que serán
procesados mediante técnicas de control estadístico de procesos. Por tan-
to, en este caso, la descentralización se aplica a los cálculos necesarios para
aplicar el método FDI.

Luego cada módulo envía sus resultados a un nodo central que es el
encargado de analizarlos en su conjunto y decidir sobre la situación en la
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que se encuentra la planta: normal o con fallo.
Esta metodología, por lo tanto, consta de tres pasos: selección dinámica

de variables, modelado mediante el análisis de series temporales y detección
de fallos usando las herramientas del SPC. Vamos ahora a explicar breve-
mente que herramientas pueden utilizarse para resolver estos tres pasos.

6.2. Fundamentos teóricos

Para llevar a cabo esta propuesta, si en la instalación industrial conside-
rada se toman medidas de varias variables, se pueden construir modelos de
series temporales de cada una de ellas. Si hay m variables, se hace necesa-
rio identificar m modelos en el sistema. Concretamente, para cada variable
xi, i = 1, . . . ,m del sistema, se quiere encontrar un modelo de predicción
basado en una selección del resto de variables que consiga la mejor predic-
ción posible de la variable i-ésima. Los modelos de series temporales deben
reflejar la influencia de los estados previos del sistema en el estado actual
del mismo, por tanto, el modelo de predicción debe tener un carácter di-
námico. Para ello, los modelos deben incluir un número suficiente de datos
con retardo de las m variables del sistema, buscando siempre tener el mejor
modelo de predicción posible. Por tanto, las entradas de cada modelo serán
un conjunto de datos actuales de variables además de otro conjunto de datos
pasados de dichas variables. Por tanto, para una variable i, el modelo será:

xi(t+ 1) ∼[x1(t), . . . , x1(t− k1), x2(t), . . . , x2(t− k2), . . .
. . . , xm(t), . . . , xm(t− km)]

(6.1)

donde {k1, k2, . . . , km} ⊆ {0, . . . , L}. L es el máximo número de retardos que
se utilizará para el modelado y debe ser ajustado mediante un proceso de
selección dinámica de características. Dicho lo cual, en las entradas de los
modelos nos podemos encontrar con datos de variables sin retardo, datos con
diferentes retardos de la misma variable y/o datos con diferentes retardos
de distintas variables.

6.2.1. Selección dinámica de características

Como se ha dicho, el modelo de predicción de una variable va a tener
como entradas datos pasados de dicha variable y datos pasados o no del
resto de variables del sistema. La selección de qué variables y retardos usar
se puede llevar a cabo mediante una selección dinámica de características
basada en la autocorrelación y la correlación cruzada con diferentes retardos
de tiempo. Para ello, a partir de la matriz X (n muestras × m variables) que
contiene las variables sin retardo en condiciones normales de operación, se
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genera la matriz aumentada, Xa, tomando para cada variable datos actuales
y datos con retardo de hasta L instantes y se apilan de la siguiente manera:

Xa = [Xt|Xt−1| . . . |Xt−L] (6.2)

donde | es el operador de concatenación de matrices, la matriz aumentada
Xa ∈ R(n−L)×(m(L+1)), Xt es la matriz de datos X sin retardo y Xt−d es
la matriz de datos con un retardo de d instantes. Realmente, la forma de
construir esta matriz aumentada consiste en unir (L+1) matrices X, una al
lado de la otra, desplazando cada matriz una fila con respecto a la anterior,
y luego se eliminan las filas incompletas, como se ve en la figura 6.1.

Figura 6.1: Esquema de la matriz aumentada.

Para implementar la selección dinámica de características, la relación
entre dos variables xit y x

j
l en dos instantes de tiempo diferentes se calcula

como el valor absoluto del coeficiente de correlación:

<i(xi
t,x

j
l) =

∣∣∣xiTt xjl /‖xit‖‖xjl ‖∣∣∣ (6.3)

donde i, j = 1, . . . ,m y t, l = 1, . . . , L. Este coeficiente es una medida di-
recta de la correlación entre variables y, después del cálculo del vector <i
para la variable i-ésima, la selección dinámica de características se realiza
eligiendo las variables de la matriz aumentada Xa que tengan valores altos
de correlación. Por ejemplo, las variables usadas para modelar la variable i
se corresponderán con aquellos elementos del vector <i que verifiquen que
<i > δi, siendo δi un umbral establecido por el usuario para cada una de las
variables y que dependerá de los valores de correlación obtenidos.
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Esta selección dinámica de características se puede hacer también utili-
zando el conocido método Partial Least Squares (PLS) [James et al., 2013].
El método PLS desarrolla un modelo lineal, basado en mínimos cuadrados,
que obtiene una serie de nuevas variables (o características), que son com-
binaciones lineales de los datos de partida, como se explicó en la Sección
4.2.1.2.

Una vez completada la creación del modelo se obtiene la ecuación de
regresión PLS, que es:

Y = X ∗BPLS + F (6.4)

donde F es la matriz de residuos y BPLS es el vector de coeficientes de regre-
sión. De modo que ahora, se construye un modelo PLS para cada variable
i en el que la matriz de predictores es la matriz aumentada Xa (Ecuación
6.2), sin la correspondiente variable i-ésima, y la de respuestas es Y = xi,
i = 1, . . . ,m. La selección dinámica de variables se lleva a cabo escogiendo
las variables de la matriz Xa con un coeficiente de regresión grande, es decir,
con un alto valor en el vector BPLS.

Una tercera forma de realizar la selección dinámica de características es
mediante la combinación de ambos métodos, es decir, primero, realizar una
selección dinámica de características con el coeficiente de correlación entre
las variables y, después de eso, refinar la selección utilizando el método PLS.
Entonces, las variables y sus valores retardados con mayor coeficiente de
correlación se seleccionan y se incluyen en la matriz de datos Xi, creando
una para cada variable i del sistema, con i = 1, . . . ,m. Después, se genera
un modelo de regresión PLS para la variable i-ésima con la matriz de datos
anterior, y aquellas variables con un alto valor de coeficiente de regresión en
valor absoluto se eligen como variables de entrada finales del modelo i-ésimo.

En el caso particular de aplicar modelos ARIMA, en los que una varia-
ble se modela sólo usando datos retardados de dicha variable, la selección
dinámica de variables se realiza usando las funciones de Autocorrelación y
de Autocorrelación Parcial [Shumway and Stoffer, 2006].

6.2.2. Modelado de series temporales

El modelado de series temporales ha sido y es objeto de estudio de varios
investigadores [Gooijer and Hyndman, 2006,Hyndman and Athanasopoulos,
2017], que buscan el método más adecuado para describir y predecir dichas
series. Uno de los métodos más ampliamente utilizado es el modelo Autorre-
gresivo Integrado de Media Móvil (ARIMA) o metodología Box-Jenkins [Box
and Jenkins, 1976,Hyndman and Khandakar, 2008].

ARIMA. Este modelado se basa en dos modelos más sencillos: el modelo
Autorregresivo (AR) y el modelo de Media Móvil (MA), que, combinados,
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dan lugar al modelo Autorregresivo de Media Móvil (ARMA). En el caso
de que la serie temporal a modelar no sea estacionaria, se incluye una par-
te de diferenciación, dando lugar al modelo ARIMA ( [Box and Jenkins,
1976,Shumway and Stoffer, 2006,Hyndman and Athanasopoulos, 2017]). Si
se da el caso de trabajar con una serie temporal que muestra comportamien-
to estacional (en inglés, seasonal) se utiliza un modelo Seasonal ARIMA
(SARIMA), que modela, también, la parte estacional de la serie.

El modelo AR tiene la siguiente forma:

xt = c+ φ1xt−1 + φ2xt−2 + . . .+ φpxt−p + et (6.5)

siendo c una constante, φj es el coeficiente del dato retardado j instantes
de la serie temporal, y et es el error cometido en el instante t. Por tanto, la
predicción se obtiene a partir de los valores previos de la variable.

En el caso de un modelo MA, su expresión es la siguiente:

xt = c+ et + θ1et−1 + θ2et−2 + . . .+ θqet−q (6.6)

siendo c una constante, et es el error cometido en tiempo t, θj es el coeficiente
del error cometido al predecir xj con el modelo MA. En este caso, se hace la
predicción en función de los errores de predicción de los instantes anteriores.

Si se combinan los dos anteriores se obtiene el modelo ARMA, cuya
expresión es:

xt = c+φ1xt−1+φ2xt−2+. . .+φpxt−p+θ1et−1+θ2et−2+. . .+θqet−q+et (6.7)

Si la serie no es estacionaria, se aplica una diferenciación, que, al ser
incluida, da lugar al modelo ARIMA:

x
′d
t = c+ φ1Bx

′d
t−1 + . . .+ φpBx

′d
t−p + θ1Bet−1 + . . .+ θqBet−q + et (6.8)

siendo B el operador desplazamiento que cumple que: Bxt = xt−1 y B2xt =
B(Bxt) = xt−2. Además, x′d

t es la serie diferenciada un cierto número d de
veces.

El orden del modelo ARIMA se define por la terna de parámetros:
(p, d, q). Siendo p el número de términos de la parte AR, d es el número
de diferenciaciones realizadas y q es el orden de la parte MA del mode-
lo [Hyndman and Athanasopoulos, 2017].

Los valores de p y q se determinan a través del análisis de las gráficas
de Autocorrelación y Autocorrelación parcial, mientras que el orden de la
parte diferencial, d, es el necesario para conseguir que la serie sea estacionaria
[Hyndman and Athanasopoulos, 2017]. La forma más usual de determinar si
una serie temporal o su expresión diferenciada es estacionaria es mediante
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el uso de diferentes test estadísticos, como el test Dickey-Fuller [Dickey and
Fuller, 1979].

La metodología más difundida para ejecutar el modelado de una serie
temporal es la Box-Jenkins [Box and Jenkins, 1976], cuyo esquema se pre-
senta en la Figura 6.2) y consta de cuatro pasos:

1. El primer paso es la identificación del modelo ARIMA que sigue la
serie, esto requiere:

Comprobar el carácter estacionario (mediante tests) de la serie, y
decidir las transformaciones necesarias para hacerla estacionaria
en caso de que no lo sea (diferenciación).
Obtener un modelo ARMA para la serie ya estacionaria: órdenes
p y q, usando las gráficas de autocorrelación y autocorrelación
parcial.

2. El segundo paso es la estimación de los parámetros de los modelos
AR y MA del modelo. Estos se pueden estimar usando el criterio de
máxima verosimilitud [Hyndman and Athanasopoulos, 2017], el crite-
rio de Información de Akaike (AIC) [Akaike, 1974], etc. Finalmente,
se obtienen los errores estándar y los residuos del modelo.

3. El tercer paso, de validación, sirve para comprobar que los residuos
son independientes y tienen estructura de ruido blanco. Si no fuera así,
se modifica el modelo y se repiten las etapas anteriores hasta obtener
un modelo adecuado.

4. Finalmente, el último paso es el de predicción. Ya con el modelo ade-
cuado, se pueden obtener estimaciones del valor futuro de la variable.

Se puede dar el caso de que la serie presente estacionalidad, es decir, el
comportamiento de la serie se repite cada cierto número de observaciones
m. Esto se puede modelar con un modelo Seasonal ARIMA (SARIMA). En
este caso, se modela una parte no estacional y otra parte estacional, por
lo que hay que seleccionar los valores para los órdenes de cada una de las
partes del modelo: p, d y q, para la no estacional, y P , D y Q, para la
estacional [Hyndman and Athanasopoulos, 2017].

Se pueden usar otros modelos no lineales para predecir la serie temporal
en función de los valores actuales y pasados del resto de variables del sistema,
como pueden ser los basados en Redes Neuronales [Sainz et al., 2004,Khas-
hei and Bijari, 2010,Kuhn and Johnson, 2013,Heidari et al., 2016], Bosques
Aleatorios (RF) [Tsagkrasoulis and Montana, 2018, Jog et al., 2017] o Re-
gresión de Máquinas de Vector Soporte (SVR) [Vapnik, 1995, Zhou et al.,
2011,Zaidi, 2012,Nieto et al., 2013,Zhang and Gao, 2018], ya explicados en
el Capítulo 4, todos ellos siguen la misma metodología explicada en la figura
6.2.

170 6.2. Fundamentos teóricos



CAPÍTULO 6. FDI BASADO EN ANÁLISIS DE SERIES
TEMPORALES

Figura 6.2: Metodología Box-Jenkins
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6.2.3. Detección de fallos basada en las gráficas de control
de SPC

Una vez que se han obtenido los modelos de cada una de las variables, es
posible hacer predicciones con dichos modelos y compararlas con los valores
reales medidos en la planta. De esta forma se obtienen los residuos en cada
uno de los nodos, que corresponden a cada una de las variables. Es posible
ir evaluando los valores de dichos residuos para determinar si existe o no
un fallo, utilizando gráficas de control como las mostradas en el Capítulo 2,
pero en una planta compleja nos encontramos con muchas variables y puede
ser complejo realizar dicha tarea, así que en este capítulo se proponen dos
alternativas: por un lado, filtrar los residuos y comprobar si alguno supera su
correspondiente umbral y, por otro lado, procesar esos residuos mediante un
modelo PCA, que entregue unos pocos indicadores (T 2 y Q) que simplifiquen
la tarea de la detección de fallos.

6.3. Método FDI propuesto: Detección de fallos
basada en series temporales y control esta-
dístico de procesos: TSR-FDI

El objetivo principal del método es obtener una técnica de detección de
fallos que tenga en cuenta el carácter dinámico de la planta monitorizada,
así como su no linealidad. Características éstas que son esperables en casi
cualquier planta industrial de cierto nivel de complejidad. La dinámica de
la planta va a ser analizada mediante un proceso de selección dinámica de
características, mientras que el comportamiento no lineal será tratado a
través de un modelado no lineal basado en series temporales.

Por tanto, inicialmente se cuantificará lo que se influyen las variables
entre sí, y luego se utilizará esta información para crear un modelo, basado
en series temporales, de cada una de las variables, utilizando aquellas que
tengan mayor influencia.

Posteriormente, se utilizarán los modelos para hacer predicciones que
serán comparadas con los datos medido en la planta. Los residuos obtenidos
se enviarán a un procesador central para ser analizados. Será este procesador
el que determine si existe o no un fallo.

En la Figura 6.3 y en el Algoritmo 4 se muestran esquematizadas las
diferentes etapas de las que consta el método que se pasan a detallar a
continuación.

Etapa 1. Selección dinámica de características. Como se ha comen-
tado, las variables en una planta industrial no suelen ser independientes
entre si. Existe correlación cruzada, pero además es esperable que exista
correlación temporal entre ellas, es decir, el estado actual de una variable va
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Figura 6.3: Diagrama de flujo del método propuesto

a depender no sólo del estado actual de la planta y sus variables sino de los
estados pasados. Por tanto, se presenta un método de selección dinámica de
características que analiza la correlación temporal y espacial, teniendo en
cuenta diferentes retardos de tiempo. Los pasos que componen esta primera
etapa son:

1. Recopilación de datos de entrenamiento: tomados en condiciones
normales de operación de la planta.

2. Preprocesado de los datos: que consta de un análisis previo para
eliminar valores atípicos, y, después, un escalado de los datos al rango
adecuado.

3. Selección de los retardos de tiempo: se toman los más adecuados
para modelar cada variable, es decir, la selección dinámica de caracte-
rísticas, para ello se utilizarán los diferentes métodos presentados en la
Sección 6.2.1, es decir, correlación, PLS o una combinación de ambos
métodos

Etapa 2. Modelado de las series temporales. En la segunda etapa
se construye un modelo descriptivo de la planta utilizando el conjunto de
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Algoritmo 4 Detección de fallos basada en series temporales: STR-FDI
1: for Datos sin fallo, off-line do
2: Etapa 1. Selección dinámica de características
3: Normalizar datos.
4: Hacer la selección dinámica de características para cada variables mediante

3 métodos: correlación, PLS y una combinación de ambos.
5: Etapa 2. Modelado de series temporales
6: Modelar las series temporales de cada variable con: ARIMA, ARMAX, NN,

SVR, random Forest, etc.
7: Escoger el mejor modelo para cada variable, mediante rMSE y relMAE.
8: Etapa 3. Obtención de los límites de las gráficas de control
9: Obtener predicciones de cada variable. . Usando cada modelo seleccionado

10: Obtener residuos sin fallo:
11: ResiduoSF (t) = Observación(t)− Predicción(t).
12: Entrenar PCAresiduos. . Modelo PCA con ResiduosSF (t)
13: Definir los límites UCL y LCL para las gráficas de control.
14: Definir los umbrales T 2

α y Qα para los estadísticos T 2 y Q.
15: end for
16:
17: Etapa 4. Detección de fallos
18: Analizar nuevos datos, on-line.
19: for t=1 to n do . Para cada instante
20: Obtener y normalizar una nueva observación: xn(t).
21: for i=1 to m do . Para cada variable m
22: Hacer la selección dinámica de características de la etapa 1.
23: Prediccióni(t) : x̂in(t) = f(modeloi, (t, t− 1, t− 2, . . .))
24: Residuoi(t) = xin(t)− x̂in(t)
25: end for
26:
27: Detección de fallos basada en EWMA:
28: for i=1 to m do . Para cada variable m
29: Calcular la función de decisión zi(t) = λResiduoi(t) + (1− λ)zi(t− 1).
30: if zi(t) > UCL then
31: Fallo = TRUE en instante t.
32: end if
33: end for
34:
35: Detección de fallos en PCA de residuos:
36: Calcular T 2(t) y Q(t) para Residuo(t).
37: if T 2(t) > T 2

α or Q(t) > Qα then
38: Fallo = TRUE en instante t.
39: end if
40: end for

datos de entrenamiento, en condiciones normales de la planta, definido en
la primera etapa. Inicialmente se realiza otro preprocesado de los datos,
que consiste en el análisis ( de tendencias y de estacionalidad de la serie
temporal) y la normalización de los datos. Luego, estos datos se dividen en
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dos grupos, creando unos datos de entrenamiento y unos datos de prueba.
Después, se procede a construir diferentes modelos para cada variable del
sistema usando los datos de entrenamiento, con la idea de hallar el mejor
modelo descriptivo usando las variables seleccionadas en la etapa 1 como
predictoras. Para evaluar el nivel de ajuste del modelo se van a utilizar
algunas medidas del error cometido al hacer predicciones. Estas medidas de
error son:

rMSE: es la raíz cuadrada del error cuadrático medio (MSE).

sMAPE: es el valor medio del valor absoluto del porcentaje de error.

sMAPE = 2
n

n∑
t=1

|Ft −At|
(|Ft|+ |At|)

∗ 100 % (6.9)

donde n es el número de muestras, Ft es la predicción obtenido en el
instante t y At es valor real de la variable en ese instante.

relMAE: es el error medio absoluto relativo, y se obtiene dividiendo
el valor medio del error absoluto por el valor medio del error absoluto
obtenido por otro modelo utilizado como referencia. En este trabajo, el
modelo de referencia usado ha sido el modelo llamado predictor inge-
nuo, que supone que la próxima observación será igual a la observación
actual.

relMAE = MAE

MAEp
(6.10)

donde MAE es el error medio absoluto del modelo probado y MAEP
es la misma medida, pero del modelo usado como referencia.

El modelo con el valor rMSE más bajo será el seleccionado para hacer
la predicción de cada variable, siempre que el relMAE sea inferior a 1, es
decir, que el modelo en cuestión es mejor que el modelo de referencia. La
otra medida de error: sMAPE se utilizará para conocer el rendimiento del
modelo seleccionado.

Etapa 3. Obtención de los límites de las gráficas de control. Se
calculan los límites de cada gráfica de control utilizada. El procedimiento
se basa en analizar los residuos, que son las diferencias entre los valores
predichos para cada variable y los valores reales de las variables. Se plantea
la posibilidad de usar dos técnicas de control estadístico distintas:

Gráficas de control EWMA: estas gráficas trabajan con las varia-
bles individualmente, es decir, se obtiene una gráfica de control para
cada residuo de cada variable. En cada gráfica se establecen unos valo-
res límite: límite de control superior (UCL) y límite de control inferior
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(LCL), que no deben ser superados cuando el sistema trabaja sin fallos.
Estos límites se calculan mediante la Ecuación 2.2.

PCA: todos los residuos se procesan juntos, y se utilizan dos gráficas
para detectar anomalías. Primero, se calcula un modelo de PCA utili-
zando los residuos en condiciones normales, y, después se obtienen los
umbrales para los estadísticos (T 2 y Q) según se explica en la Sección
2.5.

Las tres etapas anteriores se ejecutan fuera de línea (off-line).

Etapa 4. Detección de fallos. Esta etapa, mostrada en el Algoritmo 4,
se calcula en línea (on-line) y se subdivide en los siguientes pasos:

1. Toma de datos de la planta bajo análisis: buscando determinar
si trabaja en condiciones de fallo o no.

2. Preprocesado de los datos: que se hace de la misma forma que con
los datos de entrenamiento. Además, se ejecuta la selección dinámica
de características explicada en el etapa 1 de este proceso.

3. Generación de los residuos para cada variable: que son la dife-
rencia entre las mediciones y las predicciones de los modelos de series
temporales construidos en la etapa 2.

4. Calculo de la función de decisión zi(t): tal como se indica en la
Ecuación 2.1, para cada residuo, que se usará con la gráfica de control
EWMA. Calculo de los estadísticos T 2 y Q con las Ecuaciones 2.9 y
2.12, respectivamente, para las gráficas de control del PCA.

5. Detección de fallos: se comparan los valores obtenidos en cada grá-
fica de control con sus umbrales correspondientes. Si en algún caso
(zi(t), T 2 o Q) se superan los correspondientes umbrales durante una
serie de observaciones consecutivas (Obs), se avisa de la presencia de
un fallo. El establecer un número consecutivo de observaciones antes
de declarar una alarma se hace para evitar falsas alarmas. Si no se
detecta un fallo (es decir, ninguna de las tres gráficas de control exce-
de sus límites), se toma una nueva observación y se repite esta cuarta
etapa del proceso de monitorización.

Por tanto, el método propuesto basa la detección de fallos en los residuos
de los modelos de las variables. Estos residuos son cercanos a cero cuando el
comportamiento del sistema monitorizado es normal, siempre que se dispon-
ga de buenos modelos. Sin embargo, cuando ocurre una situación anormal
o un fallo, los residuos se desvían significativamente de cero, lo que indica
la presencia de un nuevo estado de la planta. En esta propuesta, el control
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de dichos residuos se lleva a cabo de dos formas: gráficas EWMA y PCA.
Tal como se ha comentado, al usar este método, las técnicas dinámicas de
selección de características así como el modelado no lineal de las variables,
se elimina tanto el carácter dinámico como la no linealidad de la instalación.
Esto hace que esta propuesta pueda ser aplicada en gran cantidad de plantas
e instalaciones industriales, que presentan dichos caracteres dinámico y no
lineal.

6.4. Caso de estudio I: Tennessee Eastman Pro-
cess

La primera planta en la que se ha puesto a prueba esta metodología
es la Tennessee Eastman Process [Downs and Vogel, 1993], explicada en el
Apéndice A.3 y utilizada en capítulos anteriores.

6.4.1. Metodología experimental

Las operaciones fuera de línea presentadas en el Algoritmo 4 se han rea-
lizado usando los datos de entrenamiento sin fallo, con los que se construye
la matriz de datos: X ∈ R500×52.

1. Selección dinámica de características. El objetivo es seleccionar
qué variables con y sin retardo deben ser usadas para modelar las va-
riables en la etapa siguiente. Esto se realizó usando los tres métodos
explicados en la Sección 6.2.1: análisis de correlación, extracción de
características con PLS y una combinación de los dos anteriores. Para
ello se analizaron las variables sin retardo y las variables con retardos
desde 1 a 15 instantes. Por tanto, en la matriz ampliada, (Ecuación
6.2), se estableció el valor L = 15. Una vez hecho el análisis, se seleccio-
naron, para cada variable, las 10 variables con retardo y/o sin retardo,
que más influencia tuvieron en dicho análisis. Este valor se eligió, des-
pués de varias pruebas, buscando evitar sobreajustes en los modelos
de la etapa siguiente, especialmente al modelar con redes neuronales.

2. Modelado de series temporales. Se usaron los datos sin fallo de
entrenamiento (500 observaciones) para modelar cada variable con las
variables (con y/o sin retardo) seleccionadas en al paso anterior. Dichos
datos se normalizaron según el tipo de modelo: para las redes neuro-
nales se normalizaron al rango [0,2, 0,8], y no al más común [0,1], para
dejar cierto margen para observaciones extremas que puedan tomarse
luego en los datos de test; para modelar con ARIMA, se normalizó a
media cero, y se diferenció la serie en el caso de no ser estacionaria,
etc. Finalmente, se generaron varios modelos para cada variable, con
los siguientes parámetros:
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Modelos ARIMA: cuya estructura es ARIMA(p,q,i). Para ha-
cer pruebas, se hicieron variar estos valores entre 0 y 15 para p y
q, y entre 0 y 2, para i, con la limitación de que: p+ q ≤ 20.
Modelos de Redes Neuronales: el tipo de red usado fue el de
red Perceptrón Multicapa (MLP) con 3 capas, la primera capa
con 10 entradas, correspondientes a las 10 variables seleccionadas
en la etapa anterior, y la capa de salida con una sola neurona.
El número de neuronas en la capa oculta se fue variando entre
los valores: neuronas en capa oculta = [5, . . . , 6 · (2 · entradas)]
hasta dar con el mejor modelo.
Regresión SVM con kernel Gaussiano: (k(u, v) = exp(−γ|u−
v|2)). Aquí es necesario ajustar dos parámetros C y γ, que se hicie-
ron variar entre los siguientes valores: C = [0,1, 1, 10, 100, 1000]
y γ = [0,01, 0,1, 1, 10, 100].
Regresión SVM con kernel sigmoide: (k(u, v) = tanh(γ ∗
uT v+ coef)). Para este modelo los parámetros C y γ se eligieron
entre los valores: C = [0,1, 1, 10, 100, 1000] y
γ = [0,01, 0,1, 1, 10, 100].
Modelos Random Forest: en este caso el número de variables
muestreadas aleatoriamente oscilaron entre los siguientes valores:
[200, 300, 400], y para el número de árboles se probó con los
valores [1500, 2000]. Este último valor no debe ser muy bajo para
asegurarse que cada variable de entrada es predicha un número
suficiente de veces.

Una vez que se han generado todos estos modelos para cada variable,
se elige aquel que presente el menor valor de error rMSE. En la Tabla
6.1 se muestran los modelos finalmente elegidos para cada una de las 52
variables. Los modelos del tipo ARIMA se muestran con sus órdenes
p, q e i. Los modelo identificados como ANN son redes neuronales
con selección de variables basada en correlación y los PLS ANN son
también redes neuronales pero haciendo la selección con PLS. Existen
algunas variables con modelo ARIMA y orden (0,0,0), que son variables
consideradas como ruido blanco y que no se han podido modelar, de
modo que el modelo usado para obtener residuos es una constante cuyo
valor es la media de la variable en condiciones sin fallo.

3. Obtención de los límites de las gráficas de control. Una vez se
dispone de un modelo para cada variable se pueden hacer predicciones
para cada una de ellas y generar unos residuos al evaluar la diferen-
cia entre la predicción y el valor real de cada variable. Inicialmente
se generan estos residuos para los datos sin fallo, que servirán para
establecer los límites de los gráficos de control que se van a usar:
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Tabla 6.1: Modelo de serie temporal seleccionado para cada variable

Variable Modelo Variable Modelo
1 ANN: Capa oculta:26 27 ARIMA: (0,0,0)
2 ANN: Capa oculta: 13 28 ARIMA: (0,1,0)
3 ANN: Capa oculta: 6 29 ARIMA: (2,2,0
4 ANN: Capa oculta: 13 30 ARIMA: (1,1,0)
5 ANN: Capa oculta: 13 31 ARIMA: (1,3,0)
6 ANN: Capa oculta: 8 32 PLS ANN: Capa oculta: 3
7 ANN: Capa oculta: 23 33 ARIMA: (2,0,0)
8 ANN: Capa oculta: 5 34 ARIMA: (1,1,0)
9 ANN: Capa oculta: 5 35 ARIMA: (1,1,0)
10 ANN: Capa oculta: 12 36 ARIMA: (1,0,0)
11 ANN: Capa oculta: 5 37 ARIMA: (0,0,0)
12 ANN: Capa oculta: 10 38 ARIMA:(1,2,0)
13 ANN: Capa oculta: 13 39 ARIMA: (0,1,0)
14 ANN: Capa oculta: 7 40 ARIMA: (0,0,0)
15 ANN: Capa oculta: 5 41 ARIMA: (0,0,0)
16 PLS ANN: Capa oculta: 3 42 ANN: Capa oculta: 20
17 ANN: Capa oculta: 24 43 ANN: Capa oculta: 16
18 ARIMA: (2,2,1) 44 ANN: Capa oculta: 7
19 PLS ANN:Capa oculta: 8 45 ANN: Capa oculta: 24
20 ARIMA: (2,2,0) 46 ANN: Capa oculta: 13
21 ANN: Capa oculta: 7 47 ANN: Capa oculta: 11
22 ANN: Capa oculta: 15 48 ANN: Capa oculta: 11
23 ARIMA: (0,1,0) 49 ANN: Capa oculta: 9
24 ARIMA: (1,1,0) 50 ARIMA: (1,2,1)
25 ARIMA:(3,1,0) 51 ANN: Capa oculta: 21
26 PLS ANN: Capa oculta: 4 52 ANN: Capa oculta: 15

a) Gráfica de control EWMA sobre residuos (EWMAres).
A partir de la Ecuación 2.2 se calculan los umbrales, que se ajus-
tan posteriormente de forma experimental probando varios valo-
res λ y obteniendo el mínimo número de observaciones anómalas
consecutivas (Obs) para activar la alarma de fallo. Los valores
seleccionados después de algunos experimentos fueron λ = 0,7 y
Obs = 6. Con esta combinación se obtiene el mejor resultado en
términos de tasa de falsas alarmas (FAR), tasa de no detección
de fallos (MDR) y tiempo de detección mínimo, como se puede
ver en los resultados.

b) Detección de fallos basada en PCA de los residuos (PCA-
res). Inicialmente se crea un modelo PCA utilizando los residuos
calculados. Este PCA contiene un 85 % de variación de los datos
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contenida en los componentes principales seleccionados (es un va-
lor al que se ha llegado después de varias pruebas y representa
el compromiso entre maximizar la información contenida en los
componentes principales y minimizar el número de ellos). A con-
tinuación se calculan los umbrales para los estadísticos T 2 y Q,
teniendo en cuenta que es necesario un cierto número consecutivo
de observaciones que excedan el umbral (Obs) para detectar un
fallo. Los umbrales de estos estadísticos se calculan teóricamente
como se explica en [Jolliffe, 2002] y, después, se ajustan experi-
mentalmente para un nivel de significación o α de 1 %. Este valor
representa el porcentaje esperado de alarmas para el sistema en
condiciones normales de operación. El valor de Obs = 3 se ajustó
experimentalmente buscando un nivel de falsas alarmas de 0 %
en los estadísticos T 2 y Q al analizar los datos de entrenamiento
sin fallo.

6.4.2. Análisis de resultados

Se presentan a continuación los resultados obtenidos en la etapa 4 de la
metodología: Detección de fallos. Para evaluar el desempeño del método se
ha hecho una comparativa del mismo con varios métodos estadísticos mul-
tivariantes aplicados a la planta Tennessee Eastman Process: PCA, PCA
dinámico (DPCA), Análisis de Variables Canónicas (CVA) (usando los esta-
dísticos T 2

s , T 2
r y Q) [Russell et al., 2000], y Kernel PCA (KPCA) ( [Zhang,

2008]). La comparativa se realiza en términos de los índices de rendimiento
utilizados en todos los métodos desarrollados en esta tesis: número de fallos
detectados (mejor cuantos más se detecten), tasa de falsas alarmas (FAR),
tasa de no detección de fallos (MDR) (mejor cuanto más bajo sea este valor)
y retardo en la detección de cada fallo (también es mejor cuanto más bajo).

En la Tabla 6.2 están contenidos el número de fallos detectados por cada
uno de los métodos. Al analizar los resultados se comprueba que el método
propuesto es el que da los mejores resultados, ya que la alternativa basada en
EWMA (EWMAres) es capaz de detectar 20 de los 21 fallos considerados, a
la vez que la propuesta basada en un modelo PCA de los residuos (PCAres)
es capaz de detectar los 21 fallos, utilizando el índice Q. Por el contrario, el
resto de métodos de la comparativa dan un peor resultado, ya que sólo son
capaces de detectar entre 16 y 18 fallos.

La robustez de los métodos se puede comprobar mediante la tasa de
falsas alarmas (FAR), también conocida como error de tipo I. En este caso de
estudio se ha calculado la tasa FAR a partir de los datos de entrenamiento sin
fallo (500 observaciones), ajustando los umbrales para la detección de fallos,
para todos los métodos, a un nivel igual al parámetro α: 1 %. Posteriormente,
se obtienen las tasas de falsas alarmas (FAR) con los datos de test sin fallo
(que constan de 960 muestras), que se muestran en la Tabla 6.3.
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Tabla 6.2: Fallos detectados por cada método. TEP

PCA PCA DPCA DPCA CVA CVA
T 2 Q T 2 Q T 2

s T 2
r

Fallos 16 18 17 18 18 18detectados
CVA KPCA KPCA EWMA- PCAres PCAres
Q T 2 Q res T 2 Q

Fallos 16 18 18 20 17 21detectados

Tabla 6.3: Tasa de falsas alarmas (FAR), en porcentaje. TEP

Método y estadístico Datos de entrenamiento Datos de test
PCA T 2 0.2 1.4
PCA Q 0.4 1.6
DPCA T 2 0.2 0.6
DPCA Q 0.4 28.1
CVA T 2

s 1.3 8.3
CVA T 2

r 0 12.6
CVA Q 0.9 8.7
KPCA T 2 1.5
KPCA Q 2
EWMAres 0.94 1.6
PCAres T 2 0.3 0.39
PCAres Q 1.04 1.06

Se puede observar que la tasa mínima de falsas alarmas para los datos
de test la consigue PCAres con T 2 con un valor de 0,39 %, mientras que el
método DPCA con Q consigue el valor más alto de la comparativa: 28,1 %,
que es un valor realmente alto. En el caso del método CVA las tasas de falsas
alarmas obtenidas son muy altas con cualquiera de sus estadísticos, ya que
oscilan entre 8,3 % que da usando T 2

s y el 12 % que entrega el método CVA
con T 2

r . Quedándose en un dato de 8,7 % para el estadístico Q.
Es conveniente recalcar que para que una alarma de fallo se active, tanto

con EWMAres como con PCAres, se requieren de 3 a 6 observaciones anó-
malas consecutivas, por tanto, los valores de error de Tipo I obtenidos por
nuestra propuesta son aceptables, ya que el FAR se calcula contando obser-
vaciones individuales, y cuando no hay fallo, estas observaciones anómalas
no son consecutivas y, por tanto, no se avisa del fallo.
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De hecho los valores de Obs y de los umbrales se han ajustado para que
no haya avisos de falsas alarmas en los datos sin fallo de test. Por lo tanto,
la tasa efectiva de falsas alarmas de los métodos propuestos es 0 %.

En la Tabla 6.4 se muestran, en porcentaje, los valores de la tasa de no
detección de fallos (MDR), para cada uno de los métodos y para cada uno de
los fallos. Los resultados recogidos en dicha tabla muestran que los métodos
propuestos (EWMAres, PCAres usando el estadístico Q) son capaces de
superar a los otros métodos: PCA, DPCA, KPCA y CVA (con T 2

s y Q) en la
mayoría de fallos. El método CVA con T 2

r también ofrece buenos resultados
respecto a las tasas MDR en muchos de los fallos, no quedando muy lejos
de los métodos EWMAres y PCAres cuando usan Q, exceptuando los fallos
5, 10 y 19, en los que los resultados que se consiguen son muy diferentes.

Sin embargo, en los fallos 8, 11, 13 y 18, el rendimiento de detección
obtenido es superior usando los métodos propuestos. Incluso se obtiene un
buen rendimiento en los fallos 3, 9 y 15, que son fallos muy difíciles de
detectar. Esto indica que el método propuesto parece ser más capaz de
detectar los fallos que los demás métodos. Además, hay que tener en cuenta,
como se ha dicho anteriormente, que el método CVA da niveles de falsas
alarmas bastante altos, y esto puede ser consecuencia de tener unos umbrales
de detección muy bajos.

Este último hecho puede facilitar la detección de fallos y la obtención de
tasas bajas de MDR, al hacer que el método sea muy sensible a pequeños
cambios. La contrapartida es que la presencia de cualquier pequeña per-
turbación, ruido, etc. va hacer que se avise de la presencia de fallos cuando
realmente no los hay. Mientras que los métodos propuestos, obtienen buenos
resultados en todos los índices testados: MDR, fallos detectados y retardo en
la detección, pero entregando mejores resultados de tasas de falsas alarmas
(FAR).

Hay que tener en cuenta que, como se indica en [Russell et al., 2000], se
han cambiado los umbrales para realizar esta comparación de MDR para los
métodos de PCA, DPCA y CVA con respecto a los utilizados para calcular
las FAR para obtener mejores resultados. Mientras que en KPCA y los
métodos propuestos en este documento, los umbrales aplicados para obtener
los valores de MDR y de FAR son los mismos.
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Tabla 6.4: Tasa de no detección de fallos (MDR), en porcentaje. TEP
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La Tabla 6.5 contiene los resultados del tiempo de retardo en la detección
para cada método y cada fallo. Se comprueba claramente cómo el método
PCAres, con el estadístico Q, consigue una gran reducción del retardo de de-
tección (número de instantes) en comparación con los métodos PCA, DPCA
y CVA, dando a la vez un valor bajo de falsas alarmas (es decir, es sensible y
robusto al mismo tiempo). El retraso de detección de la propuesta es similar
al obtenido por el método KPCA en 10 de los 21 fallos considerados. Sin
embargo, nuestro método detecta los fallos 3, 9 y 15, mientras que el KPCA
no lo hace. Además, PCAres, con Q, es el mejor en 7 de los restantes fallos,
mientras que KPCA es el mejor en los otros 4 fallos. Al mismo tiempo, el
método PCAres, con Q, ofrece el menor retardo en la detección en los fallos
4, 5, 6, 7 y 14, donde los fallos se detectaron sin retardo alguno. Finalmente,
se comprueba que el método EWMAres logra mejores o similares resultados
a los de PCA, DPCA y CVA (con Q).

En resumen, se ha comprobado la efectividad de los métodos propuestos
para llevar a cabo la tarea de detección. Concretamente, el método que apli-
ca EWMA sobre residuos ha destacado por su sensibilidad a observaciones
anómalas, dando los niveles más bajos de tasas MDR. También ha consegui-
do buenos resultados el método de PCA sobre residuos (con el estadístico
Q). En ambos casos, en la mayoría de fallos han sido capaces de superar a
los demás métodos de la comparativa.

En cuanto a los retardos en la detección, el método que ha destacado
por su rapidez es el de PCA sobre residuos, utilizando el estadístico Q.
Esta propuesta funciona mejor que la del método basado en EWMA, que
aunque no da mal resultado, es mas lenta. Muy probablemente, esto se
deba a que el PCA trabaja con los datos instantáneos, tal cual vienen de los
bloques, mientras que el EWMA aplica un filtro y trabaja con datos actuales
y pasados, por lo que es esperable que la detección se retrase algo más.

En lo referente a los índices de falsas alarmas, ambos métodos han con-
seguido valores bastante bajos, lo que da prueba de su robustez frente a
pequeñas perturbaciones, ruido, etc.

Por tanto, estos resultados sirven para comprobar la validez de estas
propuestas.

184 6.4. Caso de estudio I: Tennessee Eastman Process



CAPÍTULO 6. FDI BASADO EN ANÁLISIS DE SERIES
TEMPORALES

Tabla 6.5: Retardo en la detección (en instantes). TEP
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6.5. Caso de estudio II: Depuradora de Aguas Re-
siduales

Después de haber probado la metodología propuesta en la planta ante-
rior, y comprobado que da un tiempo de detección bajo así como un reducido
número de falsas alarmas y de tasa MDR, se procede ahora a probarla en
otra de las plantas utilizadas en esta tesis: la depuradora de aguas residuales
BSM2, cuyas características de describen en el Apéndice A.2.

Dispondremos de 141 variables medidas (se incluye el valor de la variable
controlada del oxígeno). Se van a tomar datos cada 8 horas y se dispondrá de
conjuntos de datos sin fallo y de conjuntos de datos con 16 fallos diferentes.

6.5.1. Metodología experimental

La metodología experimental es similar al caso de estudio anterior: el
conjunto de datos de entrenamiento sin fallos (X ∈ R1827×141) se usa para
ejecutar todas las etapas fuera de línea (ver Algoritmo 4), que se detallan a
continuación:

1. Selección dinámica de características. Esta etapa se hizo usando
los tres métodos explicados en la Sección 6.2.1 considerando variables
sin retardo y con los primeros 15 retardos. Y se seleccionaron las 10
variables (con o sin retardo) que tenían mas influencia en el modelo.

2. Modelado de las series temporales. Se partió de los datos de
entrenamiento sin fallo (1827 observaciones) y se generaron modelos
de cada variable a partir de la selección hecha en el paso anterior.
Estos modelos, para cada variable, fueron de los tipos:

Modelos ARIMA: con estructura (p,q,i). Estos parámetros se
hicieron variar entre los siguientes valores: p = [0, . . . , 15], q =
[0, . . . , 15] e i = [0, 1, 2], con la condición: p+ q ≤ 20.
Modelos de redes neuronales: el modelo de red neuronal fue
un Perceptrón Multicapa (MLP) con tres capas: la primera se
compone de 10 entradas que corresponden con las 10 entradas
seleccionadas en la etapa anterior, y la capa de salida tiene una
neurona de salida. El número de neuronas en la capa oculta se
hizo variar entre los valores: [5, . . . , 6 · (2 · entradas)].

Para cada variable, se seleccionó el modelo con el menor valor de error
rMSE en los datos de test sin fallo. En la Tabla 6.6 se muestran los
modelos de serie temporal seleccionados para algunas de las variables.
Los modelos ANN se corresponden con redes neuronales con selección
de variables basada en correlación y los modelos PLS ANN son redes
neuronales con selección de variables basada en PLS. En estos modelos
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con redes neuronales se muestra también el número de neuronas en la
capa oculta.
Tabla 6.6: Modelos seleccionados para algunas variables. BSM2

Variable Modelo Variable Modelo
1 PLS ANN: Capa oculta: 26 28 ARIMA: (2,2,1)
2 ANN: Capa oculta: 21 35 ARIMA: (4,2,1)
3 PLS ANN: Capa oculta: 26 42 ARIMA: (4,2,1)
4 ANN: Capa oculta: 26 56 ARIMA:(5,1,1)
5 PLS ANN: Capa oculta: 26 77 ARIMA: (2,1,1)
6 ANN: Capa oculta: 26 84 ARIMA (4,2,1)
7 PLS ANN: Capa oculta: 21 98 ARIMA: (2,2,1)
8 ANN: Capa oculta: 26 105 ARIMA: (2,2,1)
9 PLS ANN: Capa oculta: 21 126 ARIMA: (2,2,1)
10 PLS ANN: Capa oculta: 26 133 ARIMA: (2,2,1)
11 PLS ANN: Capa oculta: 21 140 ARIMA: (2,2,1)

Para la mayoría de las variables, los modelos seleccionados están ba-
sados en redes neuronales. Esto puede ser debido a que, al estar tra-
bajando con una instalación claramente no lineal, como es una planta
de tratamiento de aguas residuales, el mejor modelo encontrado es,
precisamente, de tipo no lineal, como son las redes neuronales. Todas
las variables en las que se ha seleccionado un modelo ARIMA aparecen
en la Tabla 6.6.

3. Cálculo de los límites de las gráficas de control: se obtienen a
partir de los residuos para ambas gráficas de control:

a) Gráfica de control EWMA sobre los residuos (EWMA-
res): a partir de los datos de entrenamiento sin fallo y buscando
un valor de λ que diera lugar a un número mínimo de observacio-
nes consecutivas fuera de los umbrales, los valores elegidos fueron
Obs = 5 y λ = 0,9. Estos valores dieron el menor retardo posible
sin falsas alarmas y consiguieron detectar todos los fallos.

b) Detección de fallos basada en PCA de los residuos (PCA-
res): Se construye un modelo PCA a partir de los residuos y se
escoge un número de componentes principales que sea capaz de
retener un 85 % de la varianza de los datos de partida. Los um-
brales de T 2 y Q se calculan de forma teórica y luego se reajustan
experimentalmente para un nivel de significación impuesto (ISL)
de 5 % en condiciones normales de operación. Además para de-
tectar fallos es necesario superar durante 5 instantes consecutivos
los límites (Obs = 5). Esto evitará falsas alarmas.
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6.5.2. Análisis de resultados

En este apartado se ejecuta la cuarta etapa de la metodología: detección
en línea de fallos. El método propuesto se ha comparado con un PCA con un
70 % de varianza retenida en sus componentes principales, y con umbrales
de T 2 y Q ajustados de forma teórica a un valor del 5 % de falsas alarmas.

La tasa de falsas alarmas (FAR) para los datos de test se muestra en la
Tabla 6.7, donde se puede ver que el mejor resultado lo obtiene el método
EWMAres con un valor de 0,32 %. Los otros métodos tienen valores com-
prendidos entre 2,6 % y 4,8 %, valores todos ellos por debajo del nivel de
falsas alarmas impuesto (5 %) y, por tanto, correctos.

Tabla 6.7: Tasa de falsas alarmas (FAR), en porcentaje. BSM2

Método y estadístico Datos de test
PCA T 2 2.6
PCA Q 4.8
EWMAres 0.32
PCAres T 2 3.2
PCAres Q 2

En la Tabla 6.8 se muestran los resultados de la tasa de no detección
(MDR). Al igual que en los datos de tasa FAR, se ve que el método EW-
MAres es el que ofrece el mejor resultado, ya que es capaz de detectar más
observaciones con fallo que el resto de métodos, en algunos casos con una
diferencia abultada. Los fallos 6 a 16 son fáciles de detectar y todos los
métodos dan un resultado bueno, excepto PCA con T 2, que es el peor de
todos.

En cuanto a los fallos 1 a 5, que son los que presentan una mayor difi-
cultad para su detección, el método EWMAres obtiene el mejor resultado, a
bastante distancia de los demás, dando el método PCAres, con el estadístico
Q, un resultado aceptable, mejor que el del PCA convencional en 3 de estos
5 fallos, e igual en otro de ellos.

Los resultados de retardo en la detección se muestran en la Tabla 6.9.
Claramente el mejor método es el PCAres con el estadístico Q, ya que obtie-
ne el menor retardo en todos los fallos excepto el número 2. Además, todos
los métodos son capaces de detectar todos los fallos, excepto PCAres con
T 2, que no detecta el 3 ni el 4, que son fallos difíciles de detectar. En gene-
ral, se comprueba que los métodos basado en PCA funcionan mejor con el
estadístico Q que con el T 2.

Por tanto, siendo el más rápido en 15 de los 16 fallos, el método PCAres,
con el estadístico Q, es el que consigue el mejor resultado en la detección.
El método EWMAres, da también un buen resultado, aunque es peor que el
PCA sobre residuos, y consigue menores retardos que el PCA (con T 2 o Q)
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Tabla 6.8: Tasa de no detección de fallos (MDR), en porcentaje. BSM2

Fallo PCA PCA EWMAres PCAres PCAres
T 2 Q T 2 Q

1 96.41 10.53 0.12 69.83 6.93
2 96.66 42.11 3.98 87.42 27.86
3 97.18 87.55 27.47 96.92 82.16
4 97.82 71.50 25.03 96.79 86.01
5 91.78 0.26 0.13 44.16 0.26
6 27.47 0.26 0.26 0.26 0.26
7 86.65 0.26 0.26 0.26 0.26
8 26.32 0.26 0.26 0.26 0.26
9 2.05 0.39 0.39 0.39 0.39
10 0.39 0.39 0.26 0.39 0.26
11 27.47 0.26 0.26 0.39 0.26
12 0.26 0.26 0.26 0.26 0.26
13 0.26 0.26 0.26 0.26 0.26
14 0.26 0.26 0.26 0.26 0.26
15 0.26 0.26 0.26 0.26 0.26
16 14.89 0.26 0.26 0.26 0.26

en 15 de los 16 fallos.
En resumen, los métodos propuestos consiguen menores tasas de falsas

alarmas y, por tanto, son menos sensibles al ruido o a perturbaciones. Ade-
más, dan menores tasas de MDR, es decir, son más sensibles a observaciones
anómalas. Concretamente, el método EWMAres es el que obtienen los me-
jores índices MDR.

Finalmente, ambos métodos son más rápidos en la detección, destacando
PCAres con Q, que es el mejor. Estos resultados reafirman las conclusiones
obtenidas en el caso de estudio anterior (planta TEP) y reafirman la validez
de las propuestas realizadas.
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Tabla 6.9: Retardo en la detección (en instantes). BSM2

Fallo PCA PCA EWMAres PCAres PCAres
T 2 Q T 2 Q

1 258 772 23 253 12
2 258 725 184 253 193
3 258 211 223 nd 194
4 259 278 223 nd 208
5 259 7 3 2 2
6 726 7 3 2 2
7 541 7 3 2 2
8 775 7 3 2 2
9 506 8 4 3 3
10 8 8 3 3 2
11 775 7 3 3 2
12 7 7 3 2 2
13 7 7 3 2 2
14 7 7 3 2 2
15 7 7 3 2 2
16 692 7 3 2 2

nd=no detectado

6.6. Resumen

En este capítulo se hace una propuesta de método de detección de fallos
descentralizando el cálculo, es decir, en cada bloque se hace un procesado
de los datos actuales y de datos con retardo de las variables correspondiente
mediante técnicas de análisis de series temporales.

El proceso consiste en crear un modelo de serie temporal para cada varia-
ble cuando la planta está trabajando en condiciones normales de operación
y usar estos modelos para hacer predicciones. Dichas predicciones se obten-
drán cuando se esté analizando la planta en busca de posibles fallos. De la
comparación entre los valores reales de las variables medidos en la planta
y las predicciones hechas con los modelos se obtendrán unos residuos que
serán analizados de dos posibles formas: por un lado, analizar los residuos
de cada variable de forma individual mediante gráficas de control EWMA
(método EWMA sobre residuos), y, por otro, crear un modelo PCA cuyos
datos de entrada sean los residuos obtenidos en los bloques (método PCA
sobre residuos).

En la primera alternativa se establece un umbral para cada residuo, de
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modo que si en alguno de ellos se supera el correspondiente umbral se de-
tectará un fallo. En la segunda alternativa se usarán los estadísticos propios
del PCA (T 2 y Q) y sus correspondientes umbrales para hacer la detección
de fallos.

Los resultados obtenidos de aplicar dichos métodos en las plantas TEP y
BSM2 muestran que las dos alternativas propuestas son eficaces y mejoran
los resultados de otros métodos de detección. Esto es así, tanto en términos
de fallos detectados, como en tasas de no detección y en retraso en la de-
tección de fallos. Concretamente, el método basado en EWMA destaca por
su eficacia detectando observaciones anómalas (tasa de no detección MDR),
mientras que el método PCA sobre residuos (usando el estadístico Q) con-
sigue los tiempos de detección de fallos más bajos. En cuanto a las tasas
de falsas alarmas (FAR) los dos métodos dan resultados similares o algo
mejores que las de otros métodos con los que han sido comparados.

Este sistema de detección de fallos descentralizado es muy adecuado
para plantas en las que se manejen gran cantidad de variables y no sea
factible el enviar y procesar en cada instante todos los datos medidos en la
instalación en un mismo procesador, ya que en este caso los datos se procesan
en distintos nodos y sólo requiere transmitir información de la detección o
no detección de un fallo en cada bloque al nodo central para obtener la
diagnosis de la planta completa.
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Capítulo 7

CONCLUSIONES FINALES
Y TRABAJO FUTURO

En este trabajo se han presentado los resultados de una serie de investi-
gaciones relacionadas con la diagnosis de fallos distribuida. A continuación
se presentan las conclusiones derivadas de dichas investigaciones así como las
líneas de trabajo futuras con las que se puede ampliar el trabajo realizado.

7.1. Contribuciones y publicaciones de la tesis

1. Estudio de métodos distribuidos basados en PCA. [Sánchez-
Fernández et al., 2015a, Sánchez-Fernández et al., 2015b]. Se ha rea-
lizado un primer intento de aplicación distribuida del método PCA,
en la que se ha dividido la planta usando criterios topológicos. Cada
bloque cuenta con su propio modelo PCA y envía sus resultados a un
procesador central para generar un único resultado global.
También se han puesto a prueba varios métodos de PCA distribuido
(no pensados inicialmente para hacer diagnosis de fallos) propuestos
por otros autores para comprobar su eficacia. Algunos han funcionado
en la monitorización del proceso, pero han dado peor resultado que el
PCA distribuido propuesto en esta Tesis.
Además, se ha comprobado que la aproximación distribuida ha obte-
nido mejores resultados que la aproximación centralizada. Pero distri-
buir la planta usando criterios topológicos es complejo de aplicar en
el caso de plantas complejas y, por tanto, requiere buscar un método
alternativo.

2. Aplicación de métodos dinámicos de detección de fallos con
un planteamiento distribuido. Propuesta de los métodos: MB-
DDPCA y MB-DCVA. [Sánchez-Fernández et al., 2018b,Sánchez-
Fernández et al., 2018c, Sánchez-Fernández et al., 2019]. En esta se-
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gunda contribución se presentan dos métodos de diagnosis de fallos
dinámicos ampliamente utilizados como métodos centralizados: DP-
CA y CVA. El hecho de usar métodos dinámicos permite analizar la
correlación temporal de las variables y no sólo la espacial. Teniendo en
cuenta que la plantas industriales son instalaciones complejas con un
claro comportamiento dinámico, es indispensable el uso de este tipo
de métodos para hacer una adecuada diagnosis.
Dentro de cada una de las propuestas se han encontrado alternativas
que ofrecen mejores resultados que la aplicación centralizada de ambos
métodos, en términos de rapidez en la detección, sensibilidad a los
fallos, tasas de falsas alarmas y número de fallos detectados.

3. Desarrollo de métodos para realizar la división de la plan-
ta en bloques. [Sánchez-Fernández et al., 2018b,Sánchez-Fernández
et al., 2018c,Sánchez-Fernández et al., 2019]. Esta contribución abor-
da la forma de hacer la división de la planta. Ante las dificultades que
presentan los métodos basados en la topología o en el conocimiento
previo de la planta, se ha optado por métodos basados en el análi-
sis de datos. De esta forma únicamente se necesita disponer de datos
medidos en la planta, trabajando ésta en condiciones normales.
Estos métodos tratan de encontrar qué variables están más relaciona-
das entre si para incluirlas en el mismo bloque cuando se aplique PCA,
o las menos relacionadas cuando se aplique CVA. Esto es así debido a
que el CVA crea un modelo en espacio de estados de la planta, y, al
modelar, es preferible incluir variables poco correlacionadas entre sí,
que aportarán más información que las que están muy correlacionadas
y, por tanto, se obtendrán mejores modelos.
Para esta tarea, se ha propuesto usar para la descentralización mé-
todos basados en regresión lineal (LASSO, DLASSO, SPLS DSPLS),
regresión no-lineal (redes neuronales, SVR, RF), métodos basados en
información de la señal como correlación cruzada sin tendencias (DC-
CA), métodos de agrupaciones de variables (como DBSCAN y EM).
Estos métodos permiten operar de forma totalmente descentralizada,
con un bloque por variable, o bien utilizando menos bloques que varia-
bles. En este último caso los bloques pueden estar solapados (es decir,
hay variables que pertenecen a varios bloques) o no solapados, para
poder estudiar también el efecto del número de bloques en la eficacia
de la detección de fallos. Todos estos métodos de división de la planta
se han utilizado tanto con el método DPCA como con el CVA, obte-
niendo buenos resultados, especialmente con DPCA donde cualquier
método de descentralización usada es mejor que el DPCA centralizado.

4. Distribución de la identificación de fallos. Propuesta del mé-
todo de identificación de fallos distribuida basada en opera-

196 7.1. Contribuciones y publicaciones de la tesis



CAPÍTULO 7. CONCLUSIONES FINALES

dores lingüísticos OWA-RIM: ORAFI [Sánchez-Fernández et al.,
2018d,Sánchez-Fernández et al., 2018e]. La siguiente contribución abor-
da la descentralización desde otro punto de vista, en vez de dividir la
planta en bloques de variables para ser procesados individualmente,
se crea un sistema distribuido en el que cada centro de procesamiento
trata los datos de todas las variables, pero usando métodos diferentes.
En este caso, esta distribución se refiere a la identificación de fallos. Se
han dispuesto diferentes bloques de modo que en cada uno de ellos se ha
implementado un método de identificación de entre los más usados en
la literatura. Cada uno de ellos procesa los datos medidos en la planta
y envía los resultados a un procesador central. Este procesador los
fusiona mediante técnicas de toma de decisiones, permitiendo agregar
resultados procedentes de diferentes criterios para generar un resultado
único.
Como no existe un método de identificación completamente efectivo en
todas las ocasiones, esta propuesta permite usar varios de los métodos
de identificación más empleados, de modo que al darse una situación
en la que uno de ellos no es efectivo, los demás pueden suplirle y el
resultado de identificación final sea correcto. Esto hace que la identi-
ficación sea más robusta.

5. Realización de la identificación en dos instantes de tiem-
po. [Sánchez-Fernández et al., 2018d,Sánchez-Fernández et al., 2018e].
En esta contribución se presenta la idea de hacer la identificación de
fallos en dos instantes de tiempo. En general, se suele realizar la iden-
tificación nada más detectarse el fallo, aunque también hay autores
que la ejecutan usando todos los datos tomados desde la aparición del
fallo hasta muchos instantes después. La identificación realizada justo
al detectarse el fallo sirve para conocer su origen.
Mientras que la identificación realizada varios instantes después, cuan-
do la planta ha evolucionado en condiciones de fallo y ha llegado a un
punto de trabajo estable, no va a servir para conocer el origen del fallo
salvo que la planta, una vez aparezca el fallo, no modifique sustancial-
mente su estado. En cambio, si la planta pasa a otro estado después del
fallo, esta segunda diagnosis servirá para conocer en qué condiciones
está trabajando la planta de cara a tomar decisiones sobre las acciones
a tomar.
Los resultados obtenidos muestran que de esta forma se consigue rea-
lizar un análisis más completo del sistema cuando sufre un fallo.

6. Detección de fallos distribuida basada en modelos de series
temporales y métodos estadísticos multivariantes. [Sánchez-
Fernández et al., 2018a]. En esta última contribución se aborda la
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detección distribuida con otro punto de vista. Ahora lo que se des-
centraliza son los cálculos. En cada bloque se modela una o varias
variables en base a sus datos actuales y pasados usando técnicas de
análisis de series temporales. Con estos modelos se hacen predicciones
de las variables que son comparadas con las medidas reales, generán-
dose así unos residuos que serán analizados posteriormente. Se han
propuesto dos métodos de análisis de estos residuos: mediante gráficas
de control del tipo EWMA y mediante un modelo PCA.
Los resultados obtenidos por ambos métodos son mejores que los de
otros métodos de detección, ya que son capaces de detectar más fallos,
son más sensibles a las observaciones anómalas y permiten detectar
los fallos antes.

7. Todos los métodos propuestos se han aplicado en varias plan-
tas complejas obteniéndose buenos resultados en la detección
e identificación de fallos. Dichas propuestas han demostrado ser
más eficaces que los métodos centralizados y, en muchos casos, mas
eficaces que otras propuestas descentralizadas encontradas en la lite-
ratura.

7.2. Conclusiones
A partir de la información, los resultados y las consideraciones expuestas

a lo largo de esta tesis se llega a las siguientes conclusiones principales:

Los métodos de diagnosis de fallos distribuidos basados en análisis de
datos presentan una mayor eficacia que los de tipo centralizado: con-
siguen detectar más fallos, más rápido, dan una mejor identificación,
etc. Aunque requieren abordar la problemática relativa al método de
división de la planta y a la forma de fusionar los resultados de cada
uno de los bloques con los que se trabaja.

Al ser las plantas reales de tipo no lineal y dinámicas, se hace impres-
cindible usar métodos de diagnosis que permitan analizar las no linea-
lidades y el carácter dinámico de la instalación: los métodos DPCA y
CVA cumplen estos requisitos y son efectivos para la monitorización
de la planta.

Una opción para hacer la división de la planta son los métodos basados
en datos, que permiten hacer la descentralización únicamente a partir
del análisis de las medidas tomadas en la instalación, sin necesidad de
poseer un conocimiento previo de la misma. Estos métodos consiguen
buenos resultados en el posterior proceso de diagnosis y facilitan el
trabajo del operador de la planta. Además, hay diferentes variantes
para conseguir distintos tipos de descentralizaciones.
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Ante el hecho de que no existe un único método de identificación que
sea efectivo en todos los casos, se plantea la posibilidad de utilizar va-
rios de estos métodos. Se ha comprobado que, usando simultáneamente
los métodos que se consideren más eficaces y fusionando sus resultados,
se consiguen mejores identificaciones. Además, de cara a obtener una
identificación más completa del fallo de la planta, es preferible realizar
la identificación tanto en el instante de detección del fallo como varios
instantes después, cuando la planta ya se ha estabilizado.

El uso de técnicas de modelado basadas en series temporales aplicado
a una descentralización del procesamiento de la información permite
obtener un método de detección que supera en eficacia a otros métodos
de monitorización. Además, con este método se reduce la cantidad
de información a transmitir, siendo adecuado para plantas con gran
número de variables y con restricciones en las comunicaciones.

7.3. Líneas futuras de trabajo
El trabajo que se ha desarrollado en esta tesis abre nuevas alternativas

que deben ser consideradas como punto de partida para el desarrollo de
nuevos métodos de diagnosis de fallos. A continuación se muestran algunas
de estas alternativas:

Al trabajar con plantas descentralizadas es crucial la elección del méto-
do para llevar a cabo dicha descentralización. Hay que tener en cuenta
que no existe un único método que sea eficaz en todos los casos. Por
tanto, en función de la planta con la que se esté trabajando habrá que
optar por aquel método que mejor se pueda adaptar a dicha planta.
Esto abre muchas posibilidades que deben ser consideradas ya que los
métodos que se pueden aplicar son innumerables: lineales, no lineales,
basados en regresión, etc.

En el trabajo expuesto en esta tesis se han utilizado DPCA y CVA co-
mo métodos de diagnosis, pero no son los únicos. Por tanto, otra línea
de trabajo que se abre es la aplicación de más técnicas de monitoriza-
ción basadas en datos, que pueden ser basadas en control estadístico
de procesos como KPCA, KICA, etc. o en inteligencia computacional,
como las redes neuronales de deep learning, o los métodos de clasi-
ficación no balanceados, etc. Esto también se debe hacer buscando
aquellas técnicas que mejor se adapten a la planta. Incluso se puede
plantear la posibilidad de combinar varios métodos de diagnosis en
cada bloque y fusionar sus resultados para dar un resultado único.

Otra línea de trabajo futura puede ser explorar más posibilidades para
la realizar la identificación. En este trabajo se han usado siete métodos
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distintos, pero se puede ampliar esta selección.

Además, cuando se han modelado las variable mediante técnicas de
análisis de series temporales se ha optado por unos tipos de modelos.
Se puede probar con más modelos, cada uno con diferentes caracterís-
ticas de linealidad o ausencia de esta, autocorrelación, etc. El objetivo
es encontrar el mejor modelo posible para la variable que se esté mo-
delando.

Otra posibilidad que se puede explorar consiste en hacer una descen-
tralización que no sea jerárquica, sin un nodo central que fusione toda
la información de los bloques, sino que los bloques se comuniquen entre
si para dar la solución global.
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Apéndice A

MODELOS DE SIMULACIÓN

A.1. Red de distribución de agua potable
Se dispone de un modelo de red de distribución de agua potable imple-

mentada mediante el software de simulación EPANET [Rossman, 2000b],
del que se pueden extraer datos de funcionamiento de las variables del siste-
ma en diferentes instantes. El manual de dicho software se puede encontrar
en [Rossman, 2000a].

En la Figura: A.1 se muestra el esquema de la red utilizada. Es una red
de un tamaño medio que cuenta con varios puntos de entrada de agua y
muchos puntos de consumo, además de la red de tuberías que transportan
el agua por la instalación. Se realizarán simulaciones de la red en diferentes
situaciones y se extraerán datos para realizar los análisis.

La red considerada está formada por varios elementos, que se detallan a
continuación:

Nudos (representados por puntos en el esquema), son la unión de
varias tuberías. En estos nudos se puede extraer agua para abastecer un
punto de consumo, o introducir agua en la red. En la red considerada,
en todos los nudos se extrae agua, excepto en los nodos: 1, 17, 34,
36, y 38, por los que entra agua a la red. Por el nodo 1 es por el que
entra mayor cantidad de agua a la red, mientras que los demás nodos
mencionados se aportan menores cantidades de agua.
Tuberías (representadas por líneas rectas), sirven para el transporte
de agua entre los nodos de la red, son de distintos diámetros y longi-
tudes, según la cantidad de agua que deban transportar.
Reservas de agua (en el esquema está identificada como el elemento
1), son fuentes de agua teóricamente inagotables.
Bombas, son los componentes que aportan la energía necesaria al
agua para que pueda circular por la red y llegar a todos sus puntos
(está representada sobre la tubería 1 de la red).
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Tanto en las tuberías como en los nodos se pueden tomar datos, concre-
tamente, en los nodos se dispondrá de los siguientes datos:

Presión
Demanda de agua (cantidad de agua que se consume en ese nodo)
Altura piezométrica
Concentración de aditivo (en nuestro caso será flúor)

Y en las tuberías se tendrán datos de:

Caudal
Velocidad del agua
Pérdida de altura piezométrica (pérdidas por unidad de longitud)
Concentración media de aditivo

Tomando todos estos datos en todos los elementos de la red y en dife-
rentes instantes se podrán crear tablas de datos para ser analizadas con los
métodos de diagnosis propuestos. En dichas tablas se hará un preprocesado
de cara a eliminar aquellas variables que no aporten información (por ejem-
plo, las que no cambien de valor en toda la simulación o tengan una varianza
próxima a cero).

Nota: para obtener las tablas completas de resultados, con datos de los
valores de cada variable en cada instante, se ha recurrido a alternativas como
son las aplicaciones AWARE−P software suite desarrolladas por el grupo
BASEFORM [BASEFORM, 2014].

A.1.1. Fallos

Con esta planta se han realizado dos tipos de simulaciones, por un lado
simulaciones sin ningún fallo en la instalación para tomar datos de funciona-
miento en condiciones normales, y por otro lado simulaciones en la presencia
de fallos. Estas últimas se usarán para comprobar si los métodos de diagnosis
propuestos son eficaces.

Los fallos que se han implementado son los siguientes:

Fallo en la bomba
Aparición de un contaminante
Fuga en una tubería

En cada simulación se generarán datos de 200 instantes, tomando medi-
das cada hora. Para los análisis, se eliminarán las 100 primeras observaciones,
que se consideran de estabilización de la red, y por tanto, se utilizarán las
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100 observaciones restantes. En el caso de las simulaciones con fallo, éste
aparecerá en el instante 50 (una vez descartadas las primeras 100 observa-
ciones). Todas las simulaciones cuentan con un patrón de variación en la
demanda para simular las variaciones normales de consumo que se pueden
observar en una red real (ver Figura A.2), de tal forma que la red suministra
una cantidad de agua que varía a lo largo del día.

Figura A.2: Patrón de demanda de agua

A continuación se describen los fallos considerados:

Fallo en la bomba. Aquí lo que se hace es introducir un cambio en
la velocidad de giro de la bomba (simulando alguna problema en el
motor de la bomba, suciedad, etc.), por tanto, la energía comunicada
al agua disminuirá. Esto se ha conseguido alterando el parámetro de
velocidad relativa de la bomba en EPANET.

Aparición de un contaminante. El siguiente fallo simula la apa-
rición de un producto químico nocivo en la red. Esto se implemente
en EPANET colocando un deposito con agua que contiene una deter-
minada concentración del contaminante (elemento 1000 en la Figura
A.3) conectado a la red mediante una tubería inicialmente cerrada que
se abre en el instante en el que se quiera que aparezca el fallo.

Fuga en una tubería. Este fallo simula una fuga en una parte de
la red, concretamente en el nodo 303 (ver Figura A.4). La forma de
implementarla ha sido colocando una tubería conectada a ese nodo
que, inicialmente, está cerrada. En el instante de aparición del fallo
se permitirá el paso de agua a través de la tubería que llegará hasta
el nodo terminal (nodo 1000). Este nodo se ha configurado para que
funcione como un aspersor y, por tanto, la cantidad de agua que sale
a través de él dependerá de la presión con la que le llega el agua. Se
puede considerar que una pequeña fuga en la tubería se comporta de
forma similar a un aspersor.
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Figura A.3: Introducción de contaminante a la red

Figura A.4: Tubería de fuga de agua
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A.2. Planta depuradora de aguas residuales

El modelo usado para simular y obtener datos de una depuradora de
aguas residuales es el Modelo de Simulación BSM2 (en inglés, Benchmark
Simulation Model 2 ) desarrollado por los Grupos de Trabajo COST Action
682 y 624, y el IWA Task Group on Benchmarking of control Strategies for
WWTP ( [Copp, 2001,Alex et al., 2008]).

Figura A.5: Planta BSM2

Este tipo de plantas son unas instalaciones diseñadas para eliminar los
productos químicos y biológicos nocivos presentes en el agua que se recoge de
la red de aguas residuales de una población, esto permite que este agua, una
vez tratada, se pueda usar para otros fines: riego, usos industriales, etc. o pa-
ra ser vertida en cauces naturales con el mínimo impacto posible. Esta planta
esta formada por distintas partes (ver figura A.5) como son un clarificador,
varios reactores de fangos activados, un sedimentador (o clarificador secun-
dario), dispositivos de tratamiento de fangos: espesante, digestor, tanque de
almacenamiento, unidad de deshidratación, etc. Todos estos elementos están
unidos por tuberías, y controlados por válvulas, bombas, etc.

Como se dispone de la implementación del modelo BSM2 en Simulink
(Matlab), es posible hacer todas las simulaciones que se necesiten, cambian-
do incluso algunas partes de este modelo para producir deliberadamente
anomalías, y así tener datos con fallo para probar los métodos de diagnosis.

Este modelo cuenta con un sistema de control que regula su funciona-
miento. Dicho control mide el nivel de oxígeno disuelto en el líquido del
cuarto reactor del bloque Activated sludge reactors y en función de ese dato
ajusta la cantidad de oxígeno que inyecta en los reactores tercero, cuarto y
quinto del citado bloque. Otro control que tiene el sistema es que permite
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variar los caudales Qr (caudal de retorno del decantador secundario a los
reactores), Qint (caudal de retorno del quinto reactor al primer reactor) y
Qw (caudal de entrada al espesador de lodos (Thickener)), en función de la
composición del agua a la salida del quinto reactor.

La planta trabaja con 16 variables de estado como son: material inerte
soluble, sustrato lentamente biodegradable, nivel de nitratos y nitritos, etc.
[Alex et al., 2008] en cada uno de los 20 puntos de medición disponibles, por
tanto hay un total de 320 variables en el sistema. Dichos puntos de medida
están indicados en la figura A.5.

En una planta real de tratamiento de aguas residuales no es posible medir
todo este conjunto de variables en cada instante de tiempo, por lo que en
este trabajo se ha trabajado con una serie de variables mucho más fáciles
de medir instantáneamente en una instalación real (ver primera columna de
la Tabla A.1), que se han obtenido a partir de varias variables extraídas
del modelo (segunda columna de la Tabla A.1), en algunos casos sumando
varias variables para dar lugar a otra (por ejemplo, el nivel de nitrógeno es
la suma del nivel de nitritos y nitratos, del nivel de amonio y amoniaco, y
del nitrógeno soluble orgánico asociado a SS). De modo que ahora se cuenta
con 7 variables medidas en los 20 puntos de medición, dando lugar a 140
variables. Además, se ha tomado el valor que el sistema de control establece
para ajustar el nivel de oxígeno en el cuarto reactor (variableKLa), quedando
un total de 141 variables.

El modelo de simulación se ejecuta a lo largo de 609 días, tomándose
medidas cada 15 minutos. Así que al final del proceso se obtiene una matriz
de datos de 58.464 filas y 141 columnas.

Tabla A.1: Variables en la planta BSM2

Variables utilizadas Variables del modelo
COD (Demanda química de Oxígeno) SI (Material soluble inerte),
(en g COD.m−3) SS (Sustrato fácilmente biodegradable),

XI (Material inerte particulado),
XS (Substrato lentamente biodegradable)

O2 (Oxígeno) (en g (−COD).m−3) SO (Oxígeno disuelto)
Alk (Alcalinidad) Salk (Alcalinidad)
N (Nitrógeno) (en g N.m−3) SNO (Nitratos y nitritos),

SNH (Amoniaco y amonio),
SND (Nitrógeno soluble orgánico asociado a SS)

SS (Sólidos suspendidos) (en g SS.m3) TSS (Sólidos suspendidos totales)
Caudal (en m3.d−1) Caudal

Temperatura (en ◦C) Temperatura

A.2.1. Fallos

En este caso, se han considerado tres tipos de fallo, que se han imple-
mentado con una magnitud que varía entre el 20 % y 70 %, dando como
resultado un conjunto de 13 conjuntos de datos con los que probar los dife-
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rentes métodos de detección:

Fallo en el sensor de oxígeno (F1), consiste en simular un fallo en
el sensor de oxígeno del cuarto reactor del bloque de fangos activa-
dos, dando medidas erróneas. El controlador de oxígeno, entonces, no
introducirá la cantidad correcta de oxígeno en los reactores. Los expe-
rimentos llevados a cabo con los datos de este tipo de fallo muestran
que es el más difícil de detectar e identificar de los tres.

Cambio del valor de alcalinidad del agua (F2), consiste en cam-
biar el valor de la alcalinidad del agua en la entrada y, en otros casos,
en el primer reactor de fangos activados.

Fallos en los caudales (F3), se dispone de datos de simulación de
una fuga en la salida inferior del decantador primario y, también de
una fuga en la salida del tanque de almacenamiento de lodos. Además,
se tienen datos de un mal funcionamiento de las válvulas de control
que hay a la salida del clarificador secundario: el flujo denominado Qu
circula por una tubería que se divide en dos dando lugar a otros dos
flujos: QW y Qr, y el fallo consiste en simular un atasco en una de las
tuberías de salida que provoca un aumento de caudal en la otra.

Los conjuntos de datos con fallo disponibles se muestran en la Tabla
A.2, donde aparecen las intensidades de fallo y, también, cuáles de las 141
variables son las responsables del fallo.

Tabla A.2: Fallos disponibles en la planta BSM2

Fallo n◦ Descripción Variables
responsables

1 a 5 Fallo sensor O2, desde -50% a 70% 42 125
6 a 8 Alcalinidad Influente, desde -50% a 40% 8 15
9 a 11 Alcalinidad Reactor 1, desde -30% a 20% 22
12 y 13 Fuga en flujo inferior Decantador, desde -50% a -30% 80 86

14 Fuga en salida Tanque almacenamiento, - 50% 80 86
15 y 16 Reparto flujos Qr y Qw, desde -50% a -25% de Qr 80 86

A.3. Tennessee Eastman Process

La planta Tennessee Eastman Process (TEP) es un modelo de simula-
ción de un proceso químico [Downs and Vogel, 1993]. Es un caso de estudio
ampliamente utilizado para probar nuevos métodos y estrategias de control
y monitorización. En el campo de la monitorización ha sido usada por mul-
titud de autores para comprobar el desempeño de métodos de detección y
diagnosis de fallos [Grbovic et al., 2012,Liu, 2012,Jiang et al., 2015,Odiowei
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and Cao, 2010,Ge and Song, 2013,Krishnannair and Aldrich, 2017,Hajihos-
seini et al., 2018].

Esta planta trabaja con cinco reactivos: A, B, C, D y E, que procesa
para obtener dos productos: G y H. Consta de distintos elementos como un
reactor, un condensador, un separador, etc. además de bombas, tuberías y
válvulas. Se puede ver un esquema de la planta en la figura A.6. En la parte
izquierda se encuentran las entradas y a la derecha la salida.

Figura A.6: Esquema de la planta Tennessee Eastman Process (TEP)

Los datos disponibles para esta planta corresponden a 52 variables, de las
cuales 22 son mediciones continuas del proceso que se miden cada 3 minutos
(variables Xmeas1 a Xmeas22), 19 variables remuestreadas del proceso que
se miden cada 6 minutos (variablesXmeas23 aXmeas36) y cada 15 minutos
(variables Xmeas37 a Xmeas41), y, finalmente, las variables manipuladas
del proceso que se miden cada 3 minutos (variables xmv1 a xmv12). La lista
de variables se puede ver en la tabla A.3.

Para esta planta se dispone de dos conjuntos de datos: los de entrena-
miento y los de prueba. Cada uno de ellos está formado por 22 grupos de
datos: el primero de ellos corresponde a datos de funcionamiento sin fallo
y los otros 21 corresponden a diferentes fallos, incluidos fallos de tipo esca-
lón, cambios aleatorio en algunas variables, etc. Los fallos comienzan en la
primera observación de los datos de entrenamiento y en la 161 de los datos
de prueba. Cada uno de los 22 conjuntos de datos de entrenamiento con-
tiene 500 observaciones mientras que cada uno de los 22 de test tiene 960
observaciones.
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Tabla A.3: Variables en la planta TEP

Variable n◦ Descripción Nombre
Mediciones continuas del proceso

1 A (entrada) Xmeas1
2 D (entrada) Xmeas2
3 E (entrada) Xmeas3
4 A y C (entrada) Xmeas4
5 Flujo de reciclado Xmeas5
6 Reactor (tasa de alimentación) Xmeas6
7 Reactor (presión) Xmeas7
8 Reactor (nivel) Xmeas8
9 Reactor (temperatura) Xmeas9
10 Tasa de purga Xmeas10
11 Product separator (temperatura) Xmeas11
12 Product separator (nivel) Xmeas12
13 Product separator (presión) Xmeas13
14 Product separator (flujo inferior) Xmeas14
15 Stripper (nivel) Xmeas15
16 Stripper (presión) Xmeas16
17 Stripper (flujo inferior) Xmeas17
18 Stripper (temperatura) Xmeas18
19 Stripper (flujo de vapor) Xmeas19
20 Trabajo del compresor Xmeas20
21 Reactor (refrigerante: temp. de salida) Xmeas21
22 Separator (refrigerante: temp. de salida) Xmeas22

Variables remuestreadas del proceso
23 Flujo 6: Componente A Xmeas23
24 Flujo 6: Componente B Xmeas24
25 Flujo 6: Componente C Xmeas25
26 Flujo 6: Componente D Xmeas26
27 Flujo 6: Componente E Xmeas27
28 Flujo 6: Componente F Xmeas28
29 Flujo 9: Componente A Xmeas29
30 Flujo 9: Componente B Xmeas30
31 Flujo 9: Componente C Xmeas31
32 Flujo 9: Componente D Xmeas32
33 Flujo 9: Componente E Xmeas33
34 Flujo 9: Componente F Xmeas34
35 Flujo 9: Componente G Xmeas35
36 Flujo 9: Componente H Xmeas36
37 Flujo 11: Componente D Xmeas37
38 Flujo 11: Componente E Xmeas38
39 Flujo 11: Componente F Xmeas39
40 Flujo 11: Componente G Xmeas40
41 Flujo 11: Componente H Xmeas41

Variables manipuladas del proceso
42 D (flujo de alimentación) xmv1
43 E (flujo de alimentación) xmv2
44 A (flujo de alimentación) xmv3
45 A y C (flujo de alimentación) xmv4
46 Compresor (Válvula de reciclado) xmv5
47 Válvula de purga xmv6
48 Separator (flujo de líquido) xmv7
49 Stripper (flujo de producto líquido) xmv8
50 Stripper (válvula de vapor) xmv9
51 Reactor (flujo de refrigerante) xmv10
52 Condensador (flujo de refrigerante) xmv11
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En la tabla A.4 se puede ver una descripción de los fallos del proceso.
Como se aprecia, hay distintos tipos de fallo: cambios abruptos (“Salto”),
lentos (“Cambio lento”), válvulas pegadas (“Bloqueo”), cambios imprevisi-
bles (“Variación aleatoria”), y otros desconocidos. Algunos de estos fallos
son fáciles de detectar: fallos 5, 6, 7 y 14, etc., por contra, otros son más
difíciles, y, de hecho, hay algunos que no suelen detectarse: fallos 3, 9 y
15 [Jiang et al., 2015].

Tabla A.4: Fallos disponibles en la planta TEP

Fallo n◦ Descripción Tipo
1 Alimentación A/C, composición B constante (Flujo 4) Salto
2 Composición B, ratio A/C constante (Flujo 4) Salto
3 Alimentación D (Flujo 2) Salto
4 Temperatura del refrigerante, entrada del reactor Salto
5 Temperatura del refrigerante, entrada del condensador Salto
6 Pérdida alimentación A (Flujo 1) Salto
7 Menor presión en tubería alimentación C (Flujo 4) Salto
8 Composición A, B y C (Flujo 4) Variación aleatoria
9 Temperatura entrada D (Flujo 2) Variación aleatoria
10 Temperatura entrada C (Flujo 4) Variación aleatoria
11 Temperatura del refrigerante, entrada del reactor Variación aleatoria
12 Temperatura de refrigerante, entrada del condensador Variación aleatoria
13 Cinética de la reacción Cambio lento
14 Válvula del refrigerante del reactor Bloqueo
15 Válvula del refrigerante del condensador Bloqueo
16 Desconocido -
17 Desconocido -
18 Desconocido -
19 Desconocido -
20 Desconocido -
21 Válvula del flujo 4 Bloqueo

Como se ha dicho, esta planta se ha usado profusamente para hacer de-
tección y diagnóstico de fallos. En el primero caso, se tiene la total certeza
del momento en el que empiezan los fallos y por tanto se puede comprobar si
un método de detección es bueno o no simplemente comprobando si detecta
rápidamente los fallos, si las observaciones con fallo las clasifica como datos
con fallo, etc. En el caso de la diagnosis de fallos ya no existe tal certeza,
ya que, aunque se conoce el tipo de fallo que se está usando (excepto los
fallos 16 a 20), no sé sabe qué variables son las que originan el fallo. Esto
dificulta la comprobación de la efectividad de un método de identificación.
Algunos autores han recurrido a representar gráficamente las variables y ver
cuáles sufren cambios al aparecer el fallo [Liu, 2012, Liu and Chen, 2014],
y considerar a estas como originarias del fallo, pero no es una técnica de-
masiado precisa para identificar, y además no se analizan los cambios en la
correlación entre variables.
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