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Resumen

El sincope es una enfermedad alarmante y una causa frecuente de evaluacién en
la sala de urgencias, donde no se cuenta con herramientas eficientemente rapidas para
su manejo. La prediccién temprana del ingreso y el manejo acertado de la enfermedad,
permitirfa: ahorrar tiempo, recursos y la personalizacion de la atencién. La finalidad
de este trabajo es usar machine learning para crear modelos de clasificacién binaria
que permitan, tras la estratificaciéon de riesgo de la enfermedad, pronosticar: si un
paciente necesita hospitalizacion, si necesita ser admitido en la UCI y su probable
fallecimiento durante la atencién sanitaria. Es un tema del que poco se concreta
en la bibliografia cientifica accedida, atin asi en esta investigacién se explotan las
bibliotecas de python siguiendo una metodologia de trabajo elaborada. A pesar de
no contar con una interpretacién médica profunda de los errores en los datos, como
resultado de esta investigacion se obtuvo un modelo de alto rendimiento para el el
pronéstico de la hospitalizacion de pacientes, no asi para los otros dos pronésticos.
Con este punto de partida, se cree que se pueden obtener mejores resultados en
trabajos futuros.

Descriptores

Manejo de sincope, Machine learning, Departamento de Emergencia, Estratifica-
cién de Riesgo.



Abstract

Syncope is an alarming disease and a frequent cause of evaluation in the emergency
department, where there are no efficient rapid tools for its management. The early
prediction of admission and the correct management of the disease, would: save
time, resources and the personalization of attention. The purpose of this work is to
use machine learning to create binary classification models that allow, after disease
risk stratification, to predict: if a patient needs hospitalization, if they need to be
admitted to the ICU (Intensive Care Unit) and their probable death during health
care. It is a topic about which little is specified in the scientific bibliography accessed,
even so in this research the python libraries are exploited following an elaborate
work methodology. Although not having a deep medical interpretation of those data
noise, as a result of this research a high-performance model was obtained for the
prognosis of patient hospitalization, not so for the other two prognoses. With this
starting point, it is believed that better results can be obtained in future works.

Keywords

Syncope management, Machine learning, Emergency department, Risk stratifica-
tion
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1: Introduccion

En el mundo de la medicina, los clinicos conforman estructuras o comisiones con el
fin de analizar y resolver problemas que resultan complicados de solucionar para un solo
individuo. Actualmente, la medicina se ha tornado ain mas compleja, pues se dispone
de mas terapias, medicamentos y exdmenes; procesar tales datos excede la capacidad de
comprension de la mente humana, por ello se hace necesario buscar herramientas con la
capacidad de integrar grandes cantidades de datos, reconocer patrones y crear modelos
que permitan: compensar las limitaciones humanas, disminuir carga médica, acelerar la
atencion y brindar manejos mas personalizados [55],(63],[32].

Por ello se ha popularizado la salud digital, que describe el uso de la informacion digital,
los datos y las tecnologias de la comunicaciéon para recopilar, compartir y analizar la
informacion sanitaria con el fin de mejorar la salud del paciente, la prestacion de asistencia
sanitaria y la educaciéon médica. Este concepto engloba la telesalud, las historias clinicas
electrénicas, la monitorizacion de dispositivos implantables, los datos de los sensores

portatiles, la salud conductual, la medicina personalizada, la analitica y la Inteligencia
Artificial (IA) [61].

La TA vy, especificamente el Aprendizaje Automatico (mencionado mas en el mundo
técnico como Machine Learning o ML, por sus siglas en inglés), han recibido recientemente
una atenciéon significativa y se han descrito como el “préximo gran avance tecnologico
que afectara la prestaciéon de atencion médica”. Una de las aplicaciones mas citadas es
la estratificacion de riesgo de los pacientes para predecir resultados especificos. Se han
desarrollado multiples puntajes de riesgo clinico y reglas de decisiéon para pacientes del
Departamento de Emergencias (ED, por sus siglas en inglés) que utilizan métodos ML
[31],[10],[22],[34],[15],[99],[87],]98],[60],[4],[41] Por otro lado, la estratificacién del riesgo ha-
bia sido un foco de investigacién en medicina de emergencia durante muchos anos antes de
que la TA se hiciera popular y se conoce que existen enfoques estadisticos para el desarrollo y
la notificacién de herramientas de riesgo a partir de datos recopilados prospectivamente. Mu-

chas de estas herramientas se han convertido en una parte estandar del entrenamiento y la
practica en la especialidad [31],[38],[81],[76],[11],[43],[44],[40],[46],[50][17],[83],[82],[93],[78].
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El sincope es una causa frecuente de evaluaciéon en la sala de urgencias y es un evento
alarmante que conlleva la posibilidad de resultados graves, incluida la Muerte Subita
Cardiaca (MSC). Por lo tanto, la estratificacién de riesgo inmediata debe aplicarse siempre
que ocurra un sincope, especialmente en el ED que es donde ocurren las presentaciones mas
draméaticas y a menudo se diagnostica erréneamente. Durante las tltimas dos décadas, se
han desarrollado varias herramientas de prediccién de sincope para refinar la estratificacion
de los pacientes y clasificar a los pacientes que necesitan atencion hospitalaria experta de
aquellos que pueden recibir atencién experta no urgente en la comunidad. Sin embargo, a
pesar de los resultados prometedores, las herramientas de prondstico para el sincope siguen
siendo un desafio y, a menudo, poco efectivas. Tanto por la falta de pruebas que respalden
el diagnostico como por la ineficiencia del prondstico de evolucién del paciente, la atencion
a las personas que llegan con esta enfermedad al departamento de urgencias representa
un problema desafiante para el médico que trabaja en este departamento [24],[31],[70]. El
caso especifico de la prediccion temprana del ingreso hospitalario podria generar un avance
significativo en la estratificacion del riesgo individual y la personalizacion de la atencion,
asi como puede contribuir a optimizar los recursos disponibles y la asignacién de camas,
ademas de que se pueden acortar los tiempos de ingreso y se limita el hacinamiento, que
es tan comun en esta secciéon primaria de atencion hospitalaria [24],[31].

En [24] se realiza una revisiéon exhaustiva y actualizada en este sentido e identifican
los conceptos de ML aplicados a la medicina clinica, ademas, exploran el caso particular
del manejo del sincope en el departamento de urgencias; concluyendo que son pocos los
estudios que han abordado el tema de la aplicacion de ML al pronéstico de la atencion
requerida por el paciente con sincope que llega al departamento de urgencias. Aun asi, los
resultados obtenidos son alentadores y llevan a pensar que los algoritmos de ML tienen
todavia potencial para ser explotado y podrian ayudar a hacer mas eficiente el manejo del
paciente con sincope en el departamento de urgencias.

Este manejo se interpreta, tanto en la bibliografia consultada como en las indicaciones
médicas recibidas para esta investigaciéon, como la asignaciéon del paciente al servicio
sanitario especifico que se cree requiere el paciente luego de haberse identificado y evaluado
el riesgo de afrontar algiin estado de la enfermedad, otra enfermedad asociada o la
posibilidad de morir.

1.1. Objetivos

Para la realizacion de este trabajo, se sitta el posible uso de los algoritmos de ML en el
siguiente entorno: la atenciéon médica del cuerpo de urgencias no cuenta con herramientas
eficientemente rapidas para el manejo de los pacientes con la enfermedad de sincope. De
ahi que, el problema de investigacién planteado es la necesidad de manejar de forma
mas oportuna a los pacientes con la enfermedad de sincope en el servicio de urgencias,
pronosticando qué admisiones de emergencia derivan en hospitalizacion, cuales a la Unidad
de Cuidados Intensivos (UCI) y cuél es la probabilidad de que los pacientes de sincope
fallezcan durante la estancia en las instalaciones hospitalarias.
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El objeto principal de investigacién a transformar con el resultado obtenido en
este trabajo, son los datos médicos proporcionados. De ahi que el modelado de datos es la
actividad esencial de la préactica y el método cientifico que mejor aborda el desarrollo de
la practica es la ciencia de la computaciéon tedrica.

Para la solucién del problema en el desarrollo de la investigacion, se ha encontrado
evidencia suficiente, en la bibliografia consultada, que sugiere el establecimiento de la
siguiente hipo6tesis: se pueden usar modelos de ML enfocados en la clasificacién, para
pronosticar (oportunamente y desde el servicio urgencias) la hospitalizacién del paciente
con enfermedad de sincope, asi como el trasladado directamente a la UCI y la posibilidad
de fallecer en las horas siguientes durante su atenciéon sanitaria; todo eso se pretende
lograra a partir de procesar la informacién de descripciones personales, las variables
fisiolégicas y analiticas conformadas con las mediciones realizadas a los pacientes en el
servicio de urgencias y del triaje con que se califico el estado del paciente tras su traslado
en ambulancia.

A partir del problema planteado y de la hipdtesis senalada, el objetivo general de
investigacion es crear tres modelos de clasificacién binaria para, a partir de los datos
disponibles, pronosticar si un paciente necesita hospitalizacion, si necesita ser admitido en
la UCI y, ademas, su probable fallecimiento durante los dias de atenciéon hospitalaria.

Trazando la estrategia de planificacién con la que concretizar el objetivo general, se
desglosan los siguientes objetivos especificos:

1. Confeccionar un estado del arte y un marco teérico alrededor del uso de algoritmos de
ML en relacion con la enfermedad de sincope y, particularmente, en el prondstico de
la atencién requerida por los pacientes recibidos en el departamento de emergencias.

2. Preparar los datos y conformar features (traducido del inglés como caracteristicas o
rasgos) para cada clasificacion.

3. Crear un modelo de clasificacion en cada caso, partiendo de la exploracion y la
optimizaciéon de estos.

Estos objetivos se concretan en tareas que se pueden consultar en el apéndice A.

1.2. Marco Contextual

Esta investigacion surge a peticion de un equipo médico asociado a la docencia en
la Facultad de Medicina de la UVA (que también se ha encargado de registrar los datos
necesarios y elaborar la base de datos) y se materializa como un proyecto emprendido
por el grupo de investigacion (GIR') de Telemedicina y eSalud (GTe), perteneciente a la
Escuela Técnica Superior de Ingenieros de Telecomunicacién de la UVA. Se desarrolla en

LGIR: Grupos de Investigacién Reconocidos
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el marco de Trabajo de Fin de Master, para el Titulo de Master en Ingenieria Informatica,
como una colaboracion con la Escuela de Ingenieria Informatica de la UVA; lo que es
posible por la similitud de perfiles entre los profesionales de las escuelas relacionadas,
especificamente en la rama de la ciencia de datos.

1.3. Estructura de la Memoria

Esta memoria comprende al registro de cada etapa en el cumplimiento de los objetivos
trazados y esta seccionada en cinco capitulos. De aqui en adelante, el capitulo 2 recoge el
estado del arte en la ciencia, en cuanto al uso de las herramientas de analisis inteligente
con bases de datos médicas similares a la que se tiene en esta ocasion, ademas incluye
conceptos que permiten comprender el problema planteado. En el capitulo 3 se describen la
base de datos y la metodologia construida para lograr el objetivo del trabajo. El capitulo 4
presenta los resultados obtenidos de la aplicacion de algoritmos de aprendizaje supervisado
para clasificar el manejos de los pacientes de sincope en el cuerpo de urgencias. Finalmente,
el capitulo 5 recoge las conclusiones de este trabajo y algunas ideas sobre posibles lineas
futuras.



2: Marco Teorico

Después de haber definido el problema como paso introductorio al actual proyecto de
ML, este capitulo se conforma como el siguiente paso en la quia de desarrollo del trabajo:
mirar el panorama general. En el capitulo se introducen conceptos basicos de ML aplicados
a la medicina clinica y se exploran sus principales aplicaciones en el entorno del ED, con
un enfoque particular en el manejo del sincope. Esta informacion fue recopilada a través de
una busqueda bibliografica, con algunas limitaciones de tiempo, la que se describe también
en este apartado y con la que se conforma un estado del arte.

Es de destacar que la bibliografia encontrada es mayormente de fecha reciente, lo que
demuestra que el manejo del sincope esta representando un problema mas considerable en
el cuerpo de urgencias desde hace pocos anos. Se trata de una enfermedad complicada
de identificar entre otras, adicionando a esto que tanto Espania como cualquier pais del
mundo ha enfrentado en los ultimos anos un aumento de saturacion en el ED por el brote
pandémico de Covid-19.

2.1. Estado del arte en la ciencia

La metodologia usada para organizar la busqueda de precedentes del tema y poder
sacar informacién relevante que permita encausar el trabajo actual, fue la metodologia
prismética (conocida como PRISMA), con la que se organiza la documentacion que se
va revisando a modo de identificar, seleccionar, evaluar y sintetizar la que se ajuste a lo
requerido para el cumplimiento del objetivo. Se siguié esta metodologia sobre las bases
de datos cientificas PubMed y PubMedCentral, principalmente, por ser resconocidas en
el mundo de la investigacién médica y probadas en el grupo de investigaciéon GTe como
las que abarcan mas articulos cientificos de ésta indole. En algunos de estos articulos son
referenciadas otras bases cientificas que también se explotaron un poco para la actual
investigacion: ProQuest, Oxford Academic y ScienceDirect; las que presentan contenido
cientifico relevante de revistas indexadas, repositorios, archivos y otras colecciones de
texto.
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La busqueda se direccioné en el campo de la publicacion de investigaciones en articulos
cientificos, en base a esto, se determinaron los items considerados apropiados. Igualmente,
el motor de busqueda en cada base de datos cientifica se orienté para que estos elementos
fueran mapeados en la estructura de los articulos.

Busqueda de investigaciones cientificos

Ademaés de buscar aplicaciones y dispositivos ya probados o en proceso de evaluacion,
se investigo la existencia de algiin modelo basado en machine learning y que fuera validado,
o al menos creado, en el cumplimento de los requerimientos del presente estudio. Esta
etapa se inici6 con una busqueda generalista en la que se usaron solo dos items y luego
el nimero se amplié para direccionar la busqueda hacia los modelos que cumplieran los
objetivos a lograr con este estudio.

“(sincope[Title]) AND (machine learning[Abstract])”

“(syncope) AND (machine learning) AND (risk stratification) AND (emergency)”

En ambos casos, las bases de datos resultaron filtrar articulos relacionados solo en parte
con todos los requisitos del problema de investigacion. Siguiendo la metodologia PRISMA,
se fue descartando cada grupo de articulos por las siguientes razones: no tener acceso
desde la cuenta de la universidad, por el duplicado de resultados al haber coincidencias en
las bases cientifica y por la total irrelevancia con respecto al tema médico. En este tltimo
filtrado de articulos, se tuvo en cuenta que la lectura del Titulo, del Resumen, de los
Métodos y de los Resultados obtenidos en los 161 articulos descartados por el mencionado
filtro, evidencié que se trataba de algoritmos de machine learning aplicados para otras
enfermedades y en el caso de tratarse de la enfermedad de sincope, siempre era sobre el
diagnéstico de la misma. La Figura 2.1 muestra la aplicacién de la metodologia prismatica
en la busqueda de estudios relevantes.
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Figura 2.1: Metodologia Prisma utilizada

De los articulos seleccionados para analizar, la gran mayoria trata al sincope como
una enfermedad asociada a otras mas comunes de nombrar y tratar entre la poblacién
como son: la diabetes, los problemas neuronales, VIH, epilepsia, fibrilacién ? y, las més
mencionadas de todas, las enfermedades cardiacas. Normalmente se mencionan los modelos
creados, pero pocas veces se mencionan los algoritmos, los andlisis seguidos para elegirlos,
asl como para seleccionar o conformar rasgos.

En este apartado también se muestra el contenido de algunos articulos, en aras de
comparar sus objetivos y las vias de soluciéon que proponen. En todos los casos en que
se menciona, la “estratificacion de riesgo” se limita a describir eventos adversos de la
enfermedad de sincope y a la prediccion de estos, pocas veces se llegd a plantear la
especificidad de pronosticar el manejo en urgencias. Realmente, los articulos que resultaron
ser mas cercanos al objetivo de esta investigacion, fueron revisados por haber sido citados en
los articulos seleccionados para el analisis. Es decir, que no fueron obtenidos directamente
en las bases de datos cientificas.

En [28] se prob6 el uso de Redes Neuronales Artificiales, (ANN por sus siglas en inglés)
en la estratificacion de riesgo de pacientes evaluados en el servicio de urgencias por sincope.
Descubrieron que la precision predictiva de las ANN era comparable, si no superior, a
la de las herramientas de prondstico actualmente disponibles. En [29], las ANN podrian
predecir la hospitalizacion de los pacientes con sincope con una sensibilidad del 100 % y
una especificidad del 79 %, lo que podria aumentar la idoneidad del tratamiento médico vy,
en consecuencia, la eficiencia hospitalaria. Sin embargo, la metodologia utilizada se vio
limitada por la poca disponibilidad de datos y no se realizé una validaciéon externa del

2Fibrilacién: Pérdida del control de un misculo por parte de la via nerviosa [19]
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modelo, aunque eventualmente abrié una nueva era para soluciones innovadoras habilitadas
por tecnologia para personalizar y mejorar la estratificacién del riesgo de los pacientes con
sincope [24],[70].

En [12] se menciona un algoritmo basado en la combinacién de un péptido * neuro-
endocrino implicado en las causas del sincope cardiaco y el juicio clinico. El mencionado
péptido se identifica como MRproANP (del inglés midregional-pro-A-type natriuretic
peptide). Este algoritmo no es descrito en su totalidad, pero se menciona que arrojé una
sensibilidad del 99 % y un valor predictivo negativo del 99 % para el descarte temprano
del sincope cardiaco, que es un tipo especifico de sincope [70].

En [47] se utilizaron métodos de ML para mejorar la prediccion de eventos cardiacos
adversos en pacientes con Miocardiopatia Hipertréfica (MCH). La precisién predictiva del
modelo de referencia fue del 73% (76 % de sensibilidad, 72 % de especificidad), mientras
que la del mejor modelo de aprendizaje automético fue del 85% (p. ej., sensibilidad
del 88 %, especificidad del 84 % ). Los 4 modelos de aprendizaje automatico superaron
significativamente al modelo de referencia; por ejemplo, el area bajo la curva caracteristica
operativa del receptor fue de 0,79 con el modelo de referencia frente a 0,93 con la regresion
neta elastica (p < 0,001). En [79] se construy6 un modelo de ML para predecir la mortalidad,
utilizando las caracteristicas de los pacientes, las comorbilidades, las pruebas de laboratorio
y el manejo del Departamento de Emergencias (DE) de los pacientes. El modelo creado
arroj6 un AUC (que se entiende como drea bajo la curva de caracteristicas operativas del
receptor) de 0,924 con un intervalo de confianza (IC) del 95 %: 0,917-0,930. No se especifica
el tipo de modelo, ni se explican los pasos seguidos para obtenerlo.

En [31] compararon modelos predictivos, desarrollados mediante métodos de aprendizaje
automatico (ML), con el Canadian Syncope Risk Score (CSRS) que es una herramienta
de riesgo desarrollada con regresién logistica para predecir Eventos Adversos Graves
(SAE, por sus siglas en inglés) para el paciente de sincope en el ED. En [31] se le llama
SAE a: la muerte, las arritmias, la cardiopatia estructural, la embolia pulmonar, la
hemorragia. Se utilizaron 43 variables que incluyen datos demograficos, historia clinica,
signos vitales, hallazgos del ECG, andlisis de sangre y la impresién diagnéstica del médico
de urgencias. El rendimiento de los modelos se evalué mediante las respectivas AUC en
la validacién del modelo en los datos de prueba: para CSRS 0,902 (0,877-0,926), para
Regresién Regularizada 0,903 (0,877-0,928), para Gradient Boosting 0,914 (0,894-0,934),
para Red Neuronal Profunda 0,906 (0,883-0,929), para Gradient Boosting Simplificado
0,904 (0,881-0,927). En general, los modelos ML igualaron el rendimiento del CSRS, aunque
algunos modelos utilizaron menos predictores.

En [52] presentan un estudio para la identificaciéon de pacientes con mayor riesgo de
ingreso en la UCI desde el servicio de urgencias. Utilizaron variables recogidas de forma
rutinaria en el triaje realizado en la ED de hospitales de Portugal y Estados Unidos
(signos vitales derivados del estudio de triaje: temperatura, frecuencia cardiaca, frecuencia
respiratoria, presion arterial sistélica, presion arterial diastélica, presion arterial media,

3Péptido: Cualquier componente de las proteinas[19)
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oximetria de pulso SpO 2 y escala de dolor), los niveles de glucemia, la Escala de Coma
de Glasgow (GCS, por sus siglas en inglés), la prioridad de triaje asignada al paciente, la
edad y el sexo del paciente, el modo de llegada a urgencias (ambulancia, por sus medios),
discapacidades (camilla, silla de ruedas o ninguna), hora de triaje ( dia de la semana,
hora y mes), visita a urgencias (primer triaje registrado en el sistema o no), prescripcién
de medios complementarios de diagnéstico en el triaje (nimero de exdmenes), y tipo de
exdmenes prescritos (oftalmologia, otorrinolaringologia, electrocardiograma, radiografia
y ortopédico); ademés de que aplicaron el procesamiento del lenguaje natural a la queja
principal del paciente, que fue incluida como predictor del modelo. Asi, crearon modelos
con las técnicas de ML: regresion logistica, bosques aleatorios y un algoritmo de refuerzo de
submuestreo aleatorio. Mediante validacion cruzada seleccionaron el modelo de regresion
logistica como le mejor con AUC de 0,91 (intervalo de confianza del 95 %: 0,90 a 0,92) y
0,30 (intervalo de confianza del 95 %: 0,27 a 0,33) para el hospital de los Estados Unidos y
de 0,85 (IC 95% 0,83-0,86) y 0,06 (IC 95 %: 0,05-0,07) para el hospital portugués.

En [98] se utilizaron datos de triaje disponibles de forma rutinaria como predictores
(datos demograficos, signos vitales de triaje, quejas principales, comorbilidades). Desarro-
llaron cuatro modelos de aprendizaje automatico: regresiéon de Lasso, bosque aleatorio,
arbol de decisién potenciado por gradiente y Redes Neuronales Profundas (DNN, por sus
siglas en inglés). Establecieron un modelo de regresién logistica como referencia, usando los
cinco niveles del indice de gravedad de emergencia. Los desenlaces clinicos fueron cuidados
criticos (ingreso en UCI o muerte intrahospitalaria) y hospitalizacion (ingreso hospitalario
directo o traslado). En la predicciéon de resultados de cuidados intensivos, los cuatro
modelos de aprendizaje automético superaron al modelo de referencia (AUC, 0,86 [IC
95 %: 0,85-0,87] en la DNN frente a 0,74 [IC 95 %: 0,72-0,75] en el modelo de referencia),
con menos pacientes sub-triados en los niveles de triaje 3 a 5 (urgente a no urgente). En la
prediccion de resultados de hospitalizacion, todos los modelos de aprendizaje automético
superaron al modelo de referencia (AUC, 0,82 [IC 95 %: 0,82-0,83] en la DNN frente a
0,69 [IC 95 %: 0,68-0,69] en el modelo de referencia) con menos pacientes con sobre-triajes
en los niveles de triaje 1 a 3 (inmediato a urgente).

En [96] se pretendié predecir el ingreso hospitalario utilizando el historial del paciente
ademas de la informacién recopilada en el triaje realizado en el servicio de urgencias. Con
972 variables por paciente, se entrenaron nueve clasificadores binarios usando regresion
logistica (LR), aumento de gradiente (XGBoost) y DNN en tres tipos de conjuntos de datos:
uno que usa solo informacién de clasificaciéon, otro que usa solo el historial del paciente
y otro que usa todo el conjunto de variables. Los modelos entrenados con informacion
de clasificacion arrojaron un AUC de prueba de 0,87 para LR (IC 95 %: 0,86-0,87), 0,87
para XGBoost (IC 95 %: 0,87-0,88) y 0,87 para DNN (IC 95 %: 0,87-0,88). Los modelos
entrenados en el historial del paciente arrojaron un AUC de 0,86 para LR (IC 95 %:
0,86-0,87), 0,87 para XGBoost (IC 95 %: 0,87-0,87) y 0,87 para DNN (IC 95 %: 0,87-0,88).
Los modelos entrenados en el conjunto completo de variables arrojaron un AUC de 0,91
para LR (IC 95 %: 0,91-0,91), 0,92 para XGBoost (IC 95 %: 0,92-0,93) y 0,92 para DNN
(IC 95 %: 0,92-0,92). Todos los algoritmos alcanzaron el rendimiento méximo al 50 % del
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conjunto de entrenamiento o menos, obteniendo los mejores resultados con el conjunto
completo de variables.

Cabe mencionar la relacién entre los términos de redes neuronales y de ML que se han
nombrado indistintamente en la bibliografia consultada. Segtn [26] Una red neuronal (NN,
por sus siglas en inglés) es un método de la TA que ensena a las computadoras a procesar
datos de una manera que esta inspirada en la forma en que lo hace el cerebro humano.
Crea un sistema adaptable que las computadoras utilizan para aprender de sus errores
y mejorar continuamente. Se trata de un tipo de proceso de ML llamado aprendizaje
profundo, que utiliza los nodos o las neuronas interconectados en una estructura de capas
que se parece al cerebro humano. De esta forma, las redes neuronales artificiales intentan
resolver problemas complicados, con mayor precisiéon. Una red neuronal profunda (DNN)
es una red neuronal artificial (ANN) con varias capas ocultas entre las capas de entrada y
salida. Al igual que en las ANN poco profundas, los DNN pueden modelar relaciones no
lineales complejas.

En la revision bibliogréafica que presentan los autores de [24], se llega a una conclusién
que se mantiene vigente unos meses después, ya que desde la publicacion del articulo, las
investigaciones enmarcadas en este periodo de tiempo no han aportado cambios a lo aqui
recomendado: se necesita evidencia adicional y més sélida antes de que ML pueda realmente
ayudar al médico de la sala de emergencias a llevar a cabo su practica clinica diaria. En
cuanto al sincope, los esfuerzos de investigaciéon deberan apuntar al establecimiento y
comparticion de grandes bases de datos clinico-administrativas.

2.2. Machine Learning aplicado a la medicina clinica

Con el desarrollo tecnolégico y desde hace afos, en la medicina se usan los algoritmos
informaticos como los “sistemas expertos” que funcionan aplicando un conjunto de reglas
sobre un tema determinado para resolver preguntas clinicas especificas. A diferencia
de estos, los algoritmos de ML aprenden las reglas a partir de los datos y es que el
aprendizaje automatico (por la traduccién de machine learning) es una disciplina del
campo de la Inteligencia Artificial cuyo objetivo es la creaciéon, mediante algoritmos,
de modelos capaces de aprender identificando patrones en datos masivos. El desarrollo
tradicional de herramientas de riesgo se ha basado en una regresion logistica aplicada a
datos de investigacion recogidos prospectivamente, los que normalmente pertenecen a unos
pocos miles de pacientes. Estas técnicas de regresion logistica se utilizan comtinmente
para derivar Reglas de Decisién Clinica (CDR). En comparacién con esas metodologias, la
ventaja que ofrecen los métodos modernos de ML es la capacidad de utilizar un mayor
numero de operaciones matematicas para definir mejor las relaciones complejas entre los
factores de riesgo y los resultados [62], [68], [31],[100],[62] [24].

Los métodos de ML permiten a los ordenadores identificar y aprender patrones complejos
en grandes conjuntos de datos y utilizar dichos patrones para hacer predicciones en
nuevos casos. En principio, los métodos de ML tienen el potencial de superar los modelos
de regresion logistica al capturar las relaciones no lineales y las interacciones entre los
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predictores. Por otro lado, los modelos ML suelen requerir tamanos de muestra mas grandes
para la estabilidad, la fiabilidad y el ajuste adecuado debido a su mayor flexibilidad [90],[31].

Comunmente, los modelos de ML se clasifican como supervisados o no supervisados. En
el “aprendizaje supervisado”, se le aplican etiquetas a los datos y con ellas se desarrollan
modelos capaces de determinar una relacion entre los datos de entrada y la etiqueta
asociada. De esta forma, el modelo se aproxima a lo que un médico capacitado podria
hacer con gran precision, ademas de que podria encontrar relaciones novedosas que no son
evidentes para los humanos. En el “aprendizaje no supervisado”, los datos no se etiquetan
explicitamente sino que se clasifican por patrones o grupos que ocurren naturalmente.
Las posibles aplicaciones de estos modelos tienen que ver con la medicina de precision,
en la que los esfuerzos se dirigen a redefinir ciertas enfermedades, de acuerdo con los
mecanismos por los cuales se producen sus manifestaciones clinicas, para asi proporcionar
nuevos caminos a la terapia [97],[77], [24].

Los “algoritmos de aprendizaje supervisado” se suelen utilizar para predecir valores
numéricos (identificado en la ciencia de datos como regresion) y categéricos (reconocido en
el anélisis de datos como clasificacion). Estos algoritmos definen modelos que se pueden
interpretar como una relacion lineal entre las variables predictoras y la variable de resultado.
El objetivo del algoritmo de ML es ajustar, a través del proceso de aprendizaje, el valor
optimo de los parametros que ponderan a cada variable independiente o predictora, con el
fin de acertar lo mas posible en el valor que se debe obtener en la variable dependiente o
resultado [31].

Supervised Machine Learning

Continuous (numerical) value Categorical value prediction
prediction
Linear regression Logistic regression
Polynomial regression Support Vector Machines
Decision trees (regression) Decision trees (classification)
Random forests (classification)

Random forests (regression)

Artificial neural networks Naive Baye-s
(regression) Nearest neighbor

Artificial neural networks
(classification)

Figura 2.2: Los principales modelos de aprendizaje supervisado [24]

En la Figura 2.2, se muestran los métodos cominmente usados para crear modelos
de aprendizaje supervisado, segin [24]. Se senalan las principales aplicaciones de estos
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modelos, pero todos pueden predecir valores continuos o categéricos dependiendo de las
variables de interés.

En [24], también se destacan cinco aplicaciones potenciales de los algoritmos de ML
para ayudar a los médicos e investigadores:

= Deteccién: identificacion retrospectiva de pacientes con la enfermedad a partir de
datos histéricos (p. €j., series temporales de datos de dispositivos médicos).

= Diagnéstico: identificacion de la enfermedad a partir de la informacion disponible
(en particular, signos, sintomas y resultados de las pruebas).

= Prediccion: prediccion de la aparicion futura de una enfermedad basada en datos
actuales e histéricos. Para ésta se puede usar cualquier informacién disponible.

= Pronoéstico: prediccion de la evolucion futura de la enfermedad en base a datos
actuales e historicos.

= Terapia: identificacion de la terapia mas adecuada para la enfermedad especifica y el
paciente; esto esta estrechamente relacionado con la necesidad de personalizacion,
particularmente en el contexto de la multimorbilidad *.

Con el uso cada vez mayor de Registros de Salud Electrénicos (EHR, por sus siglas
en inglés), asi como imagenes digitales, actualmente hay una gran cantidad de datos que
se pueden incorporar a los modelos de ML para mejorar los procesos de diagnostico y la
estratificacion del riesgo del paciente [37],[58],[33],[54].

Modelos de ML para la clasificacion

En esta subseccion se senalan algunos de los modelos de ML cominmente relacionados
con la tarea de clasificacion; asi como se describen, a grandes rasgos, sus principios de
funcionamiento, basado en [2]. Estos modelos se agrupan en cuatro grupos que distinguen
las caracteristicas generales de cada método de clasificaciéon: k-NN, Modelos Lineales,
Modelos basados en Arboles de Decisién y Ensamblado de modelos, este dltimo
se comenta como parte de los modelos de arboles de decision.

k-NN

El algoritmo k-vecinos mds prorimos memoriza los datos de entrenamiento para al
realizar la predicciéon de un nuevo dato, devolver el resultado de considerar los k datos de
entrenamiento mas préximos. El algoritmo describe un aprendizaje no generalizable, pues
su objetivo no es desarrollar un modelo que represente los datos de entrenamiento, ni que
permita generalizarlo aplicindolo a nuevas muestras.

4Multimorbilidad: La presencia de dos o mas enfermedades crénicas en un mismo individuo [65]
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Modelos lineales

Los modelos lineales asumen la existencia de una relaciéon lineal entre la variable
objetivo y las caracteristicas predictivas.

Y = wp + wix] + WoXp, t... T WX

pTe

Figura 2.3: Ecuacion que describe relaciones en los modelos de ML lineales

En la Figura 2.3: y es la variable de clasificacién , x son las variables predictivas y w
son los coeficientes de regresion.

Aglunos tipos de modelos lineales son regresion lineal (usado en modelos de regresion),
regresion logistica y mdquina de soporte vectorial.

El modelo de Regresion Logistica describe la probabilidad de que la variable objetivo
pertenezca a una clase o a otra, dado un cierto valor limite; de forma que si el valor de
la variable objetivo iguala o excede a dicho umbral, se devuelve como prediccion la clase
“positiva”. En otro caso se devuelve la clase “negativa” La funcion logistica que muestra la
Figura 2.4 | siempre devuelve un valor entre “0” y “1”, lo que describe este tipo de modelo.

flx) =

1+ e™
Figura 2.4: Ecuacién que describe el modelo de regresion logistica

La idea de funcionamiento del modelo de Mdquinas de Vectores de Soporte (SVM,
por sus siglas en inglés) parte de separar un conjunto de puntos pertenecientes dos clases
distintas en un plano, de forma que esta separacion sea realizada por un una recta que sea
lo mas ideal posible: que divida correctamente los puntos, maximizando lo mas posible la
distancia minima entre los puntos de ambas clases. Encontrando una recta asi, se puede
optimizar la capacidad de generalizacion del algoritmo. La Figura 2.5 muestra lo expuesto
hasta este momento. Si los conjuntos de puntos de ambas clases son separables, los puntos
més cercanos a la recta ideal (A y B en la Figura 2.5), ademds de determinar la posicién
de la recta, se denominan vectores de soporte.

Modelos basados en Arboles de Decisién

Estos algoritmos basicamente generan una estructura de arbol de decisién conteniendo
preguntas del tipo “if-else” que permiten alcanzar el valor buscado. Se construye un
arbol a partir del conjunto de datos de entrenamiento y es posible realizar predicciones
haciendo pasar a los nuevos puntos por el arbol, respondiendo a cada una de las preguntas.
Estos algoritmos no son sensibles a la escala de los datos, lo que simplifica la fase de
pre-procesamiento.
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Figura 2.5: Divisiéon de clases por el modelo de SVM

El modelo de Arbol de Decisién (DT por sus siglas en inglés), construye un arbol
durante el entrenamiento en el que la raiz constituye un nodo superior del que dependen
los consecutivos nodos y de los que se forman las hojas, que serian los nodos que no se
pueden seguir dividiendo. En la Figura 2.6 se muestra un ejemplo que parte de un conjunto
de datos de dos dimensiones (dos caracteristicas predictivas) y donde la variable objetivo
pertenece a dos clases: “0”7 y “1”.

x1=1.0
gini=0.5
samples =4
value = [2, 2]
class =0

gini = 0.444
samples =3
value =[1, 2]
class =1

Figura 2.6: Ejemplo de un arbol DT sencillo [2]

Se parte de un espacio con cuatro muestras de las que dos pertenecen a la clase “0” y
dos a la clase “1”, lo que significa que el indice de “gini” (criterio utilizado para escoger la
caracteristica a la que hacer la pregunta de decisién) es de 0.5, ya que la mitad de los datos
estd representando a cada clase. El algoritmo busca la caracteristica predictiva al respecto
de la que hacer la pregunta y la pregunta en si, basado en el criterio de minimizacion del
indice de gini ya mencionado, que es una funcién de impuerza®. De las dos caracteristicas

SImpureza es una funcién que evalia la calidad de la divisién realizada. Una impureza de 0 significa
orden absoluto y una impureza de 1, lo contrario
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predictivas, la escogida para hacer la pregunta de decisiéon es “X1” y la pregunta es: jes
“X1” menor o igual que 17 La posible respuesta a esta pregunta divide el conjunto de datos
en dos bloques més: el que responde positivamente a la pregunta (nodo de color naranja
en la Figura 2.6) y el que responde negativamente (nodo de color azul en la Figura 2.6). El
primero de los bloques es el subconjunto de datos formado tinicamente por la muestra de
la clase “0”, lo que implica un indice de gini de 0 y supone que los puntos de este bloque
estan perfectamente organizados y son de la misma clase. El segundo bloque esta formado
por tres puntos de ambas clases (uno pertenece a la clase “0” y dos a la clase “17) | lo que
supone un indice de gini de 0,444.

El algoritmo de Random Forest (traducido como Bosque Aleatorio) se basa en la
generacion de de un cierto nimero de arboles de decision siendo entrenado cada uno de
ellos con un conjunto aleatorio de muestras. Durante la division de cada nodo, en lugar
de considerar todas las caracteristicas para encontrar el mejor criterio de de division,
solo se considera un subconjunto de ellas. Cada arbol creado saca el valor medio de
las predicciones probabilisticas para votar la clase a asignar. Como consecuencia de
la aleatoriedad introducida, el sesgo del modelo aumenta ligeramente pero, gracias a
al combinacion de los aprendices, decrece la varianza compensando el efecto negativo
mencionado, dando como resultado un mejor resultado. También el resultado de este
modelo es mas dificil de interpretar que el de un tinico arbol de decision.

El método de Extremely Randomized Trees (traducido como Arboles Extremada-
mente Aleatorios), lleva la aleatoriedad de Random Forest un paso mas adelante. Ademés
de considerar un subconjunto de las caracteristicas predictivas para cada uno de los arboles
a crear (en el paso de escoger una caracteristica y un valor de corte por el que dividir
cada nodo) y en lugar de escoger el valor de umbral que mejor divida cada caracteristica
(que minimice el criterio de impureza), se genera un valor de corte aleatorio para cada
caracteristica planteada, escogiéndose como regla de division el mejor de ellos.

El método de Gradient Booosting (conocido también como GRADIENT TREE
BOOSTING 0 GRADIENT BOOSTED REGRESSION TREES) es una familia de algoritmos
(conocidos como “meta-algoritmos”) basados en la combinaciéon de modelos predictivos
débiles (normalmente se trata de arboles de decision) para crear un modelo predictivo
fuerte. La generacion de arboles de decisién débiles se realiza de forma secuencial, credndose
cada arbol de forma que corrija la errores del arbol anterior. Los aprendices suelen ser
arboles “poco profundos”, de apenas uno, dos o tres niveles profundidad. Con una tasa
de aprendizaje como argumento del modelo, se controla el grado de mejora de un arbol
respecto del anterior, de tal forma que una tasa pequena supone una mejora mas lenta
pero de mejor adaptacion a los datos, con mejoras en los resultados a costa de un mayor
consumo de recursos.

El histéricamente mas conocido algoritmo de boosting es AdaBoost y se destacan
también los algoritmos Light BGM y XGBoost, pertenecientes a la familia Gradient
Boosting. La mayor diferencia entre este tltimo y el primero es que el Gradient Boosting
entrena cada aprendiz no en los datos de entrenamiento, sino en el los errores residuales
cometidos por el aprendiz que lo precede.



Marco Teérico 16

En el algoritmo AdaBoost, todas las muestras reciben un peso inicial que es inverso
de la cantidad de muestras con las que cuenta. El primer aprendiz es entrenado y se estima
su tasa de error, que para el aprendiz j-ésimo seria:

Suma de los pesos de las muestras mal clasificadas
Suma de todos los pesos

]I‘J'_I. ==

Figura 2.7: Ecuacion de la tasa de error para el aprendiz j

De forma que si no ha habido muestras mal clasificadas, esta tasa de error seria de
valor 0; pero si todas las muestras han sido mal clasificadas, esta tasa seria igual a 1.

1—r

a; =n.log

b

Figura 2.8: Ecuacion del peso para el aprendiz j

La Figura 2.8 muestra el peso que recibe le aprendiz y que sera tenido en cuenta al final
de proceso para estimar una predicciéon final. Donde eta es la llamada tasa de aprendizaje
que determina la contribucién de cada aprendiz y cuya relaciéon con la tasa de error va a
depender de la cantidad de muestras. Una vez entrenado el aprendiz y calculada su tasa
de error y peso relativo, se actualizan los pesos de las muestras de forma que aquella para
las que la prediccion fue incorrecta, vean incrementado su peso tal y como lo muestra la
Figura 2.9, o sea que las muestras mal clasificadas multiplican su peso por la exponencial
del peso del aprendiz.

{ w; si la muestra fue bien clasificada
w; = : . : e
' w;.e%  silamuestrano fue bien clasificada

Figura 2.9: Actualizacién de pesos para el aprendiz j

Una vez actualizados los pesos de las muestras, se normalizan dividiéndolos por la
suma total de los pesos. El siguiente aprendiz se ve obligado a concentrarse en aquellas
muestras que hayan resultado mas dificiles para el aprendiz anterior, que son las que tienen
mayor peso. La prediccion final es un voto ponderado que de depende del peso relativo
que haya recibido.

ML para el manejo del sincope en el departamento de urgencias

El sincope es un sintoma comin que se encuentra en la practica clinica y puede
manifestarse en un amplio espectro de condiciones que van desde benignas (es decir,
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sincope vasovagal) hasta potencialmente mortales (es decir, arritmias sostenidas, infarto
agudo de miocardio, embolia pulmonar, diseccién adrtica). El riesgo de mortalidad a los 7 a
10 dias relacionado con el sincope es ligeramente inferior al 1% , mientras que la incidencia
de eventos adversos importantes a los 30 dias oscila entre el 5% y el 17 % [51],[53],[25],[24].

Se estima que el sincope representa del 1 al 3% de todas las visitas al servicio de
urgencias y el 6 % de todos los ingresos hospitalarios. Una proporcion de pacientes, que
oscila entre el 12% y el 86 % en diferentes paises, ingresa en el hospital debido a la
incertidumbre diagnoéstica en los ED, sin un aumento significativo en el rendimiento
diagnostico a pesar de un alto gasto de recursos econémicos [51],[27],[71],[24].

De acuerdo con las pautas internacionales actuales sobre el manejo del sincope, la
decision de hospitalizacion se basa principalmente en la gravedad de la enfermedad
subyacente o la presencia de caracteristicas de alto riesgo identificadas durante la evaluacion
inicial en el servicio de urgencias. Por otro lado, las admisiones inapropiadas en pacientes
de bajo riesgo pueden aumentar los riesgos relacionados con la hospitalizacién (incluidas
las infecciones adquiridas en el hospital y los errores relacionados con la medicacién) y
los costos. Para los pacientes considerados de riesgo intermedio, recientemente se propuso
el manejo en la Unidad de Sincope (US) como alternativa a la hospitalizacién. Esta
unidad puede estar ubicada en el entorno de pacientes hospitalizados o ambulatorios,
con derivaciones provenientes del servicio de urgencias o de médicos/cardiélogos de la
comunidad. Dos ensayos clinicos aleatorizados evaluaron la US en el servicio de urgencias
en comparacion con la atencion habitual. Demostraron un mayor rendimiento diagnostico,
menores ingresos hospitalarios, costos reducidos y ningin aumento en los resultados
adversos de los pacientes asignados al azar a la SU [51],[59],[45],[67],[95],[24].

Por lo tanto, si la causalidad del sincope no puede determinarse durante la evaluacion
inicial en el servicio de urgencias, una estratificaciéon precisa del riesgo es crucial para
garantizar una disposicion adecuada en el ED y optimizar la via diagnéstica-terapéutica
de los pacientes[24].

Estratificacion del riesgo de sincope en el departamento de urgencias

Recientemente se desarroll6 el Canadian Syncope Risk Score y se valido externamente
en una gran poblaciéon de pacientes canadienses, mostrando una buena discriminacion y
calibracion para el riesgo de 30 dias de eventos adversos graves después de la disposicién
del servicio de urgencias. Sin embargo, debe validarse en diferentes entornos antes de
recomendar su implementacion en la practica clinica [88],[89],[24].

La categorizacion pronodstica correcta de los pacientes con sincope puede ser un desafio
debido a la gran cantidad de posibles determinantes de riesgo y las limitaciones de tiempo
del médico de urgencias. Dado que la derivacién de pacientes a una US puede no ser factible
en todos los entornos de urgencias, podria ser 1til tener un sistema basado en reglas que
aplique de manera confiable las pautas clinicas a los datos disponibles para evaluar el riesgo
del paciente. Ademas, dado que la mayor parte de la informacién prondstica compleja solo
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esta disponible en forma de texto, un desafio especifico es aplicar redes neuronales y ML a
EHR para extraer los fenotipos relevantes [24].

En la bisqueda exhaustiva que se presenta en [24], se concluye que es concebible que
la implementaciéon de algoritmos de prondstico pueda conducir a la mejora futura de
la clasificacion del paciente en el servicio de urgencias en condiciones clinicas como las
mostradas, a pesar de que esta clasificacion del ED puede ser imprecisa para identificar a
los pacientes con sincope de alto riesgo. Sin embargo, en la actualidad, solo unos pocos
estudios han analizado la aplicacion de ML para la deteccién y prediccion del riesgo de
sincope, a pesar de los resultados preliminares alentadores.

Syncope risk
stratification

Vital parameters and

Syncope diagnosis Eoe o onionin

Support to differential
Triage prioritization of

high-risk patients

More accurate and timely
identification of patients at
high risk of cardiac adverse

events and death in the
short term

diagnosis of syncopal and
non-syncopal transient loss
of consciousness

Support to etiological
diagnosis of syncope and
identification (or exclusion)

of serious and rapidly

Automated, unbiased
signal analysis

Timely prediction of clinical
deterioration and
activation of adequate life-
saving interventions

evolving conditions

Optimization of ED
disposition (in-hospital
admission, discharge,

observation in SU)

Figura 2.10: Posibles aplicaciones de los modelos de ML [24]

La Figura 2.10 resume las principales perspectivas de futuro para la aplicacion de
algoritmos de ML en el manejo de pacientes con sincope en urgencias, tomada de [24].

2.3. Acerca del sincope

El sincope se define como la Pérdida Transitoria de la Conciencia (TLOC, del inglés
Transient Loss of Consciousness) debido a la hipoperfusion ¢ cerebral, que se caracteriza
por un inicio rapido, una duracién corta y una recuperacion completamente espontanea.
Un diagnostico correcto de sincope requiere una comprension de las claves clinicas, la fisio-
patologia 7 y los patrones epidemiolégicos subyacentes, ademés de un esfuerzo cooperativo
multidisciplinario. De hecho, el sincope es solo una de las muchas causas de la TLOC vy,

SHipoperfusién: Disminucién del flujo de sangre que pasa por un érgano [19].
"Fisiopatologia: Aspecto del estudio de las enfermedades que se centra en sus posibles alteraciones [19)
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antes de que se pueda determinar la causa, es crucial determinar si realmente se produjo
el sincope o si el periodo de inconsciencia se debié a una de las muchas otras condiciones
dentro de la espectro mas amplio de TLOC como: epilepsia, traumatismo craneoencefalico
o ataques psicégenos [91],[14].

La presencia de sincope conlleva la posibilidad de resultados muy graves, incluidas
complicaciones cardiovasculares y mortalidad [101],[69],[48] , esta tltima tipicamente como
consecuencia de una enfermedad cardiaca. Por esta razon, se requiere un enfoque de
estratificacion del riesgo cuando y donde sea que se encuentre. El sincope se presenta en
toda la profesiéon médica desde el médico general hasta la medicina interna (cardiologia,
neurologia, geriatria y psiquiatria) y, también, a la ortopedia a través de los departamentos
de emergencia.

Los médicos que atienden a pacientes con sospecha de sincope deben poder realizar la
investigacion inicial y realizar la estratificacion del riesgo, si corresponde. Los documentos
de las guias de la European Society of Cardiology (ESC) y Heart Rhythm Society (HRS)
[14],[74] han abordado el manejo del paciente, y la ESC define la evaluacion inicial como
antecedentes, examen fisico, presién arterial (PA) acostado y de pie como esencial [91]. Es
probable que las presentaciones mas dramaticas se realicen en el servicio de urgencias, lo
que hace que se centre la atencion en esta area. No obstante, el enfoque ED tiene pertinencia
para todos los demas lugares de presentacion. Los primeros intentos de distinguir entre
los pacientes que tienen sincope cardiovascular y otros que tienen sincope reflejo es un
lugar apropiado para comenzar. En este sentido se ha trabajado desde 1990, tal y como
se muestra en [85], donde tanto los esfuerzos europeos como los norteamericanos fueron
diligentes, pero se dividieron entre los de los médicos de urgencias (cuyo énfasis esta en
hacer un diagnédstico rapido y preciso para colocar al paciente en el mejor entorno de
atencion disponible, ya sea como paciente hospitalizado o ambulatorio), y los cardiélogos,
que luego de esta primera mirada en el ED, buscan hacer un diagnostico completo y tratar
al paciente. Estos dos enfoques son potencialmente compatibles, pero en la practica no
son tan faciles de coordinar. El resultado fue que ninguna de las reglas y puntajes de
evaluacion del sincope fue satisfactoria, y algunas fallaron cuando se pusieron en practica.

Se esta logrando cierto consenso, sobre todo en Canadé con un sistema de puntuacién
de riesgo (CRSS) [73],[89] y un breve ejercicio de finalizacién de formularios de Basilea,
Suiza [21]. Ambos enfoques han demostrado eficacia en grandes estudios basados en ED
[84]. Cuando se aplica, cualquiera de estos métodos deberfa acelerar el tiempo de evaluacion
y hacerlo mucho mas preciso. En particular, en el caso de Basilea, se incluyen anélisis
de sangre (troponina o péptido natriurético cerebral), que hoy en dia estdn bastante
disponibles y aumentan la precisién [89],[21],[84].

La herramientas de prediccién de sincope usan varias combinaciones de diferentes
parametros clinicos derivados de ECG, historial del paciente, examen fisico y biomarcadores
® [70]

8Biomarcador: cualquier substancia, estructura o proceso que pueda ser medido en el cuerpo o que
sus productos e influencias puedan predecir el resultado de una enfermedad [86]
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La Figura 2.11 muestra los predictores clinicos establecidos por el American College of
Cardiology (ACC), American Heart Association (AHA) y la gufa correspondiente creada
por HRS para el manejo de pacientes con sincope, teniendo en cuenta los factores de riesgo
en menos de 30 dias y en més de 30 dias. Los predictores de més alto riesgo, se basan en
la historia del paciente y se relacionan con la presencia de enfermedades cardiacas [70].

Risk factors History: Outpatient clinic or ED Physical examination, ECG,
evaluation laboratory investigations
Short-term e Male sex o Evidence of bleeding
risk factors e Older age e Abnormal ECG
<30 days e No prodrome s Persistent abnormal vital
e Palpitations preceding loss of signs
consciousness ¢ Positive u'oh::onin,fBNP
e Exertional syncope ¢ Electrolyte derangement
e Structural heart disease
e Heart failure
e Cerebrovascular disease
e Family history of SCD
e Trauma
Long-term e Male sex e Abnormal ECG
risk factors e Older age e Lower GFR
>30 days e Absence of nausea/vomiting

preceding syncopal event
Ventricular arrhythmias
Cancer

Structural heart disease
Heart failure
Cerebrovascular disease
Diabetes mellitus

High CHADS-2 score

Figura 2.11: Factores de riesgo en el prondstico del sincope [70]

Otra de las herramientas de prediccién utilizadas en este ambiente médico es el Canadian
Syncope Risk Score (CSRS), que es un sistema obtenido desde el servicio de urgencias y
del que se obtienen valores positivos cuando un dato clinico indica una condicién seria y
valores negativos en caso contrario, de esta forma se predice el riesgo de presentar sincope.
En la Figura 2.12, se muestran los limites de puntuaciéon de este sistema del que se suele
obtener una prediccién con alto grado de de discriminacion, calibracion y exactitud [70].

2.4. Conclusién del capitulo

Como resultado de la biisqueda bibliografica, se encontraron articulos con explicaciones
de funcionamiento de dispositivos valorados con posibilidad de brindar servicios médicos
y ninguno era para el manejo del sincope en el cuerpo de urgencias. Entre los articulos
relacionados con el uso de ML, se encontraron muy pocos estudios que mencionan, sin
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Category Risk factors Points  Total score Risk
(-3 to11)
Clinical assessment Predisposition to -1 -3 Very low
vvs® 1 -2
Prevalent CVD 2 -1 Low
SBP < 90 or >180 0
mm Hg
Investigations Elevated troponin 2 1 Medium
(troponin, ECG) QRS axis <30 or 1 2
>100° 1 3
QRS duration > 2
130 ms

QTe interval > 480
ms

ED diagnosis Vasovagal syncope -2
Cardiac syncope 2

High

I U1 A

6 Very
high

Figura 2.12: Puntaje Canadiense de Riesgo del Sincope [70]

detalles de procesos de creacién, el manejo del paciente con sincope en el ED. En estos
ultimos, por lo general se usaron més tipos de datos de los que contamos en este estudio
(como las comorbilidades) o menos (solo algunas variables de las tantas que tenemos).
La mayoria de las investigaciones sobre el uso de ML en relacion con la enfermedad del
sincope, esta no es mas que una enfermedad asociada, cuyos indicadores conforman un
predictor mas.

Se senala que en todas las regiones del mundo no es igual el resultado a obtener para
un mismo modelo, ya que las costumbres alimenticias y el clima pueden influir en habitos
y adaptaciones corporales del ser humano y, consecuentemente, en las fluctuaciones de
variables médicas y en los resultados de los analisis.

Los estudios anteriores no muestran claramente la metodologia seguida desde la seleccion
de los datos, hasta la seleccién del modelo, pero si coinciden en usar modelos supervisados
de clasificacion para resultados afines. Es tendencia en estos estudios vinculados a la
medicina adoptar la métrica de AUC para evaluar los modelos creados, en base a la
probabilidad de que este distinga entre una clase y otra.



3: Desarrollo del Proyecto

A partir de las conclusiones sacadas del capitulo anterior, este apartado contiene la
experiencia que justifica los caminos tomados en la resoluciéon del problema planteado.
En las secciones de este capitulo se presenta, con un nivel de detalle, la base de datos
proporcionada, luego se muestran las herramientas usadas y los métodos especificos para
desarrollar el trabajo, después de lo cual se describe la metodologia experimental seguida.

3.1. Descripcién del conjunto de datos

En esta seccion se da una explicacion detallada sobre el origen del conjunto de datos,
su descripcion general y, a partir de las transformaciones realizadas por indicacion del
médico responsable, se presentan los campos de la base de datos original con los que se
realiza el estudio.

Origen de los datos

El equipo médico que colabora en esta ocasién con el grupo de investigacion GTe, lo
hace desde 2 anos atras planteando posibles enfoques de investigacion para la presente base
de datos. Uno de los médicos ha sido el encargado de registrar la informacion disponible
en el cuerpo de urgencias y de elaborar tanto la base de datos con la que actualmente se
trabaja, como la idea de realizacién de esta investigacion. Los datos han sido presentados
en formato excel, y no contienen informaciéon confidencial, habiendo sido totalmente
anonimizados. Toda la informacién médica registrada corresponde a tres cohortes ? de
pacientes atendidos en el departamento de urgencias de los centros de salud: Hospital
Clinico Universitario de Valladolid, Hospital Universitario Rio Hortega de
Valladolid, Hospital General de Segovia, Complejo Asistencial Universitario de
Salamanca y Complejo Asistencial Universitario de Burgos; en fechas comprendidas
entre febrero de 2018 y julio de 2021. Asimismo, los Comités Eticos de Investigacion Clinica

9Cohorte: Término comtin en ambientes médicos para aludir a conjuntos de pacientes.
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de las respectivas instituciones sanitarias, han autorizado el acceso a estos datos para el
estudio actual.

Descripcion general

La base de datos esta conformada en su totalidad por 573 registros de pacientes,
de los que la descripcion de su paso por el departamento de urgencias se presenta en
85 variables. Estas variables se desglosan en comorbilidades, mediciones fisioldgicas y
analiticas realizadas a los pacientes, descripciones médicas de cada caso particular, el
manejo que se resuelve dar a cada paciente para desplazarlo del ED, la cantidad de dias
que convive el paciente en los espacios sanitarios y el fallecimiento de algunas personas en
las instalaciones, ademéas de datos personales como la edad y el género de cada persona.

Presentacion de las variables

En la primera reunién con el médico responsable del estudio, se desestimaron algunas
variables calificadas como no portadoras de informacién para el estudio actual, segin la
valoracién médica. Estas 35 variables indicaban: fechas, identificador de cohorte, los dias
de hospitalizacion, las descripciones realizadas por el médico que atiende en el ED, las
comorbilidades y algunas mediciones médicas. En la segunda reunién, se desecharon 24
variables més por no presentar al menos el 50 % de los valores y, en estos casos, el médico
no disponia de los registros correspondientes como para completar la base de datos ni
las explicaciones coherentes para justificar estos espacios. Finalmente, la base de datos
que se presenta para la descripcién de los campos, lo hace con 26 variables introducidas a
continuacion.

Edad Variable numérica con valores enteros que muestra la edad de los pacientes regis-
trados.

Sexo Variable categérica de naturaleza nominal que indica el género de las personas
registradas:

s 1 = Masculino

s 2 = Femenino

Crea Variable numérica con valores decimales que contiene el nivel de creatinina en sangre
dado en mg/dL (miligramos de creatinina por cada decilitro de sangre [57]. Cuando
el paciente es fememnino, se puede considerar un valor de creatinina normal entre
0.6 mg/dL y 1.1 mg/dL; mientras que cuando es masculino, se mueve el rango a
valores entre 0.7 mg/dL y 1.3 mg/dL.

Glu Variable numérica con valores enteros que presenta los niveles de glucosa en sangre,
estos niveles se expresan en mg/dL [56]. En general, menos de 100 mg/dL (5,6
mmol/L) se considera normal.
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Leuco Variable numérica con valores decimales que presenta el recuento de globulos
blancos en un microlitro de sangre [56]. Los valores se pueden relacionar con el sexo
y de la edad, pero por lo general, deben haber entre 4,5 y 11 leucocitos por mL de
sangre (4.500 y 11.000 leucocitos por microlitro ) en adultos.

Hct Variable numérica con valores enteros y decimales, que indica qué porcentaje de la
sangre son glébulos rojos (Hematocritos)[57]. Para esta variable se suelen presentar
los valores normales con relatividad al género del paciente: para la mujer este valor
normal debe estar entre 35% y 45 % y en el caso de los hombres, normalmente es
entre 40 % y 50 %.

ST Variable categoérica nominal que presenta la forma que tiene la porciéon de ciclo cardiaco
intervalo ST en el ECG. Los posibles valores de la variable son:
= 1 = Normal
= 2 = Elevacién

s 3 = Descenso

» 4 =T picudas

» 5 = T negativas
= 6= Onda Q

= 7 = Otros

Ritmo Variable categérica nominal que presenta los tipos de trastornos en el latido del
corazon. Los cuales son:

s | = Sinusal

2 = Arritmia sinusal

3 = Fibrilacién auricular

4 = Flutter auricular

5 = Taquicardia auricular

6 = Taquicardia supraventricular

7 = Taquicardia ventricular

8 = Bradicardia sinusal

9 = Bloqueo AV de primer grado

10 = Bloqueo AV de segundo grado tipo I

11 = Bloqueo AV de segundo grado tipo II

12 = Bloqueo AV completo
= 13 = Ritmo de marcapasos

14 = Ritmo de la unién
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= 15 = Ritmo idio-ventricular

= 16 = Bloqueo de rama derecha
= 17 = Bloqueo de rama izquierda
» 18 = Extrasistoles ventriculares
= 19 = Asistolia

» 20 = Fibrilacion ventricular

s 21 = Otros

GCS.M-H Variable categérica ordinal que muestra la puntuacién de la respuesta motora
del paciente, segtn la Escala de coma de Glasgow [23].

= 1 = Ninguna respuesta

2 = Extension

3 = Flexién anormal

4 = Retirada y flexién
= 5 = Localiza el dolor
= 6 = Orden verbal obedece
GCS.V-H Variable que categorica ordinal que muestra la puntuacién de la respuesta
verbal del paciente, segtin la Escala de coma de Glasgow [23].
= 1 = Ninguna respuesta
= 2 = Sonidos incomprensibles
= 3 = Palabras inapropiadas
= 4 = Desorientado y hablando
» 5 = Orientado y conversando

GCS.0O-H Variable que categorica ordinal que muestra la puntuacion de la respuesta
ocular del paciente, segtn la Escala de coma de Glasgow [23]

= 1 = No responde
= 2 = Dolor
= 3 = Orden Verbal
= 4 = Espontanea
FC-H Variable numérica con valores enteros, con los que establece los latidos por minuto

(Ipm), en estado de reposo, o sea, la frecuencia cardiaca del paciente [56]. El valor
considerado normal en este parametro debe estar entre 60 Ipm y 100 Ipm.
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TAD-H Variable numérica con valores enteros que muestran la tensiéon arterial que se
registra cuando el corazén estd en relajacion (Tensién arterial diastdlica). La unidad
de medida es milimetros de mercurio (mmHg) [49]. La figura 3.13 muestra los valores
comprendidos como normales para esta variable, los que también pueden limitarse
por edad y por género de las personas.

TAS-H Variable numérica con valores enteros que muestran la tension arterial que se
registra cuando el corazén esté en contraccion (Tension arterial sistélica). La unidad
de medida es milimetros de mercurio (mmHg) [49]. La figura 3.13 muestra los valores
comprendidos como normales para esta variable, los que también pueden limitarse
por edad y por género de las personas.

Categoria Siﬁggca Dia[ns:rEHég!ica
Hipotensién menor de 80 menor de 60
L
Prehipertension 120-139 80-89
Hipertensién grado 1 (HTA 1) 140-159 90-99

Fuente: American Heart Association

Figura 3.13: Tabla de valores normales de las componentes de tensién arterial [16]

Triaje Variable categérica ordinal cuyos valores presentan la valoracién que se hace del
grado de gravedad del paciente a su llegada al departamento de urgencias. Los valores
establecidos estdan comprendidos en los niveles siguientes [80]:

= 1 = Prioridad absoluta con atencién inmediata y sin demora.

= 2 = Situaciones muy urgentes de riesgo vital, inestabilidad o dolor muy intenso.
Demora de asistencia médica hasta 15 minutos.

» 3 = Urgente pero estable hemodindmicamente con potencial riesgo vital que
probablemente exige pruebas diagnésticas y/o terapéuticas. Demora méxima
de 60 minutos.

= 4 = Urgencia menor, potencialmente sin riesgo vital para el paciente. Demora
maxima de 120 minutos.
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= 5 = No urgencia. Poca complejidad en la patologia o cuestiones administrativas,
citaciones, etc. Demora de hasta 240 minutos.

FR-H Variable numérica que representa la frecuencia de respiracién de cada paciente por
minuto. Su valor normal suele ser de entre 12 y 20 respiraciones por minuto.

SpO2-H Variable numérica con porcentajes enteros que indica la saturacién de oxigeno y
mide cuénta hemoglobina hay en la sangre [57]. Los valores normales suelen estar
entre el 95% y el 100 %.

FiO2-H Variable numérica de valores decimales que representa la concentracion de oxigeno
en la mezcla de aire inspirado. La notacion se da en mL de oxigeno por cada mL
de volumen de aire corriente de un paciente [57]. El aire natural incluye un 21 % de
oxigeno, lo que equivale a una fraccién inspirada de oxigeno de 0,21; mientras el aire
enriquecido con oxigeno puede contener valores superiores hasta 1,00.

TT-H Variable numérica que indica el tiempo de trombina, o sea, el tiempo que tarda la
porcion liquida de la sangre (plasma) en coagularse [57], [35]. Debe presentar valores
de 14 a 19 segundos para considerarse leve o ligeramente elevado.

Plaquetas Variable numérica con valores enteros cuya medida es la cantidad media de
plaquetas que tiene una persona por microlitro [92]. Se consideran valores normales
los comprendidos entre entre 150 ul y 450 ulL.

Trop. Variable numérica que muestra el resultado de evaluar la cantidad de las proteinas
troponinas en sangre. Al corroborar los valores con los términos normalmente
manejados, se puede concluir que se da este valor en microgramo por centilitro

(ug/cL).

Las variables que siguen son las seleccionadas como variables dependientes para
establecer las tres prondsticos que solicita le médico responsable de los datos. Asi como
este transmitié su interés con el estudio, propuso las variables y las relaciones ellas. El
pronéstico temprano de que el paciente ingrese, lo representa la variable Hospital, la
variable Mort. Hospi se hace corresponder con el pronostico dle fallecimiento del paciente
en las instalaciones hospitalarias durante el periodo de atenciéon y las variables UV,
Coronarias e ICTUS, tienen relaciéon directa con la posible predicciéon del ingreso en
Cuidados Intensivos, por lo que conformaran una variable mas representativa de este
proposito.

Hospital Variable categdrica binaria que indica si el paciente fue hospitalizado (“1”) o si
no lo fue (“07).

Mort. Hospi Variable categérica binaria que indica si el paciente fallecié en los dias
posteriores a su llegada al ED (“1”) o si no (“0”).

UVI Variable categérica binaria que indica si el paciente fue llevado a atender a la Unidad
de Vigilancia Intensiva (“1”) o si no lo fue (“07).
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Coronarias Variable categorica binaria que indica si el paciente fue llevado a atender a
la Unidad de Coronarias (“17) o si no lo fue (“07).

ICTUS Variable categérica binaria que indica si el paciente fue llevado a atender a la
Unidad de danos cerebrovascular ICTUS (“17) o si no lo fue (“07).

Observaciones sobre los datos

Todos los pacientes que registra esta base de datos tuvieron algtin episodio de sincope
y llegaron en ambulancia al servicio de urgencias, precisamente la recopilacion de datos
comenzo en el traslado hacia el ED. Esto se puede justificar con los valores de la variable
Triaje, la que siempre muestra tres de los cinco posibles clasificaciones inherentes a si: las
indicadoras de mayor estado de gravedad; pues los pacientes que pudieran clasificarse con
4 y 5, habrian sido capaces de llegar al departamento de urgencias andando o por sus
medios.

La base de datos actual es la primera realizada por el médico encargado, él mismo
reconocié la posibilidad de arrastrar errores en las mediciones y errores en el traspaso de
los datos desde el registro analégico de pacientes. Al analizar las relaciones entre ciertos
datos, se detectaron incompatibilidades como es el caso del registro 492, que presenta
ritmo sinusoidal y una FC (frecuencia cardiaca) de 44 lpm (latidos por minuto), mientras
en varias bibliografias consultadas sobre el tema (una de ellas es [18]), aparece que el
ritmo sinusoidal equivale a una respiracién normal y sus valores de FC se dan entre 60 y
100 lpm. Estos ruidos en los datos predisponen a un procesamiento no satisfactorio y a la
creacion de modelos no tan buenos como se podria esperar.

3.2. Técnicas y herramientas

Las fases primeras del trabajo, que se recogen en los capitulos anteriores, han sido el
resultado de aplicar metodologia Prisma a la revision bibliografica.

Tanto el trabajo de exploraciéon y preparaciéon de los datos como el de creacion y
evaluacion de modelos, estd registrado en el Jupyter Notebook de la plataforma Anaconda.
Algunas pruebas se realizaron con Google Colab. Se usé el lenguaje de programacion Python
en su version 3.8.13, la que ha sido instalada en un entorno virtual que se cre6 para usar la
biblioteca pyCaret y todas sus dependencias. La eleccién de otras bibliotecas y funciones
se ajusto a este entorno.

Se usaron bibliotecas estandar y populares en el andlisis exploratorio de los datos
y la busqueda y creacién de modelos; asi como otras desconocidas hasta el proceso de
elaboracién de este trabajo. Se presentan a continuacion.

Pandas Es una biblioteca de c6digo abierto de Python que proporciona herramientas
de andlisis y manipulacién de datos de alto rendimiento utilizando sus potentes
estructuras de datos. El nombre de Pandas se deriva del término “Panel Data” y es
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la biblioteca de analisis de datos de Python. Usando esta biblioteca se pueden lograr
cinco pasos tipicos en el procesamiento y andlisis de datos, independientemente del
origen de los datos: cargar, preparar, manipular, modelar y analizar [6].

Numpy y Tabulate Poseen funciones matematicas de alto nivel. La primera constituye
la biblioteca de matriz n-dimensional base y, significando “Numerical Python”, pro-
porciona potentes estructuras de datos, implementando matrices multidimensionales
[7]. Estas estructuras de datos garantizan célculos eficientes con matrices.

Matplotlib y Seaborn La primera es una biblioteca de trazado conocida por la capacidad
de generacion de graficos interactivos y el trazado completo 2D, mientras que la
segunda es una biblioteca grafica para la visualizacién de datos estadisticos con la
facil generacion de elegantes gréficos [8][72].

Sklearn Esta biblioteca es cominmente usada para la transformacion y normalizacién de
datos, asi como para la divisién de estos en los conjuntos que permitiran la creacién
y validacién del modelo. Es de c6digo abierto, esta construida sobre SciPy (Scientific
Python) y proporciona una gama de algoritmos de aprendizaje supervisados y no
supervisados en Python [9]. Para el presente estudio, fue utilizada en una etapa
anterior.

Imblearn Imbalanced-learn (importado como imblearn) es una biblioteca de cédigo
abierto con licencia del MIT que se basa en scikit-learn (importado como sklearn) y
proporciona herramientas cuando se trata de la clasificacién con clases desequilibradas
[39]. Para el presente estudio, fue utilizada en una etapa anterior.

ENN La biblioteca kNN obtiene sus siglas de k-Nearest Neighbors (traducido como
k-vecinos mas cercanos). Aunque kNN es un algoritmo de aprendizaje automatico
supervisado, cuando se trata de deteccién de anomalias, adopta un enfoque no
supervisado. Esto se debe a que no hay un “aprendizaje” real involucrado en el
proceso y no hay un etiquetado predeterminado de “valor atipico” o “no valor atipico”
en el conjunto de datos, sino que se basa completamente en valores de umbral. La
suposicion fundamental en la familia del vecino mas cercano es que las observaciones
similares estan proximas entre si y los valores atipicos suelen ser observaciones
solitarias, que se mantienen més lejos del grupo de observaciones similares [5].

Autoviz es una biblioteca de cédigo abierto mantenida por AutoviML, que toma datos
como entrada y encuentra la estructura bésica e identifica caracteristicas impactantes
para trazar hermosas visualizaciones en una sola linea de cédigo [42].

PyCaret Es una biblioteca de c6digo abierto y codigo bajo en Python y, ademas, es una
herramienta integral de gestion de modelos y aprendizaje automatico que acelera,
de forma productiva, el ciclo de experimentacion [66]. Se auxilia de casi todas las
bibliotecas anteriores para seguir el proceso el desarrollo. Es la biblioteca utilizada
en este estudio para en la seleccion y creaciéon de modelos, asi como en parte de la
exploracion de las variables.
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A raiz de los conclusiones sacadas del capitulo de bisqueda bibliografica (capitulo
anterior) y a partir de la tenencia de variables de salida binaria, en todos los casos de
decision médica a pronosticar, se establece la exploracion de modelos supervisados de
clasificacion binaria.

Marco Conceptual

En este espacio se concentran algunos conceptos inherentes al entendimiento de las
herramientas y tecnologias utilizadas para el desarrollo del proyecto.

Metodologia PRISMA: Es una metodologia de trabajo que permite documentar de manera
transparente las revisiones sistematicas de los articulos con bases como: el porqué de
la bisqueda bibliogréfica, qué se hizo y qué se encontré [64].

Entorno Virtual: Es un arbol de directorios que contiene archivos ejecutables de Python y
otros archivos que indican que es un entorno particular respecto a otros. El intérprete
Python, las bibliotecas y los scripts instalados en un entorno virtual estan aislados
de los instalados en otros entornos virtuales[1].

Biblioteca: Es un conjunto de médulos incorporados que brindan acceso a funcionalidades
establecidas en directorios y que ayuda a crear una interfaz independiente.

Funcion de Python: Una serie de sentencias que retornan un valor al que las llama.
También se le puede pasar cero o mas argumentos los cuales pueden ser usados en la
ejecucion de la misma [1].

Modulo de Python Un objeto que sirve como unidad de organizacién del cédigo Python.
Los médulos tienen espacios de nombres conteniendo objetos Python arbitrarios.
Los médulos son cargados en Python por el proceso de importing [1]. Es un fichero
conteniendo definiciones y declaraciones de Python.

Paquete de Python Un médulo Python que puede contener submodulos o recursivamen-
te, subpaquetes. Técnicamente, un paquete es un moédulo Python con un atributo
“_path_” [1]. Coleccién de médulos que se pueden importar, inclusive individual-
mente, para el manejo uniforme de archivos y datos.

3.3. Seleccién y construcciéon del modelo

En esta seccién se recorre todo el proceso de creaciéon de modelos finales para caso de
clasificacion, desde la exploracion de los datos, hasta la creacion del modelo seleccionado,
pasando por la limpieza y transformacion de la base de datos, segiin se ha planificado la
metodologia a seguir.
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Analisis exploratorio de datos

En este apartado se pasa a explorar el dataset para sacar posibles consideraciones que
mejoren los resultados de las etapas posteriores. Esta tarea permitira, ademas, encontrar
outliers y ruido en los diversos campos. Anteriormente se mencionaba la existencia de
valores ausentes que afectaba demasiado a la base de datos, correspondientes a algunas de
las mediciones fisiolégicas en el departamento de urgencias, y que estos fueron detectados
desde una primera mirada a la base de datos en las entrevistas con el médico responsable
de estos datos, el que sugirié desechar estas variables del estudio actual por no poder
completarlas en el tiempo inminente. Precisamente, con las variables originales de conjunto
de datos, el nimero total de registros con valores perdidos serfa 572 (de 573 registros
comprendidos) representando el 99,8 % de los del dataset completo. Luego de seleccionar
las variables que participarian en el estudio, solo se registré el 26 % de la base de datos
con al menos un valor ausente a lo largo de cada registro.

Ya se ha mencionado que la base de datos estd contaminada con ruido. Después de
varias exploraciones, se ha detectado la incompatibilidad de valores entre diferentes campos,
lo que indica para un mismo registro, que algin campo esta fuera del rango considerado
como posible a pesar del valor de otro campo. Este tipo de ruido es complicado de detectar
pero aln si se detectara, es complejo de eliminar. La deteccion de este ruido, que podriamos
llamar incompatibilidad, se basaria en conocimientos médicos, que se han rozado en esta
investigacion gracias al acercamiento a bibliografia basica como paginas de aclaracion de
dudas a usuario, diccionarios médicos, lecciones ptublicas de médicos y articulos cientificos,
algunos ejemplos de esto son [19],[57], [56] y otros que son referenciados, en este mismo
capitulo y en todo el documento. El otro problema con este tipo de ruido es que, de ser
identificado, implicaria la relacion de al menos dos variables, lo que implica, a pesar del
tiempo invertido, que esté fuera de las capacidades técnicas y tecnologicas establecer una
base de decision y determinar qué variable es correcta y con qué valor se podria sustituir
la incorrecta. Concluyendo, este tipo de ruido supondria, para un analista de datos, mucho
mas tiempo de investigacion y de revision de cada registro para llegar a construir una
solucion aceptable.

En el desarrollo de este apartado, y habiendo visualizado la base de datos de forma
general, se hace un analisis descriptivo y méas a lo especifico con cada variable y registro,
para comparar comportamientos y describir relaciones entre variables, las que puedan
tender o no a favorecer a alguna de las clases de las variables de salida. Extrayendo la
informacién que registra el dataframe de la base de datos orignal, se encuentra que la
base de datos tiene 8 920 entradas, de las que las 8 347 que representan la diferencia con
respecto a los registros identificados desde un inicio (573), solo tienen valor en una variable
y es el 0.

Tras acotar la base de datos con las consideraciones derivadas de las entrevistas al
médico, se procede a realizar el andlisis correspondiente, para el que se cuentan 573
registros con 26 columnas de las que 5 son identificadas como atributos objetivo.
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Analisis univariable

Para la exploracion estadistica, se estudian primero las variables dependientes y su
distribucién de clases, luego las variables categéricas y por ultimo, las numéricas.

VARIABLES DE SALIDA

Nombre Hospital
Tipo de dato Categérico Binario
Valores faltantes No tiene

Ruido y Visualizacién No tiene valores atipicos

Hospital
N (00
w10

400 1

350 +

Hospital

Figura 3.14: Visualizacién de variable “Hospital”

Comentario La etiqueta de clase “no hospitalizacion” es el resultado mas frecuente en
el departamento de urgencias y para las condiciones que se han expuesto desde el
principio. Todos los registros estan representados y de ellos dos séptimas partes (164
valores) identifican a pacientes que si se hospitalizaron.

Nombre UVI
Tipo de dato Categérico Binario

Valores faltantes No tiene

Ruido y Visualizacién No tiene valores atipicos
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Figura 3.15: Visualizacién de variable “UVI”

Comentario Esta es una variable que presenta valores positivos (o sea, de si traslado a
la UVI) muy desbalanceados en cantidad total, con respecto al nimero de la clase
cero, que es 562. De esta forma, la clase positiva representa solo un 2 % de la cantidad
de pacientes registrados.

Nombre Coronarias
Tipo de dato Categérico Binario
Valores faltantes No tiene

Ruido y Visualizacién No tiene valores atipicos

Comentario Presenta 16 valores con la clase “’1” y 557 con la clase “0”, o sea, muy
pocos de los pacientes registrados fueron dirigidos al espacio de atenciéon especial de
la enfermedad coronaria.

Nombre ICTUS

Tipo de dato Categérico Binario

Valores faltantes No tiene

Ruido y Visualizacién No tiene valores atipicos

Comentario Presenta todos los registros en la clase negativa y esto hace que sea una
salida dificil de pronosticar tal cual, porque no contiene ejemplos de clasificacion
positiva para que un modelo hipotético aprenda a reconocerlo.
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Figura 3.16: Visualizacién de variable “Coronarias”
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Figura 3.17: Visualizacion de variable “ICTUS”
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Nombre Mortalidad Hospitalaria
Tipo de dato Categérico Binario
Valores faltantes Tiene perido el valor del registro 568

Ruido y Visualizacién No tiene valores atipicos

Mort. Hospi
500 - N (0
s 10
400
-
S 300 1
8
200 1
100
0 - __
1d

Mort. Hospi

Figura 3.18: Visualizacién de variable “Mortalidad Hospitalaria”

Comentario Esta variable comprende a las personas que han fallecido en el tiempo
que permanecieron en las instalaciones hospitalarias (desde el dia de la llegada a
urgencias), algunos habiendo estado ingresados hasta 10 dias. En estas condiciones,
550 de los 573 pacientes registrados, fallecieron mientras eran atendidos en el hospital.

VARIABLES CATEGORICAS

Nombre Sexo
Tipo de dato Categdrico con dos posibles valores
Valores faltantes No tiene
Ruido y Visualizacién No presenta valores atipicos
Comentario Se evidencia que en el registro de pacientes hay mas hombres que mujeres,

por un margen de 18 %. [Figura 3.19]

Nombre Triaje
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Male

Fimale
Figura 3.19: Distribucién de valores de la variable “Sexo”
Tipo de dato Categoérico ordinal con 3 posibles valores

Valores faltantes No tiene

Ruido y Visualizacién No presenta valores atipicos

Figura 3.20: Distribuciéon de valores de la variable “Triaje”

Comentario Ya se aclaré porqué esta variable presenta solo 3 variantes de valores
de las 5 con que normalmente se maneja en el ED. La mayor parte de los pacien-
tes(especificamente 432) llegaron a urgencias con un nivel menos grave dentro de
estas 3 variantes mas graves de valoracion. Sin embargo, solo 4 pacientes se reportan
con condiciones de tal gravedad que necesitaron resucitacion (o sea, con valor “17).
[Figura 3.20]
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Nombre Estados de coma de Glasgow (GCS)
Tipo de dato Categdrico ordinal en los tres casos
Valores faltantes No tienen

Ruido y Visualizacién No presentan valores atipicos

GCS.0-H GCS.V-H GCS.M-H

count 5730 5730 5730
unique 4.0 4.0 6.0
top 40 50 6.0
freq 5550 5520 561.0

Figura 3.21: Descripcién estadistica de las variables “GCS.Ocular”, “GCS.Verbal”,
“GCS.Motora”, respectivamente

Comentario Estas tres variables se asemejan en su distribucion de valores y en los tipos
de clasificaciones que comprenden. Segun la tabla de la Figura 3.21, una considerable
mayoria de los pacientes registrados, en los tres casos, presentan el nivel mas alto las
respectivas clasificaciones, lo que indica que la mayorfa de los pacientes (cantidad
evidenciada en la ultima fila) tiene actividad ocular espontanea (nivel “4” de Ocular),
que mantienen una conversacién (nivel “5” de Verbal) y que su cuerpo obedece a la
orden que se le de (nivel “6” de Motora).

Nombre Ritmo
Tipo de dato Categérico nominal

Valores faltantes No tiene

Ruido y Visualizacion No presenta valores atipicos pero si que 16 registros muestran
el nombre de la categoria que identifica el tipo de ritmo interpretado a partir del
ECG del paciente, mientras que en los 557 casos restantes, esta variable muestra el
nimero que se le hace corresponder a cada ritmo (Tabla 3.1).

Comentario Del total de registros contabilizados, 346 son sefialados por tener un ritmo
sinusoidal (332 tienen el valor 1y 14 muestran el nombre correspondiente), que es el
equivalente a decir que tanto el ritmo como la respiraciéon son normales.

Nombre intervalo ST
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Tabla 3.1: Frecuencia de registros con cada valor de “Ritmo”

Valores de Ritmo

Conteo de valores

1

8

3

5

13

Ritmo sinusoidal
10

12

4

11

17

14

16

15

6

2

7

18

Flutter auticular
Fibrilacién auricular

332
o8
o8
49
18
16

—_
=~

== R = = = =N N R R Ot

Tipo de dato Categérico nominal

Valores faltantes No tiene

38

Ruido y Visualizacion No presenta valores atipicos pero muestra otro tipo de ruido
que podria llamarse “ruido de valores” y que también aparece en la variable Ritmo
y consiste en que no se corresponde la notacién que identifica a las categorias en
todos lo registros: palabras o ntimeros. (Tabla 3.2)

Comentario La variable presenta 573 registros con valor normal, que es el méas frecuente
con 484 casos clasificados con la categoria 1 y 13 casos clasificados con el nombre de

esa categoria 1.

Nombre Edad

VARIABLES NUMERICAS

Tipo de dato Numérico entero



Desarrollo del Proyecto 39

Valores de ST Conteo de valores

1 484
5 30
6 17
Normal 13
3 12
4 7
2 4
7 2
Descenso 2
T picudas 1
T negativas 1

Tabla 3.2: Frecuencia de registros con cada valor de “ST”

Indicadores estadisticos valores estadisticos

count 573.000000
mean 70.719023
std 16.301238
min 18.000000
25% 62.000000
50 % 75.000000
75 % 83.000000
max 96.000000

Tabla 3.3: Descripcion de variable “Edad”

Valores faltantes No tiene

Ruido y Visualizacién En la descripcién estadistica de esta variable (Tabla 3.3) y
la grafica de caja correspondiente (Figura 3.22 ), se reconocen como atipicos las
edades entre 18 y 30 afios, segun el calculo de los correspondientes cuartiles y de las
relaciones entre ellos.
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Figura 3.22: Gréafica de caja de variable “Edad”
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Figura 3.23: Distribucion original de variable “Edad”

Comentario En las figuras anteriores se muestra que la variable presenta 573 valores
distribuidos entre 18 y 96 anos. Las edades menos comunes son aquellas que se
encuentran entre 18 y 30. Mas del 50 % de las personas registradas tiene edades
entre 75 y 96 anos, relacion de mayoria que también se evidencia en el hecho de que
el promedio de estas edades sea 70.7 % del total de edades de los pacientes.



Desarrollo del Proyecto 41

Indicadores estadisticos valores estadisticos

count 573.000000
mean 14.891798
std 3.977492

min 9.000000

25% 12.000000
50 % 14.000000
75 % 16.000000
max 48.000000

Tabla 3.4: Descripcion de variable “Frecuencia Respiratoria”
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Figura 3.24: Grafica de caja de variable “Frecuencia Respiratoria”

Nombre Frecuencia Respiratoria [FR]
Tipo de dato Numérico entero
Valores faltantes No tiene

Ruido y Visualizacién Presenta valores atipicos que se senalan en la Figura 3.24 y
se esperan encontrar a partir de la alta diferencia que muestra la Tabla 3.4 entre el
valor del tercer cuartil y el maximo valor contenido.
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Distribucion criginal
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Figura 3.25: Distribucién original de variable “Frecuencia Respiratoria”

Comentario La variacion normal de la variable suele estar entre 12 y 20, es comprensible
que la biblioteca “matplotlib” destaque los valores fuera de este rango, en este caso

por encima, como atipicos.
Nombre Saturacién de Oxigeno en Sangre [SpO2]
Tipo de dato Numérico entero

Valores faltantes No tiene
Ruido y Visualizacién Presenta valores atipicos que se senalan en la Figura 3.26 y en

la Figura 3.27.
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Indicadores Estadisticos Valores Estadisticos

count 573.000000
mean 96.497382
std 2.714648

min 85.000000
25% 95.000000
50 % 97.000000
75 % 99.000000
max 100.000000

Tabla 3.5: Descripcién de variable “Saturaciéon de Oxigeno en Sangre”
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Figura 3.26: Grafica de caja de variable “Saturaciéon de Oxigeno en Sangre”
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Distribucion original
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Figura 3.27: Distribucion original de variable “Saturaciéon de Oxigeno en Sangre”

44



Desarrollo del Proyecto 45

Comentario Segun la distribucion estadistica de la variable que se muestra en la Tabla
3.5, la relacion entre cuartiles da a entender que los valores por debajo de 89 son
atipicos para esta variable.

Nombre Oxigeno en Aire Inspirado [FiO2]

Tipo de dato Numérico entero

Valores faltantes No tiene

Ruido y Visualizacién Presenta valores atipicos que se sefialan en la Figura 3.28.
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Figura 3.28: Grafica de caja de variable “Oxigeno en Aire Inspirado”

Indicadores Estadisticos Valores Estadisticos

count 573.000000
mean 0.225864
std 0.076858
min 0.210000
25% 0.210000
50 % 0.210000
75 % 0.210000
max 0.990000

Tabla 3.6: Descripcion de variable “Oxigeno en Aire Inspirado”
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Figura 3.29: Distribucion original de variable “Oxigeno en Aire Inspirado”

Comentario El valor 0.21 es tan comtn entre los datos, que la biblioteca de analisis es-
tadistico reconoce a todos los deméas como atipicos (la variable tiene, especificamente,
609 registros con valor 0.21) En le boxplot, los tres cuartiles son 0.21 y aplicando las
relaciones correspondientes, también el minimo y maximo de los valores corresponde
a 0.21, por ello los valores por debajo de 0.21 y por encima de 0.21 (estos tltimos
comprendidos entre 0.21 y 0.99, segtin la descripcion estadistica de la variable en la

Tabla 3.6), son los considerados atipicos.

Nombre Tension Arterial Sistdlica [TAS]
Tipo de dato Numérico entero
Valores faltantes No tiene
Ruido y Visualizacién Presenta valores atipicos que se senalan en la Figura 3.30 y su

presencia es reconocida en la diferencia entre el valor minimo y el cuartil primero de

los valores de la variable (Tabla 3.7)
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Indicadores Estadisticos

Valores Estadisticos

count
mean
std
min
25 %
50 %
75 %

max

573.000000
124.386056
24.863739
0.210000
108.000000
123.000000
139.000000
232.000000

Tabla 3.7: Descripcion de variable “Tension Arterial Sistélica”
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Figura 3.30: Grafica de caja de variable “Tension Arterial Sistélica”
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Distribucion original
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Figura 3.31: Distribucion original de variable “Tension Arterial Sistolica”
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Comentario Es notable que le valor minimo presentado por la variable es un valor
totalmente sin sentido cuando se habla de tension sistolica y totalmente acorde
con la variable de concentracién de oxigeno en aire inspirado: Oxigeno en Aire
Inspirado [FiO2]. Este valor es reconocido, claro estd, como valor atipico dentro
de la variable a estudiar y pudiera ser producto de un error en la transferencia de
los registros escritos, de los hospitales a la base de datos digital (Ver Figura 3.31).

Nombre Tension Arterial Diastélica [TAD]
Tipo de dato Numérico entero

Valores faltantes No tiene

Ruido y Visualizacion Presenta valores atipicos que se sefialan en la Figura 3.32, en
la Tabla 3.8 y en la distribucién mostrada en la Figura 3.33.

Indicadores Estadisticos Valores Estadisticos

count 573.000000
mean 69.120419
std 14.464249
min 29.000000
25% 29.000000
50 % 68.000000
75 % 78.000000
max 162.000000

Tabla 3.8: Descripcion de variable “Tension Arterial Diastélica”
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Figura 3.32: Grafica de caja de variable “Tensién Arterial Diastolica”
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Figura 3.33: Distribucion original de variable “Tension Arterial Diastélica”

Nombre Frecuencia Cardiaca [FC]
Tipo de dato Numérico entero

Valores faltantes No tiene

Ruido y Visualizacion Presenta valores atipicos que se sefialan en la Figura 3.34, en
la Tabla 3.9 y la Figura 3.35.
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Indicadores Estadisticos Valores Estadisticos

count 573.000000
mean 73.593368
std 16.863617
min 30.000000
25% 62.000000
50 % 70.000000
75 % 83.000000
max 147.000000

Tabla 3.9: Descripcion de variable “Frecuencia Cardiaca”
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Figura 3.34: Grafica de caja de variable “Frecuencia Cardiaca”
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Figura 3.35: Distribucion original de variable “Frecuencia Cardiaca”
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Nombre Tiempo de Trombina [TT)]
Tipo de dato Numérico decimal
Valores faltantes Tiene un valor ausente

Ruido y Visualizaciéon Presenta un valor atipico que se senala en la Figura 3.36 y en
la Tabla 3.10.

Indicadores Estadisticos Valores Estadisticos

count 572.000000
mean 36.105769
std 3.079607

min 33.500000
25% 35.500000
50 % 36.000000
75 % 36.400000
max 108.000000

Tabla 3.10: Descripcién de variable “Tiempo de Trombina”
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Figura 3.36: Distribucién original de variable “Tiempo de Trombina”

Comentario Todos los valores estan concentrados entre 30 y 40, excepto el 108 que, tras
los calculos correspondientes para sacar los valores limites respecto a las relaciones
entre cuartiles (para este caso min = 33.15 y méax = 36.85), se evidencia como un

valor atipico.

Nombre Hematocrito [Het]

Tipo de dato Numérico decimal

Valores faltantes No tiene

Ruido y Visualizacion Presenta valores atipicos que se senalan en la Figura 3.37, en
la Tabla 3.11 (mayormente en la diferencia entre el valor minimo de la variable y el

primer cuartil de la misma) y en la Figura 3.38.
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Indicadores Estadisticos Valores Estadisticos

count 573.000000
mean 39.531588
std 6.129437

min 11.400000
25% 36.400000
50 % 40.300000
75 % 43.500000
max 59.000000

Tabla 3.11: Descripcién de variable “Hematocrito”
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Figura 3.37: Grafica de caja de variable “Hematocrito”
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Figura 3.38: Distribucion original de variable “Hematocrito”
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Nombre Leucocito [Leuco]
Tipo de dato Numérico decimal
Valores faltantes no tiene

Ruido y Visualizacion Presenta valores atipicos que se senialan notablemente en la
Figura 3.39, en la diferencia entre el valore del tercer cuartil y el valor méximo de la
variable como lo muestra la Tabla 3.12 y en la distribucién que muestra la Figura

3.40.
Leuco.
[}
m 4
[}
Eﬂ 4
50 - B
[}
_qn -
301 B
20 ﬁ
10 A
| I
1

Figura 3.39: Gréfica de caja de variable “Leucocito”

Indicadores Estadisticos Valores Estadisticos

count 573.000000
mean 9.304101
std 5.809216
min 0.900000
25% 6.500000
50 % 8.100000
75 % 10.600000
max 74.200000

Tabla 3.12: Descripcién de variable “Leucocito”
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Figura 3.40: Distribucion original de variable “Leucocito”

Nombre Plaquetas

Tipo de dato Numérico decimal

Valores faltantes Tiene 2 valores ausentes

Ruido y Visualizacion Presenta valores atipicos que se muestran en la Figura 3.41 y
cuya presencia se hace resaltar en la diferencia entre las dos tltimas filas de la Tabla

3.13.

Indicadores Estadisticos Valores Estadisticos

count 571.000000
mean 218.887916
std 90.391457
min 33.000000
25% 171.500000
50 % 206.000000
75 % 250.000000
1078.000000

max

Tabla 3.13: Descripcién de variable “Plaquetas”
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Figura 3.41: Distribucién original de variable “Plaquetas’

Nombre Glucosa [Glu]
Tipo de dato Numérico entero
Valores faltantes No tiene valores ausentes

Ruido y Visualizacién Presenta valores atipicos que se muestran en la Figura 3.42, la
Figura 3.43 y se evidencian en la Tabla 3.14 tanto en la diferencia entre los limites
de valores de la variable (méximo y minimo) y los cuartiles correspondientemente
méas cercanos (tercero y primero, respectivamente).
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Indicadores Estadisticos Valores Estadisticos

count 573.000000
mean 141.762653
std 44.284003
min 23.000000
25% 113.500000
50 % 133.000000
75 % 162.000000
max 355.000000

Tabla 3.14: Descripcién de variable “Glucosa”
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Figura 3.42: Grafica de caja de variable “Glucosa”
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Figura 3.43: Distribucion original de variable “Glucosa”
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Nombre Creatinina [Creal
Tipo de dato Numérico decimal
Valores faltantes No tiene valores ausentes

Ruido y Visualizacién Presenta muchos valores atipicos, los que se muestran en la
grafica de cajas de la Figura 3.44, en la Tabla 3.15 y en la Figura 3.45; donde todos
los valores fuera de lugar estan por encima de 2, parece este mismo ser un valor alto
para la variable.
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Figura 3.44: Gréfica de caja de variable “Creatinina’

Indicadores Estadisticos Valores Estadisticos

count 573.000000
mean 1.189738
std 0.743829
min 0.270000
25% 0.820000
50 % 1.020000
75 % 1.300000
max 10.100000

Tabla 3.15: Descripcién de variable “Creatinina”
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Figura 3.45: Distribucion original de variable “Creatinina”

Nombre Troponina [Trop]
Tipo de dato Numérico decimal

Valores faltantes Tiene 147 valores ausentes

Ruido y Visualizaciéon Presenta valores atipicos que se muestran en la Figura 3.46 y
en el conteo de valores mostrado en el la Tabla 3.16. Ademads de lo anterior, tanto en
las tdltimas dos filas de las estadisticas (Tabla 3.16) como en la gréfica evidencian

que los valores alrededor de mil son demasiado altos para esta variable.

Indicadores Estadisticos Valores Estadisticos

count 426.000000
mean 51.939061
std 326.485653
min 0.760000
25% 4.600000
50 % 10.495000
75 % 23.537500
max 6293.000000

Tabla 3.16: Descripcién de variable “Troponina”



Desarrollo del Proyecto 64

Distribucion criginal

0L008E

0007

0006

0005

0004

Density

0.003 - |

0.002 4 [
[ P
| |
0.001 - | B

| \

|
S -ﬁ»u_ ALl : : : : _—

o 1000 2000 3000 4000 5000 G000
Top. de los pacientes registrados

0.aoo

Figura 3.46: Distribucién original de variable “Troponina”

Después de visualizar cada atributo, se concluye que es necesario revisar el comporta-
miento multivariable para poder decidir qué tan ttiles son para el estudio cada uno de
ellos, pues se encontraron muchos valores ausentes y un elevado niimero de valores fuera
de lugar en las respectivas variables que los comprenden. También se pudo reconocer ruido
causado por la insercién de valores de una variable en otra.

Analisis multivariable

En este apartado se analizan las variables mostrando: el comportamiento individual
frente a las variables de salida y la relaciéon entre par de predictores y la variable de
salida, asi como muestra la matriz de correlaciéon donde intervienen todas. En el caso
de las variables a predecir, se relacionan en dos formas estratégicas: la descripcién de
comportamientos entre ellas y la comparacion de las tres que constituyen el servicio UCI
(segtin los requerimientos del médico responsable) y que conformardn una nueva variable.

“Hospitalizacién”

La Figura 3.48 muestra la edad de los pacientes separada por cuatro grupos de edad,
limitados por regulaciones médicas. En la Figura 3.47 la mayoria de los hospitalizados
son personas de avanzada Fdad, pero esto no resalta ante el hecho de que son mayoria
las personas de avanzada edad en ambas clases. También se visualiza que hay personas
hospitalizadas menores de 30 anos. Teniendo en cuenta los valores atipicos en cada variable
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que los presenta, no se visualiza tendencia alguna de comportamiento a favor de una
variable u otra en base a la edad de los pacientes registrados, como en el caso de la
Creatinina (ver Figura 3.53) y la Saturacion de oxigeno en la sangre (ver Figura 3.54
y Figura 3.49) cuyos valores considerados normales se graficaron dispersos en ambas
clases. También se obtuvieron (como resultado de las graficaciones andlogas a las figuras
anteriores) valores altos, normales o de pre-diabetes de Glucosa tanto en “hospitalizados”
como en “no hospitalizados” (ver Figura 3.51). Los valores establecidos para los grupos de
glucosa, se muestran en el segmento de cédigo de la Figura 3.52.
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Figura 3.47: Los valores de “Edad” con respecto a la salida “Hospital”
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Figura 3.48: Grupos de “Edad” con respecto a la salida “Hospital”

Los valores seguidos para establecer limites de saturacion de oxigeno en sangre, se
muestran en la Figura 3.50, los que fueron tomados de [57] y las paginas de consulta
médica para pacientes consultadas.
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Figura 3.49: “Saturacién de oxigeno en sangre” con respecto a la salida “Hospital”

df_data.loc[df_data[ 'Sp02-H'].between(95, 180, inclusive = True), 'Saturacidon_©2'] = 'Sat_Normal’
df_data.loc[df_data['Sp02-H'].between(91, 94, inclusive = True), 'Saturacidén_82'] = 'Sat_hipoxia_leve'
df_data.loc[df_data['Sp02-H'].between(86, 98, inclusive = True), 'Saturacidén_e2'] = 'Sat_hipoxia_moderada’
df_data.loc[df_data['Sp02-H'] <= 85, 'Saturacidn_e©2'] = 'Sat_hipoxia_grave'’

Figura 3.50: Codigo de “Saturacion de oxigeno en sangre” con respecto a la salida “Hospital”

Respecto a la Frecuencia respiratoria, hay valores que ninguna de las personas hospita-
lizadas presentaron, pero esto se puede deber a algin error de llenado de la base de datos
o que simplemente no coincidié ese valor con la medicién de algiin paciente, pues se trata
de valores intercalados entre otros que si estan presentes tanto en personas hospitalizadas
como en no hospitalizadas.

Los estados de coma de Glasgow, se obtienen graficados respecto a la variable de salida
Hospitalizacion de forma que son los mismos estados para ambas clasificaciones en el
caso del parametro verbal, para el caso de los otros dos parametros de la coma: todos los
estados tienen representacion en la clase positiva (pacientes hospitalizados). Tal como el
estado de coma de de Glasgow, los niveles de Triaje también se representan por igual en
ambas clases de la variable de salida.

La variable que indica la Concentracion de oxigeno en el aire inspirado (FiO2), muestra
valores de 0,21 (los que se consideran normales y son mayoria entre los datos) para ambas
clases, pero casi todos los valores por encima de 0,21 (aunque no todos ni en mayor
cantidad) son representativos de las personas que fueron hospitalizadas (ver Figura 3.54
y Figura 3.55). Se debe resaltar que estos valores superiores podrian indicar que estas
personas necesitaron algin tipo de ventilacion artificial, mas no necesariamente que fueron
hospitalizadas, ya que la totalidad de los casos de hospitalizacién no tienen un valor
elevado en esta variable, ni todos los valores altos corresponden a personas que resultaron
hospitalizadas.
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Figura 3.51: Valores de “Glucosa” con respecto a la salida “Hospital”

df_data.loc[df_data['Glu'].between(70@, 180, inclusive = False), 'Glucosa']
df_data.loc[df_data['Glu'].between(100, 125, inclusive = True), 'Glucosa']
df_data.loc[df_data['Glu'] < 7@, 'Glucosa'] = 'Glucosa_Hipoglucemia'
df_data.loc[df_data['Glu'] »= 126, 'Glucosa'] = 'Glucosa_Diabetes'
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Figura 3.52: Cédigo de valores de “Glucosa” con respecto a la salida “Hospital”
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Figura 3.53: Los valores de “Creatinina” con respecto a la salida “Hospital”
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Figura 3.54: Los valores de “FiO2” con respecto a la salida “Hospital”
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Figura 3.55: Respiracion “FiO2” con respecto a la salida “Hospital”

Segun la Figura 3.56 no hay un nivel de ST, que sea caracteristico de las personas
hospitalizadas, como se comprobé sucede con Ritmo, el resto de variables categoricas. Las
clases esta distribuidas de forma que en todos los niveles de la variable categérica que se
analice, la mayor parte de las personas fueron hospitalizadas.

De la Figura 3.57 se concluye que con Frecuencia respiratoria alta y también Frecuencia
cardiaca alta, aunque no hay establecida una tendencia de los valores a favorecer la
hospitalizaciéon, pareciera que en esos limites la hospitalizacién es segura.

En las relaciones de distribuciéon, donde esta la mayor probabilidad de ocurrencia de
una variable de salia, ahi estara la otra, no se establecen diferencias. Asimismo, en la
matriz de correlacion mostrada en la Figura 3.58, se evidencia la alta analogia entre las
variables de estado de coma de Glasgow, mientras son negativas y débiles las relaciones
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Figura 3.56: Histograma de “Hospital” para “ST”
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Figura 3.57: Relacion de valores entre “Frecuencia cardiaca” y “Frecuencia respiratoria”

con la variable de salida. El resto de la matriz de correlacién presenta una analogia muy
débil de las variables independientes con respecto a la variable de salida.

“Mortalidad Hospitalaria”

Revisando el comportamiento de los atributos con respecto a la variable que indica la
Mortalidad hospitalaria, se encuentra que las personas fallecidas tenian edades avanzadas,
por encima de 60 anos (ver Figura 3.59). Y las Frecuencias cardiacas de estas personas
solia estar por encima de 100 Ipm y por debajo de 90 Ipm.

En cuanto al estado de coma de Glasgow, esta variable se comporté de forma similar
a como lo hizo respecto a la variable Hospitalizacidon, con el agrego de que el nivel “2”
(que es el segundo de los niveles més graves) del pardmetro ocular (ver Figura 3.60), solo
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Figura 3.58: Matriz de correlacion con la salida “Hospital”
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Figura 3.59: Los valores de “Edad” con respecto a la salida “Mortalidad Hospitalaria”
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estd representado entre las personas fallecidas, lo que no es precisamente un encauce hacia
la hospotalizacién para todos los que sean catalogados con este nivel de estado de coma.
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Figura 3.60: Los valores de “GCS.O” con respecto a la salida “Hospital”

En base a lo graficado en la Figura 3.61, todas las personas que fallecieron presentaron
una forma normal de la porcién de ciclo cardiaco ST en el ECG realizado en el ED; asi como
la mayor parte de los fallecidos fueron hospitalizados también, esta tltima informacion se
visualiza en la Figura 3.62.
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Figura 3.61: Histograma de “Mortalidad Hospitalaria” para “ST”

CCUCI”

Con la clase UCI, el comportamiento de las variables independientes es similar al com-
portamiento que éstas han tenido con el resto de las variables de salida: las personas
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Hospital

Figura 3.62: Histograma de “Mortalidad Hospitalaria” para “Hospital”

trasladadas a la UCI, suelen ser mayores de edad (de alrededor de 60 afios como minimo) y
confluyen en ambas clases de la variable de salida tanto los valores que indican normalidad
en el estado del paciente (en el caso de cualquier variable dependiente) como los que no.
Similar a lo que ocurre con la clase de Mortalidad hospitalaria, el nivel “2” del parametro
Ocular del estado de coma de Glasgow, solo se ve representado en las personas ingresadas
a a la UCI, aunque los restantes niveles se relacionan con esta clase (la positiva) y con la
negativa.

En la Figura 3.63 se evidencia que de las personas trasladadas a la UCI, la mayor parte
presenta un nivel de Troponina considerado médicamente como irregular.
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Figura 3.63: Histograma de “UCI” para “Troponina”

“Variables de salida”
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Hospitalizacion Mortalidad Hospitalaria UClI Frecuencia

0.0 0.0 0.0 0.0 0.0 407
1.0 0.0 0.0 0.0 0.0 123
1.0 1.0 0.0 0.0 0.0 13
1.0 0.0 0.0 1.0 0.0 11
1.0 0.0 1.0 0.0 0.0 9
1.0 1.0 0.0 1.0 0.0 )
1.0 1.0 1.0 0.0 0.0 2
0.0 1.0 0.0 0.0 0.0 2

Tabla 3.17: Comparacion de las salidas del conjunto de datos

La Tabla 3.17 esta conformada por cuatro columnas de las que las tres primeras reflejan
la combinacién de valores de las cinco variables de salida identificadas en la base de
datos original: Hospitalizacion, Mortalidad Hospitalaria y las tres variables que
conformaran la variable UCI (ICTUS, Coronarias y UVI); de forma que la tercera
columna se subdivide en tres valores que se analizan ya como parte de la misma variable
UCI, la que se ha de reconocer con clase positiva si presenta valor “1” en cualquiera de
las tres variables que la componen, y con clase negativa si es undnime el valor “0” entre
los atributos componentes.

Cuando se relacionan los posibles valores de Hospitalizacion, Mortalidad Hospi-
talaria y de las variables que conformaran la variable UCI, como lo muestra la Tabla
3.17, se comprueba que existe la posibilidad de que una persona haya sido hospitalizada
y necesite atencién en la UCI (101), asi como de que haya sido hospitalizada y fallezca
préoximamente en las instalaciones hospitalarias (110). Vale sefialar, a partir de estas
observaciones, que las personas (en el registro de pacientes de la base de datos) que se
hayan reconocido como pacientes destinados a los cuidados intensivos (en todos los casos),
puntiian como pacientes hospitalizados. También se visualizan casos en los que se dan las
tres posibilidades: hospitalizado, con necesidad de atencién de cuidados intensivos y con
posibilidad de fallecimiento en la estancia hospitalaria (111), lo que tiene total sentido.

La Figura 3.64 muestra las relaciones entre todas las variables independientes y las tres
variables de dependientes que se obtendran finalmente. Por la gama de colores, se evidencia
que suelen coincidir los valores de analogia de las variables predictoras con respecto a
las dos ultimas clasificaciones mencionadas anteriormente (Mortalidad Hospitalaria
y UCI); las que se relacionaban altamente entre si, mostrando que por lo general las
personas que han fallecido has sido ingresadas a la UCI con anterioridad. Los estados de
coma de Glasgow tienen una correlacion mayor, aunque inversa, con estas dos variables de
salida, valor que esta al rededor de 0,33 de probabilidad. La variable FiO2 es la segunda
que mas se relaciona con las tres salidas, con una probabilidad de 0,24.
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Figura 3.64: Correlacién de las variables independientes respecto a las variables depen-

dientes
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UVI ICTUS Coronarias Frecuencia

0.0 0.0 0.0 239
0.0 0.0 1.0 17
1.0 0.0 0.0 11
1.0 0.0 1.0 5

Tabla 3.18: Comparacion de salidas de la futura variable “UCI”

Conclusion de la Exploracion

Luego de explorar las variables, se concluye que no se visualizan tendencias marcadas
a favor de una clase en especifico, y si que puede haber ruido en la base de datos capaz de
sesgar los datos.

Limpieza de los datos

Esta fase tiene una pre-etapa incluida en el andlisis exploratorio de los datos y es
transversal al resto de los procesos por los que pasan los datos, hasta la creacion de un
modelo. En la etapa exploratoria se filtraron los 573 registros validos (en la primera mirada
a la base de datos) utilizando como base el valor de la primera variable de la base de datos
original (Cohort), ya que que no presenta valores ausentes en la blisqueda general de no
nulos. También se buscaron las posibles filas duplicadas para su eliminaciéon. Aunque ya
se haya realizado una pre-limpieza para obtener resultados mas claros de andlisis de los
datos, en este aparatado se explican los pasos seguidos para limpiar la base de datos lo
mejor posible y disponerla para la seleccién de modelos: conformar la variable UCI (tal y
como lo propuso el médico responsable de los datos), corregir los valores incoherentes en
la estructura de las variables y rectificar los registros con espacios vacios y valores fuera
de lugar en la base de datos.

Conformacion de la variable UCI

El proceso de limpieza implica transformaciones leves de la base de datos y se inicia
con la conformacién de la variable UCI. En la Figura 3.18 se registran los valores que
presentan las variables UVI, ICTUS y Coronarias, en ese orden.

Para crear la variable UCI, se encontraron cuatro posibles combinaciones de las cinco
esperadas para esta variable, y es que en la base de datos no hay pacientes que estén
relacionados con el ICTUS, ademas de que el que ingresa en una area no ingresa en la
otras, o sea, estos campos que conformaran UCI son excluyentes entre si. Era de esperar
que no coincidiera ninguno en la calificacion positiva, porque se trata de opciones de
tratamiento especificas dentro de la UCI. En el apartado de trasformacion se agrupan
las variables en la nueva UCI, en forma de variable binaria, que tendra valor positivo
para cualquiera de las opciones de ingreso en las tres unidades que la componen (o sea,
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si alguna de las variables componentes es positiva) y tenderéd valor negativo en caso que
todas sean negativas.

uci
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Figura 3.65: Distribucion de valores de la variable “UCI”

Valores incoherentes de las variables

En la etapa de exploracion de los datos, se encontraron dos atributos con algunos de
sus valores categoricos y originalmente establecidos como niimeros enteros que identifican
las categorias correspondientes, representados con el nombre de la categoria. Esta situacion
crea incoherencia en los tipos de datos de las respectivas variables. Ya que se habian
proporcionado los nombres por nivel correspondientes a cada variable categoérica numérica

(junto con la base de datos), se corrigieron estos valores en las variables afectadas: Ritmo
y ST.

Valores ausentes

De las variables detectadas con valores ausentes, se mantuvieron en el estudio T'T,
Plaquetas, Mortalidad Hospitalaria y Trop. Las razones de mantener esta variables
son las siguientes:

s “Mortalidad Hospitalaria”, porque es una variable de salida y la mejor medida ante
la ausencia de un valor podria ser eliminar ese registro, aprovechando que es solo
uno, para esa prediccién en especifico.

» “TT”y “Plaquetas”, porque entre ambas tienen 3 valores ausentes y son muy pocos
comparados con la cantidad de registros en general. Estos espacios vacios se pueden
sustituir por alguna medida estadistica que, en este caso es el promedio.
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s “Trop.”, porque el médico le dio un significado a los limites de valores de esta variable
numérica, asi como comenté las razones por las que quedaron registros vacios en el
momento de rellenar la base de datos.

En el caso del atributo Trop, para completar esta variable se parte de que el médico
planted que los valores ausentes se pueden interpretar como son valores por encima de 4,
va que 4 es el limite de que todo esta bien con el paciente. De esta forma, los valores por
encima de 4 son los interesantes para el médico que evalda al paciente (o sea, indican que
no estan bien los niveles de troponina). Comparando esta observacién con el resultado
de la bisqueda de informacién en internet [3], se resuelve que los 147 valores ausentes
se sustituyen por “5.0”. Tanto la explicacién del médico como la investigacion realizada,
permiten sustituir los valores ausentes por una categoria de normalidad dentro de la
descripcion de la variable, pero no permite rellenar la variable con valores numéricos, ya
que no se tienen. Con base en ello y los rangos de valores considerados de salud normal y
de salud afectada, se crea una nueva variable categérica que indica las normalidad o no en
los niveles de troponina en sangre de los pacientes. Esta variable se nombré Troponina.

Valores atipicos

Con el auxilio de la funcion KININ, se seleccionaron los registros con valores atipicos y
se eliminaron del conjunto de datos. En primer estudio realizando a los datos, se comprob6
que estos valores, aunque sin ser técnicamente comprendidos como para establecer limites
razonables, entorpecian a la solucién de la clasificacién. Por ello, mientras no se tenga un
respaldo profesional que acompartie en la bisqueda de valores posibles e imposibles para
cada atributo (inclusive si se acotan los valores para la enfermedad en especifico), se toma
la decision de prescindir de todos los reconocidos por las bibliotecas que realizaron este
proceso. Finalmente, se eliminaron 122 registros quedando la base de datos con 451 para
el resto de los pasos a seguir.

Exploracion y seleccion de modelos

Para seleccionar los modelos mas competentes, se establece una estrategia de trabajo
en la que se parte de introducir los datos obtenidos como resultado del pre-procesamiento
de la etapa anterior, tal cual, y se procede a aplicar, paulatinamente, transformaciones
a este conjunto de datos, transformaciones que se derivan de lo aprendido en estudios
anteriores y del analisis realizado en la etapa de exploracién. Cada transformacién sobre
los datos ha de hacer que los datos transformados se interpreten como hiper-parametros
en la exploracion de modelos. El desempeno de los modelos probados se mide mediante
validacion cruzada y, en base a los errores que obtengan, se buscaran los resultados mas
prometedores.

Luego de la etapa de limpieza y preparacion de los datos, estos se dividen en dos
subconjuntos: entrenamiento y prueba. Al principio del proceso de investigacion, se
establecié que lo ideal seria dividir el conjunto de datos en tres partes: el subconjunto con
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el que aprenda el modelo, el de evaluar el modelo, y el de validar el modelo a partir de
casos de uso o hipdtesis que con la ayuda del médico se pudieran establecer. Al tratarse
de un conjunto de datos con tan pocos registros (originalmente y luego de la limpieza
realizada) y al no contar con otra base de datos para validacién, el tercer subconjunto
quedd desestimado en esta ocasion.

Se ha disenado una “Metodologia experimental” a seguir para esta etapa, que se basa
en: seleccionar las métricas de evaluacion, analizar los modelos para cada hiper-parametro
de seleccion de datos (segtin las métricas) y seleccionar le mejor modelo para optimizarlo.
Los pasos correspondientes se desglosan en los suba apartados siguientes.

Seleccion de medidas de evaluacion

Las métricas de evaluacion estan incorporadas en la biblioteca que se usa para explorar
y crear los modelos de clasificacion. Son todas métricas que tradicionalmente se relacionan
con los problemas de clasificacién en el uso de ML. Se parte de la tabla que describe el
rendimiento de un modelo supervisado de ML en los datos de prueba, o sea, la “matriz de
confusién”, ya que casi todas las métricas de desempefio se basan en ella. Esta se conforma
por las cuatro relaciones entre los valores reales y las perdiciones de las salidas, que son
los parametros que se relacionan a continuacion.

» Verdadero Positivo (TP, por sus siglas en inglés): cuando la clase real del punto de
datos es 1 (Verdadero) y la predicha es también 1 (Verdadero).

» Verdaderos Negativos (TN, por sus siglas en inglés): cuando la clase real del punto
de datos es 0 (Falso) y la pronosticada también es 0 (Falso).

» Falsos Positivos (FP, por sus siglas en inglés): cuando la clase real del punto de datos
es 0 (False) y la pronosticada es 1 (True).

» Falsos Negativos (FN, por sus siglas en inglés): Cuando la clase real del punto de
datos es 1 (Verdadero) y el valor predicho es 0 (Falso).

Segun el escenario que impone el significado de los datos, se estd buscando minimizar
al maximo FP y FN, donde el escenario ideal seria con estos parametros en 0. En las tres
clasificaciones que se estan analizando, se quieren capturar todos los casos Verdaderos
para la salida de cada modelo y se podria hacer una clasificacién positiva ain cuando la
persona realmente no necesita ingresar a una de las opciones hospitalarias (ingreso de
forma general incluyendo a la UCI) o realmente no va a fallecer en el tiempo de atencién
médica; lo que implicaria un uso innecesario de recursos hospitalarios y esfuerzos médicos,
ademas de la sobrecarga en el servicio. Pero serfa un gran error que ocurriera lo contrario
y se pierda el proceso de examenes y de atenciéon que necesitaria un paciente que deberia
estar hospitalizado o que podria fallecer pronto. Por lo tanto, es importante buscar que se
minimicen los FN.
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A partir de la relacién de estos cuatro parametros de la matriz de confusion, se
construyen las métricas de clasificacién que se enumeran a continuacién, resaltando el
significado de cada una.

1. Accuracy: Es el porcentaje total de elementos clasificados correctamente y es la
medida més directa de la calidad de los clasificadores con el mejor valor en 1 [36].

2. AUC: El area bajo la cuerva ROC da una idea de qué tan bien funciona el modelo.
Es perfectamente capaz de distinguir entre clase positiva y clase negativa. Cuando
AUC es 0.7, significa que hay 70 % de probabilidad de que el modelo pueda distinguir
entre clase positiva y clase negativa [30].

3. Recall: Es el nimero de elementos identificados correctamente como positivos del
total de positivos verdaderos. Nos da el rendimiento de un clasificador con respecto
a falsos negativos [36].

4. Precision: Es el nimero de elementos identificados correctamente como positivo de
un total de elementos identificados como positivos. Nos da el rendimiento de un
clasificador con respecto a los falsos positivos [13].

5. F1: Se utiliza para combinar las medidas de precisién y recall en un sélo valor,
asumiendo que nos importa de igual forma la precisién y la exhaustividad [36]. Por
tanto, es una media aritmética entre ambas métricas, que da idea de rendimiento
combinado.

6. Kappa de Cohen: El kappa de Cohen es una métrica que se usa a menudo para
evaluar el acuerdo entre dos evaluadores. También se puede utilizar para evaluar el
rendimiento de un modelo de clasificacién. Tiene en cuenta el desequilibrio en la
distribucion de clases y, por lo tanto, puede ser mas complejo de interpretar [94].

7. MCC: El Coeficiente de Correlacion de Matthews, dicta que cuanto mayor sea la
correlacion entre los valores reales y predichos, mejor sera la prediccion. MCC tiene
en cuenta los cuatro valores en la matriz de confusion de forma que un valor de MCC
alto, significa que ambas clases se predicen bien, el 0 compara el modelo con una
moneda al aire y el -1 es el valor minimo que puede tener [75].

Para comparar el desempenio de los modelos mediante validacién cruzada y enfocando
la aplicacién de este hacia minimizar los FN, Recall debe ser lo méas cercano posible
al 100 %. Se tiene en cuenta, ademés, AUC es la métrica que més se menciona en la
bibliografia médica en cuanto a evaluaciéon de modelos de clasificacién y que el Accuracy
es la métrica preferencial ante modelos de clasificacion, ya que mide las dos clasificaciones
con un solo nimero. Se llega al consenso de elegir la métrica Accuracy como la principal
para seleccionar los mejores modelos y AUC' para optimizar el modelo que se llegue a
crear. Igualmente, se verificara la eleccion del modelo con la revision del valor de Recall y
de las demés métricas.
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Hiper-parametros para los casos de seleccién

Los parametros de un modelo son las caracteristicas que va aprendido durante el
entrenamiento (como los pesos en una NN), mientras que los hiper-pardmetros pueden
verse como los ajustes del modelo para que este pueda resolver de manera optima el
problema de aprendizaje automatico por el que se le cre6. En el proceso de seleccion del
modelo, la eleccién de transformaciones sobre el dataset puede reconocerse como otro hiper-
parametro, especialmente cuando no hay seguridad acerca del efecto de estas modificaciones
sobre el comportamiento de los datos. En este acapite, se proponen transformaciones que
van desde modificaciones de registros hasta la seleccién de atributos (proceso conocido
como feature selection) y la ingenieria de caracteristicas (proceso conocido como feature
ingeniering). Estas se tienen en cuenta por ser muy comunes en el marco de creaciéon de
modelos de clasificacion y, por tanto, en este estudio se considera que establecen hipotesis
sobre el buen funcionamiento de sea cual sea el modelo creado. Se van escalando desde los
menores niveles de complejidad en cuanto a la transformacion del conjunto de datos y de
cada variable de forma especifica.

Al final del proceso de exploracién de modelos, se evaltian los posibles modelos y se
construye un modelo para cada posible combinacién de transformaciones de los datos.
Luego, se selecciona la arquitectura de datos que produce los mejores resultados. De forma
interna al proceso de exploracion, se realiza la optimizacién de cada modelo mediante la
busqueda de la configuraciéon 6ptima que permita mejorar la métrica seleccionada, en la
aplicacion del modelo a los datos. Este proceso de mostrara en el siguiente capitulo.

Luego de la limpieza realizada al conjunto de datos, hay una transformacién que es
inherente a este tipo de proceso de aprendizaje y que se mantiene en todos los caso: la
aplicacién de One Hot Encoder ' a los variables categéricas. Los hiper-parametros del
proceso de seleccion de modelos, seran las transformaciones presentadas a continuacion por
nivel de consideracion y uso. Estas transformaciones se organizaron en forma ascendente
en cuanto al nivel de modificacion de los datos y se agrupan en tres etapas con grupos de
transformaciones. La seleccion de cada etapa se basd en el primer acercamiento a los datos
(el ejercicio de Prdcticas Laborales del Mdaster) donde se realizaron pruebas de modelado
con todas estas transformaciones de forma independiente y los resultados fueron muy
cercanos para algunas de ellas.

Primera Correcciéon de valores atipicos y removimiento de colinearidad. Descartar los
atributos que tienen multicolinearidad, que son los que presentan alta correlacion
entre si.

Segunda Estandarizacion, normalizacién, data split stratify (que consiste en la separacién
del los datos del conjunto de entrenamiento y del de prueba, en funcién de la clase
que presenta cada registro) y ponderacion de la salida en los casos de las variables de

OOHE: Método de codificacién con el que se crean columnas para cada valor distinto de una caracte-
ristica especifica, que para cada registro marca con un 1 la columna a la que pertenezca dicho registro
mientras las demas quedan en 0
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salida Mortalidad Hospitalaria y UCI, para corregir el desbalance de las clases
(poniendo al 50 % ambas clases).

Tercera Seleccién de atributos, agrupacion de atributos y creacién de nuevas variables.

Pre-seleccion de modelos

A partir de la entrada de los datos del conjunto de entrenamiento, se seleccionan los
mejores modelos utilizando validaciéon cruzada y se comparan los resultados en base a las
medidas seleccionadas (Accuracy, AUC' y Recall).

Random Forest Classifier

Light Gradient Boosting Machine
Dummy Classifier

Logistic Regression

Gradient Boosting Classifier
Extra Trees Classifier

Linear Discriminant Analysis
Ridge Classifier

Ada Boost Classifier

K Neighbors Classifier

Decision Tree Classifier

SVM - Linear Kernel

Quadratic Discriminant Analysis

Naive Bayes

Figura 3.66: Modelos de clasificacion incluidos en la biblioteca de pyCaret

» Entrenar muchos modelos rapidos, utilizando parametros estandar de diferentes
categorias (Ver Figura 3.66).

= Medir y comparar el desempeno de estos modelos de modo que, para cada uno, se
utiliza la validacion cruzada de 10 subconjuntos y se calcula la media y la desviacion
estandar de las medidas de rendimiento en las 10 evaluaciones.

= Seleccionar los mejores modelos para cada prueba y cada clasificacion.
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Afinamiento de modelos

El proceso de optimizacion més bien consiste en encontrar una combinacion de hiper-
parametros que devuelva un modelo capaz de reducir las medidas de pérdidas predefinidas
y, asi, aumentar la precision en datos independientes. La propia biblioteca pyCaret tiene
incluidas las medidas de evaluacién que ya se han mencionado (que aunque se prioricen las
seleccionadas no se minimiza la importancia del resto), predefine un conjunto de pardmetros
para cada modelo de clasificacién binaria, recorre en iteracién varias combinaciones y mide
la precision y el resto de métricas hasta que encuentra un modelo “mejor”. De forma que la
métrica seleccionada debe ser inclusiva en cuanto a buenos resultados en las clasificaciones
a realizar, ademas, se prefiere que luego del proceso de optimizacion las mejoras realizadas
en funcién de esta métrica permitan también mejoras en el resto de las métricas de interés.

Seleccién de modelos

Se toman los mejores modelos (1, 2 o 3 dependiendo de su rendimiento) y se ajustan los
hiper-pardmetros a partir de métricas seleccionadas en esta etapa (con Accuracy yAUC),
tras establecer hipotesis fundamentadas en la experiencia técnica y la consulta bibliografica
realizada. Con este modelo final, se mide su rendimiento en el conjunto de prueba para
estimar el error de generalizacion. En esta etapa si que se mide, ademés de las métricas
anteriores, Recall.

3.4. Conclusién del capitulo

En este capitulo se evidenciaron los pasos seguidos en cuanto a la exploracion, analisis
y estudio de los datos, asi como se comenté el resto de la metodologia seguida para llegar
a seleccionar un modelo de clasificacién para el caso médico que se esta estudiando.

Los datos evidenciaron estar bastante contaminados por razones que fueron comen-
tadas con el médico responsable en uno de los encuentros tenidos: la toma de decisiones
equivocadas en la atencién del ED (esta situacién fue mencionada como tipica de este
espacio médico por uno de los articulos referenciados en este estudio), la equivocacion en el
paso de la informacion de los registros médicos de los hospitales a una base de datos digital
(llevando a mover valores entre columnas o entre filas), asi como la interpretacion personal
que haga el médico de la informacién que estd manipulando (que pudo ser decisién del
médico que tomo el registro del paciente en el ED o del médico que completo la base de
datos sin tener en cuenta que la puede usar otra persona ajena al espacio médico).

Cada informacion ganada a partir del primer y extenso acercamiento a los datos, fue
causa de cada decision toma para establecer los procesos de limpieza y transformaciéon
de los mismos. Este ultimo proceso fue desarrollado por etapas en las que se aplicaron,
gradualmente, los grupos de transformaciones para, de igual forma, aplicar los modelos de
clasificacion y guiar asi la exploracién de modelos, en donde, desde el primer momento, se
valoraron las medidas de rendimiento especificas con las que seleccionar y optimizar el
modelo final.



4: Resultados y Discusion

Luego de fundamentar el como se hizo de la etapa de exploracion y seleccion de
modelos, en el capitulo anterior, en el capitulo actual toca presentar el qué se hizo,
mostrando los resultados obtenidos para cada situaciéon de prueba sobre los datos a lo
largo del proceso de busqueda. Esta busqueda es guiada por grupos de trasformaciones
aplicadas a los datos, identificadas como tres casos de pruebas dentro del proceso de
exploracion y seleccion de modelos. Al final de este capitulo, se podra comentar la decisién
final alrededor de los modelos.

4.1. Resultados

Habiendo establecido los casos de prueba en el capitulo anterior (también llamados
hiper-parametros de la exploracion y selecciéon de modelos), se presentan los resultados
obtenidos y se fundamentan las decisiones tomas para cada uno. Cada caso de prueba se
nombra Iteracién y se identifica con el nimero del orden en que se presenta en el capitulo
anterior, ademas de que en cada uno se dividen los resultados por las 3 clasificaciones
pedidas por el médico responsable de los datos. Internamente en cada una de estas
divisiones: se toman los modelos de mejor rendimiento en la prueba rapida y se optimizan
(todo segtn las métricas tomadas como fundamentales: Accuracy, AUC y Recall); se
evaliian estos modelos valorando las matrices de confusion correspondientes; se selecciona
el mejor modelo del grupo y se evalia la prediccion que éste realiza sobre el conjunto de
prueba. Cuando se obtiene un modelo para cada hiper-parametro de la exploracion de
modelos, se comparan los mejores modelos obtenidos para cada tipo de clasificacion y este
es el que se guarda como resultado final.

Iteraciéon 1

La primera prueba se bas6 en usar los datos ya limpios (o lo més limpios posible),
agregandoles la correccion de valores atipicos y descartando los atributos que no propor-
cionan informacion 1til para el proyecto y los que tienen multicolinearidad (que son los
que presentan alta correlacion entre si).

83
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“Hospitalizacion”

La Figura 4.67 muestra la comparacion de rendimiento de los modelos de clasificacion
binaria que comprende la biblioteca pyCaret, usada para este proceso, aplicados en forma
rapida sobre los datos. Esta comparacion es el resultado de realizar validacion cruzada
con 10 pruebas por cada modelo.

Model Accuracy AUC Recall Prec. F1 Kappa MCC TT (Sec)

rf Random Forest Classifier 0.8133 0.7099 0.1167 0.5500 0.1858 0.1453 0.2058 0.481
lightgbm Light Gradient Boosting Machine 0.8074 0.7149 0.3000 0.5750 0.3707 0.2745 0.3031 0.125
dummy Dummy Classifier 0.7982 0.5000 0.0000 0.0000 0.0000 0.0000 0.0000 0.019
Ir Logistic Regression 0.7981 0.7251 0.1952 0.5317 0.2740 0.1893 0.2293 0.528
gbc Gradient Boosting Classifier 0.7981 0.6659 0.2881 0.6470 0.3518 0.2543 0.3040 0.125
et Extra Trees Classifier 0.7921 0.7167 0.1143 0.3500 0.1644 0.0980 0.1198 0.461
Ida Linear Discriminant Analysis 0.7893 0.7111 0.2810 0.5005 0.3401 0.2287 0.2514 0.017
ridge Ridge Classifier 0.7890 0.0000 0.1310 0.3900 0.1864 0.1110 0.1397 0.014
ada Ada Boost Classifier 0.7804 0.6178 0.3476 0.4650 0.3870 0.2589 0.2683 0.105
knn K Neighbors Classifier 0.7621 0.5489 0.0286 0.1500 0.0472 -0.0272 -0.0290 0.117
dt Decision Tree Classifier 0.7561 0.6067 0.3571 0.3907 0.3596 0.2150 0.2207 0.016
svm SVM - Linear Kernel 0.5889 0.0000 0.3571 0.1761 0.1979 0.0210 0.0197 0.017
qda Quadratic Discriminant Analysis 0.5696 0.5110 04071 0.2552 0.2931 0.0532 0.0348 0.019
nb Naive Bayes 04670 0.6599 0.6857 0.2437 0.3426 0.0717 0.0562 0.014

Figura 4.67: Rendimiento de los modelos rapidos en “Hospitalizaciéon” en el round 1

De estos modelos, se seleccionaron para su posterior andlisis y una comparacion mas
exhaustiva, el Random Forest Classifier, el Light Gradient Boosting Machine y el Logistic
Regression. Estos fueron de los cuatro mejores resultados en cuanto a las métricas que
comprenden el reconocimiento de las dos clases de salida. Fueron elegidos, porque el
Dummy Classifier, que es el tercero en mejor resultado en cuanto a Acuraccy, presenta un
valor de AUC bajo y el Recall esta en 0.

Se optimizan los modelos en base a las métricas Acuraccy y AUC, indistintamente, y
son ajustados con los datos de entrenamiento. Luego, verificando el reporte de clasificacion
para el conjunto de prueba, ver Figura 4.68, se evidencia que el mejor resultado corresponde
siempre al modelo ajustado con la métrica AUC; asi como que el mejor resultado es el
obtenido con el modelo basado en el Random Forest Classifier.

Como era de esperar al visualizar la Figura 4.68, la Figura 4.70 muestra la matriz de
confusién de un modelo capaz de reconocer, en al menos el 52 % de los casos, la clase
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predict model(tuned rfc 1 auc);

Model Accuracy AUC Recall Prec. F1 Kappa MCC
0 Random Forest Classifier 0.8182  0.8036 0.5806 0.5806 0.5806 0.4646 0.4646

predict_model(tuned_rfc_1 acc);

Model Accuracy AUC Recall Prec. F1 Kappa MCC
0 Random Forest Classifier 0.7902  0.8059 0.0645 0.6667 0.1176 0.0825 0.1598
predict_model(tuned_lr_1_acc);

Model Accuracy AUC Recall Prec. F1 Kappa MCC
0 Light Gradient Boosting Machine 0.7483  0.6391 0.2581 0.3810 0.3077 0.1607 0.1653
predict_model(tuned_lr_1_auc);

Model Accuracy AUC Recall Prec. F1 Kappa MCC
0 Light Gradient Boosting Machine 0.7832  0.7742 0.0000 0.0000 0.0000 0.0000 0.0000

Figura 4.68: Rendimiento de los modelos Random Forest Classifier y Light Gradient Boosting
Machine en la predicciéon sobre el conjunto de prueba, para “Hospitalizacion”

GradientBoostingClassifier Confusion Matrix

12%

True Class

26%

—
—

=
=

Predicted Class

Figura 4.69: Matriz de confusién de “Hospitalizacion” Logistic Regression
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RandomForestClassifier Confusion Matrix

True Class

o o
S -
Predicted Class

Figura 4.70: Matriz de confusién de “Hospitalizacién” para Random Forest Classifier

positiva como si misma; mientras tiene una valor alto del 88 % de los casos de clasificacién
acertada en la clase negativa. Esta relacion es superior a la que muestra la Figura 4.69,
donde la clase positiva se clasifica acertadamente el 26 % de las veces que aparece en los
registros.

“Mortalidad Hospitalaria”

En la Figura 4.71 se muestra la tabla de comparacién de los rendimientos de las
pruebas rapidas con todos los modelos. Aunque casi todos los modelos tengan un valor de
Accuracy casi perfecto, los valores de AUC son muy bajos y los del resto de las métricas son
completamente nulos, dando a entender que la clasificacion favoreceria completamente a
la clase negativa. Especificamente, la métrica MCC (que tiene en cuenta los cuatro valores
en la matriz de confusion) indica con el valor 0 que los modelos comparan a la posible
clasificaciéon a realizar, con el lanzamiento de una moneda al aire. El resultado de estas
medidas implica que ningtin modelo cumple con las caracteristicas minimas necesarias
para ser creado en el objetivo planteado.

“UCI??

Al igual que en el caso de la clasificacién anterior, para esta clasificacién no es viable
crear modelo alguno, pues las medidas de rendimiento en la Figura 4.72, indican un total
desbalance de la clasificacion futura.
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knn
svm
f
et

Model

K Neighbors Classifier
SVM - Linear Kernel
Random Forest Classifier
Extra Trees Classifier
xgboost Extreme Gradient Boosting

Accuracy AUC Recall Prec. F1

0.9820
0.9820
0.9820
0.9820
0.9820

lightgbm Light Gradient Boosting Machine 0.9820

dummy Dummy Classifier
Logistic Regression

Ir
ridge
ada
Ida
gbc
dt

nb
qda

Ridge Classifier

Ada Boost Classifier

Linear Discriminant Analysis
Gradient Boosting Classifier
Decision Tree Classifier

Naive Bayes

0.9820
0.9790
0.9790
0.9790
0.9729
0.9701
0.9610
0.4336

Quadratic Discriminant Analysis 0.0964

0.2737 0.0000 0.0000 0.0000 nan 0.0000 0.0140
0.0000 0.0000 0.0000 0.0000 nan 0.0000 0.0060
0.4118 0.0000 0.0000 0.0000 nan 0.0000 0.0940
0.2140 0.0000 0.0000 0.0000 nan 0.0000 0.0960
0.2832 0.0000 0.0000 0.0000 nan 0.0000 0.0650
0.2595 0.0000 0.0000 0.0000 nan 0.0000 0.0220
0.3000 0.0000 0.0000 0.0000 nan 0.0000 0.0050
0.2540 0.0000 0.0000 0.0000 nan 0.0000 0.6410
0.0000 0.0000 0.0000 0.0000 nan -0.0031 0.0060
0.2723 0.0000 0.0000 0.0000 nan 0.0000 0.0480

0.2451 0.0000 0.0000 0.0000 nan -0.0062 0.0070
0.2804 0.0000 0.0000 0.0000 nan -0.0092 0.0450
0.2907 0.0000 0.0000 0.0000 nan -0.0148 0.0060

0.2346 0.2000 0.0103 0.0195 -0.0155 -0.0448 0.0060
0.2920 0.5000 0.0175 0.0338 -0.0011 -0.0043 0.0080

Kappa MCC TT (Sec)

87

Figura 4.71: Rendimiento de los modelos rapidos en “Mortalidad Hospitalaria” en el round 1

knn
svm
f
et

Model

K Neighbors Classifier
SVM - Linear Kernel
Random Forest Classifier
Extra Trees Classifier

Accuracy AUC Recall Prec. F1 Kappa MCC TT (Sec)

0.9669
0.9669
0.9669
0.9669

lightgbm Light Gradient Boosting Machine 0.9669

dummy Dummy Classifier

Logistic Regression

Ridge Classifier

xgboost Extreme Gradient Boosting

Ada Boost Classifier

Gradient Boosting Classifier
Linear Discriminant Analysis
Decision Tree Classifier
Quadratic Discriminant Analysis

Ir
ridge

ada
gbc
Ida
dt
qda
nb

Naive Bayes

0.9669
0.9640
0.9639
0.9639
0.9578
0.9578
0.9367
0.9126
0.2386
0.1803

0.5018 0.0000 0.0000 0.0000 0.0000 0.0000 0.0110
0.0000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0050
0.5873 0.0000 0.0000 0.0000 0.0000 0.0000 0.0870
0.5799 0.0000 0.0000 0.0000 0.0000 0.0000 0.0970
0.5352 0.0000 0.0000 0.0000 0.0000 0.0000 0.0200
0.5000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0040
0.4248 0.0000 0.0000 0.0000 -0.0041 -0.0044 0.5970
0.0000 0.0000 0.0000 0.0000 -0.0031 -0.0031 0.0050
0.6528 0.0000 0.0000 0.0000 -0.0031 -0.0031 0.0740
0.3696 0.0000 0.0000 0.0000 -0.0094 -0.0094 0.0460
0.5050 0.0000 0.0000 0.0000 -0.0094 -0.0094 0.0430
0.5696 0.0000 0.0000 0.0000 -0.0265 -0.0274 0.0070
0.4719 0.0000 0.0000 0.0000 -0.0358 -0.0394 0.0060
0.5577 0.9000 0.0396 0.0757 0.0132 0.0503 0.0090
0.3872 0.6500 0.0263 0.0503 -0.0140 -0.1127 0.0060

Figura 4.72: Rendimiento de los modelos réapidos en “UCI” en el round 1
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Iteracion 2

Para la segunda prueba, se aplicaron los transformaciones senaladas en el capitulo
anterior (data split stratify, normalize y transformar fix imbalance), agregadas a las
primeras.

“Hospitalizacion”

En la Figura 4.73 se muestra la Tabla que compara los resultados de la validacién
cruzada de los modelos de clasificacion aplicados a los datos de entrenamiento. Por los
resultados obtenidos, se seleccionan los modelos Eztra Trees Classifier, Light Gradient
Boosting Machine y Random Forest Classifier por tener un consensos de mejores resultados

en las métricas Accuracy, AUC, Recall.

Model Accuracy AUC Recall Prec. F1 Kappa MCC TT (Sec)

et Extra Trees Classifier 0.7799 0.7232 0.2786 0.5488 0.3545 0.2417 0.2683 0.463
dummy Dummy Classifier 0.7742 0.5000 0.0000 0.0000 0.0000 0.0000 0.0000 0.019
lightgbm Light Gradient Boosting Machine 0.7617 0.7187 0.3714 0.4721 0.4059 0.2642 0.2703 0.070
rf Random Forest Classifier 0.75657 0.7102 0.2518 0.4619 0.3166 0.1828 0.2002 0.514
gbc Gradient Boosting Classifier 0.7525 0.7349 0.3857 0.4508 0.4014 0.2521 0.2591 0.189
ada Ada Boost Classifier 0.7226 0.7152 0.3929 0.4067 0.3904 0.2142 0.2186 0.127
dt Decision Tree Classifier 0.6865 0.5934 0.4250 0.3363 0.3687 0.1666 0.1716 0.025
ridge Ridge Classifier 0.6591 0.0000 0.4714 0.3126 0.3737 0.1513 0.1597 0.022
Ida Linear Discriminant Analysis 0.6590 0.6381 04839 0.3172 0.3806 0.1576 0.1678 0.026

Ir Logistic Regression 0.6530 0.6891 0.5125 0.3243 0.3927 0.1686 0.1792 0.041
svm SVM - Linear Kernel 0.6296 0.0000 0.5339 0.3283 0.3941 0.1586 0.1725 0.023
knn K Neighbors Classifier 0.5803 0.6056 0.5482 0.2921 0.3798 0.1122 0.1178 0.122
qda Quadratic Discriminant Analysis 04439 04638 0.5446 0.1284 0.2078 -0.0220 -0.0708 0.025
nb Naive Bayes 0.2196 0.6445 09196 0.2137 0.3465 -0.0305 -0.1087 0.024

Figura 4.73: Rendimiento de los modelos rapidos en “Hospitalizaciéon” en el round 2

Se crearon los modelos de los algoritmos seleccionados. El rendimiento de su optimiza-
cién (en base a la métrica AUC de mejor resultado en el round 1) se presenta en la Figura

4.74.

El rendimiento de los modelos seleccionados prediciendo la clasificacion sobre el conjunto
de prueba, es mostrado en la Figura 4.75. En este caso, los mejores resultados los presenta
el modelo que se basa en el algoritmo Eztra Trees Classifier.
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Model Accuracy AUC Recall Prec. F1 Kappa mcc

0 Extra Trees Classifier 0.71056 0.7317 0.3786 0.3508 0.3592 0.1811 0.1792

Model Accuracy AUC Recall Prec. F1 Kappa mcc

0 Light Gradient Boosting Machine 0.7193 0.7253 0.4768 0.4113 04313 0.2515 0.2568

Model Accuracy AUC Recall Prec. F1 Kappa Mcc

0 Random Forest Classifier 0.7526 07231 0.3857 0.4534 04084 02558 0.2609

Figura 4.74: Rendimiento de los modelos optimizados, para “Hospitalizaciéon”

predict _model(tuned et);

Model Accuracy AUC Recall Prec. F1 Kappa mcc

0 Extra Trees Classifier 0.7133 0.6926 0.5152 0.4048 0.4533 0.2628 0.2663

predict model(tuned 1i);

Model Accuracy  AUC Recall Prec. F1 Kappa mcc

0 Light Gradient Boosting Machine 0.6923 0.689 0.3939 0.3514 0.3714 0.1686 0.1691

predict model(tuned rf);

Model Accuracy AUC Recall Prec. F1 Kappa Mcc

0 Random Forest Classifier 0.7273 0.6857 0.303 03846 0.339 0.1702 0.1721

Figura 4.75: Rendimiento en la prediccién sobre el conjunto de prueba, para “Hospitalizacion”
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Las matrices de confusion respectivas (ver Figura 4.76, Figura 4.77 y Figura 4.78) a
los modelos seleccionados, refutan lo ya visto en la Figura 4.75: el mejor modelo en esta
prueba ha resultado ser el Eztra Trees Classifier.

True Class

Q o
o —

Predicted Class

Figura 4.76: Matriz de confusion de “Hospitalizaciéon” Extra Trees Classifier

En 4.76, la prediccién a favor de la clase positiva en el espacio de esta misma clase,
estd por encima del 50 % lo que hace que este resultado sea mejor que el resto.

22%

True Class

Q o
o -
Predicted Class

Figura 4.77: Matriz de confusién de “Hospitalizacion” Light Gradient Boosting Machine

L(UCI??
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15%
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Figura 4.78: Matriz de confusién de “Hospitalizacion” Random Forest

Respecto a las variable UCI, la Figura 4.79 muestra valores positivamente altos de
Accuracy pero bajos de AUC y muy bajos de Recall. Por lo que, de nuevo, no se llegb a
crear ningin modelo, avizorando resultados deficientes.

“Mortalidad Hospitalaria”

Al obtener resultados similares a los de UCI en la prueba rapida de los modelos sobre
el conjunto de entrenamiento, se llegd a crear el modelo correspondiente al algoritmo de
mejor resultado en cuanto a Accuracy. La Figura 4.80 presenta la matriz de confusion del
algoritmo Discriminant Analysis, que es también el mejor modelo de la prueba rapida
en UCI.

Se puede comprobar que el rendimiento de la prueba rapida indica que todos los
modelos tendrian malas predicciones. En la Figura 4.80 no se llega a predecir la clase
positiva.

Iteracion 3

En el tercer grupo de transformaciones estan comprendidas la seleccion y agrupacion
de atributos y la creaciéon de nuevas variables (mediante las funciones de la biblioteca
pyCaret: feature selection, polynomial feature, create clusters). Estas transformaciones se
unen a las de la etapa anterior y se aplican sobre el conjunto de entrenamiento.

“Hospitalizacion”
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Model Accuracy

qda Quadratic Discriminant Analysis
rf Random Forest Classifier
ada Ada Boost Classifier
dummy Dummy Classifier

lightgbm Light Gradient Boosting Machine

et Extra Trees Classifier
gbc Gradient Boosting Classifier
dt Decision Tree Classifier
svm SVM - Linear Kernel
Ir Logistic Regression
ridge Ridge Classifier
Ida Linear Discriminant Analysis
knn K Neighbors Classifier
nb Naive Bayes

0.9760
0.9759
0.9759
0.9759
0.9729
0.9699
0.9638
0.9428
0.9065
0.9037
0.8883
0.8854
0.8101

0.1508

AUC Recall
0.4485 0.1
0.6092 0.0
0.4825 0.1
0.4000 0.0
0.4497 0.0
0.5730 0.0
0.4885 0.0
0.4392 0.1
0.0000 0.3
0.4831 0.4
0.0000 0.4
0.4555 0.3
0.3835 0.1
0.2554 0.5

Prec.
0.1000
0.0000
0.1000
0.0000
0.0000
0.0000
0.0000
0.0500
0.0783
0.1010
0.1067
0.0750
0.0111

0.0176

F1
0.1000
0.0000
0.1000
0.0000
0.0000
0.0000
0.0000
0.0667
0.1233
0.1583
0.1667
0.1186
0.0200

0.0340

Kappa
NaN
NaN
NaN
NaN
NaN
NaN
NaN
NaN

0.0946
0.1308
0.1397
0.0900
-0.0206

-0.0132

Figura 4.79: Rendimiento de los modelos réapidos en “UCI” en el round 2

True Class
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Figura 4.80: Matriz de confusién de “Mortalidad Hospitalaria” Discriminant Analysis

Predicted Class

17%

=
—

Mcc
0.0970
0.0000
0.1000
0.0000

-0.0031
0.0000
-0.0062
0.0546
0.1236
0.1716
0.1759
0.1170
-0.0233

-0.0749
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TT (Sec)
0.023
0.507
0.131
0.026
0.168
0.461
0.237
0.025
0.020
0.291
0.020
0.024
0.120

0.021



Resultados y Discusion 93

Como en las pruebas anteriores, se realiza la comparacién de modelos mediante
validacion cruzada en forma de una prueba rapida, cuyo resultado se muestra en la Figura

4.81.

Model Accuracy AUC Recall Prec. F1 Kappa MCcC TT (Sec)

et Extra Trees Classifier 0.7800 0.6889 0.2143 0.5733 0.3044 0.2040 0.2436 0.468
dummy Dummy Classifier 0.7742 0.5000 0.0000 0.0000 0.0000 0.0000 0.0000 0.018
rf Random Forest Classifier 0.7531 0.6917 0.2518 0.4405 0.3114 0.1754 0.1896 0.509
gbc Gradient Boosting Classifier 0.7528 0.6815 0.3571 0.4753 0.4008 0.2490 0.2572 0.192
lightgbm Light Gradient Boosting Machine 0.7470 0.6775 0.3321 0.4232 0.3649 0.2128 0.2178 0.068
ada Ada Boost Classifier 0.7440 0.6644 04232 0.4576 04336 0.2698 0.2731 0.131
dt Decision Tree Classifier 0.7143 0.6208 0.4518 0.3876 0.4137 0.2273 0.2304 0.027
svm SVM - Linear Kernel 0.6718 0.0000 0.5161 0.3473 0.4001 0.1902 0.2109 0.026
Ir Logistic Regression 0.6596 0.6965 0.5589 0.3501 0.4278 0.2060 0.2178 0.044
ridge Ridge Classifier 0.6537 0.0000 0.5589 0.3406 0.4223 0.1962 0.2083 0.023
Ida Linear Discriminant Analysis 0.6537 0.6711 0.5625 0.3454 0.4261 0.2002 0.2119 0.028
knn K Neighbors Classifier 0.5990 0.5879 0.5661 0.2964 0.3873 0.1304 0.1472 0.123
qda Quadratic Discriminant Analysis 0.2684 0.5015 0.8714 0.2188 0.3490 -0.0181 -0.0521 0.024
nb Naive Bayes 0.2441 05387 0.8411 0.2082 0.3335 -0.0443 -0.1194 0.023

Figura 4.81: Rendimiento de los modelos rapidos en “Hospitalizacién” en el round 3

Para la medida de rendimiento Accuracy, se muestran ordenados los mejores modelos. De
ellos se seleccionaron Extra Trees Classifier, Random Forest Classifier y Gradient
Boosting Classifier, teniendo en cuenta los resultados en las tres métricas fundamentales.

Model Accuracy AUC Recall Prec. F1 Kappa mcc

0 Extra Trees Classifier 0.6783 0.7292 0.4242 0.3415 0.3784 0.1648 0.1666
Model Accuracy AUC Recall Prec. F1 Kappa  MCC

0 Random Forest Classifier 0.6993 0.6771 0.3333 0.3438 0.3385 0.144 0.144
Model Accuracy AUC Recall Prec. F1 Kappa mcc

0 Gradient Boosting Classifier 0.7413 0.6501 0.2121 0.3889 0.2745 0.1333 0.1424

Figura 4.82: Rendimiento de los modelos del round3 en la prediccién sobre el conjunto de prueba,
para “Hospitalizaciéon”
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Luego de optimizar los modelos seleccionados, se aplicaron sobre el conjunto de prueba
y se obtuvieron los resultados que muestra la Figura 4.82.

25%
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42%
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Predicted Class

Figura 4.83: Matriz de confusién de “Mortalidad Hospitalaria” Extra Trees Classifier

La matrices de confusién correspondientes a cada modelo, se presentan en Figura 4.83,

Figura 4.84 y Figura 4.85.

19%

True Class

33%

<
-

=
S

Predicted Class

Figura 4.84: Matriz de confusién de “Mortalidad Hospitalaria” Random Forest Classifier

EL modelo de la Figura 4.83, muestra un resultado regular a favor de la clase negativa
y un resultado del 42 % de clasificacién a favor de la clase positiva. El segundo modelo
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Figura 4.85: Matriz de confusién de “Mortalidad Hospitalaria” Gradient Boosting Classifier

(ver Figura 4.84) muestra un resultado un poco mas alto en la clase negativa y un poco
mas bajo en la positiva. El tercer modelo (ver Figura 4.85) muestra un resultado alto
de clasificacién a favor de la clase negativa y muy bajo a favor de la clase positiva. Tras
evaluar las métricas seleccionadas sobre le conjunto de prueba (ver Figura 4.82), el mejor
modelo en esta ocasiéon es el Extra Trees Classifier.

“Mortalidad Hospitalaria” y “UCI”

En el caso de las variables de salida “Mortalidad Hospitalaria” y “UCI”, se
obtienen resultados similares con respecto al grupo de transformaciones anterior, por lo
que no se cre6 modelo alguno para estas salidas.

En la Figura 4.86, se muestra la tabla de comparaciéon de resultados rapidos de
rendimiento de los modelos sobre el conjunto de entrenamiento, para la salida “UCI”.

4.2. Selecciéon de modelo por clasificacion

Habiendo revisado los resultados obtenidos en las secciones anteriores, sélo es posible
seleccionar un modelo concluyente, para la variable de salida “Hospitalizacion” y
este es el mejor modelo de la primera prueba, el cual fue analizado y guardado como
archivo pkl. La implementacién guardada como el mejor modelo corresponde a la de un
RandomForestClassifier, del cual se muestran los parametros en la Figura 4.87.

De estos parametros se definen algunos como propios del RandomForestClassifier
20]:
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Model Accuracy AUC Recall Prec. F1 Kappa MCC TT (Sec)

qda Quadratic Discriminant Analysis 0.9790 0.4500 0.1 0.1000 0.1000 NaN  0.1000 0.025
rf Random Forest Classifier 0.9759 0.3576 0.0 0.0000 0.0000 NaN  0.0000 0.518
dummy Dummy Classifier 0.9759 0.4000 0.0 0.0000 0.0000 NaN  0.0000 0.020
lightgbm Light Gradient Boosting Machine 0.9730 0.3869 0.0 0.0000 0.0000 NaN -0.0030 0.138
et Extra Trees Classifier 0.9699 0.4444 0.0 0.0000 0.0000 NaN -0.0062 0.483
gbc Gradient Boosting Classifier 0.9669 0.2887 0.0 0.0000 0.0000 NaN -0.0093 0.244
ada Ada Boost Classifier 0.9639 0.2173 0.0 0.0000 0.0000 NaN -0.0062 0.137
dt Decision Tree Classifier 0.9246 0.4282 0.1 0.0500 0.0667 0.0434 0.0444 0.026
svm SVM - Linear Kernel 0.8701 0.0000 0.1 0.0200 0.0333 -0.0029 0.0008 0.024
Ir Logistic Regression 0.8520 0.4129 0.0 0.0000 0.0000 -0.0385 -0.0526 0.044
Ida Linear Discriminant Analysis 0.8220 0.4033 0.2 0.0291 0.0500 0.0114 0.0247 0.024
ridge Ridge Classifier 0.8190 0.0000 0.2 0.0291 0.0500 0.0110 0.0230 0.022
knn K Neighbors Classifier 0.6501 0.3138 0.0 0.0000 0.0000 -0.0461 -0.0938 0.124
nb Naive Bayes 0.2496 0.3412 0.5 0.0186 0.0359 -0.0110 -0.0389 0.022

Figura 4.86: Rendimiento de los modelos répidos en “UCI” en el round 3

n__estimators Numero de arboles que va a tener el bosque aleatorio. Normalmente
cuantos mas mejor, pero a partir de cierto punto deja de mejorar y solo hace que
vaya mas lento. Un buen valor por defecto puede ser el uso de 100 arboles.

n__jobs Numero de cores que se pueden usar para entrenar los arboles. Cada arbol es
independiente del resto, asi que entrenar un bosque aleatorio es una tarea muy
paralelizable. Por defecto sélo utiliza 1 core de la CPU. Para mejorar el rendimiento
se pueden usar tantos cores como se estimen necesarios. Si se usan n_ jobs = -1, se
estd indicando que se quieren usar tantos cores como tenga la maquina.

max_ features Una forma de garantizar que los arboles son diferentes, es que todos se
entrenan con una muestra aleatoria de los datos. Si queremos que todavia sean mas
diferentes, podemos hacer que distintos arboles usen distintos atributos. Esto puede
ser ttil especialmente cuando algunos atributos estan relacionados entre si.

Algunos parametros de regularizacion, también disponibles para este clasificador, se
definen a continuacién [20]:
= max_ depth Profundidad maxima del arbol.

= min_ samples__split Niimero minimo de muestras necesarias antes de dividir un
nodo. Se puede expresar en porcentaje.
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Parameters

bootstrap False

ccp_alpha 0.0
class_weight balanced

criterion gini

max_depth 9
max_features log2
max_leaf_ncdes None
max_samples None
min_impurity_decrease 0
min_impurity_split None
min_samples_leaf 5
min_samples_split 9
min_weight_fraction_|eaf 0.0
n_estimators 180

n_jobs -1

oob_score False
random_state 7508

verbose 0

warm_start False

Figura 4.87: Parametros del mejor modelo para “Hospitalizacién”

= min_ samples_ leaf Nimero minimo de muestras que debe haber en un nodo final
u hoja. También se puede expresar en porcentaje.

= max_ leaf nodes Niumero maximo de nodos finales u hojas.

La importancia de las variables que influyen en este modelo, se muestra en al Figura
4.88. Se comprueba que los resultados del modelo fueron influenciados por muy pocas de
las variables introducidas y con bajos valores de influencia en los resultados.

La matriz de confusion de este modelo (ver Figura 4.70) muestra un resultado superior
a los demdas modelos, de forma que mas del 50 % de las predicciones de la clase positiva,
fueron acertadas. Este resultado es superior al obtenido hasta este momento con estos
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Feature Importance Plot
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Figura 4.88: Importancia para las variables en el mejor modelo de “Hospitalizacion”

datos. Para el caso de la clase negativa, se mantiene una prediccion muy alta, que ha sido
tendencia general en el entrenamiento con estos mismos datos (ver Figura 4.70).

4.3. Discusion

Respecto al modelo seleccionado en la clasificacion “Hospitalizacién”, la caracteristica
mas importante resulto ser la Frecuencia Respiratoria, influyendo en la decision del modelo
seleccionado con una importancia de 0,14. En el andlisis de correlacion de variables (ver
Figura 3.58), resulta que esta variable tiene el valor més alto de relacién con la variable
de salida en cuestién, que es un sencillo 0,20584. El resto de variables con correlacién
positiva con respecto a la salida (siempre por debajo del valor anterior) estdn en esta
grafica (Figura 4.88) que solo muestra 10 variables de mas de 22 (teniendo en cuenta que se
crearon nuevas variables tras aplicar OHE a las variables categoricas, especificamente una
variable por categoria), contribuyendo poco a la prediccién y realzando los errores en la
predicciéon de la clasificacién del modelo. Estos errores podrian deberse a la ya mencionada
y descrita contaminacion de los datos.

Respecto a la clasificacién para “Mortalidad Hospitalaria” y “UCI” no se obtuvo
modelo alguno, ni medianamente posible. En la primera prueba realizada, las clases estdn
totalmente desbalanceadas y la clase positiva tiene una representacién infima en ambos
casos de clasificacién (casi inexistente) lo que influy6é en que los modelos aprendieran
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una sola posibilidad de clasificacion. En la segunda prueba, se eligen los registros que
conformaran los conjuntos de entrenamiento y prueba, seleccionado muestras de ambos
tipos de clases y, a pesar de haber sido ponderadas las clases agregandole registros a la
de menos representacion hasta alcanzar un 50 % de los registros generales, no se logro
un mejor resultado. Esto puede deberse a que los escasos registros con la clase positiva
se caracterizan por ser casos en los que esa solucion que representa la clase positiva
se manifiesta de forma inusual o inesperada en el servicio de urgencias, o sea, que los
predictores indican situaciones similares para todos los pacientes, pero que en algunos
casos se puede dar un cambio drastico (no registrado en algtin predictor) que propicie la
decisién de enviar a un paciente a la UCI (recordemos que es una posibilidad incluida en la
“Hospitalizacién”) o que propicie que el paciente fallezca en el tiempo de hospitalizacién.
Teniendo en cuenta lo planteado, la tercera prueba no supone cambio alguno con respecto
a la segunda, ya que se crean nuevas variables, pero esto no garantiza, como se pudo
comprobar, la creaciéon de tendencias hacia las clases positivas.

Volviendo a “Hospitalizaciéon”, el resultado de rendimiento del modelo es muy
alentador con respecto al obtenido en un estudio anterior sobre los datos, este se muerta
en la Figura 4.89, donde solo se lograba obtener una clasificacién favorecedora en gran
medida de la clase negativa. A pesar de todos los andlisis sobre la interpretacion médica
de cada uno de los tipos de valores de las variables presentadas, en esa ocasion no se
eliminaron los valores atipicos que plagaban los datos. En el estudio actual, se eliminaron
algunos registros con valores que se consideraron notablemente fuera de lugar y, agregado
a esto, con la transformaciones mas sencillas sobre el conjunto de datos se obtuvieron los
mejores resultados.

Model Accuracy AUC Recall Prec. F1 Kappa MCC TT (Sec)

Ir Logistic Regression 0.7409 0.6890 0.3356 0.6120 0.4222 0.2790 0.3032 0.0370
ridge Ridge Classifier 0.7409 0.0000 0.3182 0.6095 04137 0.2721 0.2959 0.0150
Ida Linear Discriminant Analysis 0.7284 0.6786 0.3356 0.5695 0.4164 0.2578 0.2746 0.0150
rf Random Forest Classifier 0.7282 0.6933 0.2848 0.6241 0.3760 0.2337 0.2699 0.4820
knn K Neighbors Classifier 0.7133 0.6328 0.1939 0.5883 0.2797 0.1543 0.1950 0.0240
gbc Gradient Boosting Classifier 0.7109 0.6828 0.3447 0.5348 0.4121 0.2330 0.2466 0.1930
et Extra Trees Classifier 0.7108 0.6975 0.2508 0.5210 0.3330 0.1801 0.2006 0.4060

lightgbm Light Gradient Boosting Machine 0.7034 0.6545 0.3189 0.4915 0.3803 0.2018 0.2111 0.0590

dummy Dummy Classifier 0.7032 0.5000 0.0000 0.0000 0.0000 0.0000 0.0000 0.0120
svm SVM - Linear Kernel 0.6983 0.0000 0.3841 0.4876 0.3971 0.2193 0.2340 0.0140

dt Decision Tree Classifier 0.6884 0.6233 04629 0.4751 0.4626 0.2463 0.2491 0.0320

nb Naive Bayes 0.6857 0.6951 0.4939 0.4985 0.4667 0.2558 0.2706 0.0250

ada Ada Boost Classifier 0.6759 0.6154 0.3705 0.4430 0.3938 0.1803 0.1850 0.1750

qda Quadratic Discriminant Analysis 0.5507 0.5455 0.5030 0.3651 0.3565 0.0800 0.0720 0.0250

Figura 4.89: Resultados de estudio anterior sobre los datos, para la variable “Hospitalizaciéon”



5: Conclusiones y Lineas de Trabajo
Futuras

En este capitulo, se realiza una valoracién general del trabajo realizado y de los
resultados obtenidos en el desarrollo de este. A partir de ahi, se plantean mejoras que
permitan continuar trabajando en la linea del proyecto realizado.

5.1. Conclusiones

Este trabajo se realizé con la motivacion de probar una herramienta de auxilio para
que los médicos del departamento de urgencias puedan manejar con mas eficiencia a los
pacientes con sincope que se reciben en este servicio hospitalario. Todo el tiempo se trato
de probar cuan eficiente pueden ser los algoritmos de ML que, se interpreté desde un
inicio que identificarian el manejo del paciente con sincope como una clasificacién en el
aprendizaje supervisado de los modelos. La base de datos con la que se conté para ello
es pequena en cuanto a cantidad de registros y con gran cantidad de atributos, ademas
de estar contaminada por cambio de valores entre variables, errores en el paso de la
informacion del formato analégico al formato digital y errores médicos incluidos.

Llegar a obtener un mejor modelo, ha significado un reto dentro de esta investigacion,
pues desde el analisis exploratorio de los datos se detecté mas ruido del esperado (sobre
todo ruido complejo de corregir para alguien fuera del mundo médico), se estudiaron los
posibles valores y los limites entre ellos que pudieran ayudar a comprender los atributos
e identificar fuentes de ruidos entre ellos y, a partir de ahi, se trazaron estrategias que
permitieran comparar rendimientos y llegar a un mejor modelo de ML. Para explorar
los modelos, e incluso a los propios datos, la biblioteca de pyCaret demostrd ser una
herramienta eficiente y capaz de ser explotada.

No se obtuvo resultados para dos de las clasificaciones que se pretendia hacer (“Morta-
lidad Hospitalaria” y “UCI”), las razones observadas a lo largo del proyecto, son expuestas
en el capitulo anterior y se basan en la contaminacién de los datos y el manejo que se
hace de estos. Si se obtuvo un resultado, y favorable por demas, para la clasificacién
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de “Hospitalizaciéon”, que incluye a la clasificaciéon “UCI”. Este resultado es similar, e
incluso mejor, que los obtenidos en los trabajos que se pudieron encontrar en la bisqueda
bibliografica realizada en el capitulo 2. Aunque las condiciones que exponen y los tipos de
datos del paciente que incluyen como variables, no son los mismos.

Se puede concluir que la aplicacion de estos algoritmos y los resultados obtenidos se
encuentran muy relacionados con la calidad y cantidad de los datos, la primera en mayor
medida, ya que los otros factores importantes asociados son los parametros del modelo y
la biblioteca pyCaret facilité la busqueda e identificacion de estos.

5.2. Trabajo Futuro

Considerando los resultados que se alcanzan y las conclusiones sacadas en cada etapa,
se propone partir de mejorar la bases de datos para trabajos futuros. La recomendacion
consiste en intentar recuperar las variables con valores ausentes y corregir los cambios de
valores entre variables. Para lograr este propdsito, se necesitaria un trabajo mas exhaustivo
en colaboracion con el médico responsable de los datos.

Se seniala que el hecho de haber experimentado con algoritmos de aprendizaje supervi-
sado, no exime de la posibilidad de usar redes neuronales y algoritmos de aprendizaje no
supervisado para experimentaciones futuras.

Habiendo obtenido resultados viables solo para un tipo de clasificaciéon de las tres
establecidas por el médico, se propone explorar la creaciéon de modelos de clasificacién
multi-clase, en la que se tenga en cuenta la inclusion-exclusion entre las tres variables
de salida actuales para la conformacion de categorias, asi como la creaciéon de nuevas
categorias a partir de la relacién de los valores que ya estan.

La base de datos contaba con pocos registros y solo se dividieron los datos en conjunto de
entrenamiento y de prueba, cuando se deseaba separar también un conjunto de validacion.
Por ello se espera contar con otra base de datos similar a la anterior, obtenida de la misma
fuente, que pueda servir como conjunto de validaciéon de los modelos.

Con base en los resultados obtenidos tanto en la busqueda bibliogréafica realizada como
en el desarrollo de ML para la creacién de un modelo de clasificacion, se traza como
siguiente paso, la publicacién de sendos articulos en revistas cientificas de impacto.
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Apéndice A

Plan de Proyecto

A.1. Introduccién

En este apéndice se presenta el plan de proyecto elaborado para la realizacion del
trabajo actual, asi como la legalidad ética y de proteccion de datos en cuanto a informacion
médica confidencial.

A.2. Planificacion temporal

La Tabla A.1 muestra la planificacién realizada al inicio del trabajo, aunque comprende
algunos desvios de tiempo (otros no) que se deben, fundamentalmente, a la bisqueda
exhaustiva de informacion al rededor de los datos y de su uso en el entorno de urgencias.

A.3. Viabilidad legal

Como se ha mencionado anteriormente, este estudio fue realizado por la peticion de
un médico del ED, quien se encargd de anonimizar los datos usados y de obtener las
autorizaciones pertinentes por parte de los Comités Eticos de Investigacién Clinica de las
respectivas instituciones sanitarias, para el estudio actual.

Toda la informaciéon médica registrada corresponde a pacientes atendidos en el ED
de los centros de salud: Hospital Clinico Universitario de Valladolid, Hospital
Universitario Rio Hortega de Valladolid, Hospital General de Segovia, Complejo
Asistencial Universitario de Salamanca y Complejo Asistencial Universitario
de Burgos; en fechas comprendidas entre febrero de 2018 y julio de 2021.
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ACTIVIDADES Y TAREAS POR ETAPAS

PTO0 Gestién del proyecto - 180 h

Definicion de la motivaciéon, objetivos y el problema de la investigacién

Supervisar la ejecucién del proyecto en términos de avance de las actividades en los plazos previstos
Generar notas con los resultados de las actividades de gestién

PT1 Revision de la literatura - 20 h

Definicién de las bases de datos cientificas, los criterios de inclusién-exclusién a utilizar en la revision
Identificacion y seleccion de articulos relacionados con el ML para el manejo del sincope en el ED
PT2 Analisis y diseno - 40 h

Analizar las técnicas de exploracién que se encuentren en la revisién

Definir las herramientas de programaciéon que se pueden usar

Exploracion y andalisis de la base de datos proporcionada

Limpieza del conjunto de datos para obtener la mejor prediccién posible

Analizar las técnicas y algoritmos de ML encontrados en la revision

Investigar técnicas y algoritmos de ML en la documentaciéon de la herramienta de programacién
Disefiar una metodologia de trabajo en funcién de la clasificacién propuesta a realizar

PT3 Desarrollo - 40 h

Desarrollar el diseno anterior

PT06 Documentaciéon - 80 h

Escribir la memoria de la tesis doctoral

Tabla A.1: Plan de Trabajo
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