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Resumen

Es frecuente en la practica habitual de la Estadistica contar con medidas atipicas que pue-
den afectar muy negativamente a los procedimientos estadisticos aplicados. Para resolver esta
problemética en problemas de andlisis de datos multivariantes, es comun recurrir al recorte de
observaciones completas. Por tanto, filas enteras de la matriz de datos son recortadas cuando se
detecta algin valor atipico en alguna de las celdas o mediciones que conforman dichas filas de
la matriz de datos. Desgraciadamente, este tipo de recorte por observaciones también sacrifica
la informacién de las celdas no atipicas en las filas recortadas. En este Trabajo Fin de Grado
se han tratado aspectos computacionales para nuevos métodos de Analisis Cluster que buscan
recortar solo las celdas atipicas dentro de la matriz de datos. Este enfoque es més adecuado en
los problemas de dimensionalidad no necesariamente baja que ocurren en la practica moderna de

la Estadistica.

Abstract

It is common in the usual practice of Statistics to have atypical measures that can have a very
negative effect on the statistical procedures applied. To solve this problem in multivariate data
analysis problems, it is common to resort to trimming entire observations. Thus, entire rows of
the data matrix are trimmed when an outlier is detected in any of the cells or measurements that
make up these rows of the data matrix. Unfortunately, this type of trimming by observations also
sacrifices the information of the non-outlier cells in the trimmed rows. In this Bachelor’s Thesis,
computational aspects for new Cluster Analysis methods that seek to trim only the outlier cells
within the data matrix have been addressed. This approach is best suited to problems of not

necessarily low dimensionality that occur in modern statistical practice.
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Capitulo 1
Introduccion

Es bien conocido que unas pocas observaciones atipicas pueden afectar muy negativamente al
resultado y a la calidad del ajuste de muchos métodos estadisticos clasicos. La Estadistica Robusta
proporciona técnicas que “resisten” a estos valores atipicos como es, por ejemplo, “recortar” de
manera sistematica y automatizada las observaciones mas extremas, eliminandolas del ajuste. Sin
embargo, este procedimiento de recorte de observaciones completas puede, en muchas ocasiones, no
ser el mas adecuado, concretamente si nos encontramos en problemas con una alta dimensionalidad
porque se estaria también sacrificando informacién valiosa de celdas no atipicas que son recortadas
junto a las celdas atipicas.

Dado lo frecuente que resulta tratar situaciones con moderada y alta dimensionalidad en la
Estadistica actual, el presente Trabajo Fin de Grado (en adelante TFG) tratara la aplicacién de
técnicas de recorte en problemas de Analisis Cluster donde se tratan de eliminar exclusivamente
las celdas atipicas de la matriz de datos en lugar de eliminar observaciones completas. Con este
proposito, se adaptan técnicas de recortes para problemas de moderada y alta dimensionalidad, en
las cuales las observaciones se suponen agrupadas en torno a subespacios afines con dimensiones
bastante menores a la dimensién del espacio de partida. Se han tratado en profundidad distintos
problemas computacionales asociados a este nuevo enfoque. En primer lugar, se presentara la me-
todologia adoptada procedente de [1], para después realizar una serie de mejoras computacionales
y anadir distintas funcionalidades. Estas modificaciones han sido analizadas bajo ciertos esquemas
de simulacion sobre datos generados artificialmente. Por tltimo, se aplicara el procedimiento a dos

conjuntos de datos para mostrar que las modificaciones realizadas tienen un uso en la vida real.

1.1. Herramientas utilizadas

A continuacién se enumera el software utilizado para la realizacién del trabajo:

= R: lenguaje de programaciéon interpretado en el que se ha realizado la mayor parte del

proyecto dado su extendido uso en estadistica.
s ('++: lenguaje de programacion de ambito general, compilado y orientado a objetos. Se ha
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utilizado para implementar el algoritmo FAST-LTS por su velocidad de calculo, lo cual ha

sido critico para el rendimiento general del procedimiento.
= RStudio: entorno de desarrollo integrado para programar, depurar y ejecutar cédigo en R.

= Visual Studio Code: entorno de desarrollo integrado de ambito general, utilizado en este
trabajo para programar en C++ al tener una interfaz mas cémoda en este lenguaje que
RStudio.

= (Fit: sistema de control de versiones para llevar un seguimiento de la modificacion del codigo.
» TeXstudio: editor de IfTEX utilizado para la escritura de la presente memoria.

= Mendeley: gestor bibliografico para almacenar y procesar las referencias del trabajo, asi como

mantener toda la documentacién ordenada.

1.2. Estructura de la memoria

Este documento sigue la siguiente estructura:

Capitulo 2 - Metodologia. Se realiza una revisiéon de conceptos bésicos necesarios para
comprender la metodologia, como son el Analisis en Componentes Principales o los métodos
Analisis Cluster combinados con ideas de la Estadistica Robusta. Acto seguido, se explica la

metodologia de recorte por celdas en Anélisis Cluster y el marco tedrico que se va a seguir.

Capitulo 3 - Implementacién. Tiene un cardacter mas técnico, en el que se detallan las
propuestas de mejora y funcionalidades anadidas a la metodologia presentada y cémo se han

implementado estas modificaciones en los lenguajes de programacion R y C++.

Capitulo 4 - Ejemplos y simulacién. Consta de distintos esquemas de simulacion para
probar que las modificaciones y funcionalidades anadidas son de utilidad sobre datos gene-
rados artificialmente. También se analiza el efecto de la eleccion de diversos parametros en

el funcionamiento de la metodologia.

Capitulo 5 - Aplicaciéon sobre datos reales. Se muestra el uso del algoritmo implemen-
tado sobre dos conjuntos de datos reales, los primeros sobre la mortalidad de hombres en
Francia y el segundo un anélisis de las temperaturas correspondientes a diversos puntos de

la geografia espatiola.

Capitulo 6 - Conclusiones y lineas futuras. Reflexién final sobre el trabajo desarrollado

y planteamiento de futuras lineas de investigacion.

Apéndice A - Cédigo fuente. Como apéndice al documento se muestra la programacién

de las funciones implementadas.



Capitulo 2
Metodologia

La metodologia en este trabajo surge de combinar ideas de Andlisis Cluster [2] y Estadistica Ro-
busta [3]. En particular, la aproximaciéon de Andlisis Cluster adoptada tiene que ver con enfoques
especialmente disenados para problemas de alta y moderada dimensionalidad en los que se asume
que las observaciones se agrupan en torno a (G subespacios lineales con dimensiones notablemente
menores a la dimensién p del espacio original en el que viven los datos. Esta suposicién suele ser
razonable cuando existen estructuras de dependencia entre las variables que hacen que la dimen-
sionalidad “intrinseca” del problema en cada uno de los grupos sea reducida y que el modelado de
estas dependencias, especificas a los clusters, sea 1util a la hora de detectar esos mismos grupos.
Este tipo de Analisis Cluster es conocido en la literatura como “subspace clustering” y reduciria
al bien conocido método del Andlisis de Componentes Principales (ACP) cuando se asume que

todas las observaciones estan conjuntamente agrupadas en torno a un tnico subespacio lineal.

Es bien sabido que unas pocas observaciones atipicas pueden afectar muy negativamente a
muchos métodos estadisticos cldsicos que son tipicamente aplicados, obteniéndose resultados poco
interesantes e incluso completamente equivocados. Por otro lado, la Estadistica Robusta propor-
ciona técnicas alternativas que son mas “resistentes” a esas observaciones atipicas y métodos que,
en general, son menos dependientes de satisfacer muy exactamente las estrictas suposiciones del

modelo asumido.

Entre estas técnicas estadisticas robustas, un enfoque muy aplicado y muy facil de entender es
proceder a “recortar” de forma automatizada las mediciones més extremas (las mas susceptibles
de ser atipicas) y posteriormente aplicar los procedimientos clésicos sobre las observaciones no
recortadas. De esta forma se consigue que posibles observaciones atipicas no afecten al resultado
final del procedimiento. Este aproximacion a la robustez es conocida como técnicas de “recorte”

y la media a-recortada seria un sencillo ejemplo de este enfoque.

Cémo decidir de forma automatizada la mejor forma de recortar observaciones en problemas
multivariantes no es un problema sencillo. Tradicionalmente, se considera la posibilidad de recortar
observaciones enteras (es decir, filas completas de la matriz de datos). En este TFG trataremos
la aplicacién de técnicas de recortes en problemas de Anélisis Cluster en torno a subespacios,

pero eliminando celdas (entradas individuales) de la matriz de datos, sin necesidad de tener que
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eliminar observaciones (filas de la matriz) completas.

La primera aproximacion tedrica a esta nueva metodologia de buscar robustez a contaminaciéon
por celdas se puede encontrar en [4]. Hay muchos trabajos posteriores en esta interesante linea
de trabajo, pero en la mayorfa de casos (salvo alguna excepcién como puede ser Farcomeni, A.
(2014). Snipping for robust k-means clustering under component-wise contamination. Statistics
and Computing, 24(6), 907-919.) se asume una tnica estructura subyacente de datos, es decir,
G=1.

En este trabajo se parte de la propuesta realizada en [1] donde se asumen G > 1 estructuras
diferentes para los clusters y donde las observaciones, previamente al proceso de contaminacion,
se encuentran agrupadas en torno a GG subespacios lineales, quizds de dimensiones g,, para g =
1, ..., G, bastante menores que la dimensién p del problema original y donde se propuso la realizaron
de recortes por celdas. Notese que el caso G = 1 serfa equivalente a hacer Analisis en Componentes

Principales con recortes por celdas, para los que ya existian propuestas en la literatura.

2.1. Conceptos y metodologia de partida

Para introducir la metodologia y, también, para introducir la notacién utilizada, comenzaremos

revisando distintos conceptos y metodologias en las que se basa la propuesta metodolégica.

2.1.1. Autovalores y autovectores

Dada una matriz cuadrada A de dimension p X p, se dice que z es un autovector de A si existe
A € C tal que:
Az = \z (2.1)

En este caso, A se denomina autovalor de A. Los autovectores no son unicos: si Arx = Az,
entonces A(cx) = A(cz), para algin escalar ¢ € C. Muchas veces, para solventar este problema
se usa una constante de normalizacion sobre los autovectores, la mas comin es restringir que
z'x = ||z||* = 1, es decir, que tengan longitud unitaria.

De forma equivalente, (2.1) se puede reformular como:
(A= M)z =0 (2.2)

Esto implica que det(A — AI) = 0, lo cual es un polinomio de grado n en A, llamado polinomio
caracteristico de A. Sus raices pertenecen a C y pueden ser tanto algunas reales como otras
complejas.

El procedimiento es en primer lugar hallar los autovalores de A, resolviendo el polinomio ca-
racteristico. Después, basta resolver 2.2 sustituyendo A por cada uno de los autovalores obtenidos,

lo cual dard lugar a un conjunto denominado espacio caracteristico asociado a A:

Vi={x e C/(A—- )z =0} (2.3)
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el cual es un subespacio vectorial en CP. Finalmente, para obtener los autovectores asociados a A
hay que determinar una base de dicho subespacio. El nimero maximo de autovectores linealmente
independientes asociados a un mismo autovalor viene dado por el espacio caracteristico y se
denomina multiplicidad geométrica del autovalor.

Existen diferentes métodos numéricos para obtener de forma aproximada los autovectores y

autovalores.

2.1.2. Proyecciones ortogonales y subespacios asociados

Dos vectores u = (ug,...,u,)" y v = (v1,...,0,)" que pertenecen al mismo espacio vectorial V
son ortogonales si su producto interior en dicho espacio es 0, (u,v) = 0. El producto interior que

se va a usar es el euclideo en RP:

(z,y) = szyz (2.4)

Este concepto es aplicable para subespacios. Sea W C V', entonces v es ortogonal a W si v es
ortogonal a todos los vectores que componen W. El subespacio compuesto por los vectores v que
cumplen lo anterior se denomina el complementario ortogonal a W y se denota por W+. Estos

dos subespacios verifican lo siguiente:
o dim(W) + dim(W+) =p

= Para cualquier y € RP, dicho vector tiene una descomposicion ortogonal tinica tal que y =

Y1 + 2, donde y; € W es la proyeccién ortogonal e y» € W+ es la componente ortogonal

(2.1)

wt y

Figura 2.1: Descomposicion ortogonal
La proyeccion Pry, debe cumplir que:

» Para cualquier y € W, tenemos que Pry (y) =y

» Para cualquier y € W+, tenemos que Pry(y) = 0
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Con ello se consigue que, al aplicar dicha proyeccién a un vector del subespacio, se anule la
componente ortogonal y quede inicamente la proyeccién. Para un subespacio concreto esta matriz
de proyeccién es tnica y todos sus autovalores valen 0 o 1.

Si W, por abuso de lenguaje, denota a una matriz que contiene por columnas a dim(W) vectores

siendo una base del subespacio W entonces se puede ver que
Pryy = W(W'W) W,
y si elegimos una base ortonormal (vectores ortogonales y con norma unitaria) de W entonces

Pryy(y) = WiW'y.

2.1.3. Robustez

Generalmente en los conjuntos de datos que se usan existen valores que son atipicos, los cuales
pueden deberse a diversas causas distintas: a la variabilidad de la muestra, a un error experi-
mental,... Dependiendo de la naturaleza de estos se suele optar por eliminarlo o corregirlo (si es
posible). Muchos modelos estadisticos se ven altamente influenciados por los valores atipicos dado
que intentan ajustar el modelo a todos los datos disponibles, sin hacer distincion entre aquellos
que sean atipicos o “outliers” y los que sean correctos.

Para solucionar este posible problema en el ajuste existen una serie de estadisticos que se
expondran a continuaciéon que no son tan sensibles a los valores extremos. De hecho, como ya
se ha comentado, los estimadores robustos permiten alejarnos algo de las (rigidas) hipétesis que
exigen muchas metodologias e ideas estadisticas, pero obteniendo una eficiencia razonable.

A continuacion se presentan, a modo de ejemplo, algunos estimadores clasicos sencillos y sus
versiones robustificadas:

2.1.3.1. Media y mediana

Dado {x;}i—1,., una secuencia de observaciones, la media muestral se define como:

1
T=_) % (2.5)
i=1
Por otra parte, la mediana se calcula como:
T(ni1) si n es impar

Med{z;}, = (2.6)

SC JRIC ARY)

3 S1 L €s par

Ambos estadisticos son una medida de localizaciéon para el conjunto de datos, pero con algunas
diferencias, sobre todo desde el punto de vista de la robustez. Para ilustrar la diferencia entre ambos

estimadores se propondra un ejemplo sencillo: imaginemos que tenemos una muestra con los datos
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{1,2,3,5,7,9,10}. La media muestral (aritmética) seria de 5.286 y la mediana de 5, ambos valores
razonables y muy préximos entre si. Ahora anadimos un nuevo valor, 1000, cambiando la media
por 129.625 y la mediana por 6. Claramente se aprecia que un pequeno cambio en el conjunto de
datos ha provocado cambios muy grandes en la media, mientras que la mediana se ha modificado
solamente en una unidad. Por ello, la media no es un estadistico robusto mientras que la mediana

si, siempre y cuando no se alteren mas de la mitad de los datos, lo cual es improbable.

2.1.3.2. Desviacion tipica y MAD

Tanto la desviacion tipica como el median absolute deviation (MAD) son estadisticos para medir

la dispersién o variabilidad de los datos. La desviacion tipica se define como:

=.|—- i —T)2, 2.7
SRICEE (27)

mientras que el MAD se calcula como:
MAD = 1.4826 - Med{|z; — Med{x;}}_;|} 71, (2.8)

donde la constante 1.4826 coincide con 1/ @fl(%) y garantiza que el valor esperado del MAD
coincida con la desviacion tipica cuando los datos sean normalmente distribuidos.

Fijandonos en la féormula de la desviacién tipica, se puede comprobar que al calcular las dis-
tancias con respecto a la media estas se elevan al cuadrado, lo que provoca que las desviaciones
mas extremas tengan muy alta importancia al calcular s. Sin embargo, estas observaciones mas

extremas tienen un nulo impacto en el MAD, al estar basado en medianas.

2.2. Métodos de clustering y método de k-medias

El Anélisis Cluster o los métodos de clustering son técnicas estadisticas orientadas a crear grupos
o “clusters” en nuestros datos. Se quieren agrupar n individuos en G grupos, de tal forma que
los individuos dentro de un mismo grupo sean lo mas “homogéneos” posible y lo més “diferente”
posible respecto a los individuos en otros grupos. Los métodos de clustering se suelen asi incluir
dentro de las técnicas de aprendizaje no supervisado donde etiquetas de grupos no estan definidos
inicialmente sobre las observaciones y el objetivo es, justamente, crear estas etiquetas.

Dado que la definicion de cluster es imprecisa, se pueden diferenciar varios tipos de metodo-

logias, entre los que se encuentran los métodos:

= Jerarquicos: la pertenencia de una observacion a un grupo condiciona su posible pertenen-
cia en otros niveles superiores. Dependiendo de cémo se construya esta jerarquia, existen dos

métodos: aglomerativos, donde partimos de tantos clusters como observaciones, los cuales
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vamos agrupando; o divisivos, donde empezamos teniendo un solo grupo que vamos dividien-
do progresivamente. Realmente no se construye una sola particién, sino que dependiendo del

nivel de la jerarquia en la que estemos tenemos una particion diferente.

= Particionales: la particion en grupos que se obtiene es tinica mediante la optimizacion de
una funcion, al contrario que en los jerarquicos que obteniamos una sucesion de particiones

encajadas.

En ambos métodos es necesario usar un criterio para realizar estas particiones, por lo que se
define una distancia o una disimilaridad entre individuos. En este trabajo usaremos la distancia
euclidea.

Para introducir nuestra metodologia es especialmente 1til conocer el algoritmo de las k-medias,
el cual se mencionara posteriormente en distintos puntos y diversas modificaciones de este algo-
ritmo subyacen en muchos de los algoritmos presentados.

El método de k-medias es el algoritmo particional (es necesario fijar al principio el nimero de
grupos G a buscar) sin duda més utilizado. Cada observacién quedard asignada a un solo grupo
y ninguna observacién se queda sin clasificar. El objetivo de este algoritmo es obtener G centros

6ptimos mj, ..., m¢ tales que
n
{m],...,m¢} =arg min Z min_||a; — m;||? (2.9)
mi,...,mag — j=1,...,G

con mj,...,m¢ siendo G puntos en RP.
El algoritmo de k-medias tipicamente para tratar de buscar estos G centroides déptimos

mj,...,mg es el siguiente:

1. Se define G’ como el nimero de clusters que queremos obtener y se seleccionan aleatoriamente

G centros iniciales m{, ..., m2 de los datos originales.

2. Calculamos la distancia elegida entre cada observacion de los datos y todos los centros. Cada

observacién se clasificara en el grupo correspondiente al centro con la menor distancia.

3. Se calcula la media de cada uno de los grupos encontrados para obtener los nuevos centros

de cada cluster mj, ..., mg,.

4. Se repiten los pasos 2 y 3 hasta que se estabilizan las particiones.

Cada observacién queda asignada al cluster mas cercano, por lo que se cumple que
Cluster J = {xz; : ||z; — m}| < ||x; —m;|| para j # J} (2.10)

donde J es el grupo al que hemos asignado z;.
Este algoritmo presenta una serie de problemas que hace que no sea necesariamente el mas

adecuado en muchos casos. En primer lugar, tiende a buscar clusters esféricos, por lo que si los datos
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no cumplen esta premisa lo mas probable es que no encuentre los grupos correctamente. Ademas,
tiende a buscar particiones balanceadas, con el mismo nimero de elementos por particion, lo cual
no siempre es el caso. Otra importante problema es su falta de robustez respecto a observaciones

x; atipicas [5].

2.3. Analisis en Componentes Principales

El Analisis en Componentes Principales (ACP) es una estrategia desarrollada por Pearson por
primera vez [6] para encontrar una aproximacién 6ptima en un subespacio lineal aproximante de
dimensién inferior ¢ con g < p. Después fue modificado por Hotelling [7] como la transformacion
de la matriz X de datos n X p en otra matriz de tamano n x ¢ de tal forma que las columnas
de esta nueva matriz se obtengan mediante combinaciones lineales de las columnas de la matriz
original X y de tal forma que esas columnas sean muestralmente incorreladas y ordenadas de forma
decreciente en variabilidad. El enfoque de “aproximacién” formulado por Pearson va a jugar un
papel clave en nuestra presentacion.

El ACP trata asi de encontrar relaciones entre las distintas variables del conjunto de datos,
consiguiendo reducir la dimensionalidad de este principalmente (tiene otras aplicaciones que se
detallardn més adelante). Por tanto, no es un procedimiento para predecir una variable a partir
de otras, no hay variable respuesta. Es un método que se aplica a variables continuas y suele

aplicarse como paso previo a otras técnicas de prediccién.

Como hemos comentado, en términos generales, el ACP crea combinaciones lineales con pesos
de las variables originales intentando que las nuevas dimensiones expliquen la mayor proporcion
de varianza posible. La Figura 2.2 muestra un ejemplo bésico de datos en R?, el cual parece que la
segunda dimensién no aporta demasiado y podria ser representado tinicamente en una dimension,
la dada por el vector u;. Esto es lo que va a buscar el anélisis en componentes principales: la (o
las) direccién que recoge la mayor cantidad de informacién posible en el sentido de la varianza
(la separacién entre los distintos puntos). Por ello en el ejemplo la varianza de la dimensién dada
por u, es muy pequena en comparacion con la de uy. En el caso de 2 dimensiones es facil de ver
graficamente, el problema es cuando aumentamos el niimero de dimensiones y no es visible.

Supongamos que X es nuestra matriz de datos n x p (X € R™P) con p igual al nimero de
variables analizadas (por columnas) para n individuos diferentes en sus n filas que denotamos por

T; = (i1, ey Tip)' Y x;; denota los elementos o “celdas” de esa matriz X. Se tiene que

es la media muestral y
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Figura 2.2: Ejemplo con datos bidimensionales

es la matriz de varianzas-covarianzas muestral basada en nuestros datos en X.

Para obtener la mejor aproximacion al conjunto de datos buscamos una matriz B € RP*? de
vectores ortonormales b; para j = 1,...,p y una matriz de coordenadas o “scores” (dado que B,
es una matriz ortonormal) que denotamos A, € R™*? donde «a;, ¢ = 1, ...,n, corresponde a la fila
i-ésima de la matriz A,. Por tltimo tenemos un vector m € RP de medias, el cual coincidird con
z, la media muestral de los datos.

Usando esta notacion, la aproximacion a la observacion i-ésima de X viene dada por
ZT; = m + Bya, (2.11)
Elemento a elemento se puede reformular de la siguiente forma:
Zi; =mj + alb; (2.12)

El subespacio que mejor aproxima a los datos vendra dado por la minimizacion de

n
{ — 2l)? 1
i, 2 Nl = (2.13)

donde ||z; — 2;||* es el cuadrado de la distancia de la observacién x; a su proyeccién ortogonal
denotada por Z; en el subespacio aproximante determinado por m y las columnas de la matriz B,,.
Esta distancia de la observacién z; a su proyeccion ortogonal en el subespacio aproximante sera

también denotada, en lo que sigue, por
d?(By, Agym).
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Es bien sabido, que la solucién de este problema de minimizaciéon viene dada por los autovec-
tores de la matriz de varianzas-covarianzas S (teniendo en cuenta el tamafio de los autovalores
asociados). Sea pues B, una matriz ortonormal tal que, usando descomposicién de valores singu-

lares, verifica:

. 0 N --- 0
BiSB,=| |, (2.14)
0 0 Ay

donde
AL > Ay > 2 )

son los ¢ autovalores mayores de S.
Entonces, la solucién de (2.13) estd dada por B, m = T y A, cuyas filas son a}f = (z; — m)' B,

1=1,...,n.

2.4. Metodologias de “Least Trimmed Squares”

El analisis en componentes principales es muy sensible a valores atipicos. Esto no es sorprendente
dado que estd basado en un procedimiento de minimizacion de sumas de cuadrados, como eran
la media y la regresiéon, que es bien sabido que son poco robustos. Encaminado a realizar ACP
robusto se han propuesto multiples soluciones como son Principal Component Pursuit (PCP), [8],
Stable PCP [9] o el Local PCP [10].

La propuesta que se va a usar seran los “minimos cuadrados recortados” o, en inglés, Least
Trimmed Squares (LTS) [11], [12]. En primer lugar se va a exponer desde el punto de vista de la
regresion y a continuacion se aplicara al caso del ACP.

El modelo de regresién lineal clasico viene dado por el modelo
Yi = P1xin + Pazio + ... + Bpip + €4, (2.15)

donde ¢g; se supone que son errores independientes normalmente distribuidos y varianza constante
(se suele tomar z;; = 1 para todo i de tal forma que J; seria el “intercept” de la regresién).

El objetivo del algoritmo de minimos cuadrados clésico (Ordinary Least Squares OLS) es mi-

nimizar la suma de los residuales al cuadrado, es decir:
n n
mﬁl’an? = menZ(yy — )2, (2.16)
i=1 i=1

donde y; = leil + Bgl‘ig + ..+ Bp%‘p es la prediccién de la observacién y;. El problema de este

método es, como ya se ha comentado, es que es muy sensible a valores atipicos. Es decir, unas
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pocas observaciones extremas pueden variar de forma muy considerable el ajuste.

La regresién LTS modifica la funcién objetivo basdndose en la ordenacion de los residuales:
<T2)1:n S (r2)2:n S S (T2>nzm (217)

y usando en la funcién objetivo tinicamente los h < n residuales menores:

h
y 2
min ™ )in- 2.18
307 (2.15)
Se suele reformular i en términos de la proporcién de observaciones eliminadas « teniendo
h=[n(l-a)] (2.19)

donde « denota el tamano de recorte.
Para ilustrar la mejora de LTS sobre el algoritmo cldsico de minimos cuadrados (OLS) ge-
neraremos un conjunto de datos bidimensionales, algunos de los cuales han sido contaminados

modificando una de las variables para que sigan un comportamiento claramente diferenciado (Fi-

gura 2.3).
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Figura 2.3: Comparacién de LTS y LS sobre datos contaminados generados sintética-
mente

De forma clara se ve que la regresion OLS no es robusta puesto que queda muy afectada por

estos valores atipicos. En cambio la regresion LTS si que resulta robusta porque no los tiene en

1

cuenta dado que sus residuales son muy grandes. Se ha tomado a = 3, es decir, se ha dejado fuera

de la funcién a minimizar la mitad de los datos con mayor residuo.
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Aplicando los principios del LTS al Analisis de Componentes Principales, Maronna [13] propuso

sustituir la funcién objetivo (2.13) por la funcién objetivo robustificada

OLTS'(B A m Zdzn) BQ7AQ7m)7 (220)

donde
d(ln (B(I7A¢Z7m) < d(2n (BQJAQ7m) <. < d2 (B A m) (221)

Es decir, se toman las [n(1 — «)] distancias més pequenas para calcular la funcién objetivo.
De esta forma se trata de solucionar el problema de los datos atipicos siempre y cuando esta
proporcion de atipicos sea menor que a. Nétese que este método procede eliminando o recortando

observaciones z; enteramente.

2.5. Métodos de recorte en Analisis Cluster

El primer enfoque de recortes aplicado al Andlisis Cluster fue el trabajo pionero en [14] donde
se introdujo el método de k-medias recortadas. Este trabajo propuso un procedimiento robusto
de clustering basado en el recorte entero de observaciones atipicas. Se habla de un tipo de recorte
“imparcial”, analogo al tipo de recorte utilizado en el LTS, porque son las propias observaciones las
que nos dicen de forma imparcial cual es la fraccién « de observaciones que deben ser recortadas
[12].

Dada una muestra {zi,...,x,} de observaciones en RP, fijada una proporciéon a € [0,1) de

observaciones a recortar, se busca resolver el problema:

min min min_||z; —mg||*. (2.22)
YC{z1, ., xn},#Y=[n(1-a)] {m1,....,mg}ERP hypes g=1,...,G
La definicién del problema de minimizacién en (2.22) es bastante parecida a la considerada en el de
la definicién de las k-medias clasicas dado en (2.9) salvo que ahora una fraccién « de observaciones
(las observaciones no en Y') se dejan sin asignar a grupos. De hecho, cuando o« = 0 recuperamos
el problema de las k-medias.

El algoritmo de las k-medias recortadas tiene también bastantes similitudes al algoritmo de
k-medias pero se aplican pasos de “concentracion” como el que serd descrito en la Seccion 3.7.1
para la regresion LTS (ver detalles en [15]).

Posterioremente, en [16] (ver también [17]) se introdujo una metodologia més general conocida
como Trimming approach to Cluster Analysis (TCLUST). Né6tese que muchas técnicas de Anélisis
Cluster parecen no tener en cuenta una distribucién probabilistica subyacente, pero la mayoria
de las veces la eleccion del método afecta al funcionamiento del método imponiendo algin tipo
particular de soluciones. Por ejemplo, el algoritmo de k-medias y su version robustificada, las
k-medias recortadas, estan disenadas para la bisqueda de grupos esféricos y del mismo tamano,

por lo que no es til para datos que no sigan esta premisa.
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Al realizar el recorte de observaciones atipicas, el TCLUST tiene en cuenta un modelo subya-
cente probabilistico para los datos para decidir que partes de la muestra deben de ser descartadas
como también se hacia en [18] y [19] en el llamado “spurious outliers model”. Sea f(-, u,>) la
funcion de densidad de una normal p-variante de vector de medias ;1 y matriz de covarianzas X2, se
busca una particién {Ry, ..., Rg} del conjunto de indices {1,...,n} y pardmetros {py}5_;, {my}5_,

y {Sg}5., maximizando la log-verosimilitud recortada

G
Z Z (logpg + log f(xi,my, S)), (2.23)

g=1i€R,

tal que #Rog = [na]y Zle pg = 1. Ry es el conjunto de indices de los valores recortados.

El algoritmo utilizado para realizar esta maximizacion es una version recortada de los tipicos
algoritmos EM aplicados en ajuntes de mixturas y en clustering [20].

El TCLUST también incluye restricciones sobre los tamanos relativos de los autovalores de
las matrices {Sg}gzl para evitar que grupos poco informativos o “espurios”, asociados a grupos
definidos por muy pocas observaciones casi-colineales, sean detectadas. Estos grupos espurios
pueden dar lugar a valores artificialmente grandes de (2.23).

Para comprobar el funcionamiento de TCLUST se comparé en [17] con el método Partitioning
Around Medoids (PAM) [21]. E1 PAM es un algoritmo robusto alternativo a las k-medias reem-
plazando [|x; — myl||* por ||z; — m,|| en la minimizacién en (2.9). Se ha utilizado el conjunto de
datos geyser2 con G = 3 grupos y después se han anadido artificialmente observaciones atipicas
para ver como funcionan ambos métodos con datos contaminados en la Figura 2.4. En la figura
de la izquierda se ve el resultado de PAM con los datos originales, el cual parece ser muy bueno
excepto en observaciones que se podian haber considerado atipicas (parte inferior izquierda). El
segundo y tercer grafico muestra el comportamiento de PAM y TCLUST con los mismos datos
pero contaminados. Se ve que el PAM no consigue encontrar ya los 3 grupos, sino que es muy
influenciado con los atipicos, tanto que muestra un grupo diferenciado de los otros dos. En cambio
TCLUST recorta las observaciones atipicas que se salen claramente de la estructura de grupos
mayoritaria.

El método TCLUST nos va a servir como inicializaciéon de algunos procedimientos basados en

recortes por celdas que seran posteriormente detallados.
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(a) PAM with Geyser (b) PAM with modified Geyser (c) TCLUST with modified Geyser
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Figura 2.4: Comparacion de PAM y TCLUST sobre el conjunto de datos geyser?2
tanto el original como contaminado artificialmente. Obtenido de [17]

2.6. Método de “Robust Linear Grouping”

Una metodologia robusta para encontrar clusters de manera particional agrupando en torno a
subespacios lineales fue introducida en [22]. Tradicionalmente, la forma més habitual de buscar
grupos en Anélisis Cluster es realizada en torno a centroides my,...mg, clasificando cada obser-
vacién z; al centroide que quede mas cercano (como sucedia, por ejemplo, con las k-medias). Los
métodos de Andlisis Cluster basados en subespacios asumen que puedan existir relaciones entre
las variables analizadas, con distintos patrones en los clusters e, incluso, dimensiones “intrinsecas”
¢1,.--q¢ (con g, < p para g = 1,...,G) diferentes en cada uno de los clusters. Por ejemplo, se
pueden encontrar estructuras lineales como rectas (dimensién ¢, = 1) o planos (g, = 2 dimensio-
nes) alrededor de los cuales se distribuyan cada uno de los grupos que conforman el conjunto de
observaciones. Se consideran agrupaciones entorno a centroides cuando g, = 0.

En [22] se propuso anadir la robustez a los métodos de Anélisis Cluster basados en subespacios
usando la metodologia de recortes imparciales [12, 14] que ha sido anteriormente presentado.

Dada una muestra {zi,...,x,} de observaciones en RP, fijada una proporciéon a € [0,1) de
observaciones a recortar, la dimensién de los distintos subespacios ¢, 0 < ¢ < p y el nimero de

grupos a encontrar GG, se busca minimizar

1
min min _— min ||z; — Pry (z;)]|? 2.24
Y C{@1,e@n } #Y =[n(1-a)] {Hy, . Hy}CAg [0(1 — @) ] ;/917_”70 || m, (73] ( )
donde A, := {H C R, H es el subespacio afin ¢-dimensional} y Pry(z) es la proyeccion ortogonal
de x sobre el subespacio afin H.
En el planteamiento inicial en [22] se asumia que todos los espacios a buscar tenian la misma
dimensién intrinseca ¢ = ... = gg = q y que esta dimensién comun era ¢ = p — 1.

En el trabajo fin de grado [23] se adapté esta metodologia al caso de subespacios de dimensiones
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q1, ---, qc diferentes para los distintos subespacios afines. El resultado de ese trabajo, junto a su
implementacién en el lenguaje de programacion R, va a ser también utilizado como inicializacién

para algunos procedimientos que seran descritos posteriormente en esta memoria.

2.7. Recorte por celdas

Como se ha comentado al principio de este capitulo, la metodologia que se va a seguir es la
del recorte por celdas en vez de por observaciones. Sean {x, ..., ,} observaciones de un conjunto
de datos, donde cada x; = (x1,...,24)" € RP son distintas variables o caracteristicas medidas
en cada observacién. En dimensiones bajas, cuando p es pequeno, generalmente es equivalente
un procedimiento de recorte u otro pero cuando la dimensién p va aumentando (comun en los
problemas de hoy en dia en la Estadistica moderna) la situacién cambia. Al eliminar observaciones
completas, por existir al menos alguna celda atipica en esas observaciones, se puede eliminar una
gran cantidad de informacion correcta.

Para ilustrar este problema se va a usar dos matrices de datos X; y X5 generadas sintéticamente
a partir de realizaciones independientes en cada una de las celdas de una Normal N(0,1). Las
dimensiones de esas matrices son X; € R4 y X, € R0 Amhos tienen el mismo ntimero de
observaciones (n = 100) pero en el primer caso contamos con p = 4 variables y en el segundo con
p = 80. A estos datos se les ha anadido un ruido artificialmente, contaminando una proporcién del
2% de celdas de forma aleatoria con valores de una U(—20, 20). En la aproximacién tradicional de
recortes por observaciones, al haber una dimension contaminada se descarta toda la observacion.
En cambio, en la metodologia de recortes por celdas que vamos a presentar se desean descartar

solo las celdas concretas contaminantes.

— o~ ™ < — o 3] <t

(a) Recorte por celdas (b) Recorte de la observacién completa

Figura 2.5: Comparacién entre metodologias en X; (dimensién baja)

En las Figuras 2.5 y 2.6 se puede ver la diferencia entre las metodologias. Se han marcado

de negro las celdas y observaciones recortadas, siguiendo una u otra metodologia. En el primer
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Figura 2.6: Comparacién entre metodologias en X, (dimensién alta)

caso no hay demasiada diferencia ya que estamos en una dimension baja y se recortan tunica-
mente 8 observaciones. Cuando aumentamos la dimension se ve claramente que la proporcion de
observaciones recortadas es muy superior, en este caso de 81 casos (de un total de 100).

Una extensién interesante del Least Trimmed Squares (LTS), aplicando al ACP recortes por
coordenadas o celdas, fue introducida por [24] y que denotaremos por CooL.TS-PCA. Con este
procedimiento se pretende paliar la influencia de las celdas atipicas en la estimacion del subespacio
aproximante proporcionado por el ACP pero recortando por celdas y no observaciones enteras.

De forma similar a lo realizado en (2.20), el CooLTS-PCA pretende minimizar en m, A, y B,

la expresion
a
Z a%TS,j<BQ7 Agm) (2.25)
j=1

(con las condiciones sobre esos elementos que ya fueron comentadas) para

[h] n
67055 (Bagy Agm) = 18, = > wij(wi; — &i5)° (2.26)
=1 =1

donde los pesos w;; han sido definidos de la forma

-2
L sirg <r

-
>
=
S
=
<

(2.27)

wij =

—~N —~N

-2
0 siry;>r

-
>
=
S
=
<

Es decir, el peso correspondiente a una celda es 0 si esa celda se recorta (no se utiliza para la
regresion) o 1 si se considera.

De esta forma se consigue aplicar los mismos principios del Least Trimmed Squares o de recortes
imparciales al caso de recortes por celdas. En [25] se realizaron varios experimentos en los que se

analizan los métodos basados en celdas frente a los basados en recortes de observaciones completas
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aplicados al ACP. En ellos se confirma que los primeros son maés tutiles en conjuntos de datos con
un altos porcentajes de celdas contaminadas. Ademas, se aplican también a conjuntos de datos
reales comprobando que el CooLLTS-PCA es también muy tutil para senalarnos la posicién de estas
celdas atipicas en la matriz de datos.

La idea seria generalizar este procedimiento CooLTS-PCA para el caso de GG poblaciones he-
terogéneas, con GG > 1. Pensamos que esta situacién es bastante comin en la préactica cuando se
cuenta con datos que son el resultado de varios procesos heterogéneos de generacién de los datos.

Se van a denotar los distintos clusters con el superindice g, por lo que, por ejemplo, el vector
m en el cluster g quedaria como m¢ € RP*9. Extendiendo la notacion anteriormente presentada,
tendriamos que cada observacién x; de cada grupo g quedaria aproximada (partiendo de (2.11))
por

&{ =m? + Bj af (2.28)

o elemento a elemento (partiendo de (2.12)) por

3= m? + ()Y, (2.29)

v

donde Bj € RP*%, qu € R™"*%. Nétese que g, denota la dimensién intrinseca del g-ésimo subes-
pacio aproximante, las cuales no tienen porqué ser las mismas para todos los clusters.
Para cada celda, se definen residuales del tipo

g g g 9\ — .. 39
rij(qu,Aqg,m)—:EU 3

(2.30)

g
ij>
1,..n,7=1,....,py g =1,...,G, donde cada peso se puede interpretar como la contribucién al

Siguiendo lo presentado para el procedimiento CooLTS-PCA, se consideran los pesos wy., i =

grupo ¢ de la j-ésima coordenada de la observacion z; y se trata, pues, de minimizar

n D G

w? Blé;nli?g mgZzzw%(r%(ng’Angg))Q' (231)

7TAg g =] j=1 g=1

Para que la minimizacién de (2.31) proporcione resultados razonables, es necesario fijar algunas

restricciones para limitar el espacio de busqueda:

1. Cada observacion es asignada a solamente un grupo. Desde el punto de vista del analisis
cluster es razonable que todas las celdas de la misma observacion se asignen al mismo cluster.
Es decir, si g(i) es el grupo asignado a la observacion i-ésima, para todos los demds grupos
debemos descartar esas celdas. Esto se puede lograr de manera sencilla fijando pesos iguales

a 0 a los grupos a los que no se ha asignado globalmente la observacién x; mediante

wi; =0 paratodo g # g(i). (2.32)

2. Dada una fraccién de recorte «, podemos ajustar los pesos para que su suma sea aproxima-
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damente el nimero de celdas que no queremos recortar:

Z wj; = |ng(1 —a)] paratodo gy j, donde ny = #{g(i) = g} (2.33)
{izg(i)=g}

Formulédndolo de esa forma obliga a que la cantidad de celdas recortadas en cada variable
y grupo sea la misma, lo cual puede no ser 1til en ciertos casos donde la contaminacién se
concentre en unas variables mas que en otras o en unos grupos mas que en otros. Ya veremos

que esto se va a solucionar sin demasiado problema mediante un paso final de “refinamiento”.

Alternativamente, se podria modificar (2.33) para que se recorte una proporcién « del total

de las n x p celdas mediante

n p

Zw = |np(1 — )] (2.34)

i=1 j=1 g=1

Ha sido comprobado empiricamente que es preferible usar las restricciones (2.33) a las res-

tricciones (2.34) dado que obtienen resultados mas estables.

2.8. Descripcién del método

A continuacién se va a revisar el método creado siguiendo la metodologia de recorte por celdas

aplicado al andlisis cluster [1].

2.8.1. Inicializacion

En primer lugar es necesario contar con una inicializaciéon razonable de los pardmetros que
permita aproximarse al minimo de la funcién objetivo (2.31). Esta inicializacién es critica dado
que una mala inicializacion es facil que nos lleve a quedar atrapados en un minimo local de
la funcién objetivo. Hay que tener en cuenta que el problema que estamos resolviendo dista
generalmente bastante de ser un problema de minimizacién convexo. Esta necesidad de contar con
buenas inicializaciones no es especifico de esta metodologia, ya que esta problemética surgen con
otros muchos métodos de Analisis Cluster robustos y no robustos. En este trabajo se utilizaran dos
métodos de Analisis Cluster robusto para ayudar a la inicializacion de los parametros, el TCLUST
y el RLG, explicados anteriormente. A partir de ambos métodos conseguimos obtener matrices
iniciales {Bg ",y vectores inciales {m¢}{_

Tanto TCLUST como RLG nos devuelven directamente un vector de centros para cada uno de
los G grupos. En el caso de Bj es algo mas laborioso para TCLUST, dado que hay que obtener
los autovectores asociados a la matriz de covarianzas resultante. En RLG este paso también es
directo ya que el propio método nos proporciona esta informacién.

Esta etapa de inicializacion se puede repetir varias veces o con diferentes métodos de inicializa-

cién, que tras su iteracion completa, nos puede llevar a resultados diferentes. Esto es especialmente
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necesario en el caso de que G y/o p sean elevados.

2.8.2. Actualizacién de los grupos

G

g—1, €s necesario inicializar las matrices

Teniendo ya la inicializacién de {Bj Sy Ams
{Agg le. Incluso con buenas inicializaciones de los dos primeros conjuntos de parametros, usar
minimos cuadrados OLS para obtener las matrices Agg puede no ser adecuado, dado que la matriz
de datos X puede contener valores atipicos que afecten a estas regresiones. Para tratar esta
problematica, una opcién seria aprovechar los pesos wfj para corregirlo, pero en la primera etapa
de la inicializaciéon no hay ninguna informacién sobre pesos wfj adecuados.

Como solucion se propone aplicar la regresiéon LTS explicada en la Seccién 2.4, la cual es un
método robusto que estara poco influenciado por posibles celdas contaminadas. De esta forma con-
seguimos inicializaciones mejores de Agg y de las asignaciones g(i) a grupos, usando los residuales
de esta regresion.

Para tratar de comprender el procedimiento de asignacién a grupos, supongamos primero un
nivel de recorte a = 0. En un algoritmo de k-medias tradicional, los grupos vienen dados por la

distancia de cada observacion al centro méas proximo:

g(i) =arg min_|jz; — mY| (2.35)
g=1,....G

20ty

De forma similar, si buscamos grupos en torno a subespacios, resulta razonable usar

o(i) = arg min_[lai — | = arg_win_[lzi — Pri, ()]

20y LA

9 _
5=

donde Pry, (z;) = 2 m? + Bj, a? es el punto més cercano del g-ésimo subespacio aproximante a
la observacion x;. Estos puntos mas préximos se pueden obtener realizando regresién y modelando
los p valores del vector z; — mY como combinacién lineal 6ptima de las g, columnas de ng. Para
alcanzar robustez en estas regresiones, en este procedimiento de recorte por celdas, se va a usar la
regresion LTS con un tamano de recorte aqrg, donde este valor debe ser lo suficientemente grande
como para ser superior a la contaminacion por celdas méaxima que se pueda esperar en cada fila
de la matriz de datos.
Si denotamos como a; los coeficientes de aplicar esta regresion y los residuales como
74 = (2 —m? — (0)'af)?,

definiremos como “distancia” entre x; y el “punto mas préximo” del g-ésimo subespacio aproxi-

mante como
[p(1—arTs)]

Df - Z ff(j:p)‘

j=1
Como suele hacerse en técnicas LTS se tienen en cuenta solo las observaciones con residuales

mas pequenos tratando de que residuales extremos no tengan un efecto danino en el ajuste. Las
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asignaciones a grupos se obtienen mediante la “distancia” minima

— Dg
g(i) = arg , HlunG

Adicionalmente, los valores @ proporcionan ademéds una inicializacién bastante robusta de Agg.

2.8.3. Actualizacion de los pesos

G
g=1 {ng g=1

y {m9}¢ s=1, bodemos calcular los valores “predichos” de nuestra matriz de datos en esa primera

Teniendo ya inicializaciones previsiblemente razonables de los pardmetros {Ag

iteracién, X, segin (2.29). Con esta estimacién podemos calcular los residuos con respecto a los
datos originales en X mediante la férmula (2.30). Para calcular los pesos wy; actualizados, usamos
el razonamiento de quedarnos con los [n(1 — )] residuos mas pequenos y amgnamos a cada celda
pesos éptimos (paso de concentracién) teniendo en cuenta (2.27). Estos pesos wfj obviamente

deben ser elegidos para cumplir las restricciones (2.33) y (2.34).

2.8.4. Actualizacion de los parametros

El siguiente paso seria actualizar los pardametros de forma iterativa con respecto a los pesos

w;; obtenidos en el paso anterior. Si definimos L({w;, B , A7 ,m?}) como la suma de los errores

cuadréticos con pesos dada por (2.31), es decir, nuestra func1on objetivo, entonces si derivamos L
g bg

con respecto a a; y m? tenemos:

({wa,Bg aom7}) ——QZw i By, Ay, m)b]

(%g L({w;, BY,, Azg,mg})=—2Zw§’jr?j(B§g,A§g,mg)af. (2.36)

8 ({wfj,Bg a,m}) ——QZw i (B, Ay mY)
Si igualamos estas expresiones a 0, obtenemos el siguiente sistema de ecuaciones:
p
sz‘gj(xij m)b wajb? (09)" i=1,.,nyg=1..G
j=1
p
S ey -t = Sttt ) 8 s=tpvemiG o
j=1
P
waj(xij—(af)tb?) :wajm?, j=1,.,pyg=1..,G
j=1 i=1

Por tanto, con pesos wfj fijados, se pueden actualizar los parametros aplicando simples regre-
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siones de minimos cuadrados con pesos y medias ponderadas.

2.8.5. Refinamiento

Una vez terminado todo el procedimiento iterativo, es posible que exista una cierta cantidad
de celdas incorrectamente recortadas por culpa de que se haya fijado el pardmetro de recorte «
excesivamente grande o que no existan o existan pocos atipicos en una variable j para un grupo g.
Si es el caso, estariamos descartando celdas correctas, las cuales contienen claramente informacion
util. Por tanto, tiene sentido considerar un ultimo paso de “refinamiento” para recuperar estas
observaciones incorrectamente recortadas. Este paso no resulta especialmente complicado haciendo
uso de los residuales en las celdas. Este procedimiento sera descrito en la Seccién 3.5.

El segundo refinamiento propuesto tendra que ver con la posibilidad de recortar observaciones,
no solo celdas, enteras. Si una observacién cuenta con un alto porcentaje de celdas que han sido
recortadas se deberia poder recortar la observacién completa porque la regresién LTS que se ha
usado en las primeras fases puede no haber logrado manejar correctamente esta fraccién alta de
celdas contaminantes. Como criterio del porcentaje de celdas recortadas, se va a considerar que se
debe recortar toda la observacion x; si la proporcién de celdas recortadas es superior al tamano

arrs de recorte de LTS, es decir, si sucede que

#Hw!) =0:5=1,...p}/p > owrs. (2.38)

2.9. Datos funcionales

Los datos funcionales son un tipo de datos muy utilizados en la Estadistica actual dada la
facilidad que las nuevas tecnologias tienen para registrar datos de forma continua. Los datos se
pueden ver como “funciones” observadas, dando lugar a una disciplina nueva en Estadistica para
analizar estos datos funcionales conocida como Anélisis de Datos Funcionales [26], [27]. Aunque
estos datos funcionales pueden tratarse como vectores en un espacio de muy alta dimensionalidad
(en teorfa, dimensién infinita) tras considerar una discretizacion de estas funciones, es bien sabido
que este enfoque no es el mas correcto y que es necesario desarrollar métodos estadisticos que
funcionen correctamente con este tipo de datos. Asi, la extensién de las técnicas multivariantes
mas conocidas a este tipo de datos esta recibiendo una gran atencién recientemente. Este es el
caso también del Anélisis Cluster [28], [29], [30]. También, obviamente, es necesario disponer de
técnicas que sean resistentes a registros atipicos de estas funciones o curvas.

En este trabajo supondremos que las filas de la matriz X incluyen los valores medidos de
n funciones al evaluar cada una de estas funciones en p momentos equidistantes en el tiempo,
0 <t <..<t,<1en el intervalo [0, 1].

Trabajaremos este enfoque de recorte por celdas en el espacio de dimensién p (generalmente

grande) obtenido por la discretizacién de las curvas, incluso en las partes iterativas del procedi-

G

miento, dado que contamos con la aproximacién por subespacios lineales en dimensiones {g,} g=1s
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con g, << p. No obstante, en la fase de inicializacién si que es necesario trabajar en alguna di-
mension inferior, usando bases funcionales y poder realizar un “filtrado” previo de los datos para
evitar outliers demasiados grandes. Esta fase inicial requiere suponer una cierta “continuidad” y
suavidad en las funciones observadas (salvo los atipicos) y en las funciones subyacentes que generan
los subespacios funcionales en torno a los que deberiamos agrupar las funciones. A continuacion

detallaremos un poco estas técnicas, que insistimos, son solo aplicadas en la fase de inicializacion:

1. B-splines: Mediante regresiones se van a representar cada una de las funciones (filas de la
matriz X)) por una representacién finito-dimensional en una base de B-splines. Las funcio-
nes B-splines son unas funciones spline que tienen el soporte minimo con respecto a un
grado, suavidad y particion del dominio. Cada funcién, determinados el grado, la suavidad
y particién, se puede representar como una combinacién lineal de B-splines de los mismos
parametros y, asi, cada funciéon admite una representacién por P coeficientes, resultado de

la regresién con P << p.

Un spline de orden M es una funciéon polinémica definida a trozos de grado M — 1. Los
valores de x donde los polinomios se unen se conocen como nodos, denotados con t, ..., s,
tales que ty < t; < ... <tp;. Cuando los nodos son diferentes, las primeras N — 2 derivadas
de cada polinomio son continuas con respecto a cada nodo. Cuando r nodos son iguales, solo

las M — r — 1 derivadas del spline son continuas (con respecto a cada nodo).

Para una secuencia dada de nodos, existe un unico spline By, y(z) tal que

0 Stz <tmox>tivm
Bym(x) =
distinto de 0 en caso contrario

Si anadimos la restriccion » By, m(x) = 1 para todo x entre el primer y tltimo nodo

entonces el factor de escala de B,, y(z) queda fijado.

Para nuestros datos funcionales, si fijamos v nodos, la dimensiéon a la que se reduce es
P = v + 4. Como resultado, las curvas quedan como {Z,i = 1,...,n} con ¥ € RY donde
P <<p.

2. lowess: El método lowess introducido en [31] es un método no paramétrico de suavizado en
el que se relajan notablemente las premisas asumidas en la regresion. Se conoce también como
regresion local robusta dado que en cada punto = se ajusta robustamente un polinomio con
respecto a las observaciones mas cercanas, usando pesos. Para determinar qué observaciones
utilizar, se toman la proporcion f de observaciones mas proximas a x. El uso de pesos
adecuados hace que el lowess nos proporcione un suavizado robusto que resulta de gran
utilidad para evitar que ciertas celdas atipicas puedan jugar un papel muy importante a la

hora de determinar la representacion de las curvas en dimension P.

Seguidamente, en esta fase de inicializacién, podemos usar uno de los dos métodos ya comen-

tados, TCLUST o RLG en R”, con la representacién en dimensién P de las curvas en la base de
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G
g=1

TCLUST y RLG, al tratar el problema en R”, nos devuelve vectores de medias y autovectores

B-splines para tratar de inicializar las matrices {Bj y los vectores {m?}5_ . Nétese que se
también en R”. No obstante, mediante el producto de estos vectores y autovectores con la matriz
obtenida al evaluar las funciones en nuestra base de B-splines en los valores ¢, ..., t,, es trivial
obtener nuevos vectores (ahora si) en RP para inicializar el procedimiento iterativo a realizar en

dimensién p.
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Capitulo 3

Implementacion

En este capitulo se detallard cémo se ha utilizado la metodologia descrita en los anteriores
capitulos para ser implementada en el lenguaje de programacién R. Originalmente, se partia
de un cédigo realizado en R bastante “ad hoc” para la obtencién de los graficos acompanando
al trabajo [1]. Este cddigo estaba poco refinado, era solo valido para datos funcionales con el
algoritmo TCLUST y no resultaba para nada amigable para su implementacién préactica en otros
conjuntos de datos.

Partiendo de dicho cédigo, se han ido anadiendo numerosas mejoras que se describiran a conti-
nuaciéon, para después presentar finalmente el pseudocédigo de los algoritmos utilizados junto con

una descripcion concreta de los argumentos y salidas de las funciones implementas en R.

3.1. Subespacios de dimensiones diferentes

La primera de las mejoras consideradas ha sido habilitar la posibilidad de realizar agrupaciones
en torno a subespacios de dimensiones. En la implementacién original, se suponia una dimension
intrinseca comin ¢; = ¢ = ... = gg = . Esta suposicion puede no ser acertada cuando las
observaciones se agrupen en torno a G subespacios de dimensiones distintas, por ejemplo, cuando
esas agrupaciones se tengan conjuntamente en torno a puntos g, = 0, rectas g, = 1, planos g, = 2,
ete.

Para ilustrar esta situacién, se van a generar G = 3 grupos de manera sintética en R® donde
uno de los clusters esté agrupado en torno a una recta (¢ = 1) y otros dos clusters agrupados
en torno a dos planos (g2 = 2 y g3 = 2). Para ello se ha usado la funcién genLP del paquete
T4cluster [32].

En la Figura 3.1a se pueden ver los datos originales generados mediante genLP, en los que
ya se pueden verse claramente las tres estructuras, correspondientes a cada uno de los clusters.
En la Figura 3.1b se realiza un agrupamiento en torno a rectas ¢ = ¢ = g3 = 1, en el que se
aprecia que es insuficiente dado que hay muchas observaciones que quedan mal clasificadas. Al usar
planos ¢; = ¢2 = g3 = 2 (Figura 3.1c) el ajuste es mejor, aunque de todas formas no es correcto

al quedar varias observaciones en la parte superior del grafico mal clasificadas (se han asignado
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(a) Datos originales sin agrupar (b) Agrupacién en 1 dimensién (c) Agrupacién en 2 dimensiones

Figura 3.1: Agrupacién de la nube de puntos en subespacios. Para cada grafico se han
usado subespacios de la misma dimension

equivocadamente al grupo 1). En la Figura 3.2 se realiza un ajuste con dimensiones distintas para
cada grupo, de la misma forma que los datos originales (dos planos y una recta) fueron generados

(g1 =1y g2 = g3 = 2). Dicho ajuste resulta claramente el mas adecuado.

Figura 3.2: Agrupacién en clusters de distinta dimensién, uno unidimensional y los
otros dos bidimensionales

Para lograr esta modificacion, se han realizado varios cambios en el algoritmo, principalmente
sobre las matrices Bf 'y Agg. Estas matrices tenian todas dimensién ¢ X p y ¢ X n, respectivamente,
siendo ¢ la dimensién intrinseca comun. Al admitir dimensiones g, diferentes, ya no se puede usar
esta estructura en forma de matriz. Para remediarlo, se han usado estructuras de “lista” en R,
una por cada grupo, almacenando matrices dentro de cada elemento de la lista, en el primer caso
de dimensiones g, X p y en el segundo g, x n. Esta modificacién hace que se tenga que cambiar

también la forma en la que se accede a los elementos y a su inicializacion.

Los datos generados con genLP van a ser utilizados en las siguientes secciones para presentar las
distintas modificaciones y mejoras aplicadas en la implementacion. Cuando sea necesario para la

presentacion, también se introducira cierta fraccién de celdas contaminantes de forma “dispersa”
en los datos.
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3.2. Preprocesado de los datos de entrada

Antes de ejecutar el algoritmo, se propone considerar dos potenciales preprocesados de los
datos de entrada que pueden llegar a ser muy importantes para que el método proporcione buenos

resultados:

= la posibilidad del escalado robusto de los datos de entrada buscando una estandarizacion

inicial robusta de las variables

= la aplicacion de un sistema de imputacion inicial de datos perdidos y de datos atipicos que
resulte simple aunque no tenga en cuenta ninguna estructura de GG grupos subyacente. Este
procedimiento ha sido el método de Detect Deviating Cells (DDC) introducido en [33].

La primera de las modificaciones, basada en el escalado de los datos de entrada, es muy comun a
la hora de aplicar técnicas de Aprendizaje Automéatico. En muchas ocasiones las distintas variables
que componen un conjunto de datos tienen diferentes rangos de valores, lo cual sesga los métodos
en gran medida, dando més prioridad a unas variables que a otras. En este caso, en vez de usar
el escalado tradicional con la media y la desviacién tipica muestral clasica como estimadores de
localizacion y escala, se va a utilizar la mediana y el MAD como alternativas mas robustas, tal
como se mostré en la Seccién 2.1.3. Por tanto, para cada celda z;; del conjunto de datos se va a

considerar la transformaciéon remplazando z;; por

ry; — Med{w;; }7
MAD{z;;}i,

Como ejemplo del impacto de escalar robustamente o no los datos se va a generar un conjunto

(3.1)

artificial con genLP de datos con n = 300 observaciones, 100 observaciones en cada cluster y
p = 10 y donde la primera variable x; ha sido multiplicada por un factor de 100. De esta forma, el
rango de las variables se puede ver en la Figura 3.3, viendo que la primera variable se encuentra
en el rango (—20,20) aproximadamente, mientras que las nueve variables restantes oscilan entre
(—0.5,0.5).

En la Figura 3.4 podemos ver las diferencias entre no escalar (Figura 3.4a) y escalar (Figu-
ra 3.4b) unos datos simulados y sin contaminacién. En el primer caso, practicamente todas las
celdas recortadas pertenecen al primer cluster (el que tenia un rango mayor y diferente al de los
otros nueve). En cambio, si escalamos los datos, se encuentra solamente un atipico y no es en la
variable primera, por lo que escalar los datos ayuda a considerar todas las variables por igual, sin
importar el rango de las mismas.

En el caso concreto de datos funcionales, no se recomienda (por defecto) escalar las variables
dado que se podrian perder caracteristicas importantes de las curvas.

La segunda de las modificaciones consiste en la aplicacién del método denominado “Detect
Deviating Cells” (DDC) en [33]. Con este procedimiento se realiza un anélisis de celdas atipicas
teniendo en cuenta las correlaciones por pares de variables usando un método robusto y sin asumir

GG > 1 posibles subpoblaciones en los datos. Una de las principales ventajas de esta metodologia
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Figura 3.3: Grafico de cajas de cada variable

- o~ o - ° © ~ B B °

(a) Asignacién del método a clusters sin escalar ~ (b) Asignacién del método a clusters escalando

Figura 3.4: Diferencias entre no escalar y escalar los datos en la asignacién a grupos

es que proporciona una estimacién de las celdas que han sido atipicas y de los valores perdidos o
“missing” (NA).

En este método DDC, en primer lugar, se estandarizan los datos con estimadores robustos,
usando el primero de los pasos de un M-estimador (método robusto que proporciona pesos robustos
a las observaciones) para la localizacién y la escala. Para localizar los valores atipicos se supone
que la distribucién conjunta de las variables es una (dnica) normal multivariante con media p
y matriz de varianzas-covarianzas . Partiendo de un método simple de imputacién inicial de
observaciones perdidas, Los autores recomiendan normalizar las variables que claramente salgan
de dicha normalidad, usando por ejemplo el método de Box-Cox. Se define una nueva matriz

U de las mismas dimensiones que X, se calculan las correlaciones entre las variables utilizando

34



la nueva matriz a través de un método robusto llamado robCorr. Con estas correlaciones, se
consideran variables que estan “conectadas” por esa correlacion y estas variables conectadas son
las que se usaran para estimar “pendientes” robustas de regresiones simples con una funcion
robSlope (también descarta valores ausentes, definida también en el anexo de [33]). Para predecir
los atipicos se usan las variables que estan conectadas segun las correlaciones y esas pendientes de
forma robusta.

Para ilustrar las diferencias de este método en la deteccion de valores atipicos por celdas,
se utilizo en [33] un conjunto de datos denominado TopGear del paquete robustHD [34]. En él
se analizan 11 variables numéricas objetivas sobre 297 coches del programa inglés de televisién
“TopGear”. En la Figura 3.5 se muestra la capacidad de deteccion de celdas atipicas con DDC

respecto al uso de técnicas de busqueda de atipicos por filas, observandose un claro interés por el
uso del DDC.

By column DetectDeviatingCells
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Figura 3.5: Diferencias en la deteccién de outliers de hacerlo por columnas (izquierda)
o con DDC (derecha). Obtenido de [33]

El uso de DDC es bastante rapido a nivel computacional, ya que es muy simple por estar basado

en simples correlaciones robustas.

3.3. Inicializacion con RLG

En la implementacién de partida solo se podia inicializar los métodos iterativos por celdas
mediante el uso de TCLUST, lo cual puede no ser adecuado, especialmente cuando nos encontremos
en una dimensién p relativamente alta por el gran niimero de pardmetros que estimar G matrices de
covarianzas, tal como hace TCLUST, implica. Adicionalmente, a nivel formal, el uso de subespacios
afines aproximantes estd més en linea con la aproximaciéon por subespacios afines que realizamos

para aproximar y reconstruir las celdas individuales.
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Por ello, se ha considerado contemplar también como método de inicializacién el método RLG
con un recorte inicial elevado. La implementacion eficiente en C++ fue abordada en el TFG
[23]. La salida proporcionada por el RLG es muy util ya que la matriz de centros se puede usar
directamente para inicializar los vectores m9 para g = 1, ..., G. De la misma forma se puede hacer
con los autovectores generando los subespacios afines aproximantes, los cuales se corresponden
directamente con las matrices Bj para g =1,..., G.

En el Capitulo 4 se tratara de ilustrar el impacto al utilizar cada tipo de incializacion, TCLUST

y RLG, aplicado a distintos conjuntos de datos generados artificialmente.

3.4. Rendimiento computacional

Dado que este método esta previsto emplearse en datos con dimensiones posiblemente elevadas,
es critico que el rendimiento computacional sea el adecuado porque si no lo fuera, es posible que
el procedimiento no termine en un tiempo razonable. Con este fin, se ha hecho mucho hincapié
en mejorar al maximo posible este rendimiento computacional, analizando las partes en el codigo
que pudieran tener un mayor impacto. Estas partes son generalmente las que se repitan muchas
veces y/o tengan una mayor complejidad computacional.

La mayor parte de las operaciones del algoritmo son matriciales, que de por si no deberian
consumir demasiado tiempo. En cambio, hay dos partes que tienen un impacto considerable en
el rendimiento. Una de estas partes criticas detectadas es la regresion LTS, que debe realizarse
nxloopl veces. El LTS es de por si un método iterativo, que puede ralentizar mucho el procedi-
miento y, consecuentemente, las regresiones con pesos que se realizan para actualizar ng, Agg y
m9.

Con respecto a la regresion LTS, la implementacién inicial usaba la funcion 1tsReg de la libreria
robustbase [35], la cual no permitia ejecutar la regresiéon en dimensiones bajas, lo que suponia
un problema dado que el procedimiento propuesto deberia funcionar en todo tipo de dimensiones.
Ademas, dicha funcion estd programada en R y FORTRAN, lo que provocaba que los resultados
no fueran lo suficientemente adecuados en términos de velocidad computacional. Dados ambos
factores, se opté por implementar desde el principio este algoritmo en C++ en vez de en R. La

eleccién de este lenguaje de programacion responde a las siguientes razones:

= Rapidez: R no es suficientemente rapido, dado que fue concebido para hacer el andlisis de
datos y operaciones estadisticas sencillas y no para ser un lenguaje de altas prestaciones
computacionales. Por ello, R esta pensado para que sea lo mas sencillo para el programador
y no esta optimizado a nivel computacional. A modo de ejemplo, no se optimiza el uso de
la memoria y cuando se modifica un array se realiza una copia de este, lo cual impacta ne-
gativamente en su rendimiento computacional. A esto se anade ser un lenguaje interpretado
en vez de compilado, es decir, para ejecutar codigo R no hace falta traducirlo en una fase

previa a lenguaje maquina, sino que se realiza sobre la marcha.
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» Integracion con R: Existen varios paquetes que nos permiten convertir variables de C++ a

R y viceversa, asi como funciones u objetos. En esta implementacién se han usado dos:

e Rcpp: es el encargado de realizar la definicién y conversién entre ambos lenguajes. Por
ejemplo, para crear una funciéon en C++ que pueda ser usada en R, basta con anadir

el siguiente comentario al principio de la funcion:
// [[Repp::export]]

Y después se puede compilar el archivo fuente . cpp con sourceCpp en R. Hay que tener
cuidado a la hora de definir los argumentos y la salida de la funcién, dado que tienen

que pertenecer al paquete Repp; de otra forma daria un error.

e RcppArmadillo: proporciona acceso a la libreria Armadillo de C++ a través de R. Esta
libreria es especialmente 1til para realizar operaciones de dlgebra lineal y de compu-
tacion cientifica. Por ejemplo, es posible calcular autovalores, autovectores o descom-

poner matrices (SVD, QR, ...), entre otras funciones.

= Portabilidad: El lenguaje C++ es ampliamente usado por poder ser compilado de muchas
formas diferentes (gcc, clang, ...) y en plataformas totalmente distintas. Con ello podemos
crear c6digo C++ y ejecutarlo en cualquier tipo de procesador (x64, x32, ARM, MIPS,; ...)

y en cualquier sistema operativo (GNU/Linux, macOS, Microsoft Windows, ...).

Para comprobar la diferencia de velocidad entre ambas implementaciones, se realizaron una
serie de pruebas sobre el mismo ordenador con distintos conjuntos de datos generados de forma
aleatoria, de distintas dimensiones p € {10, 50,100, 300}. En la Tabla 3.1 se muestran los resultados
(en segundos): en todos los casos el cédigo C++ gana en términos de velocidad al de R y cuanto
mayor es la dimensién mas se notan estas diferencias llegando al extremo de tardar mas de 4 horas
en terminar en R cuando en C++ tardaba menos de un minuto. Con dimensiones superiores a
500, el c6digo en R no termina en un tiempo prudencial (de dias), en cambio en C++ consigue
terminar algo més de 2 minutos.

Por otra parte, la version de R esta optimizada para conjuntos de datos con més observaciones
(n superior) pero dado el uso que se le va a hacer en el procedimiento no es necesario tener dicha

mejora.

p=10 p=50 p=100 p=300 p=>500
R 0.062 1485  6.348 46.878 -
C++ 0.031 0.283 0.914 29.623  141.346

Tabla 3.1: Diferencias en la velocidad de la implementacién de LTS sobre R y C++
(tiempos en segundos) con el mismo niimero de inicializaciones

El programa implementado en C++ debe permitir realizar el ajuste LTS sin término de “in-

tercept”, para poder resolver las regresiones necesarias.
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Viendo la diferencia de velocidad entre ambas implementaciones, se hizo lo mismo con el resto
del algoritmo, implementarlo totalmente en C++ la version original. En este caso la diferencia era
minima, por lo que se decidié dejarlo y continuar en R dado que no suponia gran ventaja, y a la

hora de desarrollar y realizar cambios, R ofrece un entorno mas amigable.

80
1
1.45
1

Funcién objetivo
Funcion objetivo

75
1

JUU UL -

T T T T T T T T T T T T
0 20 40 60 80 100 0 20 40 60 80 100

Iteraciones Iteraciones

() (b)

Figura 3.6: Evolucion de la funcién de pérdida en dos escenarios diferentes

Otra de las mejoras propuestas consiste en quedarse con el mejor valor de la funciéon objetivo
en vez de con el dltimo. Como se puede ver en la Figura 3.6 existen principalmente dos tipos de
comportamientos en la evolucién de la funcién de pérdida. En el primero de ellos (Figura 3.6a), el
decrecimiento es suave y el dltimo valor corresponde con el mejor. En cambio, en la situacion de
la Figura 3.6b se producen “saltos” dependiendo de como se vayan “acomodando” la asignacién
de observaciones. De ahi la importancia de los hiperparametros loopsl y loops2. El primero,
correspondiente al bucle externo, provee una inicializacién diferente en cada iteracion de las asig-
naciones y de los primeros “scores”, lo que ayuda a no estancarse en minimos locales y poder
explorar varias soluciones. El segundo, correspondiente al bucle interno, permite iterar sobre la

solucién inicial.

3.5. Paso de refinamiento

Como se introdujo en la Seccién 2.8.5, existen dos etapas de refinamiento que contemplan la
recuperacion de celdas incorrectamente recortadas y la eliminacién de observaciones o filas de la
matriz de datos completas.

En el primero de los refinamientos posible relativo a la recuperacion de celdas incorrectamente
recortadas se van a utilizar los residuos escalados o estandarizados respecto al subespacio apro-

ximante del grupo al que se ha sido globalmente asignada cada observacién x; para determinar
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cudles son las celdas que se debieran recuperar. El residuo en la celda (i, j) vendra dado por

A ~9()
Tij — Tij = Tij — xij y

con ¢(7) siendo el grupo al que que ha sido globalmente asignada la observacion ;.

Para realizar el escalado robusto de los residuales, se ha usado estimadores Medg y el MAD?
que estan calculados con la mediana y el MAD obtenidos considerando solo los residuales corres-
pondientes a la variable j en las observaciones asignadas al cluster g(i). Se considera entonces

unos residuales estandarizados robustamente y que son definidos mediante

l’z‘j — [i’ij — Med?

MAD?

Tij = (32)
Se han usado estimadores robustos en vez de las medias y la desviaciones tipicas muestrales dado

que esos estimadores no son robustos.

Estos residuales serdan también usados para medir la “magnitud” del grado de “atipicidad”, en
términos de desviaciones tipicas, de las celdas, con el fin de visualizar mas comodamente dicho
grado.

Se ha comprobado experimentalmente que los residuos correspondientes a cada variable y grupo
no siguen una distribucién Normal, teniendo colas més pesadas como se puede ver en la Figura 3.7,
donde se han representado los residuales estandarizados para el resultado de aplicar el procedi-
miento a datos generados con genLP. Este fenémeno ya fue observado en [24]. Por tanto, al no
poder suponer normalidad en los residuos tampoco se pueden usar los percentiles de la Normal
estandar (o los percentiles de la x? si se usan los residuales al cuadrado) para detectar atipicos y

recuperar celdas atipicas incorrectamente recortadas.

A pesar de esta problematica, estos residuales estandarizados si tienen localizacién proxima a 0
y medida de desviacién tipica robusta igual a 1. Como consecuencia, si tiene sentido recuperar las
celdas con residuales estandarizadas que estén menos alejados de un nimero fijado, que denotamos
por recover, de desviaciones tipicas estimadas. La eleccién de ese parametro recover controla el
grado de permisibilidad al recuperar observaciones. Con un valor de recover elevado se recuperan

més celdas (se recortan menos celdas).

Como ilustracion de esta idea, la Figura 3.7 muestra dos elecciones posibles del parametro
recuperar correspondientes a recover=3 en color azul y a recover=5 en rojo. En la primera de
ellas, que suele ser la usual cuando suponemos normalidad, se comprueba que fuera de sus limites
se descarta un nimero muy grande de observaciones, por lo que en principio no parece la més
adecuada. En cambio, usando recover=5 se tiene que el nimero de residuales que se deja fuera es
muy inferior y mas acorde con la contaminacién que tenia el conjunto de datos original, por lo que
serfa mas correcta. No obstante, recalcar que dependiendo del conjunto de datos y la aplicacion

final del procedimiento este parametro puede ser ajustado en una direccién u otra.
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Figura 3.7: Grafico de cajas de los residuos estandarizados por variable

El segundo paso de refinamiento corresponde a la eliminacion de observaciones enteras si el
numero de celdas recortadas en una misma observacién es muy alto. Para determinar si es alto o
no este nimero de celdas, se utiliza el pardmetro ayrs, el mismo usado para la regresion LTS (el

resto de detalles fueron ya expuestos en la Seccién 2.8.5).

3.6. Funcionalidad grafica

Para representar visualmente los resultados, se han desarrollado una serie de funciones tanto
para el método propuesto en este trabajo de recortes por celdas. También se ha desarrollados

funcionalidades graficas para el RLG tratando la salida de la programacién en [23].

3.6.1. Funcién plot.cell.rlg

A la hora de crear los resimenes graficos es necesario distinguir dos situaciones relativas a
la naturaleza de los datos, si son funcionales o no, ya que interesaran posiblemente distintos
tipos de representaciones. En primer lugar se detallan los desarrollados en ambos casos, tratando

posteriormente de forma particular los graficos a mayores interesantes para los datos funcionales.

3.6.1.1. Grafico de residuales por celdas estandarizados

La representacion de los residuos es 1til puesto que nos proporciona una medida sobre el
residual observado en cada celda particular respecto al ajuste por el correspondiente subespacio
aproximante. Para ello se utilizaran los residuales estandarizados definidos en (3.2), los cuales dan

lugar a una matriz n X p. Tiene sentido considerar una representacion tipo “heatmap” de estos
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residuos estandarizados y, para una mejor visualizacién, se ha decidido usar una escala de colores
concreta, donde los azules son los que estan mas alejados por ser pequenos y en rojo los que
resultan elevados. Se ha pretendido que los valores de residuales tipificados en el intervalo [—3, 3],
es decir, valores no especialmente “atipicos” tengan colores “amarillentos”.

Figura 3.8: Paleta de colores “Zissoul” continua con 256 tonos diferentes

La escala utilizada consta de 256 colores, generados a través de la paleta “Zissoul” (Figura 3.8)
continua definida en el paquete wesanderson [36].

Una funcionalidad interesante puede ser agrupar las observaciones por clusters, para que asi
los residuos de cada grupo queden contiguos y se pueda comprobar de forma mas sencilla si hay
grupos que han quedado mejor o peor aproximados a los subespacios. En la Figura 3.9 se muestra
un ejemplo con datos simulados de los residuos, tanto sin ordenar (Figura 3.9a) como ordenados
(Figura 3.9b). En este caso, la reordenacién no presenta una ventaja clara por la forma en que la

contaminacién ha sido generada, pero en otros casos puede ser de gran utilidad.

- o~ o < © © ~ © £y
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(a) Sin ordenar (b) Ordenados por clusters

Figura 3.9: Representacion de los residuos estandarizados

3.6.1.2. Grafico de asignacién a clusters y celdas recortadas

Para comprobar de forma grafica la asignacion de cada observacién a los clusters como se ha
definido en la Ecuacion 2.35, se ha realizado un “heatmap” de la matriz de dimensiones n X p
en el que cada fila inicamente estd asignada a un grupo, denotado por colores (sin una escala en
concreto, usando en orden los definidos por R desde el 2). En la Figura 3.10 ademés son senaladas
las celdas que han sido recortadas usando color negro.
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Figura 3.10: Asignacién a grupos

De igual forma que en el caso anterior, se pueden ordenar las observaciones por cluster. En este
caso es aun mas interesante dado que nos da una muestra del tamano de cada uno de los grupos

y las observaciones que han sido clasificadas a cada cluster.

3.6.1.3. Grafico de “Scores”

Los scores en los G clusters estan dados por las matrices Agg para g = 1,...,G. Estos scores
proporcionan las coordenadas de las observaciones x; al ser representadas (mediante proyecciones
ortogonales) en el subesapcio aproximante. La representacién de los scores por grupos (Figura 3.11)
es interesante por miltiples motivos. De forma analoga a lo que sucede en el ACP clésico, las
observaciones que se muestran préximas en este grafico, ademas de estar en el mismo grupo,
toman valores parecidos en las variables analizadas al tener en cuenta la estructura de dependencia
detectada en su grupo. Ademads, las observaciones que tengan scores mas alejados indican que son
observaciones atipicas dentro de dicho cluster.

El tamano de estas coordenadas en Agg es también informativo porque, en el algoritmo, se
forzaba a que las columnas de las matrices ng tuvieran norma unitaria.

Dado que el nimero de clusters G puede ser elevado, para una correcta disposicién y visuali-
zacion en pantalla se ha usado la funcién n2mfrow, que indica las filas y columnas 6ptimas para

la pantalla concreta que se deben de usar.

3.6.1.4. Grafico de “Loadings”

Los loadings estan determinados por las matrices ng para g = 1,...,G, y las columnas de
estas matrices proporcionaban los vectores unitarios que se usan para generar los subespacios
aproximantes. Estos loadings, permiten ver el peso que se proporciona a cada variable en la

obtencion de los scores y proporcionan, por tanto, una interpretabilidad de los scores representados
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Cluster 1 Cluster2 Cluster 3

Figura 3.11: Representacion de los scores por grupos

anteriormente, de forma analoga a lo que sucede en el ACP clasico.

Cluster 1 Cluster2 Cluster3
Dim1 Dim1 Dim1
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Figura 3.12: Representacion de los loadings por dimension intrinseca y grupo

Para cada uno de los graficos de la Figura 3.12, en el eje de la x se representan los pesos para
las p variables del conjunto de datos, mientras que en el eje de la y se representan los valores
de b/ (todos en la misma escala para facilitar la comparacién). Este gréfico es especialmente ttil
comprobar el signo y el peso para cada variable en cada variable por cluster. De esta forma
podemos resaltar las variables a las que el procedimiento ha dado mayor peso en el subespacio
aproximante.

Para cada cluster se realiza una serie de graficos, dependiendo de la dimensién del subespacio
aproximante g,. Si esta dimensién g, es mayor que 3, por interpretabilidad, se realizan un maximo
de 3 graficos por grupo. De nuevo, dependiendo del niimero de clusters y la dimension del subes-
pacio de cada uno de los grupos, se usard la funcién n2mfrow para optimizar la representacién

visual de estos graficos.
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Datos funcionales

A continuacion se detallan los graficos a mayores de los anteriores que se obtendrian si los datos

de entrada son funcionales.

3.6.1.5. Grafico de asignacién de curvas a grupos

Dado que ahora las variables explicativas tienen un sentido temporal, donde t; <ty < ... <%,
son los distintos tiempos en los que se ha medido una caracteristica concreta, el resumen grafico
natural a hacer es usar el eje x como escala del tiempo y en el eje y representar los valores de
la caracteristica medidas a lo largo del tiempo. En este caso, las distintas curvas también estan
asignadas a grupos, por lo que se pueden usar colores para distinguir los clusters. A la hora de
marcar los atipicos, que vuelven a ser celdas concretas, se hard marcando un punto negro en el
instante concreto que ha ocurrido el atipico.

Para ilustrar la metodologia en el caso funcional en esta seccién, se han usado de datos funcio-
nales simulados con diversos tipos de contaminacién. Concretamente, se ha usado G = 2 grupos
de curvas generados con funciones de media dadas por las funciones

fi(x) =5+ 10sin(4rz)e > 4+ 5 Sin(ﬂ'%) +2 COS(Q%) y
fa(z) = 10 + 10 cos(4mz).

A estas funciones se les ha anadido una variabilidad extra o distintos “modos de variacion” que

justifican el enfoque de subespacios, mediante las funciones:

p11(z) = V2 cos(2mz) p1a(r) = V2sin(27z)

3.3
po(z) = V2sin(2mx) pa2() = V2 cos(2m) (3:3)

Asi, finalmente las funciones en el primer grupo vendran dadas por realizaciones de la funcion

fi(x) +ripra(x) + rapra(),

y de la forma
fo(x) +r3p21(x) + rapaa(),

para las funciones del segunda grupo donde r; son realizaciones aleatorias independientes de una
distribucién N(0, 3), ro de una distribucién N(0,2) y 3 de una distribucién N(0,4), e indepen-
dientes entre si. Estos dos modos de variacién en cada grupo, dados por las funciones p; 1, p1 2,
P21y p22 hacen que las dimensiones “intrinsecas” del subespacio funcional aproximante sean
G =q =2

Para discretizaciones de estas funciones en una rejilla de tamano p, se sumard también errores
aleatorios en esas p evaluaciones de las curvas en esas evaluaciones independientes y con distribu-
ci6n comun N(0,0.5). Finalmente, se ha seguido un mecanismo de generacién de valores atipicos

en las funciones de forma “dispersa”. Este esquema de simulacion serd la base de un esquema de
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Figura 3.14: Asignacién a grupos de las diferentes curvas al separar por grupos, con
celdas recortadas como circulos negros.

La Figura 3.13 muestra la asignacién a clusters encontrada, con los valores ati picos marcados
mediante circulos negros. No se aprecia demasiado bien al haber b stantes S y superpon
por el tipo particular de contaminacion generada. Puede ser méas interesante la representac

en la Figura 3.14, en la cual se han separado los distintos grupos para que sea visualmente mas
sencillo distinguirlos, con los valores atipicos de las funciones también marcados como circulos

negros.
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3.6.1.6. Grafico de curva medias y modos de variacién en grupos

Otra representacion interesante para ver la tendencia de cada grupo en el caso funcional es
representar la curva media en cada instante de tiempo (media puntual) de las curvas que fueran
asignadas a un cluster. En la Figura 3.15 se muestra un ejemplo con los datos anteriores, en los
cuales se ve claramente la diferencia entre ambos clusters y se ve que se aproximan bastante bien

las funciones f; y fo de medias.
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Figura 3.15: Curvas medias por grupos

En el caso de los datos funcionales, podemos ver facilmente como el grafico de “loadings” es
util para ver como los términos de las matrices ng aproximan a los “modos de variacién” en las
funciones py 1 p12, p21 Y p22. Recordemos que en esta simulacién los modos fueron prefijados en
(3.3). En la Figura 3.16 se puede comprobar que se las aproximaciones dadas por las columnas de
las matrices ng aproximan muy correctamente estas funciones senos y cosenos para cada grupo

y dimension.

3.6.2. Funcién plot.rlg

Se ha aprovechado el trabajo realizado en la obtencién de los graficos resultantes de plot.cell.rlg
para introducir procedimientos graficos que permitan visualizar cémodamente los resultados de
aplicar el procedimiento RLG (con recortes por observaciones). La mayor parte de los gréficos se
corresponden, por tanto, con algunos ya especificados anteriormente. En particular, esto sucede
con los gréficos de asignacién a clusters (Seccién 3.6.1.2), los de “scores” (Seccién 3.6.1.3) y “loa-
dings” (Seccién 3.6.1.4) pero con pequenas diferencias. Por ejemplo, en el gréfico de la asignacion
a grupos, al ser un método que recorta observaciones en vez de celdas, inicamente se marcan las
filas recortadas en vez de hacerlo celda a celda. Adicionalmente, la implementacion de partida en
C++ no proporcionaba los scores, por lo que se ha precisado su célculo explicito para su posterior
representacion grafica.

Se ha obtenido también un “scree plot” con los autovalores asociados a la representacion en
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Figura 3.16: Aproximacién a los modos de variacién en grupos por las columnas de las
matrices ng

componentes principales (asociados a los autovectores que proporcionan la base ortonormal del
subespacio afin aproximante). En el eje de la = se representan el nimero de dimensiones recogidas
(como maximo p) para los posibles subespacios aproximantes en cada grupo y en el eje de la
y se representa la variabilidad recogida por cada una de esas dimensiones. Este grafico es til
para determinar dimensiones intrinsecas g, razonables en los G clusters. Nétese también que las
observaciones atipicas, en virtud al recorte aplicado mediante el RLG, no van a afectar a la

determinacion de estas dimensiones intrinsecas.

. Cluster 1
~—#®—  Cluster2

. Cluster 3

eigenvalues

intrisic dimensions

Figura 3.17: Grafico “scree plot” por grupos asociado a la salida de RLG

Se muestra en la Figura 3.17 un ejemplo con los datos no funcionales. En este caso concreto,
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se puede ver que los autovalores son todos proximos a 0 cuando se consideran dimensiones en
cualquiera de los clusters estrictamente mayores que 2, mientras que estos autovalores son mayores
para dimensiones 2 o menores. Este grafico “scree plot” sugiere por tanto la eleccion ¢, = g2 = g3 =
2 como dimensiones intrinsecas en este problema. Vemos que las dimensiones intrisecas coinciden
exactamente con las dimensiones reales que fueron usadas para generar los datos.

Este gréafico puede ser también especialmente 1til para ser realizado antes de ejecutar cell.rlg,
tras considerar un recorte suficientemente grande en RLG para eliminar todas las celdas mas atipi-
cas y que podrian distorsionar la estimacion de las dimensiones intrinsecas. Asi, nos proporciona
una recomendacion razonable de las dimensiones intrinsecas g, subyacentes a usar en el posterior

procedimiento de recorte por celdas.

3.7. Pseudocddigo

3.7.1. LTS

El algoritmo implementado en C++ es el denominado FAST-LTS para mejorar el rendimiento

de LTS [37] y se muestra en el Algoritmo 1.

Algoritmo 1 FAST-LTS
Input: X € R"*? matriz de datos con filas z;; Y € RP vector con la variable dependiente con

valores y;; a € [0,1] tamano de recorte, nsamp nimero de iteraciones en la inicializacién, n_best
nimero de etapas de concentracion
Output: b* € RP coeficientes estimados; H* indices de las observaciones no recortadas; Q*

mejor valor de la funcién objetivo; residuos 7}

n <— numero de observaciones (filas) de X
p < numero de variables (columnas) de X
h < max(p, [n(1 — a)])
for [ < 1, nsamp do > Inicializaciéon de los coeficientes
Hy < vector de p observaciones aleatorias de un total de n (no hacen falta p + 1 porque es
una regresion sin intercept)
Xp, <+ matriz tomada de X con los indices de H
Yy, < vector tomado de Y con los indices de H
b <+ argmingegs ||Ya, — Xu,b||*
for j «+ 1,2 do > s6lo 2 etapas de concentracion
ri < (yi — wb)?
H{ir <rj}
Xp + matriz tomada desde X con los indices de H
Y5 < vector tomado desde Y con los indices de H
b <+ arg mingegs || Y — Xyb||?
end for
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b[l] «+ b
Ql] + Z?:l T?i)
end for
Q) < Q[n_best] > n_best valores con los menores valores de la funcién objetivo
b < bn_best]
for m <+ 1,n_best do > Etapas de concentracion hasta converger de las soluciones mas
prometedoras
by < b(m)
do
bo +— b
77 < (yi — w}b1)”
H<+ {i:r?< T(Qh)}
X < matriz tomada desde X con los indices de H
Yy + vector tomado desde Y con los indices de H
by < argming, cps ||V — Xgbl||?
while Z§:1 |bo — by] < 1078

if Q* > Z?Zl T%Z-) then > Guardar los mejores segin la funcién objetivo
b* bl
H*+— H

Q" Z?:l T%i)
(r})" < r?
end if
end for
return (b*, H*, Q*, (r*)*)
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3.7.2. cell.rlg

Explicados los distintos pasos del método, se presenta el pseudocddigo del algoritmo iterativo

(Algoritmo 2) que integra todos los pasos implementados en la funcién cell.rlg en R.

Algoritmo 2 Método propuesto cell.rlg

Input: X € R™? matriz de datos; ¢, € NY dimensiones intrinsecas de cada grupo;
init_method método de inicializacién; a € [0, 1] proporcién de recorte para los pesos; agrs € [0, 1]
proporcién de recorte de LTS; amnir € [0, 1] proporcién de recorte para el método de iniciali-
zacion; loopl numero de bucles externos; loop2 numero de bucles internos; nstart numero de
inicializaciones aleatorias; do_ddc indicador de realizar DDC; scale indicador para hacer escala-
do, refinamiento indicador para hacer la etapa de refinamiento, recover niimero de desviaciones
tipicas a recuperar; functional indicador si son datos funcionales, f argumento para lowess; knots
nodos internos que definen la representacién con B-splines

Output: X matriz de entrada, g, dimensiones intrinsecas de cada grupo, init método de
inicializacién, functional indicador si son datos funcionales, T}, matriz de predicciones en las cel-
das; §* valor de la funcién objetivo; (A9 )* loadings; (B )* scores; (m?)" centros; g(i) asignacién
de cada observacion; wj; indicador de recorte 0-1 de cada celda

n < numero de observaciones (filas) de X
p < numero de variables (columnas) de X
if scale then
Realizar el escalado robusto con media y MAD por filas
end if
if do_ddc then
X < DDC(X)
end if
if functional then
X .s « lowess(X, f)
P < knots + 4 > B-splines, se reduce la dimensién a P
By, v < Matriz con la evaluacién de los B-splines en los nodos con df = P
for : <+ 1,n do
b < argminyegs || X . 8; — Barb||?
T; b
end for
end if
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if init = TCLUST then > Inicializacion de los parametros
mY¢ <— centros obtenidos de TCLUST
Bg + autovectores de las matrices de dispersion obtenidas con TCLUST

else 1f init = RLG then
mY <— centros obtenidos de RLG
Bj < matriz U con los g, autovectores 6ptimos devueltos por RLG

end if

if functional then > Recuperacion de la dimensién p de partida
m? < B, yym?
Bi < BnuBj,

end if
for it; < 1, loopl do > Bucle externo
AY < coeﬁmentes de LTS > Inicializacién de A9 'y g(i) con LTS

Sumna de los [n(1 — aprg)] residuales menores del LTS menores
g(1) dependiendo de esas sumas de menores residuales del LTS
for ity <— 1, loop2 do > Bucle interno
X < m9+ By A9
ry < (@i — )’

ww — 1.2 <z > Actualizacion de los pesos
ij—= 1n)g

P wl (i — m)bd = ( P w0 ) i=1,.nyg=1..GC >
Actualizacién de los parametros

b~ @)0) = Sk, = pyg =1,

L wl(zy —mi)al = (301, wiad(af)") b, j=1..,pyg=1,...,G

842 wigj(l)ri?j > Célculo de la funcién objetivo
end for
if § < 5* then > Guardar los mejores segin la funcién objetivo
5% 45

(Agg)* — Agg

end for
Estandarizar los residuos por variables y grupos de forma robusta en 7; > Residuos
estandarizados
if refinamiento then
wy; < Lpw,;=1y U {|7ij| < recover} > Recuperar celdas
wy; < 0 para los i tales que #{wfj(i) =0:5=1,...,p}/p > arrs > Eliminar observaciones
completas
end if

return (X, g4, init, functional, 77, 8", (A9 )", (BY)", (m?)", g(2)",w};)

ol



3.8. Especificacién de las funciones

Para cerrar este capitulo, se detallaran los argumentos y las salidas que devuelven las funciones

desarrolladas: cell.rlg, plot.cell.rlgy plot.rlg.

3.8.1. cell.rlg
3.8.1.1. Argumentos

Los tnicos argumentos obligatorios son x y d.

Argumento | Descripcion

X Matriz o dataframe n x p con los datos de entrada

d Vector con las dimensiones intrinsecas ¢, de cada grupo g € {1,...,G}

init.method | Algoritmo para la inicializacion de las matrices Bj 'y mY. Posibles valores:

tclust o rlg. Valor por defecto rlg

alpha Proporcién de celdas inicialmente recortadas. Debe de ser un ntimero real

en el rango [0, 1]. Valor por defecto 0.1

alpha.lts Proporcién de las celdas a recortar por el método LTS en las regresiones
robustas por filas. Debe de ser un ntimero real en el rango [0, 1]. Valor por
defecto 0.25

alpha.init Proporcién de observaciones a recortar al inicializar con TCLUST o RLG,
dependiendo del método escogido. Debe de ser un niimero real en el rango
[0, 1]. Valor por defecto 0.2

loops1 Numero de bucles externos a ejecutar. Valor por defecto 4
loops2 Numero de bucles internos a ejecutar. Valor por defecto 10
nstart Numero de inicializaciones aleatorias del algoritmo de inicializacion

(TCLUST o RLG) a realizar. Valor por defecto Zngl ¢y x 40 (donde G

es el nimero de clusters)

do.ddc Indicador de si se debe aplicar el algoritmo DDC antes de inicializar los

pesos. Valor por defecto FALSE

scale Indicador para realizar o no un escalado robusto a la matriz de entrada.
Valor por defecto TRUE

refinamiento | Indicador de si se debe realizar la etapa de refinamiento. Valor por defecto
TRUE
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recover Numero de desviaciones tipicas a recuperar el refinamiento. Solo tiene
validez si se ha marcado hacer refinamiento. Valor por defecto 10

functional Indicador de datos funcionales. Valor por defecto FALSE

f Correspondiente al argumento f para el suavizado con lowess. Solo tiene
validez si se ha marcado que los datos son funcionales. Valor por defecto
1/5

knots Numero de nodos internos que definen el B-spline. Solo tiene validez si se
ha marcado que los datos son funcionales. Valor por defecto 4

Tabla 3.2: Argumentos de entrada de la funcion cell.rlg
3.8.1.2. Valor que devuelve

Devuelve un objeto S3 de la clase cell.rlg con los atributos mostrados en la Tabla 3.3.

Atributo Descripcién

X Matriz o dataframe n x p con los datos de entrada

d Vector con las dimensiones intrinsecas ¢, de cada grupo g € {1,...,G}
init Objeto con el resultado del método de inicializacién seleccionado
functional Indicador de datos funcionales

xpred Matriz n x p con los datos estimados Z;;

residuals Residuos estandarizados r;; robustos

shat Valor de la funcién objetivo

A Lista con las matrices de Scores Af

B Lista con las matrices de Loadings B

m Lista con las vectores de medias m9

cluster.cell

en adelante. El valor 0 indica que dicha celda ha sido recortada

Asignacion al cluster concreto de cada celda. Los clusters se definen de 1

cluster

totalmente

Asignacién a clusters de cada observacién g(7). Los clusters se definen de

1 en adelante. El valor 0 indica que dicha observaciéon ha sido recortada
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cluster.cell.raw | Asignacién al cluster concreto de cada celda antes de la etapa de refina-

miento. Los clusters se definen de 1 en adelante. El valor 0 indica que
dicha celda ha sido recortada

cluster.raw Asignacién a clusters de cada observacién ¢(i) antes de la etapa de refi-

namiento. Los clusters se definen de 1 en adelante. El valor 0 indica que

dicha observacion ha sido recortada totalmente

evo

Valores con la evolucién de la funcion de pérdida en cada iteracion

Tabla 3.3: Valores devueltos por la funcién cell.rlg

3.8.2. plot.cell.rlg

El tinico argumento obligatorio es obj. La forma de invocar la funciéon es directamente mediante

plot(obj).

Atributo

Descripcién

obj

Objeto S3 de clase cell.rlg

which

Gréficos a realizar, puede tomar los siguientes valores (solo uno de ellos):
e all: todos los graficos posibles

e residuals: residuos por celda (ver Seccién 3.6.1.1)

e clusters: asignacién a clusters (ver Seccién 3.6.1.2)

e scores (ver Secci6n 3.6.1.3)

e loadings (ver Seccién 3.6.1.4)

Ademas, si los datos de entrada son funcionales, es posible realizar:

e curves: asignacién de curvas a grupos (ver Seccién 3.6.1.5)

e curves.splitted: asignacién de curvas a grupos separados

e mean.curves: curva media de cada grupo (ver Seccién 3.6.1.6)

sort

Indicador si se deben ordenar por clusters las observaciones. Solo valido para los

graficos residuals y clusters
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3.8.3. plot.rlg

El tinico argumento obligatorio es obj. La forma de invocar la funcion es directamente mediante
plot(obj).

Atributo | Descripcién

obj Objeto S3 de clase rlg

Gréficos a realizar, puede tomar los siguientes valores (solo uno de ellos):

e all: todos los graficos posibles

e clusters: asignacién a clusters (ver Seccién 3.6.1.2)

which
e scores (ver Seccién 3.6.1.3)
e loadings (ver Seccién 3.6.1.4)
e cigenvalues “Scree plot” (ver Seccién 3.6.2)
sort Indicador si se deben ordenar por clusters las observaciones. Solo valido para los

graficos residuals y clusters

Tabla 3.5: Argumentos de entrada de la funcion plot.rlg
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Capitulo 4
Ejemplos y simulacion

Para comprobar que las modificaciones y funcionalidades implementadas funcionan correcta-
mente y analizar la dependencia de la metodologia de diversas caracteristicas, se han realizado
una serie de simulaciones con datos artificiales tanto para datos no funcionales como funcionales.

Para todos estos conjuntos de datos simulados se han medido una serie de métricas como son
el “tiempo de ejecucién” y el “valor de la funcién objetivo”. Estd claro que un menor tiempo
de computacién y un menor valor de la funcién objetivo (problema definido por minimos) son
preferible. También se considerara una métrica que denotaremos por “SSE” y que dependerd de

la suma de los errores al cuadrado (SSE). Este tltimo criterio se basa en

SSE = Z (xij — QATZ']')2
(i,)€G

donde G seran los indices (i, j) con residuales mas pequenos una vez que se permite descartar los
residuales mas grandes y que podrian corresponder a la fraccién ey de celdas contaminadas (no se

pretenden ajustar las celdas atipicas y si las celdas que no lo son). Para ser més precisos, si

fueran los n - p residuales r?j = (xi; — 24;)* ordenados de menor a mayor entonces

G =A{(i,7) -} <Flpa_con -

Evidentemente, el calculo del SSE requiere de conocer la fraccién verdadera de celdas contaminadas
€0, pero esto es conocido en el caso simulado ya que nosotros controlamos dicha contaminacién. Si
el método ha ajustado correctamente, los residuos considerados para el calculo del estadistico SSE
deberian ser pequenos, al corresponderse con celdas no contaminadas y dejar fuera los residuales
al cuadrado grandes de las celdas que se desvian més del comportamiento mayoritario. Por tanto,
es también preferible alcanzar valores de SSE pequenos.

Finalmente, en algunos de los casos, se ha calculado también el error de clasificacién, como la

fraccién de observaciones que son asignadas a grupos incorrectos o incorrectamente recortadas.
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Cada simulacion se ha replicado B = 100 veces para asi tener una medida de la variabilidad,
con semillas fijadas a la hora de generar los datos, permitiendo asi la reproducibilidad de los

resultados de la experimentacion.

4.1. Datos no funcionales

Para el caso de datos no funcionales, las simulaciones realizadas parten de una funcién definida
en R utilizada para simplificar la generaciéon de datos mediante una nueva funcién denominada
genMN (mdim, ndim, n, var, sep_means) modificando la funciéon genLP del paquete T4cluster.
Esta funcién modificada sirve para generar G = 3 clusters entorno a subespacios de dimensién
mdim en un espacio global de dimension ndim. Es posible especificar el nimero de datos por
grupo, con el argumento n, asi como la varianza de los datos de errores generados a partir de una

distribucién Normal y la separacion entre los distintos centros mediante el pardmetro sep_means.

1. Método de inicializacion: El objetivo es comprobar el funcionamiento de RLG frente a
TCLUST como procedimiento para inicializar los parametros segin la dimensiéon del con-
junto de datos. Para ello se han generado conjuntos de datos de dimensiones p € {10, 40}
con GG = 3 clusters distintos de dimensién intrinseca ¢; = ¢o = g3 = 2. Cada cluster contiene
100 observaciones y en ambos métodos de inicializacién se han mantenido los mismos valores

por defecto en el nimero de inicializaciones aleatorias.

2. Dimension intrinseca: Para verificar el impacto que tiene escoger uno u otro valor de ¢, para
cada grupo, se han generado unos datos n = 600, p = 10, G = 3 con (q1,¢2,q3) = (1,2,3).
Se han probado los siguientes conjuntos de dimensiones intrinsecas (qi, ¢2,q3) dados por
(1,1,1), (2,2,2), (3,3,3), (4,4,4) y (1,2,3). En todos ellos se ha utilizado el mismo niimero

nsamp=1000 para que fueran comparables.

3. Contaminacion y refinamiento: Se quiere constatar la influencia de las observaciones conta-
minadas junto al valor a especificado. Es decir, ver el comportamiento si a es menor que
la contaminacién introducida, asi como la mejora que se podria obtener con un « (preven-
tivamente) mayor al necesario pero aplicando las etapas de refinamiento. Para ello, se ha
generado un conjunto de datos de n = 300 con G = 3 (100 observaciones por grupo), p = 10
y q1 = g2 = q3 = 2. A estas celdas se les ha introducido un ruido reemplazando una fraccién
g0 = 0.05 del total de celdas por celdas atipicas distribuidas segtin U(—3, 3) independientes.
Se han probado tamanos de recorte o € {0,0.05,0.10,0.15,0.20}.

4.1.1. Método de inicializacion

Por la forma en que se realiza el experimento, nos encontramos con datos pareados. Para cada

conjunto de datos simulado se han ejecutado ambos métodos de inicializacion, por lo que parece
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razonable calcular la diferencia en las métricas de uno menos el otro. En los resultados que se expo-
nen a continuacién, se ha restado el resultado de las métricas anteriormente presentadas al aplicar
TCLUST menos el resultado de aplicar RLG, sobre el mismo conjunto de datos (TCLUST—RLG).

En las Figuras 4.1a y 4.1b se han realizado unos diagramas de cajas con la diferencia de los
valores obtenidos en la funcién objetivo y SSE para cada simulacién (B = 100). Ambos parecen
funcionar de manera similar cuando la dimension es baja pero al aumentarla se percibe que
TCLUST se comporta quizas mejor, al desplazarse ligeramente la mediana de las diferencias a

valores positivos.
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(a) Funcién objetivo (b) SSE (c) Tiempo de ejecucién

Figura 4.1: Diagramas de caja de la diferencia entre TCLUST y RLG frente a la
dimensiéon p
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Figura 4.2: Comparacion de los errores de clasificacién para los métodos de inicializa-
cion segun la dimension p

Como comparacion de esta posible diferencia, es de utilidad comparar las tasas de los errores
de clasificacién en la Figura 4.2. En la Figura 4.2a se aprecia de nuevo que TCLUST funciona
ligeramente peor. Para comprobar la escala de esta diferencia se ha realizado un par de graficos,

uno por dimension p, con ambos métodos de inicializacién y que aparece en la Figura 4.2b. Ambos
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procedimientos se diferencian muy poco cuando p = 10, pero la diferencia es mas notable al
aumentar p.

Al fijarnos en el tiempo de ejecucion, la Figura 4.1c si que parece mostrar mas grandes diferen-
cias. TCLUST tarda un tiempo bastante superior a RLG. Para dimensién p = 10 estas diferencias
no son grandes, pero en el caso p = 40 la diferencia es més grande.

Resumiendo lo visto, parece que hay una clara ventaja al usar RLG con dimensiones mayores,
tanto si nos fijamos en el tiempo computacional pero también en la calidad de los resultados, con

un error de clasificaciéon y SSE inferiores.

4.1.2. Dimension intrinseca
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Figura 4.3: Diagramas de caja frente a los valores de g,

Los datos reales se han simulado usando como dimensiones intrinsecas diferentes (q1, g2, q3) =
(1,2,3). En primer lugar, si nos fijamos en los tiempos de ejecucion (Figura 4.3d) parece que se
van claramente incrementando con la dimension intrinseca, como era logico esperar. Tarda menos
buscar rectas, después buscar planos, etc.

Sobre el grafico de la funcién objetivo en Figura 4.3a, se comprueba claramente que usando como
dimensién intrinseca (q1,q2,q3) = (1,1,1) se obtienen resultados bastante pobres, al ser mucho
més alta la dimensién en algunos subespacios. Buscando subespacios de dimensién (g1, g2, q3) =
(2,2,2) mejoran los resultados, aunque siguen siendo significativamente inferiores al resto de los
casos. Con subespacios de dimensiones mas altas, (q1,¢2,q3) = (3,3,3) y (4,4, 4), parece obtenerse
mejores resultados en la funcién de pérdida y en el SSE (Figura 4.3b). Este resultado es razonable
dado que el caso (q1,¢2,q3) = (1,2,3) estd incluido en (q1,q2,93) = (3,3,3) y este a su vez en
(91,92, g3) = (4,4,4).

Por 1ltimo, al fijarnos en los errores de clasificacion en Figura 4.3c, si que se aprecian diferencias
entre (q1,q2,q3) = (1,2,3), (q1,92,93) = (3,3,3) v (q1,¢2,q93) = (4,4,4). Los mejores resultados
segun esta métrica se corresponden, como era de esperar, con la dimension intrinseca generada,
aunque en el caso de aproximar con subespacios de dimensiones ligeramente superiores se obtienen
también resultados similares. En el caso de subespacios (¢, q2,q3) = (4,4, 4) se aprecia un incre-
mento de la variabilidad, el cual es posible que se deba porque es necesario realizar mas iteraciones

al ser un modelo a ajustar méas complejo.
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En conclusion, queda claro que si se conocen las dimensiones intrinsecas de antemano se ob-
tiene la mejor solucién. No obstante, si no son conocidas, es mejor utilizar el procedimiento con
subespacios de dimensién méas alta pero préximos a la real. Como solucion a la eleccion de las
dimensiones intrinsecas se propone realizar un “scree plot”. Para ello se puede usar el método
RLG con la funcién desarrollada “plot.rlg” (Seccién 3.8.3) y seleccionar el nimero de dimensiones

con las que se explica mayor variabilidad.

4.1.3. Contaminacién y refinamiento
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Figura 4.4: Diagramas de caja frente a los valores de a. Se han eliminado los valores
mas atipicos para una mejor visualizacion

En todas las simulaciones realizadas el niimero de celdas reales contaminadas ha sido del 5 %.
Al probar varios valores del tamano de recorte se puede comprobar que si indicamos al método
un numero inferior de celdas a quitar, el resultado es bastante pobre en términos de la funcion
de pérdida y del SSE. En cambio, si fijamos a en el mismo valor a la contaminacién real eq
el rendimiento es el mejor de todos los probados. En cambio, cuando aumentamos el tamano de
recorte o se incrementa algo el SSE pero este incremento es muy bajo en comparacion con recortar
de menos. Por tanto, es preferible recortar de mas que de menos y mejor cuanto més nos ajustemos
a la contaminacion real. Esto seguramente se deba al paso de refinamiento, que recupera una gran
cantidad de celdas que no debieron ser recortadas.

Sobre los tiempos de ejecucién, no hay diferencias significativas en usar un tamano de recorte
u otro, lo cual es previsible dado que las etapas que recorre el algoritmo son las mismas (con la
misma complejidad).

4.2. Datos funcionales

Dada la naturaleza especifica de los datos funcionales, se han propuesto las siguientes simula-

clones:
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1. Método de inicializacion: Al aplicar una representacion con B-splines, el algoritmo no es
demasiado dependiente de la dimensién p (nimero de evaluaciones de la funcién) y si lo es
del nimero de nodos knots utilizados en la representacién B-splines. Por ello, los datos se
han generado en una dimension de p = 50 y después se han probado los valores de knots
€ {4,10,20}, con n = 200 curvas y con G = 2 clusters (100 curvas por grupo) distintos de

dimensién intrinseca ¢; = g2 = 2 (para todos la misma).

2. Tipos de contaminacion: Se han generado varios esquemas de contaminacion diferentes, los

cuales son:

a) Se seleccionan 3 % de celdas aleatorias para perturbar; cada una de las elegidas se reem-
plazan con un valor negativo o positivo (fuera del rango de los datos) con probabilidad
0.5 (Figura 4.5a).

b) La contaminacién se hace seleccionando el 15% de observaciones; para cada una de
ellas se perturban un 20 % de coordenadas consecutivas con valores atipicos pero no

extremos (Figura 4.5b). La cantidad total de celdas a contaminar es del 3 %.

c¢) Similar al segundo caso solo que a las celdas modificadas se les da un valor extremo y
positivo (unas 10 veces mayor). En este caso, también la cantidad de celdas a contaminar
es del 3% (Figura 4.5¢).

d) Similar al segundo y tercer caso excepto que los valores nuevos estan dentro del rango
de los datos, porque lo que se hace es dejar la funcion fija sin actualizar for una fraccion
del 20 % de observaciones consecutivas y generando una fraccién total del 3 % de celdas

contaminantes (Figura 4.5d).

() (b) (c) (d)

Figura 4.5: Distintos episodios de contaminacién para datos funcionales

Al igual que se hizo en el caso de los datos no funcionales, se ha creado una funcién llamada
genFUN extendiendo la explicada en la Secciéon 3.6.1.4 pero con algunos cambios en valores que
antes estaban fijos, con el fin de ganar aleatoriedad y que no se generen siempre las mismas

funciones. Las funciones de medias y modos de variacion son ahora de la forma:
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fiz) = a1 + azsin(azmz)e™™* + a; Siﬂ(ﬂg) + a4 cos(cug) y

fo(x) = ag + ay cos(4nw).

p11(x) = y/ay cos(agmx) p12(x) = y/agsin(aymx)
p2.1() = /agsin(agmx) p2.2(x) = \/ay cos(asmx)

—a4T

. ., 7r
fi(x) = a; + ag sin(azmz)e + ay Slrl(ﬂ'g) + ay COS(G4§) y

fo(x) = ag + ay cos(4nw).

Asi, finalmente las funciones en el primer grupo vendran dadas por realizaciones de funciones
de la forma:
fi() +ripi(e) + rapra(),

y de la forma
fo(@) +7r3p21(x) + ropaa(x),

donde los términos ay, as, as, as son realizaciones aleatorias independientes de distribuciones
U(0,5), U(5,10), U(0,4), U(0,2). Recordemos ademds que r; eran realizaciones aleatorias inde-
pendientes de la distribucién N(0, 3), ro de la distribucién N(0,2) y r3 de la distribucién N(0,4).
También se han sumado unos errores aleatorios con normales independientes de menor variabilidad

en los puntos donde se realiza la evaluacion de las curvas.

4.2.1. Método de inicializacion

De igual forma que con los datos no funcionales, se ha calculado la diferencia de inicializar con
TCLUST menos RLG al tener datos pareados, por aplicarse sobre el mismo conjunto de datos
funcionales en cada ocasién B = 100.

En la Figura 4.6 se muestran las diferencias observadas para cada una de las métricas. Para un
numero de nodos bajo, parece no haber diferencias significativas entre ambos métodos y parece
que la funcién objetivo en knots = 4 pueda ser algo mejor en RLG pero para el SSE parece ser
inferior el de TCLUST. No obstante, las diferencias se empiezan a apreciar mas a favor de RLG
cuando incrementamos el nimero de nodos hasta knots = 20, tanto en la funciéon objetivo como
en el SSE. Para dicho nimero de nodos también parece que TCLUST tarda ma&s en ejecutarse,
aunque con una diferencia menos marcada que en el caso no funcional.

De nuevo y tal como ocurria en el caso no funcional parece que RLG arroja mejores resultados,
pero con datos funcionales esta diferencia resulta menor, al menos, si el numero de knots internos

no es muy grande.
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Figura 4.6: Diagramas de caja de la diferencia entre TCLUST y RLG frente a los nodos
de B-splines

4.2.2. Contaminacion y refinamiento

De la misma forma que ocurria al analizar la contaminacién y el refinamiento en datos no
funcionales, algo similar aparece en el caso de los datos funcionales segtin la funciéon objetivo
(Figura 4.7). En todos los casos al recortar mas celdas se reduce la pérdida, aunque con diferencias
entre ellos. En los tres primeros esquemas de contaminacion se reduce més bruscamente hasta el
pentltimo valor de a, no habiendo demasiada diferencia entre escoger el 5% o el 20 %. En cambio,

en el dltimo caso se reduce de manera parecida con cada valor de «, progresivamente.
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Figura 4.7: Diagramas de caja de la funcién objetivo frente al tamano de recorte para
distintos esquemas de contaminacion

Al comparar los distintos valores de recorte para el SSE se obtienen también resultados bastante
similares en todos los casos en la Figura 4.8. El SSE parece que siempre disminuye al aumentar

a en los tres primeros esquemas de simulacion, aunque se use un tamano de recorte superior
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al de la contaminacion. El ultimo esquema de simulacién es en el Gnico que no se cumple esto,
incrementandose el SSE cuando se utilizan valores de recorte superiores al necesario g, siendo en
algin caso incluso peor que no recortar. Si recordamos cémo se habia generado la contaminacion,
esta ultima situacion correspondia a cambiar valores por una constante pero dentro del rango de
los datos. Lo que parece estar ocurriendo es que esas observaciones se han recortado pero no han

podido ser recuperadas por la etapa de refinamiento, al estar muy cerca de valores no atipicos.
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Figura 4.8: Diagramas de caja del SSE frente al tamano de recorte para distintos
esquemas de contaminacién

Con respecto a los errores de clasificacion en la Figura 4.9, en todos los casos se mejora al
incrementar el tamano de recorte. Este comportamiento es el esperado dado que cuantas mas
celdas se eliminen mas probabilidad hay de que las que sobrevivan el recorte no sean atipicas y
contribuyan solo a una mejor clasificacion. Cabe destacar el mal comportamiento que surge si no
se recorta nada o = 0 en datos contaminados, llegando en ocasiones a tasas de mala clasificacién
cercanas al 50 % (tercer esquema de simulacién).

Por ultimo, los tiempos de ejecucién son bastante parecidos en todos ellos (Figura 4.10), incre-
mentandose cuando se recortan més celdas. En todos ellos hay varios puntos atipicos, correspon-

dientes a conjuntos de datos que han tardado més de lo habitual (comparando con los demas).
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Capitulo 5

Aplicacion sobre datos reales

A continuacién se expondran dos situaciones basadas en datos reales en las que se usara el
algoritmo propuesto. El objetivo fundamental es comprobar que las modificaciones realizadas

funcionan correctamente, por lo que se van a utilizar los mismos dos conjuntos de datos en [1].

5.1. Mortalidad en Francia

5.1.1. Descripcion del conjunto de datos

En el primer conjunto de datos se analizara la tasa de mortalidad en Francia entre los anos
1816 y 2006 para edades de 0 a 99 anos en hombres. Los datos han sido extraidos de la “Human
Mortality Database” y estédn disponibles en el paquete demography de R [38].

Estamos ante un ejemplo de datos funcionales, donde cada curva corresponde a la evolucién de
la tasa de mortalidad en cada ano de la historia de Francia en el periodo de 1816 y 2006, por lo
que n = 191, y en cada grupo de edad entre 0 y 99 anos de edad, por lo que p = 100. La variable
que se ha medido por grupo de edad y ano es la tasa de mortalidad, definido como la proporcion
de personas que fallecen respecto a la poblacion total, agrupados por edad. Es muy comuin aplicar
una transformacion logaritmica para mejorar su visualizacion, al ser valores generalmente bajos y

asimétricos.

En la Figura 5.1 se muestra una representacién gréafica de los datos. Cada linea corresponde
con una curva, es decir, un ano. En el eje x se representa cada grupo de edad y en el eje y el
valor del logaritmo de la mortalidad. Se ha asignado un color distinto a cada curva utilizando el
ano de la observacién, de tal forma que colores mas claros de la curva se corresponden con anos
menos recientes. A simple vista se pueden apreciar dos clusters. Los anos méas antiguos tienen una
tasa de mortalidad claramente superiores a los tasas de mortalidad de los anos mas recientes. La
diferencia entre los grupos se encuentra en el final de la Segunda Guerra Mundial, después de la
cual hubo grandes mejoras en la calidad de vida y por ello es un punto de inflexién que se ve

reflejado en las tasas de mortalidad.
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Figura 5.1: Tasas de mortalidad (escala logaritmica) en varones desde 1816 hasta 2006
en Francia

5.1.2. Resultados

Se han probado ambos métodos de inicializacién, tanto TCLUST como RLG. Para TCLUST se
han usado los mismos pardmetros que los propuestos en [1] y se han realizado pruebas con distintos
parametros para RLG. Para ambos métodos de inicializacion, se toman dimensiones intrinsecas
¢1 = g2 = 2, como en [1].

Si comparamos la asignacion a grupos, ambos encuentran correctamente la diferencia entre
curvas correspondientes a anos antes del final de la Segunda Guerra Mundial y los de después,
con la salvedad de que el resultado de inicializar con TCLUST no incluye los anos que estan en el
limite en el grupo superior pero RLG si lo hace. Estas observaciones corresponden con un periodo
entreguerras, por lo que realmente no queda claro el limite y podrian clasificarse en cualquiera de
los dos grupos.

Para comprobar qué ajuste es mejor podemos ver el valor que ha alcanzado la funcién de pérdida
para cada método de inicializacién (Tabla 5.1). Como se intufa, ambos son muy parecidos, aunque
en este caso quizds un poco mejor TCLUST.

TCLUST RLG

31.14361  31.50215

Tabla 5.1: Funcion objetivo segin el método de inicializacion

68



L, T T T T T T T I I T T T T T T T T I T T T I T T I T T TTTTToTT
0 5 11 18 25 32 39 46 53 60 67 74 81 88 95 0O 5 11 18 25 32 39 46 53 60 67 74 81 88 95

(a) TCLUST (b) RLG

Figura 5.2: Asignacién de cada curva a grupos

Se puede visualizar de manera cémoda las asignaciones a cada uno de los grupos, con el gréafico
mostrado en la Figura 5.3, en el que aparecen marcadas en negro las celdas recortadas, correspon-
dientes a celdas con residuos altos (después de la etapa de refinamiento). Se pueden comprobar si
estos residuos corresponden a atipicos por exceso o por defecto (la mortalidad obsevada era mayor
que la prevista en ese grupo) a través de la Figura 5.4.

Ambos métodos recortan un nimero similar de celdas, aunque TCLUST elimina alguna mas.
Entre los recortes comunes, se puede percibir una region entre 1917 y 1920 aproximadamente
que afecta a muchos grupos de edad, desde los 14 anos hasta los 50 aproximadamente. Si lo
relacionamos con la Historia, en esos anos empezé la Primera Guerra Mundial y se expandio la
gripe espanola, causas muy posibles de este incremento de mortalidad. Otra regiéon con crecimiento
del nimero de celdas recortadas es entre los anos 1939 y 1944, correspondientes al periodo de la
Segunda Guerra Mundial, por ello la mayor parte de las celdas recortadas se encuentran entre la
poblacion joven, que seria la que falleceria mas notablemente en los frentes de guerra.

Otro resumen grafico interesante de analizar es el de los “scores” y los “loadings” (Figura 5.5),
cuya interpretacion se parece a la del ACP. Si nos centramos en uno de ellos, por ejemplo en el de
TCLUST (Figuras 5.5ay 5.5b), podemos observar que para el primer grupo y su primera dimensién
tienen valores mas grandes (negativos) los grupos de edad jévenes, que van disminuyendo hasta
los 18 anos y después vuelven a disminuir hasta los 40 anos aproximadamente. Relacionando este
dato con el grafico de los “scores”, para el cluster 1, valores mas negativos sobre el eje x indican
una mortalidad mayor para los grupos de edad jévenes (dado que ambos valores son negativos en
el producto a realizar, dicho producto seria positivo). Hay dos anos que sobresalen siguiendo estos

criterios, 1871 y 1944, correspondientes a la pérdida de Francia en las guerra franco-prusiana y al
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final de la Segunda Guerra Mundial en Francia, respectivamente. Si nos fijamos en valores menos
atipicos, podemos comprobar que se encuentran en la parte negativa (y por tanto mayor mortalidad
en edades tempranas) los anos anteriores a la Primera Guerra Mundial, por lo que seguramente
sea debido a una alta mortalidad consecuencia de partos en peores condiciones sanitarias.

De manera andaloga, se puede interpretar el segundo de los grupos para la primera dimensién.
En el caso de la segunda dimensién (para el cluster 2) se muestran en el grafico de los “loadings”
valores mas grandes también para la gente joven, pero en este caso, en mayor medida la franja
de los 16-25 anos. Al interpretar los scores con dicha informacién, valores més grandes del eje y
corresponden a mayor mortalidad en esa franja de edad. Estos anos son los anos 70 y 80, por lo
que una posible explicacion al incremento de la mortalidad juvenil podria ser un alto consumo de
heroina por parte de algunos jovenes, y la mortalidad extra asociada a ese consumo, en esos anos

en Francia.
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(a) TCLUST

Figura 5.3: Asignacion a grupos

(a) TCLUST (b) RLG

Figura 5.4: Residuos por celda

71



dim 2

dim 2

72

Cluster 1 Cluster 2
- 1918
19859
1818 1963 o~
1045 Bl
iz, 1020 15
19937
St .
S 1938
é’i’ﬁ%& .
3
Cliatt™ 1021 191901
887 vee7 1924
1977
s 1002
1 1w
S S
i
i, L o
1508 19
1847 1% %w .
1859
oot
1018 il 1oskor0 oot
1005
- 1585
14800 o 1948 1967
- E 1960
e S o4 e w1
104 1005 1949 1565
1993
1991 1995
b 1950
940 a5 10 1999
10561 5ig1 oo g, 200
1057 ™
1051
W 190
1670 1oss 208
1888
- 2905
1992
2008
o
a7t 1990
T T T T T T T T T T T
-10 5 0 5 ) -4 2 0 2 4 6
dim 1 dim 1
Cluster 1 Cluster 2
1w 2006
2004
2005
© 4
2009
1032 202
2001
1870 1840 < 2000
1005 1999
1649 1950
"
1854 1855 ko
a0
i 1994
1992
i
1987
1050
4
sz 1080
24 o
£ 19
S
198506
1984
o2
1 1047
o4 & 1978 '$¥g 198
o7
1956 1958060 1066 1076
1954 1050 19110 1967
10d (S
s to7gfal
tos2 1955 e
o7 .
1952
o
1951
1950
194
1947
osa < 1049
T T T T T T T T T T T T
-5 <10 5 0 5 10 15 -4 -3 2 -1 0
dim 1 dim 1

(c) Scores RLG

Cluster 1
Dim 1

0.3

0.2

Cluster 2
Dim 1

05 11

18 25 32 39 46 53 60 67 74 81 88 95

Dim 2

0.3

05 1

18 25 32 39 46 53 60 67 74 81 88 95

05 11

18 25 32 39 46 53 60 67 74 81 88 95

05 11

18 25 32 39 46 53 60 67 74 81 88 95

(b) Loadings TCLUST

Cluster 1
Dim 1

-04 -03 -02 -01 00 O.1

-0.5

Cluster 2
Dim 1

05 11

18 25 32 39 46 53 60 67 74 81 88 95

-04 -03 -02 -01 00 0.1

-0.5

05 11

18 25 32 39 46 53 60 67 74 81 88 95

Dim 2

05 11

18 25 32 39 46 53 60 67 74 81 88 95

05 11

18 25 32 39 46 53 60 67 74 81 88 95

(d) Loadings RLG

Figura 5.5: Graficos de scores y loadings



5.2. Temperaturas medias en Espana

5.2.1. Descripcion del conjunto de datos

El conjunto de datos que se va a utilizar contiene informacion sobre la temperatura diaria
registrada en n = 83 estaciones meteorologicas de Espana. Los datos han sido extraidos del portal
de Datos Abiertos de la Agencia Estatal de Meteorologia (AEMET) y contienen informacién sobre
los anos 2007, 2008, 2009, lo que supone un total de p = 1096. Estamos de nuevo ante un ejemplo
de datos funcionales, donde cada curva corresponde con cada una de las n = 83 estaciones.

A estos datos se les ha aplicado las siguientes contaminaciones artificiales:

= Se han seleccionado 100 observaciones consecutivas durante el otono de 2007 en Huelva y dos
grupos de 50 dias (también consecutivos) de Oviedo. A estos dias se les ha reemplazado su

valor por 0°C, de esta forma se puede simular que la estacién no funcionaba correctamente.

» Aleatoriamente se han seleccionado el 1% de dias (no consecutivos) de estaciones al azar a
los que a la mitad se les ha sustituido por realizaciones aleatorias e independientes de una
U(40,45) y a la otra mitad por realizaciones de una U(—2,0). Este comportamiento simula
también fallos en la estacion, registrando valores extremos, tanto muy altos como muy bajos.
Esta contaminacién aleatoria difiere de la contaminacién considerada en [1] y hace que el

problema sea de una mayor complejidad.

En la Figura 5.6 se muestran las temperaturas medias de cada estacién a lo largo de dichos anos
con la contaminacion descrita. Se percibe un componente estacional, que se repite cada ano. En
los meses de invierno las temperaturas son mas bajas, subiendo progresivamente hasta verano y
de nuevo disminuyendo en el siguiente invierno. Esta componente es mas brusca en ciertas curvas
que en otras, pudiendo diferenciar un par de grupos a simple vista.

Se han tomado estaciones de todos los puntos de la geografia espanola, incluyendo las Islas
Baleares, Melilla y las Islas Canarias. En la Figura 5.7 se muestra un mapa con todas las estaciones
seleccionadas junto con la imagen LiDAR (altitud), realizado gracias al paquete mapSpain de R
[39]. De esta forma cabe pensar que dependiendo de la situacién geografica y de la altura de la
estacion las temperaturas se comportaran de forma diferente, ya que son dos factores que afectan

en gran medida a las temperaturas.

5.2.2. Resultados

Se han probado los dos métodos de inicializaciéon, TCLUST y RLG, cada uno de ellos con
¢, = (2,2,2,2). Atendiendo al agrupamiento de las curvas (Figura 5.8) y al mapa representando
dicha agrupacién (Figura 5.9), parece que la solucién dada por TCLUST es més interpretable:
encuentra los grupos de forma razonable segin la geografia de las estaciones. En cambio RLG
agrupa las del centro de la peninsula con las de Canarias, lo cual no parece demasiado logico:
Valladolid dista mucho de tener un clima similar a La Palma, por ejemplo.

Si analizamos en detalle los grupos dados por TCLUST, nos encontramos que:
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Temperatura (°C)
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Dias

Figura 5.6: Serie temporal con las temperaturas desde el 1 de enero de 2007 hasta el
31 de diciembre de 2009 en 83 estaciones meteorologicas de Espana con contaminacion
artificial anadida

1. Rojo. Mesetas norte y sur junto con Granada y parte del valle del Ebro. Son zonas corres-
pondientes a un clima mediterraneo continentalizado, extremo tanto en los meses de verano

como en invierno.

2. Verde. Mediterrdneo, Andalucia (excepto Granada y Rota), Islas Baleares, Extremadura y

parte del valle del Ebro. Temperaturas altas en verano pero mds suaves en invierno, sin
heladas.

3. Azul oscuro. Litoral vasco, cantdbrico y gallego. Temperaturas mas suaves durante todo el
ano debido a la influencia del mar.

4. Azul claro. Islas Canarias excepto Tenerife Norte. Clima tropical.

Para observar el comportamiento sobre la contaminacién, nos podemos fijar en las figuras
5.11 y 5.12. En ambas aparece correctamente identificado el primer tipo de contaminacién de
observaciones consecutivas para Huelva y Oviedo. Ademas, los residuos estan marcados como azul,
por lo que son menores de lo que cabria esperar (dado que se ha reemplazado las observaciones
verdaderas positivas con valores de 0°C).

Con respecto a la contaminacién dispersa del 1%, para visualizar si se detecta correctamente,
se puede ver la Figura 5.13 en la que se muestran tres graficos. El primer grafico muestra la

contaminacién real, el segundo muestra las celdas recortadas por cada procedimiento y el tercero
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Figura 5.7: Ubicaciones de las estaciones seleccionadas

nos muestra las celdas en las que nos hemos equivocado porque son celdas que no ha recortado
pero estaban contaminadas o ha recortado y no estaban contaminadas. A la vista de estos graficos,
parece que RLG detecta mejor las celdas contaminadas y que TCLUST no lo hace del todo bien,
sobre todo en la asignacion a cluster de las Islas Canarias. Seguramente, el hecho de que falle mas
en este grupo de curvas sea debido a que no hay demasiadas observaciones, tan solo 6.

Para comprobar la calidad del ajuste, en la Tabla 5.2 se muestra el valor de la funcién de objeti-
vo al que ha llegado el algoritmo usando un método de inicializacién o el otro. RLG minimiza mas
la funcion objetivo que TCLUST, por lo que, en principio, seria preferible. Parece contradictorio
que, aun teniendo mejor ajuste y una deteccion de celdas atipicas también mejor, sin embargo,
a la hora de interpretar queden mejores resultados con TCLUST con nuestro conocimiento del
problema. Indagando en la forma de asignar observaciones a grupos de ambos algoritmos, este
comportamiento seguramente se deba a que RLG, al asignar ciertas observaciones al subespa-
cio aproximante, porque la distancia a ese subespacio sea menor, no parece tener en cuenta la

estructura del cluster, cuestion que TCLUST si hace.

TCLUST RLG
56292.87  42600.94

Tabla 5.2: Funcion objetivo segin el método de inicializacion

Para ilustrar esta situacion, en la Figura 5.10 se han representado dos grupos distintos de ob-
servaciones provenientes de dos normales multidimensionales en R?. De forma natural, se aprecian

los dos clusters y de esa misma forma los encuentra TCLUST. Sin embargo, RLG al aproximar
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Figura 5.8: Asignacién de cada curva a grupos

subespacios, en este caso alrededor de rectas, no consigue encontrar la estructura de grupos co-
rrectamente y parte de las observaciones de un grupo las asigna al otro dado que aproxima a la
recta mas cercana.

Por tltimo, si nos fijamos en el grafico de “scores” y “loadings” (Figura 5.14) podemos extraer
informacién de los grupos formados. En los “scores” (Figura 5.14a) se pueden ver las estaciones
meteoroldgicas mas atipicas dentro de cada cluster. En el primer cluster, por ejemplo, se muestran
en las esquinas el “Puerto de Navacerrada” y “Zaragoza”, donde ambas estaciones tienen un clima
algo diferente al de la meseta. El “Puerto de Navacerrada” es una zona montanosa y el “Zaragoza”
podria agruparse cercano al cluster del Mediterrdaneo. Ademads, las estaciones que se parecen entre
ellas estan cercanas en ese grafico de “scores”, como Santander y Gijén; Vitoria y Oviedo (de
interior ambas); Huesca, Pamplona y Logrono, etc.

Si ademéds usamos la informacién que nos proporcionan los “loadings” (Figura 5.14b), podemos
ver que en la primera dimensién del primer cluster todos son valores positivos. Por tanto, observa-
ciones que se encuentren mas a la derecha (valores positivos) del eje  de los “scores” corresponden
a estaciones mas calidas. Estas coinciden en gran medida con la submeseta sur y Granada. Por
otro lado, las coordenadas del lado negativo del mismo eje corresponden a temperaturas mas bajas
(comparadas con las del mismo cluster) como pueden ser Valladolid, Leén y Salamanca.

Por ultimo, en la Figura 5.15, se han representado dos graficos en los que se muestran en negro
las observaciones reales (contaminadas) y en rojo la prediccién realizada por el procedimiento. La
Figura 5.15a corresponde con el resultado del método utilizando un tamano de recorte o = 0.1,
en el que se aprecia que se predicen bastante bien los posibles valores de la temperatura, sin ser

negativamente influidos por la contaminacién y teniendo en cuenta la informacién del cluster al
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que pertencen y la informacién sobe la observacion proporcionada por las celdas no contaminadas

en dicha observacion. Por otro lado, en la Figura 5.15b, se ha ejecutado el método sin aplicar

ningun tipo de recorte o = 0 y, claramente, se nota el efecto negativo de las celdas contaminantes,

especialmente en Huelva.
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Capitulo 6

Conclusiones y lineas futuras

En este Trabajo Fin de Grado se ha analizado una metodologia para realizar Analisis Cluster
permitiendo recorte por celdas, en lugar del tipico recorte por observaciones, para proporcionar
robustez frente a celdas atipicas en la matriz de datos. Después, se han propuesto varias mejoras
sobre el algoritmo inicial, proporcionando mayor flexibilidad, rendimiento y diversos resimenes

graficos.

A través de distintos escenarios de simulacién se han mostrado las mejoras que se obtienen
después de modificar el método con las propuestas y nuevas funcionalidades especificadas. En pri-
mer lugar, inicializando a través de un método de buisqueda de subespacios aproximantes como es
RLG, en vez de hacerlo con TCLUST, parece mejorarse de forma evidentemente el funcionamiento
de la técnica, especialmente en dimensiones méas elevadas. Al anadir la posibilidad de especificar
dimensiones intrinsecas diferentes se gana flexibilidad y se evita sobreajustar innecesariamente,
dado que puede que cada cluster se ajuste a una estructura de dimensionalidad diferente de los
demads. Por ultimo se ha estudiado como se modifica el ajuste dependiendo del tamano de recorte.
Parece resultar preferible recortar més celdas de las estrictamente necesarias y posteriormente re-
cuperararlas con el método automatizado propuesto. En la simulacion, se ha analizado el caso de
los datos funcionales, tanto dependiendo del método de inicializacion como anadiendo diferentes
tipos de contaminacion.

Se han aplicado las distintas alternativas en dos conjuntos de datos reales, donde la inicializacién
con TCLUST proporcionaba una mayor interpretabilidad pero RLG conseguia minimizar mas la
funcién objetivo y detectaba mejor la contaminacién incluida (en los datos de la AEMET). Es por
ello que en el programa final se ha contemplado la posibilidad de inicializar con ambos métodos
de clustering robusto.

En base a este trabajo es posible marcar futuras lineas de investigacion, cuyo objetivo final seria
la publicacién de un paquete estadistico en CRAN (“The Comprehensive R Archive Network™)
para el lenguaje R.

Otra linea de trabajo futuro seria investigar la posibilidad de tratar datos perdidos o missing NA
de forma eficiente. Podria pensarse en los datos perdidos como observaciones “atipicas” pero en las

que su posicién (7, j) seria conocida de antemano. En este trabajo se ha anadido el método DDC
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que estima dichas celdas perdidas y permite la ejecucion de la metodologia con datos perdidos. No
obstante, seria preferible modificar en cada paso las matrices wfj de forma que sean siempre fijadas
como wfj = 0 para esas celdas perdidas. Ese peso igual a 0 haria que esas celdas fueran siempre
“recortadas” y que no sean nunca utilizadas en la actualizacion de parametros. Sin embargo, esto
hace que haya que cambiar notablemente la implementacién de gran parte del algoritmo y su
implementacién en R y faltaria analizar su funcionamiento a nivel practico.

Por otra parte, para mejorar el rendimiento, se pueden realizar dos modificaciones. La primera
de ellas, después de estudiar el tiempo que tarda en ejecutarse cada parte del cédigo implementado,
serfa programar la regresion con pesos realizada en el paso de actualizacion de parametros en C++.
Pensamos que esto conseguiria una disminucién considerable del tiempo de ejecucién (actualmente
se utiliza la orden 1lm programada en R). La segunda seria paralelizar partes del cédigo en R,
para que dichas partes de la computacién se realicen de forma paralela en vez de secuencial

aprovechando los distintos hilos de los procesadores modernos.
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Apéndice A

Cddigo fuente

A.l. cell.rlg

#7 Robust cluster analysts with cellwise contamination

ﬁ' O@param = data frame or matriz with the input data

#' Oparam d vector with the intrinsec dimension of each group

#' Oparam init.method either "tclust" or "rlg"

#' Oparam alpha trimming level for the wetights

#' @param alpha.lts trimming level for LTS

#' @param alpha.init trimming level for TCLUST or RLG

#' @param loopsl number of external loops

#' @param loops2 number of internal loops

#' Oparam nstart number of random inicializations of TCLUST or RLG

#' ©@param do.ddc whether to perform DDC before running the proposed method
#' @param scale whether to scale the input data

#' @param refinamiento whether to do the final improvement step

#' @param recover number of standard deviations to recover in the first stage
#' of the final tmprovement step

#' @param functional whether if the input data ts functional. If true, perform
#' lowess and B-spline representation before running the algorithm

#' @param f the smoothing parameter in lowess

#' @param knots <f functional, number of internal knots in the B-splines

#' representation

#I

#' @return S3 object of class "cell.rlg". The [plot.cell.rlg()] method can be
#' used to plot <t.

#' It contains the following components:

#' \item{z}{matriz with the <input datalt

#' \item{d}Hwvector with the intrinsec dimension of each group}t

#' \item{init}{object returned by TCLUST or RLG}

#' \item{functional}{whether if the input data is functional}

#' \item{zpred}{predicted data values}

#' \item{restduals}{standarized residuals}

#' \item{shat}{target function best value}

#' \ttem{A}{optimal loadings matrices}

#' \item{b}{optimal scores matrices}

#' \item{m}{optimal mean functions}t

#' \item{cluster.cell}{optimal cell assigments}

#' \item{cluster}{optimal observation assigments}

#' \item{cluster.cell.raw}{optimal cell assigments before improvement stepl}
#' \item{cluster.rawt{optimal observation asstigments before improvement stepl}
#' \item{evo}{Evolution of the loss}

g' Oreferences L.A. Garcia—-Escudero, D. Rivera-Garcia, A. Mayo-Iscar and

#' J. Ortega (2021), \emph{Cluster analysis with cellwise trimming and

#' applications for the robust clustering of curves}, Information Sciences,
#' wol. 573, 100-124
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library("tclust")
library("splines")
library("cellWise")
library("Rcpp")

sourceCpp("./src/script_lts.cpp")
source('./R/rlg.r")

cell.rlg <- function(x, alpha=0.1, d, alpha.init=0.2, alpha.lts=0.25,
f=1/5, knots=4,loopsl=4, loops2=10, init.method="rlg",
functional=FALSE, do.ddc=FALSE,nstart=NULL,refinamiento=T,
recover=10,scale=TRUE){

36

X
i
i

=~

B==0B

C
r
r

m
r
A
b
i
f

<- as.matrix(x)

f(is.null(nstart)){nstart <- sum(d)*40%}

f (functional){scale=FALSE}

Initialization of variables and matrices —----
<- length(d)

<- nrow(x)

<- ncol(x)

<- array(NA, c(n, p, K))

.reduc <- W

<- matrix(0, nrow = p, ncol = K)

ls <~ rep(1l, n)

ij <- matrix(0, nrow = length(x), ncol = K)

ijk <- array(NA, c(n, p, K))

<- matrix(0, nrow = p, ncol = K)
<- matrix(0, nrow = n, ncol = K)
<- list()

<- 1list(Q)

<-1

or (qi in d) {

Ai <- array(NA, dim = c(qi, n))
bi <- array(NA, dim = c(qi, p))
A[[i]] <- Adi

bl[i]] <- bi

i<-1i+1

xhat <- array(NA, dim = c(n, p, K))
HA#HH
# An equispaced grid to work in the [0,1] interval

s
i

i
b

i

<= (1:p/p
f(scale == TRUE){

standard <- function(x){(x-median(x,na.rm=TRUE))/mad(x,na.rm=TRUE)}
x <- apply(x,2,standard)

f(do.ddc){

XX <- DDC(x)$Xest
else{

XX <- x

f (functional){
# Smoothing with "lowess" —----

lowess.mod <- function(x){lowess(x,f=f,iter=20)3$y}
X.smooth <- t(apply(x,1,lowess.mod))
# B-splines fitting (additional smoothing and dimensionality reduction) ----
# Total number of knots
g OE§ ﬁ— knon
nots+

# XX 15 the "small dimensional” representation of data for initialization
# B-splines
XX <- matrix(rep(0,n*df),nrow=n)
bb <- bs(s, df=df,intercept=TRUE)
for (u in 1:n){

fit <- Im(X.smooth[u,] ~ -1+bb)
) XX[u,] <- fit$coefficients

# Initializing the m vectors and the B matrices ———-
# TCLUST robust clustering method applied on XX for initialization —----—



117 # (only onerandom initialization based on TCLUST ts applied but other robust

118 # clustering can be applied too)

119 if (init.method == "tclust"){

120 a <- tclust(XX,k=K,alpha=alpha.init,nstart=nstart,restr.fact=10,warnings=0)
122 ## Mean wvectors

123 m <- a$centers

125 ## B matrices

126 for (k in 1:K){

127 qi <- d[k]

128 b[[k]] <- t(eigen(a$covl[,,k])$vectors[,1:qil)
129 }

130 }

131 # RLG method applied on XX for initialization —----
132 else if (init.method == "rlg"){

133 a <- rlg(XX, d=d,nstart=nstart, alpha=alpha.init)
134 b <- lapply(a$Uu, t)

135 m <- a$centers

136

137 # Functional case —---—

138 if (functional){

139 mt <- matrix(0, nrow = p, ncol = K)

140 bt <-1list ()

141 i <-

142 for (gqi in d) {

143 bi <- array(NA, dim = c(qi, p))

144 bt[[i]] <- bi

145 i<-1i+1

146

147 for (k in 1:K){

148 ## Means

149 mt[,k] <- bb[’]%*%m[’k]

150 ## Autofunction

151 for (j in 1:d[k1){

152 bt [[k11[j,1<- bb[,1%*%bl[[k11[j,]

153 }

154 }

155 b <- bt

156 m <- mt

157

158 # External and internal loops ———-

159 # Initializing target function with a very high wvalue
160 shat.opt <- 10710

161 # Evolution of the loss

162 evo <-c()

163 # Abort computation if troubles

164 abort <- 1
3 Fest val
ﬁg besgéshg% gfslnf

167 best.values <- list()

168 # Starting the external loops (loopl) ----

169 itl <= 0

170 while((it1<loopsl)&(abort==1)){

172 %t%iistlﬁlematrices and first asstignments

173 for (k in (1:K)) {

174 # Center data matric

175 xc <- scale(x, center = m[, k], scale = FALSE)

176 qi <- d[k]

177 # Initialzing A's matriz by using LTS robust regression

178 for (i in 1:n) {

179 rr <- fastlts(matrix(t(b[[k]]), nrow = p, ncol = qi), xc[i, 1,
180 alpha = alpha.lts, nsamp = 10)

181 A[[k]][, i] <- rr$coefficients

182 # Use LTS residuals to compute "distances" to approximating subspaces
183 r[i, k] <- sum(rr$residuals[rr$best] ~ 2)

184 }

185

186 # First assignments from LTS

187 cls <- apply(r,1,which.min)

188 # Starting internal loops (loops2) —----

189 #(improving m vector, B matrices and A matrices with fized assignments)
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it2 <= 0

while ((it2<loops2)&(abort==1)){
it2 <—,it2f% .
# Matrixz with updated weights

# Estimated data matrixz xhat
for(k in 1:K){

qi <- dlk]

for(i in 1:n){
xhat[i,,k] <- m[,k]+as.vector(matrix(t(b[[k]]) ,nrow=p,ncol=qi)%*%
(matrix(A[[k]][,i] ,nrow=qi,ncol=1)))
rijkl[i,,k] <- (x[i,]-xhat[i,,k])"2

}

% Creating weights

n.cls <- table(cls)

for(k in 1:K){

for(j in 1:p){

Wlcls==k,j,k] <- as.numeric(
rijk[lcls==k,j,k] <=
sort(rijk[cls==k, j,k]) [floor(n.cls[k]*(1-alpha))]
)

}
}
# Reduced matrices of weights (W.reduc)
for(k in 1:K){
W.reducl,,k] <- W[, ,k]
W.reduc[which(cls!=k),,k]<-rep(0,p)

# Updating m vectors and the B' and A's matrices

for (k in 1:K) {
### Updating B's matrices

qi <- d[k]

rida <- apply((W.reducl, , k1), 2, sum)

ida <- which(rida > (qi + 1))

for (j in sort(ida)) A
bl[x]][, jI <-
Im((x[, jl - m[j, k1) ~ matrix(t(A[[k]]), nrow = n, ncol = qi) - 1,
weights = W.reduc[, j, k]l)$coefficients

# Normalization of b
for (1 in (1:d[x])){b[[k]J][1, ] <- b[[k]][1,]/sqrt(sum(b[[k]][1, ]1°2))}

# Updating mean wvectors
rm <- X
for (k in 1:K) {
qi <- dlk]
for (i in 1:n) {
rm[i, 1:p] <-
x[i,] - as.vector(matrix(t(b[[k]]), nrow = p, ncol = qi) %*%
(matrix(A[[k]][, i], nrow = gi, ncol = 1)))

}
m[, k] <- as.matrix((1/colSums(W.reducl, , k])) *
as.matrix(colSums(W.reduc[, , k]*rm)))

; Updating A's matrices
for(k in 1:K){
# Centred data
xc<-scale(x,center = m[,k],scale = FALSE)
qi <- d[k]
iw<-apply(as.matrix(W.reduc[, ,k]),1,sum)
inx<-which(iw>(qi+1))
for(i in inx) {
A[[x11(,i] <- Im(xcli, 1~
matrix(t(b[[k]]) ,nrow=p,ncol=qi)-1,
weights = W.reduc[i,1:p,k])$coefficients
}

# Check 1if everything is ok
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check <- rep(0,K)
for (k in (1:K)){
check[k]<-sum(W[which(cls==k), ,k])

# Compute target function or abort computing if troubles appear
# (due to empty clusters)
if (min(check) > 10) {
shat <- 0
for (k in 1:K) {
if (is.na(sum(rijk[, , k1)) == F) {
shat <- shat + sum(W.reduc[, , k] * rijk[, , k])
} else {
shat <- shat + 10 ~ 10

evo <- c(evo,shat)

}

else{
abort <- 0
print ("Abort computing")
shat <- 10 = 10

} # Ending of loop2

# Save the best tteration

if (shat < best.shat){
best.shat <- shat
best.values <- list(
A=A,b=b,m=m,xhat=xhat,
cls=cls,W.reduc=W.reduc

)

}
} # Ending of loopl
## Ending of the tterative procedure
# Retrieve the best iteration ————
A <- best.values$A
b <- best.values$b
m <- best.values$m
xhat <- best.values$xhat
cls <- best.values$cls

W.reduc <- best.values$W.reduc
# Predictions in a nzp mairiz ———-

xpred <- x
for (i in 1:n){
xpred[i,]<-xhat([i,,cls[i]]

# Get the residuals in a nzp matriz —---—
rij <- x - xpred
rij.scaled <- matrix(NA, ncol = p, nrow = n)
Wij <- matrix(NA, ncol = p, nrow = n)
cluster.cell <- matrix(NA, ncol = p, nrow = n)
for(k in 1:K){
index <- which(cls == k)
if(!is.null(dim(rij[index,]1))){
rjk <- apply(rijlindex,], 2, mad, na.rm=T)
rij.scaled[index,] <- sweep(rijl[index,],2,rjk,"/")
Yelse{
rjk <- mad(rij[index,])
rij.scaled[index,] <- rijl[index,]/rjk

Wij[index,] <- W.reducl[index, ,k]
cluster.cell[index,] <- ifelse(Wij[index,] == 1, k, 0)
}

ret <- list(init=a,
cluster.raw=cls,

A=A,

b=b,

m=m,

xpred=xpred,
cluster.cell.raw=cluster.cell,
cluster.raw=cls,
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331 shat=best.shat,

332 evo=evo)

333 if (refinamiento){

334 # Final improvement step —-——-

335 # First improvement: recover tincorrectly trimmed cells
336 Wij <- Wij | abs(rij.scaled) < recover

337 for(k in 1:K){

338 index <- which(cls == k)

339 cluster.cell[index,] <- ifelse(Wij[index,] == 1, k, 0)
340

341 # Second improvement: trim complete observations

342 index.trim <- !apply(Wij,1,sum)/p > alpha.lts

343 Wij[index.trim, ] <- 0

344 cls[index.trim] <- O

345 cluster.cell[index.trim,] <- O

346 ret <- append(ret, list(cluster.cell=cluster.cell,

347 cluster=cls))

348 # Set NA the residuals of trimmed observations

349 rij.scaled <- ifelse(matrix(rep(cls,each=p), ncol=p, byrow = T) == 0,
350 NA,

351 rij.scaled)

352 }

353 ret <- append(ret, list(residuals=rij.scaled))

354 ret <- append(ret, list(functional=functional))

355 ret <- append(ret, list(zx=x))
356 ret <- append(ret, list(d=d))
357 # Returning the final output of the procedure

358 class(ret) <- "cell.rlg"
359 return(ret)
360 }

A.2. fastlts

#include <RcppArmadillo.h>
#include <Rcpp.h>

#1 <i9st >

Finclude G93rsthns

using namespace Rcpp;

using namespace arma;

using namespace std;

//'" @title Fast method to compute LTS Regression

!

//" @param x matriz containing the explanatory variables
//" @param y vector with the response
//" @param alpha trimmed proportion of observations. Must be in
//" @param nsamp number of iterations of the external loop
//" @param n_best number of iterations of the internal loop
/7!
//" @return NumericVector coefficients computed with LTS
// [[Repp: :depends (ReppArmadillo)]]
// [[Repp::export]]
List fastlts(NumericMatrix x, NumericVector y,
double alpha = 1 / 3, int nsamp = 20, int n_best = 5)

O WX N Uk W N

[ e e e e e
N~ O © N O TR W N

23 |

24 int n = x.nrow();

25 int p = x.ncol();

26 mat x_arma = as<mat>(x);

vec y_arma = as<vec>(y);

mat b_11 = mat(nsamp, p);

vec r2_11 = vec(usamp);

int h = (int)std::max(p, (int)ceil(n * (1 - alpha)));
// Inicialization

for (int i = 0; i < nsamp; i++)

w N NN
o © 0w 3

w w
N =
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IntegerVector h_i = sample(n, p) - 1;
uvec hi = as<uvec>(h_i);

uvec index;

mat x_hl = x_arma.rows(hi);

vec y_hl = y_arma.rows(hi);

vec r2;

vec b = arma::solve(x_hl, y_hl, solve_opts::fast);
// 2 C-steps

for (int j = 0; j < 3; j++)

vec r = y_arma - x_arma * b;

r2 = pow(r, 2);

vec r2_sorted = arma::sort(r2);

index = arma::find(r2 <= r2_sorted(h - 1));
x_hl = x_arma.rows(index);

y_hl = y_arma.rows(index);

b = arma::solve(x_hl, y_hl, solve_opts::fast);

}
float Qi = arma::sum(r2.elem(index)); // G 3

b_1l1.row(i) = b.t();
r2_11(i) = Qi;

// Get the n_best smaller residuals
uvec order = arma::sort_index(r2_11);
uvec best_index;
vec best_b;
float best_r2 = INFINITY;
vec best_resid;
bool terminar;
vec r, r2;
// C-steps until converge
for (int 1 = 0; i < n_best; i++)
{
vec bl = b_l1.row(order(i)).t();
uvec index;
mat x_hl;
mat y_hil;
vec b0;
do
{
b0 = bil;
r = y_arma - x_arma * bl;
r2 = pow(r, 2);
vec r2_sorted = arma::sort(r2);
try
{

index = arma::find(r2 <= r2_sorted(h));

catch (const std::out_of_range)

{
index = arma::find(r2 <= r2_sorted(h - 1));
}
x_hl = x_arma.rows(index);
y_hl = y_arma.rows(index);

bl = arma::solve(x_hl, y_hl, solve_opts::fast);
terminar = true;
for (int j = 0; j < p; j++)

if (std::abs(b0(j) - b1(j)) > (le-8 + le-5 + std::abs(b1(j))))

{

terminar = false;
break;

3

} while (!terminar);
float Qi = arma::sum(r2.elem(index));

// Save best iteration according to objective function

if (best_r2 > Qi)
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103 {

104 best_b = bil;

105 best_index = index;

106 best_r2 = Qi;

107 best_resid = r;

108 }

109 }

110 NumericVector b_ret = NumericVector(best_b.begin(), best_b.end());

111 NumericVector r_ret = NumericVector(best_resid.begin(), best_resid.end());
112 NumericVector index_ret = NumericVector(best_index.begin(), best_index.end()) + 1;
113 List ret = List::create(Named("coefficients") =

114 b_ret,_["crit"] = best_r2,

115 _["best"] = index_ret,

116 _["residuals"] = r_ret);

ﬁg return ret;

119}

A.3. plot.cell.rlg

1 #' @description Four plots (selectable by \code{which}) are currently provided:
2 #' \enumerate{

3 #' \item a plot with the cellwise standarized restiduals

4 #' \item a plot with the assignation to clusters

5 #! \item G plots with the scores

6 #' \item \eqn{G \times q_g} plots with the loadings

7 #'}

s #' Moreover, if the data is \code{functionall}, there are three more plots
9 #' provided:

10 #' \enumerate{

i #' \item a plot with the asstgnation of each curve to a group

12 #' \item G plots with the assignation of each curve to a group

13 #! \item a plot with the mean curve of each group

a #'F

#' @param obj a 'cell.rlg' object, result of \code{cell.rlgt

#' Oparam which string indicating which plot to show

#' Oparam sort whether the observations should be sorted according to the group
#' @details Possible options to \code{which} argument:

=R R e
0w N o w

w9 #!

20 #' \described

o1 #' \item{\code{all}: }F{all plots that could be done}

22 #' \item{\code{residuals}t:}{a plot with the cellwise standarized residuals}
23 #! \item{\code{clusters}:}a plot with the assignation to clusters}

21 #' \item{\code{scores}: }{G plots with the scores}

25 #' \item{\code{loadings}:}{\eqn{G \times q_g} plots with the loadings}

26 #' \item{\code{curves}t:}{a plot with the assignation of each curve to a groupt
27 #' \item{\code{curves.splitted}:}

28 #' {G plots with the assignation of each curve to a groupt

20 #' \item{\code{mean. curves}: }{a plot with the mean curve of each groupl}

30 #'

plot.cell.rlg <- function(obj, which="all", sort = TRUE){
if (!inherits(obj, "cell.rlg"))
stop("Use only with 'cell.rlg' objects")
par (mfrow=c(1,1))
if (obj$functional){
.plot.cell.rlg.functional (obj, which=which, sort=sort)

Yelse{
.plot.cell.rlg(obj, which=which, sort=sort)

W oW W w w w
D Ut R W N =

w w
[C |

aow
S ©

}
par (mfrow=c(1,1))
}

.plot.cell.rlg <- function(obj, which, sort){
if (which == "all" || which == "residuals")

S
N =

PN
IS
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45 .plot.residuals(obj, sort=sort)

46 if(which == "all" || which == "clusters")

a7 .plot.clusters(obj, sort=sort)

48 if (which == "all" || which == "scores")

49 .plot.scores(obj)

50 if (which == "all" || which == "loadings")

51 .plot.loadings (obj)

5!

54 .plot.cell.rlg.functional <- function(obj, which, sort){
55 if(which == "all" || which == "curves")

56 .plot.curves(obj)

57 if (which == "all" || which == "mean.curves")
58 .plot.mean.curves(obj)

59 if (which == "all" || which == "curves.splitted")
60 .plot.curves.splitted(obj)

61 if (which == "all" || which == "residuals")
62 .plot.residuals(obj, sort=sort)

63 if (which == "all" || which == "clusters")

64 .plot.clusters(obj, sort=sort)

65 if(which == "all" || which == "scores")

66 .plot.scores(obj)

67 if (which == "all" || which == "loadings")

68 .plot.loadings(obj)

69 }

71 .plot.residuals <- function(obj, sort){
72 pal <- c('#3B9AB2', '#3B9AB2', '#3C9AB2', '#3D9BB2', '#3E9BB3', '#3F9CB3', '#409CB3"', '#419DB4"','#4

74 index <- .sort(obj, sort)

76 rownames (obj$residuals) <- .get.rownames(obj)
77 colnames (obj$residuals) <- .get.colnames(obj)

79 obj$residuals[obj$residuals > 10] <- 10
80 obj$residuals[obj$residuals < -10] <- -10

82 heatmap(obj$residuals[index,], Rowv = NA, Colv = NA, scale = "none", col=pal)
83 }

84

85 .plot.clusters <- function(obj, sort){

86 index <- .sort(obj, sort)

87

88 rownames (obj$cluster.cell) <- .get.rownames(obj)

89 colnames (obj$cluster.cell) <- .get.colnames(obj)

90 if (sum(obj$cluster.cell == 0) == 0)
91 colors <- 1:length(obj$d)+1
92 else

93 colors <- 1:(length(obj$d)+1)

94

95 heatmap(obj$cluster.cell[index,], Rowv = NA, Colv = NA, scale = "none",
96 col = colors)

97 }

99 .plot.scores <- function(obj){
100 par (mfrow=rev(n2mfrow(length(obj$d))))

102 for(k in seq_len(length(obj$d))){

103 colnames(obj$A[[k]]) <- .get.rownames(obj)

104 if (objéd[k] >= 2){

plot(obj$A[[k]][1, obj$cluster==k], obj$A[[k]][2, obj$cluster==k],
106 main=paste("Cluster", k), xlab="dim 1", ylab="dim 2", col="white")
107 text (obj$AL[[k]I] [1, obj$cluster==k], obj$A[[k]][2, objbcluster==k],
108 as.character (colnames (obj$A[[k]]) [obj$cluster==k]),cex=0.6)
!

111 }

112}

113
114 .plot.loadings <- function(obj){

115 par(mar=c(2,1,2,1))
116 dim <- rev(n2mfrow(length(obj$d)))
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17 d.max <- min(max(obj$d),3)

118 dim[1] <- dim[1]*d.max

119 mat <- matrix(l:(dim[1]*dim[2]), nrow = dim[1], ncol = dim[2])
120 layout (mat)

121 ylims <- c(min(unlist(obj$b)), max(unlist(obj$b)))

122 for(k in 1:length(obj$d)){

123 n2 <- min(obj$d[k], 3)

124 for(i2 in 1:d.max){

125 if(i2 <= n2){

126 title <- ifelse(i2 == 1, paste("Cluster", k, "\nDim", i2) , paste("Dim", i2))
127 bar <- barplot(obj$b[[k]][i2,], main=title, ylim = ylims)
128 axis(1l, at = bar, labels=.get.colnames(obj), cex.axis=0.7)
129 Yelse{

130 plot(0,type='n',axes=FALSE,ann=FALSE)

131

132 3

133 3

134 par(mfrow=c(1,1))

135}

136
137 .plot.curves <- function(obj){

138 p <- ncol(obj$x)

139 n <- nrow(obj$x)

140 s <- (1:p)/p

141 plot(s,obj$x[1,],type="n",col=obj$cluster[1]+1,

142 ylim=c(min(obj$x) ,max(obj$x)) ,xlab="",ylab="", xaxt = "n")

143 axis(1l, at=s, labels=.get.colnames(obj))

144 for(i in 1:n){

145 lines(s,obj$x[i,],col=obj$cluster[i]+1)

146 points(s[which(obj$cluster.cell[i,]==0)],
147 obj$x[i,obj$cluster.cell[i,]==0], cex=0.6)
148

149}

150
151 .plot.mean.curves <- function(obj){

152 p <- ncol(obj$x)

153 n <- nrow(obj$x)

154 s <- (1:p)/p

155 plot(s,obj$x[1,],type="n",col=obj$cluster[1]+1,

156 ylim=c(range(obj$x) [1] ,range(obj$x) [2]) ,x1lab="",ylab="", xaxt = "n")
157 axis(1l, at=s, labels=.get.colnames(obj))

158 for(k in 1:length(obj$d)){

159 mean.curve <- apply(obj$x[obj$cluster == k,],2,mean)

160 lines(s,mean.curve,col=k+1)

161

162 }

163
164 .plot.curves.splitted <- function(obj){

165 p <- ncol(obj$x)

166 n <- nrow(obj$x)

167 s <- (1:p)/p

168 K <- which(obj$d >= 2)

169 par (mfrow=rev(n2mfrow(length(K))))
170 for(k in 1:length(obj$d)){

171 plot(s,obj$x[1,],type="n",col=obj$cluster[1]+1,
172 ylim=c(min(obj$x) ,max(obj$x)) ,xlab="",ylab="",
173 main=paste("Cluster", k), xaxt = "n")

174 axis(1l, at=s, labels=.get.colnames(obj))

175 for(i in 1:n){

176 if (obj$cluster[i] == k){

177 lines(s,obj$x[i,],col=obj$cluster[i]+1)

178 points(s[which(obj$cluster.cell[i,]==0)],
179 obj$x[i,obj$cluster.cell[i,]==0], cex=0.6)
180 3

181 }

182 }

183 }
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184
185 .sort <- function(obj, sort){

186 if (sort)

187 index <- order(obj$cluster)
188 else

189 index <- 1:length(obj$cluster)
190

191 return(index)

192 }

193

194 .get.rownames <- function(obj){
195 if (!is.null (rownames (obj$x)))
196 return(rownames (obj$x))

197 else

198 return(l:nrow(obj$x))

199 }

200
200 .get.colnames <- function(obj){

202 if (!is.null(colnames (obj$x)))

203 return(colnames (obj$x))
204 else

205 return(l:ncol(obj$x))
206

A.4. plot.rlg

1 plot.rlg <- function(obj, which="all", sort = TRUE){
2 if (!inherits(obj, "rlg"))

3 stop("Use only with 'rlg' objects")

4 if (which == "all" || which == "clusters")

5 .plot.clusters(obj, sort=sort)

6 if (which == "all" || which == "scores")

7 .plot.scores(obj)

8 if (which == "all" || which == "loadings")

9 .plot.loadings (obj)

10 if (which == "all" || which == "eigenvalues")

1 .plot.eigenvalues(obj)

15

14 .plot.clusters <- function(obj, sort){

15 index <- .sort(obj, sort)

17 p <- ncol(obj$x)

18 mat <- matrix(rep(obj$cluster, each=p), ncol=p, byrow=T)
19

20 rownames (mat) <- .get.rownames(obj)

21 colnames(mat) <- .get.colnames(obj)

23 if (sum(obj$cluster == 0) == 0)

24 colors <- 1:length(obj$d)+1

25 else

26 colors <- 1:(length(obj$d)+1)

28 heatmap(mat [index,], Rowv = NA, Colv = NA, scale = "none", col = colors)
20}

31 .plot.scores <- function(obj){
32 par (mfrow=rev(n2mfrow(length(obj$d))))
33 for(k in seq_len(length(obj$d))){

34 scores <- princomp(obj$x[obj$cluster == k, ],cor = TRUE)$scores
35 plot(scores[,1], scores[,2],
36 main=paste("Cluster", k), xlab="dim 1", ylab="dim 2", col="white")
37 text(scores[,1], scores[,2],
38 as.character(.get.rownames(obj) [obj$cluster==k]), cex=0.6)
39
}
40 }

42 .plot.loadings <- function(obj){
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43 dim <- rev(n2mfrow(length(obj$dimensions)))

44 d.max <- min(max(obj$dimensions),3)

45 dim[1] <- dim[1]*d.max

46 mat <- matrix(l:(dim[1]*dim[2]), nrow = dim[1], ncol = dim[2])
a7 layout (mat)

48 for(k in 1:length(obj$dimensions)){

19 n2 <- min(obj$dimensions[k], 3)

50 for(i2 in 1:d.max){

51 if(i2 <= n2){

52 title <- ifelse(i2 == 1, paste("Cluster", k, "\nDim", i2) , paste("Dim", i2))
53 barplot (obj$UL[k]][,12], main=title)
54 Yelsed{

55 plot(0,type='n',axes=FALSE,ann=FALSE)
56

57 }

58

59 par (mfrow=c(1,1))

60 }

61
62 .plot.eigenvalues <- function(obj){

63 p <~ ncol(obj$x)

64 eigenvalues <- matrix(NA,nrow=length(obj$dimensions) ,ncol=p)

65 for (k in 1:length(obj$dimensions)){

66 eigenvalues([k,] <- princomp(obj$x[obj$cluster == k, ],cor = TRUE)$sdev™2
67 }

68 lim.sup <- max(eigenvalues)

69 plot(eigenvalues[1,],ylim=c(0,1lim.sup),type="n",xlab="intrisic dimensions",
70 ylab="eigenvalues")

71 for (k in 1:length(obj$dimensions)){

72 lines(eigenvalues[k,],col=k+1,type="b",pch=19)

73 }
74 legend("topright",
75 legend=paste("Cluster",as.character(l:length(obj$dimensions))),
76 col=1:length(obj$dimensions)+1, 1lty=rep(l,length(obj$dimensions)),
77 pch=rep(19,length(obj$dimensions)))
78

}

so .sort <- function(obj, sort){
81 if (sort)

82 index <- order(obj$cluster)

83 else

84 index <- 1:length(obj$cluster)
85

86 return(index)

87 }

88

g9 .get.rownames <- function(obj){
90 if (!is.null (rownames (obj$x)))
91 return(rownames (obj$x))

92 else

93 return(l:nrow(obj$x))

94 }

95
96 .get.colnames <- function(obj){

o7 if(!is.null(colnames(obj$x)))

08 return(colnames (obj$x))
99 else

100 return(1l:ncol(obj$x))
101}
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