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1. Introduccion

En el contexto del aprendizaje automaético, el objetivo de los modelos generativos es apren-
der una distribucion de probabilidad P,, de forma que podamos generar observaciones similares
a los de una coleccién de datos x1, ..., x,,. Para los problemas a los que se enfrenta el aprendizaje
automético, es comtin que z; € X € R, v la dimensién d sea muy grande. La forma clésica de
aprender una distribucion es aproximando una densidad: definimos una familia paramétrica de
densidades (fy)gera y encontramos aquella que maximiza la verosimilitud de nuestros datos.

Sin embargo, esto no es posible para distribuciones cuyo soporte estd contenido en una va-
riedad de dimensién baja, para las cuales no existe una densidad. Esta es una situacién comin
en la mayorfa de aplicaciones. Por ejemplo, si X = [0, 1]¢ denota el espacio de las imagenes, y
queremos generar nuevas observaciones del conjuto de datos MNIST (que contiene digitos del
0 al 9 escritos a mano), podemos asumir que el soporte de la distribucién de estos datos tiene
dimensién mucho menor que d.

Ademas, aunque pudiéramos aproximar una densidad, el muestreo a partir de ella, por ser
en un espacio de dimensién alta, es computacionalmente dificil. Por tanto buscamos modelos
que puedan tratar distribucidnes cuyo soporte estd en una variedad de baja dimension, y con
los que podamos generar muestras de la distribucién sin la necesidad de recurrir a la densidad
explicitamente.

Asi, en vez de tratar de estimar la densidad de P, como en los modelos clasicos, los modelos
de variable latente definen una variable aleatoria Z € R? con d’ << d, y tratan de aproximar
P, con la ley de una funcién paramétrica Gy : RY — R?, que genera muestras de una cierta
distribucién paramétrica Py. Las funciones (Gg)geo formaran una coleccién de transformaciones
suficientemente flexibles como para poder adaptarse a una distribucién de datos compleja; el
pardmetro 6 lo buscaremos tal que la distribucién Py sea “préxima” o “parecida” (en cierto
sentido, que concretaremos) a la distribucién P,..

Las GANs, o redes generativas adversariales, son algoritmos que entran dentro de este con-
texto. En ellas, el generador Gy compite con un discriminador D,,: mientras que Gy aprende
a generar objetos mas realistas, D,, aprende a distinguirlos de objetos reales: el objetivo es
que el generador acabe “enganando” siempre al discriminador, de forma que haya aprendido
indirectamente a generar objetos realistas. Este modelo ha tenido éxito en numerosas aplica-
ciones, pero también es un modelo problematico: el entrenamiento de estas redes es complicado
e inestable, y tiene problemas de convergencia.

En este trabajo introduciremos las WGAN: una modificacién del algoritmo GAN que usa la
distancia de Wasserstein entre probabilidades. La distancia de Wasserstein es més conveniente
que otras divergencias o métricas entre probabilidades, como la de Kullback-Leibler o Jensen-
Shannon. Esta ultima es la que esencialmente tratan de minimizar las GANs. Con las WGANS,
introduciremos una distancia mas débil que la de Jensen-Shannon y mejoraremos el algoritmo
GAN aportando una funcion de pérdida conveniente que mida lo alejada que esta la distribu-
cién Py de P,.

En la seccién 1, introduciremos conceptos previos que nos seran necesarios para entender bien
estos modelos: el aprendizaje supervisado, las divergencias entre probabilidades, la regresién
logistica, redes neuronales y el algoritmo del descenso del gradiente. En la seccién 2 introduci-
remos las GANs y expondremos algunos de los problemas que se observan en la practica. En la



seccion 3, presentaremos la distancia de Wasserstein y explicaremos por qué puede ser una bue-
na métrica para resolver algunas de las dificultades de las GANs. En la secciéon 4, explicaremos
cémo tratar la distancia de Wasserstein con las GANs y como entrenar las WGAN. Y por lti-
mo, en la seccién 5 implementamos un ejemplo donde las WGANs funcionan considerablemente
mejor que las GANs.



2. Conceptos previos

El aprendizaje automatico trata de construir métodos o modelos que hagan uso de datos
para aprender a realizar alguna tarea. De esta manera, no tenemos que programar explicita-
mente un algoritmo para resolver cierto problema, sino que construimos un modelo que se vaya
adaptando a la naturaleza de los datos y acabe teniendo un buen desempenio en la tarea co-
rrespondiente. Para problemas que son demasiado complicados, un algoritmo tradicional seria
demasiado complejo, o directamente imposible de tratar de forma clédsica (por ejemplo, el re-
conocimiento de voz o la deteccion de spam).

Llamaremos conjunto de entrenamiento a la coleccion de datos que usaremos para que nues-
tros algoritmos aprendan a resolver un problema. Los problemas del aprendizaje automatico se
pueden clasificar principalmente en dos categorias:

1. Aprendizaje supervisado, donde los datos del conjunto de entrenamiento llevan asociadas
etiquetas. El problema consiste en predecir la etiqueta de un nuevo dato que no la lleve.

2. Aprendizaje no supervisado, donde los datos del conjunto de entrenamiento no incluyen
etiquetas y buscamos analizar la estructura de los datos o generar nuevas instancias. Las
GANSs son algoritmos de aprendizaje no supervisado, donde se nos da una coleccion de
observaciones y se buscan generar otras similares a ellas.

Nos centramos en estas categorias ya que es todo lo que necesitamos para entender las GANs.

2.1. Aprendizaje supervisado. Clasificacion binaria

En aprendizaje supervisado, asumimos que el conjunto de entrenamiento son muestras
(x1,%1), -y (Tn, Yn) que vienen de variables i.i.d. Como hemos introducido antes, el objetivo de
estos problemas es predecir una etiqueta y € ), a partir de la observacién del atributo z € X.
Si Y = R, entonces diremos que el problema es de regresién, y si Y = {1,..., K} con K € N
entonces el problema es de clasificacion.

Para las GANSs, nos serd ttil entender el problema de clasificacién binaria, en el que considera-
remos ) = {—1, 1} (nos es indiferente considerar Y = {—1,1} 0 ) = {0, 1}). Queremos obtener
una funcién, o regla, D : X — ) tal que haga buenas predicciones: idealmente querriamos que,
si x € X es un atributo, e y € Y es su etiqueta, entonces si § = D(x), § = y. Es habitual para
estos problemas tomar f : X — R y tomar D(z) = sgn(f(z)), el signo de f. Para cuantificar
si nos hemos equivocado en una prediccién se usa una funcién de pérdida. Segin lo hemos
presentado, la funcién de pérdida que aparece de forma natural es la pérdida 0-1:

l($, Y, f) = 1yf(:r)<0'

Notese que si yf(x) < 0 entonces D(z) = sgn(f(x)) # y. Usando la notacién f(z) = ¢, podemos
escribir las funciones de pérdida como

z,y, f) = Uy, 9),

que es su notacién mas comun.

Sea D la distribucién conjunta (desconocida) de (X,Y’). Para conseguir la mejor aproxima-
cién que podamos, teniendo una funciéon de pérdida [, y una regla f, consideramos el riesgo
asociado a f:

RD(f) = E(x,y)ND(“x» Y, f))
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Nos gustaria encontrar una funcién con el menor riesgo posible. Veamos que, para el problema
de clasificacién, la regla de bayes fp(r) = argméxyeq_1,13 P(Y = k|X = x) es, de hecho, la
que menos riesgo posible tiene. Enunciaremos el resultado para el caso general en que haya K
clases. En ese caso, tendremos Y = {1, ..., K}.

Proposiciéon 1. Para un problema de clasificacion con K clases con D la distribucion conjunta
de (X,Y), la regla hp(x) = argmaxyeq,. xy P(Y = k|X = z) es tal que miny Rp(f) = Rp(hp).

-----

Demostracion. Sea h una regla de clasificacién cualquiera. Se tiene que:

Ph(z) #Y|X =2)=1—P(h(z) =Y|X =2)
=1-> P(Y =k h(z) = k|X = z).

Asi, para x fijo, podemos escribir:

K
P(h(z) #Y|X =2) =1= Y P(Y = k|X = 2)[,2)=k}-
k=1

Y también, debido a la definicion que hemos dado de hp:

K
> PY = kX = 2))-i) < kel{rrllaXK}P( —k|X =)= P(y = hp(z)|X = z).
L T T = e

De donde se sigue que:

K
P(h(z) #Y[X =) =1=Y P(Y = k|X = 2)Ippw=r = Ply # hp(@)| X = z).
k=1

Basta concluir observando que esta desigualdad se cumple para toda regla h. O

Notese que no podemos calcular la regla de Bayes directamente porque no conocemos D,
pero si la usaremos como referencia mas adelante.

La expresion del riesgo es intratable puesto que no conocemos D, y la tinica informacién que te-
nemos estd en el conjunto de entrenamiento, las observaciones (xy,41), ..., (T, yn). Para resolver
este incoveniente, consideramos el riesgo empirico:

Rs(f) = =51l 2, ).

con el que podemos plantear, dada una clase de funciones hipotesis F:

f = arg Ifréng(f)

Como la regla de Bayes es la que minimiza el riesgo, tiene sentido tratar de controlar el exceso
de riesgo R(f) — R(fp) > 0, que mide cuanto se desvia la regla f de ser 6ptima. Si f € F:
R(f) = R(fs) = R(f) = Rs(f) + Rs(f) = R(f) + R(f) = R(fz)
< R(f) = Rs(f) + Rs(f) = R(f) + R(f) — R(fB)
< 2sup|Rs(f) — R(f)| + min(R(f) — R(f5)).
feF fer



El término 2 sup ;. |Rs(f)—R(f)| es el error de estimacién, mientras que minse 7 (R(f)—R(f5))
es el error de aproximacién. El primero es mayor cuanto mas amplia sea JF, mientras que el
segundo es mayor cuanto menos amplia sea F.

Cuanto mas grande sea nuestra clase F, mas disminuiremos el riesgo empirico de f . esto
es, hemos encontrado una funciéon que se comporta como queremos en las instancias de en-
trenamiento. Sin embargo, esto no significa necesariamente que f tenga un riesgo pequeno: es
posible que se adapte demasiado al conjunto de entrenamiento, dependiendo demasiado de él,
y no pudiendo generalizar sus buenos resultados a la distribucion verdadera. Esto se conoce
como sobreajuste, y es el motivo de un alto error de estimacién.

Por otro lado, si la clase de funciones es demasiado pequena, nos es mas dificil encontrar
una que se acerque al erorr de la regla de Bayes. El espacio de hipdtesis no tiene modelos que
puedan aproximar bien la distribucion objetivo; esto se conoce como subajuste, y es el motivo
de un alto error de estimacién.

Por tanto, necesitamos considerar una clase de funciones lo suficientemente grande y flexible
como para contener un modelo que aproxime bien la distribucion D, pero que no sea demasia-
do compleja como para adaptarse demasiado al conjunto de entrenamiento y no aprender la
estructura de la distribucion.

2.2. Regresion logistica

Veremos que en el proceso de las GANs entrenaremos a un clasificador (en ese contexto
llamado discriminador) cuya funcién de coste nos recordard mucho a la de la regresion logistica.
En el contexto de la clasificacion binaria, consideramos clasificadores lineales:

foo.8(x) = Po+ 5.

Segun lo visto antes, podemos considerar la regla que minimiza el riesgo empirico asociado a la
clase F = {fs,5: fo € R, 3 € R} y a la funcién de pérdida 0-1:

n

1
i E Ly s <o
=

=1
Este problema de minimizacién, sin embargo, es intratable: la funcién de pérdida 0-1 es no con-
vexa, y ni siquiera es continua: esto hace que los algoritmos de optimizacién usuales basados
en el gradiente, que comentaremos mas adelante, no se puedan aplicar. Esto es un problema
demasiado costoso computacionalmente. Conocer el valor de la funcién de pérdida para un par
Bo, 8 concreto no nos aporta nada sobre como modificar la solucién para mejorarla.

A la hora de clasificar, en vez de considerar una funcién f: X — R y usar D(z) = sgn(f(z)),
podemos tratar de encontrar una funcién D : X — (0,1) que aproxime P(y = 1l|z) y que
prediga 1 si D(z) > % y prediga 0 en el caso contrario. Si queremos seguir usando el modelo
lineal, con z = fy + 3 - &, entonces necesitaremos una transformacién g : R — [0, 1] adecuada.

Vamos a intentar explicar los motivos por los que escoger la funcién logistica g(z) = 5 +i—2'

Consideraremos ahora, por comodidad en las ecuaciones y por ser comtn en la regresion logisti-
ca, que Y = {0,1}. Sea z; = [y + B - x;. Consideramos el modelo g(z) = P, 3(Y = 1|2) y



calculamos la log-verosimilitud asociada a él:
lgos = > 108(Pas(yi = 1]2))
i=1

= > log(Psy sy = 1]z)) + D log(L — Pao (Y = 1]z)

- Z(yz' log(Pgyp(Y = 1|2)) + (1 — i) log(1 — Pg, s(Y = 1];))). (1)

Queremos que g(z) estime la probabilidad P(Y = 1|z). Nos gustarfa que cumpliera que g(0) = 1,

g(z) € [0,1], lim, .o, g(2) = 1, lim,,_ g(z) = 0, y que la funcién sea derivable para aplicar
algoritmos basados en el gradiente. La funcion logistica g(z) = # es una buena candida-
ta para modelizar esta probabilidad. Maximizar la verosimilitud es equivalente a minimizar
[(z) = —log(g(z)), que es la funcién de coste de la regresién logistica.

N?temos que la funcién de pérdida I(z) = —@log(g(z)) = —@lgg(ﬁ) es una fl'lz’l—
cién diferenciable y convexa, con lo que es conveniente para aplicar algoritmos de optimizacién
basados en el gradiente. La funcién I(z) por tanto reemplaza convenientemente a la pérdida

0-1, que, como hemos visto antes, es intratable en la practica:

Pérdida logistica
—— Pérdida 0-1

Podemos ver la regresiéon logistica desde otro punto de vista: en vez de considerar que los ejem-
plos del conjunto de entrenamiento vienen de una distribucién conjunta (X, Y'), podriamos estar
ante la situaciéon de que vinieran de dos distribuciones diferentes, Fy, y P;, y nuestra tarea seria
decir si futuras observaciones vienen de Py o Py. Si zy, ...x,, son observaciones generadas de P;
Y 21,y 2n de Py, vy Dy : X — [0, 1] es una familia de funciones parametrizadas que modelizan
la probabilidad de que una nueva observacién x venga de P;, entonces podemos plantear de



forma similar la log-verosimilitud para obtener:

I I
b(Olz1s oy Ty 21, 0y 20) = - > log(Dy(:)) + - > log(1 — Dy(z)).
i=1 i=1

Por la Ley de los Grandes Numeros esto converge casi seguro a:
V(Dg) = EXNPI lOg<D9<X)) + EZNPO lOg(l — DQ(Z))

Asi, podemos intentar resolver el problema argméxgcg V' (Dy). Esta es la parte de clasifica-
cién en las GANs. Las funciones Dy las llamaremos discriminadores, e intentaremos buscar un
discriminador que maximice la cantidad V' (Dy).

2.3. Aprendizaje no supervisado

El aprendizaje supervisado busca analizar, generar, o aprender la estructura de datos sin
etiquetas. Se tienen n observaciones (ry, ..., 2,) i.i.d de una distribucién Py, con z; € X, y el
objetivo es encontrar propiedades de la distribucién Py. La dimension de X suele ser muy alta,
mas que en los problemas de aprendizaje supervisado.

Por ejemplo, los métodos cluster tratan de agrupar los datos los datos en diferentes grupos
o clases, haciendo que objetos en una clase sean més similares entre ellos (en algin sentido)
que con respecto a las otras clases. El algoritmo de las k-medias es un ejemplo de un método
cluster. Por otro lado, los algoritmos de reduccion de la dimensionalidad tratan de buscar una
representacion de un conjunto de datos contenido en un espacio de dimension alta en uno de
dimensién baja, con el objetivo de visualizar los datos, reducir la capacidad computacional
necesaria para tratarlos, encontrar asociaciones entre variables, o como forma de simplificar los
datos para otro modelo. Un ejemplo de algoritmo de reduccion de la dimensionalidad es el PCA.

Las GANs son otro ejemplo de aprendizaje no supervisado, con objetivo de generar instan-
cias similares a las que vienen de Py. Los modelos con este objetivo suelen hacer uso de una
forma de medir lo alejadas que estan, en algiin sentido, dos distribuciones de probabilidad. Por
ello introducimos algunas divergencias y distancias entre probabilidades.

2.4. Divergencias y distancias

Introduzcamos la divergencia de Kullback-Leibler y veamos que la funciéon de pérdida que
dimos antes para la regresién logistica estd relacionada con ella. Sea Prob(X) la familia de
probabilidades definidas en el espacio de medida(X’,.4). Supongamos que P,Q € Prob(X) y
que P << (. Denotamos por Z—g a la derivada de Radon-Nikodym de P respecto a () Se define
la divergencia de Kullback-Leibler como:

dP
KL(P||Q) = /X lo8( G5 )4P

donde integramos con respecto a la medida P. Si P no es absolutamente continua con respecto
a @, entonces se define K L(P||Q) = oo.

Proposicién 2. Si P,Q son dsitribuciones de probabilidad definidas en X, se tiene que:
1. KL(P||Q) =0 < P=Q.
2. KL(P||Q) > 0.



Demostracion. Sabemos que =1 <= P = (. Por lo tanto, si P = Q:

KL(P|Q) - / lo2(5

Para la otra implicacién, notemos que considerando v = PLQQ, P <<vy@ <<vyporlo
tanto podemos escribir:

)dP /Xlog(l)dP = 0.

dP

Teniendo esto en cuenta, por ser la funcién log(z) céncava y aplicando la desigualdad de Jensen
a la funcién (convexa) — log(z), nos queda que:

P &2 ap
0:/log dP:—/log v N dy
aQ
—=dP
2—10g/—d” —dv
Sk

- —log(/X dQ)
— 0.

Notemos que con esto hemos demostrado ya que K L(P||Q) > 0. Como se da la igualdad en la
desigualdad de Jensen, y la funcion a la que la estamos aplicando no es lineal, se deduce que

35 = a, a € R. Ahora, usando el Teorema de Radon-Nikodym:

1:P(X):/XadQ:a.

Luego % =1y ,por tanto, P = Q. O

La divergencia de Kullback-Leibler estd relacionada con el estimador méaximo verosimil.
Si la probabilidad P que estamos tratando de estimar tiene densidad f y tenemos un modelo
paramétrico de la densidad fy, la log-verosimilitud es:

arg m@émx ; log( fo(x:)) = _% arg mgix ; log(?((;i)) -

Y por la ley de los grandes niimeros (recordemos que la funcién de densidad no es mas que la
derivada de Radon-Nikodym):

- Z 10g(f9(ji)) —res Bonp[— 10g(f;((;i)) )] = —KL(P||P,).

Luego maximimizar la verosimilitud es equivalente a minimizar la divergencia de Kullback-
Leibler. Si volvemos al contexto de clasificacion binaria, podemos considerar que las etiquetas
y; de cada elemento del conjunto de entrenamiento definen una probabilidad. (Tomamos aqui
Y = {0,1}). En este caso, si P; es dicha probabilidad, y g9 : & — {0,1} es un modelo
parametrizado de la probabilidad P(Y = 1|X):

KL(P)||Gy) = yilog(y:) + (1 — y;) log(1 — ys) — yilog(ge(x:)) — (1 — ys) log(1 — ga(x4)),

10



donde Gy es la medida de probabilidad definida por gy Si minimizamos con respecto a 6:
argmin K L(F[|Gy) = — argminy; log(ge(2:)) + (1 — yi) log(1 — go(24))-

Esta es la funcién de pérdida para cada elemento usando la divergencia de Kullback-Leibler.
Si minimizamos ahora la pérdida media (que es lo habitual en problemas de aprendizaje) nos
queda el problema de minimizacion:

R
arg min —— > yilog(ga(a:)) + (1 — i) log(1 — go(w:)).
=1

Que es equivalente a maximizar la ecuacién (1) a la que hemos llegado antes con el estimador
maximo verosimil.

Con estas observaciones hemos justificado por qué la divergencia KL es usada como medida
de discrepancia entre probabilidades. Sin embargo, la divergencia de Kullback-Leibler presenta
algunos problemas. En primer lugar, no es una distancia: ni es simétrica ni cumple la desigual-
dad triangular. Por otro lado, y quizd mas relacionado con las GANSs: si el soporte de Py @)
tienen interseccién vacia, entonces K L(P||(Q)) = oco. Este va a ser el caso en las GANs, y es
algo que dificulta su entrenamiento. Para intentar solucionar estos problemas, introducimos la
distancia de Jensen-Shannon. Sea P,, = £ +Q . Entonces:

IS(P,Q) = SKL(P|IPw) + SKLQIIP).

La expresién /JS (P @) si que define una distancia [1]. Sin embargo, si P y @ tienen soporte

disjunto entonces d( ) = 2Xsop(P) Ya que si A € A:
P P(A
[ PanidPn = 2Pa( A s00(P) = 275 L4 s0p(P) = 255 = Py
A

Por lo tanto se tendra que:

ap
KL(P||P,) = / log( 17> )dP = / , o82)0P = 1ox(2).
m sop

De forma andloga se ve que K L(Q||P,,) = log(2). Ast:
JS(P,Q) = log(2).

De hecho, se tiene el siguiente resultado:

Proposicién 3. Si P,Q € Prob(X), JS(P,Q) < log(2).

Demostracion. Se tiene que, VA € A:

dP
/A md(P +Q)=P(A) < PA)+Q(A) = /Ad(P +Q).

Como esto se cumple VA € A, tendremos que % < 1. Por tanto, teniendo en cuenta que

dP+Q = 271y
JS(P,Q):%(/ log(2 (PdPQ))dPJr/ log(2 (Pdf 5740

< %(/X log(2)dP+/Xlog(2)dQ)
< log(2).

11



Aunque ahora el valor no es infinito, si P y @ tienen soporte disjunto, JS(P, Q) es una
constante. Si () = Ry es una distribucién parametrizada por # € RP, y existe un abierto U el los
soportes de @ y Ry tienen interseccién disjunta V6 € U entonces Vy(JS(P, Rp)) = 0 en U. Esto
hara que, en el caso de soporte disjunto, los algoritmos que usaremos para optimizar la funcién
de pérdida, basados en el gradiente, funcionen muy lento o sean impracticables. Las GANs
optimizan la distancia de Jensen-Shannon, y aqui estamos empezando a intuir los motivos por
los que introduciremos una distancia con mejores propiedades.

Por otro lado, introducimos la distancia en variacion total:
6(P,Q) = sup |P(A) — Q(A)].
AcA

La comprobacién de que es una distancia es trivial. La distancia en variacion total se relaciona
con la divergencia de Kullback-Leibler de la siguiente manera:

Proposicién 4 (Desigualdad de Pinsker). Si P y Q son probabilidades definidas en X, enton-

5(P.Q) < \[5KLPIQ).

Una prueba del resultado se puede ver en [2]. En el siguiente resultado vemos cémo se
relacionan las conceptos que hemos introducido.

oo

o0 1 una sucesion de distribuciones

Proposicién 5. Sea P una distribucion definida en X y (P,,)
en X. Entonces:

1. §(P,,P) - 0 <= JS(P,,P) =0
2. Si KL(P,||P) - 0 o KL(P||P,), entonces JS(P,,P) — 0.

3. Si6(P,,P) — 0, entonces P, —4 P, donde d denota la convergencia débil o en distribu-
cion.
Demostracion.

1. Supongamos primero que JS(P,,P) — 0. Si P,, = 22t se tiene que:

2
5P, P,) = sup P, (A) — L)+ Puld)
AeA 2

Razonando de la misma manera se ve que §(P,P,,) = 16(P,,P). Usando esto y aplicando
la desigualdad de Pinsker:

1 1
JS(PmIP)) = \/gKL(PnHPm) + §KL(P||Pm)

> (P, P,)2 + §(P,P,,)?

1
= — 2
25(IP>n,IP’)

1
- E(S(Pn,ﬁb).
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Luego si JS(P,,P) — 0, 6(P,,P) — 0.

Ahora veamos la otra implicacién. Como hemos visto antes, se tiene que:

(P, P,) = %5(1@,@%) < §(B, By).

Por lo que basta ver que 6(P,,,P,) — 0. Observemos que si P,,(A) = 0 con A € A,
entonces P,(A) = 0. Por tanto, podemos considerar la derivada de Radon-Nykodim de
P,, con respecto a P,,, f, = %. Observemos también que:

PH<A) = Q]P)m(A) - IP)(A> < 2Pm(A) (2)

para todo conjunto A de Borel. Si consideramos A = {f, > 3}, entonces, por ser f, la
derivada de Radon-Nykodim:

P,(A) = /A FudPy, > 3P, (A).

Teniendo en cuenta la ecuacién (2), nos queda que P, (A) = 0. Esto quiere decir que
fn < 3 casi siempre con respecto a la medida P, (y por tanto también con respecto a las
medidas P y P,).

Fijemos ahora € > 0 y definimos los conjuntos A, = {f, > 1+ €}.Asi,

P, (A,) = /A FdPy, > (14 €Po(An),

de donde se sigue que:

Po(Ay) < Po(A,) — Pr(Ay)
< “Pn(An) - Pm(An”

< 0(Py, P).
Ademas,

P, (A,) = Pp(Ay) + Po(A,) — P (A,)
< Pou(An) + [Po(A,) — Po(Ay))
< %5(1@”,1&%) +0(P,, Pp)
< (% +1)5(P,,P).

Ahora, teniendo en cuenta la definicién de A,,:

KL(P,||P,) = /X log(f,)dE,

- / log(fn)Pr +/ log(fn)Py
X\An An
<log(1+ ¢€) + log(3)P,(A,)

<log(l+e¢€)+ log(?))(% + 1)0(P,, P).
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Ahora tomamos limites superiores (notese que como estamos suponiendo que 6(P,, P) —
0, entonces lim sup 6(P,,, ) = 0) y obtenemos que:

0 < limsup KL(P,||P.,) <log(l+¢€) ,Ve > 0.

Por lo tanto tenemos que K L(P,||P,,) — 0. De forma andloga (los mismos célculos) se
tiene que K L(P||P,,) — 0. Luego JS(P,,P) — 0.

. Por la desigualdad de Pinsker, si K L(PP,||P) — 0,

1

El otro caso se demuestra de la misma forma.

. Supongamos que 6(IP,,, ) — 0. Tenemos que ver que si f : X — R es continua y acotada
(en este caso toda funcién continua es acotada) entonces:

/deP’ —>/fd[P>

Sea f una funcién continua y acotada. Dado € > 0, por ser f acotada, debido a la densidad
de las funciones simples en L> (cuya demostraciéon puede verse en [3]) existe una funcién

simple ¢ = Y " | apXa,, tal que:
Hf - ¢||oo <e

De esta manera:

|/de]P’n—/de]P’]:|/Xf—gbd]P’n—/Xf—qﬁdIPJr/ngdPn—/XqﬁdIP\

< 2e+|/ ¢d(P,, — P)]
—26+|Zak P(Ay))

< 2€+Z|ak||Pn(Ak) — P(A)]. (3)

k=1

Ahora puesto que §(P,,P) — 0, existe un ng € N tal que Vk € {1,....m},Vn € N,n > ng:
PL(A) — B(AL)| < e

Y junténdolo con (3), queda que:

|/deIP>n—/deIP’| §6(2+§;|ak|).

Luego [, fdP, — [, fdP, como queriamos.
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2.5. Descenso del gradiente

Ya hemos visto que, en aprendizaje automatico, los problemas de optimizacion forman una
parte importantisima al plantear un algoritmo. Muchas veces necesitamos resolver problemas

COImo:
n

min = 3" U(Go(w1), (4)

donde 1, ..., z,, son las muestras de entrenamiento, [ es la funcién de pérdida y (Gy)geo de-
nota el conjunto de modelos (hipdtesis), parametrizados por €. Ya hemos hecho alusion a la
conveniencia de que la funcién de pérdida diferenciable y convexa para aplicar algoritmos de
optimizacién basados en el gradiente.

Para una funcién f : R? — R diferenciable, sabemos que el gradiente Vf es la direccién
de méximo crecimiento de la funcién. Para la funcion —f la direccién de maximo crecimiento
es —V f; si tenemos en cuenta que cuanto mas crece — f mas decrece f, llegamos a que —V f es
la direccion de méaximo decrecimiento de f. Esto motiva el algoritmo del descenso de gradiente,
que trata de minimizar f dando pasos en la direccion —V f. Supongamos que partimos del
punto xy, entonces se itera:

Tn+1 = Tn — fanf(In)’
donde la tasa de aprendizaje v, se puede tratar de elegir convenientemente para cada iteracién.
Para asegurar que el algoritmo converja al minimo global, necesitamos que la funcién sea
convexa, que es el caso en el que solo hay un minimo local. En ese caso, y si suponemos
que f cumple una condicién adicional de suavidad, se tiene el siguiente resultado, que esta

desarrollado, junto con otros relativos a la velocidad de convergencia del descenso del gradiente,
en [4]:

Proposicién 6. Sea f es una funcion en R% con valores reales, convexa, y [3-suave, esto es,
existe B > 0 tal que:

IVf(x) = VIl < Bllz—yll

Sea x* € argmin f. Entonces el algoritmo de descenso del gradiente con v, = % Vn € N cumple
que:
o o Bllwo —a*|?
Tn) — fl2") < ————.
Flan) = fat) < A
En particular, el algoritmo del descenso de gradiente converge cuando n — oo.

Demostracién. Probemos primero que si z,y € RY, entonces por ser f S-suave se tiene que:

7(2) ~ Fw) = V1) @~ )] < S le — ] o)

Si z,y € R?, notemos que

1

/ iy + e — )@ — )t = Fla+to — )| = F@) = Fw).

0
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Entonces:
1f(@) = fy) = V) (@ —y)| =] /0 Viy+ta—y) (@—y) — Vi (x—y)dt
—1 [ 94+ ta =) = V)" = )|

1 1
\V4 - -V d —ylld
f§A||f@+ﬂ$ 9) ﬂwHtAIM yldt
< Btllx — yldtlle —y

B 2
= —|lx —y|*.
Sl — vl
Demostremos también que para f convexa, si z,y € R%:

f@) +(Vf(x),y —z) < f(y). (6)

Si z,y € R%, definimos la funcién g : [0, 1] — R dada por:
g(t) = fty+ (1 —t)x) —tf(y) — (1 = 1) f(2).
Por la convexidad de f, g(t) < 0. Ademéds g(0) = 0. Juntando esto nos queda que:

J0)— 1 200

t—0t+ t

<0.

Teniendo en cuenta que ¢'(t) = Vf(z(1 —t) +yt)T(y — z) + f(z) — f(y), de la desigualdad
anterior se deduce que:

V(@) (y —a) + f(z) = fly) <0,
que es lo que queriamos.

Usando estas desigualdades ya podemos demostrar la proposicién. Haciendo uso de la desigual-
dad (5) y teniendo en cuenta que x, 1 = 1 3V f(xy):

f(l’n+1> < f(xn) + <Vf(xn)7xn+1 - In> + g”xn—l-l - an2

_ ey INF@IP IV (al)
= f(zn) 5 + 05

= flan) = —IIVf( ).

Esto nos dice que la sucesién (f(x,))22; es decreciente. Juntdndolo con la desigualdad (6)
tomando y = x,, T = Tpy1:

26(V L&) o, — o
Flan) < fa?) + Yo ) uvf@”W

2
:fuw+§wm—xw2—gw%—nﬂﬁ—%vfﬁ“ﬂr >+HV( o))
\Y% n .
= 1)+ Sl — 1P = S - YL
= 1@+ Dllr — 2P ~ i — 2|
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La tultima igualdad invita a considerar una suma tipo telescépica. Si recordamos que la sucesion
(f(xn))22, es decreciente:

i
_
N ™

(ln = 21 = lzns — 27[I%)

n(f (o) = @) £ Y () = f7) <

i
o

N | ™

* * /8 *
(lzo =2 1* = |l — 27[*) < Flwo — 27|
Por lo tanto, deducimos que, Vn € N:

_ Bl = |

flan) - fla) < 2

Como la sucesiéon de la derecha converge hacia 0 cuando n — oo, el algoritmo de descenso de
gradiente converge hacia f(z*), el minimo global de f. O]

Si la funcién f no es convexa, el algoritmo puede converger un minimo local, lo cual es algo
problematico. Otro problema préctico surge con el algoritmo del descenso del gradiente: en los
algoritmos de aprendizaje automatico al minimizar la esperanza de la funcion de pérdida como
en (4) , el descenso del gradiente vendria dado por:

1 n
Tpt+1 = Tn — ﬁ)/nﬁ Z VOZ<G9($Z))7
i=1

lo que requeriria evaluar el gradiente n veces por cada iteracién. Es comun usar conjuntos de
entrenamiento con muchos ejemplos, luego el coste computacional de este algoritmo es muy
grande. Con intencion de resolver estos problemas, se introduce el algoritmo del descenso de
gradiente estocastico, que es el de uso mas comun.

En el descenso del gradiente estocastico se toma una muestra z aleatoriamente del conjun-
to de entrenamiento y se calcula:

Tp+1 = Ty — ’VnVHZ(GH(Z))u

En el descenso de gradiente estocastico con minilotes se toman m muestras aleatoriamente
21...2m V Se itera:

1 m
Tn4+1 = T, fYnm 22:1: VHZ(GO(ZZ))7

En esta versién cogemos un m tal que computar m evaluaciones del gradiente por iteracién sea
factible. El andlisis de la convergencia del descenso del gradiente estocastico es mas complejo
que en el descenso del gradiente, pero su uso es muy ventajoso. La convergencia es mas rapida,
nos permite aproximar el gradiente de una forma tratable computacionalmente, y también se
ha observado que es mas propenso a evitar minimos locales, debido a su naturaleza aleatoria.
También es posible asegurar que el algoritmo converge rapido en condiciones adecuadas. Para
mas detalles sobre la velocidad de convergencia de los algoritmos y las ventajas del descenso
de gradiente estocdstico se puede consultar [4] y [5].

2.6. Redes neuronales y retropropagacién

Cuando planteamos el aprendizaje supervisado, queriamos resolver un problema de opti-
mizacion: elegir una funcién dentro de una clase de funciones hipétesis F que minimizara la
funcién objetivo. Dimos un ejemplo con la regresion logistica, donde considerdbamos F como

17



un tipo especifico de clasificadores lineales parametrizados. Es importante que las funciones
hipotesis estén parametrizadas para poder aplicar algiun algoritmo de optimizacién basado en
el descenso del gradiente.

Las clases de funciones que usaremos para las GANs son las redes neuronales. Las redes neu-
ronales son funciones de la forma:

go(x) = frWrfro1(Wr_1... i(W12)))),

donde W, i = 1, ..., L son matrices de pesos, con dim(W;) = d; x d;_; , la funcién f; : R4 — R®
es la funcién de activacion de la capa ¢ y L es el nimero de capas. Las funciones de activacion
son funciones que se aplican componente a componenete. Los parametros 6 son los pesos de
todas las W;, esto es, los parametros de las transformaciones lineales; las funciones de activa-
cién se eligen de antemano y no estan parametrizadas (no se aprenden). Notese que si no fuera
por las funciones de activacion, las redes neuronales serian funciones lineales. Con ellas pueden
introducirse no-linearidades.

A través de las funciones de activacion podemos crear redes neuronales que se adapten a di-
ferentes problemas. Para problemas de clasficacién binaria, como antes, querremos que g¢g.
aproxime P(y = 1|z) luego es natural volver a considerar la sigmoide como la funcién de ac-
tivacién en la tltima capa, esto es, dim(W;) = 1 x dy, , y fr(z) = 1= En el caso de la
clasificacién multiclase, es comin usar la softmax en la ltima capa: si hay K clases, entonces
dim(Wp) = K xdy,_, v fr(x) = % Para la regresién, dim(W,) = 1 x dy, , y la dltima

1=
funcién de activacion es simplemente la identidad.

Las funciones de activacion en las capas intermedias, el nimero de capas y las dimensiones
dependen mucho del problema. La funcion de activacién mas comuin para capas intermedias es
la ReLU dada por maz(zx,0), que se aplica componente a componente.

Para usar un algoritmo basado en el descenso del gradiente con una red neuronal, necesitaremos
calcular de forma eficiente el gradiente de la red. Para ello se usa el algoritmo de retropropaga-
cién. Consideramos una funcién de coste C'(gg(x)), que toma valores reales. Queremos calcular
VoC(gg)(x). Definimos ag = x y a = fr(Wg...(Wix)) v 2z = Wiag—1. Demominamos Dy, a la
matriz Jacobiana de f;. Notese que por ser f, una funciéon componente a componente, Dy, es
diagonal. Por la regla de la cadena, se tiene que:

Vi, C = (VCl(gs(x))) - (Dr(zr)ar—1) = (VC(go(x)) - Dr(zk)) - ap-1.

Puesto que Dy (2x) es diagonal Vk € {1...L}, consideramos f; = diag(Dy(2x)) = (D115 Disys s Diy o)
la diagonal de la matriz Dy(zx), y podemos escribir:

Vi, € = (VC(gs(2)) © f1) - ar1,

donde aqui ® denota el producto de Hadamard, que es el producto de matrices componente a
componente. De forma similar, aplicando la regla de la cadena, podemos escribir:

VWLAC - (VC(gg(.I‘))) : (DL Wy Dp_q- aL—2)
= ((VC(go(z) © fr,-WL)© fr_1) - ar—
= (W[ - (VC(go(2) © f1) © f1_1) - ars.

Y de forma andloga podemos escribir, para k € {1,..., L — 1}:

Vi, C = Wiy Wi - (VCO(ge(2)) © fL, © . © fL ) - az-p-1. (7)
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Lo cual nos proporciona una manera de calcular el gradiente de C' con respecto a todos los
parametros € por capas, y usando los cédlculos de la capa anterior cada vez, haciendo el célculo
lo més eficiente posible. Para hacer estos cdculos necesitamos los valores zg, ar = fr(zk),
fi. = diag(Dg(zr)) v VC(go(x)). Podemos calcularlos eficientemente de forma iterada. Sea
reRY y 0= W,.., W):

= Qg = T.
m parak=1,...,L:

2 = Wygag_1,
ap = fk(Zk)7
f1. := diag(Dx(z1)).

» Calculamos VC(gp(x)).

Una vez tengamos esto podemos guardar los valores (W7_, ;.. WL -(VC(go(2)) O f1®...O f] )
que aparecen repetidamente en (7) para hacer los menos calculos posibles:

- | = VC(go(a)).
= Parak=1,..., 1

=10 f,
VW,CCILCL%ll,
=Wl

Este es el algoritmo de retropropagacién. Es de especial importancia porque permite el uso de
los algoritmos de optimizacién comunes de los que hemos hablado en la seccién anterior, junto
con todas las variantes basadas en el descenso del gradiente.
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3. Redes Generativas Adeversariales (GANSs)

3.1. El problema minimax

El objetivo de las Redes Generativas Adversariales es el de generar objetos similares a los
de una coleccién zq, ...z, de muestras aleatorias i.i.d, donde z; € X. Para ello, se presentan
dos modelos (que seran redes neuronales, que podemos parametrizar): un generador, que creard
nuevas muestras que intenten parecerse a los datos del conjunto de entrenamiento, y un discri-
minador, que nos dara la probabilidad de que una muestra proceda del conjunto de datos (es
decir, la probabilidad de que la muestra sea ”verdadera”).

La generacion de nuevas observaciones en alta dimension es una tarea complicada, y en es-
te caso, la mayoria de aplicaciones son en espacios de muy alta dimensién (por ejemplo, la
generacién de imagenes). Por ello, para construir la distribucién Py del generador, definimos
primero un vector aleatorio Z € Z, que seguird una distribucién conocida, (cominmente una
distribucién normal o uniforme) y le aplicaremos una transformacién Gy : Z — X, que serd
una red neuronal parametrizada por 6, que nos transformara ruido aleatorio en un elemento de
nuestro espacio X. El objetivo es entrenar la red Gy hasta que Py se acerque a P,.

Por otro lado, consideramos un discriminador D,, : X — [0,1] que a cada x € X le asig-
nara la probabilidad de que x proceda del conjunto de datos en vez de haber sido generado por
Gy.

La idea es entrenar al discriminador y el generador a la vez, y que se vayan retroalimen-
tando mutuamente. Entrenar un discriminador nos da un criterio con el que poder medir
cuanto se parecen los objetos generados a los del conjunto de datos. Para entrenarlo, que-
remos que la probabilidad sea alta cuando un objeto z venga de P. y que sea baja cuando
un objeto Gg(z) haya sido generado por Gy. Asi, queremos que maximice E,p_[log D, (z)] vy
E.p.[log(1 — D,(Gy(2)))], y por tanto, nos queda la expresion:

méx Byp, [log D(2)] + E.~p. [log(1 — D(G(2)))] (8)

Ahora, para entrenar el generador, queremos que “engane” al discriminador. Esto es, maximizar
la probabilidad de que el discrimador (ahora fijo) prediga que el objeto generado Gy(z) viene
de P,. Por ello, entrenamos Gy para maximizar E,.,_ [log D,,(Ge(z))], lo que es equivalente a
minimizar E.,, [log(1 — D, (Gy(2)))]. Puesto que E,p, [log D,,(x)] no depende de Gy, entonces
nos queda el problema minimax:

mal'n max V (G, Dy),
donde:
V(Gy, Dy) = Eqrop, [log Dy(2)] + E.np, [log (1 — D (Go(2)))] (9)

Notese que al ecuacién 8 es muy similar a la funcion de pérdida de la entropia cruzada que
se minimiza cuando se entrena un clasificador binario, tal como habiamos adelantado en la
introduccion.

3.2. Relacidon con la distancia de Jensen-Shannon

En esta seccion veremos cudl es el generador dado para un discriminador 6ptimo. También
veremos la estrecha relacion que hay entre entrenar las GAN y minimizar la distancia de Jensen-
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Shannon.

Proposicion 7. Dado G fijo, el discriminador optimo viene dado por:

P.(x)

Del®) = 5 0y + Polw)

(10)
Demostracion. Con un generador fijo, el entrenamiento para D se basa en maximizar V (G, D):

pr(x)log(D(x))dx + / p.(2)log(1 — D(G(2))dz

Z

V(G, D) = /

X
Teniendo en cuenta las propiedades de la medida definida por Gy, nos queda:
V(G,D) = / pr(z)log(D(x)) + pe(x)log(l — D(z))dx
X
Notese que p.(z) > 0, pg(x) > 0y D(z) € [0,1]. Asi, para x € [0,1] y a,b > 0 buscamos el

méaximo de la funcién h(z) = alog(x) + blog(1l — z):

b
h’(az‘):g—l =0<+= (1-2)a—2b=0 < =
T —x

a+b

Fécilmente se ve que a la derecha de este valor la derivada es negativa, y a la izquierda es positi-
va. Por tanto estamos ante el maximo de la funcién. Por tanto, podemos definir el discriminador
6ptimo para un G fijo como:

pr(z)
De(x) = ——5————, (11)
pr(x) + po(x)
siempre que p, 0 pg no se anulen. Fuera del soporte de ambas densidades definiriamos el discri-
minador como D¢g(z) = 0 y habriamos concluido. O

Asi, si nuestro generador es éptimo (esto es, Py = IP,.), entonces Dg = % Esto quiere decir
que el discriminador, dado el generador 6ptimo, estd “adivinando al azar” para predecir si una
imagen es real o no.

Teniendo esto en cuenta, si la clase de discriminadores no estd restringida, y G es un gene-
rador fijo, podemos reescribir la funcién de pérdida para el discriminador:

méx V(G, D) = Epp, [log(De (2))] + Epr, [log(1 — Do(2))]

P, (z) Po(z)
E;-p, [log m] + Eyp, [log M]
= —2log(2) + KL(IP’TII]P)T ks IP)9) + KL(IP’OHR ; IP39)

= —21log(2) + 2JS(P,||Py) (12)

Proposicién 8. El minimo ming V (G, Dg) se alcanza si ,y solo si, Py = P,.
Demostracion. Teniendo en cuenta la observacién (12):

mC:En mgx V(G,D) = mGl'n[— log(4) + 2JS(P,||Py)]

Por ser JS una distancia, el minimo se alcanza cuando P, = Py y su valor es —log(4). O

Notemos que la suposicion de que P, esté entre las distribuciones generadas por Gy para
algin € € © no se da en la practica.
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3.3. El algoritmo GAN

Ya tenemos lo necesario para poder formular un algoritmo de aprendizaje basado en el
descenso del gradiente u otro método similar basado en ¢él. En este caso daremos el algoritmo
con el descenso del gradiente con minilote. Hemos visto ya que la diferencia con el algorit-
mo tradicional es que en cada iteracién del descenso del gradiente usamos todos los datos del
conjunto de entrenamiento, lo cual requiere un gran coste computacional. Aqui, sin embargo,
cogemos un conjunto pequeno de datos en cada iteracion.

Sea m fijo el tamano de un minilote. En cada iteracién usaremos m muestras de Z y m mues-
tras de IP,.. Sea también ~ la tasa de aprendizaje. Cada iteracién del algoritmo funcionaria de
la forma siguiente:

1. Obtener m muestras de la distribucién fija en Z, {z(), ..., 2(™}.
2. Elegir m datos del conjunto de entrenamiento, {z(1), ..., 2™} .

3. Actualizamos el discriminador. En este caso, como tenemos que maximizar ecuacién 8,
actualizaremos los parametros de D,, siguiendo la direccion del gradiente, en vez de seguir
la opuesta, ya que estamos maximizando:

m

1
w=w+7Vy— [log Du(z™) +log(1 — Du(Go("))]
k=1

Notese que estamos tomando la media muestral como estimador de la esperanza, como
es habitual.

4. Obtener otras m muestras de la distribucién fija en Z, {z(1), ..., 2(™}.

5. Actualizar el generador. Aqui si que tenemos que seguir la direccién opuesta al gradiente
puesto que estamos minimizando la ecuacion 8:

1 m
0 =0-7Vo— D “log(1 = Du(Gy(2™))

k=1

Observemos que el término log D,,(x) en la ecuacién 8 solo estd para que el discriminador
aprenda a dar una alta probabilidad a los objetos del conjunto de entrenamiento y no
involucra al generador; por tanto, si derivamos con respecto a los parametros 6, el término
desaparece.

Para algoritmos de aprendizaje més tradicionales, se iteraria este algoritmo hasta que los
pardametros converjan, lo cual quiere decir que los gradientes sean cero (o sea, habriamos encon-
trado un minimo o méaximo local, segiin el problema que estemos tratando). Sin embargo, las
GANSs son conocidas por su inestabilidad al entrenarlas, y no hay un criterio de convergencia
claro. [6]. Ademas de esto, surgen otros problemas:

» Desvanecimiento del gradiente. Como se ve en [6], cuando el discriminador se acerca al
discriminador éptimo para un generador dado, puede provocar que el discriminador sea
constante, lo cual hace que no podamos aprender nada a través del descenso del gradiente.
Ademas, tal y como vimos en la seccién de conceptos previos, la divergencia de Jensen-
Shannon también se hace constante cuando las distribuciones Py y P, tienen soportes
disjuntos. Esto también es cierto para condiciones mas generales cuando las distribuciones
se cortan en un conjunto de medida nula. Los detalles pueden verse en [6].
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» Escasa variedad de generaciones. Esto se da cuando la distribuciéon Py aprende a generar
muestras que se parecen a las de P,., pero son poco variadas o siempre la misma, de forma
que no se ha llegado a captar la complejidad de la distribucién P,.. Un anélisis sobre esto
hecho pueden verse en [7].
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4. Distancia de Wasserstein

Las GANs no tienen una funciéon de pérdida objetiva, de forma que nos es dificil evaluar
la calidad de los objetos generados. La evaluaciéon de un modelo se hace pues observando si
Gy esté generando objetos ”parecidos.? los del conjunto de entrenamiento, lo cual no es ningiin
criterio para valorar si el generador esta aprendiendo la distribucion de pgatos-

Por ello, introducimos la distancia de Wasserstein, que nos va a permitir definir una funcién
de pérdida con el comportamiento deseado y que nos sirva como tal para entrenar las GANs.
Para p € [1, 00|, la p-distancia de Wasserstein entre dos medidas de probabilidad P, P, en X,
se define como: :

WPy, Pp) = (_inf Byl =yl (13)

FYEH(]P)N]PQ)

donde II(P,,P,) denota el conjunto de todas las distribuciones 7 en X x X con marginales PP,
y Py. Esto es, v cumple que:

/ Y(x,y)dy =P, / Y(z,y)dr =P,
X X
En lo que sigue, usaremos p = 1, que es todo lo que vamos a necesitar.

Introducimos también la dualidad de Kantorovich-Rubinstein, una forma de representar la
distancia de Wasserstein que nos serd muy ttil para manejarla en la practica. La demostracion
queda fuera de los contenidos de este trabajo, pero se puede consultar en [8]

W(P,,Py) = sup E,wp,[f(2)] — Eor,[f(2)]- (14)

£l <1
Podemos usar esta expresion para comprobar que W es efectivamente una distancia:

Proposicién 9. Sea Prob(X) el conjunto de medidas de probabilidad definidas en X . La funcidon
W : Prob(X) x Prob(X) — R definida en (13) es una distancia.

Demostracion.

» IV es simétrica. Observemos que si f es 1-Lipschitz, entonces — f también lo es. Luego si
(fn)o2, es una sucesién de funciones 1-Lipschitz tal que:

nlglolo Eonp, [fn(z)] — E;p, [fa(2)] = W(P,, Py),
(—fn)52, es una sucesién de funciones 1-Lipschitz con:

lim Eprg[—fn(l')] - Emwﬂ%[_fn(x)} = W(PWPQ)

n—o0

De lo que se deduce que W(P,,P,) < W(P,,P,). Se puede aplicar el mismo argumento
cambiando los papeles de P, y P, para llegar a la igualdad.

» W >0 ya que Vy € II(P,,IPy), se tiene que E(, 4[|z — y||] > 0 por ser la esperanza de
una funcién no negativa.

» Veamos que W(P,,P,) =0 <= P, =P,. Si P, =P, es claro que W(P,,P,) = 0. Por
otro lado, si W(P,,[P;) = 0, usando (14) nos queda que:

sup Eop, [f(2)] = Eenp, [f(2)] = 0,

Ifllc<t
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lo que implica que V[ Lipschitz con || f||; < 1:
Eop, [f(2)] < Eonp, [f(2)]

Como W es simétrica, de forma andloga llegamos a la otra desigualdad, luego nos queda
que V[ Lipschitz con || f]|, < 1:

Eop, [f(2)] = Eonp, [f(2)] (15)

Si f es K-Lipschitz, la igualdad se cumple igual, teniendo en cuenta que % es 1-Lispchitz.
Sea A € B(X). Observemos que, por la desigualdad triangular:

|d(z, A) —d(y, A)| < |lz —yl,

luego d(x, A) es Lispchitz. Las combinaciones lineales de funciones Lipschitz también lo
son: si f, g son K-Lipschitz y a,b € R

laf(x) + bg(x) — af(y) — bg(y) < (la| + ) K (]lz — yl|)
Ademas, el minimo de dos funciones Lipschitz también lo es: teniendo en cuenta que
min{f(x),g(x)} = f(IHg(x)_Zlf(x)_g(w)' necesitamos comprobar que |f(z) — g(z)| es Lips-
chitz:

1f(z) = g(@)] = |f(y) — gl < [f(x) —g(z) — f(y) + 9(v)| < 2K|z -y

Para A cerrado, consideremos la sucesién de funciones f,(z) = 1 — min{d(z, A)n, 1}. Te-
niendo en cuenta las consideraciones anteriores, f,, es Lipschitz, ¥n € N. Ademés,(f,)>,
converge a la funcién caracteristica de A. Como 0 < min{d(z, A)n,1} < 1,0 < |f.(z)] <
1Vx € X, y por el teorema de la convergencia dominada:

P,(A) = lim | f,dP,= lim [ f,dP, =P.(A),

donde se ha aplicado la igualdad (15) para funciones Lipschitz. Como los conjuntos ce-
rrados generan la o-dlgebra de Borel, se deduce entonces que Py, = P,.

Veamos que se cumple la desigualdad triangular. Sea P; € Prob(X’). Teniendo en cuenta
que la distancia de Wasserstein es no negativa:

W(P,,Py) = sup Eop, [f(2)] — Euve, [f(2)]

IfllL<1
= S Eop [f(2)] = Bonp, [f(2)] + Eonp, [f ()] — Bonp, [f(2)]
< s Eowp, [f(2)] = Eop, [f(2)] + S Eop, [f(2)] = Eonp, [f (2)]

= W(P,,P,) + W(P,,P,)
O

Vamos a usar la distancia de Wasserstein como funcién de pérdida para un nuevo algorit-

mo. Ahora bien, para que dicha funcién de pérdida funcione adecuadamente es conveniente que
sea continua; eventualmente si tenemos distribuciones parametrizadas Py, y Py, aproxima la
distribucién P, de los datos, queremos que si  — 6, entonces Py — Py, donde la convergencia
es con la distancia . Este no es el caso para las divergencias de Jensen-Shannon o Kullback-
Leibler. Vedmoslo con un ejemplo:

Sea P, distribucién de probabilidad en R discreta concentrada en 0. P.(x = 0) = 1 y sea
Py discreta en R concentrada en # € R, independiente de P, donde 0 es un parametro. Asi, se
tiene que:
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» W(P,,Py) = |0|. La distribucién conjunta v en R? que tiene por marginales P, y Py es la
distribucién concentrada en (0, 6), ya que ha de ser

TX =2, =y) =X =2)y(Y =y) = B(X =2)B(Y =y)
De esta manera, queda que:
Bz g)~r(llz = yll) = 110 = 0] P(0,0) = [|0]]

Esta funcion es continua con respecto al parametro: podriamos aprender la distribucion
P, aplicando descenso del gradiente.

» KL(P,||Py) = KL(Py||P,) = { 0 :i z i 8 . En efecto, si # = 0, entonces:
£.(0)
KL(P,||Py) =1 P.(0)=0
(PP [ 1Py) Og(P9(0)> (0)

Y por otro lado, si 6 # 0:

£(0)

KL(P,||Ps) = log( B0

)P, (0) = log() = o0

Se razona de forma andloga para K L(Py||P,)

log(2) sif#0

- JS(P“PQ):{O sif=0

. Si consideramos P, = @, y0=0:

2P,(0) 2Py(0)

JS(P,,Pg) = KL(P,||P,)+ K L(PyP,,) = 10g(m)+10g(m

)=2logl=0
Si 6 #0:

2P,(0) 2P(0)

JS(B;, o) = log(rp—pae) T lo8(m

) =2log2

Para las divergencias de Jensen-Shannon y Kullback-Leibler no podemos aplicar descenso del
gradiente u otro algoritmo basado en el, ya que las funciones no son continuas respecto a los
parametros.

En el ejemplo, los soportes de las distribuciones P, y Py tienen interseccion vacia. Esto es
lo que hace que las funciones de pérdida JS y KL no sean continuas, algo que se cumple, en ge-
neral, cuando la interseccion esta contenida en un conjunto de medida nula. Este precisamente
es el caso que nos interesa: la dimension del espacio X de objetos a generar serd generalmente
muy grande, pero el soporte de la distribucion de los datos serda mucho menor. Asi sera dificil
que la interseccion entre los soportes de P, y Py tenga interseccién con medida > 0.

Ahora veamos que efectivamente, la distancia de Wasserstein es continua en las condiciones
adecuadas:

Proposicion 10. Sea P, una distribucion sobre X. Sea Z wuna variable aleatoria sobre otro
espacio Z, y sea gg : Z x RY — X una funcién (que en la prdctica serd el generador de las
GANs: gg serd una red neuronal con entrada en Z y salida en X, parametrizada por 6 € R?).
Sea Py la distribucion de imagen correspondiente a go(Z). Se cumple que:

1. Si gy es continua con respecto a los parametros 0, W (P, Py) también lo es.
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2. Si gg es localmente Lipschitz y existen, para cada (2,0) € Z x RY constantes de Lipschitz
locales L(z,0) tales que:
E.,[L(z,0)] < o0 (16)

entonces W (PP, Pg) es continua en todo punto, y diferenciable en casi todo punto.
3. 1y 2 son falsas para la divergencia JS y la KL.
Demostracion. Sea 6 fijo. Queremos ver que W (P,,[Py,) es continua, es decir:
W (P, Pg) — W(P,,Py,)| —6-0, O
Primero notar que, como W es una distancia, por la desigualdad triangular:
W(P,,Pp) < W(P,,Py,) + W (Py, Py)
Por lo tanto, nos queda que:
(W (P, Pg) — W(P,,Pg,)| < W(Po, Pp)

Por lo que nos basta acotar el término W (IPg, Py). Recordemos que la distribucién de Py viene
definida por la medida de imagen definida por gg. Asi, la distribucién conjunta (y medida de
imagen) vy definida por (gy, gg,) tiene por marginales Py y Py, , y por tanto:

W (Py, Py, ) = inf  Eg~ — < Eyp~ —
(o Pa) = ot Epeylle = vl < Eepos Iz = vl

Ademas, se tiene que:

Byl = ylll = Eenp, [ll90(2) = 900 (2) ]

Puesto que gy es continua con respecto a 0, si  — 0y, entonces ||go(2) — g, (2)|| — 0 Vz € Z.
Ahora bien, puesto que X es compacto, existe una constante M > 0 tal que:

196(2) = goo(2)| < M Vz € Z
Por ello, podemos aplicar el teorema de la convergencia dominada obteniendo que:
W(P97P90) < EZNPZ[HQG(Z) - 990(2)”] —76—00 0

Por lo tanto, la funciéon W (P,,Py) es continua con respecto a 6.

Ahora supongamos que ¢ es localmente Lipschitziana, y veamos que W (P,,Py) también lo
es. Entonces dado un punto (z,6p) fijo, existe una constante L(zp,6p) y un abierto U con
(20,00) tal que si (z,6) € U entonces:

l96(2) — gay(20) < L(20,00)[/(z — 20,6 — 00|

Tomando z = zy y tomando esperanzas se obtiene que:

o~ zlll90(20) = 905 (20) |] < Bapnz[L(20, 60)][1(0, 6 — o) = Ezonz[L(20, 60)][|6 — bol,

si (20,0) € U .En el tltimo término estamos usando la norma en R?.

Definimos asi el conjunto Uy = mre(U) = {0](20,0) € U}, que es la proyeccién del abierto
U en las variables . Las proyecciones son funciones abiertas, luego Uj es un abierto también.
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Ademas, por hipétesis L(6y) = E, ~z[L(z0,6p)] < o0o. Asi, usando la cota vista anteriormente
relacionada con la distribucion conjunta ~:

(WP, Py) — WPy, Py,)| < W (P, Py,) < L(60)[|60 — ol

para todo 6 € Uy. Hemos encontrado asf, para cada 6y € R? una constanteL(6y) y un abierto
U, tal que si 0 € Uy:
(W (P, Pyg) — W (P, Py,)| < L(60)]|0 — 6ol

Luego W(P,.,[Py) es localmente Lipschitziana con respecto a los pardmetros 6. Esto implica que
la funcién es continua. Ademads, por el teorema de Rademacher, W (P,,Py) es diferenciable casi
siempre en R

El apartado 3 es consecuencia del ejemplo anterior. O

Necesitamos pues asegurarnos de que las redes neuronales cumplen la condiciéon dada por
la ecuacién (16). Lo demostraremos para redes neuronales con funciones de activacién diferen-
ciables, pero también es un resultado cierto para redes feedforward que usan la ReLU como
funcién de activacion en alguna de sus capas, (que es la situacién mas comun en la préctica).
Recordemos que la ReLU es la funciéon max(0, z), y no es diferenciable en el 0.

Proposicién 11. Sea gy : Z x R? — X una red neuronal parametrizada por 0 tal que sus
funciones de activacion sean Lipschitz, y p(z) una probabilidad sobre en Z tal que By || 2]]] <
0o. Entonces se tiene que gy es localmente Lipschitziana, y existen constantes de szschtzz locales
tales que:

E.px)[L(2,0)] <

Demostracion. Primer notemos que, por la definicién de diferenciabilidad, para cada (z,60)
existe una funcién € : Z — X con Hm .« g+)—(»,0) |[€(2*,0%)|| = 0 tal que:

9o+ (2") — 9o(2) = V(0,290(2) (6" = 0,27 — 2)) + [[(6" — 0, 2" — 2)|e(=", 0%).
De donde se deduce que:
196-(2") = 9o ()| < ([V(0.)90(2)[| + lle(=", 6%)IDII(0" = 0, 2" = 2)]].

Y puesto que lim.- gy .0) ||€(2*, 6%)|| = 0, se tiene que, para cada § > 0 y para cada punto
(6, 2), [[V(6,-90(2)|| + ¢ es una constante de Lispchitz local de gy. Asi pues, basta ver que:

E.wp2)lIVe,290(2)] < 0.

Teniendo en cuenta la expresion de una red neuronal con H capas, se tiene que:

V.90(2) = Vo (feWr fr1(-..1(W12)) HDka,

donde Wy son las matrices de pardmetros y Dy las matrices Jacobianas de las no-linearidades.
De forma andloga, si k € {1, ..., H}:

Vig0(2) = Vo, (fr (Wi fra (- i(W12))) = (([[ DWW De)gi(2),

i=k+1
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donde gr_1 es la aplicacion que llega hasta la capa k — 1:

Gi—1(2) = fr—1(Wi—1 fo—2(..W12)),

y con Vyy, denotamos que estamos derivando con respecto a todos los paramétros que estan
en Wy. Sea también L la constante de Lipschitz de las no-linearidades (si se usan mas de una
diferentes, se coge el méaximo de las constantes de Lispchitz de las no-linearidades). Se tiene
pues que || Dg|| < L. Ademas, ser Lipschitz las funciones de activacion, se tiene que:

[frea W (Wi2)) | < [ fea (W (Wa2) = f(0) + FO)]
< L{[Wi—r-..(Whz) || + [[£(0)],

y razonando por recurrencia:

k—1 k—1
| feaWiea (W) < LTIl + D 1 fea (0)]]-
i=1 =1

Juntando todo esto, obtenemos:
H
V090 < IV=g0(2) ] + D 11 Vwigo(2)ll
k=1

< LTIl + =0 2 CTT WD I + 3 e )]

i=k+1

Ahora si tenemos en cuenta que E.,)[[|2]] < oo y que las cantidades L T2 Wil y

S [ (T IWAID T WAl + 3235 (11 (0)] son constantes respecto a z, se con-
cluye que:

B[V 2090 (2)[[] < 00,
que es lo que queriamos O

Corolario 1. Sea gy : Z xR? = X una red neuronal parametrizada por 0 tal que sus funciones
de activacion sean Lipschitz, y p(z) una probabilidad sobre en Z tal que E.p[||2]|] < co. Si P,
es una distribucion fija en X y Py es la distribucion en X definida por gg, entonces W (P, Py)
es continua y diferenciable casi sequro.

Ademas de todo esto, hay una propiedad mas de la distancia de Wasserstein que nos indica
que puede funcionar mejor que las otras divergencias:

Proposicién 12. Sea P una distribucion definida en un compacto X y (P,)° una sucesion de
distribuciones en X. Entonces:

1. W(P,,P) — 0 si, y solo si, P, 4, P, donde d denota la convergencia en distribucion de
variables aleatorias.

2. St JS(P,,P) — 0, entonces W(P,,P) — 0.

Demostracion.
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1. Supongamos que W (P,,P) — 0. Sea f : X — R una funcién continua (y por tanto aco-
tada). Por ser X compacto, del Teorema de Stone-Weierstrass se sigue que el conjunto de
funciones Lispchitz Lip(X,R) es denso en el conjunto de funciones continuas.

Asi pues, dado € > 0, existe g : X — R Lispchitz tal que:
If —gll <e

[ gae= [ 1= [ =9 [ =g [ i, - [ i

§2e+|/gdPn—/gPl (17)
X X

Si L > 0 es la constante de Lipschitz de g, 4 es Lipschitz con constante 1. Asf, usando la
dualidad de Kantorovich-Rubinstein, existe un ny € N tal que si n > ng se tiene que:

|/ gdPn—/ 4P| < sup /thn—/th
x L x L Ihl<tJx x

=W(P,,P)
<e€

Asi,

Y por lo tanto aplicando esto a (17), nos queda que, para n > ny:

[ sav, [ gaei <@+,

obteniendo lo que queriamos.

Ahora supongamos que P,, —4 P. Debido al Teorema de representacién de Skorokhod
(ver [9]) existen variables aleatorias Z,, : Q2 — X y Z : Q — X definidas en un espacio de
probabilidad comun (€, F, @) tal que la distribucién de Z,, es P, lade Z esPy Z, — Z

casi seguro. Ahora, por ser X compacto, para cada w € {2, se tiene que:
[ Zn(w)|| < M,
para algun M > 0. Asi, se tiene que:
120 — Z|| < 2M,
y como Z, — Z casi seguro, entonces:
| Z, — Z|| = 0 c.s.
De esta forma, por el Teorema de la convergencia dominada, se tiene que:
E|Z, - Z| — 0.

Ademas, el vector aleatorio (Z,,7) define una distribuciéon en X x X que tiene por
marginales P, y P, luego se concluye que:
W(P,,P)= inf Eqg,ll|lr— <E|\|Z,—-Z|| — 0
(P) = _inf  Biuellle =yl <E|Z, - 2]

2. Ya vimos anteriormente que la convergencia en distancia JS es equivalente a la conver-
gencia en variacién total, y que la convergencia en variacién total implica la convergencia
en distribuciéon. El resultado es por tanto consecuencia de esto y el apartado 1 de esta
proposicion.

[]
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5. Wasserstein GANs

Como hemos visto, parece adecuado considerar W (P,,Pp) como funcién de pérdida del
generador, en vez de la distancia JS. Asi, al entrenar el generador intentariamos reducir la
distancia de Wasserstein entre Py y P,, que ya sabemos que tiene buenas propiedades. Sin
embargo, la definicién que hemos dado de la distancia de Wasserstein es demasiado complicada
como para usarla en la practica. Usaremos pues la dualidad de Kantorovich-Rubinstein:

W (P, Py) = sup Eop, [f(2)] — Eonp, [f(2)] (18)

lFl<1

Observemos también que si una funcién f es 1-Lipschitz, entonces K f es K-Lipschitz. Por
tanto:

sup  Byp, [f(2)] = Epop, [f(2)] = K- W(Pr, Pp)

Ifll<K

Asi, podemos tratar de estimar la distancia de Wasserstein con una familia de funciones para-
metrizadas (fy)wew que sean K-Lipschitz para algin K > 0. Esta familia corresponderd con
una red neuronal; en el contexto de las GANSs seria el discriminador, ahora sin embargo es una
funcién que nos ayudara a calcular la distancia de Wasserstein entre las distribuciones.

Notese que en la expresiéon (18), en el término —E,. p,[f(z)] la esperanza estda tomada con
respecto a la distribucién de Py; para generar los objetos de Py usaremos, como en las GANs,
una red neuronal parametrizada (gg)gco. Esto corresponderd con el generador. Con este con-
texto podemos tratar de aproximar, con un generador gy fijo, la ecuacién (18):

glg/)\/( Eonp, [fu(2)] = Eonp. [fu(g0(2))],

y de esta manera habriamos estimado W (P,,Py). Entonces ya podemos usar W (P,,Py) como
funcién de pérdida del generador y diferenciarla para poder aplicar algoritmos de optimizacién
basados en el gradiente. Veamos que este proceso tiene sentido:

Teorema 1. Sea P, una distribucion fija. Sea Py la distribucion de go(Z) con Z una variable
aleatoria con densidad p y tal que gy satisface . Entonces existe una solucion f : X — R al
problema:

max By p, [f(2)] = Eop, [f ()] (19)

IflI<1

y ademas:
VoW (P, Pp) = —E.<p(-)[Va f(g6(2))]

st ambos términos estan bien definidos.

Demostracion. Definimos

A

V(fv 9) = ]ExNP’I‘ [f($)] - EocN]P’a []E(ZL‘)]
= Evrr, [f(2)] = Ecnpio) [ (90(2))]

donde f esté en la clase de funciones F = {f : X — R,||f|| < 1}, y 0 € R La dualidad de
Kantorovich-Rubinstein nos dice que:

W (P,,Pg) = sup V(f,0) (20)
feF
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Fijamos 7o € X. Observemos que, si f € Fy f* = f — f(xp), entonces V(f, 0) = V(f*,0).
Por tanto podemos considerar la clase de funciones Fx = {f* € F, f*(x¢) = 0}; si el superior
(20)se alcanza en F* entonces se alcanzard en F.

Sea x € X. Si f* € F*, se tiene que:

[f* (@) = /" (2) = f* ()| < ||z — o],

luego F* es puntualmente acotado. Veamos que es uniformemente equicontinuo. Sea epsilon >
0, y escogemos 0 = €. Se tiene que, si ||z — y|| < 6:

[ (@) = )l <lle—yll <d=e

Luego el conjunto F* € C(X) es uniformemente equicontinuo. En virtud del Teorema de Arzela-
Ascoli, F* es relativamente compacto. Veamos ademads que es cerrado: si (f,,)22 ; es una sucesion
de funciones con f,, € F* y con f, =, f, entonces:

[F (@) = F)l = |f (@) = ful@) + fal(2) = fuly) + fuly) = ()]
< [f(@) = falo)] + [ful2) = Fa(W)] + [fa(y) = F(y)]
< lz = ylllf (=) = fal@)] + | faly) = FW)I;

y tomando el limite cuando n — oo, queda que:

|f(x) = f(y)] < llz =yl

Luego f es continua y es Lipschitz con || f||;, < 1. Ademéds, como f,,(x¢) = 0Vn € N, f(zq) = 0.
Luego f € F* y por tanto, F* es cerrado.

Por ser F* cerrado, coincide con su adherencia, que es compacta por ser relativamente compac-
to. Por tanto F* es compacto y podemos aplicar el Teorema de Weierstrass para deducir que
existe un f € F* tal que:

sup V(f,0) =V(f,0)

f*ef*
Como ya vimos, esto equivale a que el superior se alcance en F. Por tanto existe la solucién al
problema (19).

Pasamos a la segunda parte de la proposicion. Observemos que, por lo que acabamos de de-
mostrar,

VoW (P,,Py) = VoV (f,0)
= Vo[Eonr, [f(2)] = Eonpix) [f(96(2)))]]
= _VGEZNP(Z) [f(ge(z)))L

siempre y cuando los términos estén bien definidos. Notese que la tltima igualdad se da porque
E.p.[f(z)] es constante respecto a 6. Probemos pues que:

- VG]Esz(z) [f(g@(z)>] = _]Esz(Z) [V@f(Qg(Z))] (21)

Sabemos que f es 1-Lipschitz, y que gy es una funcién localmente Lipschitziana. Por tanto para
cada (zg,0p) existe un U € (Z,R%) abierto con (z,6) € U y una constante L(z, ) tal que:

196(2) — g, (20)|| < L(20,60) (2 — 20,0 — 6o)||
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Asi,
£ (90(2)) — £ (980 (20))] < llg6(2) = gao (20) || < L(20,00)[(z = 20,0 — 0o)]],

de donde se deduce que f(gs(2)) es localmente Lipschitziana en (z, ) con las mismas constan-
tes L(z,0) para cada par (z,6). Por el teorema de Rademacher, f(go(z)) es diferenciable casi
siempre en las variables (z,0).

Asi, el conjunto A = {(z,0) : f(ge)no es diferenciable} tiene medida nula. Nos interesa analizar
el caso en el que el término derecho de (21) estd bien definido; como A tiene medida nula, para
casi todo € la funcién z — Vyf(ge(z)) estd bien definida casi siempre. Por tanto sea 6 tal que
z — Vo f(gs)(0o) esté definida para casi todo z.

Puesto que p(z) tiene densidad, si un conjunto tiene medida de Lebesgue 0 entonces su medida
con respecto a p(z) también es 0. Por tanto el conjunto de medida de Lebesgue nula don-
de Vo f(g0(2))(0y) no esté definida también tiene medida nula con respecto a p(z). Por tanto
Vof(ge(2))(0p) esta definida p(z)-casi siempre. Ademés, observemos que para cierto U abierto
con (z,6y) € U:

F(90(2)) = F(gna(D)] < Lz, 00)l90() — 0o ()]

Demostremos ahora que también ||V f(go(2))(00)| < L(z,60). Por la definicién de diferencia-
bilidad, existe una funcién € : Z x R? — R tal que limg_q, €(2,6) = 0 y tal que:

Vof(g9e(2)) - (0 = b0) = f(90(2)) — [(g8,(2)) — €(z,0)[|6 — bo]|
Por lo que, si (z,0) € U:

Vo f(g6(2)) - (6 = 00) < [f(g6(2)) — f(ge,(2))] + le(2, 0)[[|6 — ol
< (L(2,60) + le(2,0)])]10 — ol

Ahora si 6 # 6y:

(0 —6h)
Vof(ge(2)) - M| < (L(2,60) + le(2,0)])

(0—06o)

Como esta desigualdad se cumple V0 € U, 6 # 6, y los vectores 78]

hemos demostrado que:

tienen norma 1, entonces

IVef(g0(2)Il < (L(2,00) + |e(2,0)])

Y tomando limite cuando 6 — 6y:

IV f(g6(2)) () || < L(z, ),

que es lo que queriamos. Asi llegamos a las siguientes desigualdades:

Eop(2)[1Va S (96(2)) (00) ] < Eerpz)[L(2,60)] < 00

Ja tltima desigualdad por hipétesis. De aqui se deduce que estd bien definida E...p.)[|| Vo f(g0(2)) (60)]]]-
Podemos considerar entonces:

Ep(2)[f (96 (2))] — Bz [f (906 (2))] — (0 = 00), Bzop(z) [Vo S (96(2)) (60)])
16— bol ’

(22)

y por diferenciabilidad, si esto tiende hacia 0 cuando 6 — 6y, entonces habremos demostrado
lo que queriamos. Por la linealidad de la esperanza la expresion anterior es igual a:

f(90(2)) = f(900(2)) = {(6 = 00), Vo[ (90(2)) (b))
16— ol

E.pz)
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Ademéds, aplicando Cauchy-Schwarz y usando que f(gg(2)) es localmente Lipschitziana:

f(90(2)) = f (g0, (2)) — {(6 — b0), Vo f(g6(2))(00)) _ 110 — Ool|L(z,60) + |6 — bol[l[ Ve (96(2))(00)]]

| <
16— ol 16— bol

= L(z,00) + [IVof(96(2))(00) |
S 2L<Z, @0)

Por hipétesis, E.,)[L(2,00)] < 0o, luego en virtud del teorema de la convergencia dominada,
la expresién (22) tiende hacia 0 cuando 6 — 6. Asi, queda demostrado que:

_VG]Esz(Z) [f(99<z))] = _Ez~p(z) [Vﬁf(99<z))]u

que es lo que queriamos. O

Ya hemos dicho que para aproximar la solucién f que servird para calcular la distancia
de Wasserstein usaremos una red neuronal parametrizada (fy)wew. Pero todavia necesitamos
asegurar que las funciones f,, son K-Lispchitz para algin K (que no dependa de w). La forma
en la que lo haremos serd forzando a que cada parametro esté en un multi-intervalo compacto
(por ejemplo W = [—0,01,0,01]"):

Teorema 2. Sea (fu,)wew una red neuronal parametrizada con f,, : X — R y pardmetros en un
compacto W. Supongamos también que las funciones de activacion utilizadas tienen Jacobiano
acotado, (como es el caso para las funciones de activacion mds comunes: ReLU, sigmoide,
softmaz, tanh, etc.), entonces f,, es K-Lipschitz para alguna constante K y para todos w € W.

Demostracion. Si existe M > 0 tal que ||V f,||oc < M entonces por el Teorema del valor medio,
para cada x,y € X existe un ¢ € X tal que:

(@) = fu@)] = [V u(e) - (2 = y)| <V wlleollz =yl < Mz —y]

de donde se deduce que f,, es Lipschitz. Veamos entonces que f,, tiene gradiente acotado.

Sea L el ntimero de capas. Sabemos pues que V,f,(z) = [[/L, WiD;(z) donde D; son los
Jacobianos de las funciones de activacion y los W; las matrices de pesos. Por ser YW compacto,
existe un K > 0 tal que |W;]|leo < K,i=1,..., L, y por estar los D; acotados, existe M > 0 tal
que || Dj|loo, @ = 1, ..., L. Entonces:

L
IVefullo < TLIWilloll Dilloe < (K M)*,

i=1

basta concluir observando que las cotas ||[W;||«c < K, no dependen de los pesos w.

5.1. Algoritmo WGAN

Ya tenemos todo lo que necesitamos para plantear el algoritmo WGAN. El algoritmo se
basa en usar una red neuronal parametrizada gy para generar los objetos y como funcion de
pérdida la distancia de Wasserstein. Para calcularla necesitaremos entrenar una red f,, forzando
sus parametros a un compacto.

Definimos n; como el ntimero de iteraciones que realizamos de descenso de gradiente cada
vez que entrenamos f,, m el tamano del minilote al usar el descenso del gradiente, o la tasa
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de aprendizaje, ¢ el pardmetro que define el compacto W = [—c, c]'. Las redes neuronales se
inicializan con parametros 6 y wy elegidos de antemano (o inicializados aleatoriamente).

Llamamos clip(w, —c, ¢) a la funcién que actiia componente a componente sobre los pardmetros
w de la siguiente manera:

wg  if wy € [—¢, ]
clip(wg, —c,c) =< ¢ ifw, >c
—c fw,<ec

De esta manera forzamos a que los parametros estén en un compacto. Mientras no haya con-
vergido 6:

1. Para t = 0,...,ny hacer:

a) Obtener z1, ..., x,,, muestras de la distribucién P,.

)
b) Obtener zi, ..., z,,, muestras de p(z).
)

¢) w— wAaVy[E= 3" fu(z) — = fu(ge(2))]
d) w— clip(w, —c,c)

2. Obtener 2y, ..., z;, un minilote de muestras de p(z).

3.0 —=0—aVel ST fu(ge(2:))

Notese que mientras que para f, hacemos varias iteraciones de descenso de gradiente, para gy
solo hacemos una. El motivo es que, debido a que la distancia de Wasserstein es continua y
diferenciable casi siempre, nos interesa entrenar f,, lo maximo posible para obtener una mejor
estimacién del gradiente de la distancia. Sin embargo, cada vez que cambiamos los parametros
0 cambia la distribucién Py y por tanto tenemos que volver a aproximar otra vez W (P, Py).
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6. Experimentos

En este apartado mostraremos algin resultado empirico de los modelos. El objetivo del
experimento es visualizar el problema del desvanecimiento del gradiente de las GANs en un
conjunto de datos sencillo, y ver como las WGAN solucionan el problema para ese caso.

Como ya se ha expuesto anteriormente, en [6] se explica que cuando la distribucién inicial
del generador y la distribucion objetivo tienen interseccion despreciable, el aprendizaje de las
GANSs se dificulta mucho debido a que el gradiente del generador se anula. Intuitivamente, el
discriminador da muy buenos resultados muy rapido y siempre reconoce como falsos las gene-
raciones del generador, de tal forma que no le da ninguna informacién til para generar objetos
que se acerquen mas a P,.

La practica habitual para el muestreo en el espacio latente es usar una normal multivarian-
te de media 0 y matriz de covarianzas identidad. Como nuestro ejemplo sera en una dimension,
nuestra probabilidad en Z = R serd simplemente una N (0, 1).

Primero, veremos cémo las GAN aprenden a generar datos de una N(2,1). Notese que lo
tnico que deberd aprender es una aplicacién lineal de la normal N (0, 1). Mostraremos también
cémo las WGAN son capaces de hacerlo.

Nuestro siguiente ejemplo serd generar observaciones de una normal N (40, 1). Aunque parezca
un problema similar, el hecho de que ésta distribucion esté alejada de la distribucién normal
hace que las GAN tengan problemas para aprenderla. Ilustraremos el fenémeno del desvaneci-
miento del gradiente en este caso, y veremos que las WGAN, sin embargo, si que aprenden la
distribucién alejada.

Entrenamos unas GAN para generar muestras de una normal N(2,1). Se han usado redes
con pocas capas. Las funciones de activacién elegidas para el generador han sido todas lineales,
puesto que lo unico que tiene que aprender es una funcién lineal. Para el discriminador, la
funcién de activacion de la iltima capa es una sigmoide, ya que estamos ante un problema de
clasficacién. El resultado se puede ver en la siguiente figura:
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Muestras reales vs generadas
N(2,1) Datos generados por GAN

250 A

200 A

150 A

100 A

50 A

0_
-2 0 2 4

El generador ha aprendido la distribucion normal. Implementamos el mismo ejemplo con las
WGAN. Notese que ahora la capa de salida del critico no es una sigmoide, ya que ahora es-
tamos aproximando la funcién f : X — R de la dualidad de Kantorovich-Rubinstein; ya no
es un problema de clasificacién. Para el critico, hemos usado una red neuronal maés grande,
con dimensién mayor en cada capa, y con funciones de activacién RelLU. Esto se debe a que
un mejor critico da una mejor aproximacion a la distancia de Wasserstein y el gradiente del
generador serd méas preciso. Es por estos motivos, como se ve en [10], que es conveniente entre-
nar el critico hasta la optimalidad si es posible antes de actualizar el generador. En este caso,
hemos realizado 20 iteraciones del critico por cada actualizacién de los pesos del generador.
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Muestras reales vs generadas
N(2,1) Datos generados por WGAN

250 A

Ahora, probemos a aproximar una normal N(40,1) con las GAN. Se ha hecho el experi-
mento con las redes de antes, y también fracasaban. Hemos elegido unas redes mas grande y
hemos entrenado las GANs por mas tiempo para ilustrar que ese no es el problema en este
caso. En la siguiente figura se muestran las graficas de las funciones de pérdida y de la norma
del gradiente del generador a lo largo del proceso de aprendizaje:
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® Perdida del generador
——— Perdida del discriminador
0.4 1 —— Norma del gradiente del generador
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Epochs
La norma del gradiente ha acabado en 0 muy rapidamente. Esto impide que los algoritmos ba-
sados en el descenso del gradiente puedan avanzar. Comparemos los objetos generados:
Muestras reales vs generadas
N(40,1) Datos generados por GAN

200 A

150 A

100 A

50 A
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Como habiamos adelantado en el capitulo de las GANS, en este caso las GANs no han aprendi-
do la distribucién N (40, 1). Vemos que se han quedado estancadas alrededor de la distribucién
inicial.

Probemos el mismo ejemplo con las WGAN. En este caso si que hemos usado la misma estructu-
ra de las redes que habiamos usado para el ejemplo de la N(2,1) con las WGAN anteriormente.

Muestras reales vs generadas

N(40,1) Datos generados por WGAN
300

250 -

200 -

150 ~

100 -

38 40 42 38 40 42 44

Observamos que las muestras generadas por las WGAN si parecen de una distribucién
N(40,1). Mostramos el mismo grafico que antes de la norma del gradiente:
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Perdida del critico
150 - —— Norma del gradiente del generador

—— Norma del gradiente del critico
125 4
100 +
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50 A
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0.0 2.5 5.0 7.5 10.0 12.5 15.0 17.5
Epochs

Vemos que el aprendizaje ha ido correctamente y la norma del gradiente se anula cuando
ya ha convergido en la distribucién objetivo. Las WGAN han el fenémeno de desvanecimiento
del gradiente. Como hemos visto anteriormente, esto se debe a que la distancia de Wasserstein,
aproximada por la pérdida del critico, si que da una informacién valiosa para aprender la
distribucion, a diferencia de la distancia de Jensen-Shannon, que hace que el entrenamiento no
sea facil para las GANs en estas condiciones.
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Apéndices

A. Teorema de Radon-Nikodym y Teorema de Radema-
cher

Definicién 1. Sea M una o-dlgebra en X. Consideramos v una medida positiva sobre M y X,
una medida compleja o positiva sobre M. Se dice que A es absolutamente continua con respecto
av, si \N(A) =0VA e M tal que v(A) = 0. Si X es absolutamente continua con respecto a v,
se escribe: A << v.

Definicién 2. Sean v, N\ medidas en M. Supongamos que existe A € M tal que v(E) =
v(ENA)VE € M. Se dice entonces que v estd concentrada en A.

Si v estd concentrada en A y X\ estd concentrada en B con A y B disjuntos, entonces se dice
que son mutuamente singulares, y se escribe: v 1 \.

Proposicién 13. Sea v una medida positiva, o-finita en la o-dlgebra M. Sea \ una medida
compleja en M. Entonces existen dos medidas complejas, Ao, \s en M tales que:

A=A+ A, Ao <<v, A Lv
El par (Aa, As) es la descomposicion de Lesbesque de A, y es tnica.

Teorema 3 (Radon-Nikodym). En las condiciones de la proposicién anterior, existe una unica
g € L'(v) tal que:

Ao(E) = [E hdy

para todo E € M. En particular, si A << v, entonces:

AE) = /E hdy

A la funcion h se le denomina la derivada de Radon-Nikodym de A\, con respecto a v. Suele
escribirse h = %.

La demostraciéon de estos resultados junto con mas detalles sobre la derivada de Radon-
Nikodym puede encontrarse en [11].

Teorema 4 (Teorema de Rademacher). Sea f : R" — R™ una funcidn localmente Lipschitzia-
na. Entonces f es diferenciable casi siempre.

La demostracién de este resultado puede encontrarse en [8].
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B. Implementaciones

En este apéndice exponemos el codigo con el que hemos generado los graficos de la seccién
experimentos. Se ha usado Python para hacer las implementaciones, con los siguientes paque-
tes: Tensorflow y Keras para trabajar con redes neuronales, matplotlib para hacer algin grafico
y numpy para manipular arrays y hacer todo tipo de operaciones.

Para entrenar una red neuronal en Tensorflow, usualmente definimos su estructura, compi-
lamos el modelo (con model.compile) teniendo en cuenta que método de optimizacién vamos
a usar y qué funcion de pérdida, y luego usamos el método modelo.fit. Sin embargo el proceso
es algo mas complejo al implementar las GAN o WGAN, ya que estamos entrenando dos redes
a la vez. Para definir un modelo.fit conveniente necesitaremos reescribir como Tensorflow va
a realizar un paso del entrenamiento. Los detalles de como se hace esto se pueden consultar
en [12]. En el apartado final también hay una implementacién de las GAN, que se ha usado
de referencia para la implementacion de las GANs. Para consultar cualquier otra cosa se ha
consultado la documentacién de Tensorflow.

Primero la implemntacion la clase de las GANs:

#importamos todas las librerias necesarias

import tensorflow as tf
from tensorflow import keras
from keras import models
from keras import layers
import keras.backend as K

import matplotlib.pyplot as plt
import numpy as np

#Definimos la clase CustomGAN. Esto nos ayudara a crear un modelo para entrenar
GANs. Cuando escribimos (keras.Model) significa que estamos heredando los
metodos de la clase Model de keras: de esta manera reescribimos lo necesario
para cambiar el modelo como nos convenga.

class CustomGAN (keras.Model) :

#metodo para inicializar el modelo. Se necesitan la red del
discriminador y el generador, y la dimension del espacio latente

def __init__(self, discriminador, generador, dim_latente):

super (CustomGAN, self). __init__ ()

#con super usamos un metodo heredado de la clase Model. En este caso es
necesario que todo objeto de la clase Model se inicialice con el
metodo __init__ ()

self.discriminador = discriminador

self.generador = generador

self . dim_latente = dim_latente

#metodo para compilar el modelo. Se necesitan las funciones de perdida
de ambas redes y sus metodos de optimizacion
def compile(self, opt_disc, opt_-gen, l_.disc, l_gen):
super (CustomGAN, self) . compile ()
self.opt_disc = opt_disc
self.opt_gen = opt_gen
self.1_disc = l_disc
self .l_gen = l_gen
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#sobreescribimos train_step. De esta manera al llamar a modelo. fit se
entrenaran las redes usando el algoritmo que nosotros determinemos
aqui

def train_step(self, x_real):
#en este caso, x_real seran minilotes de tamano batch_size (que
introduciremos al llamar model. fit) de los datos "reales”
batch_size = tf.shape(x_real)[0]

#hacemos el muestreo del espacio latente
vector_latente = tf.random.normal(shape = (batch_size, self.dim_latente)

)

#para calcular el gradiente de la red, usaremos GradientTape. con el
metodo tape.gradient () calcularemos las derivadas de las operaciones
que se hayan introducido previamente en ”with”.

with tf.GradientTape() as tape:

x_fake = self.generador(vector_latente)
prob_x_fake = self.discriminador (x_fake)
prob_x_real = self.discriminador(x_real)

perdida_disc = self.l_disc(prob_x_fake, prob_x_real)

#calculamos el gradiente de la funcion de perdida con respecto a los
parametros del discriminador

d_grads = tape.gradient(perdida_disc, self.discriminador.
trainable_weights)

#se aplica el gradiente al metodo de optimizacion. En este paso es
cuando actualizamos los pesos del discriminador
self.opt_disc.apply_gradients(
zip (d_grads, self.discriminador.trainable_weights)
)

#ahora vamos con la segunda parte de las GAN. Se va a actualizar el
generador. Volvemos a sacar muestras del espacio latente
vector_latente = tf.random.normal(shape = (batch_size, self.dim_latente)

)

#hacemos el mismo proceso con la funcion de perdida del generador
with tf.GradientTape() as tape:

x_fake = self.generador(vector_latente)

prob_x_fake = self.discriminador (x_fake)

perdida_gen = self.l_gen(prob_x_fake)

g_grads = tape.gradient (perdida_gen, self.generador.trainable_weights)
self.opt_gen.apply_gradients (

zip (g-grads, self.generador.trainable_weights)
)

#calculamos las normas de los gradientes, algo que usaremos para
estudiar el fenomeno del desvanecimiento del gradiente. gradient_norm
es un metodo que implementaremos luego

g norm = gradient_norm (g_grads)

d_norm = gradient_norm (d_grads)

#devolvemos un diccionario con datos relevantes del proceso
return {’perdida_gen”: perdida_gen, ”perdida_disc”: perdida_disc,
gen_grad_norm”: g.norm,” disc_grad_norm”: d_norm}

2

Pasamos a dar la implementacién del algoritmo WGAN. Es mas o menos similar en estruc-
tura. Llamaremos ahora critico a la funciéon Lipschitz que nos ayuda a calcular la distancia de

44



Wasserstein, y que cumple el rol del discriminador en las GANs.

class CustomWGAN(keras . Model) :
#A parte de las redes y la dimension del espacio latente, se introduce c,

def

def

def

que ser la constante a partir de la cual meteremos los pesos del
critico en [—c,c]. Tambien se inicializa n_pasos, que sera el numero de
iteraciones de descenso del gradiente que hacemos en el critico antes de
actualizar el generador. Recordese que en las WGAN se recomienda entrenar
al critico hasta ser optimo antes de actualizar el generador.

__init__(self, critico, generador, dim_latente, ¢, n_pasos):
super (CustomWGAN, self ). __init__ ()

self.critico = critico

self .generador = generador

self.dim_latente = dim_latente

self.c = ¢

self.n_pasos = n_pasos

compile(self , opt_crit, opt_gen, l_disc, l_gen):
super (CustomWGAN, self) . compile ()

self .opt_crit = opt_crit

self.opt_gen = opt_gen

self.l_crit = l_crit

self.l_gen = l_gen

train_step (self |, x_real):
batch_size = tf.shape(x_real)[0]

for 1 in range(self.n_pasos):
vector_latente = tf.random.normal(shape = (batch_size, self.

dim_latente))

with tf.GradientTape() as tape:

x_fake = self.generador(vector_latente)
crit_x_fake = self.critico(x_fake)
crit.x_real = self.critico(x_.real)
perdida_crit = self.l_crit (crit_x_fake , crit_x_real)
c_grads = tape.gradient (perdida_crit , self.critico.trainable_weights

)

self.opt_crit.apply_-gradients(
zip (c_grads, self.critico.trainable_weights)

)

#forzamos los pesos w del critico a estar en el intervalo [—c,c]
para convertir a f.w en una funcion Lispchitz

for w in self.critico.trainable_variables:
w.assign (tf.clip-by_value(w, —self.c, self.c))

vector_latente = tf.random.normal(shape = (batch_size, self.dim_latente)

)

with tf.GradientTape() as tape:
x_fake = self.generador(vector_latente)
crit_x_fake = self.critico (x_fake)
perdida_gen = self.l_gen(crit_x_fake)

g_grads = tape.gradient (perdida_gen, self.generador.trainable_weights)

self.opt_gen.apply_gradients (
zip (g_grads, self.generador.trainable_weights)
)
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g.norm = gradient_norm (g_grads)
c.norm = gradient_norm (c_grads)

return {”"perdida_gen”: perdida_gen, ”"perdida_crit”: perdida_crit, ”
gen_grad_norm”: g.norm,”crit_grad_norm”: c_norm}

El codigo que genera muestras de una N(2,1) con las GANs:

#definimos los modelos del generador y discriminador. Las redes escogidas son
sencillas con una sola capa intermedia. Notese que la capa de salida del
discriminador es una sigmoide pues modeliza una probabilidad

generador = models. Sequential ()

generador.add(layers.Dense (25, input_shape = (1,)))

generador.add(layers.Dense(15))

generador.add(layers.Dense(1))

discriminador = models. Sequential ()
discriminador.add(layers.Dense(20,activation = ’relu’, input_shape = (1,)))
discriminador.add(layers.Dense(1,activation = ’sigmoid’))

#definimos las funciones de perdida tal como hemos visto en la teoria. Tambien
definimos la funcion que calcula la norma del gradiente de una red, que hemos
visto que usamos en el algoritmo.

def gradient_norm(grads):
ssq = [K.sum(K.square(g)) for g in grads]
norm = K. sqrt (sum(ssq))
return norm

def l_generador(prob_x_fake):
return tf.reduce_mean(tf.math.log(l—prob_x_fake), axis=None)

def 1_discriminador (prob_x_fake, prob_x_real):
l.real = —tf.math.log(prob_x_real)
l_fake = —tf.math.log(l—prob_x_fake)
return tf.reduce_mean(l_real 4+ 1_fake , axis=None)

Ahora definimos y compilamos nuestro modelo CustomGAN:

gan = CustomGAN(discriminador , generador, 1)

gan.compile(tf.keras.optimizers.Adam(learning_rate=0.001, beta_1=0.9),
tf.keras.optimizers.Adam(learning_rate=0.0001, beta_1=0.9),
lI_discriminador ,
l_generador)

#Definimos nuestro conjunto de datos. Nos gustaria que el generador aprenda a
crear muestras similares a estas:

nu 0 = 2
sigma= 1
X = np.random.normal (nu_-0, sigma,10000)

#entrenamos el modelo.
gan. fit (X, epochs = 30 , batch_size = 128, verbose = 0)

#creamos un grafico que nos muestre 100 muestras del generador, en azul, y en
naranja, 100 muestras de una normal N(2,1)

vector_latente = tf.random.normal(shape = (100, 1))

Y = generador(vector_latente ) .numpy ()

fig, (axl, ax2) = plt.subplots(l, 2)
fig.suptitle (’Muestras_.reales._vs_generadas’)
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axl.hist (X[0:1000])

axl.set_title ('N(2,1)")

ax2. hist (Y[:,0], color = ’orange’)
ax2.set_title (’Datos_generados_por GAN")

El cédigo para generar muestras de la N(2,1) con las WGAN:

generador.w = models. Sequential ()
generador_w.add(layers.Dense (25, input_shape = (1,)))
generador_w.add(layers.Dense(15))
generador_w.add(layers.Dense(1))

critico = models. Sequential ()
critico.add(layers.Dense(100,activation = ’'relu’, input_shape = (1,)))
critico.add(layers.Dense(100,activation = "relu’))

critico.add(layers.Dense(1))
#definimos las funciones de perdida en las WGAN

def 1l_crit (crit_x_fake, crit_x_real):
return —tf.reduce_mean(crit_x_fake , axis= None)+tf.reduce_mean(crit_x_real ,
axis= None)

def 1l_generador (crit_x_fake):
return —tf.reduce_mean(crit_x_fake , axis = None)

#compilamos y entrenamos el modelo. El optimizador RMSprop es el recomendado en
el paper de las WGAN
wgan = CustomWGAN(critico , generador-w, 1, 0.1,20)
wgan.compile (tf.keras.optimizers.RMSprop(learning_rate=-—0.001),
tf.keras.optimizers.RMSprop(learning _rate=0.001),
l_crit |
l_generador)

wgan. fit (X, epochs=20, batch_size=128, verbose=0)

El c6digo para intentar generar muestras de una N(40,1) con GANs:

nu_1 = 40
sigma= 1
X_lejano = np.random.normal(nu-1, sigma,10000)

h = gan. fit (X_lejano, epochs= 100, batch_size= 64, verbose= 0)

#obtenemos los valores de las funciones de perdida, y del gradiente del
generador :

h_dict = h. history

perdida_gen = h_dict [ perdida_gen ]

perdida_disc = h_dict[ ' perdida_disc’]

gen_grad_norm = h_dict [’ gen_grad_ norm ]

plt.plot (range (100), perdida_gen, ’bo’, label = ’Perdida_del_generador’)

plt.plot (range (100), perdida_disc, ’orange’, label = ’'Perdida.del.discriminador’
)

plt.plot (range(100), gen_grad norm, ’'red’, label = ’Norma.del_gradiente._del._

generador )
plt.xlabel ( ’Epochs’)
plt.legend ()
plt.savefig(’desvanecimiento’)

El ¢ digo para generar muestras de una N(40,1) con WGAN. La generaci n de
gr ficos tiene un ¢ digo similar al anterior.
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\begin{lstlisting }[language=Python]

generador_.w = models. Sequential ()
generador_w.add(layers.Dense (25, input_shape = (1,)))
generador_w.add(layers.Dense(15))

generador_w.add (layers.Dense (1))

critico = models. Sequential ()
critico.add(layers.Dense(100,activation = ’relu’, input_shape = (1,)))
critico.add(layers.Dense(100,activation = 'relu’))

critico.add(layers.Dense(1))

wgan. fit (X _lejano, epochs= 20, batch_size=128, verbose=0)
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