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RESUMEN

La Inteligencia Atrtificial (IA) puede ayudar a pequefios inversores en la tarea de
canalizar el ahorro y optimizar la relacion riesgo-rentabilidad. En este trabajo se
analizan los principios basicos de la Inteligencia Artificial a lo largo de su historia
y su aplicacion a las finanzas. También se apuntan posibles aplicaciones futuras
sugeridas por la literatura mas actual. Para finalizar, se analiza la situacion actual
de la inversion financiera de las familias espafiolas y los usos actuales de la
inteligencia artificial a través los robo-advisor y los fondos de inversion

gestionados por esta tecnologia.
Clasificacion JEL: G11, G24, C45

Palabras clave: Fondos de inversion, rentabilidad, inteligencia artificial, robo-

advisor.

ABSTRACT

Artificial Intelligence (Al) can help small investors in the task of channelling
savings and optimising the risk-return trade-off. This paper analyses the basic
principles of Artificial Intelligence throughout its history and its application to
finance. It also points out possible future applications suggested by the most
current literature. Finally, we analyse the current situation of financial
investment by Spanish households and the current uses of artificial intelligence

through robo-advisors and investment funds managed by this technology.
Classification: G11, G24, C45

Key words: Investment fund, profitability, artificial intelligence, robo-advisor.
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1. INTRODUCCION

El objetivo del presente Trabajo Fin de Grado es analizar como puede influir la
Inteligencia Artificial en lainversién financiera de las familias. Las familias buscan
maneras de invertir en los mercados financieros diversificando sus inversiones y
tratando de conseguir la mayor rentabilidad posible con un riesgo determinado.
Un pequeiio inversor no se puede permitir tener un gestor propio que administre
su patrimonio. Tampoco, todos los inversores tienen los suficientes
conocimientos financieros para realizar sus inversiones de forma directa. En
consecuencia, el uso de los robo-advisor o los fondos de inversion gestionados

por inteligencia artificial puede ser una buena opcion para ellos.

Parece que la inteligencia artificial (en adelante, IA) puede transformar muchos
sectores de formas que incluso ahora no podemos imaginar. Uno de esos
afectados puede ser el sector financiero. Las grandes entidades empiezan a
emplear esta teconologia, por ejemplo, en “chats digitales vitaminados” con
lenguajes de aprendizaje autbnomo. Las razones de estos movimientos pueden
ser ahorrar costes laborales, entrar en la moda de la IA de cara a accionistas y
clientes o anticiparse al futuro del sector. La pregunta es si subiran la apuesta y

dejaran que la IA gobierne a sus decisiones de inversion.

En este trabajo se pretende analizar como puede ser el futuro de las inversiones
del pequefio ahorrador con la ayuda de la IA, cual es su presente en Espafia,
cémo pueden mejorar a la productos financieros convencionales y qué

problemas presentan.

El trabajo se ha documentado considerando distintas publicaciones que se
enumeran en la bibliografia. También se ha utilizado paginas web de referencia
como la Comisién Nacional del Mercado de Valores (CNMV), Banco de Espafia,
Morningstar, de donde se extrae una extensa muestra de datos de fondos de
inversion, al igual que Yahoo! Finance, e Inverco, que es la asociacion espafiola
de Instituciones de Inversion Colectiva y Fondos de Pensiones. Estas paginas
listadas previamente se han usado para extraer datos reales acerca de datos

macroecondmicos y fondos de inversion.



El resto del trabajo se organiza de la siguiente forma. En primer lugar, la siguiente
seccién detalla conceptos generales de la 1A, su historia relativa a las finanzas
y principales modelos que conectan la IA con las finanzas. La seccion tercera
continua con las principales aplicaciones de la IA a las finanzas. La seccion
cuarta presenta la situacion de inversion de las familias y mas concretamente de
la IA. Para finalizar, la Ultima seccién resume las conclusiones mas importantes

del trabajo.

2. INTELIGENCIA ARTIFICIAL

2.1Introduccién e historia

Los modelos de IA son sistemas basados en maquinas con diversos niveles de
autonomia que pueden, para un conjunto dado de objetivos definidos por
humanos, hacer predicciones, recomendaciones o tomar decisiones utilizando
cantidades masivas de datos de fuentes alternativas y analisis de datos
denominados big data (OECD, 2021).

A partir de 1980 se populariza el aprendizaje automatico o machine learning (ML)
gue entra dentro del paraguas de la IA. Se entiende como un subconjunto de
técnicas que tiene como finalidad el aprendizaje autbnomo de ordenadores sin
instrucciones directas. Para ello es necesario un conjunto de datos y modelos
matematicos. Estos nuevos modelos, al igual que los de econometria tradicional,
tienen por objeto principal extraer informacion de los datos y realizar predicciones
(Carb6 y Manuel, 2022).

Los primeros esfuerzos en IA se concentraron en reglas que incluian algoritmos
basados en la l6gica. Turing detalla en 1950 una prueba operativa (la Prueba de
Turing) para el comportamiento inteligente. Turing proporciono los componentes
principales para el trabajo posterior de la IA con el lenguaje, el razonamiento, el
conocimiento, el aprendizaje y la comprension. A través de su prueba sento la
base del machine learning, los algoritmos genéticos y el aprendizaje por refuerzo
(Buchanan, 2019).



El sector financiero es uno de los primeros ambitos en suscitar interés por el uso
de la IA, incluso antes de que se dispusiera de ordenadores. En los afios 60,
muchas investigaciones se centraron en la estadistica bayesiana, un método
primigenio en el aprendizaje autonomo de la IA. La estadistica bayesiana se basa
en la idea de expresar la incertidumbre sobre el estado (desconocido) de la
naturaleza en términos de probabilidad. Durante las décadas de 1970 y 1980 se
produjo “el invierno de la IA” sin mucho avance en este campo (Durkin, 2002;
Raftery y Gill, 2002). La estadistica bayesiana se sigue utilizando hoy en dia, a
menudo por parte de los analistas cuantitativos. Su funcion sigue siendo similar
a la sugerida en los afios sesenta. Es una herramienta para hacer frente a la
incertidumbre, pero no debe ser la Unica que se utilice al hacer una evaluacion.
Algunos de sus usos son la prediccion bursatil y labores en el sector de la
auditoria (Grosse, 2013).

Durante la década de 1980, se utilizaron multiples técnicas en la construccion de
IA para las finanzas, como White (1988) con las Redes Neuronales o los
Sistemas Difusos o Fuzzy Systems (J.J. Buckley, 1987). Sin embargo, gran parte
del interés se centrd en el uso de sistemas expertos o expert systems, que fueron
usados para predecir tendencias del mercado y proveer planes financieros

personalizados.

El sector bancario y las instituciones financieras empezaron a utilizar cada vez
mas los sistemas expertos para reducir los riesgos de los errores humanos.
Ayudoé en el analisis financiero, el analisis de mercado, el desarrollo empresarial,
los negocios internacionales, el cambio de divisas y la gestion bancaria. Su uso
directo se redujo en los 2000 pero han sido fundamentales para poner en marcha
la 1A e introducir su aplicacion en las finanzas en el mundo moderno (Smigel,
2022). Otro sus usos fue la aplicacion de la IA para la deteccion de fraude en los
afios 1990 (Senator y otros, 1995).

El trading algoritmico tiene origen en 1970 pero no fue hasta 2017 cuando se
creo el primer fondo gestionado enteramente por I1A: AIEQ (Buchanan, 2019; Rui
Chen, 2022). Aun asi hay que tener en cuenta que existe un gran avance

actualmente en todo lo relativo con la IA en todos los campos. Solo en 2021 la



inversion global en 1A superé los 200.000 millones de ddlares en total (OECD,
2021).

Fuera del sector tecnolégico, la industria de servicios financieros es la que mas
gasta en servicios de 1A y esta experimentando un crecimiento muy rapido (Citi,
2018). Esta influencia se esta viendo en todas las partes del &mbito financiero

como bancos, hedge funds, aseguradoras, empresas fintech entre otros.

En el sector de los servicios financieros, las aplicaciones de la IA incluyen la
negociacion algoritmica, la composicién y optimizacion de carteras, la validacion
de modelos, las pruebas retrospectivas, el robo-asesoramiento, los asistentes
virtuales al cliente, el analisis del impacto en el mercado, el tratamiento de datos
y un largo etcétera (Buchanan, 2019). A continuacion se describen los modelos

mas importantes utilizados por la IA en finanzas.

2.2 Modelos

Alo largo de este trabajo, he repasado una serie enfoques que exploraban cémo
usar la IA para aplicarlo a las finanzas, la valoracion de activos y fondos. Todos
ellos utilizaban diversos modelos para aplicar de forma mas eficiente la
funcionalidad seleccionada. En este punto explicaré varios modelos que creo

gue son los mas usados o los mas influyentes cuando van a basarse en ellos.

2.2.1 Redes Neuronales Atrtificiales

La red neuronal artificial (aritificial neural network) sigue el modelo de una red
neuronal bioldgica. Al igual que la red neuronal biolégica, la red artificial es una
interconexién de nodos, analogos a las neuronas. Cada neurona de la red es
capaz de recibir sefiales de entrada, procesarlas y enviar una sefal de salida.
Cada red neuronal tiene tres componentes criticos: el nodo, la topologia de la
red y las reglas de aprendizaje. El nodo determina cédmo procesa las sefiales,
por ejemplo, el numero de entradas y salidas asociadas al nodo y la funcion de
activacion. La topologia de la red determina como se organizan y conectan los

nodos (Livingstone, 2009).



Los nodos se organizan en matrices lineales, denominadas capas. Disefiar la
topologia de la red implica determinar el nimero de nodos de cada capa, el
namero de capas de la red y la ruta de las conexiones entre los nodos.
Normalmente, esos factores se fijan inicialmente por intuicion y se optimizan
mediante multiples ciclos de experimentos. También pueden utilizarse algunos

métodos racionales para disefiar una red neuronal.

A la hora de entrenar a las redes, se realiza un proceso de aprendizaje. Los
valores de entrada en la primera capa se conectan a las siguientes capas,
llamadas capas ocultas, con varios porcentajes conocidos como pesos. Esto se
puede ver en la Figura 2. Siendo un nodo de una capa oculta un 80% de un nodo
de entrada y un 20% de otro, por ejemplo. El aprendizaje puede clasificarse en
dos grandes categorias: aprendizaje supervisado y no supervisado (Hao y otros,
2016).

El aprendizaje supervisado consiste en entrenar una red utilizando las muestras
de entrenamiento existentes, incluidos los datos y su correspondiente salida.
Este se utiliza normalmente para clasificar y predecir datos. Los pesos se ajustan
para minimizar el error entre la salida de la red y la salida correcta (Hao y otros,
2016).

En cambio, el aprendizaje no supervisado no utiliza valores de salida objetivo de
un conjunto de entrenamiento. La red intenta descubrir el patron o la tendencia
subyacente sélo en los datos de entrada. Los distintos tipos de redes requieren

procesos de aprendizaje diferentes (LeCunn y otros, 2015).

2.2.2 Arbol de decisién

Los arboles de decision son modelos secuenciales que combinan de forma légica
una secuencia de pruebas simples. Cada prueba compara un atributo numérico
con un valor umbral o un atributo nominal con un conjunto de valores posibles.
Este modelo tiene una ventaja con el modelo de redes neuronales explicado

antes, en términos de comprensibilidad. Las reglas l6gicas que sigue un arbol de



decision son mucho mas faciles de interpretar que los pesos numéricos de las

conexiones entre los nodos de una red neuronal.

El algoritmo intenta generalizar o encontrar patrones en los datos introducidos.
Para ello, determina qué pruebas (preguntas) dividen mejor las instancias en
clases separadas, formando un arbol. Este procedimiento puede concebirse
como una busqueda codiciosa a través del espacio de todos los arboles de
decision posibles, eligiendo la unica divisidn, “la rama” que proporcione la mayor
ganancia para el objetivo a lograr. La Figura 3 muestra un esquema del
desarrollo de este procedimiento. Como ocurre con otros modelos de
clasificacion de patrones, los mas complejos (arboles de decision mas grandes)
tienden a producir peores resultados generados. Por tanto, se suele optar a

producir arboles de decision de menor tamario (Kotsiantis, 2011).

El proceso de ejecucion del modelo tiene dos fases principales: la fase de
crecimiento y la fase de poda. La fase de crecimiento consiste en una separaciéon
repetitiva de los datos de entrenamiento que da lugar a un arbol de forma que se
elige entre dos posibilidades, “las hojas”, de forma continua hasta llegar al
objetivo. El objetivo de la fase de poda es eliminar las partes generado en la fase
de crecimiento que no aporten para evitar un nimero excesivo de datos. La fase
de poda tiene como objetivo evitar divisiones que no cumplan ciertos umbrales
especificos, se requiere por ejemplo un nimero maximo de hojas (Bengio y otros
2010).

Los arboles de decisién son la base de los bosques aleatorios “random forest”
gue tienen gran aplicacion practica debido a su mejor rendimiento y son

principalmente una suma de arboles de decision (Breiman, 2001).

2.2.3 Algoritmos genéticos

Los algoritmos genéticos se inspiran en la teoria darwiniana de la evolucion, en
la que se simula la supervivencia de las criaturas mas aptas y sus genes. Es un
algoritmo basado en las poblaciones en donde cada solucion corresponde a un

cromosoma y cada parametro representa un gen. El algoritmo evalla la aptitud



de cada individuo de la poblacién mediante una funcion de aptitud (objetivo).
Para mejorar las soluciones deficientes, las mejores soluciones se eligen
aleatoriamente con un mecanismo de seleccién. Este operador tiene mas
probabilidades de elegir las mejores soluciones, ya que la probabilidad es

proporcional a la aptitud (valor del objetivo).

El algoritmo comienza con una poblacion aleatoria que puede generarse a partir
de una distribucion aleatoria gaussiana para aumentar la diversidad. Esta
poblacién incluye multiples soluciones potenciales dénde el objetivo principal de
la fase inicial es repartir las soluciones por el espacio de busqueda de la forma
mas uniforme posible. Lo que puede ayudar a aumentar la diversidad de la
poblacién y tener mas posibilidades de encontrar regiones prometedoras
(Mirjalili, 2019).

A continuacion, se produce un cruce entre genes dando lugar a “hijos”. Los genes
con soluciones mas adecuadas, medido por una funcién de aptitud, son mas
probables de ser seleccionadas. Después de este proceso llegamos a la
mutacion, que se basa en cambios aleatorios de la solucién. Teniendo en cuenta
estos dos procesos, cada vez existen unos genes mas capaces con una mejor
solucion. Los individuos mas aptos se seleccionan y el proceso de muestreo se
orienta hacia las regiones mas aptas en donde la solucion se ha probado mas

concluyente (Wang, 1991).

La condicion imprescindible para dar por concluido el algoritmo es que finalice el
bucle evolutivo principal. A menudo, se ejecuta durante un nimero predefinido
de generaciones. El tiempo y el coste de las evaluaciones de las funciones de
aptitud pueden limitar la duracién del proceso de optimizacién. La udltima
condicion de fin es la convergencia del proceso de optimizacion. Todo este
proceso queda detallado en la Figura 4. Se ha demostrado ser especialmente

atil en el problema de optimizacion de cartera (Kramer, 2017).
2.2.4 Procesamiento del lenguaje natural

El procesamiento del lenguaje natural (Natural Language Processing) es un

conjunto de técnicas computacionales para el andlisis y la representacion
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automaticos de las lenguas humanas. Es esencial en el analisis de datos como
informacion financiera. Casi todos los sistemas de NLP tienen una gramética y
un analizador sintactico asociado. La gramatica es una especificacion finita de
un namero potencialmente infinito de oraciones. Un analizador sintactico, es un
algoritmo que analiza una oracion y asigna una o0 mas descripciones
estructurales de acuerdo con la gramética. Las oraciones, tras ser caracterizadas
con descripciones estructurales, deben someterse a un procesamiento posterior
(Chowdhary, 2020; Joshi, 1991).

El andlisis de oraciones se divide a su vez en andlisis sintactico y analisis
semantico. El objetivo general de este analisis es determinar qué "significa” una
frase. En la practica, esto implica traducir la entrada de lenguaje natural a un
lenguaje con semantica simple, o0 a un lenguaje de comandos de base de datos.
En la mayoria de los sistemas, la primera etapa es el analisis sintactico.

Este proceso se muestra en la Figura 5 (Chowdhary, 2020).

Las técnicas del procesamiento del lenguaje natural incluyen:

e I|dentificacion de frases: son utilizadas al extraer informacion y pueden
arrojan resultados dispares dependiendo en gran medida de la tecnologia
de reconocimiento especifica, el tipo de frase y la estrategia de
concordancia.

e Extraccion de entidades con nombre: una entidad con nombre es una
frase especial que identifica un concepto o entidad, como nombres
propios, de empresas, organizaciones, etc. Obviamente, las entidades
con nombre expresan mejor el concepto de entidad. Ademas, las
entidades con nombre expresan informacion mas precisa que las frases
generales.

e Extraccion de conceptos: es una frase especial mas genérica que la
entidad con nombre. La entidad con nombre identifica un concepto, por lo
gue podemos considerar que pertenece al mismo. El concepto también
incluye otras frases que no pertenecen a la entidad nominal.

e Anéfora y correferencias: consiste en encontrar las cosas reales para el
pronombre o la frase desconocida que aparece en el documento. Esta

técnica parece haber contribuido a la recuperaciéon de informacion, ya que

11



es capaz de eliminar las expresiones que resulten poco claras en el
documento (Xi, 2013).

3. Aplicaciones de la Inteligencia Artificial en finanzas

3.1 Optimizacién de carteras

El proceso de toma de decisiones financieras suele basarse en la eleccion de
activos prometedores y la asignacion de recursos entre ellos. La optimizacion de
carteras requiere encontrar una frontera eficiente que se caracteriza por ofrecer
la mayor rentabilidad esperada para cada nivel de riesgo. El problema tiene
varios objetivos y un amplio espacio de decisioén. El problema de optimizaciéon
cuadratica para maximizar la rentabilidad esperada y minimizar el riesgo se
formula en la teoria moderna de carteras (KabaSinskas, 2022). La Teoria
Moderna de Carteras (TMC) fue una contribucidon pionera propuesta por
Markowitz en 1952 para optimizar la gestion de carteras de inversion. Este
modelo introdujo dos métricas fundamentales: la rentabilidad esperada y la

varianza (o desviacion tipica) de la rentabilidad.

La rentabilidad esperada refleja la idea de que un activo con un buen rendimiento
en el pasado tiende a mantener ese rendimiento en el futuro. Sin embargo, la
verdadera innovacion de la TMC fue la introduccion de la varianza en la medicion
del riesgo de la cartera. De esta forma, el riesgo se identifica con la variabilidad

de los rendimientos historicos de una cartera en relacion con su valor medio.

Con el tiempo, se han realizado numerosos avances para mejorar esta teoria, lo
gue ha llevado a la creacibn de mas medidas de riesgo y la inclusién de
restricciones practicas en la negociacion bursétil. Ademas, se han propuesto
diversos métodos de optimizacion exactos e hibridos para resolver los modelos
de optimizaciéon de carteras, los cuales se han vuelto cada vez mas complejos
(Ferreira'y Gandomi, 2021).

Sin embargo, el uso de la varianza de la cartera como medida de riesgo ha sido

objeto de criticas, debido a que la varianza considera tanto las desviaciones
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negativas como las positivas. A pesar de estas criticas, la TMP sigue siendo una
referencia importante en la gestion de carteras y ha sentado las bases para el
desarrollo de otras teorias y enfoques mas sofisticados en el campo de las
inversiones. El uso de la IA es una solucién propuesta para estas criticas, sin

embargo, no existe un Unico modelo, por lo que nombraré las mas importantes.

Rather y otros (2017) proponen como los modelos mas utilizados los algoritmos
genéticos (genetic algorithms), redes neuronales artificiales (artificial neural
networks) y optimizacibn por enjambre de particulas (particle swarm
optimization). Mientras que Santos y otros (2022) enumeran los modelos difusos
(fuzzy) de refuerzo (reinforcement), algoritmos evolutivos 0 genéticos
(evolutionary algorithms) y aprendizaje profundo (deep learning). En lo que
ambos trabajos estan de acuerdo es que suele ser bastante frecuente los
sistemas hibridos que engloban varios de estos modelos y que pueden llegar a

ser los mas prometedores.

Una de las diferencias entre modelos es el objetivo que sigue la IA programada
cuando optimiza la cartera. Se divide en dos grupos, aquellos que siguen un
objetivo Unico y los que tratan de conseguir objetivos multiples. Dentro de los
objetivos Unicos estan aquellos que buscan la minimizacién del riesgo y aquellos
que intentan de maximizar el beneficio. La mayoria de trabajos difieren en la
duracion del periodo que estudia el algoritmo y con qué frecuencia varia los

activos de la cartera.

Zhang y Liu (2013) desarrollan un modelo multiobjetivo que junta la
programacion difusa y los algoritmos genéticos. Lo novedoso de este modelo es
gue tiene en cuenta la probabilidad de bancarrota y lo analiza con la
programacion difusa para tras conseguir una correcta optimizacion de cartera

con los algoritmos genéticos.
Solin y otros (2019) utilizan las redes neuronales artificiales para la prediccion

bursatil de acciones, para después realizar una cartera nuevamente con los

algoritmos genéticos. Para ajustar la rentabilidad al riesgo en un modelo

13



multiobjetivo usan varios ratios como son los de Sharpe, Treynor y Jensent.
Entrenaron las redes neuronales con precios maximos, minimos y cierres
histéricos, ademas del volumen de transacciones en busqueda de patrones para
la prediccion del precio al dia siguiente. Skolpadungket y otros (2016) presentan

un trabajo similar.

Silva y otros (2014) optimizan un modelo de inversion utilizando indicadores
fundamentales y técnicos como se puede ver en la Figura 1. El objetivo del
modelo, que usa algoritmos evolutivos multiobjetivo, es elegir las acciones que
deben incluirse en una cartera de valores. Tiene dos objetivos: la rentabilidad y
la varianza de las rentabilidades. El algoritmo elige el peso que debe darse a
cada uno de los indicadores fundamentales y elige los valores de los indicadores
técnicos. Los indicadores se basan en la informacion de los estados financieros
de cada empresa. De esta forma, se pueden obtener diferentes estrategias con

mayor y menor rentabilidad y varianza.

La preseleccion de indicadores fundamentales busca descubrir empresas
estables, con buen crecimiento, un precio razonable y que tengan potencial para
obtener mayores rentabilidades. No obstante, es el algoritmo el encargado de
decir qué indicador debe tener un mayor o menor peso en la decisién final.
Algunos de los indicadores fundamentales usados son:
¢ El rendimiento de los fondos propios (ROE) que mide el capacidad de la
empresa a la hora de remunerar al inversor en funcion del capital invertido.
Es la relacion entre el beneficio neto y la cifra de fondos propios.
e El margen de beneficio que representa la parte de los ingresos por ventas
de una empresa que se queda como beneficio, una vez restados todos
Sus costes.
e Elratio precio/beneficio (PER) que es la relacidon entre el precio actual de
las acciones de una empresa y sus beneficios por accion.
e El ratio de reparto que mide el porcentaje de los ingresos netos que se

distribuye como dividendos.

1 Ratios explicados en el Anexo I.
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Ademas también utiliza indicadores técnicos como:

e Seleccionador de mercados que invertir: indicador que considera el
presupuesto disponible, los posibles costes en las transacciones, el
conocimiento que tiene sobre el negocio de las empresas a invertir, el
acceso a la informacion, y la experiencia a la hora de elegir un mercado.

e Momento de entrada al mercado: precio y condiciones de mercado que
deben materializarse para entrar en una posicion bursétil ya elegida. El
objetivo es definir un conjunto de reglas que den una sefal de entrada
para mejorar el timing de compra y aumentar la fiabilidad del sistema.

e Stop loss: orden predeterminada y automatica que reduce la exposicion
de una cartera y hace saltar de una posicion perdedora. De esta forma,

protege el capital restante disponible para continuar la actividad inversora.

Freitas y otros (2009) usan las redes neuronales para predicciones que pueden
captar oportunidades de inversion a corto plazo. En concreto, consiste en
obtener una frontera eficiente a partir de los datos disponibles en el momento t,
seleccionar la cartera eficiente deseada, invertir toda la riqueza disponible en las
acciones segun las ponderaciones de la cartera y vender toda la cartera en el
momento t+1. Finalmente, reinvertir toda la riqueza obtenida en una nueva
cartera obtenida del mismo modo. No obstante, los autores reconocen que el
modelo de optimizacion de carteras, basado en predicciones con oportunidades

a corto plazo, utiliza una estrategia muy agresiva.

Jang y Seong (2023) comentan que el niumero de intentos de prevision y
optimizacion de carteras en el mercado financiero ha aumentado debido a la
necesidad de profundizar en el andlisis de datos y al incremento de la cantidad
de datos en el mercado financiero. Sin embargo, los estudios recientes de
optimizacion de carteras se basan en andlisis técnicos y aprendizaje por refuerzo
(deep learning). El aprendizaje por refuerzo define el entorno (en este caso, el
mercado de valores), el agente (es decir, el operador) y la recompensa (al ser
multiobjetivo el riesgo y la rentabilidad) y optimiza la red de politicas para
maximizar la recompensa optimizada de la cartera. Utiliza una red de politicas
basada en una red neuronal convolucional con analisis técnico y un gradiente de

politicas deterministico.
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Steinbacher (2016), alternativamente, desarrolla un procedimiento de seleccion
con aprendizaje por refuerzo en el que los agentes tienden a adoptar carteras
gue les han proporcionado altos rendimientos en el pasado. Un extra a este
concepto es introducir elecciones imperfectas de los agentes y denominarlas
“‘desconfianza”. Se dice que un agente es suspicaz si existe una probabilidad
estrictamente positiva de que no adopte una cartera con mayor rentabilidad. En
este modelo se hace una clara separacion entre mercados alcistas y bajistas en
donde los agentes suspicaces y no suspicaces utilizan estrategias distintas. Se
observa que los agentes son mucho mas susceptibles al riesgo en una tendencia
bajista y sincronizan extremadamente sus elecciones en las carteras menos
arriesgadas. En un mercado alcista se percibe una ligera desviacion de las
carteras de la frontera eficiente, mientras que el nivel de sincronizacion es mas
débil que en el mercado bajista. Ademas, se utiliza el método de Monte Carlo y
el coeficiente de variacion para examinar la consistencia en las selecciones de
los agentes y descubrir que los agentes se comportan de forma mas consistente
en las elecciones més deseadas o en las menos deseadas. Vercher y Bermudez
(2015) desarrollan un modelo computacional del enfoque evolutivo multiobjetivo
y el rendimiento del modelo de credibilidad se entena usando el mercado

espafiol.

Golia y otros (2019) aplican un hibrido de 1A mejorada y optimizacion robusta
para calcular el riesgo de una cartera de productos. Mediante la aplicacion de
una red neuronal mejorada con algoritmo de raiz-corredor (runner-root algorith),
se predice la demanda futura de cada producto y se calcula el indice de riesgo
de cada producto en funcién de su demanda futura predicha. Se propone un
modelo matematico de dos objetivos (minimizar el riesgo y maximizar la
rentabilidad) en el que se tiene en cuenta el efecto de las inversiones, la fiabilidad
y la pérdida de ventas permitida en la cartera de productos disefiada. Debido a
la incertidumbre de la rentabilidad, se proponen dos modelos robustos de

contrapartida.
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Meghwani y Thakur (2018) proponen un modelo de tres objetivos. Ademas de
tener en cuenta la rentabilidad y el riesgo, también tiene en cuenta los costes de

transaccion.

Otra opcion es estimar coeficientes de regresion utilizando datos de expectativas
de beneficios, variables de impulso de precios y datos financieros declarados
(Guerard y otros, 2015).

El aprendizaje automatico para la gestion de carteras también emplea la mineria
de reglas de asociacion y la I6gica difusa (fuzzy logic) con el fin de construir una
lista de activos recomendados (Cavalcante y otros, 2016; Preeti Paranjape-
Voditel, 2011). Ademas, la logica difusa puede combinarse con indicadores
técnicos para apoyar las decisiones de construccion de carteras (Yunusoglu,
2012). También es posible el uso de técnicas de mineria de datos que se
combinan con reglas de asociacion y analisis de agrupacion para investigar el
movimiento conjunto de los mercados financieros y el modelo resultante se utiliza

para la recomendacion de carteras (Liao y Chou, 2013).

Una de las mayores limitaciones de los modelos basados en IA es su lenta
convergencia y que las soluciones éptimas no siempre estan garantizadas. Por
ejemplo, la optimizacién por enjambre de particulas y los algoritmos genéticos
son técnicas de IA basadas en poblaciones en las que la solucidn éptima puede
obtenerse o0 no en la primera pasada. Una practica comdn consiste en reiniciar
el algoritmo genético o la optimizacion por enjambre de particulas con un nuevo
conjunto de poblaciones y esperar el resultado final. Muchos estudiosos han
informado sobre la lenta convergencia de las redes neuronales artificiales. Por
ejemplo, se trata de un método de ensayo y error para seleccionar el numero

optimo de neuronas en las capas ocultas (Rather y otros, 2017).

3.2 Robo-Advisor

Los robo asesores ofrecen asesoramiento de inversion en linea basado en las
respuestas del usuario a un cuestionario cumplimentado en linea. Para mantener
los costes bajos y simplificar el proceso, utilizan algoritmos automatizados para

hacer recomendaciones sobre como asignar recursos entre distintos tipos de
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activos. En la mayoria de los casos, estos algoritmos se basan también en la
teoria moderna de carteras. Construyen carteras con mayor riesgo aumentando
la proporcion de renta variable respecto a la renta fija y, dentro de cada tipo de

instrumento, invirtiendo en activos de mayor riesgo (Abraham y otros, 2019).

El cuestionario esta disefiado para obtener informacién que permita establecer
los parametros basicos de riesgo y las preferencias de inversion del usuario, pero
no necesariamente obtiene informaciéon completa sobre su situacioén financiera.
Basandose en las respuestas del usuario, el robo-advisor formula un programa
de asignacion de activos para el usuario y hace recomendaciones de inversiones
especificas. Los clientes con objetivos de inversion similares suelen recibir el
mismo asesoramiento de inversion y pueden tener las mismas o inversiones muy

similares en sus cuentas (Fein, 2015).

Una caracteristica clave de un robo-advisor es la ausencia de contacto humano
entre el asesor y los inversores. Estan disefiados para evitar la necesidad de una
relacion personal de asesoramiento con el cliente. Los principales robo-advisors
ofrecen servicios de inversion discrecional con capacidad para efectuar
transacciones de valores y llevar a cabo un programa de inversion para el
usuario. Acto seguido se debe transferir dinero al robo-advisor o a sus filiales
para que lo inviertan de acuerdo con el programa de inversion recomendado. La
cuenta puede estructurarse para reasignar o reequilibrar automaticamente las
inversiones en funcidn de la informacion recibida. Las transacciones de valores
suelen efectuarse a través del corredor de bolsa y/o el depositario afiliado al
robo-asesor. Los robo-advisors menos completos sélo ofrecen recomendaciones
de asignacion de activos y reequilibrio, que el inversor debe aplicar en otro lugar.
Algunos recomiendan inversiones en acciones individuales pero suele ser muy
comun que recomienden incluir fondos de inversion y fondos cotizados (ETFs)
(Fein, 2015).

El saldo minimo requerido para abrir una cuenta de robo-advisor suele ser
pequefio, entre 1.000 y 10.000 euros. Algunos aceptan cuentas sin saldo
minimo. Por ejemplo, un robo-asesor totalmente automatizado puede cobrar una

comision tan baja como el 0,25% de los activos gestionados, mientras que las
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comisiones de los asesores humanos tradicionales no suelen bajar del 0,75%
(L6pez y otros, 2015). Pueden obtener una remuneracién adicional a traves de
intermediarios afiliados y no afiliados que prestan servicios de inversion al
usuario del robo-advisor, por los que el usuario paga una comisién y/o acuerdos
de reparto de ingresos con fondos de inversion. Los usuarios de robo-advisors
también pagan comisiones directamente a los fondos de inversion y ETF en los

gue invierten a través del programa.

Una de las principal criticas de los robo-advisor es como obtienen el perfil de
riesgo del cliente. El procedimiento actual de los robo-advisors es la aplicacion
de cuestionarios individuales basados en la web. Los roboasesores exigen que
se introduzcan los datos en forma de una estructura predefinida. La mayoria de
los robo-asesores ofrecen entre 1.000 y 5.000 combinaciones de respuestas
diferentes para sus cuestionarios, pero algunos utilizan formularios dinamicos,
formulando preguntas diferentes o adicionales en funcion de las respuestas
anteriores; esto afiade mas complejidad a la evaluacién y puede dar lugar a mas
de 1 millon de permutaciones. Algunos robo-asesores comprueban la coherencia
de las respuestas de sus formularios con otras respuestas y supuestos
razonables. Como resultado, algunas opciones de respuesta (por ejemplo, un
horizonte de inversion de un afio o un objetivo de inversion de liquidez segura)
ponen fin al proceso de asesoramiento. También es posible que no pregunten al
cliente el resto de las inversiones que tienen para realizar la cartera (Tertilt y
Scholz, 2018).

Otra queja recurrente es la ausencia de contacto personal con un asesor humano
gue pueda evaluar con mas detenimiento las necesidades y circunstancias de
inversion del cliente. También es posible que el nimero de preguntas sea
apabullante y que no haya ningun tipo de incentivo en complementar la lista de
preguntas, en las que ademas, un 60% de ellas son intranscendentes para el
perfil de riesgo final. Un asesor humano puede ofrecer orientacion personalizada
y animar a los inversores a ahorrar mas, diversificar y realizar operaciones
menos especulativas. Los asesores tradicionales pueden estar a disposicion del

inversor en momentos cruciales, como durante la volatilidad del mercado,
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cuando es mas probable que los inversores entren en panico y cometan errores
de inversion (Fein, 2015; Tertilt y Scholz, 2018).

Si se tiene en cuenta las aportaciones positivas de los robo-adivisor, una
adopcion de estos asesores podra disminuir la prevalencia de sesgos del
comportamiento del inversor, como por ejemplo:

e El efecto de disposicion (falacia del jugador) que es la tendencia a obtener
ganancias con mas frecuencia que pérdidas. Aqui los inversores venden
acciones que ganan porque esperan que pierdan en el futuro. Al mismo
tiempo, los inversores no quieren vender acciones que pierden, porque
esperan que repunten y ganen mas en el futuro.

e La persecucién de tendencias, que es la propensién de los inversores a
comprar valores tras una serie de subidas de precio posteriores. Este
comportamiento sugiere que los inversores creen que el precio de una
accion tiene mas probabilidades de subir que de bajar tras una serie de

subidas.

Siendo los resultados positivos estos sesgos no desaparecen por completo
después de la intervencion del robo-asesoramiento. Ademas se observo que los
inversores sin el consejo de un asesor aumentaron la diversificacion de su
cartera tanto en términos del niamero de valores que poseian como de la
volatilidad de su cartera ajustada al mercado y mostraron un mayor rendimiento
en términos de rentabilidad de las operaciones ajustada por su riesgo sistematico
(D’Acunto y otros, 2017).

Back y otros (2023) coinciden que los robo asesores pueden facilitar la toma de
decisiones de inversiones dificiles, sobre todo en términos de reduccion de los
sesgos de comportamiento que pueden ocasionar costes econdémicos

sustanciales.

Tao y otros (2021) argumentan que entre 2016 y 2019, en periodo alcistay en la
bolsa estadounidense, los robo advisors han superado a otros fondos de
inversion en los ratios riesgo/rentabilidad y el alfa de rendimiento y también a

algunos de los principales indices de renta variable. Es decir, los robo-advisors
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pueden llegar a proporcionan a los inversores rendimientos superiores ajustados

al riesgo.

Caballero-Fernandez y otros (2022) son menos entusiastas con los resultados
de los robo-advisors en comparacion de resultados con un grupo de analistas
desde 2015 a 2019 de mercados latinoamericanos. Concluyen que ambas
estrategias lograron superar al indice de referencia, sin embargo la cartera de
inversion de analistas acelerd su crecimiento a partir de 2018, aumentando su
diferencia positiva frente a la cartera de su competencia. Ademas, esta cartera
tiene una mayor posibilidad de obtener rentabilidades anormales o inesperadas

gue la cartera de los analistas, dado el riesgo sistematico que conlleva.

Torno y Schildmann (2020) opinan que los inversores interesados no deberian
confiar ciegamente en un robo-advisor. Especialmente cuando se consideran
horizontes de inversion mas cortos, los inversores deben ser conscientes de que
los robo asesores, suelen utilizar grandes porcentajes de renta variable en sus
carteras recomendadas, por lo que presentan alta volatilidad. Esto puede
deberse a su necesidad de ofrecer a los clientes una alta rentabilidad, pero
también tiene el inconveniente de que, si se produce una crisis y se supera el

horizonte de inversidn, puede incurrir en pérdidas.

3.3 Analisis de datos

En los ultimos afios, con la aparicién de Internet y de los cada vez mas estrictos
reguladores, se empuja a las empresas hacia una mayor publicacion de
informes. ElI nimero de datos disponibles a la hora de invertir pueden llegar a
ser inabarcables. Es por ello por lo que, desde hace poco tiempo, empiezan a
aparecer las empresas que establecen equipos de ciencia de datos para analizar
todos esos reportes e informes publicados. La iniciativa la tomaron ciertos hedge
funds y ya se empezd a extender por un amplio nUmero de empresas que
adoptaron nuevos métodos analiticos en multiples puntos de la cadena de valor
de la gestion de activos (Doshi y otros, 2019). En esta tendencia la 1A puede

desempefiar un papel vital.
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Doshi y otros (2019) explican que las gestoras que se dedican al andlisis de
datos se centran sobre todo en utilizar ciertas fuentes de datos para mejorar los
modelos predictivos existentes para la toma de decisiones de inversion. Algunos
de estos enfoques son el andlisis de sentimientos con los datos de redes sociales
para tomar decisiones 6ptimas de inversion y negociacion, aprovechando el
procesamiento del lenguaje natural o el ya mencionado analisis de conjuntos de

datos estructurados, como pueden ser la informacion financieras de empresas.

Con relacién al analisis de sentimientos, Garcia-Méndez (2023) toma los datos
aportados por usuarios expertos en redes espafolas de microblogging para
cribar en tiempo real informacion financiera. Estos datos son Utiles para generar
indicadores sobre la fijacién de precios de los activos (Houlihan y Creamer,
2021). Se basa en técnicas de Procesamiento del Lenguaje Natural (Natural
Language Processing) clasificando los textos en negativos neutros y positivos,
denominados como oportunidades y precauciones, para conocer en tiempo real
las opiniones que influyen en el mercado. Ademas se basan en caracteristicas
del lenguaje para clasificar las emociones unidas a la informacion financiera para

dar una valoracion mas precisa.

Gupta y otros (2020) clasifican el reconocimiento de emociones en dos enfoques
principalmente: el basado en el Iéxico (basado en diccionarios) y el basado en el
aprendizaje automatico (machine learning). Este Ultimo se clasifica a su vez en

enfoques de aprendizaje supervisado y no supervisado.

Los pasos a seguir por los modelos a la hora analizar los textos financieros son:
e La seleccion de informacién usada para clasificar algunos tipos de datos
predefinidos en un documento de texto. Los sistemas de extraccion
buscan y eligen la informacion pertinente de los fragmentos, para después
colocar todas las piezas extraidas en un contexto prefijado.
e Aplicacion de modelos de procesamiento del lenguaje natural (natural
language processing), que como su nombre indica, intenta ayudar a
transformar mensajes imprecisos y ambiguos en mensajes legibles y

listos para clasificar.
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e Por ultimo la clasificacion de textos es un procedimiento que comprende
la extraccion de caracteristicas del texto ya extraido, la reduccion de la
dimensionalidad debido al gran volumen de texto procesado, la seleccion
del clasificador prefijados en un principio y al final la evaluacién (Gupta y
otros, 2020).

Para la prediccion de precios de las acciones se utiliza principalmente las redes
neuronales convolucionales (convolutional neural networks), las redes
neuronales recurrentes (recurrent neural networks) y la memoria a largo plazo
(long short-term memory). Lin y otros (2022) citan que a la hora de construir
modelos de procesamiento de texto se basan en “algunos métodos de
incrustacion de texto, como la incrustacion de palabras, frases y eventos, cuyo
objetivo es traducir un vector de alta dimension a un espacio de baja dimension.
Es decir, una incrustacion captura la semantica especifica de la entrada
colocando entradas semanticamente similares cerca unas de otras en el espacio
de incrustacion. En otras palabras, la incrustacion de palabras se refiere a un
grupo de algoritmos de aprendizaje automatico que aprenden representaciones
vectoriales de palabras densas, contextuales y de alta dimensién. Estos modelos
tratan de identificar qué tipo informacidn corresponde para cada activo. Uno de
los grandes problemas presentes en este tipo de trabajos es cdmo verificar que

el modelo entiende las etiquetas dadas en el texto analizado (Maia y otros, 2021).

Parece ser que la informacién negativa es mas sensible ante la reaccién de los
mercados cuando se publican los textos financieros, por lo menos, es lo que
argumenta Mushtaq y otros (2022). Por ello, los ejecutivos suelen incluir una
mayor complejidad a los reportes a la hora de transmitir informacién negativa de
la empresa. La consecuencia es una necesidad de aplicar modelos cada vez
mas precisos (Souza y otros, 2019). Creen ademas que puede ser una

tecnologia clave a la hora de mejorar la eficiencia del mercado.

Hernandez-Nieves y otros (2021) da una primera aproximacion al analisis de
datos y al uso combinado de algoritmos y técnicas de machine learning, con el
analisis tradicional de mercado. Sus resultados indican que cuando los

algoritmos de machine learning se entrenan con una cantidad de datos

23



suficientemente grande, es posible predecir con cierto éxito el valor de cierre
basandose en el valor de apertura actual del mercado. Asi, tras identificar
sefales de compra y venta, se ha podido crear un sistema que recomienda al
usuario comprar, mantener o vender una accion en un momento determinado del

dia, segun la prediccion obtenida por los algoritmos de regresion.

3.4 Prediccion bursétil de quiebras y riesgo de crédito

Uno de los usos de la IA que se han utilizado durante mas tiempo en las finanzas
es la prediccién del riesgo. Los bancos utilizan la IA para calcular la probabilidad
de impago de cada individuo. A esto se le denomina credit scoring y fue una de
las primeras aplicaciones reales en el sector. Actualmente, y viendo los
beneficios que pueden traer la aplicacion de esta tecnologia, se puede empezar
a aplicar para la valoracion de activos financieros y la prediccion de sucesos que

afectan a su valoracion como las quiebras.

La investigacion sobre la prediccién de la quiebra puede centrarse en gran
medida en la identificacion de los "sintomas" que conducen a la quiebra. Los
modelos recientes llevan a cabo procedimientos internos de seleccién de
variables. Esto significa que pueden decidir entre una amplia gama de variables
lo que considera importante sin intervencion humana. Los modelos estadisticos
tradicionales se han abandonado en gran medida en favor de modelos de alta
dimensionalidad como la Importancia de Gini (Gini Importance), la Ganancia de
informacion (Information Gain) y la Frecuencia de division (Split Frequency), asi
como sus equivalentes de medida relativa como la importancia relativa de la
variable. Todos ellos son enfoques centrados en los datos que analizan la
capacidad predictiva de un pardmetro en funcién de las variables seleccionadas
y clasificadas en los nodos de los arboles en lugar de las pruebas de significacion
(Snow, 2020).

Existen muchas arquitecturas utilizadas para la deteccion del riesgo. Una de ellas
son las reglas difusas (Fuzzy rules) se utilizan para capturar la incertidumbre
directamente en el proceso de prevision y a menudo se combinan con otros
métodos. Otras son las redes neuronales recurrentes (Recurrent neural

networks) que se utilizan principalmente para modelizar datos de series
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temporales. Relacionado con la anterior, las redes con memoria a corto plazo
(long short term memory) aplican una arquitectura especifica al marco de redes
neuronales recurrentes para ampliar y perfeccionar el uso de la memoria en la
prevision. Otras arquitecturas serian vecinos mas proximos (Nearest Neighbors),

arboles (trees) y agrupacion (clustering) (Breeden, 2020).

Aly y otros (2022) distinguen las metodologias tradicionales para predecir la
quiebra, como el Analisis Discriminante Mdltiple y la Regresion Logistica. Y
aquellas que usan la IA que tienen un rendimiento superior, como la maquina de
vectores de soporte, el &rbol de decision, el bosque aleatorio, la base ingenua,

la red neuronal artificial y el algoritmo genético.

La utilizacion de estimadores y optimizadores es clave a la hora de calcular el
riesgo. los estimadores se basan en un principio estadistico para estimar los
valores de los parametros del modelo, normalmente con sus correspondientes
intervalos de confianza y pruebas estadisticas en el marco de la estadistica
tradicional. Los optimizadores suelen especificar un criterio de adecuacién que
debe optimizarse. Es posible que a veces sea dificil trazar lineas claras entre
estas categorias, ya que los estimadores y los optimizadores pueden adoptar
propiedades unos de otros. La estimacion por maxima verosimilitud es el
estimador estadistico dominante mientras que el descenso de gradiente

(gradient descent) seria el optimizador mas representativo (Breeden, 2020).

La modelizacion conjunta (ensemble modeling) es una técnica general que
puede combinar predicciones de distintos tipos de modelos y parece
especialmente adecuada para el riesgo de crédito, debido a los conjuntos de
datos disponibles son normalmente limitados. El principio basico que subyace al
modelado de conjuntos es que diferentes modelos pueden capturar diferentes
aspectos de los datos. Esto puede proporcionar solidez frente a valores atipicos
y anomalias, asi como frente a los factores que se incluyen en el modelado. Uno
de los mayores problemas de la prediccion de quiebras es que la mayoria de los
conjuntos de datos no estan disponibles publicamente o soOlo se refieren a
escenarios econdémicos especificos, como empresas privadas de distintos

paises. En el caso de las empresas privadas, en general se dispone de poca
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informacion, lo que dificulta la explotacion de otras fuentes de informaciéon que
pueden mejorar el rendimiento de la prediccion de quiebra (por ejemplo,
divulgaciones textuales, informes anuales, datos bursatiles) y que pueden ser
utilizadas por modelos mas complejos; la prediccién de quiebra en realidad
implica diferentes tareas: la prediccion de impago en tareas para el afio siguiente,
utilizando datos pasados, y la tarea de prediccién de la probabilidad de
supervivencia que pretende predecir la probabilidad de que una empresa se

enfrente a dificultades financieras anos venideros.

La mayoria de los conjuntos de datos no permiten realizar ambas tareas, lo que
supone una clara limitaciéon para el desarrollo de modelos inteligentes que
pretendan generalizar; La métrica mas comun para la prediccién de quiebras es
el Area Bajo la Curva (Area Under the Curve) (Lombardo, y otros, 2022). Estos
mismos autores, definen que las redes neuronales deberian ser preferibles entre
todos los modelos para las tareas de prediccion de quiebras, ya que presentan
la mejor capacidad de generalizar en casos nuevos y no vistos con cada métrica

adoptada.

Snow (2020) propone un modelo para predecir la bancarrota de una empresa
basado en una maquina de refuerzo de gradiente (gradient boosting machine).
Una maquina de refuerzo de gradiente construye secuencialmente mdultiples
modelos de arboles de decision a partir de los cuales se predice el resultado
final. Los resultados de la declaracién incluyen, entre otros, cuanto durara el
proceso de quiebra, si la empresa saldra con éxito, y si implicara una venta de

activos.

Tiene en cuenta tanto valores contables como ratios a la hora de predecir
bancarrotas. Los valores de activo y pasivo, los ratios de solvencia y los valores
de ingresos son las dimensiones mas importantes, pero también importan los
valores de rentabilidad, valoracion y liquidez. En concreto, las variables mas
fuertes identificadas son los ingresos antes de impuestos y los ingresos antes de
gastos extraordinarios. Los dos ratios mas influyentes son el BPA (beneficio por

accion) y el ratio Precio/Ventas.
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El trabajo concluye que las empresas que tienen grandes inversiones de I+D, es
menos probable que quiebren, en igualdad de condiciones. En el entrenamiento
del modelo se tienen en cuenta observaciones pasadas en las que se conocen
las datos. El modelo, por tanto, aprende las asociaciones de clase a partir de los
patrones pasados de las variables explicativas comunmente denominadas
caracteristicas y mapea estos datos de entrada en un resultado de datos de

acuerdo con funciones recién aprendidas, ponderadas y aproximadas.

Este estudio también hace un seguimiento de la duracién del proceso de quiebra
y ensefia que las empresas con mas efectivo e inversiones a corto plazo,
pasaran, en igualdad de condiciones, mas de un afio en el procedimiento de
quiebra. Larazén de ello es posiblemente que las empresas con beneficios netos
elevados son mas complejas de desenmarafar. En cuanto a la supervivencia del
proceso de quiebra, las empresas con un bajo coeficiente entre el pasivo
corriente y el pasivo total, una elevada inversion y anticipos, asi como un buen
coeficiente de rotacion de activos tienden a sobrevivir al proceso de quiebra. Si
el pasivo corriente es proporcionalmente bajo, significa que hay menos
demandas urgentes a corto plazo, lo que daria a la empresa tiempo suficiente

para recuperarse y restablecerse como empresa en funcionamiento.

Mufioz-lzquierdo y otros (2019) relacionan los informes de auditoria para analizar
la probabilidad de declararse en quiebra y anticipar condiciones financieras
precarias con gran precision. Modelizan un algoritmo que utiliza tres
metodologias no paramétricas con soélo variables extraidas del informe de
auditoria (la opinidn de auditoria, el tipo de péarrafos y el nimero de comentarios
en el informe) para pronosticar una situacion de quiebra. Usan el algoritmo PART
gue es un clasificador de induccidén de reglas incorporando una forma modificada
del arbol de decision y eliminando algunos de los caminos hasta llegar a la forma
de arbol parcial. Una vez que el algoritmo encuentra el &rbol parcial, la
construccion del arbol se detiene y se genera una regla con la hoja que
representa el mayor niumero de situaciones. Pese a ser simple, promete un

rendimiento similar al de otros algoritmos de aprendizaje automatico.
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4. Inversion financiera de las economias domésticas e Inteligencia
Artificial

4.1 Datos generales de las familias

La riqueza neta media de las familias presenta una tendencia positiva los ultimos
afos. No obstante, segun el Grafico 1, no han logrado alcanzar el maximo de
318.000 euros de 2008. Actualmente la riqueza neta media de las familias es de
272.970 euros. Una gran parte del patrimonio de las familias son activos reales
(Gréfico 2) y esa es una de las razones por las que la rigueza no ha llegado a
niveles de 2008. El precio de la vivienda en Espafia llego a maximos en junio de
2007 con 2.115 euros el metro cuadrado, mientras, en diciembre de 2020 el valor

de las viviendas era de 1.754 euros el metro cuadrado (ldealista, 2023).

El porcentaje de riqueza bruta de los activos reales siempre ha presentado
valores mayores al 70% en los afios analizados en el Grafico 2. Por contraste,
las familias espafiolas no invertian en activos financieros mas de un 12% de su
riqgueza bruta en la primera década de los 2000, pero eso esta cambiando. En el
Gréfico 3 se puede ver la evolucion de la inversién en activos financieros, en
donde se duplica la cantidad en poco mas de un decenio. Con datos de 2020,
los activos financieros como porcentaje de activos totales brutos representaron
el 20,1% (Banco de Espafia, 2020).

Descomponiéndolo por categorias, muchos de los activos financieros han ido
aumentando con los afos. Si atendemos a los datos de la Tabla 1, puede verse
gue el activo que mas ha crecido son las cuentas y depositos para pagos. El
crecimiento del total de activos financieros puede llevar a engafio. Aun asi, es
resefiable el aumento de acciones y fondos frente a valores de renta fija en
retroceso en el Ultimo decenio. Se puede explicar este hecho debido a los bajos

tipos de interés presentes durante esos afnos.
Los fondos de inversién han mostrado un crecimiento constante desde principios

de siglo. Actualmente representan el 11,5% de los activos financieros de los

hogares. En valores absolutos, los fondos de inversiéon mueven 620.018 millones
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a fecha de 2021, mientras que en 2015 era de 373.189 millones de euros
(Inverco, 2022).

4.2 Robo-advisors

Segun Statista (2023), a finales de 2022 2,29 billones de euros eran manejados
a nivel global por parte de robo-advisors entre los mas de 200 millones de
usuarios que utilizaban algun tipo de robo asesor. De acuerdo con esta misma
pagina se espere que se duplique esta cantidad para 2027. Sitenemos en cuenta
solo Espafa, Statista informa que cuentan con casi 45.000 millones de euros
como activos gestionados y que se espere que lleguen a 81.000 millones de

euros para 2027.

Los usuarios de robo asesores tienden a ser inversores mas jovenes con valores
globales de cartera mas bajos, que poseen activos, como fondos cotizados en
bolsa (ETF), en mayor grado. Segun Statista el 74,6% son menores de 44 afios
a nivel nacional, lo que contrasta con el perfil de edad en los fondos en Espana.
Estos inversores son casi 16 puntos porcentuales menos propensos a buscar
ayuda de asesores financieros humanos (Brenner y Meyll, 2020; Nourallah,
2022).

Segun una encuesta elaborada por Statista (2023), el 14% de los encuestados
preven usar en el futuro robo-advisor. Otro 30% se imaginaria consultando en
algin momento un robo asesor. La cifra mas alta entre los encuestados (40%)
son los que no consideran consultar en un futuro los robo asesores. Para finalizar
el 15% no sabe qué responder a esta encuesta. La edad de los encuestados
varia entre los 18 y los 64 afos (Statista, 2023).

4.3 Situacion actual de fondos de inversion gestionados con IA en
Espafia
La aplicacion directa de 1A a fondos de inversion no tiene un largo recorrido en
Espafia, donde otros paises con mayor innovacion financiera como los
anglosajones destacan. Los pocos fondos que se han atrevido a intentar ser
dirigidos por un algoritmo han encontrado resultados mixtos, pero pueden ser

indicativo de los puntos positivos y negativos de este tipo de fondos.
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La Tabla 2 detalla las caracteristicas basicas de los fondos que han usado IA.
En su mayoria son de renta variable exceptuando uno que es de renta mixta, es
decir, que tiene un maximo de 30% de activos de renta variable. En cuanto a su
patrimonio, omitiendo el segundo de Santander, no superan los 30 millones de
euros que puede considerarse como fondos poco cuantiosos. En cuanto a las
gastos, con un promedio de 1,2% de los fondos analizados no son especialmente
altas. Hay que tener en cuenta que los fondos gestionados por bancos
repercuten de media un 1,7% de gastos TER. Salen perdiendo en este punto con
los robo-advisor teniendo en cuenta los datos aportados con anterioridad.
(Toledo y Marco, 2010).

En términos generales, la rentabilidad de los fondos espafioles presenta un
rendimiento bajo, sobre todo si se compara con el de otros activos. El promedio
de los fondos de inversion actuales presenta una rentabilidad anualizada de
1,91% en los ultimos 15 afios. En comparacion, para este mismo periodo, la
bolsa nacional obtiene una rentabilidad anualizada media del 1,35%, muy inferior
a otros indices extranjeros como pueden ser Eurostoxx 50 con un 4,2% vy la del
S&P500 con 10,7% (Fernandez y otros, 2022)

La Tabla 3 muestra las rentabilidades de los fondos gestionados en Espafa con
estas caracteristicas. Como se puede ver, existe mucha disparidad entre los
afos analizados, incluso de un afio al siguiente del mismo fondo. Hay que
comentar que los tres ultimos fondos analizados fueron liquidados en el afio 2022
puesto que la gran parte de su patrimonio era propiedad de un Unico inversor.
Su rentabilidad anualizada es deficiente al compararla con los benchmark
aportados por Morningstar y Yahoo! Finance. Unicamente Gestion Boutique VIII
Global Gradient y Anattea Kutema FI mantienen un saldo positivo con respecto

a sus benchmark.

Con respecto a la volatilidad, son resultados que no aporta mucha informacion
por si misma, por lo que se puede comparar con el indice estandar de renta

variable que utiliza Morningstar y es valido para todos los fondos de este tipo. En

este caso corresponde a “Morningstar EU Mod Gbl Tgt Alloc NR EUR” que
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presenta una volatilidad a 3 afios de 8,63%. Los resultados son muy dispares
existiendo un fondo que casi triplica el indice estandar y otros que se quedan
algo por detras. Mientras, el Unico de renta mixta mantiene una volatilidad inferior
gue la de su indice ajustado “Morningstar EU Cau Gbl Tgt Alloc NR EUR”. Este
indice obtiene una desviacién de 5,85% comparada con 1,88% de nuestro fondo

analizado.

Los resultados de los ratios rentabilidad-riesgo, expuestos en la Tabla 4, no
pueden ser considerados como 6ptimos en la mayoria de los fondos, en especial
el ratio de Sharpe. Sin embargo, segun Ferruz y Sarto (2003), cuando se utiliza
el ratio de Sharpe para medir el rendimiento de las carteras de inversion, puede
haber situaciones en las que las clasificaciones resultantes sean inconsistentes.
Esto ocurre especialmente cuando los rendimientos promedio de las carteras
son mas bajos que los rendimientos promedio del activo sin riesgo que se utiliza
como referencia en el caso espafiol. Lo anterior dicho puede suceder en algunos

casos de los mostrados.

En definitiva, el analisis de los fondos que han tenido alguna experiencia
reconocida con la inteligencia ha tenido resultados con margen de mejora en la
mayoria de los casos hasta el momento. Seguramente habra que esperar un
mayor desarrollo de la tecnologia para que mas gestoras intenten abrir fondos
con IA. Aun asi, es posible que fuera de los principales entidades bancarias

alguna startup apueste por este concepto con la revolucion presente de la IA.

5. CONCLUSIONES

Este trabajo pretende hacer un examen de la IA y su relacion con la inversion

financiera, ademas de qué ruta puede presentar en afios venideros.

La IA puede haber llegado para quedarse. Es la conclusién que puede extraerse
en el ultimo afio en los reportes de prensa y declaracion de ejecutivos. Afectando
a tantos sectores y con las autoridades preocupados por regular la nueva
tecnologia que podria afectar a millones de empleos a nivel mundial.

Concretamente, segun Goldman Sachs (2023), el 35% de operaciones
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comerciales y financieras podrian ser automatizadas por la 1A en EE. UU. y

Europa.

La realidad en el presente es que la IA esta lejos de sustituir totalmente a los
humanos y presenta serias dudas si lo hara en un futuro. Tanto los robo-advisor
como algoritmos de optimizacién de carteras han presentado resultados que no
destacan entre otros fondos comparativos, sobre todo en nuestro pais. Los
fondos de inversién que declaran utilizar esta tecnologia no despuntan entre los

fondos convencionales.

Parece que el principal problema es el conjunto de datos que usa el algoritmo
para entrenarse. Con tantas variables a tener en cuenta y un entorno
macroeconomico turbulento, utilizar modelos basados en tendencias de datos

histéricos puede presentar predicciones imprecisas a largo plazo.

Lo que si parece que brindara una herramienta conveniente para el gestor en
tiempos futuros. El estudio de la informacion relevante a la hora de valorar
activos es el punto fuerte de esta tecnologia. En definitiva, el andlisis de datos

es la aplicacién mas confiable para su uso en el presente.

Este trabajo ha tenido un enfoque genérico, puesto que trata una tecnologia que
le falta mucho desarrollo de su potencial aplicacion. La elaboracion de este
proyecto ha tenido en cuenta algunos de las investigaciones con resultados que
tienen mas transcendencia a nivel tedrico. A partir de esta visibn mas general del
presente de la IA, surgen lineas de investigacibn mas concretas en alguna
aplicacion especifica, ademas de realizar un seguimiento del uso de esta

tecnologia en Espafa.

Para finalizar, y aun presentando ciertas ventajas, los productos financieros
ofertados con IA no sobresalen entre sus homonimos teniendo en cuente sus
resultados por el momento. O por lo menos no presentan soluciones claras a los
problemas existentes de las inversiones financieras de este pais. Una union
entre la IA y los gestores podrian aumentar la eficiencia de algunas de sus

labores. Ciertamente nos podemos encontrar ante la revolucion silenciosa de la
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IA, en cuanto que cada vez mas decisiones financieras recibiran el soporte de la
IA.
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7. ANEXOS

ANEXO |

Ratio de Sharpe: expresion matematica ideada por el economista William F.
Sharpe para medir el resultado de los fondos de inversion. Un ratio de Sharpe
negativo significa que el tipo de interés sin riesgo de referencia es superior a la

rentabilidad historica o prevista de la cartera. (Sharpe, 1994)
Rgs — R
Sh — Ft Bt
Op
Ry.= La rentabilidad del fondo en el periodo t.
Rg:= El rendimiento de la cartera o valor de referencia en el periodo t.

op= La desviacion tipica durante el periodo.

Ratio de Treynor: esta basado en el ratio de Sharpe. Usa, sin embargo, la beta
en vez de la desviacion tipica de la cartera. Asume que el riesgo relevante es el
sisteméatico y mide el exceso de rentabilidad por unidad de riesgo sistematico.
(Brown y Reilly, 2012)

T = R, — RFR

Bi

R;= La tasa media de rentabilidad de la cartera durante un periodo de tiempo.
RFR= La tasa media de rendimiento de una inversion sin riesgo.

B;= Beta de la cartera.

41



Ratio alfa de Jensen: Es la diferencia entre la rentabilidad real de un fondo y la
rentabilidad esperada que podria haber obtenido la cartera de referencia con el
mismo nivel de riesgo de mercado. Jensen asegura que “si el gestor de la cartera
tiene capacidad para prever los precios de los valores, la ecuacion sera positiva”.
(Jensen, 1968)

a;j = (Rjs — Rpe) — Bj[Rut — Rpe]
R;; = Rendimiento de una cartera durante un periodo de tiempo t.
Rr= Rendimiento del tipo libre de riesgo durante un tiempo t.
B;= Beta de la cartera.

Ry:= Rendimiento del indice de mercado apropiado durante un tiempo t.

ANEXO 11

Grafico 1 Riqueza media neta de las familias a lo largo de un periodo de
anos.
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Fuente: Banco de Espafia, Encuesta Financiera de las Familias. Euros (€), afio base 2020.
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Grafico 2 Valor medio de descomposicion en tanto por ciento de las
inversiones de las familias 2002-2020.
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Fuente: Banco de Espafia, Encuesta Financiera de las Familias. Tanto por ciento (%) afio base
2020.

Grafico 3 Valor medio de activos financieros de las familias 2002-2020.
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Fuente: Banco de Espafa, Encuesta Financiera de las Familias. Euros (€), afo base
2020.
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ANEXO Il

Figura 1 Arquitectura de sistema de un algoritmo optimizador de cartera.

—{  Optimizaciéon  |[€]
4
Modelo de Estrategias
Inversion |
¢ Cotizaciones de
Acciones
N Simulador de P
g Inversion - Datos
Entrada de Usuario |[— o
Balances Finacieros
A
Resultados

Fuente: Silva y otros (2014).

Figura 2 Topologia general de una red neuronal artificial.
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Figura 3 Un arbol de decisiones que ilustra el desarrollo genérico
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Figura 4 Ejemplo del proceso de un algoritmo genético
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Figura 5 Componentes del procesamiento de lenguaje natural
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Fuente: Chowdhary (2020).
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ANEXO IV

Tabla 1 Descomposicion del valor medio de activos financieros de las familias 2002 -2020.

2002 2005 2008 2011 2014 2017 2020
Cuentas y depositos para
pagos 5.992,23 9.849,76 | 9.195,01 8.695,39 | 9.764,14 | 14.196,81 | 22.124,47
Acciones no cotizadas 3.351,73 3.244,40 | 3.155,59 7.743,87 | 9.428,10 7.978,98 9.419,37
Planes de pensiones y
seguros vida 4.726,69 7.030,92 | 6.959,02 9.025,35| 8.640,44 9.488,23 8.802,64
Fondos de inversion 2.614,60 494561 | 2.990,33 2.708,77 | 5.277,98 5.587,26 7.572,62
Acciones cotizadas en bolsa | 3.958,73 3.964,17 | 3.441,39 4.456,29 | 7.317,97 7.727,98 6.473,79
Cuentas no utilizables
pagos 5.214,00 5.379,62 | 10.029,54 | 11.038,96 | 10.354,26 5.425,04 4.348,81
Valores de renta fija 609,31 667,02 720,66 862,74 336,86 159,78 184,22

Fuente: Banco de Espafia, Encuesta Financiera de las Familias. Euros (€), afio base 2020.
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Tabla 2 Datos basicos de fondos con IA en Espafia

Categoria Patrimonio Gastos TER? | Volatilidad?®
Santander PB Strategic Allocation F | Renta variable | 16.176.000 € 1,62% 6,53%
Santander International Fund SICAV Renta mixta | 289.182.039 € 0,51% 1,88%
Gestion Boutique VIl Global Gradient | Renta variable | 10.662.000 € 1,37% 22,28%
Anattea Kunie Quant FI Renta variable | 22.750.000 € 1,35% 6,95%
Anattea Kutema FI Renta variable | 3.200.000 € 1,00% 5,47%
Anattea Mayak FI Renta variable | 588,000 € 1,35% 10,88%

Fuente: Morningstar y Yahoo Finance!

2 El ratio de gastos totales (TER) es una medida de los costes totales asociados a la gestién y el funcionamiento de un fondo de inversion. Estos costes
consisten en comisiones de gestion y otros gastos adicionales. El coste total aplicado por el fondo se divide por el patrimonio total para obtener una cantidad

porcentual, que representa el TER (CNMV, 2022).
% La volatilidad es el movimiento observado del precio de un activo. En este caso Morningstar y Yahoo Finance! utilizan la desviacion tipica. La desviacion

tipica es la medida estadistica de la dispersién en torno a una media, que representa la amplitud de la variacion de los rendimientos de una accién o cartera
durante un determinado periodo de tiempo histérico. (Morningstar, 2023).
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Tabla 3 Datos rentabilidad anualizada de fondos IA en Espaia

3 afos Variaciéon con
anualizada | Benchmark?® YTD 2022 2021 2020 2019
Santander PB Strategic Allocation F -0,71% -5,67% 1,70% | -15,32% | 2,61% | -0,60% | 4,83%
Santander International Fund SICAV -0,11% -5,21% 1,26% | -3,68% | -0,61% - -
Gestién Boutique VIII Global Gradient 10,16% 5,20% -1,07% | -25,97% | 38,88% - -
Anattea Kunie Quant Fl -0,91% -7,51% 0% -5,18% | 5,05% | 3,88% | 0,38%
Anattea Kutema FI 3,37% 0,67% 0% -0,78% | 8,70% | 5,32% | 6,39%
Anattea Mayak FI 2,38% -5,52% 0% | -4,23% | 8,99% | 5,68% |-0,75%

Fuente: Morningstar y Yahoo! Finance.

4 Datos de Benchmark, o categorias, suministrados por Morningstar y Yahoo! Finance. Diferencia entre la rentabilidad del fondo de los Gltimos 3 afios anualizada menos la
rentabilidad del benchmark correspondiente segun la fuente.
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Tabla 4 Ratios de rentabilidad-riesgo de fondos IA en Espafia

Alfa 3a° | Beta® | Ratio Sharpe’
Santander PB Strategic Allocation F | -5,11 0,7 -0,29
Santander International Fund SICAV [-1,24 0,18 -0,18
Gestion Boutique VIl Global Gradient | 7 1,22 0,56
Anattea Kunie Quant FI 0,82 0,47 -0,24
Anattea Kutema FI 3,93 0,11 0,14
Anattea Mayak FI 1,35 0,51 0,46

Fuente: Morningstar y Yahoo Financ

5 Alfa a 3 afios
6 Calculado para un periodo de 3 afios

" Ratio de Sharpe calculado para los Ultimos 3 afios de datos del fondo
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