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Resumen

Conseguir un buen rendimiento de los algoritmos de clasificacién cuando se trabaja con datos
desbalanceados es una labor dificil. En los dltimos anos ha sido creciente la investigacién en este
campo, debido a la relevancia que adquiere conseguir clasificar correctamente elementos andémalos
0 poco comunes, en especial en entornos médicos, financieros o industriales.

Este trabajo explora distintas técnicas y enfoques, centrandose posteriormente en aquellas
particularizadas a conjuntos de datos compuestos por imagenes. Se estudian diferentes algoritmos
de balanceo dentro del ambito del Deep Learning que buscan hacer frente a esta problematica
del desbalanceo de clases mejorando asi el rendimiento en las tareas de clasificacion.

Las técnicas empleadas son DeepSMOTE y BAGAN-GP. DeepSMOTE combina SMOTE,
método de resampling, con el DeepLearning generando imagenes de calidad. Por otra parte,
BAGAN-GP deriva del método BAGAN, ambos son modelos de balanceo basados en redes
generativas adversarias. Tras un proceso de analisis, este trabajo muestra que el empleo tanto de
BAGAN-GP como de DeepSMOTE mejora la tarea de clasificacion, siendo esta tltima la técnica
que arroja los mejores resultados.

Palabras claves: Aprendizaje profundo, Desbalanceo de clases, Datos sintéticos.






Abstract

Achieving good performance of classification algorithms when working with imbalanced data
is a challenging task. In recent years, research in this field has been growing due to the importance
of correctly classifying anomalous or uncommon elements, especially in medical, financial, or
industrial environments.

This work explores various techniques and approaches, focusing later on those specific to
datasets composed of images. Different balancing algorithms within the field of Deep Learning
are studied, aiming to address the issue of class imbalance and consequently improve performance
in classification tasks.

The techniques employed are DeepSMOTE and BAGAN-GP. DeepSMOTE combines SMO-
TE, a resampling method, with Deep Learning to generate high-quality images. BAGAN-GP,
on the other hand, is derived from the BAGAN method; both are balancing models based on
generative adversarial networks. After an analysis process, this work shows that the use of both
BAGAN-GP and DeepSMOTE improves the classification task, with DeepSMOTE achieving the
best results.

Keywords: Deep Learning, Unbalanced classes, Syntetic data.
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Descripcion del proyecto






Capitulo 1

Introduccion

El aprendizaje automatico o Machine Learning es la rama de la Inteligencia Artificial que
se preocupa del disefio y desarrollo de algoritmos que permiten a los ordenadores mejorar su
desempeno en la realizacion de una tarea a partir de la experiencia [69]. Estos algoritmos son
capaces de identificar la distribuciéon de los datos, aprender de ellos y realizar predicciones o
tomar decisiones. Es por esto que el Machine Learning ha transformado radicalmente la forma
en la cual interactuamos con la tecnologia y como abordamos los desafios del mundo moderno
desde su aparicién en la década de los afios cincuenta. Actualmente se encuentra como base de
infinidad de aplicaciones como por ejemplo de reconocimiento de voz |2, vision computacional
[7], procesamiento de lenguaje natural [60], robotica [64], conduccion auténoma [5], ... Por otra
parte, un area al que da solucién este campo y que va a ser de interés en este trabajo es al de,
a partir de un conjunto de datos que pertenecen a distintas clases, conseguir asignar la clase
o grupo correspondiente a elementos nuevos que no la posean. Los algoritmos que desempenan
esta labor se denominan algoritmos de clasificacion.

El primer paso para la elaboraciéon de un algoritmo de clasificacion eficiente es el entrenamien-
to. En esta etapa se prepara el conjunto de datos inicial con el que se trabaja y se separa en al
menos dos subconjuntos: conjunto de entrenamiento y prueba, siendo el de entrenamiento el que
posee el mayor porcentaje de elementos. El objetivo del entrenamiento es que el modelo aprenda
la distribucién de los datos de para asi posteriormente, ser capaz de generalizar el aprendizaje
y clasificar elementos nunca vistos (pertenecientes al conjunto de prueba) en una de las clases
existentes. Es por esto que tanto el proceso de entrenamiento de un modelo como el conjunto de
datos introducido juegan una labor fundamental en el correcto rendimiento del mismo. Trabajar
con datos reales supone tener que hacer frente a inconsistencias, valores faltantes o escasez de
elementos. El objetivo por lo tanto se basa en ser capaces de construir modelos robustos, capa-
ces de clasificar con el menor error posible cada uno de los elementos requeridos. Un problema
comun para estos modelos de clasificaciéon sucede cuando el conjunto de datos original no tiene
un nimero de elementos semejante para cada una de las clases existentes. Si esto ocurre se habla
de conjunto de datos desbalanceado. Los modelos de clasificacién no seran capaces de asignar la
clase correcta a los elementos que pertenecen a las clases minoritarias. Esta situacion es frecuente
en entornos médicos para el diagnostico y prondstico [57] o prediccion de fracasos en implantes
dentales |27], industriales en la deteccion de incidencias [55], digitales como la deteccion de fraude
[21] o ciberbullying [16] o financieros como el hecho de detectar los clientes que se daran de baja
[38].

Por ejemplificar esta situacion, se plantea el escenario en el cual una empresa quiere descubrir

3



Capitulo 1. Introduccién

con antelaciéon si un determinado cliente se va a dar de baja y qué situaciones influyen en la
decisién. Por norma general, el nimero de clientes que se da de baja es notablemente menor
(9%) que el ntimero de clientes que no se dan de baja (91 %, datos obtenidos de [38]). Aplicando
a este conjunto de datos un algoritmo de Machine Learning, como por ejemplo una regresiéon
logistica, se obtiene una alta precision, del 91 % evidenciando que ha sido capaz de asignar la clase
correcta a la mayorfa de los elementos. Pero al analizar el nimero de clientes que el algoritmo
ha predicho que se han dado de baja y que realmente se han dado de baja, éste es del 0%
significando que no ha sido capaz de detectar ni un solo cliente de este tipo. Luego no es un
modelo robusto que consiga prever las pérdidas futuras para una empresa.

Modelos que no sepan hacer frente a un conjunto de datos desbalanceados suponen un perjui-
cio econémico como en el caso anterior, o referente a la salud como ocurre en entornos médicos,
donde en muchas ocasiones resulta crucial ser capaces de detectar una enfermedad como puede
ser un tumor. Esta dificultad ha constituido un importante campo de estudio durante las dos
ultimas décadas, siendo a dia de hoy atn un area de constantes avances.

1.1. Planteamiento del problema (Problem Statement)

Es comun encontrarse con situaciones en las cuales queramos ser capaces de detectar com-
portamientos, elementos o patrones poco usuales. Conseguir detectar estos elementos anémalos
constituye un problema para los algoritmos de clasificacién puesto que éstos asumen que el ni-
mero de elementos presentes en cada una de las clases es similar. El caso idilico que contemplan
estos algoritmos de clasificacidon generalmente no se encuentra en la vida real, donde es frecuente
encontrarse frente a un conjunto de datos donde predomina el niimero de elementos de una o méas
clases en contraposicién con la escasez de datos presentes en otras clases minoritarias y donde
las caracteristicas de interés se encuentran en estas clases minoritarias.

Se dice que un conjunto de datos se encuentra desbalanceado si las clases existentes no presen-
tan un tamano similar. En estos casos existe un conjunto de clases con un ntimero notablemente
mayor de elementos con respecto a las restantes. Las primeras se denominan clases mayoritarias,
y las segundas, minoritarias. Los algoritmos de clasificacién ante un conjunto de datos desbalan-
ceado se inclinan por la correcta clasificacién de los elementos pertenecientes a la clase o clases
mayoritarias, sin ser capaces de clasificar los elementos pertenecientes a las clases minoritarias. El
objetivo en estos casos es paliar el coste de clasificar incorrectamente un elemento de la clase mi-
noritaria, puesto que generalmente es mayor que el coste opuesto, el de clasificar incorrectamente
un elemento perteneciente a la clase mayoritaria.

Las soluciones propuestas son diversas pero generalmente se engloban en dos grandes grupos,
por un lado aquellas en las cuales se pretende balancear el conjunto de datos mediante una técnica
de resampling, eliminando elementos o generando datos sintéticos. En este grupo se encuentran
técnicas como Edited Nearest Neighbours [85], SMOTE [14] o ADASYN [34], entre otras muchas.
Por otra parte se tiene aquellas técnicas capaces de construir una funcién de pérdida o asignar
diversos costes a un error en la clasificacién en funcion de la clase a la que pertenezca el elemento.
De esta manera se asignan costes elevados a la incorrecta clasificaciéon de los elementos de la clase
o clases minoritarias. El propoésito del algoritmo es por lo tanto minimizar el coste.

Este trabajo se centra fundamentalmente el empleo de conjuntos de datos compuesto por
imégenes, estudiando diferentes algoritmos de balanceo dentro del A&mbito del Deep Learning que
buscan hacer frente a la problematica del desbalanceo de clases para mejorar el rendimiento en
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1.2. Objetivos del trabajo

las tareas de clasificacion. Se busca priorizar la obtencién de un alto porcentaje en la deteccion

de la

clase minoritaria junto con el menor rango de error que se pueda obtener en la deteccién

de la clase mayoritaria.

1.2.

Objetivos del trabajo

Los principales objetivos que abarca este proyecto se describen a continuacion:

OBJ-01 Explorar distintas técnicas de balanceo de datos.

OBJ-02 Profundizar en las técnicas de balanceo de datos dentro del d&mbito del Deep
Learning particularizando al caso en el cual se trabaja con conjuntos de datos de imagenes.

OBJ-03 Trabajar con DeepSMOTE y BAGAN-GP comparando y evaluando el desempeno
y rendimiento de cada una.

OBJ-04 Adquirir un conocimiento soélido sobre redes convolucionales para labores de cla-
sificacion.

1.2.1. Restricciones

Posee a su vez un conjunto de restricciones:

1.3.

R-01 El alcance del proyecto se encuentra limitado por la carga de trabajo establecida de

12 ECTS.

Estructura de la memoria

Todo lo expuesto se va a estructurar en un total de seis capitulos y tres apéndices.

Capitulo 1. Introduccién: expone de forma clara el problema de desbalanceo de clases
al que pretende buscar solucién este TFG. Se acompaiia de los objetivos y las restricciones
existentes.

Capitulo 2. Planificaciéon: para la correcta consecucion de este proyecto es necesario
seguir una metodologia. Este capitulo desglosa todo lo referente a la metodologia ASAP
escogida, la planificaciéon inicial en tiempo y presupuestos y el balance real.

Capitulo 3. Antecedentes: se detalla cuidadosamente el contexto cientifico-técnico donde
se abordan los conceptos de Machine Learning y Deep Learning. Por otra parte se muestra
el estado del arte, algoritmos que en mayor o menor medida dan solucién a la problematica
tratada.

Capitulo 4. Desarrollo de la propuesta y experimentacion: muestra el proceso de
entrenamiento y generaciéon de imagenes de las dos técnicas escogidas: DeepSMOTE y
BAGAN-GP. Queda a su vez reflejado el proceso de ajuste de hiperparametros mediante
la técnica GridSearch, para conseguir la correcta combinacién que minimice la funciéon de
pérdida del entrenamiento de los modelos.

Lucia Olmos Vela 5



Capitulo 1. Introduccién

s Capitulo 5. Evaluacion: detalla la evaluaciéon llevada a cabo con distintas redes con-
volucionales, mostrando de forma exhaustiva el rendimiento de los modelos generativos
estudiados.

= Capitulo 6. Conclusiones y trabajo futuro: este capitulo realiza un balance tanto a
nivel técnico como a personal del desarrollo llevado a cabo.

= Apéndice A. Manual de Instalaciéon

= Apéndice B. Contenido adjunto

6 Lucia Olmos Vela



Capitulo 2

Planificacién

2.1. Metodologia de trabajo

La metodologia empleada es ASAP (Agile Student Academic Projects) [54]. Es una meto-
dologia para la organizaciéon de Trabajos Fin de Estudios surgida recientemente y englobada
en el marco de las metodologias égiles. Su principal objetivo es la consecucién de los objetivos
definidos en el proyecto, asegurando durante el proceso la implicacién y comunicaciéon de todos
los agentes implicados a fin de maximizar la calidad del producto construido, y en los términos
establecidos por la normativa de la titulacién para los Trabajos Fin de Grado (TFG).

ASAP plantea un conjunto de objetivos que estructuran de forma genérica el trabajo necesario
para completar cualquier proyecto de TFG en los términos indicados mas arriba, y proporcio-
nan una visién concisa y de alto nivel del proyecto. Los objetivos de aprendizaje, a su vez, se
dividen en un conjunto de historias de aprendizaje, que proporcionan una especificaciéon mas
detallada de las tareas a realizar, y permiten una mayor subdivisién del trabajo requerido para
completar el proyecto. A su vez, las historias poseen uno o varios criterios de aceptacion, que
describen los resultados concretos que la realizaciéon de la historia de aprendizaje deberfa arrojar.
Para considerarse completada, todos sus criterios de aceptaciéon deben haber sido satisfechos y
verificados.

Esta metodologia propone cinco objetivos de aprendizaje:

» Proyecto: consiste en definir el planteamiento del problema y la planificacién necesaria
para llevarlo a cabo. Es un proceso iterativo-incremental para conseguir ajustar el ritmo
de trabajo y el progreso del estudiante a las horas establecidas para la realizacién de un
TFG.

= Antecedentes: abarca las historias referentes a comprender y profundizar en el aprendizaje
del contexto en el cual se enmarca el proyecto. Ser capaces de asimilar tanto el entorno de
negocio como el contexto cientifico-técnico permite entender la necesidad especifica para
la cual se desarrolla el proyecto y las soluciones ya existentes, asi como poseer una vision
global de los conceptos que subyacen a los empleados en el desarrollo.

= Desarrollo: se enfoca en la elaboracion del producto propiamente dicha. Las historias de
aprendizaje de este objetivo son acordes a la naturaleza de proyecto realizado, investigacion
o desarrollo.
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= Aceptacion: se encarga de validar si el producto cumple con los objetivos establecidos.
A su vez, el estudiante también se encarga de hacer un analisis critico de las técnicas
empleadas en relaciéon al cumplimiento de los objetivos del proyecto.

= Comunicacion: las historias de aprendizaje que abarca este objetivo son dos, la memoria
técnica y el acto de defensa. La memoria técnica atna el aprendizaje y las conclusiones
obtenidos en los objetivos previos. Por su parte, en el acto de defensa el estudiante expone el
trabajo desarrollado a un tribunal evaluador. Tanto la memoria como la defensa se realizan
de forma iterativa a lo largo del desarrollo del proyecto, obteniendo retroalimentacién por
parte del tutor o tutores, para conseguir paulatinamente perfilar el producto y conseguir
un resultado de alta calidad.

ASAP fundamenta sus herramientas en las ya definidas por Scrum [75]. De esta forma cuenta
con una serie de roles, eventos y artefactos.

2.1.1. Roles

La sinergia entre los roles (estudiante, tutor, comunidad y tribunal) proporciona un mayor
control durante la elaboraciéon del producto a entregar, dotdndolo asi de mayor excelencia y
precision.

= Estudiante: es el rol fundamental, encargado de realizar cada una de las tareas especificas
para la consecucion de las historias y objetivos. Su proceso de aprendizaje se ve facilitado
y ampliado con la generacién de feedback por parte de los roles restantes. A su vez debe
ser capaz de llevar a cabo tareas de planificacién, manteniendo actualizado tanto el tablero
del proyecto como el cuaderno de trabajo.

= Tutor: es el encargado de supervisar al estudiante durante su proceso formativo, brindando
soporte y el feedback oportuno. Cuando mayor relevancia tiene es en las primeras fases del
proyecto, puesto que se encarga de definir, junto con el estudiante, el planteamiento del
problema y el alcance de los objetivos, asi como de proporcionar referencias bibliograficas
para encauzar la linea de avance del estudiante. Ademés va constatando el ritmo de avance
del estudiante, redefiniendo los objetivos acordes al progreso realizado.

» Comunidad: estd formada por todas las personas (estudiantes, profesores, expertos, ...)
que posean la capacidad de agregar valor al proyecto durante su desarrollo. Conseguir
una interaccion entre todos los miembros fomenta el establecimiento de un ambiente de
aprendizaje, en el cual se valoran los distintos puntos de vistas aportados. Donde mayor
presencia toman es en los canales de comunicacién y en las comunicaciones de progresos.

= Tribunal: toman relevancia en el acto de defensa del proyecto y en la posterior evaluacion
acorde al grado de satisfaccién que observen tanto en los elementos entregados como del
acto de defensa realizada por parte del estudiante.

2.1.2. Eventos

La organizacion temporal del trabajo se distribuye en un conjunto de sprints de corta du-
racion. Cada sprint establece las historias de aprendizaje que deben ser cumplidas durante su
trascurso. De esta forma consigue ir estableciendo objetivos paulatinamente y a corto plazo,
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favoreciendo la capacidad de encauzar y reelaborar los mismos al inicio de cada sprint. Con
el mismo proposito, al final de cada sprint se realiza una entrega de la cual se obtendra una
retroalimentacion. Cada uno de estos sprints esta formado por una serie de eventos:

= Reunidn de inicio: es la primera de las reuniones realizadas durante el sprint. Es tarea del
tutor definir el alcance para posteriormente consensuar con el estudiante la carga de trabajo,
es decir, los objetivos e historias de aprendizaje tratados. Ya es funcién del estudiante
definir las tareas especificas que posee cada historia de aprendizaje junto con su duracion
temporal.

= Reunioén de sincronizaciéon: se realiza de forma semanal con una duracién aproximada
de quince minutos. En ella el estudiante da a conocer al tutor los avances realizados en la
semana previa y detalla el trabajo que prevé abordar en la préoxima semana. También tiene
la funcion de que el estudiante plantee dudas y bloqueos para obtener consejo y solucién a
ellos.

= Comunicaciéon de progresos: se desarrolla al final del sprint. El estudiante debe reali-
zar una exposicion del proyecto mostrando el trabajo consolidado hasta el sprint que se
finaliza; es decir, el producto parcial construido hasta ese momento. Se asemeja al acto
final de defensa, sirviendo de preparaciéon al estudiante para el mismo. Tras la exposicion,
la comunidad es la encargada de valorar el trabajo presentado, aportando sugerencias y
correcciones. En esta misma reunién generalmente otros estudiantes en la misma situacién
exponen su trabajo. Por lo tanto, un mismo estudiante adopta la posicién de orador de su
trabajo y de miembro de la comunidad de otros compaifieros.

= Retrospectiva: constituye el tltimo evento, en el que de forma anénima se realiza una
evaluacién de los aspectos positivos y negativos del sprint y posibles acciones para su
mejora.

2.1.3. Artefactos

= Incremento: esta constituido por un conjunto de entregables que representan el trabajo
realizado hasta ese momento.

= Retroalimentacion: es la correccion o feedback que recibe el estudiante por parte del tutor
al acabar cada sprint. También forma parte de la retroalimentaciéon las contribuciones de
la comunidad en las ceremonias de Comunicacion de progresos. De esta forma el estudiante
tiene un punto de partida para ampliar o rectificar las tareas realizadas.

2.1.4. Entorno de trabajo

= Espacio de trabajo compartido: es un espacio de comunicacién que permite tanto al
tutor y al estudiante comunicarse de forma privada. Posee ademés un canal general para
el intercambio de informacién con la comunidad. Debe albergar a su vez espacio de alma-
cenamiento coman para la comparticién de los resultados alcanzados por el estudiante y el
feedback del profesor, después. El repositorio esté dividido en cuatro secciones: “documen-
tacion” la cual contiene informacién sobre la gestion académica del TFG, “incrementos”
para almacenar el trabajo realizado al finalizar cada sprint, “personal” donde el estudiante
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posee su espacio de trabajo para gestionarlo como desee y ‘“recursos” que albergan refe-
rencias bibliograficas o informacién tutil para el desarrollo del proyecto. Es de uso habitual
emplear la plataforma Teams para este propoésito.

» Tablero de proyecto: es un tablero tipo Kanban [66]. Este tipo de tablero posee tres
columnas: en la primera se colocan las tareas que aun no se han realizado (To Do), en la
segunda aquellas que se encuentran en progreso (Doing) y en la altima las ya finalizadas
(Done). Esta herramienta permite entonces mostrar el progreso y planificacion de cada uno
de los objetivos, puntos de historia y tareas especificas a realizar en cada uno de los sprints.
Una herramienta ttil para esta labor es Trello (ver Figura 2.1).

[TFG] Lucia Olmos & & -
‘

Backlog de proyecto

Objetivo del sprint

Analisis

Disefio

Prueba

Implementacion Disefio Experimental

Experimentacion y Analisis de

Discusién de Resultados Resultados

+ Add a card -]

+ Add acard

o

# ToDo

+ Add acard

# Doing # Blocked

Redactar memoria
© 1Feb - 22 Fev J=R0E

-—
Trabajar Deep-SMOTE

© 14 Feb - 18 Feb NTARNES

Buscar técnicas alternativas a
DeepSMOTE

= o1
-—
=3

Deep-SMOTE

© 8Feb-21 Feb KRR

+ Addacard

+ Add acard

Figura 2.1: Espacio de trabajo: Trello

Afiadir alguna tecnica balanceo mas

= Cuaderno de trabajo: es una herramienta de utilidad para el estudiante, en la cual
registra el tiempo invertido en cada una de la tareas programadas. Favorece la implantacion

de una rutina de trabajo.

Alumno Lucia Olmos Vela

TFG

je con datos

Soluciones Deep Learning para el

m

dd/mm/aa Sprint#1  |Dindmica de Trabajo Preparar Increme nto
01-12-23 Sprint#1 | Dindmica de Trabajo Otra Reunién
02-12-23 Sprint#1  |Lecturade Documentacién
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08-12-23 Sprint#1  |Redaccién de Memoria
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11-12-23 Sprint#1  |Lecturade Documentacion

11-12-23 Sprint#1  |Redaccién de Memoria

12-12-23 Sprint#1  |Redaccién de Memoria

13-12-23 Sprint#1  |Redaccién de Memoria

13-12-23 Sprint#1  |Redaccién de Memoria

14-12-23 Sprint#1  |Redaccién de Memoria

19-12-23 Sprint#1  |Dindmica de Trabajo Reunién Semanal
21-12-23 Sprint#1  |Lecturade Documentacién
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2312-23 Sprint#1  |Redaccion de Memoria
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0:10:00
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Descripcion de laactividad realizada

Reunién de inicio

Lectura metodologia de trabajo

Lectura metodologfa de trabajo

Busqueda articulosy lectura técnicas de balanceo de datos
Busqueda articulosy lectura técnicas de balanceo de datos
Busqueda articulosy lectura técnicas de balanceo de datos
Redaccién memoria técnicas de balanceo de datos

Lectura y redaccién técnicas remuestreo
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Lectura SMOTE

Lectura y redaccién técnicas remuestreo
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Figura 2.2: Cuaderno de trabajo
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2.2. Planificacién temporal

2.2. Planificacién temporal

La planificaciéon inicial abarca el periodo comprendido entre el 4 de diciembre de 2023 y el
15 de mayo de 2024. Se divide en cuatro sprints, cada uno de ellos planificado para que abarque
entre 75y 90 horas de trabajo:

s Sprint #1: 4 de diciembre - 26 de enero
s Sprint #2: 22 de enero - 1 de marzo
= Sprint #3: 26 de febrero - 12 de abril

= Sprint #4: 8 de abril - 15 de mayo

04-dic.-23 Reunién de inicio 26-feb.-24 Reunion de inicio
11-dic.-23 Sincronizacion 04-mar.-24  [Sincronizacién
S 18-dic.-23 Sincronizacion o 11-mar.-24  [Sincronizacién
;\\0\ 08-ene.-24 Sincronizacioén ‘«\6\% 18-mar.-24 Sincronizacién
2 15-ene.-24 Sincronizacion i 01-abr.-24 Sincronizacién
19-ene.-24 Comunicacion de progresos 05-abr.-24 Comunicacién de progresos
26-ene.-24 Generacion de feedback 12-abr.-24 Generacién de feedback
22-ene.-24 Reunién de inicio 08-abr.-24 Reunién de inicio
29-ene.-24 Sincronizacion 15-abr.-24 Sincrenizacion
0 05-feb.-24 Sincronizacion o 22-abr.-24 Sincronizacién
,-\\6‘% 12-feb.-24 Sincronizacion {\6\% 29-abr.-24 Sincrenizacion
= 19-feb.-24 Sincronizacion R 06-may.-24  |Sincronizacion
23-feb.-24 Comunicacion de progresos 10-may.-24 Comunicacion de progresos
01-mar.-24  |Generacién de feedback 17-may.-24  |Generaci6n de feedback
13-may.-24  |Reunién de inicio
20-may.-24  [Sincronizacion
27-may.-24  [Sincronizacién
)
& 03-jun.-24  |Sincronizacién
= 10-jun.-24 Sincrenizacién
17-jun.-24 Comunicacion de progresos
24-jun.-24 Generacion de feedback

Figura 2.3: Planificacién inicial

Aunque inicialmente se planifica para abordarlo en cuatro sprints, en la Figura 2.3 se obser-
van cinco. El quinto sprint aparece como un sprint auxiliar de menor duracién enfocado en la
finalizacion de los objetivos pendientes y hasta completar las 300-360 horas establecidas.

A continuacién se detalla la planificacion y el alcance individual de cada uno de los sprints
haciendo uso de una EDT (Estructura de Desglose de Trabajo) y reflejando la relacion entre las
actividades, su secuenciacién y duracién mediante un cronograma, en este caso, un diagrama de
Gantt.
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Los objetivos a abordar son Proyecto, Antecedentes, Desarrollo y Comunicacioén, represen-
tados en la EDT en color rosa, verde, naranja y azul respectivamente. Cada objetivo abarca un
conjunto de historias concretas:

= Proyecto

e Planificacion del sprint: abarca las tareas relacionadas con la organizacién del
sprint, definiendo el alcance y los plazos temporales de cada una de las tareas concretas
existentes.

e Caracterizacion del Proyecto: engloba la gestion del propio proyecto, poseyendo
de esta forma las tareas relacionadas con la definicién de la motivacién, los objetivos,
la metodologia, la planificacién, y las conclusiones del proyecto.

e Desarrollo del sprint: de esta historia se derivan las tareas relativas al seguimiento
y actualizacion del sprint. Forman parte de este punto las reuniones semanales y la
actualizacion del tablero del proyecto.

e Finalizacion del sprint: abarca aquellas tareas referentes a la entrega de los ma-
teriales generados durante el sprint, la realizaciéon de una comunicaciéon de progresos
y la posterior retrospectiva. Ademas los tutores generan un feedback para orientar al
estudiante y solventar los errores.

= Antecedentes

e Estado del arte: esta historia recoge las tareas referentes a la investigacion de tra-
bajos relacionados con el area de estudio, para de esta forma conocer las ventajas y
limitaciones de cada una de ellas, y justificar la necesidad de investigar y elaborar este
trabajo.

e Contexto cientifico - técnico: proporciona el marco tedrico general sobre el cual
estamos trabajando. Las tareas estan enfocadas en desarrollar los contenidos tedricos
necesarios para el entendimiento del trabajo expuesto.

s Desarrollo

e Diseno Experimental: esta historia se encarga de establecer pruebas con las que
verificar si la solucién desarrollada cumple con los objetivos deseados. Para ello las
tareas de este punto abarcan la definicién de los parametros del experimento, de los
conjuntos de prueba y las métricas necesarias.

e Construccion: abarca las tareas referentes a la implementacion del producto.

¢ Experimentaciéon y Analisis de Resultados: engloba las tareas referentes a la
evaluacion del cumplimiento o no de los objetivos definidos.

» Comunicacién

e Presentacioén: abarca la realizacién de una presentaciéon, que evidencie los avances
realizados en el sprint, como si se tratara del acto de defensa del TFG. Debe poseer
una contextualizacidén del proyecto, seguida del progreso realizado y una valoracion
critica de acuerdo a la planificacion y a los objetivos establecidos.

e Memoria: esta historia las tareas relacionadas con la elaboracién de una documen-
tacion del proyecto precisa y de calidad.
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2.2.1. Sprint #1

En este sprint se tratan las historias y tareas pertenecientes a los objetivos: Proyecto, Antece-
dentes, Desarrollo y Comunicacion. Se puede evidenciar en la EDT (Figura 2.4) y en el diagrama
de Gantt (Figura 2.5). En general este primer sprint esté enfocado en investigar el marco sobre el
que se encuadra el proyecto, adquiriendo conocimiento sobre las soluciones existentes al problema
que se plantea.

2.2.2. Sprint #2

El desglose de tareas e historias se encuentra representado en la EDT (Figura 2.4) y los
intervalos de tiempo y secuencialidad de cada tarea se puede consultar en el diagrama de Gantt
correspondiente (Figura 2.7). Este sprint ya presenta una primera aproximacion al hecho de
trabajar con modelos concretos de balanceo de datos, consiguiendo evaluar su rendimiento en
distintos conjuntos de datos.

2.2.3. Sprint #3

Este sprint tiene previsto ahondar en otra de las técnicas de balanceo de datos para poder
construir una comparativa y arrojar conclusiones significativas a favor o en contra de cada técnica.
Las historias y tareas se encuentran recogidas en la EDT (Figura 2.8) y la planificacion en el
diagrama de Gantt (Figura 2.9).

2.2.4. Sprint #4

En este sprint se prevé el refinamiento de los métodos para conseguir mejorar las métricas
obtenidas. Las tareas que se van a desempenar se encuentran recogidas en la EDT (Figura 2.10)
y la planificacion en el diagrama de Gantt (Figura 2.11) correspondiente.

2.2.5. Sprint #5

Este sprint posee una planificacion (Figura 2.13) con un menor numero de horas puesto que
las tareas involucradas estan basadas en la finalizacion de aquellas que habian quedado pendientes
en el sprint anterior. Esto se puede constatar en la EDT (Figura 2.12).
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Figura 2.12: EDT Sprint #5
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2.3. Presupuestos

En esta seccion se presenta un analisis detallado de los presupuestos necesarios para llevar
a cabo el trabajo. El presupuesto es una parte fundamental en la planificacién y ejecuciéon de
cualquier proyecto, ya que permite estimar los recursos requeridos para alcanzar los objetivos
planteados. En este contexto, se detallan los costos asociados a los recursos hardware, software
y humanos.

Hardware

El recurso hardware més empleado ha sido el ordenador personal HP con procesador Intel i7-
10750H, 16 GB de memoria RAM y 500GB de disco. Para hacer uso de las herramientas software,
en su mayorfa es necesario hacer uso de una conexién Wi-Fi estable y réapida. Se va a trabajar
con una zona Wi-Fi creada a partir de los datos moviles del teléfono personal, luego el coste se
puede ajustar de forma mas precisa conociendo el valor de los GigaBytes consumidos cada mes.
Se hace una estimacién promedio de 55GB al mes, teniendo en cuenta que el proyecto posee una
duracién de 5 meses. Previendo una limitaciéon de recursos computacionales, para la compilacion
total del proyecto se va a recurrir al empleo de un servidor que alberga una GPU NVIDIA A40
de 48GB. El porcentaje de uso de cada elemento, y por tanto el coste que acarrea se encuentra
resumido en la Tabla 2.1.

Componente Coste % uso Total

Ordenador personal 1200 € 17% 204 €

Conexion Wi-Fi 0,30 €/GB | 55 GB/mes 82,56 €

Servidor 7500 € 0.05 % 375 €
GPU adicional 6004 € 0.07 % 420,28 €
1081, 78 €

Tabla 2.1: Costes hardware

Software

Los componentes software que se van a emplear, o bien son de libre acceso o bien poseen
licencias gratuitas, en un principio suficientes para el correcto desarrollo del proyecto. Overleaf
serd la herramienta para redactar la memoria, Microsoft Teams y Trello se emplearan para
favorecer el seguimiento, comunicaciéon y organizacion. Por otra parte, Google Colab abastecera
al proyecto de una GPU Tesla T4, convirtiéndose asi en el espacio de trabajo idéneo para construir
y compilar el c6digo necesario. Draw.io facilitara la labor de realizar esquemas, creando elementos
vistosos y clarificadores. Para realizar los diagramas de Gantt se hara uso de Gantt PRO. Por otra
parte, para facilitar el ajuste de hiperparametros de un modelo se empleard Weights and Biases.
Ademaés, aunque se prevé usar Python como lenguaje de programaciéon, R Studio se encuentra
disponible por si fuera necesario realizar alguna compilacién en R. El ordenador personal cuenta
con Windows 10 como sistema operativo. Todo lo descrito se muestra en la Tabla 2.2.
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Componente Coste | Total
Owverleaf 0<€ 0€
Trello 0€ 0€
Microsoft Teams 0€ 0€
Google Colab 0<€ 0€
R Studio 0<€ 0€
Draw.io 0€ 0€
Gantt PRO 0€ 0€
Weights and Biases 0€ 0€
Windows 10 0<€ 0€
Ubuntu 0<€ 0€
0<€

Tabla 2.2: Costes software

Recursos humanos

Los recursos humanos han sido distribuidos para un proyecto de una duracién de 300 horas.
En este caso el trabajo lo abarca una tnica persona que alterna cuatro roles distintos. La tarea del
gestor de proyectos es planificar y controlar las distintas tareas, éste cuenta con un salario bruto
de 10, 77€por hora. Las labores de un analista consisten en la interpretacién y manipulacion
de los datos. Su salario por hora es de 14,36€. El cientifico de datos se encarga de analizar los
datos y extraer conclusiones valiosas de ellos, mediante técnicas que involucran las ramas de la
estadistica y la inteligencia artificial. El salario por hora es de 18,43€. Por ultimo, un programador
se encarga de desarrollar el codigo de la aplicacion necesario. Su salario es de 14,70€ /hora. La
Tabla 2.3 muestra el desglose de horas y la justificaciéon del salario bruto asignado a cada puesto
de trabajo.

Puesto Salario (por hora) | Horas totales | Salario total
Gestor de proyectos 10,77 € /hora 20h 215,40 €
Analista 14,36 € /hora 70h 1005,20 €
Cientifico de datos 18,43 €/hora 110h 2027,30 €
Programador 14,70 €/hora 100h 1470 €
4717,90 €

Tabla 2.3: Costes Recursos Humanos

A este coste total es necesario anadir el coste que supone dar de alta a un trabajador en la
Seguridad Social. Este es el 28,30 % [8] del salario bruto. Luego el coste asociado a los recursos
humanos seria:

Crrumg = Total + 85 = 4717,9+ 28,30 % - 4717,9 = 6053, 07 euros
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Costes totales

La Tabla 2.4 muestra un resumen completo del costo total estimado para la realizacion de
este proyecto.

Concepto Coste
Hardware 1081,78 €
Software 0€

Recursos Humanos | 6053,07 €
Total 7134,85 €

Tabla 2.4: Costes totales planificados

2.4. Gestion de riesgos

Realizar una correcta gestion de riesgos permite identificarlos y analizarlos de forma que se
maximice la probabilidad de eventos positivos minimizando los negativos. Para llevar a cabo
este proceso es necesario identificar los riesgos, realizar un analisis cualitativo teniendo en cuenta
su probabilidad de ocurrencia e impacto, realizar un anélisis cuantitativo, desarrollar planes de
contingencia para mitigar las amenazas y realizar un seguimiento y control de los riesgos [42].

2.4.1. Identificar los factores de riesgo

Riesgo
R-01 El proyecto se retrasa con respecto a la planificaciéon inicial
R-02 Las técnicas de balanceo de datos no muestran mejoras significativas
R-03 La GPU existente no es lo suficientemente potente

R-04 | Se posee poca experiencia con el Machine Learning y las técnicas de balanceo de datos

R-05 Los conjuntos de datos empleados no poseen suficientes elementos

R-06 Las librerias empleadas por las técnicas de balanceo se han quedado obsoletas

Tabla 2.5: Listado riesgos

2.4.2. Estimacion de los riesgos

En las Tablas 2.6 y 2.7 se analiza el valor de probabilidad de ocurrencia de cada riesgo y
el efecto que produce si ese riesgo ocurre (Impacto). Ambos factores poseen valores en el rango
[0, 5]. La probabilidad de ocurrencia es la probabilidad de que ocurra si no se lleva a cabo ninguna
accién preventiva. Tiene relacion directa con el valor de probabilidad cuantificando de forma més
precisa en una escala porcentual desde 0% hasta 100 %. Por otra parte, la pérdida operacional
hace referencia a las pérdidas econémicas directas que supondria no hacer frente a un riesgo,
mientras que el impacto en los costes cuantifica el incremento de los costes totales si el riesgo
ocurre.
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Riesgo Probabilidad Valor Justificacion
de ocurrencia | Probabilidad
R-01 20 % 2 Es asumible que en un ano académico exista
alglin retraso puntual debido a exdmenes o
trabajos
R-02 40 % 3 Al ser una investigacion sobre métodos de
balanceo novedosos en determinadas
condiciones, puede ocurrir que no muestren
mejora evidente
R-03 85 % 4 Es muy comtn que las técnicas empleadas
requieran una mayor capacidad computacional
para ser ejecutadas en un tiempo
razonablemente finito
R-04 70 % 4 Unicamente una asignatura de la carrera
aborda conceptos sobre sistemas inteligentes,
luego es comtn que no se pueda profundizar en
todos los campos
R-05 5% 1 Existen numerosos conjuntos de datos, luego es
muy posible encontrar alguno acorde a las
caracteristicas buscadas
R-06 25 % 2 Es un campo en constante avance, luego las
librerfas son actualizadas constantemente
Tabla 2.6: Probabilidad de cada riesgo
Riesgo Pérdida Impacto en | Impacto Justificacion
operacional los costes
R-01 82,21€por cada 5,8% 3 Provoca no entregar en la fecha
dia de retraso planificada el proyecto
R-02 - - 1 Repercute en la obtenciéon de
conclusiones. No es evaluable
numéricamente
R-03 6004€ 5% 5 No poseer una GPU adecuada
puede retrasar o imposibilitar el
correcto desarrollo del proyecto
R-04 82,21€por cada 2.5% 3 Puede retrasar el desarrollo del
dia de retraso proyecto al ser necesario un
aprendizaje previo
R-05 15€ 12,4 % 5 No se puede realizar un correcto
entrenamiento de los modelos
R-06 82,21€por cada 1,3% 3 Puede provocar un esfuerzo
dia empleado en adicional y tiempo extra su
modificarlo modificacion

Lucia Olmos Vela
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2.4.3.

Tras realizar el producto Exposiciéon = Probabilidad x Impacto, se obtienen diferentes valores

Matriz de Probabilidad x Impacto

que permiten clasificar los riesgos en funcioén de su prioridad:

= Prioridad alta: 10 < Exposicién

» Prioridad media: 5 < Exposicién < 10

= Prioridad baja:

Atendiendo a la Tabla 2.8, los riesgos que poseen alta prioridad son R-03 y R-04, son aquellos

5 < Exposicion

Riesgo | Probabilidad | Impacto | Exposicion
R-01 2 3 6
R-02 3 1 3
R-03 4 5 20
R-04 4 3 12
R-05 1 5 5
R-06 2 3 6

Tabla 2.8: Matriz de Probabilidad x Impacto

en los que se requiere una actuacién correctiva.

2.4.4.

Se muestra en la Tabla2.9 el plan de contingencia para cada uno de los riesgos ordenados de

Plan de contingencia

mayor a menor Exposicion.

28

Riesgo Plan de contingencia
R-03 Emplear una GPU A40 proporcionada por los tutores de
TFG
R-04 Dedicar tiempo y esfuerzo a la adquisicion de los
conocimientos necesarios
R-01 Establecer una planificaciéon mas realista y ajustada al
ritmo de trabajo
R-06 | Actualizar el co6digo con la sintaxis propia de la versiéon méas
nueva de la librerfa o buscar otros cédigos alternativos
R-05 Buscar otro conjunto de datos que si posea esas
caracteristicas requeridas
R-02 Mostrar un analisis detallado de los resultados y las
conclusiones, con independencia de si existe o no mejora

Tabla 2.9: Plan de contingencia
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2.5. Balance temporal y econémico

2.5. Balance temporal y econémico

Esta seccion muestra los balances reales, ofreciendo asi una vision méas precisa de cémo se ha
desarrollado el proyecto y cuénto se ha ajustado a la planificaciéon inicial.

2.5.1. Balance temporal

Nuevamente se hace uso de los diagramas de Gantt, esta vez evidenciando el transcurso
temporal real de las tareas desarrolladas. Queda reflejado a su vez, en color rojo, aquellas tareas
cuya finalizacién se ha retrasado con respecto a lo previsto, y en verde manzana aquellas tareas
cuyo inicio ha sido anterior al marcado. En color gris se encuentran las tareas que habian sido
planificadas y que no han sido realizadas.

Sprint #1

Este sprint esté caracterizado por la busqueda de soluciones al problema planteado e inves-
tigacion del estado del arte. Abarca un mayor nimero de semanas puesto incluye el periodo
navideno no lectivo (23 diciembre - 7 enero). Para cumplir con los objetivos del sprint ha sido
necesario emplear los primeros dias de las vacaciones para completar una tarea que habia comen-
zado con retraso respecto a lo establecido. La planificacion inicial contaba con una dedicacion
de 72h 53m, mientras que realmente han empleado ocho horas mas de lo previsto, realizando
un total de 80h 44m de trabajo en este sprint. Se puede evidenciar el balance detallado en el
diagrama de Gantt (Figura 2.14).

Sprint #2

Este sprint tiene una mayor dedicacién a labores de entrenamiento y validacion del modelo
que a redaccion de memoria. Al no poseer destreza en el manejo de librerias de Machine Learning,
las tareas relacionadas con ello se demoraron en el tiempo. Tanto es asi que de los dos modelos de
balanceo de datos (DeepSMOTE y BAGAN) solo se ha podido completar las tareas establecidas
para uno de ellos (DeepSMOTE) quedando el otro pendiente para el siguiente sprint. Se puede
apreciar en el diagrama de Gantt (Figura 2.15). Las tareas en color gris son aquellas inicialmente
planificadas y que no ha sido posible realizarlas. En este sprint se ha realizado un total de 92h
y 39 min de trabajo, superando las 77h planificadas inicialmente.

Sprint #3

Nuevamente se presenta un sprint de mayor longitud en semanas puesto que abarca el periodo
no lectivo de Semana Santa (25 marzo - 2 abril). El principal retraso en la planificacion se debe
a la incapacidad para compilar correctamente la técnica BAGAN. Finalmente, se ha optado por
buscar técnicas alternativas, siendo BAGAN-GP la escogida. Para cumplir todos los objetivos y
no retrasar las tareas venideras se ha hecho uso de los primeros dias de vacaciones. La dedicaciéon
en horas ha sido de 89h 23min, se puede constatar en el diagrama de Gantt correspondiente
(Figura 2.16).
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Sprint #4

Este sprint se ha centrado en refinar las métricas obtenidas en los sprints anteriores y rematar
las secciones aiin sin acabar de la memoria técnica. El desglose real de tareas se encuentra en el
diagrama de Gantt (Figura 2.17). La dedicacion en horas ha sido de 81h 47min en contraposicion
con las 75h planificadas.

Sprint #5

A este sprint se ha dedicado un menor nimero de horas (27h 40min) puesto que las labores
han consistido en finalizar la redaccién de la memoria y la compilaciéon de los modelos. El balance
se encuentra detallado en el diagrama de Gantt (Figura 2.18).

2.5.2. Balance econémico

Al abarcar el proyecto un total de 367 horas, se ha incurrido en costes adicionales referentes
a los recursos humanos. Es necesario tener en cuenta también el tiempo empleado por la tutora
Paula Mielgo al ser quien ha realizado el entrenamiento definitivo de los modelos generativos y las
redes convolucionales empleando su GPU A40. La tabla actualizada quedaria como se muestra
en la Tabla 2.10.

Puesto Salario (por h) | h totales | Salario total | Salario Total con SS
Gestor de proyectos 10,77 €/hora 20h 215,4 € 276,4 €
Analista 14,36 €/hora 82h 117752 € 1510,75 €
Cientifico de datos 18,43 € /hora 140h 2580,2 € 3310,39 €
Programador 14,70 € /hora 125h 1837,5 € 2357,51 €
7455,05 €

Tabla 2.10: Costes Recursos Humanos Reales

Y de esta forma los costes totales reales del proyecto serfan:

30

Concepto Coste
Hardware 1081, 78 €
Software 0€

Recursos Humanos | 7455,05 €
Total 8536,83 €

Tabla 2.11: Costes Totales Reales
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Capitulo 3

Antecedentes

Este capitulo muestra el contexto-cientifico técnico, es decir el marco teérico general sobre el
cual se trabaja. Por una parte, en las subsecciones 3.1.1, 3.1.2, 3.1.3, 3.1.4 se describen los funda-
mentos del Machine Learning y DeepLearning, explicando la estructura de las redes neuronales
y en particular, las convolucionales. Por otra parte, en las subsecciones 3.1.5, 3.1.6, 3.1.7, 3.1.8
se encuentran las técnicas més comunes empleadas para hacer frente a conjuntos de datos des-
balanceados. Se dividen principalmente en dos grupos, definir una funcién de pérdida y asignar
costes distintos a las distintas clases, y hacer remuestreos del conjunto de datos original. Este
remuestreo puede consistir en aumentar el conjunto de datos de la clase minoritaria (oversam-
pling) o reducir el conjunto de datos de la clase minoritaria (undersampling) de forma que todas
las clases posean el mismo niimero de elementos.

Tal como se plantea el trabajo y la situacién actual en la que se encuentran las técnicas
abordadas no se considera necesario la elaboracién de una secciéon que recoja el estado del arte.
Los dos modelos de balanceo con los que se va a trabajar son técnicas novedosas y atn no se
han publicado articulos que apliquen estos métodos en distintos entornos. Unicamente existen los
articulos originales de cada una de las técnicas, asi que no es posible realizar una comparativa.

3.1. Contexto cientifico-técnico

3.1.1. Machine Learning

El Machine Learning o Aprendizaje Automaético es la rama de la Inteligencia Artificial que
se preocupa del disefio y desarrollo de algoritmos que permiten a los ordenadores mejorar su
desempeno en la realizacién de una tarea a partir de la experiencia [69]. De esta forma se dota
a los ordenadores de cierta autonomia.

Dentro del Machine Learning se pueden distinguir tres dreas fundamentales:

= Aprendizaje supervisado: en el momento de entrenar el algoritmo, éste cuenta con un
conjunto de datos etiquetados. Las etiquetas arrojan informacién sobre la clase a la que
pertenece cada elemento, es decir, la salida del algoritmo esperada si tiene como entrada
ese elemento. De esta forma, el algoritmo cuenta desde el inicio con informacién sobre la
distribucion de los datos, lo que facilita las posteriores labores de clasificaciéon o regresiéon
sobre conjuntos de datos nunca tratados. Entre los algoritmos de aprendizaje supervisado
destacan las redes neuronales, el clasificador de Naive Bayes, la regresion lineal, las Mé-
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quinas de Vectores Soporte (SVM) [17], el K vecinos méas cercanos (KNN) [72] y Bosques
aleatorios [13].

Dentro del aprendizaje supervisado se pueden distinguir dos variantes principales:

e Algoritmos de clasificacion: establece una categoria de entre las existentes a cada
elemento del conjunto de datos. El algoritmo aprende con un conjunto de entrena-
miento los patrones comunes de cada grupo para conseguir clasificar los elementos
nunca vistos.

e Algoritmos de regresion: la variable objetivo la cual se pretende predecir su valor es
una variable numérica continua. Es de utilidad para conocer la relaciéon de dependencia
o no entre los datos existentes.

= Aprendizaje no supervisado: el algoritmo toma como entrada un conjunto de datos no
etiquetados. De esta forma el algoritmo debe ser capaz de abstraer las caracteristicas y
patrones comunes de los elementos.

e Algoritmos de clustering: consiste en agrupar los diferentes elementos del conjunto
de datos en distintos grupos (clusteres) en funciéon de sus similitudes o discrepancias.
Entre los algoritmos existentes se encuentran el algoritmo k-means o k-medias [43] y
los modelos de mezcla gaussiana [68].

e Algoritmos de asociacion: se fundamentan en una serie de reglas para conseguir
abstraer las relaciones entre los elementos.

e Algoritmos de reducciéon de la dimensionalidad: como el propio nombre indica,
consigue reducir el espacio de caracteristicas o dimensiéon del conjunto de datos de
estudio. Tiene por objetivo conseguir una mejora en el rendimiento de posteriores
algoritmos de Machine Learning que se apliquen a los elementos. Entre las técnicas
existentes, destaca el Anéalisis de componentes principales (PCA) [86], la descomposi-
cion en valores singulares (SVD) [71] y los codificadores automaticos [6].

» Aprendizaje por refuerzo: el algoritmo tiene por objetivo aprender en base a su propia
experiencia. El algoritmo cuenta con el conocimiento de los posibles estados del sistema,
las acciones que pueden ser realizadas y las recompensas que otorga cada acciéon. De esta
forma el algoritmo es capaz de escoger, tras un proceso de ensayo y error, la mejor accién en
diferentes escenarios, entendiendo por mejor accion, aquella que maximice las recompensas
obtenidas. Un ejemplo de algoritmo dentro del aprendizaje por refuerzo es el @Q-learning
[82], empleado en juegos de toma de decisiones y robdtica entre otros campos.

3.1.2. Redes neuronales

Las redes neuronales son un modelo computacional que vertebran especialmente los algo-
ritmos de Deep Learning. La estructura estd inspirada en las neuronas cerebrales. Se puede
considerar que este estudio se inicié con McCulloch y Pitts [56] cuando en 1943 publicaron un
estudio acerca de cémo el cerebro humano conseguia abstraer patrones gracias a sus neuronas y
lo comenzaron a relacionar con la ldgica booleana. Fueron capaces de modelar una red neuronal
sencilla empleando circuitos eléctricos.

De forma resumida, las neuronas biolégicas poseen tres componentes diferenciados: dendritas,
cuerpo y axén. FEmiten impulsos eléctricos a través de su axén y los reciben de otras neuronas
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gracias a las dendritas. El axén es una larga fibra que comunica una neurona con el resto. La
sinapsis es el proceso por el cual las neuronas se comunican entre si con el prop6sito de transmitir
informacion. La red neuronal va creando conexiones o modificando las existentes a medida que
va aprendiendo.

Siguiendo el mismo razonamiento la neurona artificial posee una serie de componentes como
muestra la Figura 3.1:

{ Neurona biolégica ]

_Dendrites

Axon terminals

[ Neurona artificial ]

w
| )Y mline

a
3

Figura 3.1: Estructura de una neurona [84]

= Vector de entrada x: se corresponde con el conjunto de elementos a procesar. Tiene su
analogia en las dendritas de una neurona biologica.

= Vector de pesos w: se equipara con la sinapsis de las neuronas. Es un vector w =
{wy, ..., w, }. Determina cuénto se pondera cada elemento de entrada en la red.

= Sesgo b: es el umbral de accién o activacion, representa la facilidad con la que se dispara
una neurona.

= Funcién de propagacion 3: es una funcion lineal que representa una suma del vector de
entrada ponderada por el vector de pesos de la red. Se anade al sumatorio un sesgo b.

n
Y= Zmiwi +b
i=1

= Funcién de activacion f: se encarga de transformar el conjunto de salida de una neurona
con el fin de limitar la amplitud de los valores resultantes. Generalmente se emplean fun-
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cilones continuas monotonas crecientes. Las funciones de activacion usuales se encuentran

resumidas en la Tabla 3.1.

Tabla 3.1: Funciones de activacion

Nombre Funcién Grafico
Lineal flx)==x
e
. . 1 L]
Sigmoide f(@) = 7= :

Tangente hiperbolica

ReLU (Rectified Linear Unit) () = méx(0, 7)
[61] - ’

Leaky-ReLU [52] f(z) = méx(0,01z, x)

Swish [65]

Lucia Olmos Vela
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Nombre Funcién Grafico

Mish [58] f(x) = z(tanh(In(1 + €7)))

Por lo tanto, una red neuronal se constituye como un conjunto de elementos, denominados
neuronas, interconectados que se estructuran en capas. Una red neuronal es un conglomerado de
neuronas simples, puesto que trabajar con un modelo de una tnica neurona queda demasiado
limitado.

Una red neuronal posee una capa de entrada, una o varias capas ocultas y una capa de salida.
La diferencia para que una red neuronal se considere un modelo de Deep Learning reside en el
numero de capas ocultas que posea. Si la red posee més de una capa oculta o un mayor niimero
de neuronas por capa o neuronas de diverso tipo, entonces el modelo creado seré considerado
un algoritmo dentro del ambito del Deep Learning. La capa de entrada esta formada por tantas
neuronas como atributos hay presentes en el conjunto de datos de entrada. La capa de entrada se
comunica con una o més capas ocultas. Las capas ocultas son todas aquellas capas existentes, a
excepcion de la capa de entrada y de salida de la red, encargadas de procesar los datos entrantes
y pasarlos a la siguiente capa. Cada una de las neuronas de cada capa posee su propio vector de
pesos, y su sesgo. En las capas ocultas es donde se efecttia el procesamiento de la informacion.
Por dltimo, la capa de salida, arroja los resultados de la tarea para la que ha sido disefiada, que
generalmente es clasificaciéon o regresion.

El proceso de aprendizaje de la red puede ser supervisado o no supervisado !. En ambos
casos la red tiene por objetivo ajustar los pesos w y el sesgo de las neuronas de forma que la red
consiga abstraer la distribucién de los datos para generar la salida adecuada.

El proceso de entrenamiento, en el caso concreto de aprendizaje supervisado en una red
neuronal multicapa sigue una serie de pasos:

= Se introduce el conjunto de datos de entrada en la capa de entrada de la red. La red procesa
los datos y produce una salida para cada elemento.

= Se calcula una funcién de pérdida atendiendo al valor real y al valor obtenido por la red.

» Se emplean algoritmos (en el caso de redes multicapa), como la retropropagacion y el
descenso del gradiente, mediante los cuales se busca optimizar los parametros de la red de
forma que minimicen el error arrojado [29].

Este proceso constituye una época (epochs). En el proceso de entrenamiento se realizan tantas
épocas como se considere necesario en funcién de la naturaleza de los elementos de entrada.

Por otra parte, las redes neuronales pueden ser clasificadas atendiendo a diferentes criterios:

'En la mayoria de los casos este proceso de aprendizaje va a ser supervisado. Las redes neuronales no su-
pervisadas son empleadas generalmente para labores de clustering o reducciéon de la dimensionalidad. Las més
destacadas son la red de Kohonen o Mapa Autoorganizado y la red neuronal Autoencoder.
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= En funcién del nimero de capas ocultas: se distingue entre las redes que poseen una
unica capa oculta (redes monocapa) o aquellas que poseen multiples capas ocultas (redes
multicapa)

= En funciéon de la realimentaciéon: en este grupo se encuentran las redes no recurrentes,
aquellas en las que la propagacién tiene lugar en un solo sentido, y las redes recurrentes,
las cuales poseen realimentacion, ya sea con las neuronas de capas anteriores, de la misma
capa o de una neurona consigo misma.

= En funcién del grado de conexion: se distingue entre las redes neuronales parcialmente
conectadas y las redes neuronales totalmente conectadas (todas las neuronas de una capa
se encuentran conectadas con las de la capa posterior y con las de la capa previa en el caso
de tratarse de redes recurrentes).

3.1.3. Deep Learning

El Deep Learning [51] es un subcampo dentro del Machine Learning que posee la capacidad
de representar los elementos a tratar como una jerarquia de conceptos més simples, siendo por
tanto capaz de trabajar con datos complejos. Ademés permite trabajar con datos de naturaleza
variada, como texto, imagen, audio, entre otros. Las aplicaciones del Deep Learning son variadas,
destacando las areas de visiébn computacional, reconocimiento del habla y procesamiento de
lenguaje natural. Ejemplos concretos pueden ser el analisis de sentimientos, traduccién de textos
o reconstruccion de circuitos cerebrales entre otros.

Los modelos de Deep Learning, a diferencia de los existentes en el Machine Learning, son
capaces de extraer ellos mismos las caracteristicas de mayor relevancia presentes en el conjunto
de datos de entrada. Los modelos que conforman este campo son las redes neuronales multicapa,
también llamadas redes neuronales profundas (Figura 3.2), es decir, aquellas redes neuronales
que cuentan con varias capas ocultas de procesamiento. Entre los ejemplos de este tipo de re-
des se encuentran las redes convolucionales (CNN), redes recurrentes (RNN), redes generativas
adversarias y Transformers. Uno de los motivos de su empleo es debido a que es més ventajoso
aumentar la profundidad anadiendo capas que aumentar el nimero de neuronas en cada capa,
de esta forma el nimero de neuronas necesarias crece de forma lineal con cada capa en vez de
que la complejidad aumente de forma exponencial.

Capa de Capa de
[ Copes oautas ]

7 AR %A

TR 7
{ 3 2\

6.9

Figura 3.2: Red neuronal profunda

42 Lucia Olmos Vela



3.1. Contexto cientifico-técnico

Se pueden distinguir dos etapas principales si se particulariza al caso en el cual se centra este
trabajo (redes convolucionales para trabajar con imégenes) y se describird con mayor detalle
en la Subseccién 3.1.4. Primeramente se realiza una extracciéon de caracteristicas, en la cual se
crea a partir del conjunto de datos de entrada una jerarquia de capas con las caracteristicas
méas relevantes. Esta fase elabora una estructura estratificada, en la cual progresivamente se
obtienen caracteristicas de menor a mayor complejidad del conjunto de datos, de forma que las
caracteristicas de més alto nivel se conforman en funcién de los niveles previos. En la segunda
fase, se realiza una transformaciéon de caracteristicas, en la cual a partir de una representacion a
alto nivel, se consigue obtener la salida correspondiente.

Por ejemplificarlo, partiendo de una red neuronal profunda para la clasificaciéon de imégenes,
en las primeras capas ocultas se extraerédn detalles de bajo nivel, como pueden ser colores o bordes,
mientras que en las capas sucesivas el modelo serd capaz de extraer patrones y elementos mas
complejos, como por ejemplo una cara de una persona. Por tltimo se realizara una transformacion
adecuada para que la ultima capa arroje la etiqueta de la clase a la que pertenece la imagen
identificada.

La cantidad de elementos en el conjunto de entrada influye notablemente en la capacidad
predictiva del modelo. Contar con un gran nimero de datos permite al modelo ser capaz de
generalizar y obtener mejores resultados frente a elementos nunca vistos. Por el contrario, si el
conjunto de entrenamiento es pequeno, existe una elevada probabilidad de sobreajuste, ademés
de ser més costoso.

Un inconveniente que presentan las redes neuronales profundas es que no son invariantes a
la posicion, es decir, ajustard nuevamente todos los pesos y sesgos si como entrada recibe una
imagen donde algiin objeto se encuentre desplazado con respecto a una imagen anterior.

Por otra parte, las redes neuronales profundas se caracterizan a su vez por el tipo o tipos de
neuronas que poseen, destinadas a cumplir una funcién particular. Entre estos tipos de neuronas
se encuentran por ejemplo las neuronas de convolucién diseniadas para realizar operaciones de
convolucion y extraer caracteristicas locales (Subseccion 3.1.4), las neuronas recurrentes que
permiten almacenar la secuencia de los datos, las neuronas LSTM (Long Short-Term Memory)
que almacenan informaciéon relevante a largo plazo, las neuronas de atenciéon que permiten a la
red que se centre en los datos més relevantes y las neuronas de embedding que convierten datos
categoricos en vectores continuos.

3.1.4. Redes convolucionales

Las redes convolucionales se inspiran en la estructura de la parte del cerebro que se encarga
de ejecutar las funciones mas complejas, el neocortex. Existen numerosos trabajos que avalan el
hecho de que el cerebro humano extraiga la informacion visual mediante una seleccion de carac-
teristicas de menor a mayor complejidad. En 1980, K. Fukushima introdujo una red neuronal,
Neocognitron [26], que trataba de imitar este comportamiento del cerebro humano. Fue ya en
1989 cuando Yann LeCun introdujo la primera red neuronal convolucional [49]. Estas redes intro-
ducen nuevos tipos de capas, las de convolucién y las de pooling que se encargan de la extraccion
de caracteristicas del conjunto de datos de entrada y la reduccién progresiva de la dimensién de
este espacio de caracteristicas.

La ventaja de las redes convolucionales [35] es que no tienen todas las neuronas de las capas
conectadas, es decir, cada neurona no tiene por qué encontrarse conectada con todas las neuronas
de la capa tanto anterior como posterior. Una capa que posea esta propiedad se denomina densa
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o fully-connected. El hecho de no tener capas densas facilita el manejo de grandes voliimenes de
datos y datos complejos de entrada, consiguiendo que sea computable en tiempo finito tanto el
entrenamiento como la validacién de los modelos. Puesto que el estudio que se aborda emplea
conjuntos de imagenes como entrada, se particulariza la explicacién para este tipo de datos.

A la capa de entrada de una red convolucional le siguen de forma alternada una serie de
capas convolucionales y capas de pooling. Posteriormente se colocan una o diversas capas fully-
connected y generalmente la dltima capa es una capa softmazx que tiene por objetivo arrojar la
probabilidad de pertenencia a cada clase de cada una de las imagenes introducidas. Se describe
a continuaciéon cada uno de los tipos de capa con mayor detalle.

= Capa de entrada: conforma la capa inicial de la red, la cual recibe el conjunto de imagenes
a tratar. Las dimensiones del conjunto de entrada es una tupla (r,n,n,c) donde r es el
nimero de imégenes que se van a procesar en paralelo, n X n es la dimensién de la imagen
y ¢ es el numero de canales de los que estd compuesta la imagen, uno si es en escala de
grises y tres si es en color.

= Capa convolucional: la convolucién constituye una operacién entre una imagen de en-
trada y un filtro o kernel, generando un mapa de caracteristicas. Un filtro se encarga de
identificar un mismo rasgo a lo largo de una imagen. Una capa de convolucién esta for-
mada por una o mas convoluciones, siendo la salida la concatenaciéon de todas las salidas
individuales. Es habitual que el resultado de la convolucién posea un tamano mas reducido
en comparacién con el tamano del elemento de entrada, puesto que la convolucién solo es
computable en aquellas celdas donde tanto el elemento como el filtro estén definidos. Si se
desea conservar el tamano se realiza la operaciéon previa de padding en la cual se introducen
ceros en los extremos de la imagen, para que sea efectiva la convolucién en cada una de
las celdas del elemento de entrada. Por otra parte, también es posible reducir de forma
controlada la dimensién configurando el tamano del paso o stride. En el caso de que el paso
de convolucién sea p, el tamano de la imagen de salida de esa capa sera

ks

siendo n el tamano del mapa de caracteristicas y k el tamano del kernel aplicado.

= Capa de pooling: en esta capa se realiza un submuestreo de los mapas de caracteristicas
obtenidos con el objetivo de localizar las caracteristicas identificadas en las capas convolu-
cionales. Técnicas comunes de esta capa consisten en calcular la media (average-pooling) o
el valor maximo (maz-pooling) de una caracteristica en un area concreto de la imagen.

= Capa fully-connected: como su propio nombre indica, esta capa o conjunto de capas
tienen sus neuronas totalmente conectadas, tanto con las de la capa anterior como de las
de la posterior.

Entre los ejemplos de este tipo de redes se encuentran AlexNet [3], ResNet |36] entre la que
destaca Resnet50 constituida por 50 capas, Inception V3 [74] que emplea filtros de distintos
tamanos para asi obtener caracteristicas méas especificas, Xception [15] que optimiza la forma de
realizar las convoluciones, SqueezeNet [39] que destaca por ocupar poca memoria o EfficientNet
[74] entre otras.
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3.1.5. Técnicas de remuestreo

Este conjunto de técnicas se basa en la alteraciéon del conjunto de datos que se encuentra
desbalanceado, de forma que consigan arrojar el conjunto de datos balanceado. Generalmente
son técnicas que se aplican a conjuntos de datos numeéricos, pero constituyen la base fundamental
para posteriormente ser integradas en modelos de balanceo que trabajen con conjuntos de datos
de naturaleza més compleja.

A continuacion se detallan las técnicas mas relevantes dentro de este abanico.

Submuestreo aleatorio

Este método, también denominado undersampling, se fundamenta en la eliminacion de ele-
mentos de la clase mayoritaria del conjunto de datos de entrenamiento. Se selecciona de forma
totalmente aleatoria un conjunto de datos pertenecientes a la clase mayoritaria, y posteriormente
son eliminados del conjunto de datos original. Un ejemplo de ello se encuentra en la Figura 3.3.
El niimero de instancias eliminadas es variable, pero es comiin reducir hasta que el niimero de
elementos de la clase mayoritaria iguale al niimero de elementos de la clase minoritaria.

El principal inconveniente de este método es que la eliminacién de datos de forma aleatoria
puede suprimir instancias susceptibles a ser relevantes.

Datos desbalanceados Datos balanceados

Figura 3.3: Ejemplo undersampling

Condensed Nearest Neighbours, CNN

Como su nombre indica, se sustenta en la técnica de los k-vecinos més proximos para conseguir
condensar los datos. Pretende eliminar aquellos que no aportan informacion ttil al conjunto de
entrenamiento. De esta forma, se comienza a erradicar la aleatoriedad en la elecciéon de las
instancias a eliminar. Esta técnica fue elaborada por Peter E. Hart en 1966 y publicada en [33].

Sea X = {x1,...,x,} el conjunto de entrenamiento. El procedimiento seguido consiste, prime-
ramente, en etiquetar todos los elementos del conjunto asignandoles un par (x;,y;), i = 1,...,n,
donde x; es la instancia correspondiente e y; es la clase a la que pertenece el elemento. A partir
de ellos se va seleccionando el nuevo conjunto de entrenamiento E, conjunto que, inicialmente, ya
posee de forma inamovible los elementos de la clase minoritaria. Para seleccionar los elementos
a considerar de la clase mayoritaria, se desarrolla el siguiente proceso iterativo

1. Se escoge de forma aleatoria un primer elemento de la clase mayoritaria que pertenecera al
conjunto E, (z;,y;).

Lucia Olmos Vela 45



Capitulo 3. Antecedentes

2. Se aplica el algoritmo de los k-vecinos mas cercanos, generalmente k = 1, y se seleccionan
los vecinos del elemento anterior (x;,y;), cuyas clases no coincidan con la clase de este
elemento.

Este procedimiento continda escogiendo uno a uno elementos del conjunto X hasta que ocurra
una de las dos posibles condiciones de parada

= El nuevo conjunto de datos F esté completo, es decir posea el mismo ntimero de elementos
que el conjunto original, y por tanto sea igual a éste.

= En una iteraciéon no se anada ningin elemento al conjunto FE, esto implica que en las
sucesivas iteraciones tampoco se va a ver modificado E.

Lo descrito se ilustra con el ejemplo de la Figura 3.4. Remarcar que el pardmetro k escogido
para los k-vecinos es el mismo en todas las iteraciones. La interpretaciéon geométrica de esta
técnica consiste en que se reduce el namero de elementos de la clase mayoritaria en las regiones
donde habia gran densidad de instancias de este tipo.

La desventaja de este método radica en la eleccion aleatoria del primer elemento. Las técnicas
posteriores intentar paliar este obstaculo.

Conjunto de Datos Original Conjunto de Datos con elementos a eliminar Conjunto de Datos tras aplicar CNN
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Figura 3.4: Ejemplo CNN

Tomek Links

Este método pretende subsanar la carencia fundamental del método anterior Condensed Nea-
rest Neighbours. Es por esto que minimiza la aleatoriedad del proceso de elecciéon de la primera
instancia del proceso. Se basa en la distancia minima entre dos elementos pertenecientes a clases
diferentes. Un Tomek link se forma cuando dos elementos pertenecientes cada uno a una clase
distinta, poseen una relaciéon directa, sin la existencia de elementos en el medio. De forma que,
las instancias que poseen estas caracteristicas serdn descartadas del conjunto resultante. Esto
permite una limpieza de elementos pertenecientes a las regiones de contacto entre clases.

Sean A y B dos conjuntos, cada uno de los cuales contiene elementos de una tnica clase. Se
define E¥ como el conjunto que va a albergar los datos seleccionados del conjunto original, que
ya cuenta inicialmente con los elementos de la clase minoritaria (Figura 3.5). La descripcion del
procedimiento iterativo es la que sigue

1. Se escoge un elemento del primer conjunto a € A y otro elemento del segundo conjunto b €
B. Se calcula la distancia entre ambos d(a, b). La eleccion de la distancia empleada depende
de la geometria del conjunto, pero generalmente se hace uso de la distancia euclidea.
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2. Si para ningun elemento x del conjunto original ocurre
d(a,x) < d(a,b) o d(z,b) <d(a,b)

entonces el elemento de la clase mayoritaria seré descartado y no formara parte del conjunto
final E.

Generalmente el niimero de elementos eliminados es sustancialmente menor. Por otra parte,
este procedimiento consigue efectuar una eliminaciéon de elementos en las regiones de contacto
entre las clases. Mientras que con el método Condensed Nearest Neighbours lo que se conseguia
era despejar las regiones donde predominaba la clase mayoritaria, mediante la eliminacién de
elementos de esa region, manteniendo los elementos proximos a la frontera de contacto entre las
clases.

Conjunto de Datos Original Conjunto de Datos con elementos a eliminar Conjunto de Datos tras aplicar Tomek Links
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Figura 3.5: Ejemplo Tomek Links

Edited Nearest Neighbours, ENN

En 1972, Wilson en [85] modifica los métodos anteriores para arrojar una solucioén que elimina
de forma mas directa las instancias del conjunto de datos no deseadas. De forma resumida, se
centra en eliminar los elementos del conjunto original cuya clase difiere de la clase mayoritaria
de sus k-vecinos mas cercanos.

El método acttia como se detalla

1. Se escoge un elemento (x;,y;) del conjunto de datos de entrenamiento y perteneciente, a
su vez, a la clase mayoritaria.

2. Se realiza el calculo de sus k-vecinos més cercanos. Generalmente esta técnica suele emplear
k=3.

3. Se observa la clase predominante en esos k vecinos tomados, y si esa clase no coincide con
la clase del elemento (z;,y;), éste es eliminado.

El procedimiento se realiza para cada elemento del conjunto de datos. Un ejemplo se puede
visualizar en la Figura 3.6. Existe una variante iterativa denominada Repeated Edited Nearest
Neighbours.

Wilson en [85] realiza un analisis del rendimiento que arroja el método en funcion del namero
de vecinos escogido, k. Concluye que escoger k = 3 posee mejor rendimiento que escoger k = 1.
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Conjunto de Datos Original Conjunto de Datos con elementos a eliminar Conjunto de Datos tras aplicar ENN

C eg, Peet %. . o e, P el . . B g, P et %, . 8
. . ®e L . . . . . . . .
.o - LS . o VIS N .o o . .
.... Y . . o 0% . . . o 0% . '. .
o g e @ e o g s e o4 o e e
. o O . o, oo « o .o o, oo . o 2 . o, oo
o ® D ¢ .. ol o’ B ° .. o oo I ° .. o
. G500 . . . e . °,° . . B . Q500 . .
. . R o i N e . os ® i o R o, i
Y o ® > . CRd ® . TR ®
& . o, '.' ° ..o i) 'o.‘. . & . .0 '.' . ..o ;) .o.‘. . & . o0 '.° ° ..o i) ..... .
o o o o o o
‘e ..:. o e, . :.° 5 e ‘e '.:. I . =.° 5 [ ‘e ..:. . e, . :.' 5 e
o ° e * o . D o ° o o % ene . D o ° oo O |0U . .
o . * o . g o . °
b o o & 5 . b o oo & ¢« o ° hd o oo o o o o °
o 1% o o O o o O oo
. °s o o pe 00 e . es o g 00 0 .
° © °° o . o
.

Figura 3.6: Ejemplo ENN

Sobremuestreo aleatorio

El conjunto de datos original se ve alterado anadiendo nuevamente de forma aleatoria instan-
cias pertenecientes a la clase minoritaria. En particular, lo habitual es anadir instancias hasta que
ambas clases posean el mismo ntmero de elementos o lleguen a una cota deseada (Figura 3.7).
Ademas, el coste computacional de realizacion del método es reducido. Esta técnica se conoce
también con el nombre de oversampling. El perjuicio fundamental de este método es que produce

sobreajuste en las posteriores clasificaciones.

Datos desbalanceados Datos halanceados

Figura 3.7: Ejemplo oversampling

Synthetic Minority Over-sampling Technique, SMOTE

La técnica SMOTE, Synthetic Minority Over-sampling Technique [14], es un método que
permite obtener clases balanceadas mediante el empleo de un sobremuestreo (oversampling).
Se fundamenta en la creaciéon de instancias sintéticas de la clase minoritaria. Comtnmente, va
seguido de un undersampling de la clase mayoritaria.

Esta técnica surge tras constatar que la prediccién de la clase minoritaria no mejora cuando
se realiza un sobremuestreo aleatorio de esta clase. Esta basada en la generaciéon de instancias
sintéticas dentro de un espacio de caracteristicas en vez de dentro del conjunto de datos original.
Para crear un elemento sintético, es necesario elegir una instancia de la clase minoritaria. A
continuacién, se escoge un punto intermedio sobre la linea que une el elemento elegido con uno
de sus k-vecinos elegido aleatoriamente. Un ejemplo se puede encontrar en la Figura 3.8.
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Por precisar, este procedimiento se describe como sigue:

1. Se escoge un elemento aleatorio x perteneciente a la clase minoritaria.

2. Se calculan sus k vecinos més cercanos, con k dependiendo del problema a tratar, y se
escoge de forma aleatoria uno de esos vecinos .

3. Entre el vecino escogido y y el elemento inicial x se calcula su distancia d(z,y). General-
mente se emplea la distancia euclidea, pero depende de la geometria del problema.

4. Se escoge de forma aleatoria un nimero perteneciente al intervalo a € [0, 1] y se multiplica
por la distancia anteriormente calculada.

5. El punto sintético s se conforma trasladando el elemento inicial, es decir, sumando el valor
anteriormente obtenido al elemento z.
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Figura 3.8: Ejemplo SMOTE

La consecuencia de aplicar esta técnica, es que se generan regiones més amplias y menos
especificas, en contraposiciéon con las regiones de menor tamano y mas especificas de las que se
partia.

La técnica SMOTE se puede combinar con otras técnicas de undersampling (Figura 3.9). El
hecho de aplicar una técnica para eliminar instancias de la clase mayoritaria, para posteriormente
aumentar el nimero de elementos de la clase minoritaria gracias a SMOTE, arroja generalmente
mejores resultados que los obtenidos aplicando cada técnica por separado. De esta forma es
frecuente emplear SMOTE+Tomek Links, SMOTE+ENN.
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Figura 3.9: Ejemplo SMOTE combinado con undersampling
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Adaptative Syntetic Sampling, ADASYN

Esta técnica de reduccion del sesgo como consecuencia del desbalanceo de clases fue introdu-
cida por varios autores en 2008 en [34]. Se fundamenta en la técnica SMOTE. Trata de anadir
variabilidad en los datos generados.

El procedimiento a seguir se describe a continuacién:

1. Se calcula el grado de desbalanceo, expresado como el cociente entre el ntimero de elementos
de la clase minoritaria y el ntimero de elementos de la clase mayoritaria.

_ Xl

d =
Y|

denotando por X el conjunto de elementos de la clase minoritaria y por Y al de la mayo-
ritaria.

2. Para que este algoritmo se lleve a cabo, es condicién indispensable que d sea menor que una
tolerancia establecida, d < tol. De no ser asi, las sucesivas etapas no podrian ser efectuadas.

3. Se calculan el niimero de elementos sintéticos que es necesario generar
G=(X[-[Y[)xp

siendo 8 € [0,1] el nivel de balanceo de datos deseado. Un valor 5 = 1 significa que el
conjunto de datos que se cree estard completamente balanceado.

4. Para cada elemento perteneciente a la clase minoritaria x; € X, se calculan sus k-vecinos
mas proximos.

5. Se calcula el ratio

Ty = —/ Vi

k

donde A; es el numero de elementos encontrados en los k vecinos més cercanos y que
pertenecen a la clase mayoritaria. Es por tanto inmediato comprobar que r; € [0, 1].

6. Se normaliza el valor del ratio T3
~ T
7y =

X
Zj:i Ty

7. Se calcula el ntimero de elementos que van a ser generados para cada una de las instancias
de la clase minoritaria

gi:ﬂ'XG

8. Para generar los g; elementos de cada instancia x; se realiza un proceso iterativo. Para cada
X; v en cada iteraciéon, se escoge un elemento aleatorio de la clase minoritaria perteneciente
a estos k-vecinos mas cercanos ajj. Se escoge un nuimero aleatorio A € [0, 1]. Luego el
elemento generado es

Si:Xi+(aij—Xi)X>\
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Un ejemplo del proceso descrito se muestra en la Figura 3.10.
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Figura 3.10: Ejemplo ADASYN

Otras técnicas

Las técnicas basadas en remuestreos son abundantes, se han detallado las méas relevantes.
Por enumerar, entre las técnicas fundamentadas en la estrategia de los vecinos més cercanos y
que no han sido mencionadas, se encuentran All k-Nearest Neighbors (AKNN) |77], Neighbour
Cleaning Rule (NCL) [47] reduciendo la presencia de outliers, Repeated Edited Nearest Neighbour
(RENN) [77].

También destacar técnicas posteriores a SMOTE que introducen ciertas mejoras en cuanto
a la eleccion de los vecinos més cercanos: Radial-Based Undersampling [46], bebiendo a su vez
de las ideas del método Radial-Based Oversampling (RBO), Adaptative Mahalanobis Distance-
based Over-sampling (AMDO) [88] que introduce una descomposicion de valores singulares para
los distintos tipos de instancias. Este tltimo esta basado en MDO (Mahalanobis Distance-based
Over-sampling) que emplea el calculo de la covarianza para generar las instancias de las clases
minoritarias.

3.1.6. Técnicas basadas en la funciéon de coste o pérdida

Estas técnicas o métodos sensibles al coste tienen como base el coste o error asociado de cla-
sificar incorrectamente una instancia del conjunto de datos. Una funcién de pérdida se construye
sumando los costes individuales o simplemente los errores obtenidos al clasificar cada elemento
del conjunto. Es necesario contar con una buena aproximacién de los costes referentes a cada
error de clasificacion.

Existen numerosas variantes a la hora de implementarlo en los algoritmos de Machine Lear-
ning. Por la naturaleza de este trabajo, se limita esta descripcion a las funciones de pérdida
dentro del 4mbito de las redes neuronales. En estas, las funciones de coste se incorporan direc-
tamente en los algoritmos, consistiendo el aprendizaje durante el entrenamiento en minimizar
estas funciones.

La funcién de pérdida toma la forma

N
E@) =Y fy?,py)
=1
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donde N es el nimero total de elementos del conjunto de datos a clasificar, y(®) constituye el
vector normalizado de valores reales esperados para cada uno de los elementos, mientras que

(4)

py  conforman los valores predichos por el modelo para ese elemento, parametrizados por los

pesos y sesgos de la red. Para simplificar la notacion se considerara en adelante p(9 = pg). Es
de observar que, al tratarse de probabilidades, la suma de las posiciones del vector y( debe ser

igual a uno
n .
>y =1
i=1

siendo n el numero de neuronas en la capa de salida, coincidente con el ntimero de clases existentes
en el conjunto de datos a analizar.

De esta forma, el aprendizaje del modelo tiene como objetivo la bisqueda del parametro 6
6ptimo que arroja el menor valor posible de la funciéon de error E(6)

6 = arg Hél:n E(9")

Este tipo de técnicas pueden mejorar significativamente la clasificaciéon de un conjunto de
datos desbalanceado al poner el foco en la errénea clasificacion de las instancias de las clases
minoritarias.

Por ejemplificarlo, existen métodos que asignan diferentes valores de coste en funciéon de la
clase a la que pertenezca el elemento clasificado erréneamente, penalizando notablemente un
dato mal clasificado perteneciente a una clase minoritaria frente a uno incorrecto de la clase
mayoritaria.

A continuacién se enumeran brevemente las funciones de pérdida més comunes para este
proposito.

Error cuadratico medio, MSE
Minimiza el error cuadratico de la diferencia entre el valor esperado y el predicho.

N N n (@) ()42
oo 1 (y;” —p;")
BO) =3 fpy) = 5> ( = )
i=1 i=1 j=1

entendiendo la notaciéon p(.i)

;7 como la probabilidad de que el elemento ¢ pertenezca a la clase j.

Mean False Error, MFE

Esta funcion [80] tiene en consideracion los falsos positivos y falsos negativos que se recogen
en la matriz de confusién. Se denomina, por simplicidad, clase positiva a la clase o conjunto de
clases las cuales poseen los elementos que se pretende clasificar correctamente. Generalmente se
corresponde con la clase o clases minoritarias. En contraposicion, la clase negativa lo constituye
el conjunto de clases de las que se posee menor interés en clasificar correctamente. En funcion
de la clasificacién que arroje el modelo, se pueden observar cuatro escenarios posibles:

» Verdadero positivo (VP): aquellos casos en los cuales el modelo predijo correctamente
una instancia perteneciente a la clase positiva.
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» Verdadero negativo (VN): aquellos casos en los cuales el modelo predijo correctamente
una instancia perteneciente a la clase negativa.

» Falso positivo (FP): aquellos casos en los cuales el modelo predijo una instancia como
si perteneciera a clase positiva, cuando en realidad ésta pertenecia a la clase negativa. Se
conoce también con el nombre de error de tipo I.

» Falso negativo (FN): aquellos casos en los cuales el modelo predijo una instancia como
si perteneciera a clase negativa, cuando en realidad ésta pertenecia a la clase positiva. Se
conoce también con el nombre de error de tipo II.

La matriz de confusién atna estos cuatro conceptos bajo una misma estructura

VP FP

FN VN

De esta forma se consigue que el modelo sea méas sensible a los errores pertenecientes a la
clase minoritaria. La funcién de error es la suma de la funcién que calcula el error de falsos
positivos, FPE, y la funcién de error de los falsos negativos, FNE.

A n (@) ()2
1 (y;” —p;")
FPE = — § > (2

(%) (%)

1 & (y;” —p;”)?
FNE:BZE<2>

E(0) = FPE + FNE

siendo A y B el nimero de elementos en la clase negativa y positiva respectivamente.

Mean Squared False Error, MSFE

Aumenta la precisiéon con respecto a la funcién de pérdida anterior. MSFE se fundamenta
en el hecho de que el error cuantificando los falsos negativos contribuya en mayor medida que el
FPE. Se formula como el cuadrado de la suma de ambas cantidades tratadas.

E) = (FPE + FNE)?

Cross Entropy Loss

La funcién de entropia cruzada [91] supone una mejora significativa con respecto a las métricas
anteriores. Consigue arrojar ajustes valiosos para el descenso del gradiente, algoritmo méas comun
para optimizar los pesos y sesgos de un modelo de clasificacién.

N n
1 Y () ()
Lcg = _N Y; log(pj )

i=1 j=1
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Bilinear Loss y Log Bilinear Loss

En estas funciones de pérdida se tiene en consideraciéon la matriz de coste y, en consecuencia,
consiguen un incremento de la precision. Esto es debido a considerar la cuantificacion de los
distintos errores de clasificacién de los elementos del conjunto de datos.

Se define la matriz de coste M como aquella en la que cada elemento m; ; se corresponde con
el costo de asignar a un elemento la clase j cuando verdaderamente pertenece a la clase i. De
esta forma, los costes no negativos se asignan a las clasificaciones incorrectas.

La funcién de pérdida Bilinear Loss se define como
Lp=y"Mp

La funciéon de pérdida bilineal es conveniente cuando se pretende encontrar dénde se concentran
los errores de clasificacion.

De forma analoga la funcion log-Bilinear loss [67| toma la forma
Lyp =~y Mlog(1l - p)

Estas funciones se combinan linealmente a su vez con la funcién de pérdida basada en la
entropia cruzada, beneficidndose de las ventajas que proporcionan ambas.

Legip=0—a)Lep +ay'Mp 0<a<1

Lopsrs = (1-a)lop —ay"Mlog(1—p)  0<a<1

3.1.7. Técnicas basadas en redes GAN

Las redes generativas adversarias (GAN) fueron introducidas en 2014 en [28] con el objetivo
de generar nuevas instancias que sigan la misma distribucién que el conjunto de datos original.
Estan formadas por dos redes neuronales, una red generadora G y otra red discriminadora D
como muestra la Figura 3.11.

La red generadora G tiene como funcién generar las nuevas instancias respetando la distri-
bucién de los elementos del conjunto de entrenamiento. Por su parte, la red discriminadora D
discierne si las instancias de entrada pertenecen al conjunto original, es decir, son reales o por el
contrario han sido generadas artificialmente. Este discriminador penaliza al generador si produce
muestras inverosimiles. El objetivo del entrenamiento de una red GAN consiste en conseguir que
el generador maximice sus posibilidades de no ser detectado, mientras que el discriminador afine
su método de deteccion entre las instancias reales y falsas. Esta competencia entre ambas redes
tiene como resultado que el generador cada vez arroje instancias mas realistas, semejantes a las
ya existentes en el conjunto de datos original.
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Figura 3.11: Esquema GAN

Las redes generativas adversarias implementan a su vez modelos para subsanar el desbalanceo
de datos, basandose en el mismo problema de que las instancias de las clases minoritarias no son
suficientes para poder entrenar correctamente una red GAN.

Por ser el proposito de este trabajo, se va a profundizar en técnicas que tomen como tipo
de datos imagenes. Este conjunto de métodos logran un aumento de la precisién y de la calidad
de las imagenes, consiguiendo a su vez gran variabilidad en las imagenes generadas de forma
artificial.

En contraposicién, existen limitaciones, especialmente debido a que, con recursos compu-
tacionales limitados, se generan modelos inconsistentes. Otra desventaja es que sigue siendo un
campo abierto de investigacién el encontrar una métrica precisa para evaluar la calidad de las
instancias generadas.

Generative Adversarial Minority Oversampling, GAMO

GAMO [59] constituye una técnica de oversampling en el &mbito del Deep Learning. Posee
tres fases diferenciadas: un generador convexo, un clasificador multiclase y un discriminador,
como se muestra en la Figura 3.12.

El generador convexo tiene como funciéon producir las instancias pertenecientes a las clases
minoritarias como combinaciones convexas de las muestras ya existentes. Por la forma de proce-
der, las instancias generadas se sittian préximas a la frontera de la clase a la que pertenecen. El
proposito de esto es conseguir que el clasificador discierna correctamente los limites de las clases,
siendo asi mas robusto frente a clases desbalanceadas.

El discriminador, por su parte, cumple la funcién de asegurar que las instancias generadas
sigan la distribucion prevista por las clases minoritarias. Cuando mayor relevancia toma es en el
momento en el cual una clase minoritaria no constituye un conjunto convexo.
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Figura 3.12: Esquema GAMO

Balancing Generative Adversarial Networks, BAGAN

BAGAN [53] se fundamenta en el concepto de crear instancias de la clase minoritaria (over-
sampling), haciendo uso de una combinacion eficiente entre el codificador (encoder) y el decodi-
ficador (decoder). Parte de tres premisas, las imagenes generadas deben pertenecer a las clases
deseadas, ademés no debe generar imagenes repetitivas entre ellas ni idénticas a las ya existentes
en el conjunto de datos original. BAGAN introduce dos novedades fundamentales con respecto
a las técnicas precedentes:

= Hace uso de una estructura de autoencoder que permite inicializar el entrenamiento de la
red, proporcionando a ésta informacion acerca de la distribuciéon de las clases existentes.
De esta forma se proporciona estabilidad, evitando que la red GAN colapse.

= FEl discriminador combina en una tnica salida la pérdida que obtiene al discernir entre la
categoria real /falsa ( {real, fake} ) y la pérdida producida al clasificar la imagen en una de
las clases existentes {c, ..., ¢, }. De esta forma el discriminador anicamente debe clasificar la
imagen en una categoria, incluyendo la categoria falsa como una mas {ci, ..., ¢, fake}.Esto
asegura que se realice un entrenamiento equilibrado entre las clases.

El articulo original emplea el calculo de una métrica de similaridad, como por ejemplo SSIM
(Structural Similarity) [81], para cuantificar la proximidad entre dos imagenes y por tanto de-
terminar la consecucién o no de los objetivos propuestos. SSIM toma el valor uno cuando ambas
iméAgenes son idénticas y decrece hasta cero dependiendo del grado de diversidad que exista entre
ellas.

BAGAN se desarrolla en tres fases: un entrenamiento del autoencoder, una inicializacion
de GAN, y un entrenamiento de esta red adversaria generativa. La primera parte consiste en
entrenar el autoencoder para que obtenga informacién acerca de la distribuciéon de las clases
y as{ poder inicializar la GAN cerca de una buena solucién, evitando que ésta colapse. Esto
se muestra en la Figura 3.13. Se trata de un aprendizaje no supervisado puesto que no posee
informacion sobre la distribucién inicial de clases. Se entrena empleando todas las imégenes del
conjunto de datos, independientemente de la clase a la que puedan pertenecer. El codificador
reduce una imagen y la traslada al espacio latente para, posteriormente, el decodificador a partir
de un vector del espacio latente, reconstruye la imagen inicial. Se emplea ademas como funcién
de pérdida la norma Iy entre las imagenes originales y las reconstruidas.
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Figura 3.13: Esquema BAGAN. Entrenamiento del autoencoder

Posteriormente, el conocimiento del entrenamiento es transferido a la red GAN, consiguiendo
inicializar los pesos acorde al propoésito e inferir en el espacio latente la distribucién que posee ca-
da una de las clases. Tanto el generador GG, como el discriminador D, poseen conciencia explicita
de cada una de las clases. Se inicializa de forma que el generador recibe los pesos ajustados del
decodificador del autoencoder, mientras que las primeras capas del discriminador se inicializan
con los pesos del codificador. Ademaés, la ultima capa del discriminador es una capa densa con
funcién de activacion Softmax. Lo descrito es posible debido a que el decodificador del autoen-
coder posee la misma topologia que el generador, asi como el codificador del autoencoder y las
primeras capas del discriminador cuentan con idéntica estructura. Partiendo de la hipdtesis de
que las clases siguen una distribucién normal, el generador tiene por funcién obtener la distri-
buciéon N, = N(pue, X¢) original de las clases, mediante el calculo de la media p. y la matriz de
covarianzas Y. de cada una de las clases.

El motivo de la inicializacién del discriminador es incluir caracteristicas significativas tutiles
en el momento de clasificar las imégenes. Por su parte, la inicializacion del generador consigue
equiparar los elementos de entrada en el generador con los elementos pertenecientes al espacio
latente del autoencoder para partir de una inicializacién maéas precisa en vistas a un correcto
entrenamiento de la red, evitando que colapse.

La tltima fase consiste en el entrenamiento propio de la red. Los conjuntos de datos se envian
al generador y al discriminador ajustando sus pesos con el fin de reducir la funcién de pérdida. En
esta fase, el generador G se encarga de generar imagenes de las diferentes clases. El discriminador,
por su parte, trata de discernir la clase de cada una de las imagenes generadas, incluyendo la
clase "falsagomo una mas, indicando que esa imagen ha sido generada artificialmente. Ademas
en cada lote de entrenamiento el nimero de elementos de imégenes generadas artificialmente es
similar al del resto de clases. De esta forma los gradientes de propagan de la misma forma para
cada una de las clases, no ignorando asi los elementos pertenecientes a la clase minoritaria.

Estas dos ultimas fases quedan recogidas en la Figura 3.14.
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Por otra parte, BAGAN cuenta con una serie de limitaciones, la principal es que frente
a conjuntos de datos en los cuales existe poca distincién entre las clases este método resulta
inestable.

Enhanced BAGAN with gradient penalty, BAGAN-GP

Como su propio nombre indica, BAGAN-GP [37] nace de la necesidad de solventar las desven-
tajas que posee BAGAN. La arquitectura empleada coincide con la de este método, a excepcion
de dos mejoras:

= Propone el empleo de un modelo de embedding dentro del autoencoder, que ayude a éste
a conseguir conciencia sobre la distribucion de cada una de las clases. Ademas el entrena-
miento del autoencoder es supervisado, teniendo conocimiento de la clase a la que pertenece
cada imagen. Con esta estructura adicional ya no es necesario presuponer que los vecto-
res del espacio latente siguen distribuciones normales como ocurria con el modelo original
BAGAN. De esta forma se evitan solapamientos entre las distribuciones, de forma que no
se generan muestras como resultado de la combinacion de dos clases distintas.

= Mejora la funciéon de pérdida, anadiendo una penalizaciéon del gradiente propio de otras
arquitecturas. Esta necesidad surge de que cuando se trabaja con conjuntos desbalancea-
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dos, los gradientes tienden a la prediccién de las clases mayoritarias, sin apenas tener en
consideracion las minoritarias.

En primer lugar sustituye la funcion de pérdida original de BAGAN (divergencia de
Kullback-Leibler Jensen-Shannon) por la distancia de Wasserstein. Mejora el rendimiento
y la estabilidad del entrenamiento al tratarse de una funcién continua y diferenciable, de
forma que los gradientes son siempre significativos. El uso de esta distancia como funcion
de pérdida no es novedosa, BAGAN-GP se inspira en la técnica WGAN [4] que la introdujo
por primera vez. La distancia de Wasserstein o también denominada EMD (Earth Mover
Distance) mide el costo de transformar una distribuciéon de probabilidad en otra.

A esta funcion de pérdida del discriminador, se le afiade un término penalizador. Esto ya
aparecia evidenciado y empleado en los métodos WGAN-GP [32] y DRAGAN |31]. Este
término estd basado en la equivalencia entre la norma de los gradientes y las funciones
1-Lipschitz continuas ||V D(x)|]2 < 1.

Por otra parte, es necesario aplicar una GAN condicional para generar las imégenes pertene-
cientes a las clases minoritarias. BAGAN-GP en su implementacion replica las arquitecturas
existentes en ACGAN [62] y cWGAN-GP [90].

Todo esto permite que BAGAN-GP converja de forma méas rapida y estable. Ademaés, las

imagenes generadas poseen mayor calidad. Al igual que BAGAN posee tres fases: una iniciali-
zacion y entrenamiento del autoencoder (Figura 3.15), una inicializacion de la red BAGAN-GP
y un entrenamiento de la propia red (Figura 3.16). Esta arquitectura se encuentra especificada
en las figuras citados. Ademas se muestra de forma detallada en la Figura 3.17 la estructura del
discriminador.

Autoencoder initialization

| I—

Lo Labeled

latent vector

| H
Real l Rec.
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Latent
vector

Figura 3.15: Estructura del autoencoder BAGAN-GP. Imagen obtenida de [37]

o
Label
~ Conditional WGAN
Generator \ '
Fake labels
v T ~
<\ Em [ oe r Fake+imgs
. e . Validity
Noise Labeled D score
noise /; Real imgs
= =

Real labels /

Figura 3.16: Estructura red generativa adversaria BAGAN-GP. Imagen obtenida de [37]
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Figura 3.17: Discriminador BAGAN-GP. Imagen obtenida de [37]

3.1.8. DeepSMOTE

En 2022, D.Dablain, B. Krawczyk y N. Chawla publicaron el algoritmo DeepSMOTE [19].
Consiguieron de esta forma aunar el método SMOTE, algoritmo de resampling, con el Deep
Learning. Solventan asi el principal problema de SMOTE: su coste computacional puesto que
requiere grandes cantidades de memoria para cargar el conjunto de datos completo. DeepSMOTE
constituye una solucion efectiva para el problema de clasificacion en clases desbalanceadas que
se esté tratando.

Con este método novedoso quedan satisfechos fundamentalmente tres criterios:

= Es un modelo que trabaja de extremo a extremo.

= Estudiando la distribuciéon de los datos, es capaz de reducir el espacio de caracteristicas.
Esto se emplea en la labor de sobremuestreo.

= Consigue generar una salida clara y con alta calidad para ser inspeccionada sin necesidad
de realizar complejas manipulaciones para ese proposito. Las instancias generadas poseen
la misma calidad que los elementos del conjunto de datos original.

A su vez, DeepSMOTE introduce una serie de ventajas y novedades.

» Proporciona una arquitectura robusta y consistente. Permite realizar el balanceo del conjun-
to de datos haciendo frente a conjuntos de datos extremadamente desbalanceados. Ademaés,
admite como entrada datos complejos, tales como imagenes.

= No requiere el uso de un discriminador durante el entrenamiento del modelo. Esto supone
un avance notable con respecto a métodos basados en redes generativas adversarias, como
BAGAN, BAGAN-GP o GAMO. DeepSMOTE emplea una funcién de pérdida que asegura
un correcto entrenamiento del generador.

DeepSMOTE emplea una estructura basada en DCGAN pero con ligeras modificaciones. Una
red adversaria generativa convolucional profunda (DCGAN) [63], est4 fundamentada en el uso de
un generador y un discriminador. DeepSMOTE toma como partida que la estructura generador-
discriminador de DCGAN se asemeja a un codificador - decodificador donde el discriminador
codifica la entrada y el generador funciona como un decodificador arrojando la salida.
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El procedimiento y composicién exhaustiva de cada una de las estructuras se describe a
continuacién. El codificador esta conformado por una red convolucional con cuatro capas, cada
una con funcion de activacion Leaky ReLU [52]|. La funcion de activacion de la altima capa es
lineal. Por su parte, el decodificador est4 compuesto por una red neuronal con cuatro capas de
convolucion traspuesta y funciones de activacion de tipo ReLU [61] excepto en la ultima capa,
que emplea la funcién tangente hiperbdlica.

Por otro lado, se emplea ADAM [45] para la optimizacion de pardmetros de ambas redes con
una tasa de aprendizaje de 0.0002. Se emplea batch normalization ? entre cada capa de cada una
de las redes, excepto la capa de salida del decodificador y la capa de entrada del codificador.
De esta forma se consigue normalizar, media cero y varianza uno, cada uno de los elementos de
entrada en las capas. Esto incrementa la estabilidad y robustez del modelo.

Entrenamiento del modelo

Se podria dividir el entrenamiento en dos fases, cada una de las cuales arroja una funcién de
pérdida que posteriormente se combina para obtener el error de cada iteracién. La primera fase
tiene como entrada el conjunto con elementos pertenecientes a todas las clases, mientras que la
segunda fase divide al conjunto en clases antes de trabajar con él.

El entrenamiento se realiza por lotes. De esta forma, se extraen aleatoriamente del conjunto
de entrenamiento tantas imagenes como sea necesario para completar un batch o lote. Cada
lote es procesado por una estructura codificador-decodificador, arrojando la funcién de pérdida
(loss1) basada en el error cuadréatico medio. Es necesario mencionar que tanto codificador como
decodificador se entrenan con elementos pertenecientes a todas las clases existentes. Luego el
modelo es capaz de reconstruir tanto las clases minoritarias como las mayoritarias. El papel de
las clases mayoritarias consiste en ayudar a reconstruir patrones comunes presentes en los datos,
puesto que parte de la premisa de que las clases del conjunto de datos comparten caracteristicas
similares.

Para enriquecer esta funciéon de pérdida, se afiade un término penalizador. El proceso para
conseguirlo comienza escogiendo un nimero determinado de instancias pertenecientes todas a una
unica clase. La eleccion de esta clase se realiza de forma aleatoria, mientras que el nimero de
instancias escogidas en esta fase coincide con el nimero de imagenes empleadas en la fase anterior,
es decir, el tamatio del lote. El codificador reduce este subconjunto a un espacio de caracteristicas
de dimensién menor. Tras pasar por el decodificador, estos elementos no son reconstruidos en
el mismo orden que posefan inicialmente. Se aplica previamente una permutaciéon dentro del
subconjunto. El proposito de cambiar el orden es introducir cierta varianza en los datos, de
forma que facilite la generacion de instancias posterior. Se calcula la funcion de pérdida (lossz)
de esta fase, también basada en el error cuadratico medio.

La funciéon de pérdida de la fase de entrenamiento del modelo, se conforma entonces sumando
ambas funciones de pérdida calculadas.

loss = lossy + lossa

La segunda funciéon de pérdida losss es empleada como factor de penalizacién implicita en
funcion de pérdida del modelo.

2 Batch normalization consiste realizar una normalizacion de los elementos relativos a cada batch a medida que
van pasando por cada capa de la red y antes de que pasen por la funcién de activaciéon. Realizar esta técnica
favorece una mejor convergencia del entrenamiento del algoritmo.
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Por enfatizar lo expuesto, la novedad de DeepSMOTE radica principalmente en la existencia
de esta funcion de pérdida que posee el término penalizador. Ademas, no es necesario el uso de
un discriminador, puesto que la introduccién de la técnica de permutar las imagenes anade la
suficiente variabilidad para que el generador sea entrenado de forma robusta.

Encoder / Decoder training

11l > § [[iesel])| >

Encode Decode Recon. Loss Class Samples Encode Permute Decode Penalty

Imbalanced
Data

Deep oversampling

o_ @
g D&
Oog &
Opg =
Imbalanced Balanced
Trained Encoder SMOTE Trained Decoder
Data + + Data

Figura 3.18: Esquema DeepSMOTE

Generacion de instancias

Una vez finalizado el entrenamiento, la generacion de instancias artificiales sigue la estructura
codificador-decodificador. El codificador reduce el espacio de caracteristicas, posteriormente se
aplica SMOTE. El decodificador se encarga de reconstruir una imagen (en el mismo espacio de
caracteristicas que las imégenes originales) a partir del vector generado mediante SMOTE.

Para generar imagenes mediante SMOTE, se escoge en cada iteracién una clase minoritaria y
sus clases vecinas. Se escoge un elemento de la clase minoritaria y se calcula la distancia a uno de
sus vecinos seleccionado aleatoriamente. Esta distancia se multiplica por un factor (0 < o < 1)
y se anade a la imagen escogida para generar una instancia sintética.

Existe una diferencia principal entre la fase de entrenamiento y la de generacién de instancias
de DeepSMOTE. En la fase de entrenamiento, el procedimiento de SMOTE es sustituido por una
permutacién de los datos, cumpliendo de igual manera con el objetivo de esta técnica, introducir
variacion en los datos. La justificacién de por qué puede realizarse radica en que SMOTE no
necesita un entrenamiento previo al tratarse de un método no paramétrico.

La Figura 3.18 extraida de [19], resume el proceso descrito. Se adjunta ademas, para mayor
claridad, un Pseudocodigo 1 de las fases de entrenamiento y generacion de las imagenes con
DeepSMOTE.
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Algoritmo 1: DeepSMOTE
Data: conjunto de lotes B = {by, ..., b, }
Parametros del modelo: 8 = {6y, ..., 0}
Tasa de aprendizaje: «
Result: conjunto balanceado

Entrenamiento

for e en epochs do

for b en B do

Ey <— codificar(b)

Dy, «— decodificar(Ep)
Rp = 300 (D, — bi)?
Cp <— muestra(clase;)
Eg +— codificar(Cp)

Pg +— permutacion(Eyg)
Dp +— decodificar(Pg)
Pr = % ZZ‘TL(DPI' - CDi)2

TL:RL_gPL
T
| 0=0-—a5f

Generacién instancias
M := {clases minoritarias}
for i en |M| do

C +— seleccionar(clase;)

E «— codificar(C)

G <— SMOTE(FE)

S «— decodificar(G)

3.1.9. Eleccién de las técnicas de trabajo

Una vez detalladas todas estas técnicas de balanceo de datos, es necesario escoger con cuales
se va a trabajar. Como minimo se escogen dos técnicas para poder realizar una comparacion
efectiva. Puesto que se pretende trabajar con una técnica de generacion de imégenes, la eleccion
se reduce a elegir una técnica basada en redes GAN y por otra parte DeepSMOTE. De entre las
técnicas basadas en redes GAN se escoge BAGAN-GP. Es la més novedosa y pretende paliar los
inconvenientes de la técnica BAGAN publicada con anterioridad. De igual forma, DeepSMOTE es
una eleccién acertada al ser también una técnica reciente, ademés de innovadora. Es interesante
constatar el rendimiento de una técnica que no emplea un discriminador, si no una funcién
de pérdida mejorada. Por todo lo relatado, se va a trabajar con las técnicas DeepSMOTE y
BAGAN-GP.
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Capitulo 4

Desarrollo de la propuesta y
experimentacion

Se presenta detalladamente en este capitulo las dos propuestas escogidas de balanceo de da-
tos: DeepSMOTE y BAGAN, sobre las cuales se va a realizar un anélisis y ajuste haciendo uso
de distintos conjuntos de datos y combinaciones de hiperparametros para obtener un correcto
entrenamiento de los modelos. Se presentaran primeramente conceptos de caracter técnico y des-
criptivo necesarios para el desarrollo de la propuesta, para posteriormente mostrar la arquitectura
de cada uno de los modelos y su proceso de entrenamiento y generaciéon de imagenes.

4.1. Diseno experimental

4.1.1. Conjuntos de datos

Esta secciéon recoge los distintos conjuntos de datos (datasets) empleados para el entrena-
miento, generaciéon de imégenes y posterior clasificacion. Han sido tres los conjuntos de datos
escogidos: MNIST, FashionMNIST y CIFAR10.

MNIST

MNIST (Modified National Institute of Standards and Technology database) [50] es el conjun-
to de datos por excelencia para labores de visiéon computacional. Consta de diez clases, cada una
de las cuales se corresponde con los digitos manuscritos desde el cero hasta el nueve y represen-
tadas en la Figura 4.1 . Las imégenes poseen un tamano de 28 x 28 pixeles, con un solo canal de
color, es decir, se encuentran en escala de grises. El conjunto de entrenamiento consta de 60000
imégenes mientras que el conjunto de test consta de 10000 imagenes.

Inicialmente estas iméagenes fueron obtenidas del conjunto de datos que recogié el NIST
(National Institute of Standards and Technology) empleando digitos manuscritos de los empleados
de la oficina del censo de Estados Unidos y de estudiantes de secundaria. Posefan tamano 20 x 20,
luego para obtener el conjunto MNIST se normalizaron y suavizaron las imagenes.
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Figura 4.1: MNIST [50]

FashionMNIST

Este conjunto de datos [87] nace en 2017 y esté formado por imégenes de prendas de vestir
proporcionadas por Zalando. Nuevamente contiene diez categorias:

0. Camiseta 5. Sandalias
1. Pantalones 6. Camisa
2. Jersey 7. Zapatos
3. Vestido 8. Bolso

4. Abrigo 9. Botas

Las imagenes poseen un tamano de 28 x 28 pixeles en escala de grises. El conjunto de en-
trenamiento consta de 60000 imagenes y el conjunto de test de 10000. Una muestra de ellas se

encuentra representado en la Figura 4.2.
IDRANERZON
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Figura 4.2: FashionMNIST [87]

CIFARI10

CIFARI10 (Canadian Institute For Advanced Research) [48] esta formado por un conjunto
de 60000 imagenes, 50000 destinadas al conjunto de entrenamiento y 10000 destinadas al test.
Poseen tamano 32x 32 pixeles contando con 3 canales de color (RGB). Las imagenes se encuentran
agrupadas en diez clases y representadas en la Figura 4.3
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0. Avién 5. Perro
1. Automovil 6. Rana
2. Pajaro 7. Caballo
3. Gato 8. Oveja
4. Ciervo 9. Camioén

ot 1 ke Ly
U R
8RR L

Figura 4.3: CIFARI10 [48]

4.1.2. Hiperparametros

Los modelos realizados poseen una serie de pardmetros externas que el usuario ajusta con el
proposito de controlar el proceso de aprendizaje. De esta forma es posible tener cierto control
sobre la calidad y velocidad de convergencia.

= Niumero de épocas o epochs: una época es la ejecuciéon de un algoritmo con todo el
conjunto de datos de entrenamiento una tnica vez, un tnico ciclo. De esta forma se ajusta
el numero de épocas, que es un nimero entero, para repetir el proceso y favorecer la
convergencia del algoritmo. Si el nimero de épocas es reducido, el modelo no seré capaz de
aprender la distribucion de los elementos y producird subajuste, pero en el caso contrario
puede llegar a producir sobreajuste. Cuando una época es lo suficientemente grande, se
divide en un conjunto de lotes.

= Tamano de lote o batch size: representa el niimero de elementos empleado en una
iteracion de la red. Influye directamente en la eficiencia y accuracy del proceso de entrena-
miento. Si se escogen tamaifios de lote grandes, el entrenamiento se realiza de forma més
rapida pero consiguiendo una baja accuracy e incluso un sobreajuste. El caso contrario, en
el que se elige un tamafio pequeiio, permite obtener mayor accuracy pero se convierte en un
proceso computacionalmente mas costoso y menos susceptible a variaciones en el conjunto
de datos.

= Tasa de aprendizaje o learning rate: determina la magnitud de actualizacién de los
pesos y sesgos de la red. Posee influencia directa sobre la funcién de pérdida controlando
asf el cambio que se produce en ella. Si toma un valor pequeno significa que la convergencia
del entrenamiento va a ser lenta, por el contrario, si el valor es alto puede conducir a un
modelo que ha aprendido demasiado rapido y que por tanto sea inestable.
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Funcion de pérdida: es una funcién que cuantifica la diferencia entre los valores reales y
los valores predichos por el modelo.

s Optimizador: tiene por objetivo optimizar los pesos y sesgos de la red empleando un
procedimiento denominado backpropagation. Tiene en cuenta el valor del learning rate. Dos
optimizadores comunes son SGD (Stochastic Gradient Descent) [30] y Adam (Adaptative
Moment Estimation) [45].

= Numero de capas de la red: como su propio nombre indica la profundidad de capas de
un modelo.

= Dimensién del espacio latente: dimensién que va a tomar el espacio latente subyacente.

4.2. Propuesta

Este trabajo va a realizar una comparativa entre dos técnicas de balanceo de datos: DeepS-
MOTE y BAGAN-GP. Estas técnicas se encargan de conseguir, a partir de un conjunto de
iméAgenes cuyas clases se encuentran desbalanceadas, un conjunto de datos aumentado tras ge-
nerar imagenes sintéticas pertenecientes a las clases minoritarias. Se detallaran por lo tanto las
fases de entrenamiento y generaciéon de iméagenes.

Una vez generadas las imégenes y balanceado el conjunto de datos, para la evaluaciéon de
su rendimiento se hace uso de distintas redes convolucionales. Clasificando cada una de las
iméAgenes y calculando las métricas pertinentes se consiguen obtener conclusiones valiosas. Para
cada técnica y conjunto de datos se entrenan dos redes convolucionales: una con el conjunto
de datos inicial desbalanceado y otra con el conjunto de datos aumentado. De esta manera se
cuantifica de forma precisa el porcentaje de mejora de cada uno de los modelos. La Figura 4.4
describe de forma concisa lo relatado.

Conjunto
entrenamiento
desbalanceado

Conjunto prueba

desbalanceado

Entrenar

Entrenar

Evaluar-

Modelo generativo

Evaluar-
Generar

Entrenar

Conjunto
entrenamiento
balanceado

Figura 4.4: Flujo de trabajo

70 Lucia Olmos Vela



4.3. Entrenamiento y generacién de imégenes

Implementacion DeepSMOTE

Tras realizar una descripcién teérica de este método, se procede a su compilacién y experimen-
tacion. La base desde la cual partir es el cdédigo elaborado por sus creadores Dablain, Krawczyk
y Chawla, alojado en el repositorio de GitHub [20].

Este repositorio contiene el codigo en Python de entrenamiento del modelo y el correspon-
diente para la generaciéon de imagenes, ambos particularizados al caso del conjunto de datos
MNIST. Proporcionan ademaés dos ficheros de texto .tzt que se corresponden con el conjunto de
iméAgenes desbalanceado y sus correspondientes etiquetas de clase. Para este conjunto de datos
se incluyen en una carpeta de Google Drive dos archivos .pth correspondientes al entrenamiento
del codificador y decodificador del modelo.

Implementacion BAGAN-GP

El cédigo que se emplea como base para experimentacién ha sido obtenido de un repositorio
comin de GitHub [24]. En este codigo los autores trabajan con tres conjuntos de datos: Fashion-
MNIST, CIFARI10 y un conjunto que posee imagenes de células y sobre el cual ellos han basado
su trabajo. El codigo emplea Python como lenguaje y la libreria Tensorflow para conseguir tra-
bajar con los conjuntos de datos y los algoritmos de DeepLearning. El repositorio cuenta con el
propio archivo de entrenamiento y generacién de imégenes de BAGAN-GP, otro archivo calcula
la métrica FID score 89| que muestra el nivel de diversidad de los datos generados, otros se
encargan de mostrar la distribucién de los vectores del espacio latente.

BAGAN-GP en el procesamiento previo de los datos anade una novedad, ademés de desba-
lancear los conjuntos, aumenta la dimensién de las imAgenes para que todas posean un tamano
de 64x64 pixeles. De esta forma se avanza en la direccién de que estas técnicas sean capaces de
cada vez generar imagenes de mas alta resoluciéon y calidad.

4.3. Entrenamiento y generacion de imagenes

Para obtener resultados directamente comparables es necesario que se entrene cada modelo
generativo con los mismos conjuntos de datos. De esta forma se detalla a continuacion la tasa de
desbalanceo y el ntimero de elementos por clase de cada uno de los conjuntos de datos empleados.

El conjunto de entrenamiento MNIST cuenta con 60000 imégenes. Para la labor desarrolla-
da se realiza un filtrado aleatorio y desbalanceo de forma que se reduce este conjunto a 9000
iméAgenes. El nimero de elementos para cada clase se corresponde con los mostrados en la Tabla
4.1

Clase 0 1 2 3 4 5 6 7 8|9
Numero elementos | 4000 | 2000 | 1000 | 750 | 500 | 350 | 200 | 100 | 60 | 40

Tabla 4.1: Nimero de elementos MNIST y FashionMNIST

La tasa de desbalanceo de las clases en el caso de FashionMNIST es el mismo que para
MNIST, mientras que para CIFAR10 se ha empleado la configuracién de clases que se muestra
en la Tabla 4.2.
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Clase 0 1 2 3 4 5 6 7 8 9
Numero elementos | 4500 | 2000 | 1000 | 800 | 600 | 500 | 400 | 250 | 150 | &0

Tabla 4.2: Numero de elementos CIFAR10

Por otra parte, para conseguir ejecutar el codigo, se ha hecho necesario emplear en un primer
momento la plataforma Google Colab para aumentar la capacidad de computo con una GPU
de mayor potencia. El ajuste de hiperparametros se ha realizado haciendo uso de la técnica
GridSearch |44]. Puesto que ésta se encarga de ejecutar numerosas veces el entrenamiento con
distintas combinaciones de hiperpardametros, la GPU que Google Colab presta de forma gratuita
no es suficiente para el modelo DeepSMOTE. Este es el motivo por el cual se ha hecho uso de una
GPU NVIDIA A40 con 48GB de RAM. Para el caso de BAGAN-GP, al poseer entrenamientos
més ligeros, este proceso se ha podido llevar a cabo mediante la GPU NVIDIA T4 de Google
Colab.

4.3.1. Ajuste de hiperparametros

El ajuste de hiperparametros o GridSearch es una técnica de Machine Learning que trata de
encontrar la mejor combinacién de hiperpardmetros para un modelo dado. Este método funciona
definiendo una malla con todos los posibles valores que se desea probar para cada hiperparametro.
A partir de esta malla se realiza el entrenamiento y evaluacion del modelo para cada una de las
combinaciones existentes, registrando sus funciones de pérdida o métricas de validacién. De esta
forma se escoge aquel modelo con el cual se obtenga el mejor rendimiento.

En este trabajo ha sido necesario ajustar los hiperparametros para cada uno de los modelos
generativos y cada uno de los conjuntos de datos empleados. Se ha hecho uso de la herramienta
Weights and Biases integrada en Python mediante la libreria wandb. Esta plataforma propor-
ciona un seguimiento y registro de los entrenamientos realizados contando con herramientas de
visualizacién que ayudan a la toma de decisiones.

DeepSMOTE

En este modelo, los hiperparametros que se desean ajustar son el tamano del lote (batch _size),
el namero de épocas (epochs), la dimension del espacio latente (dim__h), el learning rate (Ir) y
el tamano de las capas ocultas (n_ z). La malla inicial definida para el conjunto de datos MNIST
se describe en la Figura 4.5, de igual forma se puede constatar la combinacién probada para el
cojunto de datos FashionMNIST y CIFARI10 en las figuras 4.6 y 4.7 respectivamente.

mallaMNIST = {
>’1r’: [0.0002, 0.00005],
’epochs’: [100],
‘batch_size’: [64, 128],
’dim_h’: [64, 128],
’n_z’: [300, 600],

Figura 4.5: Malla conjunto de datos MNIST método DeepSMOTE
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mallaFashionMNIST = {
>’1r’: [0.0002, 0.00005],
’epochs’: [150],
’batch_size’: [32, 64, 128],
’dim_h’: [32, 64, 128],
'n_z’: [300, 600],

}

Figura 4.6: Malla conjunto de datos FashionMNIST método DeepSMOTE

mallaCIFAR10 = {
’1r’: [0.0002, 0.00005],
’epochs’: [300],
‘batch_size’: [32, 64, 128],
’dim_h’: [32, 64, 128],
’n_z’: [600, 1200],

Figura 4.7: Malla conjunto de datos CIFAR10 método DeepSMOTE

La herramienta Weights and Biases registra los resultados de la funciéon de pérdida para cada

una de las épocas, proporcionando graficos de este proceso Figura 4.8, Figura 4.9, Figura 4.10.

Train Loss

Step
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Figura 4.8: Evolucién error con distintas combinaciones de hiperparametros para MNIST usando
DeepSMOTE
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Train Loss

Figura 4.9: Evolucion error con distintas combinaciones de hiperparametros para Fashion MNIST
usando DeepSMOTE
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50

40

30

e e =

20

10

Figura 4.10: Evolucion error con distintas combinaciones de hiperparametros para CIFAR10
usando DeepSMOTE

Tras realizar el proceso de entrenamiento con cada una de las combinaciones, se escoge aquella
que arroje menor valor de la funcion de pérdida. El empleo de la técnica GreedSearch ha permitido
experimentar una mejora notable en el entrenamiento del modelo, siendo el valor de funcién de
pérdida el parametro que lo avala como se puede constatar en la Figura 4.3.

Conjunto de datos MNIST | FashionMNIST | CIFAR10
Loss sin hacer ajuste de hiperparametros 0.15 0.20 0.94
Loss tras hacer ajuste de hiperparametros | 0.02443 0.04555 0.0873

Tabla 4.3: Cuantificacién mejora entrenamiento DeepSMOTE
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BAGAN-GP

Para el modelo generativo BAGAN-GP los hiperparametros que se desea ajustar son el lear-
ning rate (Ir), el tamano del lote (batch _size), la dimension del espacio latente (latent dim) y
el nmero de épocas (epochs). Las combinaciones de hiperparametros probadas para el conjunto
de datos MNIST se encuentran definidas en la Figura 4.11, de igual manera se muestra la malla
para FashionMNIST (Figura 4.12) y CIFAR10 (Figura 4.13).

mallaCIFAR10 = {
’1lr’: [0.001, 0.0002, 0.00005],
’epochs’: [25],
’batch_size’: [32, 64, 128],
’latent_dim’: [64, 128, 256],

Figura 4.11: Malla conjunto de datos MNIST método BAGAN-GP

mallaCIFAR10 = {
’1lr’: [0.0002, 0.00005],
>epochs’: [20],
’batch_size’: [32, 64],
’latent_dim’: [128, 256],
}

Figura 4.12: Malla conjunto de datos FashionMNIST método BAGAN-GP

mallaCIFAR10 = {
’1r’: [0.0002, 0.00005],
>epochs’: [20],
’batch_size’: [32, 64],
’latent_dim’: [128, 256],

Figura 4.13: Malla conjunto de datos CIFAR10 método BAGAN-GP

En los siguientes graficos Figura 4.14, Figura 4.15, Figura 4.16 se muestra la evolucién de la
funcion de pérdida a lo largo de las distintas épocas para cada una de las combinaciones.
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Total Loss

Step

Figura 4.14: Evolucién error con distintas combinaciones de hiperpardmetros para MNIST usando
BAGAN-GP

Total Loss

Step

Figura 4.15: Evolucién error con distintas combinaciones de hiperparametros para FashionMNIST
usando BAGAN-GP

Total Loss

Step

Figura 4.16: Evolucién error con distintas combinaciones de hiperpardmetros para CIFARI10
usando BAGAN-GP

76 Lucia Olmos Vela



4.3. Entrenamiento y generacién de imégenes

Se observa un entrenamiento mas inestable en comparaciéon con la técnica DeepSMOTE.
Pero tras realizar alguna combinacién de hiperpardmetros mas y un anélisis de cada uno de
los resultados obtenidos se escoge la combinaciéon de hiperpardmetros precisa para cada uno
de los conjuntos de datos. Este proceso ha conseguido mejorar las métricas de entrenamiento
considerablemente como se puede observar en la tabla comparativa Tabla 4.4.

Conjunto de datos MNIST | FashionMNIST | CIFAR10
Loss sin hacer ajuste de hiperparametros 3.2641 4.454 3.9265
Loss tras hacer ajuste de hiperparametros | 2.7134 3.8581 3.8653

Tabla 4.4: Cuantificaciéon mejora entrenamiento DeepSMOTE

4.3.2. Entrenamiento y generacion de imagenes con DeepSMOTE

Tras el correcto ajuste de hiperparametros, se realiza para MNIST un entrenamiento con 300
épocas, 64 imégenes en cada lote, 128 capas ocultas, un espacio latente de dimensién 600 y el
optimizador Adam cuenta con una tasa de aprendizaje de 0.0002.

Para entrenar FashionMNIST la configuracion de hiperparametros escogida ha sido emplear
300 épocas, 32 imagenes en cada lote, 128 capas ocultas, un espacio latente de dimensiéon 600 y
una tasa de aprendizaje de 0.0002. Para el entrenamiento del conjunto de datos CIFAR10 se ha
empleado 300 épocas, 32 imégenes en cada lote, un espacio latente de dimensién 1200, 256 capas
ocultas y una tasa de aprendizaje de 0.0002.

Se pueden observar en la Tabla 4.5 los tiempos de entrenamiento empleados con la configu-
racion de hiperpardmetros mencionada y en las figuras 4.17, 4.18 y 4.19 la reduccién del valor
de la funcién de pérdida a medida que avanza el entrenamiento.

Conjunto de datos MNIST | FashionMNIST | CIFAR10

Epocas 300 300 300
Tamano de lote 64 32 32

Tasa Aprendizaje 0.0002 0.0002 0.0002
Dimensiéon espacio latente 600 600 1200
Tamano capas ocultas 128 128 256
Tiempo (min) 27 45 116

Loss 0.02443 0.04555 0.0873

Tabla 4.5: Resumen entrenamiento DeepSMOTE
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Figura 4.17: Funciéon de pérdida en el entrenamiento de DeepSMOTE con MNIST
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Figura 4.18: Funcion de pérdida en el entrenamiento de DeepSMOTE con FashionMNIST
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Figura 4.19: Funcién de pérdida en el entrenamiento de DeepSMOTE con CIFAR10
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Se observa que todos los entrenamientos, independientemente del conjunto de datos, experi-
mentan una mayor velocidad de disminucién del error en las épocas iniciales. El modelo aprende
rapidamente y cada vez genera imagenes més proximas a las existentes en el conjunto de datos
original. Alrededor de la época 100 el error se comienza a estabilizar, encontrandose proximo a
una etapa de convergencia. Por otro lado, se evidencian oscilaciones propias del optimizador a
lo largo del entrenamiento, cada vez de menor longitud a medida que éste avanza. Como con-
secuencia de todo esto, el error obtenido tras 300 épocas indica que el modelo ha sido capaz de
aprender correctamente la distribucién de cada una de las clases de forma precisa, siendo capaz
de generar instancias de cada una de ellas.

Por otro lado, en la fase de generacién de imégenes, el nimero de imégenes generadas de
cada clase depende del mayor nimero de elementos de una de sus clases. Por lo tanto, se generan
tantas imagenes como sean necesarias para igualar esta cifra y balancear el conjunto. De esta
forma los conjuntos de datos aumentados MNIST y Fashion MNIST poseen 40000 iméagenes
(4000 iméagenes en cada una de las diez clases) y CIFAR10 posee 45000 imégenes (4500 imagenes
en cada clase).

N
Y
T
ERD
QD
ORER
SNS
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S

Figura 4.20: Imégenes generadas MNIST
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Figura 4.21: Imagenes generadas FashionMNIST

4.3.3. Entrenamiento y generacion de imagenes con BAGAN-GP

En la fase de entrenamiento, tanto generador como el decodificador del autoencoder emplean
batch normalization para normalizar el resultado de una capa antes de pasar a la siguiente. Por
otro lado, la funcién de activacion del generador es tanh, mientras que el discriminador tiene
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Figura 4.22: Imégenes generadas CIFAR10

una funcion e activacion lineal. Se realizan 20 épocas para el conjunto de datos MNIST, 16 para
FashionMNIST y 30 para CIFAR10. Se emplea ademés un tamaifio de lote de 32, el espacio latente
posee dimensiéon 256 para los conjuntos de datos MNIST y CIFAR10 y 128 para FashionMNIST,
el optimizador Adam utiliza una tasa de aprendizaje de 0.0002 en todos los entrenamientos.

Conjunto de datos MNIST | FashionMNIST | CIFAR10
Epocas 20 16 30
Tamano de lote 32 32 32
Tasa Aprendizaje 0.0002 0.0002 0.0002
Dimensiéon espacio latente 256 128 256
Tiempo (min) 32 33 36
Loss 2.7134 3.8581 3.8653

Tabla 4.6: Resumen entrenamiento BAGAN-GP

Evolucion MSE MNIST

loss

----- generator loss
----- discriminator loss
—— total_loss
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Figura 4.23: Funciéon de pérdida en el entrenamiento de BAGAN-GP con MNIST
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Evolucion loss FashionMNIST

- generator loss
- discriminator loss
—— total_loss

loss

0 5 10 15 20 25 30
Epoch

Figura 4.24: Funcion de pérdida en el entrenamiento de BAGAN-GP con FashionMNIST

Evolucion loss CIFAR10

- generator loss
- discriminator loss

—— total_loss

loss

Figura 4.25: Funcién de pérdida en el entrenamiento de BAGAN-GP con CIFAR10

Se observa en estas figuras que, por lo general, el generador reduce su valor de la funcion
de pérdida a medida que avanza el entrenamiento. El valor de la pérdida del discriminador es
menor, manteniéndose casi constante y aumentando ligeramente de valor en las tltimas épocas.
Esto es debido a que cada vez las imégenes generadas son cada vez mas proximas a las existentes
en el conjunto de datos original y por tanto el discriminador cada vez posee mas dificultar para
discernir entre las originales y las generadas. Por otra parte, las oscilaciones que se reflejan en los
valores de la funcion de pérdida tanto para el generador como para el discriminador son frecuentes
al realizar un entrenamiento con redes GAN. Finalmente, la conclusién que se puede obtener del
entrenamiento de BAGAN-GP es que, observando la tendencia de la funcién de pérdida para los
conjuntos de datos MNIST y FashionMNIST, el modelo mejora a medida que transcurren las
épocas. No sucede lo mismo para el caso de CIFAR10 donde se observan valores constantes a lo
largo del entrenamiento, teniendo por lo tanto mayor dificultad para llevar a cabo una correcta
generacion de imagenes.

En la fase de generacién de imégenes, esta técnica genera de cada clase las imagenes que
sean necesarias para igualar el nimero de elementos de cada clase. De esta forma las imagenes
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generadas junto con las originales, constituyen un conjunto de datos balanceado. Los conjuntos
aumentados poseen cada uno 40000 imagenes en el caso de MNIST y FashionMNIST y 45000 en
el caso de CIFARI10.

Figura 4.28: Imégenes generadas CIFAR10

Comparando estas imégenes con las generadas por la técnica DeepSMOTE, se observa que
BAGAN-GP genera iméagenes menos realistas. Sobre todo en el caso del conjunto de datos CI-
FAR10, donde es dificil conseguir reconocer lo que representa cada imagen. Generar imagenes
menos realistas no implica obligatoriamente tener mal desempeiio en las labores de clasificacion.
Puede ocurrir que la extraccién de caracteristicas que realiza la red convolucional sea satisfacto-
ria y por lo tanto consiga buenos valores en las métricas calculadas, consiguiendo dar solucion al
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problema de clasificaciéon con clases desbalanceadas. En el siguiente capitulo se analiza en detalle
la clasificacién de los conjuntos balanceados con cada técnica.
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Capitulo 5

Evaluacion

Para evaluar las capacidades generativas de cada una de las técnicas, el conjunto de datos
balanceado y el conjunto de datos no balanceado han sido clasificado con distintas redes convo-
lucionales. Estas redes implementan en la validacién un conjunto de métricas para cuantificar el
desempeno de DeepSMOTE y BAGAN-GP. Las métricas escogidas han sido la exactitud o Ac-
curacy y la métrica Macro-averaged F1. Este capitulo muestra una introducciéon a estas métricas
para posteriormente detallar el proceso de evaluacién llevado a cabo con las redes convoluciones
y mostrar los resultados obtenidos.

5.1. Meétricas

Accuracy

Para un problema de clasificacién multiclase, representa la tasa de clasificaciones correctas
en relacion con el total de clasificaciones realizado. Se expresa como

Nimero de predicciones correctas

Accuracy =
Y Numero total de predicciones

Posee el inconveniente de no arrojar suficientes evidencias a la hora de manejar un conjunto
de datos desbalanceado puesto que contabiliza los aciertos sin tener en cuenta los elementos mal
clasificados. En este caso no supone un problema, puesto que las clases se encuentran balanceadas
en el momento de realizar el proceso de clasificacion.

Macro-averaged F1

La sensibilidad o Recall cuantifica el nimero de elementos pertenecientes a la clase positiva
que fueron clasificados correctamente en relacion con el nimero de elementos de la clase positiva.
La situacién idoénea se presenta cuando el valor es igual a uno.

VP

Recall = m

La precision o Precision representa el cociente entre los elementos pertenecientes a la clase
positiva que fueron clasificados correctamente y el nimero total de instancias clasificadas como
pertenecientes a la clase positiva (tanto verdaderos positivos como falsos positivos).
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VP

Precision = —————=
recision VP FP

La métrica F1-Score combina las métricas anteriores, Precision y Recall:

Precision - Recall

F1=2- Precision + Recall

Representa la media armoénica entre estos dos valores. Los valores se encuentran comprendidos
en el intervalo [0, 1], correspondiéndose un valor de uno con un ajuste de la Precision y Recall
perfecto.

La métrica empleada es la variante denominada Macro-averaged F'1, consiste en calcular la
métrica F'I para cada una de las clases existentes en el conjunto de datos y posteriormente
realizar la media de estos valores.

F1 clasel -+ F1 claseN
N

Macro-averaged F1 =

5.2. Proceso de evaluacion

Como se mencioné en el capitulo previo, se entrenan dos redes para cada modelo y cada
conjunto de datos. La red convolucional “desbalanceada” emplea como conjunto de entrenamiento
el conjunto de datos original desbalanceado, mientras que la red convolucional “balanceada”
emplea el conjunto de datos aumentado obtenido con las técnicas anteriores. Por su parte, el
conjunto de test tiene las mismas tasas de desbalanceado para cada tipo de conjunto de datos,
contando con 2069 imagenes en total.

Implementacién redes convolucionales

Se han empleado distintas arquitecturas, en concreto Resnet50, Resnet34, Resnet18, Squee-
zenet 1.1 vy Efficientnet, comparando su desempeno con cada conjunto de datos. No ha existido
restricciones de computacién puesto que nuevamente se ha hecho uso de la GPU A40.

La construccién de estas redes se ha realizado empleando como lenguaje de programaciéon
Python y como librerias vertebradoras Pytorch y Fastai [83|. Fastai es una libreria construida
sobre Pytorch que proporciona numerosas funciones de alto nivel referentes a la preparacion
de los conjuntos de datos, entrenamientos y evaluaciones de modelos, reduciendo por tanto la
dificultad de manejo para labores de Machine Learning.

Los hiperparametros de las redes convolucionales son semejantes en todas ellas, empleando
un tamano de lote de 8 y la entropia cruzada como funcion de pérdida. El ntimero de épocas es
variable puesto que estd implementado Farly Stopping. Esta técnica detiene el proceso de entre-
namiento cuando el conjunto de validaciéon deja de mejorar, de forma que evita el sobreajuste.
Por otra parte, el conjunto de datos inicial se divide de forma que el 80 % es empleado para el
entrenamiento del modelo y el 20 % restante para validacion. El modelo arroja cada una de las
métricas (Accuracy y Macro-averaged F1) calculadas durante el entrenamiento, asi como una vez
entrenado la evaluacion con el conjunto de test.
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5.3. Experimentaciéon y resultados

En esta seccidon se muestran los resultados de las métricas Accuracy y Macro-Averaged F1
calculadas para cada modelo y cada uno de los conjuntos de datos. Se pueden constatar en
verde las métricas cuyo entrenamiento se ha realizado con el conjunto de datos balanceado, como
resultado de aplicar cada uno de los modelos generativos, y en naranja, el conjunto de datos
original desbalanceado. De esta forma se puede evidenciar realmente si los modelos generativos
DeepSMOTE y BAGAN-GP son capaces de mejorar las labores de clasificacion de imégenes.

Entrenamiento y validacién de las redes convolucionales

Los graficos siguientes hacen referencia a las métricas obtenidas con el conjunto de validacion
durante el entrenamiento de las distintas redes convolucionales.

DeepSMOTE. MNIST. Accuracy DeepSMOTE. MNIST. Macro F1 Score
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Figura 5.1: Comparacién de métricas de validaciéon para distintas redes convolucionales con el
dataset MNIST.
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Figura 5.2: Comparaciéon de métricas de validacion para distintas redes convolucionales con el
dataset FashionMNIST.
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Figura 5.3: Comparacién de métricas de validaciéon para distintas redes convolucionales con el
dataset CIFAR10.

Se observa que la aplicacion de la técnica DeepSMOTE consigue una notable mejora durante
el entrenamiento. Esto se evidencia en las figuras 5.1, 5.2 y 5.3. Las redes convolucionales para
el conjunto de datos MNIST balanceado arrojan una métrica Macro-Averaged F1 del 99 % en
comparacioén con su version no balanceada que varia entre 91 % — 95 %. Para el caso del conjunto
de datos FashionMNIST el conjunto balanceado al clasificarlo muestra un valor entre 98 % —99 %
para la métrica Macro-Averaged F1, mientras que los valores de la misma para el conjunto no
balanceado oscilan entre 79 % — 86 %. En el caso del conjunto de datos CIFAR10 la diferencia
es mas evidente, el conjunto de datos balanceado muestra un valor de Macro-Averaged F1 entre
97 — 98 % y el no balanceado entre 77 — 87 %.
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Figura 5.4: Comparacién de métricas de validaciéon para distintas redes convolucionales con el
dataset MNIST.

En las figuras 5.4, 5.5 y 5.6 se puede constatar la mejora que experimentan las métricas de
validacion al haber entrenado la red empleando el conjunto de datos balanceado (como resultado
de aplicar BAGAN-GP) con respecto al no balanceado. Haciendo referencia a la métrica Macro-
Awveraged F1 en el caso del conjunto de datos MNIST, con el conjunto de datos balanceado se
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Figura 5.5: Comparacién de métricas de validaciéon para distintas redes convolucionales con el
dataset FashionMNIST.
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Figura 5.6: Comparacién de métricas de validaciéon para distintas redes convolucionales con el
dataset CIFARI10.

obtienen valores del 99 % mientras que en el caso del no balanceado oscilan entre 81 %—97 %. Para
las redes convolucionales con el conjunto de datos FashionMNIST balanceado se obtienen valores
entre 96 % —98 % y en el caso del conjunto de datos no balanceado los valores se encuentran entre
73% — 85 %. Por tultimo, en el caso del conjunto de datos balanceado CIFARI0 el valor de la
métrica Macro-Averaged F1 varia entre 94 % — 98 %, mientras que para su version desbalanceada
toma el valor 72 % — 84 %.

Evaluacion con el conjunto de test

Evaluar el desempeno de cada una de las distintas redes convolucionales con los respectivos
conjuntos de test permite obtener una evidencia sélida sobre si el balanceo de datos resultante
de aplicar un modelo generativo concreto mejora las labores de clasificacion. Al igual que con el
conjunto de validacién, las métricas calculadas son Accuracy y Macro-Averaged F1. Esta ultima
métrica posee mayor importancia puesto que es capaz de reflejar la incorrecta clasificacién de los
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elementos de la clase minoritaria cuando el conjunto de datos se encuentra desbalanceado.

Las figuras 5.7, 5.8 y 5.9 muestran el valor de las métricas de test para el conjunto de test
cuando los modelos han sido entrenados con los conjuntos de datos balanceados empleando la
técnica DeepSMOTE (en verde) y los conjuntos de datos desbalanceados originales (en naranja).
El accuracy es del 99 % para la mayoria de casos, tanto para el conjunto balanceado como el no
balanceado, alcanzando la red EfficientNet la totalidad de clasificaciones correctas con el conjunto
balanceado. Atendiendo por otra parte a la métrica Macro-Averaged F1 se puede constatar una
sutil mejora del conjunto de datos balanceado con respecto al desbalanceado, tomando en el
primer caso valores entre 96 % — 98 % y en el segundo 95 % — 97 %. La red que mejor combinacion
de las dos métricas arroja es ResNet34.
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Figura 5.7: Comparacién de métricas de test para distintas redes convolucionales con el dataset
MNIST.
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Figura 5.8: Comparacion de métricas de test para distintas redes convolucionales con el dataset
FashionMNIST.

Para el conjunto de datos FashionMNIST (Figura 5.2) se observan diferencias notables en las
métricas, constatando una notable mejora en favor del entrenamiento con el conjunto de datos

balanceado. El Accuracy en el caso del conjunto de datos balanceado oscila entre el 98 % y el
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Figura 5.9: Comparacion de métricas de test para distintas redes convolucionales con el dataset
CIFARI10.

99 % mientras que para el conjunto desbalanceado el valor esta comprendido entre el 90 % —93 %.
Atendiendo a esta métrica cualquiera de las redes usando el conjunto de datos balanceado arroja
resultados totalmente aceptables. Teniendo en consideracion la métrica Macro-Averaged F1 se
observa que en el caso en el cual las redes han sido entrenadas con el conjunto de datos balanceado
los valores de esta oscilan entre 86 % — 88 %, mientras que si han sido entrenadas con el conjunto
desbalanceado se obtiene 80 % —85 %. Si hubiera que destacar un modelo convolucional que arroje
los mejores resultados seria la red EfficientNet entrenada con el conjunto de datos balanceado.

En el caso de CIFAR10 (Figura 5.3), la métrica Accuracy de los modelos entrenados con el
conjunto balanceado presentan una ventaja con respecto a los no balanceados. El valor de esta
métrica en el caso de los conjuntos balanceados oscila entre 97 % — 98 % mientras que en el caso
de los conjuntos no balanceados 88 % — 92 %. Observando ahora la métrica Macro-Averaged F'1,
los resultados obtenidos para alguna de las redes convolucionales comparando si el conjunto se
encuentra o no balanceado son mas similares. La red que mejor es capaz de clasificar las imagenes
es EfficientNet empleando en el entrenamiento el conjunto de datos balanceado y alcanzando un
valor de esta tltima métrica de 86 %.

Por otra parte, las figuras 5.10, 5.11 y 5.12 muestran las métricas resultantes de clasificar
el conjunto de test. Se exponen tanto en el caso en el cual las redes convolucionales han sido
entrenadas con un conjunto de datos desbalanceado como cuando han sido entrenadas con un
conjunto de datos balanceado. Este conjunto balanceado es el resultante de emplear la técnica
de balanceo BAGAN-GP.

Empleando el conjunto de datos MNIST (Figura 5.10) se observa una clasificacion satisfac-
toria en cada uno de los casos. Es cierto que no se observa una clara dominancia cuando el
entrenamiento ha sido realizado con el conjunto de datos balanceado en contraste con haberlo
realizado con el no balanceado. La métrica Accuracy para el conjunto de datos balanceado es de
99 % mientras que para el caso no balanceado oscila entre 93 % — 99 %. Atendiendo a la métrica
Macro-Average F1 se obtiene un valor maximo de 98 % tanto con la red Squeezenet toman-
do el conjunto de datos balanceado como con la red ResNet34 tomando el conjunto de datos
desbalanceado.

En el caso de trabajar con el conjunto de datos FashionMNIST (Figura 5.11), se puede
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Figura 5.10: Comparacion de métricas de test para distintas redes convolucionales con el dataset
MNIST.
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Figura 5.11: Comparaciéon de métricas de test para distintas redes convolucionales con el dataset
FashionMNIST.

observar nuevamente cémo no se puede obtener una tnica conclusién a favor o en contra del
modelo generativo BAGAN-GP, puesto que ésta depende de la red convolucional con la que se
clasifique. La red que proporciona mejores resultados globales es EfficientNet cuando ha sido
entrenada con el conjunto de datos balanceado. Esta arroja un 98 % de Accuracy y 86 % de
Macro-Average F1, siendo un correcto desempeinio para la labor de clasificaciéon que se desea
llevar a cabo.

Por ultimo, la generacion de imégenes que realiza BAGAN-GP para el conjunto de datos
CIFAR10 (Figura 5.12) no siempre mejora la clasificaciéon, si no que para la mayoria de redes
empeora. EfficientNet es nuevamente la red que mejor capacidad de clasificar las imégenes tiene,
cuando ha sido entrenada con el conjunto de datos balanceado, proporcionando un 98 % de
Accuracy y un 86 % de Macro-Averaged F1.

Tras la comparativa individual de cada método como técnica de balanceo de datos, se realiza
un analisis de las métricas obtenidas para conjunto de datos balanceado con cada una de las
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Figura 5.12: Comparacion de métricas de test para distintas redes convolucionales con el dataset
CIFARI10.

técnicas. Para el conjunto de datos MNIST, ambas técnicas presentan un valor similar de Ac-
curacy. Atendiendo al valor de la métrica Macro-Averaged F1 DeepSMOTE presenta resultados
un 1% o 2% mejor en funcién de la red con la que se ha clasificado. Para el conjunto de datos
FashionMNIST, DeepSMOTE presenta en todos los casos valores méas altos que BAGAN-GP
para cada una de las dos métricas evaluadas. La diferencia en la Macro-Averaged F1 oscila entre
1% — 5% a excepcion de la red Squeezenet donde se observa una diferencia entre la clasificacion
de cada conjunto generado con cada uno de los métodos del 17 %, siempre en favor de DeepS-
MOTE. Para el caso del dataset CIFAR10 nuevamente arroja mejores resultados DeepSMOTE,
evidenciando las diferencias mas notables en la métrica Macro-Averaged F1 (4% — 28%). Es
por tanto licito concluir que para los conjuntos de datos MNIST, FashionMNIST y CIFARI1O0 el
conjunto balanceado generado con DeepSMOTE ofrece mejores resultados que BAGAN-GP.

Tras lo expuesto, se observa como el modelo generativo DeepSMOTE permite mejorar no-
tablemente las métricas resultantes en las labores de clasificaciéon de imagenes. Luego es valido
emplearlo cuando se presenta un conjunto de datos con clases desbalanceadas, para asi conseguir
un correcto entrenamiento y posterior clasificacién de todas las clases involucradas.

Por otro lado el modelo generativo BAGAN-GP posee luces y sombras. Las métricas mas altas
tras la clasificacion las arrojan modelos entrenados con conjuntos balanceados, pero también es
cierto que para otras redes empeora notablemente. Ademés, como se observaba anteriormente,
las métricas que arrojaba el conjunto de validacién eran més que aceptables, pero sin embargo
no es capaz de generalizar para imégenes reales. La redes han aprendido los patrones de las
imégenes generadas. Observando éstas, por ejemplo en el caso del conjunto de datos CIFARI10,
el modelo poseia mayor dificultad para reconstruir cada una de las imagenes. Esto no desmerece
la labor que es capaz de hacer este modelo de balanceo, pero si evidencia que la clasificacion con
conjuntos de datos desbalanceados es un érea en constante avance.
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Capitulo 6

Conclusiones y trabajo futuro

6.1. Conclusiones

Con una vision critica se realiza un balance global del TFG. Se valora el cumplimiento o no
de los diferentes objetivos, junto con la discusiéon sobre si la metodologia de trabajo escogida
ha sido la adecuada. Ademaés se incluye la perspectiva personal acerca de la realizacion de este
proyecto.

6.1.1. Perspectiva del proyecto

Este trabajo abarcaba en un inicio una serie de objetivos, los cuales han sido satisfechos en
su totalidad:

= Se ha investigado y adquirido conocimiento sobre las distintas técnicas existentes de ba-
lanceo de datos (OBJ-01), es decir, tanto las técnicas de muestreo como las basadas en la
funcion de coste o pérdida.

= Se ha incidido en el estudio y manejo de técnicas de balanceo de datos en el ambito del
Deep Learning (OBJ-02), investigando modelos generativos que emplean redes GAN como
BAGAN-GP y otros modelos como DeepSMOTE.

» Se ha trabajado con los modelos generativos BAGAN-GP y DeepSMOTE (OBJ-03) y
distintos conjuntos de datos MNIST, FashionMNIST y CIFAR10, consiguiendo un conoci-
miento preciso y exhaustivo. Se ha intentado, a su vez, mejorar el entrenamiento de cada
modelo para cada conjunto de datos de forma particular realizando un correcto ajuste de
los hiperpardmetros.

= Se ha investigado y adquirido conocimiento sobre la légica y el manejo de las redes neu-
ronales convolucionales (OBJ-04) particularizado a la labor de conseguir clasificar los
conjuntos de imégenes con los que se ha trabajado.

Este trabajo de investigacion ha comprobado la consistencia y desempeno de cada uno de los
dos modelos generativos, luego supone una evidencia més para su uso futuro. Ambos constituyen
una solucién al problema de desbalanceo de clases cuando se trabaja con conjuntos de imagenes.
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La metodologia ASAP ha resultado completamente adecuada. Seguir una metodologia agil
permite mantener un ritmo de realizacién constante y con continua retroalimentaciéon por parte
de los tutores y de la comunidad.

6.1.2. Perspectiva personal

Este TFG me ha permitido ser consciente de la problemaética real y muy comiin del desbalan-
ceo de datos, siendo capaz de dar distintas soluciones para mejorar las labores de clasificacion.
Ademas me ha abierto las puertas al ambito del Machine Learning y del Deep Learning, pues-
to que he podido ampliar en gran medida los reducidos conocimientos que poseia al comienzo.
Ademas he podido trabajar, entender y familiarizarme con las librerias Tensorflow, Pytorch y
Fastapi de Python siendo un excelente punto de partida de cara a seguir trabajando en el &mbito
de la ciencia de datos.

Por otra parte, la metodologia empleada me ha facilitado el continuo y constante progreso.
Subdividir el trabajo en sprints de menor longitud favorece a la consecuciéon de cada uno de los
objetivos especificos y permite poseer un mejor control sobre el trabajo realizado. Contar, a su
vez, con el feedback de la comunidad me ha permitido tanto dar solucién a los problemas que
me iban surgiendo como plantearme nuevas preguntas a las que ir dando respuesta.

Ademas este trabajo también me ha permitido adquirir objetivos generales aplicables a fu-
turos proyectos profesionales. He aprendido la forma en la cual se aborda un problema y la
bisqueda de soluciones, la exposiciéon oral de resultados, he sido capaz de trabajar con articulos
cientificos de rigor y enfrentarme a la redaccién de una memoria expresando los conceptos de
forma concisa y clara.

6.2. Trabajo futuro

De cara seguir investigando en esta linea, el trabajo futuro consistiria en seguir aprendiendo
de las estructuras que proporcionan estas técnicas y céomo se combinan para anadir ventajas
adicionales. Algunas propuestas a investigar podrian ser:

= Realizar ensayos con otros conjunto de datos distintos y de mayor dimensién para evaluar
el rendimiento y limitaciones en caso de existir.

= Realizar ensayos con distintas proporciones de balanceo. Seria interesante valorar si se
obtiene una mejor clasificacion, si el conjunto de datos se aumenta pero no hasta que todas
las clases posean el mismo nimero de elementos.

= Conseguir una técnica de desbalanceo que sea mas ligera, es decir, requiera menor capacidad
computacional pero arroje resultados robustos y de calidad. Esto permitiria acercar estas
técnicas a ordenadores convencionales los cuales no posean GPUs de gran potencia.

= Seguir aprendiendo sobre funciones de pérdida mejoradas y evaluar cudles se comportan
mejor durante el entrenamiento del modelo generativo.
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Apéndice A
Manual de Instalacion

El contenido se muestra en cuadernos de Jupyter Notebook de extension .ipynb. Para poder
ejecutarlos hay que realizar unas comprobaciones o intalaciones previas. Se muestra el proceso
para ejecutarlo en un sistema operativo Windows:

1. Crear y activar un entorno virtual para gestionar las dependencias de forma independiente.
a) Instalar virtualenv mediante una terminal.
pip install virtualenv
b) Moverse con el comando cd hasta el directorio donde se desee crear el entorno.

¢) Crear un entorno.
virtualenv nombre_del_entorno

d) Activar el entorno creado.
nombre_del_entorno\Scripts\activate

2. Descargar e instalar la version 3.10.12 de Python desde su pagina oficial [22].

3. Instalar mediante linea de comandos Jupyter Notebook.
pip install jupyter

4. Instalar las librerias en las versiones necesarias.

torch=2.2.1
fastai==2.7.14

a

=

)

)

) tensorflow=2.15.0
) pandas==2.0.3
)

)

)

& O

9]

matplotlib==3.7.1
wandb=0.16.6

~

g) sklearn-pandas==2.2.0

5. Inicializar Jupyter Notebook.
jupyter notebook

Al finalizar para desconectar el entorno se emplea el comando deactivate.
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Apéndice B
Contenido adjunto

El proyecto consta de seis cuadernos de Jupyter Notebook:

= inicializacion.ipynb: se encarga de crear la estructura de directorios adecuada para
albergar los datasets, modelos y métricas generados. Ademés crea los conjuntos de datos
desbalanceados necesarios para los posteriores entrenamientos.

= DeepSMOTE_train.ipynb: es el entrenamiento del modelo DeepSMOTE para cada uno de
los conjuntos de datos establecidos.

= DeepSMOTE_generate.ipynb: crea los conjuntos aumentados y balanceados para DeepS-
MOTE a partir del entrenamiento llevado a cabo.

» enhanced_bagan_gp.ipynb: posee tanto el entrenamiento como la generacién de imagenes
para el modelo BAGAN-GP. Arroja por tanto el conjunto aumentado y balanceado.

= transformacion_dataset.ipynb: es un cuaderno auxiliar que transforma la manera de
guardar los conjuntos de datos. Cada conjunto de imagenes, que estd guardado como un
tensor, pasa a guardarse en una estructura de directorios, de forma que se creen carpetas
para cada una de las clases y en ellas se guarden las imagenes individuales en formato .jpeg.

= convolucionales.ipynb: contiene el entrenamiento de las distintas redes convolucionales
(Resnet50, Resnet18, Resnet34, SqueezeNet, EfficientNet) entrenadas para la evaluacion de
los modelos. Se encarga a su vez de crear otra estructura de directorios para almacenar sus
resultados.

El directorio de carpetas creado por el cuaderno inicializacion.ipynb es el siguiente:

generative_models/

models/

| metrics/

datasets/
train_sets/
test_sets/
augmented_sets/
| imgGeneratedBAGAN-GP/
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En la carpeta generative_models se almacenan los entrenamientos de cada uno de los mode-
los para cada conjunto de datos. Ademas, en la carpeta metrics quedan registradas las métricas
de estos entrenamientos. La carpeta datasets almacena los conjuntos de entrenamiento desba-
lanceados, los conjuntos de test y los conjuntos que tras aplicar un modelo han sido balanceados.

Por otra parte, el sistema de directorios creado por convolucionales.ipynb es

resnet/
| results_resnet/
DeepSMOTE/
‘unbalanced/
balanced/
BAGAN-GP/
kunbalanced/
balanced/
| models_resnet/
DeepSMOTE/
kunbalanced/
balanced/
BAGAN-GP/
‘unbalanced/
balanced/
| _datasets/
train_unbalance_sets/
test_sets/
augmented_sets/
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