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Resumen

Este Trabajo Fin de Grado se centra en la investigacién sobre la deteccion de insectos
xil6fagos mediante técnicas acusticas, un area ampliamente estudiada pero con ciertas li-
mitaciones que este trabajo busca reducir. Para ello, se han utilizado imagenes actsticas
capturadas por un array de micréfonos MEMS, a partir de las cuales se estima la localiza-
cién de larvas basdndose en la energia de la emisién acustica producida por su actividad
vital, principalmente su alimentacién a base de madera.

Se cuenta con una base de datos de 148,000 sefiales capturadas a partir de seis larvas de
Hylotrupes bajulus, colocadas en cuatro vigas de madera diferentes a una distancia de 60
centimetros del array acustico, dentro de una camara anecoica. Para validar las detecciones
realizadas, se han desarrollado varios algoritmos de aprendizaje profundo con el objetivo
de reducir las detecciones de falsos positivos, que actualmente se producen debido a la
energia radiada por zonas de la madera distintas al lugar donde se origin6 la emisién
acustica, resultando en una localizacién errénea.

Se obtuvieron resultados prometedores, con una precisiéon del 98.8 % en el mejor modelo
y un valor de area bajo la curva ROC de 0.998. El problema de clasificacién se centra
en discriminar entre las detecciones capturadas que provienen directamente del lugar de
origen de la emision acustica y aquellas que han atravesado la madera y han sido radiadas
a través de otra zona, como un nudo.

Palabras clave

Detecciéon de insectos xiléfagos, array acistico, sensores MEMS, redes neuronales, aprendi-
zaje profundo, aprendizaje transferido, redes neuronales convolucionales, perceptrén mul-
ticapa.
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Abstract

This thesis focuses on research into the detection of wood-boring insects using acoustic
techniques, an extensively studied area with certain limitations that this work aims to
mitigate. To achieve this, acoustic images captured by an array of MEMS microphones
have been utilized to estimate the location of larvae based on the energy of acoustic
emissions produced by their vital activity, primarily their wood-feeding behavior.

The study includes a database of 148,000 signals collected from six larvae of Hylotrupes
bajulus, placed on four different wooden beams at a distance of 60 centimeters from the
acoustic array, within an anechoic chamber. To validate the detections made, several deep
learning algorithms have been developed with the goal of reducing false positives, which
currently occur due to energy radiated from areas of the wood other than the origin of
the acoustic emission, resulting in incorrect localization.

Promising results were obtained, with an accuracy of 98.8 % in the best model and an area
under the ROC curve value of 0.998. The classification challenge focuses on distinguishing
between captured detections originating directly from the site of acoustic emission and
those that have passed through the wood and have been radiated through another area,
such as a knot.

Keywords

Detection of xylophagous insects, acoustic array, MEMS sensors, neural networks, deep
learning, transfer learning, convolutional neural netoworks, multi-layer perceptron.
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Capitulo 1

Introduccion

1.1. Estado del arte

La degradacion de estructuras de madera por el ataque de insectos xilofagos es un problema
global, parcialmente inevitable, que en ciertas ocasiones causa enormes pérdidas econd-
micas [1] y medioambientales [2]. Ademds representan una amenaza importante para los
Bienes de Interés Cultural (BIC) realizados sobre materiales orgénicos como cuadros, es-
culturas, muebles, etc. [3] En este caso, es critica la deteccién prematura para evitar danos
antes de que la pieza se encuentre en un estado avanzado de infestacién, lo que precisa de
técnicas de deteccién no invasivas que no pongan en riesgo la salud de la obra.

A lo largo del tiempo se han desarrollado diversas técnicas para la deteccion de estos
insectos. Una de las primeras y més sencillas es la inspeccién visual, esta via de deteccién
se basa en la observacién directa de los agujeros socavados por las larvas, asi como cualquier
otro indicio visible de la presencia de insectos. A pesar de ser una técnica rudimentaria,
actualmente sigue siendo usada por sus ventajas, entre las que destaca su bajo coste,
puesto que no se requiere de ninguin equipo especializado. No obstante, esta técnica es
muy limitada y depende de la experiencia de la persona que realice la inspeccién, por lo
que en ocasiones el insecto puede no ser detectado.

Es por eso que es necesario recurrir a métodos maés sofisticados que permitan una deteccién
automatica y fiable. Entre las distintas opciones existentes, las mas habituales son: la
deteccién acustica, Optica, las técnicas de escaneo y radiografia, el andalisis quimico y el
andlisis de ADN (4cido desoxirribonucleico) ambiental.

La deteccién actustica es un método ampliamente usado para la detecciéon de insectos
xiléfagos, aprovechando las emisiones actusticas producidas por la actividad de estos. Existe
una extensa literatura que aborda este tema y la instrumentacién empleada para lograr
la deteccién es diversa.

A pesar de que varios estudios emplean sensores piezoeléctricos [4, 5, 6] o acelerémetros

[7, 8,9, 10, 11] para capturar las sefiales con el objetivo de reducir las detecciones de ruido
exterior, la necesidad de estos dispositivos de estar en contacto directo con la superficie de
la madera puede no ser adecuada en algunas ocasiones. Es por esto, que un array actstico
se presenta como una alternativa para la deteccién a distancia. Aunque existe la posibilidad
de que pueda captar ruidos externos, la conformacién realizada posteriormente permite



CAPiTULO 1. INTRODUCCION

reducir considerablemente estos ruidos, filtrando espacialmente las senales adquiridas.

Estudios como [7] han empleado técnicas de Inteligencia Artificial para discriminar entre
los sonidos realizados por una larva, de muy baja amplitud, y el ruido de fondo, consi-
guiendo resultados de precisién cercanos al 90 % entrenando un algoritmo SVM (Support
Vector Machine). Por su parte, Liu et al. proponen en [12] diversas arquitecturas de redes
neuronales para reducir el ruido de las seniales captadas por un micréfono, tanto con la
senial en el tiempo como con su espectro en frecuencia.

En el ambito de la deteccién acustica existen diversas formas de abordar el problema, se
puede hacer un analisis en el dominio del tiempo, también se puede estudiar el dominio
frecuencial, o incluso aprovechar una representacién tiempo-frecuencia. En [4] se hace
un andlisis de las sefiales en el domino temporal que permite la deteccién de mordidas
producidas por larvas de Hylotrupes bajulus con transductores piezoeléctricos mediante el
calculo de parametros basados en la dimensién fractal.

Un factor relevante en la deteccién acustica de larvas de insectos, es la diferencia entre los
sonidos producidos en funcién del tamano de la larva. En [5] se estudia la dependencia de
la energia de la emisién actustica en funciéon del tamafio de la larva y de la distancia a la
que se ubica el sensor.

Otra forma de deteccién es a través de sensores Opticos, estudiada en diversos articulos
[13, 14]. Algunas de las técnicas empleadas para este fin requieren de equipos con un coste
muy elevado, lo que hace que sea inviable su producciéon a gran escala para monitorizar
periddicamente estructuras de interés. Es por esto, que en [14] se presenta el desarrollo
de un sensor electrénico de bajo consumo para incrustar en la madera. Entre varias téc-
nicas investigadas y tras los experimentos preliminares necesarios, los autores proponen
la aplicaciéon de técnicas de deteccidon Optica basadas en variaciones en la cantidad de luz
absorbida/reflejada. La deteccién de insectos se realiza utilizando LEDs de iluminacion y
sensores de luz que registran variaciones en la reflexién cuando un insecto como termitas,
hormigas, cucarachas, etc., se acerca al dispositivo. A pesar de las ventajas que esta téc-
nica presenta, como la monitorizacién periddica a un bajo coste, es necesario incrustar el
sensor en la madera convirtiéndose asi en un método invasivo.

Por su parte, en [13] se presenta una técnica similar, que incorpora un sistema de alarma
por SMS (del inglés, Short Message Service) basado en un médulo GSM (del inglés, Glo-
bal System for Mobile Communications) que permitié la monitorizacién continua de tres
edificios.

Otra rama de estudio aplicada a la deteccién de insectos xiléfagos son las imagenes por
resonancia magnética (MRI), analizada por Nicosia et al. en [3]. Esta técnica se basa
en las propiedades magnéticas del niicleo de los dtomos y permite obtener una imagen
bidimensional (2D) o tridimensional (3D) del objeto bajo estudio. Se obtuvieron resultados
positivos en la deteccion de larvas de especies como Anisakis simplex o Hylotrupes bajulus,
sin embargo, esta técnica requiere de un equipo especializado y poco portable.

En este contexto, este trabajo se presenta como una herramienta de ayuda a la mejora
de la precisién de los sistemas acusticos de detecciéon de estos insectos, haciendo de ellos
una solucién ideal para el control y deteccion de plagas, asi como para la conservacion del
patrimonio artistico y cultural.



1.2. OBJETIVOS

1.2. Objetivos

1.2.1. Objetivos generales

En este trabajo, se pretende desarrollar un algoritmo de Deep Learning (DL) que mejore
la precision en la localizacion de ejemplares de larva del escarabajo de la carcoma grande
(Hylotrupes bajulus). El objetivo principal es disefiar y evaluar un algoritmo capaz de
discriminar si la localizacién de la larva proporcionada por el array actstico corresponde
efectivamente con el punto donde se originé el sonido, o si dicha deteccién es resultado
de la energia radiada a través de un nudo de la madera cercano al lugar donde la larva
mordié.

1.2.2. Objetivos especificos

Para conseguir el objetivo general, ha sido necesaria la consecucién de los siguientes obje-
tivos especificos.

= Realizar un analisis exhaustivo de los datos en busca de potenciales patrones que
distinguieran ambos grupos, con el objetivo de encontrar la mejor forma de entrada
a la red neuronal.

= Implementar un algoritmo de segmentacién multiblanco en LabVIEW que permita
extraer el mayor niimero de detecciones posible.

= Etiquetar convenientemente los datos para crear una base de datos que sirva para
el entrenamiento de los distintos modelos y para el andlisis del comportamiento
de las larvas. Para esto es necesario definir qué regiones del plano se consideran
pertenecientes a una larva, a un nudo, o si se tratan de ruido.

» Estudio de la evolucién temporal de las larvas, con el objetivo de determinar si existe
o no correlacién entre la aparicién de un “sonido de nudo” y uno de larva.

» Bisqueda y calculo de distintas representaciones de las sefiales, como escalograma,
espectrograma y espectro en frecuencia.

» Exploracién de distintos algoritmos ya existentes sobre clasificacién automética me-
diante senales actusticas con el fin de encontrar un modelo con el que hacer transfer
learning.

= Bisqueda y desarrollo de algoritmos de Inteligencia Artificial (IA) para resolver el
problema de clasificacién.

s Evaluacién y comparacion de los distintos modelos con diferentes tipos de datos.

1.3. Metodologia

Para el desarrollo de este proyecto, esta memoria se desarrolla en las siguientes partes.
Primero se expone un marco teérico que aborda todos los fundamentos necesarios para
la comprensién del resto del documento. Una vez explicados todos estos conceptos, la
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estructura seguida es la que se llevo a cabo durante la experimentacién, comenzando por
el procesamiento de las sefiales capturadas, continuando por el desarrollo de distintos
algoritmos y por ultimo evaluando los resultados. A continuacién se detallan dichas fases:

1. Adquisicion y procesado de las senales. En el Capitulo 3 se detalla el proce-
samiento seguido para obtener los distintos datos de entrada para las posteriores
redes neuronales. Se evalia la naturaleza de las sefiales “en bruto” para calcular
pardmetros ttiles para la clasificacion, como seran la Transformada Wavelet o la
Transformada Discreta de Fourier (DFT).

2. Desarrollo de los distintos algoritmos. El Capitulo 4 aborda la implementacion
de distintas arquitecturas de redes neuronales profundas utilizadas para la consecu-
cién del objetivo del trabajo.

3. Evaluacién de los resultados y conclusiones. Los Capitulos 5 y 6 analizan los
resultados obtenidos y se extraen las conclusiones pertinentes.



Capitulo 2

Marco teorico

En este capitulo se detallan los fundamentos tedricos asociados a este proyecto. Se expli-
card el funcionamiento y técnicas asociadas a los arrays acusticos, asi como la generacién
del sonido por parte de insectos xil6fagos y la madera que los alberga, pasando por los
conceptos asociados a las redes neuronales y finalizando con una breve explicacién de las
herramientas de desarrollo empleadas.

2.1. Arrays de micréfonos

Un array no es mas que una agrupacién de sensores distribuidos en el espacio. En el
caso de los arrays acusticos estas agrupaciones son de micréfonos. Las aplicaciones de los
arrays son muy variadas y estdn extendidas en campos muy diversos como SONAR (del
inglés SOund Navigation And Ranging), Radioastronomia, Comunicaciones, etc. [15]. Sin
embargo, en esta seccién nos centraremos Unicamente en arrays acusticos.

Las geometrias y distribuciones en las que se puede disefiar un array son muy variadas,
pero pueden clasificarse atendiendo a su geometria como lineales (1D), planares (2D)
o volumétricos (3D) y segun la distribucién espacial entre sensores como uniformes, no
uniformes (ej. logaritmicos) y aleatorios.

Con estos dispositivos es posible muestrear una senal en el dominio espacial. Para po-
der obtener esta informacién espacial, es necesario procesar adecuadamente y de manera
conjunta las senales recibidas por todos los sensores. Este procesado se conoce como con-
formacion o beamforming.

2.1.1. El conformador de haz

El término beamforming proviene de los primeros filtros espaciales, disefiados para formar
haces (beams en inglés) afilados con el objetivo de recibir una senal radiando desde una
posicién especifica y atenuando las senales provenientes de otras localizaciones [16].

Su principio de operacién se basa en procesar conjuntamente las senales recibidas en un
array por todos los sensores, con el objetivo de conseguir estimar la posicién de la senal
recibida y el dngulo de llegada de la onda respecto al array, en caso de que se cumpla la



CAPITULO 2. MARCO TEORICO

condiciéon de campo lejano y por tanto se pueda asumir una onda plana. Si el array es
unidimensional, podremos discriminar entre posiciones a lo largo de un plano, mientras
que con un array bidimensional es posible distinguir entre dos componentes de la posicion
(azimut y elevacién) y por ultimo, con un array tridimensional es posible la localizacion
en las tres dimensiones.

Diagrama de radiaciéon

El conformado se comporta como un filtro espacial para cada uno de sus haces, de forma
que para el angulo de llegada deseado deja pasar la senal y para el resto de angulos
se atentia. A través del diagrama de radiaciéon de un array se puede caracterizar este
comportamiento, aunque una de sus ventajas es la posibilidad de cambiar este diagrama
electrénicamente en un tiempo muy corto, lo que permite hacer un barrido del espacio
electrénicamente.

El diagrama de radiaciéon de un array con separaciéon uniforme entre elementos se define
en [15] segun la siguiente expresion

; (0
1 sin(N %)

N an? —00 < 9 < 00 (2.1)
2

Fy) =

donde

N es el ntimero de sensores que conforman el array.

1 = kdcosf + a.

k es el nimero de onda y se define como 27/\, siendo A la longitud de onda de la
senal.

d es la distancia entre los sensores del array.

0 es el angulo de observacion del array.

« es el desfase entre elementos del array.

Diagrama de radiacién en coordenadas polares
90°

Diagrama de radiacion en coordenadas cartesianas
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Figura 2.1: Diagrama de radiacién para d = A/2 y valores de N de 8 y 16.

Tipicamente se muestra el diagrama de radiacién como el médulo de F'() al cuadrado,
como se representa en la Figura 2.1. En este ejemplo se comparan los diagramas de radia-
cién de dos array de 8 y 16 sensores para mostrar cémo se modifica el patron al aumentar
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el nimero de microfonos. Notese que a mayor niimero de sensores disminuye el ancho del
16bulo principal, debido a que la longitud total del array (apertura espacial) aumenta, lo
que nos permite discriminar entre blancos mas cercanos, o lo que es lo mismo, aumentar
la resolucién espacial. Por ese mismo motivo, también es posible mejorar esta resoluciéon
aumentando la distancia d entre micréfonos.

Esquemas de implementacién

Un conformador implementa el esquema de procesado mostrado en la Figura 2.2 y puede
expresarse formalmente como

Figura 2.2: Esquema bésico de un conformador

Vectorialmente se representa como

X = [:L’l Tro I3 ... l’N]T (2.3)
w=[w wy wy ... wy]’ (2.4)
y=wl.x (2.5)

donde x es el vector de sefiales, w el vector de pesos, y H representa la transpuesta con-
jugada.
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Se podria expresar como ecuaciéon matricial de la siguiente manera

xl(Ts) :L’1(2T5) te xl(NTS)
xo(Ts)  w2(2Ts) -+ xo(NTs)
() w1 o yVT0) = (1w o wn) | O 2.

Existen diversas técnicas de implementacién de algoritmos de beamforming, pero nos cen-
traremos en una denominada Delay and Sum, atrasar y sumar en espanol.

En el caso de un conformador Delay and Sum asumiendo que la onda llega primero al
micréofono 1, un instante 7 después al micréfono 2, y asi para el resto de micréfonos, si
sumamos todas las sefiales recibidas, al no estar en fase se cancelaran parcial o totalmente
entre si como se ve en la Figura 2.3(a). Sin embargo, sabiendo que la distancia entre los
micréfonos es d y que el angulo de llegada es 8 podemos calcular qué retardo hay que
aplicar a cada micréfono para que todas las senales capturadas estén en fase, como se
muestra en la Figura 2.3(b).

i(t)

(t)

20 ﬂ

-20

Ll
"HH\“/\\H\HF\H
AR
|
WA
| 1

20 I I Li X
0 0.2 0.4 0.6 0.8 1 12 14 16 18 2 0 0.2 0.4 0.6 0.8 1 12 14 16 18 2
Tiempo (ms) Tiempo (ms)

(a) Suma de las sefiales sin desplazar. (b) Suma de las sefiales atrasadas.

Figura 2.3: Conformacion basada en Delay and Sum.

Nétese que en 2.3(b) la amplitud de la senal resultante es aproximadamente tres veces
mayor que cada sefial por separado, puesto que no se ha aplicado una normalizacién
tras la suma de las sefiales. Esto aporta una especie de “filtrado” adicional basado en el
promedio, en el que se atenta todas aquellas muestras que no sean comunes a todas las
sefiales.



2.2. ACUSTICA DE INSECTOS XILOFAGOS

Esta técnica de procesado responde a la siguiente ecuacion

1 M
o(t) = 5; > W T (t = Tom) (2.6)
m=1

2.1.2. Aliasing espacial

Como ya se mencioné previamente, una de las formas de conseguir una mejor resolucién
espacial es aumentar la distancia entre sensores, pero podriamos preguntarnos qué ocurre
si aumentamos mucho esta distancia. Si bien es cierto que el ancho del 16bulo principal
disminuye, también lo hace con él el resto del diagrama de radiacién, y como ya observamos
en la Figura 2.1, este es 2m-periédico, vemos como en +360° aparecen de nuevo l6bulos
principales denominados grating lobes o 16bulos fantasma, con lo que si estos se trasladan
a angulos menores tendriamos un problema a la hora de distinguir un tnico dngulo de
llegada.

En general, para no cometer este aliasing espacial se debe cumplir que la distancia entre
sensores no supere

dmé.x. < A/2 (27)

Otra manera de evitar la aparicién de estos grating lobes es equiespaciar los sensores.

2.2. Acustica de insectos xiléfagos

Podemos considerar la combinacién de la larva y de la madera que la alberga como una
fuente acistica conjunta. Por tanto, el sonido producido dependera de ambos, por lo que
es importante conocer la relacién entre el comportamiento y la morfologia de la larva y el
posible impacto de las distintas propiedades de la madera en el sonido resultante. [2]

Transmision de ondas acusticas en la madera

El sonido se define como la transmisién de una vibracién a través de las particulas de un
material [2].

La composiciéon de un material influye en la propagacién de la onda actiistica en dos aspectos
cruciales: la atenuacién y la velocidad. La atenuacion se refiere a la tasa a la que se pierde
energia a medida que la onda actiistica atraviesa el material, mientras que la velocidad es la
rapidez con la que una onda se desplaza a través del material. En el caso de la madera, un
mayor contenido en humedad hace que su densidad aumente, lo que lleva a una disminucién
de la velocidad del sonido [17]. Esto ocurre porque una particula de menor masa puede
moverse mas que una particula de mayor masa cuando se aplica la misma cantidad de
fuerza. La densidad de la madera varia significativamente entre especies, pero también
depende de otros factores. En condiciones secas, la densidad del roble puede ser entre 1y
3 veces mayor que la del pino canadiense y hasta 5 veces mayor que la de la madera de
balsa. [2]
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Corteza

Incluso teniendo en cuenta las diferencias entre las
distintas especies, las propiedades actusticas pueden
variar. La madera cortada tiende a variar su hume-
dad con respecto a los arboles en pie, lo cual afecta
tanto a la atenuacién como a la velocidad del sonido
en su interior. Otra de las propiedades a considerar
es el grado de deterioro, que también hace variar la
densidad de la madera. [2]

- Duramen

Médula

— Albura

Cambium

En la Figura 2.4 se muestra un corte transversal del  Figura 2.4: Seccién transversal de
tronco de un arbol con sus distintas regiones dife- 1 Arbol. [2]

renciadas. Viendo este diagrama, puede observarse

que el arbol no es un sélido continuo con una estructura homogénea, si no que presenta
una compleja sucesion de capas cada una de ellas con distintas elasticidad y densidad.
Aparte de las diferencias que pueda haber en la seccién transversal, las vetas de la made-
ra producen una variacién en la densidad, lo que provoca un cambio de la velocidad del
sonido relacionado con el 4ngulo formado entre la onda y la veta. [2]

Aparte de los sonidos transmitidos por la larva, en determinadas ocasiones la madera pue-
de producir sonidos. Entre ellos, destacan las emisiones aciisticas por estrés y fractura,
causadas por la presién ejercida sobre las fibras de madera que puede romperlas produ-
ciendo vibraciones que viajan a través de la madera. Otros sonidos pueden provocarse en
arboles en pie, dada su condicién de ser un material vivo, por ejemplo el sonido provocado
por cavitacién, que es la formacién de gases dentro de un liquido (xilema). [2]

Acustica de insectos

Los insectos producen una amplia variedad de sonidos con distintos objetivos, y en algunos
casos, sin objetivo alguno. Estos se pueden dividir en dos categorias distintas: sonidos
accidentales, producidos por acciones realizadas por el insecto, como la alimentacién; y
no accidentales, aquellos provocados intencionalmente por el insecto, por ejemplo para la
comunicacion. [2]

Esta investigacién se centra en los sonidos accidentales, concretamente en aquellos pro-
ducidos por la larva al alimentarse, por lo que los sonidos dependeran directamente de la
morfologia y el comportamiento de la larva. También hay que tener en cuenta los ciclos
de vida del insecto y su comportamiento en cada uno de ellos, puesto que su actividad
no serd la misma. Aunque existen diferencias entre especies, y en ocasiones también en-
tre individuos de la misma especie, en funcién de factores externos como por ejemplo la
temperatura, en la Figura 2.5(a) se muestra el ciclo vital de un insecto xiléfago.

Puesto que no hay evidencia de que los insectos en su fase de huevo y pupa produzcan
algtn sonido de interés [2], inicamente se estudiardn los sonidos producidos al alimentarse
durante el estado larvario. Para entender la naturaleza de estos sonidos es util comprender
ciertas propiedades y caracteristicas de la larva.

Cuando el insecto estd en fase larval, su principal actividad es alimentarse. La larva se
nutre de la madera creando un tinel en su interior durante este proceso. Para ello, emplea
sus mandibulas muy esclerotizadas, ilustradas en la Figura 2.5(b). Al alimentarse la larva,
usa sus mandibulas para agarrar y romper las fibras de la madera, cuya rotura genera
una vibracién que se propaga a través de la madera permitiendo su deteccién via acustica.

10
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Huevo

Labrum
Sobre la superficie

Larva

Se alimenta de la
madera y crea
taneles.
Existen diferentes
estados larvarios.

La pupacion ocurre
cerca de la superficie
de la madera.
Tras esto, los adultos
emergen a través de
agujeros en la superficie
de la madera

Epicranial Epicranial
half half

(a) Ciclo vital de un insecto xil6fago. (b) Diagrama de la cabeza de un cerambicido.

Figura 2.5: Ciclo vital y morfologia mandibular de un insecto xiléfago. [2]

En la Figura 2.6 se muestra la forma de onda tipica de una mordedura producida por un
ejemplar de Hylotrupes bajulus, muestreada a 50kHz.

No se conoce mucho sobre la variaciéon en el comportamiento de la alimentacién de las
larvas y los sonidos asociados con ellos, sin embargo, es probable que este comportamiento
esté condicionado por diversos factores internos y externos.

Se ha observado que la mayoria de las larvas pasan un periodo de varios meses previos a
la pupacién sin alimentarse [18], lo cual deja entrever un problema asociado a la deteccién
via acustica. En este caso, inicamente serian ttiles métodos de deteccién activa como los
basados en rayos X o reflexiéon de ultrasonidos.

En cuanto a las diferencias entre especies, en [19] se demostro6 la viabilidad de clasificar
dos especies, Hylotrupes bajulus y Prionus coriarius, en base a su patrén de ocurrencia
con una tasa de éxito del 96 %, lo cual pone de manifiesto la gran diferencia entre especies
en dicho patrén.

25
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\ AN/
/\/ \ V\WM\M,\AMN\WWW__%,NM,W

Amplitud

20 | | | | | | |
0 0.5 1 15 2 2.5 3 3.5 4
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Figura 2.6: Una mordida de Hylotrupes bajulus L..
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2.3. Deep learning y Redes Neuronales

En los ultimos anos ha aumentado el interés por conceptos como Inteligencia Artificial
(TA), Machine Learning (ML, también conocido como aprendizaje maquina o aprendizaje
automédtico) o Deep Learning (DL, también denominado aprendizaje profundo). Sin em-
bargo, es importante distinguir estos términos y conocer su relaciéon antes de entrar en
més detalle.

La TA nacié en la década de 1950, cuando en el ambito de las Ciencias de la computacion
empezaron a preguntarse si seria posible hacer a los ordenadores “pensar” [20]. Existen
diversas definiciones de IA, pero una de ellas es “Fl esfuerzo de automatizar tareas inte-
lectuales tipicamente llevadas a cabo por humanos” [20]. Como tal, la TA es un campo de
estudio muy amplio que engloba ML y DL, pero también abarca otros enfoques que no
tienen que ver con el aprendizaje. [20]

Por su parte, el aprendizaje automatico nace de la idea de que un ordenador puede aprender
a realizar una tarea sin tener que crear un programa con unas estrictas reglas definidas
a mano, lo cual abre un nuevo paradigma en la programaciéon. Un sistema de ML es
entrenado, lo que equivale a programarlo en un paradigma clésico, esto es presentarle
ejemplos relevantes de una tarea a realizar, y que él encuentre patrones estadisticos que
finalmente le permitan definir unas reglas para automatizar la tarea. [20]

Sin embargo, para este proyecto el interés estd en el campo del aprendizaje profundo.
Como se muestra en la Figura 2.7, el DL es un subcampo de ML, el cual a su vez es parte
del campo de la TA. La diferencia de DL respecto a ML es que supone una nueva forma de
aprender representaciones a partir de datos que hace hincapié en el aprendizaje de capas
sucesivas de representaciones cada vez méas significativas. [20]

Inteligencia
Artificial

Machine
Learning

Deep
Learning

Figura 2.7: Inteligencia artificial, machine learning y deep learning.

2.3.1. Redes neuronales artificiales

Este concepto previamente mencionado de capas esta directamente relacionado con las
redes neuronales. Las redes neuronales artificiales (ANNSs; del inglés Artificial Neural Net-
works) fueron inspiradas por sus andlogas bioldgicas [21] y son capaces de descubrir rela-
ciones interesantes en un conjunto de datos [22].

12



2.3. DEEP LEARNING Y REDES NEURONALES

En 1943 McCulloch y Pitts elaboraron un modelo simplista de una neurona mostrado en
la Figura 2.8. Este modelo define que cada neurona esta formada por un interruptor que
recibe una senal de entrada de otras neuronas, y en funciéon de si la suma total de las
entradas supera o no un umbral, se activa o no [23]. La salida de estas neuronas artificiales
se puede formular mateméaticamente de la siguiente manera

N
J=g (Z riw; + b) (2.8)
i=1
donde

= ¢ es la salida de la neurona.

= ¢ es la funcién de activacion.

= N es el nimero de entradas a la neurona.
= 1; es cada entrada a la neurona.

= w; es el peso asociado a cada x;.

= b es un término constante denominado sesgo o bias.

)

Figura 2.8: Esquema de una neurona artificial.

Estructura de una Red Neuronal

Las redes neuronales profundas de propagacion directa, también llamadas redes neuronales
de propagacién directa (feed-forward) o perceptrones multicapa (MLP, por sus siglas en
inglés), son los modelos esenciales del aprendizaje profundo [24]. El objetivo de una red
de propagacion directa es aproximar alguna funcién que, por ejemplo, mapee una entrada
x en una categoria y para el caso de un problema de clasificacién.

Estos modelos reciben el nombre de propagacién directa porque los datos fluyen desde
la entrada x a través de las capas intermedias hasta la salida y, sin conexiones hacia
atrds [24]. Las redes neuronales de propagacién directa reciben el nombre de redes porque
tipicamente se representan como una composiciéon de diferentes funciones. Por ejemplo,
supongamos que tenemos tres funciones f(1), £ y ) conectadas en cadena de manera
que f(z) = fO(FA(fD(x))). En este caso f(I) serfa la primera capa de la red, f?) la

13
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segunda y asi sucesivamente. La longitud total de la cadena determina la profundidad del
modelo, de ahi el nombre de aprendizaje profundo.

Una red neuronal tipicamente estda formada por una capa de entrada, en el caso de una
senal temporal con una neurona por muestra, a continuacién una serie de “capas ocultas”,
variables en funcién del problema a resolver, y por tltimo una o mas neuronas a en la capa
de salida. En el caso de un problema de clasificacién las neuronas de la tltima capa serdn
tantas como clases haya, con una tnica neurona si se trata de un problema de clasificacion
binaria y varias si realiza una tarea de clasificacién multiclase.

Las funciones de activacién son un aspecto critico para el correcto funcionamiento de una
red neuronal. Existen diversas formas, pero a continuacién se presentan dos de las més
habituales y usadas en este proyecto, cuyas graficas se representan en la Figura 2.9.

ReLU y su Derivada Sigmoide y su Derivada

ReLU(x) Sigmoid(x)
97 |= = -dReLU(x) 1 0.9 [ |= = -aSigmoid(x)

8 ’ 0.8
7r * 0.7 |

6 1 0.6

4r 1 04
3f 1 03[
2f 1 02

1r o e 01t

Figura 2.9: Funciones de activacién y sus derivadas.

1. ReLU o rectificador: es una funcién de activacién no lineal ampliamente usada. Hace
que la neurona se desactive solo cuando la salida de la transformacion lineal sea cero
[25]. Se puede definir matematicamente como

f(x) = max(0, z) (2.9)

La funcién ReLU es més eficiente que otras porque no todas las neuronas se activan
al mismo tiempo, sino que solo un determinado nimero de ellas lo hacen. [25]

Sin embargo, en algunos casos su derivada es cero, lo que hace que sus pesos y sesgos
no se actualicen durante la retropropagacion (véase 2.3.4). Para reducir este proble-
ma se han creado otras funciones similares ligeramente modificadas, cuya derivada
no es siempre cero para valores negativos, son ejemplo las funciones Leaky ReLU o
Ezponential Linear Unit (ELU).

2. Sigmoide. Se trata de una funcién de activacién no lineal muy empleada [25] que se
puede definir matematicamente como

fla) = — (2.10)
Se suele emplear en la neurona de salida de un clasificador binario puesto que tiende

a asignar un valor de 1 para entradas positivos, y 0 en aquellos caso que la entrada
es negativa.

14
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Existen otro tipo de capas con el objetivo de mejorar la generalizacién del modelo y
reducir el sobreajuste. Es el caso de las capas de dropout que permiten desactivar una
serie de neuronas durante el una iteracién de forma aleatoria con el objetivo de crear una
red menos sensible a pesos especificos, mejorando la eficiencia computacional puesto que
la red se vuelve méas pequeiia. Sin embargo, el uso de estas técnicas de regularizacion
requieren de m&s pasos para converger.

Ademaés, en el entrenamiento de una red neuronal no solo influyen las capas que componen
su arquitectura, sino que hay una serie de hiperpardmetros que afectan al resultado. Entre
ellos destacan los siguientes:

1. Epoca o epoch, que representa una iteracién de entrenamiento en la que el modelo
ve todo el conjunto de datos de entrenamiento. Si el niimero de épocas es muy
pequenio el modelo puede no aprender bien las caracteristicas de los datos, llevando
a un problema de subajuste, mientras que un nimero muy elevado de épocas puede
hacer que el modelo memorice estas caracteristicas ocasionando un problema de
sobreajuste.

2. Lote o batch. Un lote es un conjunto de ejemplos que se evaliian de manera conjunta
durante el entrenamiento. El procesamiento por lotes mejora la eficiencia compu-
tacional y permite actualizar los pesos de la red més suavemente. [26]

3. Tasa de aprendizaje. Este valor mide cémo de rapido se adapta el modelo a los nuevos
datos. Un valor alto de tasa de aprendizaje hara que tu modelo cambie rdpidamente
ajustdndose muy bien al nuevo dato, pero tendera a olvidar lo aprendido con datos
anteriores. [21]

2.3.2. Arquitecturas de redes neuronales

Las redes neuronales se basan en neuronas artificiales, que unidas entre si forman una
red. Hoy en dia el nimero de capas puede oscilar desde unas pocas a miles de ellas, y
generalmente se emplea el termino de red neuronal densa (DNN, del inglés Deep Neural
Netword) a las redes neuronales usadas en DL [27]. Estas redes suelen contener varias
capas ocultas lo que le otorga la capacidad de extraer caracteristicas de distinto nivel en
cada una de las sucesivas capas [28].

Perceptrén Multicapa

Un perceptréon multicapa (MLP, del inglés Multilayer Perceptron) es un tipo de red neu-
ronal compuesto por una capa de entrada, una o mas capas ocultas y una capa final de
salida. Las capas cercanas a la capa de entrada se suelen denominar capas bajas, mientras
que aquellas cercanas a la capa de salida reciben el nombre de capas altas [21]. Todas
las neuronas, excepto las de la capa de salida, incluyen un sesgo y estan completamente
conectadas con la siguiente capa, lo que se conoce como fully connected (FC).

Los MLP son comtinmente utilizados en tareas de clasificacién tanto binaria como multi-
clase. Presentan una limitacion y es que no son capaces de clasificar patrones que no sean
separables linealmente [29] a no ser que el nimero de capas ocultas sea muy elevado. En
la Figura 2.10(a) se muestra un ejemplo de MLP.
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Figura 2.10: Arquitecturas de redes neuronales.

Redes Neuronales Convolucionales (CNN)

Las redes neuronales convolucionales (CNN, del inglés Convolutional Neural Network)
son un tipo de DNN que se utilizan principalmente en tareas como el reconocimiento
de imagenes, la deteccién de objetos y la segmentacién de imégenes, aprovechando su
capacidad para aprender y reconocer patrones espaciales.

Una CNN normalmente estd compuesta por tres tipos de capas diferentes:

1. Convolucionales. Representan una parte crucial de esta arquitectura y es un conjunto
de filtros, o kernels, que permiten extraer caracteristicas de los datos. Los valores
de estos filtros se calculan durante el entrenamiento de la red [31]. Estos filtros se
aplican a cada pixel transformando la imagen original en tantas imagenes filtradas
como filtros haya, construyendo un mapa de caracteristicas.

2. Pooling. Esta capa, también conocida como capa de reducciéon de muestreo, sirve para
disminuir la dimensién de los mapas de caracteristicas, conservando la informacién
mas relevante. Hay varios tipos, entre los que destaca la capa maz, que se queda con
el valor de pixel méas alto de un entorno, y la capa avg, que hace la media de los
valores de los pixeles de ese entorno. [31]

3. Fully Connected. Una vez extraidas las caracteristicas y reducida su dimensién, se
conecta la salida a una red neuronal completamente conectada como se muestra en
la Figura 2.10(b), encargada de realizar la tarea de clasificacién.

A pesar de su gran utilidad para la visién por ordenador y tareas como la de clasificacién
de iméagenes, su complejidad hace que sea necesario entrenar muchos més parametros
respecto a una arquitectura méas simple como un MLP, lo que hace que el entrenamiento
sea mas lento y requiera una mayor capacidad de computo.

2.3.3. Meétodos de Optimizaciéon

Casi todos los algoritmos de ML pueden formularse como un problema de optimizacién
en el que encontrar el extremo de una funciéon objetivo. Para alcanzarlo, en numerosas
ocasiones se recurre a métodos de optimizacién numéricos o analiticos [32], algunos de los
cuales se explican a continuacion.
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Descenso del gradiente

El descenso del gradiente es una forma de minimizar una funcién objetivo J(f) parame-
trizada por los parametros de un modelo 6 € R? actualizando los pardmetros en direccién
opuesta al gradiente de la funcién objetivo VyJ(6) con respecto a los pardmetros. La tasa
de aprendizaje 1 determina el tamafio de los pasos que tomamos para alcanzar un minimo

(local). [33]

Existen variantes de este algoritmo entre las cuales destacan las siguientes:

1. El gradiente descendiente batch calcula el gradiente de la funcién de coste, que es la
diferencia entre el valor estimado y el valor real, con referencia a los pardmetros 6
para todo el conjunto de datos segun la expresién:

0=0—1-Vol(0) (2.11)

Al tener que calcular los gradientes para todo el conjunto de datos para hacer sola-
mente una actualizacién, este método es muy lento. [33]

2. El gradiente descendiente estocastico hace una actualizacion de los parametros para
cada ejemplo de entrenamiento () y etiqueta y®:

=0 —n-VoJ(0;2;y) (2.12)

Suele ser més rapido que el gradiente descendiente batch y permite encontrar nuevos
y mejores minimos locales. [33]

3. El gradiente descendiente mini-batch mezcla lo mejor de los anteriores actualizando
los pardmetros para cada mini-batch de n ejemplos de entrenamiento:

0=60—n-VeJ(0; gltn). y(i;”")) (2.13)

De esta forma se reduce la varianza en las actualizaciones lo que puede llevar a una
convergencia mas estable y puede hacer uso de librerias que calculan en gradiente
respecto a un mini-batch de manera muy eficiente. [33]

Optimizadores avanzados

A pesar de que el descenso de gradiente es un optimizador muy utilizado, y para una gran
mayoria de casos sea suficiente, presenta algunos problemas. Elegir una tasa de aprendizaje
puede ser dificil, puede ser deseable no actualizar todos los pardmetros de la misma manera
si los datos son dispersos o puede haber problemas con los minimos locales o puntos de silla
que no permitan alcanzar un minimo global 6ptimo. Es por eso que se han desarrollado
otros algoritmos méas avanzados como Adam, RMSprop o Adagrad. [33]

De entre ellos, ADAM (Adaptive Moment Estimation) es el que se ha empleado en este
trabajo. Adam es un algoritmo de optimizacién disenado para entrenar redes neuronales
profundas de manera eficiente y efectiva. Combina los beneficios del método de gradientes
estocdsticos con técnicas de optimizacién adaptativas. En esencia, Adam mantiene dos
promedios exponenciales de los gradientes y los cuadrados de los gradientes, lo que le
permite ajustar automaticamente las tasas de aprendizaje para cada parametro. Ademas,
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incluye términos de correccién de sesgo para compensar el sesgo inicial de los estimadores
de los momentos. Estos mecanismos ayudan a mantener una tasa de aprendizaje adecuada
para cada parametro durante el entrenamiento, lo que acelera la convergencia y mejora
el rendimiento del modelo en una amplia gama de problemas de aprendizaje automaético.
34]

El algoritmo seguido por este optimizador es el siguiente:

1. Primero, se inicializan los pardmetros a 0.

mg=0, vop=0, t=0 (2.14)
2. Después para cada iteracion t:
2.15
2.16
2.17
2.18

t=t+1
9t =V f(0i-1)
my =1 -me-1+ (1 —51) gt
v =Py ve1+ (1— B2) - g7

donde g; es el gradiente en el tiempo ¢, y 51 v B2 son los coeficientes de decaimiento
para los momentos de primer y segundo orden, respectivamente.

(2.15)
(2.16)
(2.17)
(2.18)

3. Después, para corregir los sesgos introducidos por las inicializaciones de m y v:

A my

= 2.19
. %
= 2.20
4. Finalmente, se actualizan los pardmetros 6:
my
0 =01 —a—— 2.21
T ot e (221)

donde « es la tasa de aprendizaje, y € un término pequeno para evitar la division
por cero.

2.3.4. Retropropagaciéon

El algoritmo de aprendizaje por retropropagacién descrito por primera vez en [35] fun-
ciona para redes de alimentaciéon hacia adelante (feed-forward) con salidas continuas. El
entrenamiento comienza estableciendo todos los pesos de la red en valores pequenios y alea-
torios. Ahora, para cada ejemplo de entrada, la red genera una salida, que inicialmente es
aleatoria. Se mide la diferencia cuadratica entre esta salida y la deseada, que representa la
clase o valor correcto. La suma de todas estas diferencias cuadraticas a lo largo de todos
los ejemplos de entrenamiento se denomina el error total de la red. Si este valor fuese cero,
la red seria perfecta, y cuanto menor sea el error, mejor sera el resultado de la red. [23]

Eligiendo los pesos que minimicen el error total, se puede obtener la red neuronal que
mejor resuelve el problema en cuestién, y para eso se hace uso del siguiente algoritmo. [21]
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2.4. METRICAS DE RENDIMIENTO EN ALGORITMOS DE DEEP LEARNING

1. El algoritmo maneja un mini-lote a la vez y recorre el conjunto de entrenamiento
completo miiltiples veces.

2. Cada mini-lote se pasa a la capa de entrada de la red, que simplemente lo envia a la
primera capa oculta. El algoritmo luego calcula la salida de todas las neuronas en
esta capa (para cada instancia en el mini-lote). El resultado se pasa a la siguiente
capa, se calcula su salida y se pasa a la siguiente capa, y asi sucesivamente hasta
obtener la salida de la ultima capa, la capa de salida. Este es el paso hacia adelante.

3. A continuacién, el algoritmo mide el error de salida de la red.

4. Luego calcula cuanto contribuyé cada conexién de salida al error. Esto se hace ana-
liticamente aplicando simplemente la regla de la cadena, lo que hace que este paso
sea rapido y preciso.

5. El algoritmo luego mide cuéntas de estas contribuciones de error provinieron de
cada conexion en la capa inferior, nuevamente usando la regla de la cadena, y asi
sucesivamente hasta que el algoritmo llega a la capa de entrada.

6. Finalmente, el algoritmo realiza un paso de descenso del gradiente para ajustar
todos los pesos de conexién en la red, utilizando los gradientes de error que acaba
de calcular.

En la Figura 2.11 se presenta un diagrama explicativo con el objetivo de clarificar el
funcionamiento de este algoritmo.

El resultado de cada neurona se
_ envia a la siguiente capa.
Las muestras de la sefial se colocan
ala entrada de cada neurona, y
recorren foda la red.

3 ) Se mide el error de salida
de lared.

@ Se calcula la contribucién de cada
conexion al error aplicando la regla
de la cadena.

El algoritmo mide cudntas de esas
confribuciones al error provienen
de la capa inferior, de nuevo

-_— . usando la regla de la cadena.
6 ) Por Ultimo, se reajustan todos los 9

pesos de la red utilizando los errores
que se acaban de calcular.

Figura 2.11: Algoritmo de retropropagacién

2.4. Meétricas de rendimiento en algoritmos de deep learning

Uno de los componentes criticos de DL es la eleccion de la métrica de rendimiento usada
para entrenar y evaluar los modelos. Las distintas métricas de rendimiento evalian la
habilidad del modelo para hacer predicciones correctas sobre datos nunca antes vistos.

La eleccion de una métrica es crucial para alcanzar un buen rendimiento, sin embargo,
debido a la gran variedad de opciones disponibles, puede ser complicado elegir el método
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mas apropiado para nuestra tarea especifica. A continuacién se definen las métricas més
usadas en el &mbito de DL. [36]

2.4.1. Matriz de confusion

Una herramienta ampliamente usada a la hora de evaluar el rendimiento de un algoritmo de
clasificacién es la matriz de confusién. En ella se muestra el niimero de verdaderos positivos
(TP), verdaderos negativos (TN), falsos positivos (FP) y falsos negativos (FN) resultantes
de evaluar el algoritmo. La matriz de confusiéon para un problema de clasificacién binaria
se presenta en la tabla 2.1.

Positivo predicho Negativo predicho

Positivo real Verdaderos positivos (TP)  Falsos negativos (FN)

Negativo real Falsos positivos (FP) Verdadero negativo (TN)

Tabla 2.1: Matriz de confusion

Donde, para nuestro caso particular:

= TP es el nimero de nudos identificados correctamente como nudos.
= TN es el nimero de larvas correctamente clasificadas como larvas.
= FN es el ntimero de nudos que han sido mal identificados como larvas.

= FP es el nimero de larvas que han sido clasificados erréneamente como nudos.

2.4.2. Exactitud

La exactitud o accuracy es una de las métricas mas usadas en el ambito de la clasificacién.
Es el ratio de las muestras clasificadas correctamente entre el nimero total de muestras.
Se puede expresar como

. Ntmero de muestras clasificadas correctamente
Exactitud = - (2.22)
Numero de muestras total

También se puede expresar en términos de los valores de la matriz de confusién como

TP+ TN
Exactitud = 2.2
e = TP Y FP Y TN + FN (2:23)

Se trata de una métrica simple e intuitiva, pero que puede llevar a error cuando la distri-
bucién de clases no estd balanceada, puesto que tiende a favorecer a la clase mayoritaria.
Para esos casos, existen otras métricas mas apropiadas como la precisiéon, la exhaustividad
o la puntuacién F1.
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2.4.3. Precision

La precision mide la exactitud de las predicciones positivas, es decir, de las muestras
clasificadas en la clase positiva cudntas pertenecen realmente a dicha clase. En nuestro
problema de clasificacion, los nudos que se han identificado correctamente como tal. Se
define como el niimero de predicciones positivas verdaderas frente al ntmero total de
predicciones positivas, tal y como se expresa a continuacién

TP
PreCiSién = m (224)

La precision es util cuando el coste de un falso positivo es elevado. Un valor alto de esta
métrica nos indica que el modelo no estd generando muchos falsos positivos, por lo que
las predicciones son fiables. Sin embargo, es importante considerar métricas adicionales,
puesto que un modelo que no genere muchas predicciones positivas podria conseguir un
alto valor de precisién, aunque mostraria una exhaustividad baja. [36]

2.4.4. Exhaustividad

La exhaustividad o recall, también conocida como sensibilidad o Tasa Positiva Verdadera
(TPR, del inglés True Positive Rate), es una métrica que mide la proporcién de muestras de
verdaderos positivos del total de muestras positivas, en particular, la proporcién de nudos
clasificados correctamente del total de muestras clasificadas como nudo. Mateméticamente
sigue la expresion:

TP
Exhaustividad = m (225)

Mide cémo de bien identifica el modelo todas las muestras positivas del conjunto de datos.
Un valor alto de esta métrica indica que el modelo tiene pocos falsos negativos, lo que
significa que puede identificar correctamente la mayoria de las muestras positivas. Sin
embargo, una exhaustividad alta no implica necesariamente que el modelo tenga una
precision alta. Hay una relaciéon de compromiso entre precisiéon y exhaustividad puesto
que estan inversamente relacionadas, cuando una aumenta, la otra disminuye. [36]

2.4.5. Tasa de falsos positivos

La Tasa de Falsos Positivos (FPR, del inglés False Positive Rate) se usa para evaluar la
proporcién de falsos positivos, es decir, aquellas muestras de larva que se han clasificado
incorrectamente como nudo respecto al niimero total de larvas. También se denomina tasa
de error tipo I, y es complementario a la especificidad. [36]

Formalmente, se calcula como:

rp

FPR= ———
R FP+TN

(2.26)
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2.4.6. Puntuacién F1

Existe una métrica que combina la precisién y la exhaustividad proporcionando un tinico
valor representativo del rendimiento global de la clasificacién del modelo. Se trata de la
puntuaciéon F1 y se define como la media arménica de la precision y la exhaustividad, la
cual se calcula como sigue

Precisién - Exhaustividad

F1=2 (2.27)

" Precisién + Exhaustividad

La puntuacién F1 considera tanto la habilidad del modelo para identificar correctamente
los ejemplos positivos (precisién) como la de identificar todos los ejemplos positivos del
conjunto de datos (exhaustividad). Es especialmente ttil cuando la distribuciéon entre
clases no es balanceada, o cuando queremos dar el mismo peso a la precisién y a la
exhaustividad. [36]

2.4.7. Especificidad

La especificidad, también conocida como Tasa Negativa Verdadera, es una métrica que
mide la proporcion de verdaderos negativos correctamente identificados por el modelo. Se
define como el nimero de verdaderos negativos entre el niimero total de negativos reales.
Su expresién matematica es

TN

E ificidad = ——
specificida TN+ FP

(2.28)
Es especialmente importante en ambitos donde es critico minimizar el nimero de falsos
negativos para evitar tomar acciones innecesarias que puedan suponer un problema [36].
Sin embargo, en el caso de la deteccion de larvas, no es crucial que el algoritmo clasifique
algin sonido que no corresponda a una larva como tal, puesto que se tomaran multiples
muestras, lo que hard que estos falsos negativos sean residuales y no afecten significativa-
mente los resultados finales.

2.4.8. Curva de Caracteristicas Operativas del Receptor (ROC)

La curva ROC es una herramienta estadistica usada para evaluar la capacidad discrimi-
natoria de una prueba, en este caso, un algoritmo de clasificaciéon. En estas curvas se
representa la sensibilidad en funcién de los falsos positivos (complementario de la especi-
ficidad) para distintos puntos de corte. [37]

Una curva ROC que sigue una linea diagonal y = x produce igual nimero de falsos
positivos que de verdaderos positivos. Por tanto, es deseable que la curva ROC de nuestro
algoritmo se aproxime tanto como sea posible a la esquina superior izquierda, por encima
de la “linea de referencia” y = x, como se muestra en la Figura 2.12. [38]

Para hacer el calculo de la curva ROC el algoritmo a seguir es el siguiente: [36]

1. Se parte de un clasificador que proporcione una salida binaria y estime la probabi-
lidad de la clase positiva. Esta probabilidad se conoce como “puntuacion”.
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Clasificador

Tasa de positivos verdaderos

0.0 05 1.0
Tasa de falsos positivos

Figura 2.12: Ejemplo de curva ROC.

2. Para cada umbral posible (de 0 a 1) de estas puntuaciones, se calcula la tasa de
verdaderos positivos (véase 2.4.4) y la tasa de falsos positivos (véase 2.4.4).

3. Se dibuja el valor de FPR en el eje X y el de TRP en el eje Y. Asi, se obtienen
graficas como las mostradas en la Figura 2.12.

Area bajo la curva (AUC)

Asociado a la curva ROC, el area bajo esta curva (AUC, del ingés Area Under the Curve) es
una métrica cominmente empleada para evaluar el rendimiento del modelo de clasificacién
binaria. Sus valores varian entre 0 y 1, siendo 1 el valor asociado a un clasificador perfecto
y 0.5 el correspondiente a un clasificador cuyo rendimiento no es mejor que una suposicién
al azar. [30]

2.5. Funciones de pérdida en algoritmos de deep learning

Una funcién de pérdida y una métrica de rendimiento se utilizan para evaluar el desempenio
de un modelo de aprendizaje profundo, pero sirven para propoésitos diferentes. A diferencia
de las métricas de rendimiento, una funcién de pérdida se utiliza durante el entrenamiento
para optimizar los parametros del modelo. Mide la diferencia entre las salidas predichas
y las esperadas del modelo, y el objetivo del entrenamiento es minimizar esta diferencia.
[36]

Existen diversas funciones de pérdida, pero en este trabajo se emplea la entropia cru-
zada binaria o pérdida logaritmica, normalmente conocida por su nombre inglés Binary
Cross-Entropy. En una clasificacion binaria, la clase verdadera generalmente se representa
mediante un vector donde la clase verdadera tiene un valor de 1 y la otra clase tiene un
valor de 0. La probabilidad predicha por el clasificador se representa mediante un vector de
probabilidades para cada clase, donde esta probabilidad para la clase verdadera se denota
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por p(y = 1|z) y la probabilidad correspondiente a la otra clase se denota por p(y = 0|z).

Esta funcién de pérdida se define como

L(y,p) = —(ylog(p) + (1 — y)log(1 — p)) (2.29)

donde y es la etiqueta de la clase verdadera (0 o 1) y p es la probabilidad predicha para
la clase positiva. La funciéon de pérdida se minimiza cuando la probabilidad predicha p es
igual a la etiqueta de clase verdadera y. [36]

2.6. Herramientas de desarrollo

Para desarrollar este proyecto se ha hecho uso de las herramientas de trabajo enumeradas
a continuacién, cuyos logotipos se muestran en la Figura 2.13.

. 4!’ o

(a) LabVIEW™ b) MATLAB® c) Python (d) Google Colab

Figura 2.13: Herramientas de desarrollo.

1. El entorno de programaciéon grafica LabVIEW para la segmentaciéon y el procesa-
miento de las senales capturadas.

2. La plataforma de programacién MATLAB para el calculo de pardmetros especificos
de las senales, asi como para la creaciéon de gran parte de los graficos de esta memoria.

3. El lenguaje de programacion Python para el manejo de los datos con bibliotecas
como NumPy y Pandas, y para el desarrollo de las redes neuronales haciendo uso de
la biblioteca TensorFlow.

4. El entorno de ejecucién “Google Colab” para el entrenamiento de las redes neuronales
propuestas aprovechando sus servicios de GPU.

2.6.1. LabVIEW

LabVIEW™ es el acrénimo Laboratory Virtual Instrumen Engineering Workbench. Es
tanto un lenguaje como un entorno de programaciéon grafica lanzado en 1983 por la empresa
National Instruments.

Inicialmente fue pensado para aplicaciones de control de equipos electrénicos usados en el
desarrollo de sistemas de instrumentacién, lo que se conoce como instrumentacién virtual.
Por eso los programas desarrollados en LabVIEW se guardan en ficheros VI (Virtual
Instrument) [39]. Internamente estd basado en un lenguaje de programacién bien definido,
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Area Herramientas

Célculo Diferenciacién, integraciéon, limites, sumatorios y series de Taylor.
Algebra lineal = Determinantes, autovalores, descomposicién en valores singulares...

Solucion de Soluciones numéricas y simbdlicas a ecuaciones algebraicas y dife-
ecuaciones renciales.

Transformadas Fourier, Laplace, Transformada-Z y sus correspondientes transfor-
madas inversas.

Tabla 2.2: Funciones de MATLAB en computacién matemética [43]

conocido como “G”, a pesar de que tipicamente se usa LabVIEW para referirse tanto al
entorno de desarrollo integrado (IDE) como al lenguaje de programacién. [40]

La interfaz grafica de LabVIEW cuenta con dos componentes principales: un Panel Frontal,
donde estaran todos los botones, pantallas, etc. de la interfaz de usuario y una circuiteria
interna, definida a modo de diagrama de bloques.

2.6.2. MATLAB®

En sus inicios, MATLAB no se ide6 como un lenguaje de programacion, si no que era una
calculadora matricial interactiva. Sin embargo, en 1984 PC-MATLAB se presenté como
un sistema completo escrito en C. [41]

Actualmente, MATLAB es un sistema interactivo basado en matrices para el cdlculo numé-
rico y la visualizacién en ciencia e ingenieria [42] con una gran acogida en muchos centros
de educacién e investigacién de todo el mundo. Una de sus ventajas es el hecho de poder
resolver problemas numéricos complejos de una forma mucho mas rapida y amigable que
con lenguajes de programacion como C gracias a su interfaz intuitiva y la gran variedad
de toolbox disponibles.

MATLARB esté orientado a un uso cientifico o en el A&mbito de la ingenieria y facilita diversas
tareas de computacién matematica [43]. En la Tabla 2.2 se detallan algunos ejemplos de
las ventajas que aporta MATLAB en determinadas areas de la computacion matematica.

Para el desarrollo de este proyecto han sido ttiles algunos complementos adicionales a la
version base de MATLAB, como el “Signal Processing toolbox” o el “Wavelet toolbox”,
entre otros.

2.6.3. Python

Actualmente, Python es el lenguaje de programacion mas utilizado en el desarrollo de
algoritmos de inteligencia artificial. Creado a finales de la década de 1980 por Guido Van
Rossum, Python destaca por ser una herramienta potente que soporta multiples paradig-
mas de programacién, incluyendo la programacion funcional, procedimental y orientada a
objetos [44]. Su uso es extremadamente variado, pero ha ganado una enorme popularidad
en el sector de la inteligencia artificial principalmente debido a la facilidad y simplicidad
de su sintaxis en comparaciéon con otros lenguajes como Lisp, Prolog, C++ o Java.
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Python es especialmente atractivo por el grado de desarrollo de algunas librerias am-
pliamente utilizadas. Entre las méas conocidas destacan NumPy para realizar operaciones
algebraicas N-dimensionales, Pandas para trabajar con tablas de datos y Tensorflow, dise-
nado por Google para aplicar conceptos de aprendizaje automéatico y aprendizaje profundo
de la manera mas sencilla posible. Existen muchas mas librerias, pero estas tres han sido
las principales para el desarrollo de este proyecto.

A pesar de que existen desventajas asociadas al uso de Python, como una ejecucién maés
lenta, un mayor uso de memoria o los problemas asociados al tipado dindmico de los
datos [44], su simplicidad y apoyo en librerfas con un gran soporte la convierte en una
herramienta lider en el sector del desarrollo de TA.

2.6.4. Google Colab

En 2017 Google lanz6 “Google Colaboratory”, mejor conocido como “Colab”. Esta plata-
forma permite escribir y ejecutar cédigo Python a través del navegador y es especialmente
util para tareas de educacién, analisis de datos y ML. [45]

Colab permite crear cuadernos de Jupyter en linea, que se almacenan en Google Drive, y
ejecutarlos en un servidor remoto haciendo uso del backend de Google Compute Engine.
La principal ventaja de hacer uso de este servicio en lugar de correr el cédigo en una
maquina en local es la disponibilidad gratuita, aunque limitada, de GPUs. Incluso si tu
maquina cuenta con una GPU adecuada para las tareas que quieras realizar, la creacién
de entornos locales y la instalacion de miltiples librerias necesarias pueden ser un buen
motivo para optar por un servicio en linea, con bibliotecas preinstaladas como NumPy,
SciPy, Pandas o Tensorflow, entre muchas otras.

Sin embargo, el uso de Google Colab trae consigo ciertos inconvenientes a tener en cuenta.
El primero de ellos es la limitacién de uso de GPU; si bien es cierto que la capacidad de la
GPU asignada suele ser suficiente para muchas de las tareas que se llevan a cabo, su uso
limitado por tiempo puede hacer que descartemos esta opcion si vamos a entrenar modelos
que requieran un largo tiempo de entrenamiento, o si necesitamos una disponibilidad mayor
de tiempo por cualquier otro motivo. Ademds, dado que el cédigo corre en un servidor
remoto, para tener acceso a los ficheros o los datos asociados, es necesario que estos estén
alojados en Google Drive o subirlos a un entorno temporal cada vez que quieras ejecutarlo.

Aunque algunos de estos inconvenientes se pueden solventar con una version de pago de
Google Colab, puede no ser suficiente en algunos casos concretos. Aun asi, para el desarrollo
de este proyecto esta herramienta ha sido de gran utilidad.
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Capitulo 3

Adquisicion y procesado de las
senales

Para conseguir un clasificador capaz de distinguir entre el sonido radiado a través de un
nudo, de aquel que procede directo de una larva, es necesario capturar las senales, asi
como realizar un procesamiento para adecuar las sefiales al entrenamiento del algoritmo.
Esta segunda parte es la que mas decisiones involucra, puesto que al analizar las senales
capturadas en bruto surgen varias formas de procesarlas, cada una de ellas con sus ventajas
y desventajas. Sin embargo, es una parte muy importante para el posterior desarrollo de
un algoritmo de DL contar con una buena base de datos, con datos representativos de la
realidad, que permita a la red neuronal encontrar patrones que diferencien a nuestras dos
clases de interés.

En este capitulo se detalla la metodologia seguida para conseguir los datos que se emplea-
ran como entrada para el entrenamiento del modelo de DL.

3.1. Adquisicién de senales

El sistema de adquisicién usado consta de tres elementos: un array acustico de micréfonos
MEMS (Micro-Electro-Mechanical Systems) y un sistema de adquisicién y preprocesamien-
to basado en FPGA (Field Programable Gate Array).

3.1.1. Array actstico

Para capturar las senales se ha empleado un array planar [1], con sus elementos distribui-
dos en una superficie completamente plana, lo que da como resultado una respuesta con
un diagrama de radiacién bidimensional. En concreto, el array utilizado se muestra en la
Figura 3.1 y consta de 486 micr6fonos digitales MEMS del fabricante Knowles [46], con
una apertura espacial de 35 cm en ambas dimensiones. Por su parte, la resoluciéon angu-
lar del array 2D usado depende esencialmente de la frecuencia de trabajo y del angulo
de apuntamiento, reduciéndose el ancho del haz a medida que aumenta la frecuencia de
trabajo [1], que para esta investigacién es el rango comprendido entre 0 y 23.5 kHz.
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Figura 3.1: Array de micr6fonos MEMS

También ocurre que el ancho del haz se ensancha a medida que aumenta el angulo de
apuntamiento desde la linea de mira, es decir, apuntando a 0°, hasta la maxima excursion
de apuntamiento definida, es este caso de 50°. Cuanto menor es el ancho del haz, mejor es
la resolucién angular y mas precisa es la determinacién de la posiciéon de las larvas en los
haces bajo prueba, asi como la posicién de dos larvas préximas [1]. En estas condiciones,
se define una cuadricula de 61 por 61 puntos para acotar las vigas, que ocupan 120 por
120 cm como se detalla en la Figura 3.2, de esta forma obtenemos una resolucion espacial
de aproximadamente 2 cm.

1200 525 75

525

1200

562

Figura 3.2: Tamafio de las vigas y posiciones de implantacién de las larvas expresadas en
milimetros. [1]

Dado que el array se colocd a una distancia de 60 cm de las vigas de madera en las que
estaban colocadas las larvas, no se retinen las condiciones necesarias para considerar la
aproximacion de onda plana, puesto que el array no estd lo suficientemente alejado para
asumir una situacion de campo lejano. Tipicamente el conformador Delay and Sum se basa
en la premisa de campo lejano, de forma que el retraso con el que la senal llega a cada
micréfono depende tinicamente de la posicién del sensor y del dngulo de apuntamiento [1].
Aun asi, es posible adaptar este algoritmo a un escenario de campo cercano tomando en
consideracion que el retraso entre las senales dependera también de la distancia relativa
desde el emisor a cada sensor del array asumiendo una propagacién esférica.
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3.1. ADQUISICION DE SENALES

Puesto que en este caso el plano en el que se generan las emisiones actsticas es conocido, el
retraso asociado a la propagacion de la sefial entre cada uno de los puntos de la cuadricula
definida se pueden determinar usando el algoritmo Delay and Sum, de forma que la salida
del array se puede expresar segin

N
W75 0) = 57 3 wn - walt = (1) (31)
n=1

donde 7 representa la distancia entre el punto de referencia con cada uno de los puntos de
interés definidos por la cuadricula, IV es el nimero de sensores que en este caso son 486, w;,
es el peso aplicado al canal n del array (que en este caso vale siempre 1), y x,(t) representa
la sefial adquirida por el micréfono n. Por dltimo, 7,(7g) indica el retraso temporal del
sensor n del array al punto de referencia, considerando que la senal es una onda esférica,
y se obtiene segin

_ Il =l -l

Tn(7q) (3.2)
VUsonido

siendo 75, el vector de distancias desde el punto de referencia al micréfono n del array.

3.1.2. Sistema de adquisicion

El sistema de adquisicién base empleado es el controlador sbhRIO 9607 [47] mostrado
en la Figura 3.3. Este dispositivo del fabricante National Instruments perteneciente a la
familia de dispositivos Reconfigurable Input-Output (RIO) es un controlador integrado,
que ejecuta NI Linux Real-Time con un FPGA Zynqg-7020 y un procesador dual-Core 667
MHz. La FPGA tiene 96 entradas/salidas digitales, 81 de las cuales son usadas para la
conexién con 162 micréfonos MEMS del array, de tal forma que en cada entrada/salida se
multiplexan 2 micréfonos, mientras que las otras lineas se utilizan para generar el reloj y
para el sincronismo. Para poder capturar las sefiales de los 486 sensores, se emplearon 3
tarjetas interconectadas.

Figura 3.3: Controlador sbRIO 9607 de National Instruments.

Por dltimo, desde una aplicacion PC desarrollada en LabVIEW 2021 se controlaban las
operaciones de captura de las 3 tarjetas de adquisicién de forma sincronizada.

3.1.3. Condiciones de adquisicién

Las condiciones fisicas de adquisicién son importantes para el posterior andlisis de resulta-
dos. En cuanto a las larvas implantadas, son 6 ejemplares de larva de la especie Hylotrupes
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bajulus L. con pesos entre 0.22 gramos (g) y 0.35 g las cuales fueron depositadas en 4 vigas
de madera de Pinus sylvestris L. de medidas 90x140x1200 mm previamente acondiciona-
das a un contenido de 12 % de humedad. Las larvas fueron extraidas de maderas demolidas
de edificios histéricos de la ciudad de Valladolid, Espana.

Para la implantacién de las larvas, se hizo un agujero en el lado opuesto de cada viga, de
tal forma que el agujero quedara a 10 mm del lado de observacién. La larva se coloca al
final del agujero, el cual se sella con papel tisi. Las larvas se distribuyeron de tal manera
que se pudieran estudiar diferentes fenémenos de propagacion del sonido en la madera,
efecto de borde, etc.

Una vez implantadas las larvas en las muestras de madera, la posicién inicial de las larvas se
marca en las correspondientes partes de madera con una pegatina amarilla. Este montaje
permite simular la presencia de varias infestaciones simultdneas. Las larvas se dejaron
aclimatar durante 30 dias tras los cuales se iniciaron las pruebas de escucha.

Los experimentos se realizaron en el interior de una cdmara anecoica con el sistema de
escucha paralelo al plano de las vigas y centrado respecto a las mismas a una distancia de
60 cm. La Figura 3.4 muestra una imagen del escenario de adquisiciéon. En ella se detallan
con una B cada viga (en inglés, beamn) de madera, y con los niimeros se indexa cada larva
implantada.

(a) Vigas con las larvas implantadas. (b) Posicién del array frente a las vigas.

Figura 3.4: Escenario de adquisicién.
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Respecto a las maderas, es importante para este estudio resaltar la presencia de los nudos
en cada una de las vigas. En la Figura 3.5 se detalla mediante un sombreado naranja
la localizacion de los nudos presentes en las distintas vigas. Esto es importante para el
posterior andlisis, en el que se encontrard una presencia significativa de actividad de uno
de los nudos de la viga 1, y del nudo situado a la derecha de la viga 2.

Figura 3.5: Nudos presentes en las vigas bajo estudio.

3.2. Segmentacion de senales

Las senales capturadas contienen 1108 muestras, que adquiridas a una tasa de muestreo
de 50.000 muestras por segundo, equivale a 22.16 milisegundos (ms). Durante este tiempo
es posible que se capturen varias emisiones acusticas distintas, que tipicamente son de 1
ms de duracién [1].

Para detectar automéaticamente la presencia o no de una emisién actstica en una posicién
determinada, se hace el cdlculo de la energia deslizante en base al siguiente algoritmo.
Primero se digitaliza la senal x[n] capturada por cada sensor k segun

xi[n] = zk(nT), T=1/fs, n=0,...N—-1, k=0,..,.K -1 (3.3)

Cada senal digitalizada se pasa por un filtro digital anti-aliasing con una frecuencia de
corte de 24.5 kHz y después por un filtro FIR paso banda h[n] con banda de paso 1 kHz a
23.5 kHz y usando la técnica de la ventana, con una ventana de Hanning. Este filtrado se
hace con el objetivo de eliminar la componente continua y filtrar en la banda de interés.
De forma que la sefial filtrada yg[n] se puede expresar como

Yk[n] = wk[n] = hln] (3.4)
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Una vez la senal es filtrada, para detectar si hay actividad de alguna de las larvas en la
senial capturada, se calcula la energia deslizante Ej[n] sobre una ventana de 2 ms para
cada una de las senales yi[n] segin

P 2103
Ein] = Zy%[r]-wQ[r—n], win]=10<n< M —1, M:T (3.5)
r=0

Posteriormente, se calcula el estimador de la energia media como el promedio de cada
secuencia Ey[n| como
Ernedia[n] = media{ Ex[n]} (3.6)

El estimador Eyeqia[n] se compara con un umbral, y en caso de que lo supere, se considera
que hay actividad de una larva y se segmenta esa senal. En [1] se utilizé un criterio de
segmentacion en el que de cada captura de 22 ms sélo se segmentaba el fragmento de senal
en el entorno donde se detectaba el pico con la médxima energia. Sin embargo, en algunas
capturas es posible que en el tiempo que dura la muestra, diferentes larvas produjeran un
sonido. Es el caso representado en la Figura 3.6(a), en la cual se muestran las 486 sefiales
capturadas por cada uno de los micréfonos que componen el array junto con el calculo
resultante de la energia deslizante sobre el promedio de esas senales. Se observa que hay
cuatro picos de energia claramente separados, correspondientes a distintos sonidos. Extra-
yendo més de un segmento por senal, obtenemos un niimero considerablemente superior
de muestras, necesario para el entrenamiento de un modelo de DL.

50 100
40 — —90
30— 1 —80

20 — — 70

50

Amplitud
o
Energia

-20 — —30
-30 — H —20

40 — — 10

50 I L L I I o
0 200 400 600 800 1000

Muestras

(a) Senales de los 486 micréfonos con su energia deslizante promedio.

50 T

Amplitud

| | | | | | | | | |
-50
840 860 880 900 920 940 960 980 1000 1020

Muestras

(b) Segmento extraido.

Figura 3.6: Promedio de las 486 sefiales originales con su energia deslizante y un segmento
extraido.
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Es por eso que se desarrollé un algoritmo de segmentaciéon multiblanco, para el cual fue
necesario tomar en consideracion determinados aspectos para verificar si la senal segmen-
tada era valida o no. Primero, fue necesario tener en cuenta que los picos de la energia
deslizante no estuvieran muy pegados al inicio o al final de la captura, puesto que si se
detecta el pico a unas pocas muestras del comienzo habremos perdido gran parte de la
informacién anterior, y si se se detecta muy cerca de la dltima muestra perderemos parte
de la informacién posterior. Es por eso, que se optd por considerar unos valores de guarda
de 1 ms, o lo que es lo mismo, 50 muestras.

Para comprobar que la sefial segmentada fuera valida se busco el maximo de la energia
promediada, a partir de ese valor se consideraron las 100 muestras posteriores, lo que
equivale a 2 ms de senal. De estas 100 muestras se validé que hubiera al menos 50 muestras
a cada lado, con lo que se obtuvieron sefiales de 200 muestras, o 4 ms. En la Figura 3.6(b)
se muestran las senales extraidas del pico de energia de la Figura 3.6(a) situado en torno
a la muestra 800.

Elegir adecuadamente estos valores de guarda es importante para el posterior conformado,
ya que si no hay muestras suficientes para retrasar o adelantar en el proceso del Delay and
Sum se pueden cometer fallos que afecten a la senal conformada.

Gracias a esta segmentacién multiblanco conseguimos aumentar significativamente el ni-
mero de sefiales adquiridas. En la Figura 3.7 se muestra el nimero de segmentos extraidos
por cada sefial para el caso de la segmentaciéon multiblanco, y su comparaciéon con la seg-
mentacion monoblanco. Con esto pasamos de unas 58000 senales a 148000, un tamaifio
mas adecuado para tareas de aprendizaje profundo.

[ Unico blanco
[ Muttiblanco

Miles de detecciones

1 2 3 4 5
Detecciones por muestra

Figura 3.7: Numero total de detecciones por captura con diferentes valores de guarda.

3.3. Conformacion de las senales

Una vez segmentadas las sefiales, para obtener un sélo haz apuntando en la direccién de
la que provenga el sonido es necesario realizar una conformaciéon. En este caso se realizara
un conformado Delay and Sum explicado en la Seccién 2.1.1 que nos permite obtener
una imagen acustica como la mostrada en la Figura 3.8. Esta imagen representa, segin
la escala de color, el nivel de energia de la sefial correspondiente a un haz apuntando en
cada direccion de la cuadricula especificada.

Aunque la informacién de interés en este caso queda contenida en un plano 2D, con
las coordenadas X e Y, el procesado realizado nos permite también conocer una tercera
dimensién que representa el rango o profundidad, y una cuarta, en funcién de la frecuencia
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Eje Y (cm)

Figura 3.8: Imagen actstica

de trabajo del array.

Para realizar esta tarea, el Grupo de Procesado en Array (GPA) de la Universidad de
Valladolid (UVa) ha desarrollado una serie de librerias para LabVIEW que facilitan sig-
nificativamente la tarea.

3.4. Etiquetado de los datos

Una vez realizada la conformacién, obtenemos la posicién 2D (azimut y elevacion) del
maximo. En base a esta informaciéon se ha realizado una agrupacién de las senales con-
formadas en funcién de su localizacién, basada en la informacién conocida de la posicién
original de las larvas y los nudos. En la Tabla 3.1 se detalla las posiciones exactas en la
que se implantaron las larvas, asi como aquellas en las que se detect6 la presencia de los
nudos que afectan principalmente a los resultados obtenidos.

En la Figura 3.9 se muestran la posiciones de cada una de las detecciones con una escala de
color que indica la frecuencia de deteccién en esa coordenada. La cruz naranja representa
la posicién tedrica del objetivo, sin embargo, esta medida no debe tomarse como una
referencia exacta puesto que a lo largo de los experimentos tanto el array como las vigas
de madera pudieron sufrir ligeros desplazamientos, ademés de los errores que pudieran
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3.4.

ETIQUETADO DE LOS DATOS

Blanco ID Posicién (x, y) Blanco ID Posicién (x, y)
Larval 1 (525, 525) Larvab 5 (-200, -488)
Larva 2 2 (0, 175) Larva 6 6 (200, -562)
Larva3 3 (-200, -175) Nudo1 7 (80, 525)
Larva4 4 (200, -175) Nudo2 8 (525, 175)

Tabla 3.1: Posiciones de interés dadas en milimetros.

cometerse durante la calibracién. Atn asi es notable el caso de la larva 2 o la 3, en los que
su posicion tedrica dista considerablemente de la localizacién de la mayoria de detecciones.
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Figura 3.9: Posiciones de las senales capturadas.
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El proceso de etiquetado de las senales capturadas estd basado en las coordenadas del
méaximo detectado en la imagen acustica de las sefiales conformadas. Puesto que se trata
de un etiquetado automatico cuenta con ventajas, ya que no es necesario contar con un
experto que realice el etiquetado manual disminuyendo el tiempo y esfuerzo asociado a
dicha tarea, pero presenta una serie de inconvenientes como la incertidumbre asociada
a la etiqueta, ya que no se estd aplicando ninguna técnica adicional para validar que el
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etiquetado es correcto.

Es por eso que para acotar lo maximo posible la zona de detecciones de cada blanco, se
aplica una region alrededor de los puntos donde se ha observado una mayor frecuencia
de deteccién, por lo que cabria esperar que la mayoria de esos sonidos correspondan a la
larva que se implanté en ese lugar. Para realizar este “filtrado” basado en la posicién, se
eligié un radio especifico en funcién de la dispersion de los datos recabados en cada zona.
Las circunferencias verdes mostradas en la Figura 3.9 indican el radio dentro del cuél las
sefiales se etiquetan como larva, nudo o ruido. Por ejemplo, el radio usado para etiquetar
la larva 3 es mayor que el resto, puesto que el nimero de detecciones es elevado en un
entorno mayor que en otros casos.

Por otra parte, las larvas 2 y 5 muestran un mayor nivel de actividad en posiciones alejadas
de la localizacién original. De hecho, la circunferencia elegida para seleccionar los sonidos
de la larva 5 se encuentra incluso fuera de la madera. Esto se explica debido a que estas
larvas fueron implantadas en una cara perpendicular al punto de observacién. [1]

Finalmente, tras este etiquetado, de las 148.000 senales capturadas, 125.450 entran dentro
de las regiones marcadas y por tanto son consideradas larva o nudo y empleadas para
entrenar los posteriores modelos.

3.5. Analisis de los datos

Ya con los datos preparados, se realizé un andlisis para estudiar la actividad de las larvas
con el objetivo de conocer el problema abordado y conseguir una mejor interpretacion de
los datos.

Un aspecto a estudiar interesante es ver evolucién de la posicion del blanco a lo largo del
experimento. En funcién de qué parte de la madera esté comiendo la larva, la localizacién
del sonido emitido puede variar. Si la larva esta alimentandose de una parte de la madera de
frente a una fibra que termine en nudo, es muy probable que el sonido salga principalmente
por ese nudo puesto que la propagacién serd mas favorable, con un nivel de atenuaciéon
menor.

En la Figura 3.10 se representd la evolucion de la posicion de las sefiales capturadas a
lo largo del tiempo, con una normalizacién para cada blanco. Puesto que los valores de
posicién obtenidos por el array tienen una resolucién espacial de 2 cm, y el conjunto de
datos es bastante grande, se optd por promediar la posiciéon en X y promediar la posicién
en Y de cada 50 muestras consecutivas de un mismo blanco. De esta forma, cada punto
del grafico representa la posicién promedio a lo largo de 50 capturas.

Con esto, conseguimos ver que en algunos casos, como el del nudo 2, la variaciéon de la
posicién es minima a lo largo del tiempo, pero en otros casos como la larva 1, se puede
percibir la trayectoria que siguié la misma.

Por su parte, si queremos comparar la relacién entre las detecciones entre unos blancos y
otros, podemos ver conjuntamente el nimero de detecciones por dia de cada uno de ellos.
Es lo que se muestra en la Figura 3.11, donde se normaliza entre cero y uno el niimero
de detecciones de cada dia entre el 22 de diciembre de 2021 y el 4 de febrero de 2022,
fechas en las que se realizaron las escuchas. Con esto, vemos que la larva 1 y su nudo
asociado, tienen una correlacién marcada en lo que a las detecciones se refiere, mientras
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que la larva 2 y su respectivo nudo no presentan una apariciéon conjunta muy marcada,

mas bien cuando se detectan muchas ocurrencias de uno se detectan pocas del otro.
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3.6. Preparacion de los datos

Existen diversas formas de introducir los datos a una red neuronal, por tanto elegir cémo
tratar los datos antes de pasarselos al algoritmo es una parte importante. Depende de
la arquitectura empleada, para una CNN es necesario pasar imagenes, o datos en forma
matricial, mientras que para un MLP se requiere una secuencia de datos unidimensional.

3.6.1. Escalogramas

En este caso, puesto que la idea inicial era probar el enfoque de transfer learning a partir
de algiin modelo preentrenado con un propoésito similar, se pensé en crear imagenes 2D
que recogieran una representacion tiempo-frecuencia, conservando tanto las caracteristi-
cas temporales como las frecuenciales con herramientas como la Transformada Corta de
Fourier (STFT) para crear espectrogramas o la Transformada Wavelet para crear escalo-
gramas.

Debido a la longitud tan pequena de las seniales segmentadas, la STFT presentaba el
inconveniente de perder mucha resoluciéon frecuencial, es por eso que se optd por crear
escalogramas. Para ello, se hizo uso del paquete de MATLAB Wavelet Toolbox™.

Flr,s) = \/%' /_:o oL <t - T) dt (3.7)

donde s es la escala de la wavelet, 7 el retardo, f(¢) la sefial original y v (¢) es una funcién
conocida como wavelet madre, que en este caso ha sido la funcién Morse [48].

La Transformada Wavelet continua, descrita en la Ecuacién (3.7), permite un analisis
tiempo-frecuencia multiresolucién [49], con una mayor resolucién frecuencial en bajas fre-
cuencias, y una mayor resolucién temporal para las altas frecuencias.

En la Figura 3.12 se muestra un ejemplo del célculo de un escalograma, en el que para
cada instante temporal hay un espectro en frecuencia.

Escalograma

Frecuencia (kHz)

Senial en el tiempo
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1L
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Figura 3.12: Escalograma obtenidos.
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3.6.2. Senal en tiempo

Otra opcioén es que la entrada al modelo sea directamente las muestras de la sefiales en
el tiempo. Esta opcién requiere de un entrenamiento desde cero y la creacién de una red
neuronal especifica para el caso. Las sefiales estan almacenadas en formato CSV (del inglés,
comma-separated values) y etiquetadas como se muestra en la Figura 3.13.

Rango X Y Frecuencia 0 1 2 3 a 5 ... 175 176 177 178 179 180 181 182 183 Etiqueta

0 400 500 520 205000 0.270858 -0.249036 0.209702 -0.055706 -0.129341 0230508 .. -0.116690 0.013051 0.002817 -0.054948 0.195177 -0.246405 0.116132 0.123058 -0.258847 1

1 40 500 520 20500.0 -0.222247 0.051623 0228247 -0.545894 0748431 -0.619971 . 0917756 0661228 -0.107808 -0.302339 0.556274 -0.702506 0.622949 -0.202278 -0.239497 1

2 320 500 52.0 205000 0.072546 0.192326 -0.481111 0.657858 -0.551835 0.140797 .. 0.268780 -0.391941 0.421407 -0.223014 -0.088699 0.330080 -0.459706 0.455869 -0.313085 1

3 80 520 54.0 200000 0.090044 0.241708 -0.350381 0.379089 -0.279570 0.172295 .. 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000  0.000000 1

4 0.0 520 540 20500.0 1.341920 -0.978519 0.349570 0.318965 -0.920788 1.300298 .. 0.000703 0.052869 -0.108753 0.165380 -0.193274 0101556 0.049479 -0.091145 0.114016 1
125445 240 560 18.0 205000 0.123691 -0.234821 0.134918 0.038254 -0.326047 0.543598 .. -0.521056 0.306667 0.019673 -0.351852 0.598964 -0.727436 0.642033 -0.399464 0.103897 8
125446 160 56.0 18.0 205000 0.044943 -0.025161 -0.077661 0.050448 0086206 -0.226170 .. -0.320187 0204160 0.168463 -0.627714 0.949822 -0.001983 0.600997 -0.226676 -0.105733 8
125447 8.0 56.0 180 20500.0 0.075704 0.017430 -0.011758 -0.168536 0.224930 -0.09591% .. 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000 0.000000 8
125448 200 56.0 18.0 205000 -0.049293 0.099470 -0.145217 0.091989 0.154123 -0.34753¢ .. 0.641796 -0.665461 0.561219 -0.271931 -0.139775 0.614828 -0.993523 1.137212 -0.780617 8
125449 8.0 540 18.0 205000 -0.650898 0.521502 -0.229354 -0.111657 0.367706 -0.451028 .. -0.148481 -0.157575 0.373804 -0.412516 0.196335 0.089286 -0.232932 0.207993 -0.157597 8

125450 rows x 189 columns

Figura 3.13: Estructura de la base de datos con las sefiales en tiempo

La estructura es la siguiente:

» Rango. Indica la profundidad de la sefial capturada.

= X. Indica la coordenada X de la senal capturada.

= Y. Indica la coordenada Y de la senal capturada.

» Frecuencia. Indica la frecuencia de trabajo del array para la senal capturada.

= 0 - 183. Cada uno de los valores corresponde con una de las muestras de la senal
temporal.

» Etiqueta. Indica la etiqueta de la senal en cuestién, siguiendo el ID mostrado en la
Tabla 3.1.

3.6.3. Espectro en frecuencia

Por 1ltimo, se optd también por probar una representacién unidimensional, en este caso
en frecuencia. Para ello, se calculé una Transformada Discreta de Fourier (DFT) de 46
puntos entre 1 kHz y 23.5 kHz, con una separacion frecuencial de 500 Hz.

N-1
X[k =Y a[n] - e 7C/N) (3.8)
n=0

donde k representa los indices de frecuencias y N es el nimero de muestras de la senal
x[n]. [50]

La DFT, cuya expresién se detalla en la Ecuacién 3.8, es una secuencia que corresponde
a muestras equiespaciadas en frecuencia de la transformada de Fourier en tiempo discreto
de la sefial. La DF'T tiene un papel crucial en el procesamiento de sefiales, en parte porque
existen algoritmos eficientes para su calculo. [50]

39



CAPIiTULO 3. ADQUISICION Y PROCESADO DE LAS SENALES

La estructura del CSV es similar a la de la sefial temporal, y se detalla a continuacion.

» Rango. Indica la profundidad de la sefial capturada.

X. Indica la coordenada X de la senal capturada.

Y. Indica la coordenada Y de la sefial capturada.

Frecuencia. Indica la frecuencia de trabajo del array para la senal capturada.

1000 - 23500. Cada uno de los valores de las muestras de la DFT.

Etiqueta. Indica la etiqueta de la senal en cuestion, siguiendo el ID mostrado en la
Tabla 3.1.

Normalizacion de la respuesta frecuencial

La respuesta en frecuencia de cada micréfono, mostrada en la Figura 3.14, representa
su sensibilidad a cada frecuencia. Se puede observar que ente 3 y 15 kHz presenta una
zona aproximadamente plana, pero su sensibilidad aumenta en torno a 22 kHz, donde se
encuentra una resonancia de los micr6fonos [46]. También se encuentra un aumento de
esta sensibilidad en las frecuencias mas bajas.

0.025 14
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[
-10 2
g
B 0.015F 8
e} 18 €
2 5
[72] c
c — (0]
& 001 6 o
S
44 3
L
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0 5 10 15 20 25

Frcuencia (kHz)

Figura 3.14: Caracterizacién de la respuesta en frecuencia del array.

Puesto que en estudios previos [2] se han empleado las frecuencias més bajas (en torno
a 10 kHz) para la identificacién de sonidos producidos por larvas de insectos xiléfagos,
podria ser 1til tratar de normalizar esta respuesta frecuencial, para que los algoritmo de
DL no den una importancia mayor a aquellas frecuencias en torno a 22 kHz, donde los mi-
crofonos empleados presentan esa resonancia. Por este motivo, se normalizé esta respuesta
de manera que multiplicando la amplitud de la DFT por el coeficiente correspondiente de
la linea naranja mostrada en la Figura 3.14 obtenemos una respuesta frecuencial plana en
referencia al primer valor (1000 Hz), que es la frecuencia para la cual se obtiene el valor
mas alto.
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Capitulo 4

Desarrollo del clasificador

A la hora de elegir una arquitectura de red neuronal se plantearon varias opciones para
comparar su comportamiento y finalmente ver cual presentaba un mejor resultado de
clasificacién para nuestros datos.

La primera opcién planteada fue utilizar una arquitectura de redes convolucionales que
recibieran como datos de entrada los escalogramas, puesto que contienen mucha mas in-
formacién que la senal cruda. Si esta primera opcién arrojara resultados interesantes, se
plantearia después utilizar un MLP cuya entrada seria las muestras de la sefial en tiempo
o el espectro en frecuencia obtenido de la DFT.

4.1. Transfer learning: Xception

Antes de disenar una red neuronal compleja completa desde cero, en muchos casos es
interesante buscar entre las redes existentes aquellas que tengan un propédsito parecido y
usen datos de entrenamiento similares a los de interés. Ademas, buscar una arquitectura
estdandar facilita el transfer learning [51], y permite obtener unos resultados buenos de una
manera mas simple y sin necesidad de preparar un conjunto de datos demasiado grande.

Es por esto que se pensé en este enfoque como primera opcién. Para una primera apro-
ximacién se probé el algoritmo Xception [52], una red neuronal convolucional con una
arquitectura de 71 capas pre-entrenada con mas de un millén de iméagenes de la base de
datos de ImageNet, cuya adaptaciéon a los escalogramas para nuestro problema de clasifi-
cacion binaria se detalla a continuacién.

Layer (type) Output Shape Param # Trainable
input (InputLayer) [(None, 150, 150, 3)] 0 Y
rescaling (Rescaling) (None, 150, 150, 3) 0 Y
xception (Functional) (None, 5, 5, 2048) 20861480 N
global_average_pooling2d (None, 2048) 0 Y
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(GlobalAveragePooling?2D)
dropout (Dropout) (None, 2048) 0 Y

dense (Dense) (None, 1) 2049 Y

Total params: 20,863,529
Trainable params: 2,049
Non-trainable params: 20,861,480

En primer lugar, una capa de entrada define un tamano de imagen de 150x150 pixeles con
3 canales de color (RGB), que en este caso son 3 copias idénticas de una imagen en escala
de grises, en este caso, nuestro escalograma. Después, una capa de reescalado convierte
los valores entre 0 y 255, tipicos de una imagen, a valores entre -1 y 1 requeridos por el
modelo Xception. Una vez adecuada la entrada a este modelo, se usan todas sus capas
pero sin ser entrenadas, para no modificar los pesos aprendidos por esta arquitectura en
su entrenamiento con la base de datos ImageNet. A la salida de la red Xception, una capa
de Pooling reduce a un vector de tamanio 2048 las caracteristicas extraidas por la red,
promediando en la dimensién espacial. Después, se incluye una capa de dropout que ayude
a prevenir el sobreajuste durante el entrenamiento. Y por tltimo, una capa densa con una
sola neurona de salida permite obtener el resultado de la clasificacién binaria.

Para entrenar este modelo se utilizaron los siguientes hiperpardmetros. El modelo fue
entrenado usando como método de optimizacién Adam. El entrenamiento se hizo durante
50 épocas con un tamano de lote de 64 y una tasa de aprendizaje de 0.001. En cuanto a las
funciones de activacién de las neuronas, todas ellas utilizan ReLLU salvo la dltima neurona,
cuya salida determina a qué clase pertenece la imagen de la entrada, y puesto que se trata
de un problema de clasificacién binaria, se opté por usar una funcién sigmoide. Ademas,
para este modelo, la tasa de dropout escogida para prevenir sobreajuste fue 0.2.

El conjunto de datos con el que fue entrenado el modelo se construyé utilizando la libreria
de Keras image_dataset_from_directory, mediante la cual se convirtieron las imagenes
de los escalogramas, estructuradas en directorios, en un dataset de tipo tf.data.Dataset.
Un ejemplo de imagenes que componen el dataset se muestra en la Figura 4.1.

nudo larva larva nudo nudo larva
Lk L] - T — r

Figura 4.1: Ejemplos de imagenes etiquetadas del conjunto de datos.
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4.2. RED NEURONAL CONVOLUCIONAL (CNN)

4.1.1. Fine-tuning

Como un paso adicional al transfer learning esta el proceso llamado “fine-tuning”, una
técnica ampliamente utilizada que consiste en descongelar todo el modelo obtenido ante-
riormente y volver a entrenarlo con los nuevos datos, con una tasa de aprendizaje muy baja
para evitar cambios dréasticos. De este modo se pueden conseguir mejoras significativas,
adaptando de forma incremental las caracteristicas pre-entrenadas a los nuevos datos. [53]

En este caso, una vez entrenada inicamente la capa densa, sin modificar los pesos originales
del modelo base Xception, se hizo un segundo entrenamiento en el que se mantuvieron
todos los hiperparametros, excepto la tasa de aprendizaje, que se redujo a un valor de
1072, y el niimero de épocas, que se realizaron 5. Con esto se consiguen modelos con un
comportamiento més adecuado en la tarea de clasificacién especifica.

4.2. Red neuronal convolucional (CNN)

Tras comprobar que con una red convolucional pre-entrenada era posible distinguir entre
nudo y larva, se pensé en crear un modelo mas sencillo entrenado ad hoc, para comparar
su rendimiento.

Para esto se disefi6 la red neuronal convolucional de 14 capas detallada a continuacién.

Layer (type) Output Shape Param #
conv2d (Conv2D) (None, 150, 150, 25) 250
batch_normalization (Batch (None, 150, 150, 25) 100
Normalization)

max_pooling2d (MaxPooling2 (None, 75, 75, 25) 0

D)

conv2d_1 (Conv2D) (None, 75, 75, 50) 11300
dropout (Dropout) (None, 75, 75, 50) 0
batch_normalization_1 (Bat (None, 75, 75, 50) 200
chNormalization)

max_pooling2d_1 (MaxPoolin (None, 38, 38, 50) 0
g2D)

conv2d_2 (Conv2D) (None, 38, 38, 75) 33825
batch_normalization_2 (Bat (None, 38, 38, 75) 300
chNormalization)

max_pooling2d_2 (MaxPoolin (None, 19, 19, 75) 0
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g2D)

flatten (Flatten) (None, 27075) 0

dense (Dense) (None, 512) 13862912
dropout_1 (Dropout) (None, 512) 0
dense_1 (Dense) (None, 1) 513

Total params: 13909400 (53.06 MB)
Trainable params: 13909100 (53.06 MB)
Non-trainable params: 300 (1.17 KB)

La arquitectura de la red neuronal convolucional propuesta para procesar imagenes de
150x150 pixeles, que en este caso es de un solo canal, comienza con capas convolucionales
que utilizan un tamafio de kernel de 3x3 pixeles. Estas capas estan seguidas por capas de
normalizacién, que estabilizan y aceleran el entrenamiento, y capas de mazx pooling con un
tamafio de 2x2 pixeles para reducir la dimensionalidad. Este patrén de capa convolucio-
nal, normalizacién y max pooling se repite, disminuyendo gradualmente el tamafio de las
imagenes y aumentando el niimero de filtros para capturar caracteristicas mas complejas.
Finalmente, se obtienen 75 mapas de caracteristicas de tamano 19x19, que se aplanan
mediante una capa Flatten, resultando en 27.075 valores. Estos se conectan a una capa
densa de 512 neuronas y, por iltimo, a una tnica neurona que determina la clase a la que
pertenece la imagen.

El modelo fue entrenado segtin los siguientes hiperparametros. Como método de optimi-
zacién se empled Adam, con un entrenamiento de 20 épocas y un tamafio de lote de 64.
La tasa de aprendizaje se fijo en 0.001 y como funcién de activacién de las neuronas se
eligi6 ReLLU salvo para la iltima neurona, que se utilizé la funcién sigmoide. Se utilizaron
dos capas de dropout, con una tasa de 0.2 después de la segunda capa convolucional, y de
0.3 entre las dos capas densas. También se prob6 a entrenar el modelo eliminando estas
capas de dropout. Por su parte, el conjunto de datos se construyé de manera idéntica al
modelo anterior salvando las diferencias propias de utilizar imégenes de un solo canal.

4.3. Perceptrén multicapa (MLP)

Otra de las opciones planteadas fue la de entrenar un perceptréon multicapa con datos
unidimensionales, o bien la sefial en el dominio del tiempo, o bien su espectro en frecuencia
a través de la DFT.

Para la eleccién del ntimero de capas y el nimero de neuronas del modelo se han tenido
en cuenta las recomendaciones mostradas en la Tabla 4.1.

Para el problema de clasificacién que se pretende resolver se plantearon dos opciones,
ambas con dos capas ocultas y con nimero de neuronas decrecientes. En la primera de
ellas la primera capa contaria con 64 neuronas y 32 la segunda, mientras que en la otra
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Numero de capas Resultado

ocultas

Ninguna Capaz de representar funciones separables de manera lineal

1 Permite aproximar cualquier funcién que contenga un mapeo con-
tinuo de un espacio finito a otro

2 Puede representar un limite de decisiéon arbitrario con precisién

arbitraria con funciones de activacién racionales y puede aproxi-
mar cualquier mapeo suave con cualquier precision.

Tabla 4.1: Regla para determinar el nimero de capas ocultas. [54]

opcién la primera tendria 32 y la segunda 16. Con esto podemos comparar el rendimiento
de arquitecturas distintas en términos de complejidad.

A continuacién se muestra la estructura en capas del modelo planteado para el caso de 64
neuronas en la primera capa y 32 en la segunda. Se trata de una arquitectura muy simple,
con una carga computacional baja en relacién a la mayoria de arquitecturas de DL por
lo que puede ser entrenada en poco tiempo y sin necesidad de hacer uso de una GPU.
Mientras que este modelo ocupa 20 kilobytes (KB) en pardmetros, los modelos basados
en arquitecturas convolucionales previamente mencionados tienen un peso del orden de
decenas de megabytes (MB).

Layer (type) Output Shape Param #
dense (Dense) (None, 64) 3008
dense_1 (Dense) (None, 32) 2080
dense_2 (Dense) (None, 1) 33

Total params: 5121 (20.00 KB)
Trainable params: 5121 (20.00 KB)
Non-trainable params: O (0.00 Byte)

En este caso los datos de entrada son los 184 valores de cada muestra de la senial temporal
o los 46 correspondientes a cada una de las frecuencias de la DFT.

4.4. Entrenamiento de las redes neuronales

Para el desarrollo y entrenamiento de los distintos clasificadores propuestos se ha hecho
uso del entorno gratuito de “Google Colab”que permite el uso de una GPU NVIDIA®
Tesla T4 con 15 GB de RAM que en el caso de los modelos probados ha sido suficiente.
Gracias a esta herramienta se ha podido reducir notablemente el tiempo de entrenamiento
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frente a haber entrenado los modelos en una maquina personal. La arquitectura de la GPU
empleada se muestra en la Figura 4.2.

s \ \ N\ N

| Fetch / | Fetch / | Fetch / | Fetch /

Decoder Decoder Decoder Decoder

] [ | [ || (e | o
|

Tensor| , Tensor| , Tensor| , Tensor| , x40 GB/s
Core Core Core Core

| Registers | | Registers | | Registers | | Registers |

Memory (16GB)

L2 Cache (6MB)

| L1 data cache / shared memory (64KB) |

Figura 4.2: Arquitectura de la GPU NVIDIA® Tesla T4.
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Capitulo 5

Resultados

En este capitulo se presentan los resultados conseguidos en el entrenamiento de las diferen-
tes redes neuronales expuestas en el Capitulo 4. Se presentaran las curvas de entrenamiento
de todos los modelos, asi como los resultados obtenidos del mejor modelo de cada arqui-
tectura a través de la matriz de confusién, y se evaluara el poder de clasificacién de cada
uno de ellos mediante el analisis de la curva ROC.

5.1. Transfer learning: Xception

Inicialmente se probé la arquitectura de CNN Xception, disefiada para la clasificacién de
imagenes. En la Figura 5.1 vemos las curvas de aprendizaje del modelo a medida que
transcurria el entrenamiento. La linea gris punteada que se encuentra en torno a la época
10 indica el limite entre la primera fase (transfer learning) en la que los pesos del modelo
base estaban congelados, y la segunda (fine-tuning) en la que si se entrenaban estos pesos.

Exactitud Pérdida

0 2 4 6 8 10 12 14 "o 2 4 6 8 10 12 14
Epocas —— Validacién Entrenamiento Epocas

Figura 5.1: Curvas de aprendizaje del modelo basado en Xception.

Es importante el cambio que se produce cuando se “descongelan” los pesos del modelo
base, puesto que previamente no se podian modificar gran parte de los valores aprendidos
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por el modelo, y por ese motivo se habia alcanzado un valor limite en la exactitud que
no se conseguia mejorar. Es por eso que se observa la efectividad del fine-tuning, puesto
que a partir de la época 10 la exactitud aumenta considerablemente, a la vez que cae la
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Figura 5.2: Evaluacion del clasificador basado en Xception.

En cuanto a los resultados de clasificacion realizados por el modelo, en la Figura 5.2 se
detallan la matriz de confusién y la curva ROC sobre el conjunto de prueba, nunca antes
“visto” por el modelo. A partir de la matriz de confusién se pueden calcular las siguientes
métricas:

. Exactitud: 0.884. Esto indica que el 88.4% de los casos se ha clasificado correcta-

mente, ya sean de larva o de nudo.

. Precisién: 0.881. Esta métrica hace referencia a la exactitud de las predicciones

positivas, es decir, el nimero de veces que se clasifica correctamente la sefial de un
nudo frente al total de predicciones de nudos, con lo que del 88.1 % de veces que se
ha clasificado como nudo, realmente lo era.

. Sensibilidad: 0.887. En este caso, la sensibilidad mide cémo de bien clasifica el modelo

los nudos con respecto al nimero total de nudos reales, es decir, el 88.7 % de los nudos
han sido clasificados correctamente.

. Especificidad: 0.881. Este valor indica la proporcién de larvas correctamente identi-

ficadas por el modelo, en este caso el 88.1% de las sefales correspondientes a una
larva fueron correctamente clasificadas.

Puntuacion F1: 0.884. La media armoénica entre la precision y la sensibilidad en este
caso es del 88.4 %.

Por su parte, de la curva ROC se puede calcular el AUC, obteniendo un resultado de 0.955.
En general, los valores de AUC mayores de 0.9 son considerados excelentes. [55]
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5.2. CNN

Vista la eficacia del modelo basado en Xception, se esperan resultados similares con una
CNN sencilla, disefiada y entrenada desde cero.

En la Figura 5.3 se muestran las curvas de exactitud y pérdida a lo largo del entrenamiento.
En este caso, las curvas mostradas corresponden a un entrenamiento sin dropout, puesto
que se alcanzaron valores mas altos en términos de exactitud. A pesar de que el grado de
estabilidad no es muy alto, como se puede observar en los saltos que va dando la curva de
validacion, este es el mejor resultado conseguido.

Exactitud Pérdida

1.00 ]
0.6

0.98
0.5 1

0.96
/ 0.4 4

0.94
0.3 4

0.92
0.2

0.90
0.14

0.88
0.0 1

0.0 2.5 5.0 7.5 10.0 125 150 175 0.0 2.5 5.0 7.5 10.0 125 150 175
Epoca —— Validacién Entrenamiento Epoca

Figura 5.3: Curvas de aprendizaje del modelo de CNN.

Con unas pocas épocas se consigue una exactitud de 0.96, un valor superior al conseguido
con Xception. Sin embargo, la curva de validacién no se aproxima tanto a la de entrena-
miento como en otros casos, sino que, aunque las curvas de entrenamiento mejoran, las de
validacién se mantienen igual o empeoran. Esto es tipico de un problema de sobreajuste,
puesto que a partir de la época 5 el modelo parece empeorar sobre los datos de validacion.

Atn asi, la evaluacién del comportamiento del modelo resulta positiva. En la Figura 5.4 se
observa que el poder de clasificacién del modelo sobre el conjunto de prueba es excelente,
y mejora en comparaciéon con el anterior.

A partir de la matriz de confusién se pueden extraer las siguientes métricas:

1. Exactitud: 0.957. Esto indica que en el 95.7 % de los casos, se ha clasificado correc-
tamente.

2. Precision: 0.950. Esta métrica hace referencia a la exactitud de las predicciones
positivas, es decir, el nimero de veces que se clasifica correctamente la sefial de un
nudo frente al total de predicciones de nudos, con lo que el 95% de veces que se ha
clasificado como nudo, lo era realmente.

3. Sensibilidad: 0.966. En este caso, la sensibilidad mide como de bien clasifica el modelo
los nudos con respecto al nimero total de nudos reales, es decir, el 96.6 % de los nudos
han sido clasificados correctamente.
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Figura 5.4: Evaluacion del modelo con arquitectura CNN como clasificador.

4. Especificidad: 0.949. Este valor indica la proporcién de larvas correctamente identi-
ficadas por el modelo, en este caso el 94.9% de las sefales correspondientes a una
larva fueron correctamente clasificadas.

5. Puntuacién F1: 0.958. La media arménica entre la precision y la sensibilidad en este
caso es del 95.8 %.

De la curva ROC se puede calcular el AUC, obteniendo un resultado de 0.993, mejorando
el resultado obtenido con el modelo Xception.

5.3. MLP

Una vez probados los modelos de redes convolucionales, a continuaciéon se evaluara el
comportamiento de los perceptrones multicapa para distintos datos de entrada.

5.3.1. Senal en el tiempo

En el caso del MLP entrenado con la secuencia temporal se obtuvieron las curvas de
entrenamiento mostradas en la Figura 5.5.

Se puede apreciar un grado de estabilidad mucho mayor comparado con el resultante del
entrenamiento de la CNN, y aunque a partir de la época 20 no mejoran demasiado las
curvas de validacién, si que en general acompafian a las de entrenamiento. De la curva de
pérdida se puede observar que entre la época 10 y 20 se alcanza el minimo, a partir del
cual la curva comienza a subir ligeramente, probablemente cayendo en una situacion de
sobreajuste.
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Figura 5.5: Curvas de aprendizaje del MLP usando la secuencia temporal.

En cuanto a los resultados de clasificacién realizados por el modelo, se muestran en la
Figura 5.6 la matriz de confusién y la curva ROC.
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Figura 5.6: Evaluacion del MLP usando la secuencia temporal como clasificador.

A partir de la matriz de confusién se pueden extraer las siguientes métricas:

1. Exactitud: 0.970. Esto indica que el 97 % de los casos se ha clasificado correctamente,

va sean de larva o de nudo.

Precisién: 0.974. Esta métrica hace referencia a la exactitud de las predicciones

positivas, es decir, el nimero de veces que se clasifica correctamente la sefial de un
nudo frente al total de predicciones de nudos, con lo que del 97.4 % de veces que se
ha clasificado como nudo, realmente lo era.
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3. Sensibilidad: 0.966. En este caso, la sensibilidad mide como de bien clasifica el modelo
los nudos con respecto al nimero total de nudos reales, es decir, el 96.6 % de los nudos
han sido clasificados correctamente.

4. Especificidad: 0.974 Este valor indica la proporcién de larvas correctamente identi-
ficadas por el modelo, en este caso el 97.4% de las senales correspondientes a una
larva fueron correctamente clasificadas.

5. Puntuacién F1: 0.970. La media arménica entre la precision y la sensibilidad en este
caso es del 97 %.

Por su parte, la curva ROC proporciona una valor de AUC de 0.995, consiguiendo mejorar
ligeramente el obtenido por la CNN.

5.3.2. Espectro en frecuencia

Ademsds de entrenar el MLP con la secuencia temporal, se entrené otro MLP con la DFT
de dicha secuencia. Las curvas de aprendizaje de este nuevo modelo se presentan en la
Figura 5.7.
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Figura 5.7: Curvas de aprendizaje del MLP usando la DFT.

Observando estas curvas, se puede apreciar que la curva de validacién se mantiene muy
cercana a la de entrenamiento, sin una gran distancia entre ambas. En ciertos puntos, la
curva de validacién incluso supera los resultados de la curva de entrenamiento, lo cual
es ideal. Aunque alrededor de la época 50 las curvas comienzan a separarse un poco, no
parece haber indicios de sobreajuste.

Para evaluar el poder de clasificacion del modelo, en la Figura 5.8 se presentan la matriz
de confusién y la curva ROC, ambas calculadas sobre el conjunto de prueba.

Con la matriz de confusion se han calculado las siguientes métricas para evaluar el com-
portamiento del modelo:
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Figura 5.8: Evaluacion del MLP usando la DFT como clasificador.

1. Exactitud: 0.980. Esto indica que el 98 % de los casos se ha clasificado correctamente,
ya sean de larva o de nudo.

2. Precisiéon: 0.979. Esta métrica hace referencia a la exactitud de las predicciones
positivas, es decir, el nimero de veces que se clasifica correctamente la sefial de un
nudo frente al total de predicciones de nudos, con lo que del 97.9 % de veces que se
ha clasificado como nudo, realmente lo era.

3. Sensibilidad: 0.980. En este caso, la sensibilidad mide cémo de bien clasifica el modelo
los nudos con respecto al niimero total de nudos reales, es decir, el 98 % de los nudos
han sido clasificados correctamente.

4. Especificidad: 0.979. Este valor indica la proporcién de larvas correctamente identi-
ficadas por el modelo, en este caso el 97.9% de las senales correspondientes a una
larva fueron correctamente clasificadas.

5. Puntuacién F1: 0.980. La media arménica entre la precisiéon y la sensibilidad en este
caso es del 98 %.

Por su parte, la curva ROC proporciona una valor de AUC de 0.998, consiguiendo un re-
sultado ligeramente mejor que el alcanzado entrenando el MLP con la secuencia temporal.

En el caso del MLP entrenado con la DFT, se examinaron los pesos de las neuronas en
la capa de entrada de la red, con el objetivo de identificar a cudles de estas se les asignan
mayores pesos en el proceso de toma de decisiones para la clasificaciéon. Esos pesos se
presentan en la Figura 5.9 como un diagrama de barras, donde cada neurona se representa
mediante el indice de frecuencia correspondiente, y la altura de cada barra indica el peso
asociado a esa neurona.

Si bien es cierto que todos los indices son importantes para la clasificacién, claramente la
red ha asignado valores mayores a las frecuencias mas bajas, por lo que se traté de aplanar
la respuesta frecuencial del array para conseguir un resultado mejor.
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Figura 5.9: Pesos de las neuronas de la capa de entrada.

Con esta correccién de la respuesta se obtuvieron nuevos valores de DFT con los que se
entrené de nuevo el MLP. La curva de entrenamiento correspondiente se muestra en la
Figura 5.10, donde se observa que se obtienen resultados similares, en algin punto algo
mas inestables.
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Figura 5.10: Curvas de aprendizaje del MLP usando la DFT tras la correcciéon de la
respuesta frecuencial.

Con la matriz de confusion se han calculado las siguientes métricas para evaluar el com-
portamiento del modelo:

1.

3.

Exactitud: 0.978. Esto indica que el 97.8% de los casos se ha clasificado correcta-
mente, ya sean de larva o de nudo.

. Precisién: 0.988. Esta métrica hace referencia a la exactitud de las predicciones

positivas, es decir, el nimero de veces que se clasifica correctamente la sefial de un
nudo frente al total de predicciones de nudos, con lo que del 98.8% de veces que se
ha clasificado como nudo, realmente lo era.

Sensibilidad: 0.969. En este caso, la sensibilidad mide cémo de bien clasifica el modelo
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Figura 5.11: Evaluaciéon del MLP usando la DFT tras la correcciéon de la respuesta fre-
cuencial como clasificador.

los nudos con respecto al nimero total de nudos reales, es decir, el 96.9 % de los nudos
han sido clasificados correctamente.

4. Especificidad: 0.988. Este valor indica la proporcién de larvas correctamente identi-
ficadas por el modelo, en este caso el 98.8% de las senales correspondientes a una
larva fueron correctamente clasificadas.

5. Puntuacién F1: 0.979. La media arménica entre la precision y la sensibilidad en este
caso es del 97.9 %.

Por su parte, la curva ROC proporciona una valor de AUC de 0.998, un resultado excelente
pero igual al alcanzado con el MLP con la DFT sin la normalizacién de la respuesta
frecuencial, lo que involucra un paso de procesamiento adicional en este caso.

5.4. Validacion leave-one-out

Para comprobar el poder de generalizacién del mejor modelo conseguido, aquel entrenado
con la DFT, se realiz6 una validacion leave-one-out. Esta técnica es una forma exhaustiva
de validacién cruzada donde se entrena el modelo tantas veces como sujetos haya en el
conjunto de datos, dejando fuera a uno en cada iteraciéon para evaluarlo.

El procedimiento realizado consistié en entrenar desde cero la red MLP utilizando las
muestras de la DFT, ya que estas ofrecieron los mejores resultados. En cada iteracién,
se excluy6 una de las larvas del conjunto de entrenamiento. Es decir, primero se entrend
un modelo que incluia las senales de todas las larvas excepto de la larva 1, y una vez
entrenado, se utilizé6 ese modelo para hacer predicciones sobre las sefiales de la larva 1.
Este proceso se repitié con el resto de larvas excluyendo en cada modelo a una de ellas,
entrenando de esta manera seis modelos diferentes, cada uno disenado para evaluar las
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CAPITULO 5. RESULTADOS

predicciones del modelo respecto a las senales de la larva que no habia sido utilizada
durante su entrenamiento.

En la Figura 5.12 se muestra un histograma normalizado con los valores predichos por cada
modelo sobre las sefiales de la larva con la que no se ha entrenado. Recordemos que un 0
equivale a “Larva”, mientras que un 1 representa al “Nudo”. Los histogramas presentados
muestran la frecuencia con la que se repiten los diferentes valores de salida de la tltima
neurona del modelo, correspondientes a las distintas sefiales de la larva.

4 Sin larva 1 4 Sin larva 2 s Sin larva 3
0.8 0.8 0.8
0.6 0.6 0.6
0.4 0.4 0.4
0.2 0.2 0.2
0 0 0
0 0.2 0.4 0.6 0.8 1 0 0.2 0.4 0.6 0.8 1 0 0.2 0.4 0.6 0.8 1
| Sin larva 4 ; Sin larva 5 | Sin larva 6
0.8 0.8 0.8
0.6 0.6 0.6
0.4 0.4 0.4
0.2 0.2 0.2
0 0 0
0 0.2 0.4 0.6 0.8 1 0 0.2 0.4 0.6 0.8 1 0 0.2 0.4 0.6 0.8 1

Figura 5.12: Histograma de las predicciones.

Por su parte, en la Figura 5.13 se establece un umbral de 0.5, de forma que cuando la
salida del modelo sea superior a este valor, el resultado de la clasificaciéon sera “Nudo”,
mientras que si es menor, serd “Larva”. Por tanto todos los valores intermedios que se
veian en los histogramas anteriores quedan agrupados en la categoria mas proxima.
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Figura 5.13: Resultado de predicciones con un umbral de 0.5.
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Puesto que los datos de validacién son siempre de larvas, idealmente todas las detecciones
deberian clasificarse como tal, pero a partir de estos resultados, se observa que la mayoria
de modelos tienen un comportamiento correcto en la mayoria de los casos, ya que cinco
de los seis modelos identifican como larva todas las senales en mds de un 93% de los
casos, lo que indica que los modelos estan generalizando correctamente puesto que hacen
predicciones correctas sobre datos nunca antes vistos. Sin embargo, el caso del modelo
entrenado sin la larva 1 es problemadtico, puesto que clasifica mas de un 98 % de las senales
de esta larva como nudo. Esto se debe a que los sonidos del nudo 1 provienen esencialmente
de la larva 1, pero al no tener los datos de la larva 1 durante el entrenamiento lo mas
parecido que se encuentra al hacer la prediccién son los sonidos del nudo 1. Por este
motivo es importante que el entrenamiento se lleve a cabo con los sonidos de las larvas
que puedan estarse transmitiendo por nudos.

5.5. Comparativa

El criterio para elegir el mejor modelo para cada arquitectura fue escoger aquella época
en la que el valor de pérdida fuese menor. En base a esto, se calcularon todas las métricas
explicadas hasta ahora, cuyo resumen se expone en la Tabla 5.1.

Xception CNN MLP z(t) MLP X(f) MLP X(f)

Exactitud 0.884 0.957 0.970 0.980 0.978
Precision 0.881 0.950 0.974 0.979 0.988
Sensibilidad 0.887 0.966 0.966 0.980 0.968
Especificidad 0.881 0.949 0.974 0.979 0.988
Puntuacion F1 0.884 0.958 0.970 0.980 0.978

Tabla 5.1: Comparativa de las métricas calculadas sobre los distintos modelos.

En esta tabla se muestran el valor de cada métrica para cada modelo, donde x(t) hace
referencia a la secuencia temporal, X (f) a la DFT de la sefial, y X (f) a la DFT tras la
normalizacién de la respuesta en frecuencia del array. En negrita se destaca el modelo con
mejor resultado para cada métrica.

En cuanto al poder de discriminacién de cada modelo, en la Figura 5.14 se muestran las
curvas ROC obtenidas con cada modelo. Considerando estos resultados, se puede concluir
que el modelo que presenta el mejor rendimiento es el MLP entrenado con la DFT, tanto
con la normalizacién de la respuesta en frecuencia como sin ella. No obstante, el MLP
entrenado con la secuencia temporal ofrece un valor de AUC muy similar y tiene la ventaja
de no requerir calculos adicionales, como es el caso del calculo de la DFT. Por su parte, la
CNN también muestra un buen rendimiento de clasificacién, pero el coste computacional
asociado al calculo de los escalogramas es considerablemente mayor. Finalmente, el modelo
basado en Xception preentrenado ayudé a demostrar que es posible discriminar si el sonido
habia atravesado un nudo o no, pero obtuvo el valor de AUC mas bajo.
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Capitulo 6

Conclusiones y lineas futuras

6.1. Conclusiones

Con este trabajo se ha conseguido mejorar la precisién en la deteccién de larvas de Hy-
lotrupes bajulus gracias al aumento de datos conseguido a través de una segmentacién
multiblanco, que ha permitido multiplicar casi por cuatro el niimero de detecciones cap-
turadas. Este aumento de datos ha facilitado también la deteccién de los dos nudos, ya
que en [1] s6lo se habia detectado la presencia de uno de ellos, el nudo 1, puesto que ha
sido el mas activo. También ha sido una pieza clave para el entrenamiento de las redes
neuronales, que precisan de una cantidad elevada de datos para su entrenamiento.

Ademas, el criterio de etiquetado empleado, basado en la frecuencia de deteccién de un
evento acustico en cada coordenada de la cuadricula, ha permitido acotar de una manera
mas efectiva la regién a considerar para cada uno de los blancos. Esto ha facilitado la
creaciéon de un conjunto de datos bien etiquetado y representativo de la realidad, algo
fundamental para el desarrollo de algoritmos de DL.

En cuanto al andlisis de la evolucién temporal realizado, este ha permitido encontrar
relaciones entre los sonidos generados por cada uno de los blancos. Principalmente ha
servido de ayuda para encontrar una fuerte correlacion en la aparicién de la larva 1 y
su nudo asociado, el nudo 1, asi como para observar las diferencias en la coexistencia de
emisiones acusticas de la larva 2 y el nudo 2. La explicacién a esto, es que la larva 1 se
alimento6 principalmente de madera que tenia més conexiones con el nudo 1, favoreciendo
mucho la salida del sonido por este; mientras que la larva 2, se alimenté de madera con
menos conexiones con el nudo 2, de manera que si mordia madera sin conexién con el nudo
se detectaba su posicién real, pero si se alimentaba de madera conectada con el nudo, la
deteccién se localizaba en este. Ademas el tamano del nudo 2 es significativamente menor.

Por su parte, las diferentes representaciones de las senales estudiadas han servido para
determinar cudles arrojan un mejor resultado en la posterior clasificacién. A pesar de que
la representacion tiempo-frecuencia estudiada, a través de la Transformada Wavelet, ha
permitido obtener buenos resultados de clasificacién, se ha comprobado que la secuencia
temporal y el espectro frecuencial calculado mediante la DFT han conseguido mejores
resultados a pesar de requerir un coste computacional mucho menor. De la representacion
en frecuencia se ha extraido informacion interesante, mostrandose la importancia de las
frecuencias mas bajas para el resultado de clasificacién.
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En cuanto a los resultados de clasificacién conseguidos, mostrados en el Capitulo 5, se

puede concluir que la hipoétesis de partida de que el sonido generado directamente por una
larva, de aquel que atraviesa una fibra y es radiado por el nudo son significativamente
distintos, aunque estan fuertemente correlados.

El modelo de MLP entrenado con la DFT ha demostrado ser el mas eficiente, ofreciendo
un rendimiento superior en términos de precisién, exactitud y sensibilidad. Este modelo
ha alcanzado una puntuacién F1 de 0.979 y un AUC de 0.998, lo que indica una capaci-
dad excepcional para diferenciar entre senales acusticas de insectos xilofagos y el sonido
radiado a través de un nudo. La ventaja del MLP radica en su capacidad para equilibrar
el rendimiento con un coste computacional relativamente bajo, lo que lo hace particu-
larmente til para aplicaciones practicas donde los recursos computacionales pueden ser
limitados, como seria un sistema portatil pensado para la localizacién de estos insectos en
un escenario real.

Por otro lado, la CNN también ha mostrado un buen rendimiento con un AUC de 0.993,
aunque su implementacién implica un mayor coste computacional debido al calculo in-
tensivo de los escalogramas. Este hallazgo sugiere que, aunque las CNN son potentes, su
aplicacién puede ser mas adecuada en entornos donde la capacidad computacional no sea
un impedimento. Ademas, el modelo basado en Xception, aunque 1util para discriminar si
el sonido ha atravesado un nudo, ha obtenido un valor de AUC de 0.955, el més bajo entre
los modelos evaluados, por lo que no es la mejor opcién.

El estudio no solo ha evaluado la eficacia de los diferentes modelos de DL, sino que también
ha subrayado su contribucion a varios aspectos clave de la deteccién acustica de insectos
xiléfagos. En particular, el trabajo ha mostrado cémo las técnicas de aprendizaje profundo
pueden mejorar significativamente la precision de la deteccién, lo que es crucial para la
implementaciéon de métodos de control mas efectivos y menos invasivos. La comparacién
detallada entre los modelos ha permitido identificar las fortalezas y debilidades de cada
enfoque, proporcionando una base solida para futuras investigaciones en el campo.

En conclusion, este trabajo ha demostrado que el uso de técnicas de DL en la deteccion
acustica de insectos xiléfagos no solo es viable sino también altamente efectivo. Los modelos
desarrollados y evaluados proporcionan un marco robusto para la deteccién precisa y
eficiente de estos insectos, lo que puede tener un impacto significativo en la gestién de
plagas y la proteccion de estructuras de madera. La investigacién realizada sienta las
bases para futuras mejoras y adaptaciones de los modelos, asegurando su relevancia y
efectividad en una variedad de contextos y aplicaciones.

6.2. Lineas futuras

Como ya se ha comentado anteriormente, uno de los principales problemas que presenta
esta investigaciéon es el numero de individuos del que se extraen los datos. A pesar de que
el nimero de senales capturadas es suficientemente alto para un problema de clasificacion
binaria usando un modelo de DL, la base de datos cuenta tnicamente con 6 larvas y 2
nudos, por lo que es probable que el modelo pueda aprender bien a distinguir entre estas
6 larvas y estos 2 nudos, pero no generalice correctamente. Por tanto, aumentar el niimero
de individuos bajo estudio seria muy conveniente.

Ademés de aumentar el nimero de individuos bajo estudio, podria ser 1til que el sistema de

60



6.3. OBJETIVOS DE DESARROLLO SOSTENIBLE

deteccion clasificara entre distintas especies de larva, de forma que el tratamiento necesario
para la madera infestada sea el adecuado para el caso. Existen estudios previos que tratan
este tema, Farr en su tesis de 2007 [19] consigui6 diferenciar con un 96 % de precisién entre
dos especies de escarabajos, Hylotrupes bajulus y Prionus coriarius, en base a su patrén
de ocurrencia. Actualmente se estd preparando una investigaciéon para recoger senales de
larvas de Xestobium rufovillosum, cominmente conocido como el escarabajo del reloj de
la muerte, lo cual permitira establecer diferencias entre esta especie y la estudiada en este
trabajo, Hylotrupes bajulus.

La especie de madera puede influir en los resultados de la clasificaciéon. En este estudio,
todas las vigas de madera eran de la especie Pinus sylvestris L.. Sin embargo, conside-
rando que la fuente actustica es una combinacién del sonido producido por la larva y la
madera que la alberga, otras especies de madera, o incluso madera de la misma especie en
diferentes estados, podrian afectar el sonido producido. Esto podria reducir la efectividad
del clasificador.

En general, seria util ampliar el conjunto de datos con mas muestras de insectos y diferentes
condiciones ambientales para mejorar la robustez del clasificador.

6.3. Objetivos de Desarrollo Sostenible

Los Objetivos de Desarrollo Sostenible (ODS) constituyen un llamamiento universal a la
accion para poner fin a la pobreza, proteger el planeta y mejorar las vidas y las perspectivas
de las personas en todo el mundo. En 2015, todos los Estados Miembros de las Naciones
Unidas aprobaron 17 Objetivos, mostrados en la Figura 6.1, como parte de la Agenda 2030
para el Desarrollo Sostenible, en la cual se establece un plan para alcanzar los Objetivos
en 15 anos. [50]
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Figura 6.1: Objetivos de Desarrollo Sostenible.
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Este trabajo contribuye a algunos de estos Objetivos, sirviendo como un bien social en los
siguientes aspectos:

1. ODS 9: Industria, innovacién e infraestructura. Este trabajo fomenta la innovacién
tecnolégica y la investigacién cientifica aplicada al manejo de plagas, lo que puede
mejorar la infraestructura relacionada con la proteccidon de recursos naturales y la
sostenibilidad.

2. ODS 11: Ciudades y comunidades sostenibles. Con métodos precisos de detecciéon de
insectos xilofagos se contribuye al mantenimiento preventivo de edificios histéricos
y de caracter patrimonial.

3. ODS 12: Produccion y consumo responsables. La detecciéon precisa de insectos xil6-
fagos puede ayudar a manejar y reducir el uso de productos quimicos en el control de
plagas, promoviendo practicas mas sostenibles y responsables en la produccién agri-
cola y la gestiéon forestal. Ademas, el uso de la deteccion acistica se podria aplicar
en invernaderos.

4. ODS 15: Vida de ecosistemas terrestres. La deteccién y control efectivo de insectos
xil6fagos ayuda a proteger los ecosistemas terrestres, especialmente los bosques, que
son cruciales para la biodiversidad y la salud del medio ambiente. Este trabajo
contribuye a la lucha contra la desertificacién y la degradacién de las tierras, y
ayuda a frenar la pérdida de biodiversidad. Ademads, se fomenta el uso de madera
sostenible.
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