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Resumen

Esta tesis doctoral presenta un sistema de monitorización de las principales ac-

tividades de la vida diaria que las personas mayores pueden realizar en sus hogares.

Este sistema se ha realizado mediante la aplicación de tecnoloǵıa no intrusiva que no

captura información personal sobre los usuarios. Las técnicas utilizadas para detec-

tar las actividades se pueden clasificar dentro de dos grupos: métodos de aprendizaje

supervisado y métodos de aprendizaje no supervisado. La tesis parte del análisis de

la información de la base de datos pública Milan mediante la aplicación de méto-

dos de aprendizaje supervisado utilizando modelos de redes neuronales recurrentes

y diferentes técnicas de filtrado y mejora de la calidad de los datos, dando como

resultado un sistema capaz de detectar en tiempo real las actividades realizadas por

un usuario dentro de su vivienda con una alta precisión.

En la tesis se propone la realización de una base de datos propia que almacene

la información recogida de una vivienda en la que residen dos usuarios de forma

simultánea mediante la aplicación de tres grupos tecnológicos: una red de sensores

no intrusivos, un sistema de localización de los usuarios dentro de la vivienda y la

información proporcionada por unas pulseras de actividad. Esta base de datos recibe

el nombre de SDHAR-HOME y recoge la información de un total de 18 actividades

diferentes. Se propone un método de aprendizaje supervisado para analizar los datos

de SDHAR-HOME basado en una arquitectura personalizada en la que se aplican

tres capas de redes neuronales diferentes: RNN, LSTM y GRU. Se genera un modelo

diferente y personalizado para cada usuario, que permite la detección de actividades

en tiempo real. Se ha elaborado otro método de detección de ADL’s mediante la

aplicación de redes neuronales CNN junto con un método de validación CVV-SV, el

cual arroja mejores resultados que los métodos previamente propuestos. Finalmen-
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te, se ha elaborado un modelo de red neuronal mediante la aplicación de modelos

transformer y capas de atención que incrementa la precisión y velocidad del sistema.

De forma paralela, la tesis presenta la elaboración de un método de aprendizaje no

supervisado, que no necesita una etapa de etiquetado de actividades para entrenar el

modelo, lo que genera un sistema replicable en un mayor número de viviendas. Este

método está basado en la combinación de dos HMM: uno para filtrar las estancias

de los usuarios y otro para proporcionar la actividad.

Para ofrecer servicio y funcionalidad al usuario, se ha desarrollado un ecosistema

de inteligencia ambiental que integra un robot social, el cual ofrece diferentes funcio-

nes al usuario: ejercicios, juegos, videollamadas o búsqueda y detección en el hogar.

El robot se encarga de proporcionar apoyo al usuario en su casa, le ayuda a combatir

la soledad y mejora su bienestar y calidad de vida, aportando seguridad en su d́ıa a

d́ıa. El ecosistema se ha probado durante 2 meses de duración en una vivienda real,

permitiendo la detección de situaciones peligrosas y elaborando planes personaliza-

dos utilizando el robot social. Este sistema establece un mecanismo de intervención

temprana, permitiendo de esta manera favorecer y promover la vida independiente

de las personas mayores, brindando mayor calidad de vida y seguridad a este grupo

en sus hogares.
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Abstract

This doctoral thesis presents a monitoring system for the main activities of daily

living that older people can perform in their homes. This system has been developed

using non-intrusive technology that does not capture personal information about

the users. The techniques used to detect activities can be classified into two groups:

supervised learning methods and unsupervised learning methods. The thesis begins

with the analysis of information from the Milan public database by applying super-

vised learning methods using recurrent neural network models and different filtering

and data quality improvement techniques, resulting in a system capable of real-time

detection of activities performed by a user within their home with high precision.

The thesis proposes the creation of a proprietary database, named SDHAR-

HOME, which stores information collected from a household where two users residing

simultaneously using three technological groups: a network of non-intrusive sensors,

a user localization system within the home, and information provided by activity

bracelets. This database collects information on a total of 18 different activities. A

supervised learning method is proposed to analyse the data from SDHAR-HOME

based on a customised architecture applying three layers of different neural networks:

RNN, LSTM, and GRU. A different and personalised model is generated for each

user, enabling real-time activity detection. Another method for detecting ADLs is

developed using CNN neural networks along with a CVV-SV validation method,

which provides better results than the previously proposed methods. Finally, a neu-

ral network model is developed using transformer models and attention layers to

increase the accuracy and speed of the system. In parallel, the thesis presents the

development of an unsupervised learning method, which does not require a labeling

stage for activities to train the model, thus generating a replicable system in a larger
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number of households. This method is based on the combination of two HMMs: one

to filter user stays and another to provide activity information.

An ambient intelligence ecosystem has been developed to provide service and

functionality to the user. The system integrates a social robot, which offers several

functions to the user: exercises, games, video calls, or home search and detection.

The robot is responsible for providing support to the user at home, helping to com-

bat loneliness and improve their well-being and quality of life, while also enhancing

security in their daily life. The ecosystem has been tested for a duration of 2 months

in a real household, allowing the detection of dangerous situations and creating per-

sonalised plans using the social robot. This system establishes a mechanism for early

intervention, thus promoting and facilitating the independent living of elderly indi-

viduals, providing them with a higher quality of life and greater security in their

homes.
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Caṕıtulo 1

Introducción

Los sistemas de reconocimiento de actividades (HAR, del inglés Human Activity

Recognition) son técnicas utilizadas para identificar un conjunto de acciones ejecu-

tadas por uno o varios actores dentro de un entorno [1]. El propósito principal de

estos sistemas es reconocer las actividades más comunes que pueden efectuar las

personas en escenarios reales [2] con la finalidad de obtener información sobre las

diferentes situaciones y circunstancias que pueden darse dentro de una casa. En los

últimos años, realizar HAR se ha convertido en un objetivo muy importante en el

campo de la computación y en el análisis de señales [3], ya que conduce a una mejora

sustancial en diversos campos, como pueden ser la salud, la seguridad o el bienestar.

Sin embargo, una de las mayores dificultades que se plantean es conseguir alcanzar

este objetivo con la menor carga computacional posible [4], además de conseguir una

elevada tasa de acierto en entornos reales [5]. Son muchos los estudios que apuntan

que la calidad de vida y la seguridad de las personas mayores o de las personas con

cierto nivel de dependencia [6] pueden incrementase mucho obteniendo sus patrones

de comportamiento o si se consigue detectar las diferentes situaciones de peligro que

pueden darse dentro del hogar [7].

En la actualidad existen diferentes soluciones tecnológicas para llevar a cabo

HAR. El uso de reconocimiento por imágenes proporcionadas por una red de cáma-

ras desplegadas por la casa ofrece buenos resultados [8]. Sin embargo, este tipo de

soluciones suelen ser rechazadas por los usuarios finales, ya que compromete en gran

medida su privacidad en sus hogares [9]. Del mismo modo ocurre con las soluciones
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basadas en el análisis de señales audibles proporcionadas por micrófonos [10]. Otras

soluciones proponen realizar HAR analizando las señales proporcionadas por pulse-

ras de actividad o “smartbands” [11]. Sin embargo, las bases de datos construidas

con este tipo de señales proporcionan unicamente información sobre actividades f́ısi-

cas, como andar, correr o saltar. Sin embargo, las actividades más interesantes que

las personas pueden llevar a cabo en sus casas, y las más interesantes de detectar,

son las actividades que se llevan a cabo durante el d́ıa a d́ıa y que proporcionan

información acerca de sus hábitos [12], lo que puede llevar a comprobar si se están

siguiendo correctamente las pautas de medicación o si se está comiendo a las horas

correctas del d́ıa [13].

En la presente tesis se plantea un escenario donde se combinan diferentes tecno-

loǵıas catalogadas como no intrusivas con el fin de no comprometer la privacidad de

los usuarios en sus casas: el análisis de señales proporcionadas por sensores discretos

que capturan información del entorno y el análisis de la intensidad Bluetooth gene-

rada por el enlace de un sistema de balizas y las pulseras de actividad de los usuarios

para conocer su posición dentro de la casa.

Una vez que se cuenta con las señales proporcionadas por la agrupación de las

diferentes soluciones tecnológicas, se deben generar modelos de aprendizaje profundo

(DL, del inglés Deep Learning) con el fin de extraer la actividad que está llevando a

cabo cada usuario. Estos modelos se pueden dividir en dos tipos de aprendizaje: su-

pervisado y no supervisado. La tesis lleva a cabo un estudio de los diferentes métodos

mediante su aplicación ante datos reales para comprobar su eficiencia, fortalezas y

debilidades. Con respecto a los métodos de aprendizaje supervisados, se han realiza-

do diferentes modelos basados en redes neuronales profundas (DNNs, del inglés Deep

Neural Networks). Para los métodos de aprendizaje no supervisado, se han generado

modelos basados en modelos ocultos de Markov (HMM, del inglés Hidden Markov

Models).

Los resultados obtenidos durante el desarrollo de la tesis muestran una mejora

sustancial con respecto a los estudios existentes, además de aportar un mayor número

de actividades a detectar y una mejora de la replicabilidad del sistema. Una vez que

se cuenta con las actividades y los patrones de comportamiento de los usuarios, el sis-

tema genera una acción en consecuencia. Estas acciones pueden ser recomendaciones
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directas al usuario, un efecto sobre la casa o avisos a familiares y/o cuidadores.

1.1. Motivación

En España, el 15.9 % de la población vive en zonas rurales cuyos municipios

tienen menos de 30 000 habitantes. Concretamente, en la región de Castilla y León,

este valor alcanza el 35.9 %. De éstos, el 84.2 % en Castilla y León y el 59.3 % en

España reside en municipios de menos de 5000 habitantes, lo que corresponde el

30.23 % de la población en Castilla y León y al 9.43 % en España.

En la actualidad, el medio rural de España y muchos otros lugares de Europa

sufre una serie de problemas estructurales relacionados con el envejecimiento, la

despoblación y la falta de servicios públicos, lo que dificulta la provisión de servicios

de atención a las personas mayores que viven solas. Esta problemática se agrava en las

zonas rurales de Castilla y León debido a su alta tasa de población superior a los 65

años. Además, se espera un intenso crecimiento de este porcentaje. Concretamente,

las previsiones indican que en los próximos años, el número de personas mayores

de 80 años pase de los 115 000 actuales a 150 000, lo que supone un incremento del

30.4 %.

El modelo tradicional de cuidados de las personas mayores se centra en el servicio

de ayuda a domicilio, combinado con atención residencial cuando las personas pierden

autonomı́a o requieren apoyos intensos y continuados. Sin embargo, este modelo

presenta una serie de debilidades. Los costes de este sistema son muy elevados, sobre

todo el porcentaje que necesita atención residencial. No responde al deseo de los

usuarios, ya que prefieren vivir en sus casas y su entorno. Además, no ofrecen atención

personalizada, lo que genera insatisfacción en los usuarios y/o familiares. La respuesta

puede ser lenta y no ejerce función preventiva. Por último, el modelo tradicional de

cuidados favorece la dinámica de despoblación del medio rural.

Según la Encuesta Europea de Salud en España del año 2020 [14], el 87 % de las

personas mayores prefieren vivir en sus casas en lugar de ingresar en centros residen-

ciales. Además, el 88 % de las personas mayores en Castilla y León son propietarias

de sus viviendas, llegando a alcanzar casi el 100 % en el medio rural, lo que provoca

un gran sentimiento de afección hacia ellas. Todo esto repercute en la necesidad de

3



elaborar un modelo de cuidados de personas mayores que favorezca la vida indepen-

diente en sus propias viviendas, genere una atención rápida y personalizada y que

frene la despoblación de las zonas rurales. Estas necesidades son tratadas mediante

la presente tesis.

1.2. Objetivos

El objetivo principal de la presente tesis doctoral es realizar un modelo capaz

de reconocer en tiempo real las principales actividades que pueden desempeñar las

personas mayores que viven solas en sus casas con el fin de mejorar su seguridad y

bienestar y favorecer su independencia. Este objetivo se puede dividir en los siguientes

sub-objetivos:

1. Identificación de las principales lineas de investigación actuales sobre inteligen-

cia artificial aplicada al reconocimiento de acciones.

2. Seleccionar una tecnoloǵıa que proporcione información de valor para poder

llevar a cabo el reconocimiento, que no vulnere la privacidad de los usuarios en

sus casas y que sea fácil de instalar, y estudiar los parámetros necesarios para

conseguir un reconocimiento preciso.

3. Desarrollar un modelo de reconocimiento de actividades capaz de funcionar en

tiempo real y que sea totalmente transparente para los usuarios. El modelo no

tiene que necesitar la intervención de los usuarios para facilitar la implemen-

tación y aceptación del mismo.

4. Conseguir que el sistema sea flexible y adaptable al mayor número de hogares

posible. La estructura tiene que ser genérica y modular para que no dependa

de las particularidades que pueden darse dentro de los hogares. El sistema

tiene que ser capaz de funcionar en hogares donde cohabiten varias personas

de forma simultánea y ser susceptible a perturbaciones como visitas de amigos

y/o familiares e incluso presencia de mascotas.

5. Elaboración de estrategia de análisis de patrones de comportamiento de los

usuarios y ejecución de acciones en consecuencia. El modelo tiene que ser capaz
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de detectar e interpretar los patrones de comportamiento de los usuarios, como

los horarios a los que se realizan las actividades, para poder extraer métricas

y generar actuaciones que mejoren el bienestar del usuario.

6. Experimentación del modelo en hogares reales durante peŕıodos prolongados

para poder anticiparse a las diferentes situaciones peligrosas que puedan surgir

como consecuencia de cáıdas o malos hábitos.

7. Integración del modelo de reconocimiento de actividades dentro de un ecosiste-

ma de inteligencia ambiental para la atención y el cuidado de personas mayores

con la ayuda de robots sociales. Este modelo tiene que ser capaz de facilitar la

vida independiente de las personas mayores en sus hogares, con el fin de alargar

su permanencia en los mismos. Esto repercute en una mejora de su calidad de

vida y su bienestar.

1.3. Metodoloǵıa

Con el fin de alcanzar los objetivos propuestos, se ha llevado a cabo la siguiente

metodoloǵıa de trabajo:

1. Estudio de la problemática actual sobre la situación de las personas mayores

que viven solas en sus casas, a través de distintos proveedores de servicios

como puede ser el caso de la Fundación ASPRODES o la Fundación INTRAS.

Gracias a este estudio, se han identificado las principales necesidades a cubrir

mediante la presente investigación. Con el fin de detectar estas necesidades, se

han elaborado una serie de sesiones de cocreación con ambas fundaciones, en

la que han participado distintos grupos de usuarios finales aportando ideas y

problemáticas detectadas durante su vida diaria.

2. Documentación bibliográfica sobre los principales trabajos de investigación de

diferentes autores con objetivos similares a los propuestos en la presente tesis en

los últimos años (generalmente desde el año 2019 en adelante). Se ha realizado

una recopilación de los principales art́ıculos publicados en revistas de impacto

y congresos de alto reconocimiento dentro de la comunidad cient́ıfica.
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3. Estudio sobre la aplicación y funcionamiento del aprendizaje profundo por or-

denador. Se ha realizado una amplia documentación e investigación sobre el

estado actual de las diferentes técnicas existentes de aprendizaje automático,

tanto supervisado como no supervisado, mediante la aplicación de redes neu-

ronales profundas, modelos ocultos de Markov y otras alternativas.

4. Asistencia a eventos orientados al aprendizaje profundo: congresos nacionales

e internacionales, cursos online, jornadas de co-creación con los usuarios finales

de la solución, realización de publicaciones de los distintos trabajos desarrolla-

dos a lo largo de la tesis, para dichos eventos y para revistas de alto valor para

la comunidad cient́ıfica.

5. Desarrollo del contenido de la tesis doctoral. Las soluciones y métodos desarro-

llados en la presente tesis se han realizado mediante metodoloǵıa ágil Scrum,

definiendo ciclos de trabajo cortos donde poder comprobar los resultados de

forma rápida, con pequeños cambios progresivos y permitiendo una detección

temprana de ajustes necesarios para dar valor a la solución. El desarrollo del

contenido de la tesis puede recogerse en tres etapas: prueba de viabilidad de

la idea mediante la aplicación de diferentes técnicas de inteligencia artificial

utilizando una base de datos pública, generación de métodos y algoritmos uti-

lizando la instalación de un entorno controlado de un domicilio y, por último,

prueba y validación de los métodos usando domicilios reales de personas ma-

yores.

1.4. Marco de realización

La presente tesis doctoral se ha desarrollado de forma conjunta en el Centro

Tecnológico CARTIF y en el Departamento de Ingenieŕıa de Sistemas y Automática

de la Escuela de Ingenieŕıas Industriales de la Universidad de Valladolid.

El trabajo ha sido financiado gracias a las ayudas para contratos predoctora-

les para la formación de doctores 2019 PRE2019-088170 vinculada al proyecto de

investigación RTI2018-096652-B-I00 del MICINN. Además, esta investigación ha si-

do parcialmente financiada por el “Programa Retos Investigación del Ministerio de
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Ciencia, Innovación y Universidades PID2021-123020OB-I00” y la Gerencia de Ser-

vicios Sociales, Consejeŕıa de Familia de la Junta de Castilla y León (España) dentro

del Plan UE Recuperación, Transformación y Resiliencia de la UE. Este trabajo se

ha realizado bajo el proyecto EIAROB: Ecosistema de Inteligencia Ambiental para el

apoyo a los cuidados de larga duración en el hogar mediante uso de robots sociales.

1.5. Contribuciones y trabajos publicados

En la presente tesis se propone un modelo para la monitorización de personas ma-

yores en el hogar a partir de sensores ambientales compatibles con los requerimientos

deseables de privacidad de la vida cotidiana. La aproximación propuesta supone una

mejora respecto a los sistemas tradicionales por cuanto es capaz de detectar patrones

de comportamiento y detectar en tiempo real situaciones de riesgo, sin necesidad de

un entrenamiento previo supervisado para cada usuario. Además, permite detectar

patrones no deseados dentro de la conducta diaria de los usuarios, como por ejemplo

alteraciones en las pautas de medicación o falta de alimentación. Por último, puede

ser integrado de forma directa en entornos asistidos por robots sociales.

Las principales contribuciones realizadas en la presente tesis se resumen en la

siguiente lista:

Revisión de las tecnoloǵıas y metodoloǵıas existentes para el reconocimiento de

actividades humanas en el hogar, con identificación de sus principales fortalezas

y debilidades.

Instrumentación de una vivienda piloto y elaboración de una base de datos con

la información recogida en la misma durante largos periodos de tiempo, para

el ensayo y validación de nuestras investigaciones. La base de datos elaborada

recibe el nombre de SDHAR-HOME y se corresponde como una de las bases

de datos más completas hasta la fecha, orientada a la detección de actividades

de personas mayores en sus hogares. Esta base de datos se ha compartido

en abierto con la comunidad cient́ıfica con el fin de que distintos grupos de

investigación prueben y mejoren sus algoritmos, permitiendo aśı enriquecer el

valor de la presente tesis.
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Investigación en reconocimiento de actividades mediante aprendizaje supervi-

sado y propuesta de un modelo funcional conexionista orientado al reconoci-

miento de actividades en tiempo real, por medio de técnicas de aprendizaje

profundo. El método propuesto está basado en modelos de redes neuronales

recurrentes (RNN), convolucionales (CNN), long short-term memory (LSTM),

gated recurrent unit (GRU) y modelos transformer. A su vez, se han implemen-

tado técnicas de aprendizaje profundo que, hasta la fecha, no se han aplicado

nunca en el reconocimiento de actividades de personas mayores en sus hogares,

como el método CVV-SV.

Investigación en reconocimiento de actividades mediante aprendizaje no su-

pervisado y propuesta de un método basado en el modelado estad́ıstico de

secuencias por medio de modelos ocultos de Markov (HMM). El modelo pro-

puesto no necesita una etapa de entrenamiento previa al funcionamiento real,

por lo que mejora su alcance y facilita su despliegue en los hogares.

Adopción de un enfoque general adaptado tanto al caso de un único residente,

el más abordado en las investigaciones precedentes, como al de múltiples re-

sidentes que conviven simultáneamente en una misma vivienda. Los sistemas

de localización en interiores proporcionan información adicional de relevancia,

especialmente en este segundo caso.

Creación de un conjunto de técnicas de equilibrado y filtrado de datos enca-

minadas a mejorar la precisión de los modelos planteados. Estas técnicas se

encargan de equilibrar los modelos desarrollados en la presente tesis para que

sean capaces de detectar todas las actividades que las personas mayores pueden

realizar en sus viviendas.

Desarrollo de algoritmos que se encargan de compartir, entre los usuarios de

una misma vivienda, los patrones de realización de las actividades durante

la etapa de entrenamiento. Estos algoritmos incrementan la precisión de los

modelos de reconocimiento de actividades.

Diseño de una arquitectura de ecosistema ambiental inteligente en la que se

combinan sensores, actuadores, robots sociales y los modelos de reconocimien-
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to de actividades propuestos, para el cuidado y la atención de las personas

mayores.

Validación de las investigaciones contra bases de datos públicas existentes, ha-

biéndose obtenido tasas de acierto superiores a las reportadas en investigaciones

precedentes.

Validación del modelo propuesto tanto en la vivienda piloto desarrollada en

la presente investigación, como en 5 viviendas de usuarios reales, en el marco

de una investigación de largo alcance encaminada a una mejora progresiva del

bienestar de las personas mayores en nuestra sociedad.

Durante la realización de la tesis, se han publicado un total de 3 art́ıculos en

revistas de alto impacto de cuartiles Q1-Q2 del JCR, donde se han detallado los

resultados obtenidos en la presente investigación. Las publicaciones son las siguientes:

“Daily Human Activity Recognition Using Non-Intrusive Sensors” [15] en pu-

blicación “Sensors”, MDPI, Agosto de 2021 (Factor de Impacto: 3.900 en SCI-

JCR (Q1) en 2022), DOI: 10.3390/s21165270

“SDHAR-HOME: A Sensor Dataset for Human Activity Recognition at Ho-

me” [16] en publicación “Sensors”, MDPI, Octubre de 2022 (Factor de Impacto:

3.900 en SCI-JCR (Q1) en 2022), DOI: 10.3390/s22218109. Este art́ıculo perte-

nece al Special Issue: “Deep Learning Methods for Human Activity Recognition

and Emotion Detection”.

“An Unsupervised Method to Recognise Human Activity at Home Using Non-

Intrusive Sensors” [17] en publicación “Electronics”, MDPI, Noviembre de 2023

(Factor de Impacto: 2.900 en SCI-JCR (Q2) en 2022), DOI: 10.3390/electro-

nics12234772. Este art́ıculo pertenece al Special Issue: “Ubiquitous Sensor Net-

works II”.

A su vez, se ha presentado la siguiente publicación en congreso internacional:

“Ambient Intelligence Ecosystem for Elderly Pattern Detection and Care Using

Social Robots” en el congreso “The 17th IEEE International Conference on

Internet of Things (iThings2024)”, Copenhague, Agosto de 2024.
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También se ha presentado en los siguientes congresos nacionales:

“Sistema de monitorización no intrusiva para el reconocimiento de actividades

de la vida diaria en entornos multiusuario” en las “Jornadas Nacionales de

Robótica, Educación y Bioingenieŕıa”, Málaga, Mayo de 2022.

“Mejora en la clasificación de actividades mediante redes de convolución y

CVV-SV” en las “Jornadas Nacionales de Robótica y Bioingenieŕıa”, Madrid,

Junio de 2023.

“Sistema de monitorización no intrusiva para vivienda de personas mayores”

en las “Jornadas Nacionales de Robótica y Bioingenieŕıa”, Madrid, Junio de

2023.

“Comportamiento de un modelo recurrente-transformador para la detección

de actividades humanas mediante sensores desplegados en una vivienda” en

el congreso “Simposio de Robótica, Bioingenieŕıa y Visión por Computador

2024”, Badajoz, Mayo de 2024.

“Detección de actividades mediante modelos ocultos de Markov jerárquicos”

en las “Jornadas de Automática 2024”, Málaga, Septiembre de 2024.

“Segmentación semántica bajo paradigma one-shot learning utilizando SAM

y CP-CVV” en las “Jornadas de Automática 2024”, Málaga, Septiembre de

2024.

Por último, esta tesis ha sido finalista del concurso 3MT (Three Minute Thesis)

2022, organizado por la Escuela de Doctorado de la Universidad de Valladolid, con

la intervención titulada “Como en casa en ningún sitio”. Otro mérito significativo es

haber recibido el “Premio Iberdrola al Mejor Proyecto de Investigación Universitaria

2022” expedido por el Suplemento Innovadores El Mundo en Junio de 2022.

1.6. Estructura de la tesis

La tesis se ha estructurado en un total de seis caṕıtulos. El primero de ellos se

corresponde con la presente introducción.
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En el Caṕıtulo 2 se recopilan un conjunto de trabajos que comparten diversas

similitudes con los objetivos buscados en la presente tesis y que han servido para

construir la base de esta investigación. Se exponen trabajos relacionados con sistemas

de monitorización de personas mayores existentes, comprendiendo soluciones basadas

en reconocimiento por imágenes, señales proporcionadas por pulseras de actividad o

sensores no intrusivos. A su vez, se han recogido trabajos cuyo objetivo es posicionar

a los usuarios dentro de los hogares mediante diferentes tecnoloǵıas como balizas

Bluetooth o WiFi. Por último se han recogido trabajos que buscan detectar patrones

de comportamiento en usuarios y anomaĺıas dentro de estos patrones.

El Caṕıtulo 3 muestra el diseño del despliegue tecnológico que se ha elaborado

para realizar la monitorización de las personas mayores y el reconocimiento de sus

actividades diarias.

En el Caṕıtulo 4 se detallan los diferentes métodos de aprendizaje profundo que

se han utilizado para elaborar el sistema de reconocimiento de actividades. En este

caṕıtulo se realiza una śıntesis de los principales métodos de aprendizaje supervisado

utilizados para realizar HAR basados en redes neuronales, aportando métodos desa-

rrollados en la presente tesis para abordar el reconocimiento tanto en viviendas con

un usuario como en viviendas con múltiples usuarios simultáneos. Este caṕıtulo pre-

senta los diferentes métodos de aprendizaje no supervisado utilizados para realizar

HAR en viviendas con múltiples usuarios, aportando sus ventajas e inconvenientes

para cada caso.

En el Caṕıtulo 5 se muestra el ecosistema de inteligencia ambiental elaborado

como resultado de la aplicación del sistema de reconocimiento de actividades junto

con otros módulos funcionales, como puede ser la robótica social. En este Caṕıtulo

se puede observar la arquitectura elaborada para proporcionar apoyo a los usuarios

en sus viviendas, aśı como las acciones que toma el sistema para mejorar su calidad

de vida y su bienestar en sus hogares.

El Caṕıtulo 6 expone el conjunto de experimentos de los diferentes algoritmos

que se han desarrollado durante la elaboración del sistema propuesto, realizando

una discusión objetiva de los resultados que se obtienen de estos experimentos.

El Caṕıtulo 7 realiza una discusión de las deducciones y aportaciones obtenidas

a lo largo del desarrollo de la tesis, aśı como de las posibles futuras investigaciones
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que se pueden llevar a cabo.

Por último, se incluye un apartado donde se muestran los trabajos referenciados

a lo largo de la tesis.
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Caṕıtulo 2

Estado de los sistemas de

reconocimiento de actividades

En el presente caṕıtulo se aborda el estado del arte de los diferentes métodos

de monitorización analizados y utilizados en esta tesis. Se presentan: los principa-

les métodos de monitorización de personas mayores (Sección 2.1), los principales

métodos de posicionamiento en interiores (Sección 2.2) y, por último, los sistemas de

análisis de patrones de comportamiento de usuarios y sus anomaĺıas (Sección 2.3).

2.1. Métodos de monitorización de personas ma-

yores

La necesidad de implementar sistemas de monitorización de las principales acti-

vidades diarias (ADL, del inglés Activity Daily Living) que pueden desempeñar las

personas mayores en sus casas se ha convertido en un campo de investigación de es-

pecial interés. En los últimos años, en muchos páıses de la Unión Europea, el número

de personas mayores que residen solas en sus casas ha aumentado de forma expo-

nencial. Concretamente en España, según un estudio del año 2020, se registraron un

total de 4 849 900 personas que viven solas. De este número, un total de 2 131 400

teńıan 65 años o más [18]. La tendencia es creciente, puesto que supone un aumento

del 6.1 % con respecto a los datos del año anterior. Según Flores y Villegas en [19],

vivir solo puede producir sensación de soledad y puede suponer un problema para
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las personas mayores debido a la degradación de funciones cognitivas. Acordarse de

tareas sencillas, como tomarse las medicinas a la hora correspondiente o tener unas

pautas correctas de alimentación puede suponer un problema debido al envejecimien-

to. Este envejecimiento puede ocasionar cambios en la salud mental de las personas

mayores, pudiendo producir pérdidas de memoria y de atención, lo que repercute

negativamente en su sensación de bienestar [20].

Debido a esta problemática, surge la necesidad de elaborar un sistema de mo-

nitorización de ADL’s que se encargue de extraer información sobre el d́ıa a d́ıa de

las personas mayores. Obtener pautas de comportamiento anómalas y situaciones

peligrosas en tiempo puede permitir la ejecución de una intervención temprana [21].

Según Chin y Bee en [22], el reconocimiento de actividades se puede clasificar

en función de la tecnoloǵıa utilizada para obtener información sobre el entorno.

Siguiendo ese planteamiento, los autores proponen tres grupos tecnológicos:

1. Cámaras RGB: Estos sistemas aportan mucha información sobre el entorno, ya

que pueden analizar la cercańıa de los usuarios con objetos relacionados con

la actividad que están realizando [23]. Este tipo de tecnoloǵıa es generalmente

rechazado por los usuarios debido a la sensación de ausencia de privacidad que

otorga su uso.

2. Sensores de profundidad: Este tipo de sensores también son conocidos como

RGBD [24]. Esta tecnoloǵıa proporciona la distancia a la que se encuentra el

usuario del dispositivo o de cualquier otro objeto mediante el análisis de la

profundidad de los puntos de la imagen utilizando técnicas de luz estructurada

o calculando tiempos de vuelo [25]. Esta información es útil a la hora de realizar

la monitorización, ya que se pueden obtener posturas y movimientos. Estos

sensores normalmente van acompañados de la captación de imágenes RGB. Un

ejemplo de dispositivo puede ser las cámaras Kinect de Microsoft [26].

3. Sensores vestibles. Para realizar la monitorización con este tipo de sensor, nor-

malmente es necesario adherir uno o varios de estos dispositivos al cuerpo de los

usuarios. Estos dispositivos suelen ir acompañados de los siguientes grupos de

sensores: acelerómetros 3D-axiales, giroscópios o etiquetas RFID [27]. Dentro

de este grupo de pueden incluir los teléfonos inteligentes o smartphones.
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Otros autores prefieren generalizar y distinguir unicamente dos grupos de siste-

mas de monitorización de actividad, tal y como comentan L. Ming Dang et al. en

[28]. Los autores dividen los sistemas en: métodos de reconocimiento basados en sen-

sores y métodos de reconocimiento basados en visión. Dentro de la primera categoŕıa,

los autores hacen referencia a los sensores vestibles [29], la capacidad de sensorizar

objetos cuya intervención se encuentre ligada a una actividad particular [30] [31] y

a los sensores ambientales, con el fin de obtener información del entorno donde se

está realizando la actividad [32]. En la Tabla 2.1 se puede observar un resumen de

los principales componentes de los sistemas de reconocimiento de actividad basados

en sensores, indicando sus principales ventajas y desventajas. A su vez, dentro de la

categoŕıa de los métodos de reconocimiento basados en visión, los autores realizan

la siguiente división: datos obtenidos mediante cámaras RGB y RGB con sensores

de profundidad (RGBD) [33] [34]. Estos métodos son fiables y proporcionan resulta-

dos generalmente buenos, pero tienen el inconveniente de su dificultad a la hora de

desplegar la solución y su baja tasa de aceptación por parte de los usuarios, ya que

comprometen en gran medida su privacidad dentro de su propio hogar. A pesar de

todo esto, existen numerosas bases de datos públicas que contienen imágenes toma-

das de usuarios desarrollando distintas actividades, lo que supone un beneficio a la

hora de desarrollar soluciones basadas en DL.

Categoŕıa Sensor Medición

Ventajas y Desventajas

Ventajas Desventajas

SV Acelerómetro Aceleración

(fuerza y grave-

dad)

Económico,

duradero, alta

sensibilidad,

alta impedancia

y alta respuesta

en frecuencia.

Error de histére-

sis, sensible a

la temperatura

y eficiencia dis-

minuida con el

tiempo.
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Categoŕıa Sensor Medición

Ventajas y Desventajas

Ventajas Desventajas

Giroscopio Velocidad angu-

lar

Rápido, mide el

movimiento ro-

tacional y con

mayor resolución

en comparación

con otros senso-

res de fuerza o

inclinación.

Costoso, depen-

dencia de la ro-

tación de la tie-

rra y no mide

el movimiento li-

neal en ninguna

dirección.

GPS Información de

geo-localización,

velocidad y

tiempo

Gratuito y mi-

de directamente

la posición glo-

bal tridimensio-

nal.

No funciona en

interiores.

SdO RFID Frecuencia de

radio

Fácil de instalar,

seguro y puede

almacenar hasta

2 KB de datos.

Costoso, sensible

a interferencias

electromagnéti-

cas externas

y de alcance

limitado.

WiFi Señal inalámbri-

ca

Fácil de insta-

lar, seguro y el

rango de señal

inalámbrica es

mejor que el

RFID.

Requiere más re-

cursos.
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Categoŕıa Sensor Medición

Ventajas y Desventajas

Ventajas Desventajas

SA Presión Presión Alta relación

señal-ruido, in-

terfaz en tiempo

real y menos

intervención del

usuario.

Las medidas

vaŕıan mucho en

función de la lo-

calización donde

esté ubicado el

sensor.

Temperatura Temperatura Contacto direc-

to, económico

y respuesta

rápida.

Mucha inercia

en las medidas.

Sonido Presión del aire Asequible y res-

puesta rápida.

Requiere más

memoria, tiene

un alcance li-

mitado, rechazo

de los usuarios

(muy intrusivo).

Radar Detección de

cualquier objeto

dentro de los co-

nos de detección

del radar

Proporciona in-

formación preci-

sa de distancia y

velocidad.

Costoso, baja re-

solución espacial

y alcance limita-

do.

Tabla 2.1: Sensores, medición, ventajas y desventajas de las tres categoŕıas
principales de los métodos de reconocimiento basados en sensores: sensores

vestibles (SV), sensores de objetos (SdO) y sensores ambientales (SA).

Según lo visto en trabajos similares al propuesto en la presente tesis, se propone

dividir los sistemas de reconocimiento de actividad para personas mayores en función

de los siguientes grupos tecnológicos (ver Figura 2.1): sensores no intrusivos, imágenes

y sensores vestibles.
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Temperatura Presencia

Consumo

Reloj

inteligente
Pulsera

actividad

Cámaras de vídeo

Micrófono

Cocinar Comer

Limpiar Ducharse

SENSORES NO INTRUSIVOS

SENSORES VESTIBLES

CÁMARAS Y MICRÓFONOS

ADL’s

Figura 2.1: Tecnoloǵıas utilizadas para el reconocimiento de actividades.

2.1.1. Sistemas de reconocimiento por sensores no intrusivos

Existen numerosos estudios de sistemas de reconocimiento de actividades median-

te la implementación de sensores no intrusivos que han repercutido en la generación

de bases de datos públicas donde poder consultar la información recogida. Un ejem-

plo es el trabajo realizado por Tapia et al. en [35], en el cual han desarrollado un

Living Lab en Cambridge en el que se cuenta con las siguientes salas: sala de estar,

cocina y dormitorio. En este Living Lab han desarrollado diversos estudios (basados

en sensores, entrevistas u observaciones directas) con el fin de obtener las ADL’s de

los diferentes usuarios que colaboran en el estudio. Los autores han utilizado sensores

no intrusivos como sensores de temperatura y humedad en las diferentes estancias o

sensores de contacto en el refrigerador.

Un estudio que aborda el reconocimiento de actividades en el hogar es el trabajo

desarrollado por Alemdar et al. en [36]. Los autores elaboraron una base de da-

tos publica conocida como ARAS (Activity Recognition with Ambient Sensing, del

inglés Activity Recognition with Ambient Sensing), en la que se centran en recopilar

información de dos viviendas reales en las que conviven varios residentes durante
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un total de dos meses. Durante este peŕıodo de tiempo, los autores son capaces de

etiquetar 27 actividades diferentes en total utilizando la información recopilada por

20 sensores no intrusivos. Para realizar el reconocimiento de actividades, los autores

utilizan varios métodos basados en técnicas DL: modelos basados en HMM y valida-

ción cruzada para proporcionar una tasa de reconocimiento media del 61.5 % para

la vivienda A y un 76.2 % para la vivienda B.

Otro estudio similar a ARAS es el trabajo realizado por Cook et al. en [37]

(CASAS). Los autores también proponen una base de datos pública en la que recogen

información de múltiples usuarios y despliegan una red de sensores no intrusivos.

Dentro de este estudio, se han sensorizado un total de 7 viviendas con un número

de sensores que abarca desde los 20 sensores no intrusivos hasta los 86. La duración

de sus estudios también es variable, ya que proponen una recogida de datos desde

los 2 meses hasta un total de 8 meses. Para todas sus instalaciones, los autores

realizan un etiquetado de 11 ADL’s. Para realizar el reconocimiento de actividades,

los autores utilizan algoritmos de SVM (Máquinas de Vectores de Soporte, del inglés

Support Vector Machines) [38] y son capaces de ofrecer una tasa de reconocimiento

del 84.14 %.

ARAS y CASAS son los trabajos más similares al propuesto en la presente tesis

debido a su requerimiento con respecto a número de usuarios, duración del estudio,

número de actividades y número de sensores. La base de datos ARAS no cuenta con

un sistema de triangulación de la posición de los usuarios, y tampoco captura señales

fisiológicas. Con respecto a la base de datos CASAS, el sistema propuesto por Cook

et al. ofrece bajas tasas de reconocimiento para ciertas ADL’s como comer o relajarse

(inferiores al 50 %) mediante el uso de algoritmos SVM. Sin embargo, existen otros

trabajos con requerimientos menores. El estudio realizado por Alshammari et al. en

[39] revela la creación de la base de datos SIMADL en la que realizan un estudio

de una instalación de sensores no intrusivos en los que residen 7 usuarios de forma

no simultánea. Para ello, los autores utilizan un total de 29 sensores no intrusivos

en un total de 63 d́ıas registrando un total de 5 ADL’s y anomaĺıas, como dejarse

la televisión encendida o el frigoŕıfico abierto. Las actividades registradas durante

este peŕıodo fueron: comer, dormir, trabajar, ocio o aseo. Otro trabajo interesante

puede ser el desarrollado en la Universidad de Amsterdam (UvA) en el año 2008 por
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Van Kasteren et al. en [40]. En este trabajo, los autores realizaron tres despliegues

de 14 sensores (sensores de contacto en puertas o el frigoŕıfico) en los que se reco-

gen un total de 2120 eventos durante 28 d́ıas de forma ininterrumpida con el fin de

obtener un total de 10 ADL’s. Los autores obtienen una tasa de reconocimiento del

79.4 % mediante la aplicación de HMM y un 70.8 % utilizando métodos de campo

aleatorio condicional (CRF, del inglés Conditional Random Field). Lago et al. en [41]

han desarrollado en su trabajo una base de datos conocida como ContextAct@A4H,

compuesta por información de 219 sensores y actuadores durante 1 mes de monito-

rización de una persona de 28 años. Los autores obtienen una tasa de acierto en el

reconocimiento que va del 14 % para actividades como lavar los platos, hasta el 98 %

para actividades como aseo personal, utilizando modelos de lógica temporal basados

en reglas programadas. En la Tabla 2.2 se resumen las principales bases de datos de

libre acceso con información de sensores no intrusivos junto a sus principales carac-

teŕısticas. Posteriormente, en la Sección 6.1 se va realizar una comparación de los

resultados obtenidos en la presente tesis con respecto a otros trabajos existentes que

utilicen las mismas bases de datos.

Los sistemas de reconocimiento mediante sensores no intrusivos presentan como

ventaja la facilidad en la recogida de información de la vivienda. Normalmente, estos

sensores suelen ser fáciles de instalar ya que esta tecnoloǵıa suele ser inalámbrica.

Otra ventaja es que no necesitan intervención por parte de los usuarios, lo que facilita

su uso de la vida diaria. Sin embargo, la desventaja de este tipo de tecnoloǵıa es que

no es capaz de discriminar la posición exacta de los usuarios dentro de la vivienda

si residen múltiples usuarios de forma simultánea. Del mismo modo, no se puede

conocer con exactitud el usuario que está realizando una determinada acción en la

vivienda.

2.1.2. Sistemas de reconocimiento por imágenes

Los métodos de reconocimiento de actividades mediante el análisis por imáge-

nes son métodos ampliamente utilizados en la actualidad, aunque son sistemas poco

aceptados por parte de los usuarios finales. El principal motivo por el cual los usua-

rios rechazan este tipo de sistemas se debe a la tecnoloǵıa empleada para realizar

la captura de datos. Estos sistemas se caracterizan por utilizar cámaras (RGB y
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Base de datos Casas Sensores Actividades Duración
ARAS [36] 2 20 27 2 meses
CASAS [37] 7 20-86 11 2-8 meses

SIMADL [39] 1 29 5 63 d́ıas
UvA [40] 3 14 10 28 d́ıas

ContextAct@A4H [41] 1 219 7 1 mes

Tabla 2.2: Principales bases de datos de libre acceso de sistemas de reconocimiento
por sensores no intrusivos.

de profundidad) para captar información sobre la actividad [42]. Generalmente los

parámetros más importantes que se recogen de las imágenes son los siguientes [43]:

postura de la persona realizando la actividad mediante la recogida de la posición

y orientación de su cuerpo [44], objetos que intervienen durante la actividad [45]

e intervención de otras personas [46]. Aunque su uso para viviendas particulares

sea poco aceptado, existen numerosos estudios que siguen generando bases de datos

públicas en la actualidad para generar un amplio volumen de datos para la comuni-

dad cient́ıfica con el fin de mejorar e implementar los algoritmos DL actuales [47].

Una de las bases de datos con mayor volumen de información y, a su vez, una

de las más utilizadas dentro de la comunidad cient́ıfica es NTU RGB+D [48]. Esta

base de datos cuenta con un total de 60 actividades diferentes, en las que 40 clases

se corresponden con ADL’s. En cambio, 9 clases se corresponden con actividades

relacionadas con la salud (como puede ser cáıdas o estornudos) y otras 11 clases

son interacciones entre usuarios (como puede ser besos o abrazos). Los autores han

compuesto esta base de datos mediante la captura de imágenes y videos utilizando

una cámara Kinect v2. Otra base de datos muy utilizada es UCF 50 dataset [49]. Esta

base de datos cuenta con un total de 50 categoŕıas recogidas en v́ıdeos web en malas

condiciones, con poca iluminación y con movimientos aleatorios de cámara, lo que

supone un desaf́ıo mayor a la hora de realizar el reconocimiento de actividad. En la

Tabla 2.3 se puede observar un resumen general donde aparecen las principales bases

de datos públicas de imágenes de actividades junto con sus principales caracteŕısticas.

Existen otras numerosas aplicaciones donde se utilizan los sistemas de reconoci-

miento por imágenes fuera de su uso en viviendas particulares [55]. Por ejemplo, en el

mundo del deporte, los sistemas de reconocimiento por imágenes son muy efectivos.
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Base de datos Nº Actividades Movimiento de cámara Fondo
UCF11 [50] 11 Dinámico Si
UCF50 [49] 50 Dinámico Si

NTU RGB+D [48] 60 Estático Si
KTH [51] 6 Estático Si

Weizmann [52] 10 Estático No
IXMAS [53] 14 Estático No

UCF sports [54] 9 Dinámico Si

Tabla 2.3: Principales bases de datos de libre acceso de sistemas de reconocimiento
por imágenes.

Estas técnicas se utilizan para analizar un amplio número de largos partidos para

aprender a tomar decisiones [56]. Otro caso es el trabajo realizado por Ullah et al.

en [57]. Los autores utilizaron modelos DL basados en redes neuronales convolucio-

nales para extraer información sobre las acciones de los jugadores e implementaron

mecanismos para obtener su correlación temporal. Los sistemas de reconocimiento

por imágenes también se emplean en el campo de la educación. Lim et al. en [58]

fueron capaces de analizar el comportamiento de los estudiantes en las aulas me-

diante el tratamiento de las imágenes. Si los estudiantes estaban de pie acercándose

a los pupitres, el sistema reconoce que el estudiante ha entrado en la clase. Por el

contrario si se levanta del pupitre para salir por la puerta, el sistema reconoce que

abandona la clase. Por último, es importante resaltar los avances en el campo del

entretenimiento. Wang et al. en [59] elaboraron un modelo basados en un clasificador

3D mediante redes neuronales convolucionales para clasificar las acciones realizadas

por los actores durante una serie de peĺıculas cinematográficas.

Este tipo de tecnoloǵıa presenta como principal ventaja el gran volumen de in-

formación que los dispositivos son capaces de capturar. Analizando la información

recogida por una cámara, es posible conocer el patrón de movimientos del usuario,

objetos que intervienen en las acciones o participación de varios usuarios. Sin em-

bargo, la principal desventaja de esta tecnoloǵıa es su nivel de aceptación por parte

de los usuarios finales, ya que compromete en gran medida su privacidad dentro de

la vivienda.
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(a) Distribución de sensores vestibles
por funcionalidad.

(b) Distribución de sensores vestibles en
superficie corporal.

Figura 2.2: Sensores vestibles y su aplicación.

2.1.3. Sistemas de reconocimiento por sensores vestibles

Los sensores vestibles (o dispositivos wearables en inglés) permiten numerosas

aplicaciones debido a su extenso uso y la capacidad tecnológica que presentan. Por

ejemplo, esta tecnoloǵıa es ampliamente utilizada en la monitorización del estado de

salud, reconocimiento de actividad f́ısica o interfaz humano-máquina [60]. Todas estas

aplicaciones son posibles debido al elevado número de sensores de baja enerǵıa que

componen este tipo de dispositivos. En la Figura 2.2 aparece un resumen del reparto

del uso de los sensores vestibles en función de su aplicación (Figura 2.2a) y el reparto

del uso de los sensores vestibles en función de su distribución en el cuerpo (Figura

2.2b) en función de un estudio realizado por la “Wearable Technology Database”[61]

en el año 2022. De estos gráficos se puede deducir que la aplicación más frecuente

de este tipo de dispositivos se destina al ejercicio f́ısico, mientras que la parte del

cuerpo más utilizada para portar estos dispositivos son las muñecas.

Los dispositivos vestibles están compuestos por sensores internos que propor-

cioan información relevante a la acción que se esté realizando en ese momento. Estos

dispositivos están compuestos principalmente por acelerómetros y giroscopios que

proporcionan las caracteŕısticas de posición, orientación y velocidad de la parte del

cuerpo a la que acompañan [62]. Mediante el análisis temporal de esta información

es posible extraer la actividad que está realizando la persona utilizando técnicas de
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DL [63]. Sin embargo, estos sistemas de reconocimiento generalmente sirven para ob-

tener actividades de carácter f́ısico. Es decir, estos sistemas reconocen si la persona

se encuentra sentada, tumbada, andando, corriendo o subiendo escaleras. Este tipo

de actividad es adecuado para obtener parámetros y hábitos f́ısicos. Sin embargo,

esta información no suele ser útil para identificar ADL’s.

En la actualidad, existen multitud de bases de datos de libre acceso con infor-

mación relevante a sensores vestibles. Por ejemplo, Zhang et al. en [64] desarrollaron

en el año 2012 una base de datos conocida como USC-HAD basada en un total de 5

sensores vestibles. Esta base de datos contiene 12 actividades etiquetadas. Sin em-

bargo, estas actividades son de tipo f́ısico, como sentarse en una silla, andar o correr,

y la duración de esta base de datos es muy reducida ya que contiene unicamente

un total de 6 horas de registros. Otra base de datos interesante es la desarrollada

por Tapia et al. en [65] cuyo nombre es MIT PlaceLab Dataset. Esta base de datos

combina dos tipos de tecnoloǵıas: sensores vestibles y sensores no intrusivos (senso-

res de iluminación y proximidad). Este estudio se realizó en el año 2006 y se llevó

a cabo en dos casas reales. Esto supone una recogida de datos en condiciones no

ideales, es decir, fuera de un laboratorio controlado. A diferencia de USC-HAD, esta

base de datos śı que contempla ADL’s, como puede ser hacer la cama o limpiar la

cocina, aunque faltan aún bastantes actividades importantes del d́ıa a d́ıa. La base

de datos OPPORTUNITY [66] es una de las más utilizadas dentro de la comunidad

cient́ıfica. Está compuesta por un total de 72 sensores en los que se combinan senso-

res vestibles y sensores no intrusivos en 15 instalaciones diferentes. En este estudio

participaron un total de 12 usuarios diferentes que no viv́ıan de forma simultánea.

Los estudios tienen una duración de 25 horas, lo que supone una desventaja a la hora

de buscar patrones de comportamiento. Otra base de datos muy similar y reciente es

MARBLE [67] cuyo estudio se realizó el año 2021. Utiliza los mismos tipos de sen-

sores que OPPORTUNITY aunque su duración es menor (unicamente 16 horas de

toma de datos). Otra base de datos cuya duración es muy reducida es Cogent-House

[68] ya que su duración se limita a los 23 minutos. La base de datos ADL [69] está

compuesta únicamente por las medidas de 6 giroscopios que portan 10 voluntarios

durante 2 horas, con el fin de desarrollar 9 categoŕıas diferentes de ADL’s. Por últi-

mo, es necesario mencionar la base de datos CSL-SHARE [70] debido a su extendido
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Base de datos Casas Sensores Actividades Duración
USC-HAD [64] 1 5 12 6 horas

MIT PlaceLab [65] 2 77-84 10 2-8 meses
OPPORTUNITY [66] 15 72 18 25 horas

MARBLE [67] 1 8 13 16 horas
Cogent-House [68] 1 12 11 23 minutos

ADL [69] 1 6 9 2 horas
CSL-SHARE [70] 1 10 22 2 horas

Tabla 2.4: Principales bases de datos de libre acceso de sistemas de reconocimiento
por sensores vestibles.

uso. Se formó en el año 2021 y rápidamente empezó a utilizarse debido a su amplio

número de actividades etiquetadas (un total de 22 categoŕıas diferentes). Esta base

de datos está compuesta por un total de 10 sensores vestibles durante una duración

de 2 horas. En la Tabla 2.4 aparece un resumen de las principales bases de datos

públicas compuestas por sensores vestibles y sus caracteŕısticas más relevantes.

Esta tecnoloǵıa proporciona mucha información respecto a la actividad f́ısica de

los usuarios y su estado de salud. Del mismo modo, proporciona información sobre la

posición y orientación de la parte del cuerpo en la que se implemente el dispositivo.

Sin embargo, estos dispositivos no aportan información sobre la realización de ADL’s

por śı solos, ya que son independientes del resto de información de la vivienda.

2.2. Métodos de posicionamiento en interiores

Durante la implementación de los sistemas de monitorización de actividades en

viviendas reales, es necesario tener en cuenta que se pueden encontrar dos escenarios:

viviendas con un único residente y viviendas donde residen varios usuarios de forma

simultánea. En el primer caso la posición de la persona se puede determinar mediante

el análisis de las señales proporcionadas por los sensores no intrusivos, concretamente

mediante los sensores de movimiento [71]. El segundo caso es más complejo de tratar,

ya que es necesario contar con información relevante de la posición de cada usuario

para inferir la actividad que está realizando en el momento de la detección [72]. De

esta problemática surge la necesidad de contar con la posición en tiempo real de cada

usuario dentro de la vivienda.
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Existen diferentes tecnoloǵıas capaces de abordar la localización en interiores.

Normalmente, se considera que un sistema de localización en interiores para el cui-

dado de personas mayores es efectivo cuando proporciona una precisión entre 0.5 m

y 1 m. Los métodos actuales más fiables para alcanzar esta precisión son los sistemas

basados en radiofrecuencia [73]. Este método de comunicación se caracteriza por ser

inalámbrico, cuya frecuencia de ondas electromagnéticas oscilan entre los 3 kHz y

los 300 GHz [74]. El valor de esta frecuencia afecta a la capacidad de cobertura y

penetración ante obstáculos. Una de las principales ventajas de este tipo de comuni-

cación es su amplia cobertura inalámbrica, lo que supone una fortaleza a la hora de

realizar los despliegues en viviendas cuyo tamaño puede ser muy variable. A conti-

nuación se van a detallar las principales tecnoloǵıas y protocolos para llevar a cabo

la localización de los usuarios utilizando sistemas basados en radiofrecuencia [75]:

1. Bluetooth de baja enerǵıa: BLE, del inglés Bluetooth Low Energy. Se considera

a este protocolo como uno de los estándares de conectividad de menor consumo

de enerǵıa en la actualidad. La frecuencia de las ondas electromagnéticas de

este protocolo ronda los 2.4 GHz y es capaz de transmitir información con

una velocidad de 24 Mbps con un alcance de entre 70 y 100 metros. Una

de las ventajas que proporciona este tipo de protocolo es la posibilidad de

alimentación mediante bateŕıas, lo que facilita el despliegue de la tecnoloǵıa en

las viviendas [76].

2. Red de área local inalámbrica: WLAN, del inglés Wireless Local Area Network.

Protocolo de acuerdo al estándar IEEE 802.11 que, de forma inicial, funciona

con una frecuencia de onda electromagnética de 2.4 GHz. Sin embargo, en la

actualidad, este protocolo también es capaz de trabajar con una frecuencia de 5

GHz para aumentar su velocidad de transferencia, reducir el ruido y minimizar

las interferencias [77]. Este protocolo es flexible, cubre un amplio rango de

distancia y los nodos que componen la red pueden comunicarse sin ningún tipo

de restricción.

3. Zigbee: Este protocolo está basado en el estándar IEEE 802.15.4. Su frecuencia

depende de la región en la que se encuentre desplegado. Por ejemplo, en Eu-

ropa cuenta con una frecuencia de 868 Hz, mientras que en Estados Unidos o
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Estándar Alcance (m) Precisión Velocidad Frecuencia
BLE 70-100 Baja 1-3 Mbps 2.4 GHz
WLAN 50-100 Moderada 1-1.3 Gbps 2.4 GHz / 5 GHz
Zigbee 10-100 Moderada 20-250 Kbps 868 Hz
UWB 0.5-10 Alta Hasta 6.8 Gbps 2.5-10.6 GHz

Tabla 2.5: Comparación de estándares de comunicación dentro de los sistemas
basados en radiofrecuencia para la localización de usuarios en interiores.

Australia funciona a 915 MHz. En otras regiones puede alcanzar una frecuencia

de 2.4 GHz. Este protocolo, al igual que el BLE anteriormente mencionado,

se considera como un protocolo de bajo consumo de enerǵıa, lo que supone

una ventaja a la hora de realizar sus despliegue por la posibilidad que ofrece

de utilizar bateŕıas. Sin embargo, este protocolo no es fiable para distancias

amplias [78].

4. Tecnoloǵıa de banda ultraancha: UWB, del inglés Ultra-wideband. Se trata

de una tecnoloǵıa emergente de bajo consumo con una elevada velocidad (6.8

Gbps). Su frecuencia de onda electromagnética es mayor de 2.5 GHz, alcanzan-

do en algunas ocasiones los 10.6 GHz. Ofrece una precisión muy elevada, que

puede alcanzar los 20 cm de error [79]. Sin embargo, al tratarse de una tecno-

loǵıa tan novedosa en la actualidad, existen pocos dispositivos en el mercado

que sean capaces de admitir este protocolo, lo que dificulta su implementación.

Además, el costo del despliegue de este tipo de soluciones suele ser más elevado.

En la Tabla 2.5 se resumen las principales caracteŕısticas de los estándares de

comunicación para los sistemas basados en radiofrecuencia con el fin de realizar

el posicionamiento de usuarios en interiores. Según las prestaciones y los trabajos

existentes sobre localización en interiores, las dos tecnoloǵıas más utilizadas en la

actualidad son el BLE y el WLAN [80].

En la actualidad, los métodos de localización mediante dispositivos BLE son los

más extendidos debido a la facilidad a la hora de encontrar tecnoloǵıa que cuente

con este tipo de conectividad aunque cuente con la tasa de precisión más baja. En el

mercado existen multitud de alternativas para poder registrar las posiciones de los

usuarios dentro del hogar. Por ejemplo, el uso de sensores vestibles como pulseras de
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actividad o dispositivos smartwatch está muy extendido dentro de la población. Otros

dispositivos de tipo medallón también cuentan con este tipo de conectividad, aunque

resulten menos cómodos de portar dentro del domicilio. Las soluciones de tipo WLAN

se están extendiendo gradualmente debido a que proporciona mejor precisión que las

soluciones BLE. Sin embargo, presentan la desventaja de que son muy susceptibles al

ruido generado por otros dispositivos WLAN. Por ejemplo, en edificios con muchas

viviendas y multitud de dispositivos WLAN pueden producir inestabilidades en el

sistema de localización en interiores. En cuanto a las soluciones Zigbee, proporcionan

buena precisión pero su uso en cuanto a sensores portables no está extendido en el

mercado. Por último, la tecnoloǵıa UWB se está extendiendo cada vez más en el

mercado. Actualmente este tipo de tecnoloǵıa mantiene unos precios elevados para su

despliegue en un gran número de viviendas, aunque proporciona la tasa de precisión

más alta en comparación al resto de tecnoloǵıas.

2.2.1. Sistemas de posicionamiento por balizas Bluetooth

El estándar BLE fue introducido por Apple en el año 2013 y se convirtió en una de

las principales tecnoloǵıas a la hora de realizar localización de personas en interiores

[81]. El trabajo realizado por Bahl et al. en [82] propone una solución basada en el

cálculo de la distancia eucĺıdea para obtener la distancia observada entre distintas

intensidades de señal a un punto concreto de una estancia. En la Figura 2.3 se puede

observar un ejemplo de la obtención de la posición del usuario. La localización de la

persona se corresponde con el punto del mapa cuyas coordenadas están calculadas

sobre cada una de las distancias euclideas di a cada baliza BLE.

Otros autores, como Ma et al. en [83] propusieron mejorar este método de loca-

lización basado en el cálculo de las distancias eucĺıdeas mediante la implementación

del algoritmo K-Nearest Neighbor realizando una ponderación de la función Gaus-

siana y provocó una mejora de los resultados globales y una mejora en la estabilidad

del posicionamiento. Otros autores optan por utilizar algoritmos de DL para resolver

el problema del posicionamiento en interiores [84]. Por ejemplo, Chai et al. en [85]

proponen un método probabiĺıstico basado en histogramas que permite estimar la

localización utilizando mapas medidos previamente.

Este tipo de tecnoloǵıa se ha utilizado en numerosos campos de aplicación. Por
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BALIZA 1 BALIZA 2

BALIZA 3 BALIZA 4

𝒅𝟏
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𝒅𝟑

𝒅𝟒

Figura 2.3: Método de triangulación para obtener la posición de un usuario en
función de las distancias Eucĺıdeas a cada baliza BLE.

ejemplo, Spachos et al. en [86] crearon un sistema de localización mediante balizas

BLE para identificar las posiciones de los visitantes que entraban en un museo inteli-

gente. Montoliu et al. en [87] proponen un sistema de posicionamiento para localizar

las posiciones de personas mayores en escenarios reales utilizando una red de balizas

y relojes inteligentes, objetivo que se asemeja al de la presente tesis.

La principal ventaja del uso de esta tecnoloǵıa es su fácil accesibilidad, ya que

numerosos dispositivos comerciales incorporan la tecnoloǵıa BLE, como relojes y pul-

seras de actividad. Además, para los usuarios resulta más cómodo llevar una pulsera

o reloj que otro tipo de dispositivos, como botones de emergencia o medallones. Sin

embargo, el principal inconveniente de este tipo de tecnoloǵıa es su precisión, ya que

para obtener una tasa de acierto elevada, se necesita sobredimensionar la instalación

para localizar el dispositivo.
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2.2.2. Sistemas de posicionamiento por análisis de señales

WiFi

La tendencia de utilizar sistemas de posicionamiento de usuarios en interiores

mediante el análisis de señales WiFi se ha incrementado en los últimos años debido

a su extensión en todo tipo de lugares. Por ejemplo, es una tecnoloǵıa extendida en

hogares, centros comerciales, oficinas, hospitales y hoteles [88]. Belmonte et al. en

[89] y [90] proponen un sistema basado en una instalación de emisores y recepto-

res WiFi desplegados en 5 hogares diferentes, con el que obtienen unos resultados

que vaŕıan desde el 71.07 % al 92 % de precisión en el reconocimiento. Una de las

desventajas de estos sistemas es la pérdida de precisión por utilizar las señales sin

aplicar ningún tratamiento previo. Por esta razón, Poulose et al. en [91] proponen un

modelo h́ıbrido de DL en el que utiliza mapas de calor de la intensidad de las señales

WiFi que proporcionan los módulos emisores, para entrenar algoritmos basados en

redes neuronales convolucionales. Otro trabajo que utiliza modelos DL mediante la

aplicación de redes neuronales convolucionales es el propuesto por Ibrahim et al. en

[92], el cual proporciona una precisión estable del 91.42 % en el reconocimiento. El

trabajo realizado por Kim et al. en [93] usa también DL pero, a diferencia de los tra-

bajos anteriormente mencionados, además de proporcionar la posición del usuario,

es capaz de distinguir la planta en la que se encuentra ya que el estudio se realiza en

un edificio de múltiples alturas.

Los sistemas de posicionamiento mediante análisis de señales WiFi son más pre-

cisos que los sistemas por BLE, ya que son capaces de proporcionar con mayor exac-

titud la sala en la que se encuentra el usuario. Sin embargo, este tipo de tecnoloǵıa

es más dif́ıcil de desplegar, y el coste de su despliegue es más elevado.

2.3. Análisis de patrones de comportamiento y

anomaĺıas

De forma paralela al reconocimiento de ADL’s de las personas mayores, es im-

portante tener en cuenta aquellos patrones de comportamiento que se alejan de la

secuencia normal de actividades que realiza esa persona en un d́ıa normal. Esta al-
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teración del patrón de comportamiento estándar puede estar relacionado de forma

directa con un problema de salud o un indicador de deterioro cognitivo [94]. Por

ejemplo, las personas mayores que sufren demencia suelen presentar patrones de

comportamiento irregulares y con poca estabilidad en el tiempo [95]. Paudel et al.

en [96] llegan a la conclusión de que las anomaĺıas se pueden dividir en los siguientes

3 subgrupos:

1. Actividad o actividades inusualmente cortas o largas. Un ejemplo puede ser un

incremento del tiempo a la hora de ducharse o una disminución de las horas

de sueño normales para ese usuario.

2. Comportamiento con desviación de la duración t́ıpica. Si una persona está

acostumbrada a despertarse a una hora determinada y lleva varios d́ıas con un

desfase de varias horas, puede suponer que padece algún problema de salud.

3. Alteración de su secuencia de actividades. Si la persona está acostumbrada a

ducharse antes de ir a dormir y ese hábito cambia, puede suponer un indicador

de que algo está ocurriendo.

En cambio, Novák et al. en [97] clasifican las anomaĺıas en función de cómo

utilizan el tiempo para cada actividad.

1. Actividades realizadas en horarios poco comunes. Por ejemplo, si la persona

decide ver la televisión en lugar de dormir durante la noche.

2. Actividades demasiado largas. Por ejemplo, el usuario tarda demasiado en ha-

cer la comida, lo que puede ser un indicador de que se ha cáıdo o ha sufrido

un accidente.

3. Actividades demasiado cortas. Por ejemplo, si la persona duerme demasiado

poco o si se levanta antes de cumplir las horas recomendadas de sueño.

Es necesario tener en cuenta que la duración de las actividades puede sufrir

variaciones debido a otro tipo de causas, como deterioro f́ısico o cognitivo. También

es posible que, puntualmente, la duración de una actividad puede verse afectada

debido a la complejidad de la tarea. Por ejemplo, para la actividad de cocinar, la
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duración puede alargarse si el usuario elige preparar una comida que necesita mucha

elaboración.

La mayor parte de los estudios que se centran en los análisis de patrones de

comportamiento y sus anomaĺıas toman como hipótesis principal el hecho de que

las personas mayores realizan sus ADL’s siguiendo unos patrones estables. Según

esta hipótesis, se busca detectar las anomaĺıas modelando en primer lugar los pa-

trones de comportamiento y, después, se detectan las desviaciones con respecto a

estos patrones. Existen numerosos métodos que se utilizan para modelar los patro-

nes de comportamiento utilizando algoritmos de aprendizaje automático (ML, del

inglés Machine Learning). El grupo basado en métodos generativos es uno de los más

utilizados. Un clasificador generativo aprende el modelo para generar los datos esti-

mando las distribuciones de este modelo [98]. A este grupo pertenecen los métodos

HMM [99] o los CRF [100]. Estos métodos son buenos para bases de datos con poca

información o que presenten un volumen de datos de entrenamiento insuficiente. Se

caracterizan por tener en cuenta el contexto temporal de los datos y por seguir una

progresión secuencial. Los métodos probabiĺısticos también se utilizan para detectar

patrones de comportamiento, pero presentan un mal funcionamiento si el volumen

de datos es pequeño. Dentro de este grupo se encuentran las distribuciones acumu-

lativas [101] o los métodos Bayesianos [102]. En cambio, son métodos muy fiables

ante actividades de larga duración. Los métodos discriminativos tienen como obje-

tivo buscar los ĺımites entre las clases que analiza el modelo, no se centran tanto en

detectar como se generan las ADL’s. A este conjunto de métodos pertenecen los al-

goritmos SVM [103] [104]. Su principal ventaja es que son métodos que no necesitan

un amplio volumen de datos de entrenamiento. Sin embargo, para conjunto de datos

grandes, ofrece malos resultados ya que proporciona una alta tasa de falsos positivos.

Los métodos de clustering también se utilizan mucho, ya que se corresponden con

un método de aprendizaje no supervisado por lo que no necesitan tener etiquetados

los valores de salida. Los algoritmos de Random Forest pertenecen a este grupo de

métodos [105]. La ventaja que presentan estos algoritmos a la hora de realizar un

despliegue en una vivienda real es que no dependen de la ubicación donde se en-

cuentren instalados los sensores o su tipo. Sin embargo, el número de clusters no es

fácil de determinar y son modelos sensibles a la escala de los datos de entrada. Los
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métodos basados en grafos permiten analizar y explotar la relación entre sensores.

Sirven como entradas a algoritmos SVM, HMM o CRF [106]. Se utilizan mucho para

extraer información de los sensores de presencia. Sin embargo, estos métodos no tie-

nen en cuenta la inferencia temporal de los datos. Por último, los métodos basados

en reglas son sistemas que tienen en cuenta la información del experto. Son métodos

fáciles de tratar pero son muy susceptibles a señales ruidosas [107]. En la Tabla 2.6

se puede encontrar un resumen de todos los métodos analizados con sus principales

ventajas, desventajas, algoritmos y trabajos relacionados.

Por otra parte, con el fin de detectar las anomaĺıas y los cambios de comporta-

miento de los usuarios, existen trabajos que han desarrollado algoritmos capaces de

detectar alteraciones espećıficas. Por ejemplo, Saives et al. en [109] utilizan la base

de datos pública Domus [110] para evaluar la evolución de usuarios con demencia

mediante el análisis de la frecuencia de las actividades y su repetitibilidad. Novak et

al. en [97] utilizan la base de datos pública MavHome, desarrollada por Cook et al.

en [111] en el año 2003 para detectar anomaĺıas temporales con el fin de aplicarlo

al cuidado de personas mayores que viven solas. Esta aplicación es la misma que

plantea Elbayoudi et al. en [112] utilizando su propia base de datos. Para ello, los

autores se centran en el análisis de las localizaciones donde se realizan las ADL’s.

Por último, es importante resaltar el trabajo desarrollado por Ordoñez et al. en [102]

en el año 2015, ya que utilizan su propia base de datos para detectar los cambios en

la duración total de cada actividad para usuarios que padecen Parkinson [113].
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Método Algoritmos Trabajos
relacio-
nados

Ventajas Inconvenientes

Generativos HMM, CRF [99], [100] Bueno para
bases de datos
pequeñas y
datos de
entrenamiento
insuficientes.

Métodos poco
flexibles,
susceptibles a
ruido.

Probabiĺısticos Métodos
Bayesianos,
distribuciones
acumulativas

[101], [102] Buen
rendimiento
ante actividades
largas.

No es adecuado
para conjuntos
de datos
pequeños.

Discriminativos SVM [103], [104] Necesitan un
volumen
reducido de
datos para
funcionar.

Cantidad de
falsos positivos
alta ante
grandes
volúmenes de
datos.

Clustering Random Forest [105], [108] Independencia
del tipo,
posición y
relación entre
sensores.

Modelos
sensibles a la
escala de datos
de entrada.

Basados en
grafos

Entradas a
HMM, SVM o
CRF.

[106] Muy utilizado
para utilizar
sensores de
presencia.

No tienen en
cuenta
inferencia
temporal de
datos.

Basados en
reglas

Reglas de
experto

[107] Modelos
sencillos y
fáciles de tratar.

Muy
susceptibles a
señales ruidosas,
eficiencia pobre.

Tabla 2.6: Resumen de principales métodos de detección de anomaĺıas mediante
algoritmos ML.
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Caṕıtulo 3

Tecnoloǵıa propuesta para la

monitorización de personas

mayores

En este caṕıtulo se abordan las tecnoloǵıas propuestas para realizar el reconoci-

miento de actividades de las personas mayores. Se presenta: una descripción general

sobre las actividades que se pretenden detectar y el despliegue realizado (Sección

3.1), la red de sensores no intrusivos que captan la información del entorno (Sec-

ción 3.2), el conjunto de balizas para obtener la posición de los usuarios (Sección

3.3), las pulseras inteligentes que proporcionan información sobre la actividad de los

usuarios (Sección 3.4) y, por último, un análisis sobre la arquitectura del sistema de

monitorización (Sección 3.5).

3.1. Diseño del despliegue de monitorización

Con el fin de probar la validez del sistema y corroborar la robustez de la idea

planteada en la presente tesis, se ha realizado un despliegue de la tecnoloǵıa abor-

dada en este caṕıtulo en un entorno controlado. De esta forma, se puede depurar su

funcionamiento de cara al despliegue en los hogares de los usuarios finales.

Las condiciones de toma de datos se han llevado a cabo en un hogar donde residen

al mismo tiempo dos personas adultas junto con su mascota. Además, otro aspecto
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ACTIVIDADES
Actividad en el baño Tareas del hogar Cocinar

Lavar los platos Vestirse Comer
Lavar la ropa Hacer comida simple Salir de casa

Cuidados de mascota Leer Relajarse
Ducharse Dormir Tomar medicinas

Ver la televisión Trabajar Otros

Tabla 3.1: Conjunto de actividades que el sistema es capaz de detectar.

importante es el hecho de que reciben visitas frecuentes, lo que puede suponer ruido

para el sistema de detección de actividad. Para construir una base de datos sólida

con la que probar los algoritmos de detección, el conjunto de muestras se ha tomado

durante un periodo de 2 meses sin interrupción. Durante este periodo, es necesario

considerar que el entorno puede sufrir cambios, como el movimiento de objetos en su

interior, del mismo modo que la red puede sufrir alteraciones (cáıdas, interrupciones,

...). Todos estos eventos y alteraciones no suponen un efecto negativo, sino todo lo

contrario, ya que agregan valor a la base de datos reproduciendo de forma realista

las condiciones que pueden suceder en la vida real en los hogares de los usuarios

finales. El hecho de recibir visitas, que los usuarios tengan una mascota o que en

diferentes momentos coincidan varios usuarios de forma simultánea son situaciones

que se pueden dar en cualquier hogar. Todas estas alteraciones posibles suponen un

ruido que el sistema de detección tiene que ser capaz de filtrar.

En la Tabla 3.1 se puede observar un resumen de las principales actividades

que pueden desempeñar las personas mayores que viven solas en sus casas. Estas

actividades se han deducido a partir del estudio de la bibliograf́ıa vigente (e.j. [114])

y a partir de la colaboración con las entidades Fundación INTRAS y ASPRODES

mencionadas en la introducción. De la tabla se puede deducir que cada actividad es

independiente, y cada usuario sólo puede estar desempeñando una única actividad

en cada momento. Además hay que tener en cuenta que ambos usuarios pueden estar

desempeñando la misma actividad al mismo tiempo, incluso en estancias diferentes.

La actividad “Cocinar”se corresponde con el intervalo de tiempo que uno de los

usuarios está elaborando una comida elaborada, en la que es necesario que esté

usando la vitrocerámica, lo que normalmente produce alteraciones ambientales en
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un área cercana (como puede ser el incremento de temperatura o humedad en la

cocina). Al mismo tiempo, la actividad “Hacer comida simple”se corresponde con la

elaboración de una comida sencilla y que lleve poco tiempo y esfuerzo, como puede

ser hacer un sandwich o preparar una ensalada. Por último, la actividad “Otros”se

corresponde con el intervalo de tiempo en el que el usuario no está realizando ninguna

de las otras actividades contempladas. Por ejemplo, puede estar deambulando por la

casa, hablando por teléfono, etc.

Durante los 2 meses de la toma de datos, ambos usuarios han etiquetado las

actividades que han ido desempeñando. Para ello, se han utilizado un conjunto de

tags de comunicación de campo cercano (NFC, del inglés Near Field Communication)

[115]. Los usuarios, pasando su teléfono móvil por encima de los tags NFC, consiguen

registrar la hora y la actividad que están realizando, quedando todos los registros

localizados en la base de datos. Además, diariamente, uno de los usuarios se encar-

ga de revisar las actividades etiquetadas con el fin de realizar las correspondientes

correcciones en caso de ser necesario.

Se ha realizado un estudio preliminar para saber qué sensores son necesarios

para detectar las actividades propuestas en la Tabla 3.1. En la Tabla 3.2 aparecen las

distintas estancias que componen la vivienda, aśı como la distribución de actividades

más comunes en esas estancias. Además, en la tabla se puede visualizar una idea

general de los sensores mı́nimos necesarios para poder detectar cada una de las

actividades y el lugar donde tiene que ir colocado cada sensor.

3.2. Sensores no intrusivos

Para obtener información sobre el entorno en el que residen los usuarios y capturar

los diferentes eventos que suceden dentro del hogar, se ha escogido una tecnoloǵıa

catalogada como no intrusiva para no causar rechazo por parte de los usuarios, ya

que no capturan información ı́ntimamente ligada a las personas. Esta tecnoloǵıa no

intrusiva está compuesta por sensores que pueden clasificarse en dos subgrupos:

1. Sensores con señales de tipo evento: Este conjunto de sensores se encarga de

capturar los diferentes eventos instantáneos que tienen lugar dentro de la casa.

Por ejemplo: apertura de puertas, vibraciones en sillas o presencia en una
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ESTANCIA ACTIVIDAD SENSORES LOCALIZACIÓN

Dormitorio

Dormir
Presencia Pared
Vibración Cama

Iluminación Pared

Vestirse
Presencia Pared
Contacto Armario
Vibración Armario

Leer
Presencia Pared

Iluminación Pared

Baño

Tomar medicinas
Presencia Pared
Contacto Cajón

Actividad en el baño
Presencia Pared

Iluminación Pared

Ducharse
Presencia Pared

Iluminación Pared
Temp.+Hum. Pared

Cocina

Cocinar
Presencia Pared

Temp.+Hum. Pared
Contacto Despensas

Lavar los platos
Presencia Pared
Contacto Lavavajillas

Hacer comida simple
Presencia Pared
Contacto Despensas

Comer
Presencia Pared

Iluminación Pared
Vibración Silla

Cuidados de mascota
Presencia Pared
Vibración Cuenco

Lavar la ropa
Presencia Pared
Consumo Lavadora

Estudio Trabajar
Presencia Pared
Vibración Silla

Salón
Ver la televisión

Presencia Pared
Consumo Televisión
Vibración Sofá

Relajarse
Presencia Pared
Vibración Sofá

Entrada
Salir de casa

Presencia Pared
Contacto Puerta

Tareas del hogar
Presencia Pared
Contacto Armario

Tabla 3.2: Estudio de los sensores necesarios para detectar las actividades
propuestas.
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Figura 3.1: Red ZigBee: nodos de datos de sensores (3,4 y 5) comunican
información al concentrador (0) usando pasarelas (1 y 2).

determinada estancia. Para que se dispare uno de los eventos anteriormente

mencionados, cualquiera de los usuarios tiene que estar realizando una acción.

Hay que tener en cuenta que estos eventos también pueden ser disparados por

mascotas o visitantes.

2. Sensores con señales de tipo ambiental: Este conjunto de sensores se encarga

de registrar diferentes condiciones de la vivienda que pueden estar asociadas

o no a la acción de un usuario. Por ejemplo: consumo de un electrodoméstico,

variación de temperatura o humedad de una determinada habitación. Estos

sensores son sensibles a variaciones estacionales ya que, por ejemplo, el rango

de temperatura es diferente en verano y en invierno.

Los sensores se han escogido de tal forma que no causen rechazo ante los usuarios

finales. Son sensores discretos, no necesitan cableado para evitar obra civil y son

fácilmente instalables.

Se ha escogido utilizar la tecnoloǵıa ZigBee para la comunicación de los sen-

sores, ya que se trata de una comunicación de bajo coste energético, escalable y

muy extendida en la actualidad [116]. El protocolo ZigBee opera bajo el estándar de

comunicación inalámbrica IEEE 802.15.4 [117].

En la Figura 3.1 se puede observar un esquema del funcionamiento del protocolo

39



TIPO DE SENSOR REFERENCIA NúMERO
Aqara Sensor de movimiento (M) RTCGQ11LM 8

Aqara Sensor de puertas y ventanas (C) MCCGQ11LM 8
Aqara Sensor de temperatura y humedad (TH) WSDCGQ11LM 2

Aqara Sensor de vibración (V) DJT11LM 11
Xiaomi Mi ZigBee Enchufe inteligente (P) ZNCZ04LM 2

Xiaomi MiJia Sensor de intensidad lumı́nica (L) GZCGQ01LM 2
TOTAL = 33

Tabla 3.3: Resumen de los sensores de la instalación: tipos y referencias.

ZigBee para 3 nodos emisores de datos. En este caso, los nodos 3, 4 y 5 se correspon-

den con los sensores que env́ıan información del entorno. Sin embargo, estos nodos

no son capaces de enviar la información al concentrador central (nodo 0) ya que se

encuentra fuera de su rango de comunicación. Por lo tanto, utilizan dos nodos (1 y 2)

como pasarelas, ya que estos si que se encuentran dentro del rango de comunicación

con el concentrador. Esto supone una ventaja para su despliegue en viviendas, ya

que cada casa tiene su topoloǵıa y sus dimensiones [118].

En la Tabla 3.3 aparece un resumen del número total de sensores que se han

empleado en la instalación y su referencia.

En la Figura 3.2 se puede observar un esquema general de la vivienda junto con

la distribución de la red de sensores.

3.2.1. Sensores con señales de tipo evento

Los sensores con señales de tipo evento son los encargados de detectar interaccio-

nes de los usuarios con el entorno. Dentro de este grupo se encuentran los siguientes

sensores: sensores de presencia, sensores de contacto y sensores de vibración. A con-

tinuación, se van a detallar cada uno de los sensores (ver Figura 3.3):

1. Sensor de presencia: Este tipo de sensor se utiliza para detectar la presencia

de los usuarios dentro de las diferentes estancias de la vivienda. Aunque no

son capaces de distinguir el usuario que se está moviendo por la habitación,

son fiables a la hora de detectar cualquier movimiento. Se han escogido los

sensores de presencia pasivos infrarrojos (PIR, del inglés Passive Infrared),
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Figura 3.2: Esquema general de la vivienda con la distribución de los sensores no
intrusivos.

que se encargan de recoger la variación de radiaciones infrarrojas de su rango

de acción [119]. En el despliegue se han utilizado un total de 8 sensores de

este tipo, uno para cada estancia. Para el salón y el pasillo se han utilizado 2

para cada uno, con el fin de dividir las estancias en dos zonas. Estos sensores

normalmente se colocan en las paredes, a ser posible en zonas altas apuntando

hacia el suelo (ver Figura 3.3a).

2. Sensor de contacto: Este tipo de sensor se utiliza para detectar apertura de

puertas, ventanas o cajones dentro de la vivienda. Por ejemplo, se puede utilizar

para detectar la interacción con distintos electrodomésticos, como el frigoŕıfico

o microondas. A su vez, también se puede utilizar para detectar la apertura

de la puerta de la calle o el cajón de las medicinas. En el despliegue se han

utilizado un total de 8 sensores de este tipo. El sensor viene dividido en dos

partes, la parte mas ancha se corresponde con el receptor de señal y la interfaz

de comunicación, mientras que la parte más pequeña se corresponde con el

imán que dispara el evento y que, normalmente, se coloca en la parte móvil

(ver Figura 3.3b).
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(a) Presencia. (b) Contacto. (c) Vibración.

Figura 3.3: Ejemplo de sensores con señales de tipo evento.

3. Sensor de vibración: Este tipo de sensor se utiliza para detectar interacciones

con diferentes muebles de la vivienda. Debido a su alta sensibilidad, es capaz

de detectar pequeñas vibraciones al interactuar, por ejemplo, con la cama o con

una silla. También son capaces de detectar aperturas de armarios o cajones.

Debido a su pequeño tamaño, es muy fácil de instalar y esconder (ver Figura

3.3c).

3.2.2. Sensores con señales de tipo ambiental

Los sensores con señales de tipo ambiental son los encargados de detectar los

cambios y alteraciones que sufre el entorno de la vivienda. Dentro de este grupo

se encuentran los siguientes sensores: sensores de temperatura y humedad, sensores

de consumo eléctrico y sensores de intensidad lumı́nica. A continuación, se van a

detallar cada uno de los sensores (ver Figura 3.4):

1. Sensor de temperatura y humedad: Este sensor se encarga de registrar las

variaciones de temperatura y humedad de la estancia en la que está colocado.

Normalmente estos sensores se colocan en la cocina y en el cuarto de baño con el

fin de reconocer si los usuarios están cocinando o duchándose, ya que en ambas

actividades se produce un incremento rápido de la humedad y la temperatura

del ambiente. En el despliegue se han utilizado un total de 2 sensores de este

tipo. Se colocan cerca de la vitrocerámica en la cocina y cerca de la ducha en

el cuarto de baño (ver Figura 3.4a).
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2. Sensor de consumo eléctrico: Este sensor se encarga de registrar el consumo

eléctrico del electrodoméstico con el que esté asociado. Existen actividades que

están ligadas directamente con el uso de un determinado electrodoméstico, por

eso es importante detectar las variaciones de consumo para obtener encendidos

u apagados. En el despliegue se han utilizado un total de 2 sensores de este

tipo: uno colocado en el enchufe de la televisión para conocer con detalle el

uso de este dispositivo y otro en el enchufe de la lavadora para detectar la

actividad de lavar la ropa. Este tipo de sensor es muy fácil de instalar, ya que

sólo hay que introducirlo como intermediario entre el enchufe de la pared y el

electrodoméstico seleccionado. Además, este sensor incluye protección frente a

sobrecorriente y sobretemperaturas, lo que incrementa el nivel de seguridad del

uso del electrodoméstico (ver Figura 3.4b).

3. Sensor de intensidad lumı́nica: Este tipo de sensor de encarga de detectar el

nivel de luz de una determinada estancia. En el despliegue se han utilizado un

total de 2 sensores de este tipo: uno en el dormitorio y otro en el cuarto de

baño. Las señales de estos sensores sirven para detectar si se está realizando

alguna actividad en esta estancia. Los sensores de presencia son capaces de

detectar si hay un usuario moviéndose en una habitación, por ejemplo, en el

dormitorio. De esta forma, combinando la señal de un sensor de presencia con

la información de un sensor de intensidad lumı́nica, se puede saber por ejemplo

si el usuario está durmiendo (movimiento en el dormitorio pero luz apagada).

Son sensores de pequeño tamaño que pueden situarse en cualquier superficie

expuesta a la luz (ver Figura 3.4c).

3.3. Balizas Bluetooth

El inicio o el final de una actividad se puede detectar mediante el análisis de

las señales proporcionadas por los sensores no intrusivos. Sin embargo, en viviendas

donde residan varios usuarios, no se puede deducir la persona que está realizando

la actividad. Por esta razón, el despliegue cuenta con una red de balizas con dos

funcionalidades básicas: clasificar la actividad e identificar la posición de cada usuario
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(a) Temperatura y
humedad. (b) Consumo eléctrico.

(c) Intensidad
lumı́nica.

Figura 3.4: Ejemplo de sensores con señales de tipo ambiental.

dentro de la casa. Para poder triangular la posición de los usuarios, se ha colocado

una baliza en cada una de las estancias de la casa [80]. Las balizas se encargan

de medir la intensidad de la señal Bluetooth que emite cualquier dispositivo que

cuente con este protocolo. De esta manera, cada usuario lleva consigo una pulsera de

actividad o reloj inteligente que emite mensajes por Bluetooth para que las balizas

puedan localizar al usuario. Se ha escogido utilizar pulseras inteligentes para asegurar

que los usuarios lleven el dispositivo el mayor tiempo posible (excepto cuando sea

necesario cargar su bateŕıa), ya que existen otras soluciones que también cuentan

con el protocolo Bluetooth (etiquetas, teléfonos móviles y similares) [120]. Por lo

tanto, se ha escogido utilizar los dispositivos Xiaomi Mi Smart Band 4 ya que son

dispositivos económicos y ampliamente extendidos en el mercado [121].

Las balizas Bluetooth se han desarrollado sobre un chip ESP32 ya que se trata

de un microcontrolador de bajo precio y ampliamente utilizado para desarrollos IoT

[122]. Una de las ventajas que presentan los microcontroladores ESP32 frente a otras

soluciones similares en el mercado es que incorporan los 3 tipos de conectividad más

empleados en IoT actualmente [123]: WiFi, Bluetooth y BLE [124]. El software que

se ha utilizado en el ESP32 es un desarrollo del grupo ESPresense [125]. El software

cuenta con un filtro de Kalman [126] para reducir el ruido que puede existir entre

las medidas de las diferentes balizas, ya que existe un margen de error al tratar de

medir la posición de un objeto que se encuentra en movimiento. Cada una de las

balizas miden la intensidad de la señal Bluetooth que proporcionan las pulseras de
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ESP32

Figura 3.5: Baliza ESP32: Montaje final y chip.

actividad y env́ıan la información mediante mensajes MQTT (del inglés Message

Queuing Telemetry Transport) [127] al concentrador principal. En la Figura 3.5 se

puede observar un esquema donde aparece una imagen del montaje de la baliza final

junto con un detalle donde aparece el chip ESP32.

3.4. Pulseras de actividad

Las pulseras de actividad escogidas para el despliegue, además de ser de utilidad

para obtener la ubicación de los usuarios tal y como se ha mencionado en la Sec-

ción 3.3, también proporcionan información muy valiosa acerca de los parámetros

de actividad f́ısica de los usuarios. Las pulseras seleccionadas proporcionan infor-

mación sobre los acelerómetros y giroscopios en los 3 ejes del sistema cartesiano, lo

que repercute que en todo momento se sabe la orientación y velocidad de la mano.

Además, cuenta con sensores fotoeléctricos que informan sobre el ritmo card́ıaco del

portador [128]. A continuación se exponen todos los parámetros que proporcionan

estas pulseras:
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1. Ritmo card́ıaco: Las pulseras de actividad cuentan con sensores fotoeléctricos

en la parte inferior en los que, mediante la diferencia entre una pequeña señal

de luz emitida hacia la muñeca y la recibida por los sensores, se puede estimar

la frecuencia card́ıaca. Esto se debe a la capacidad de absorción de luz que

tiene la sangre, a mayor frecuencia card́ıaca, mayor es el bombeo de sangre y

se absorbe mayor cantidad de luz.

2. Datos de acelerómetros y giroscopios: Por defecto, las pulseras de actividad

no publican estos datos, ya que significa un mayor consumo de bateŕıa debido

al flujo de información. A pesar de esto, se ha modificado el protocolo de

emisión de información para poder compartir estos datos ya que la orientación

y velocidad de las manos puede aportar mucha información para determinar la

actividad que está realizando el usuario [129].

3. Calorias y grasa quemada: Estos parámetros se obtienen mediante el análisis de

los acelerómetros y giroscopios previamente mencionados. Esta información es

útil para conocer los hábitos de la persona y obtener el grado de sedentarismo.

4. Estado de la bateŕıa: La pulsera de actividad publica el porcentaje de bateŕıa

que le queda, aśı como si está cargando o necesita cargarse.

5. Pasos y metros recorridos: Estos parámetros se obtienen de una forma similar a

los de caloŕıas y grasa quemada. Se obtiene mediante el análisis de las señales

de los acelerómetros y giroscopios. Esta información es útil para conocer el

nivel de actividad f́ısica de la persona.

El funcionamiento normal de las pulseras de actividad comerciales se basa en la

conexión pulsera-teléfono móvil mediante Bluetooth. Una vez que el teléfono móvil

tiene la información, se la comunica a la nube del fabricante (en este caso Xiaomi).

Por esta razón, se ha incorporado un dispositivo intermediario que actúa con el mismo

rol que el teléfono móvil para poder recoger los datos en bruto para, posteriormente,

almacenarlo en la base de datos privada del despliegue.
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Figura 3.6: Diagrama general de los diferentes componentes del despliegue del
sistema de monitorización.

3.5. Arquitectura del despliegue

En la Figura 3.6 se puede observar un esquema general de todos los componentes

que conforman el despliegue del sistema de monitorización mencionados en los an-

teriores apartados: la red de sensores no intrusivos, la triangulación de los usuarios

mediante balizas Bluetooth y la información recogida por las pulseras de actividad.

Todo el sistema de monitorización se engloba dentro de la arquitectura que se

puede comprobar en la Figura 3.7.

Todo el sistema de control se encuentra centralizado en un modulo concentrador

de señales. Para ello, se ha escogido una NVIDIA Jetson Nano debido a su alto rendi-

miento y su elevada capacidad de análisis de datos [130]. Además, este equipo cuenta

con una unidad de procesamiento gráfico (GPU, del inglés Graphics Processing Unit)

propia, siendo esto un beneficio a la hora de procesar los datos del sistema y realizar

las predicciones de las actividades en tiempo real [131]. Para controlar el sistema,

se ha instalado el sistema operativo Home Assistant [132], ya que proporciona las

siguientes funcionalidades: enlazar sensores con el controlador, proporcionar inter-
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Figura 3.7: Arquitectura del sistema de monitorización y comunicaciones entre los
componentes.

faz visual para verificar el correcto funcionamiento del sistema de monitorización y

exportación de información a base de datos. El sistema operativo Home Assistant

recibe la información del sistema de monitorización mediante el protocolo MQTT.

La red de sensores no intrusivos se comunican mediante el protocolo de comu-

nicación ZigBee. Para poder recoger estas señales mediante el Home Assistant, se

ha implementado un hardware intermediario (ConBee II) que transforma las señales

ZigBee en mensajes MQTT. Para el sistema de triangulación por balizas Bluetooth,

los dispositivos ESP32 pueden emitir directamente el mensaje MQTT a la Jetson

Nano. Sin embargo, para obtener la información de las pulseras de actividad, es

necesario poder recoger las señales Bluetooth que emiten estos dispositivos. Como

la Jetson Nano no proporciona interfaz Bluetooth, se ha incorporado al sistema un

concentrador adicional que se encargue únicamente de recoger la información de las

pulseras de actividad. Para ello, se ha escogido utilizar una Raspberry Pi 4 dado que

śı soporta este protocolo de comunicación y proporciona buen rendimiento ante este

flujo de información [133]. La información recogida por las pulseras se env́ıa de dos

formas:
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1. Ritmo card́ıaco, caloŕıas, grasa quemada, pasos, metros recorridos y estado de

bateŕıa: Esta información se env́ıa mediante mensajes MQTT en tiempo real

al Home Assistant, permitiendo de esta manera su visualización en tiempo real

en el interfaz gráfico.

2. Datos de giroscopios y acelerómetros: El flujo de información generado es de-

masiado elevado como para mandarlo en tiempo real al Home Assistant. Esto

podŕıa colapsar el sistema de comunicación y algunos datos podŕıan perderse.

Por esta razón, una vez al d́ıa, todos estos datos se env́ıan directamente a la ba-

se de datos (normalmente por la noche, ya que es el intervalo de tiempo donde

el sistema de monitorización recoge menos datos). Este env́ıo se realiza me-

diante el protocolo de transferencia de hipertexto (HTTP, del inglés Hypertext

Transfer Protocol).

Toda la información del sistema de monitorización se almacena en una base de

datos InfluxDB localizada en un servidor externo a la vivienda. Se ha escogido utili-

zar una base de datos InfluxDB debido a las siguientes ventajas [134]: se trata de una

base de datos de código abierto que está optimizada para procesar series de datos

temporales, ofrece integración con la herramienta de visualización Grafana, propor-

ciona soporte ante un elevado número de lenguajes de programación, es fácilmente

instalable y existe una extensa documentación sobre su uso y mantenimiento [135].

La herramienta Grafana se ha utilizado para visualizar los datos históricos recogi-

dos en la base de datos. Se trata de una herramienta de código abierto en la que

los usuarios pueden crear paneles de visualización personalizados de manera flexible

[136].
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Caṕıtulo 4

Diseño del modelo de

reconocimiento de actividades

En el presente caṕıtulo se abordan los diferentes métodos de inteligencia artificial

y DL empleados durante la investigación y ejecución de la tesis. En primer lugar

(Sección 4.1), se presentan los principales métodos de aprendizaje supervisado que

se han empleado en los modelos HAR propuestos en la presente tesis. A continuación,

en la Sección 4.2 se exponen los métodos de aprendizaje no supervisado utilizados

para elaborar más modelos HAR. Por último, en la Sección 4.3 se detallan los mode-

los elaborados para realizar el reconocimiento de actividades, mediante técnicas de

aprendizaje supervisado y no supervisado. Todos estos modelos propuestos son váli-

dos para alcanzar los objetivos planteados en la presente tesis doctoral, y la elección

del modelo a utilizar dependerá del usuario a analizar, tal y como se discute en la

Sección 6.4.

4.1. Reconocimiento de actividades mediante apren-

dizaje supervisado

Los métodos de aprendizaje supervisado son modelos que necesitan conocer la

salida que tienen que generar para un conjunto de entradas durante la etapa de

entrenamiento [137]. Este requisito es necesario cuando se utilizan DNNs, como las

redes neuronales convolucionales (CNN) [138] [139] o redes neuronales recurrentes
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Figura 4.1: Esquema de funcionamiento de un método de aprendizaje supervisado.

(RNN) [140]. Para realizar HAR, el modelo necesita conocer las actividades que se

están desarrollando para un conjunto de entradas espećıfico, etiquetado que tiene que

hacer manualmente el usuario o un experto colaborador. Esto puede resultar costoso

y tedioso, ya que normalmente requiere recopilar datos durante un largo periodo

de tiempo para lograr un aprendizaje satisfactorio (semanas o incluso meses). Aśı

pues, aunque este método de aprendizaje es posible en teoŕıa y proporciona buenos

resultados, puede resultar dif́ıcil de aplicar en la práctica. Además, si el sistema

se traslada a otra casa, con otras personas y otros sensores, suele ser necesario un

proceso de reentrenamiento. La situación se complica aún más en el caso de que haya

más de un usuario viviendo en la misma casa, ya que los sensores no son capaces de

recoger información inherente a un usuario concreto.

En la Figura 4.1 se expone un ejemplo sencillo del funcionamiento interno de un

método de aprendizaje supervisado. El modelo serviŕıa en este caso para diferenciar

dos clases de ADL’s: comer y dormir. En la imágen se pueden diferenciar claramente

dos etapas:
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1. Etapa de entrenamiento: En esta etapa el modelo únicamente se encarga de

aprender las caracteŕısticas más importantes de los datos de entrada para la

clase que se le está especificando. Por lo tanto, en esta etapa, el modelo no

genera ningún tipo de salida.

2. Etapa de aplicación: Una vez que se ha realizado la etapa de aprendizaje, el

modelo sólo necesita los datos de entrada para generar salidas. Si la etapa de

entrenamiento ha contado con el suficiente volumen de datos de calidad, la

eficacia en la aplicación será alta.

Es importante recalcar que el modelo necesita un amplio volumen de datos, siem-

pre y cuando estos datos sean de calidad. Por ejemplo, si el modelo solamente se

entrena con la misma ADL, durante la etapa de aplicación no será capaz de dis-

tinguir ADL’s que nunca ha visto. Del mismo modo, si solamente se ha entrenado

con actividades realizadas con el mismo patrón, el modelo funcionará mal si intenta

distinguir la misma actividad realizada de forma diferente. Por todo esto, es muy

importante realizar un reparto correcto de los datos entre las dos etapas para contar

con el suficiente volumen de variantes.

En la presente tesis se han estudiado diferentes métodos de aprendizaje super-

visado para su posterior aplicación con datos reales. Los métodos de aprendizaje

supervisado analizados son los siguientes:

1. Redes neuronales recurrentes: RNN, del inglés Recurrent Neural Network. Los

modelos basados en RNNs son variantes de los modelos de redes neuronales

convencionales, que tratan con series temporales y almacenan cierto conoci-

miento de eventos pasados.

2. Redes neuronales LSTM: redes con memoria a largo o a corto plazo, del inglés

Long Short-Term Memory. Los modelos de redes neuronales basados en capas

LSTM son un tipo de RNN con una serie de modificaciones con la finalidad

de evitar el fenómeno de desvanecimiento de gradiente que sufren los métodos

basados en RNNs [141].

3. Redes neuronales GRU: redes de unidades recurrentes con compuertas, del

inglés Gated Recurrent Unit. Los modelos basados en redes neuronales GRU
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son una variante de las redes RNN convencionales, bastante similares a las redes

LSTM en cuanto a que resuelven el problema del desvanecimiento de gradiente,

con la particularidad de que son menos pesadas computacionalmente que las

redes LSTM.

4. Redes neuronales convolucionales: CNN, del inglés Convolutional Neural Net-

work. Los modelos basados en redes neuronales CNN cuentan con diferentes

capas de filtros de convolución, que se encargan de extraer las principales ca-

racteŕısticas de los datos de entrada y, a medida que se implementan capas, la

dimensión del vector de salida se va reduciendo [142].

5. Redes neuronales transformadoras: redes neuronales transformadoras (transfor-

mers) comúnmente utilizadas para el análisis de secuencias basadas en modelos

de atención. Este tipo de modelos buscan relaciones entre los datos de entrada

y sus salida correspondiente, y no necesariamente tienen que ser secuenciales

como sucede en los modelos recurrentes. Las “cabezas” de atención que com-

ponen el modelo buscan correlaciones entre los datos y, cuantas más cabezas

se utilicen, mayor es la capacidad de extracción de relaciones. [143]

A continuación, en los siguientes apartados, se va a detallar el funcionamiento

interno y el fundamento matemático de cada uno de los métodos mencionados.

4.1.1. Redes neuronales recurrentes (RNN)

Las redes neuronales RNN son capaces de generar una secuencia de salidas en

función de la información temporal extráıda de un conjunto de entradas con depen-

dencias temporales. A su vez, son capaces de aplicar múltiples operaciones básicas a

cada una de las entradas de forma simultánea. La memoria se actualiza paso a paso

entre los distintos estados ocultos de la red, lo que permite retener información pasa-

da para aprender estructuras temporales y dependencias entre los datos a lo largo del

tiempo [144]. Este tipo de redes se utiliza ampliamente en tareas de procesamiento

del lenguaje natural y reconocimiento del habla.

La Figura 4.2 muestra el funcionamiento interno de una red RNN. Para un ins-

tante de tiempo t, la red RNN toma la secuencia de entrada xt y el correspondiente
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Figura 4.2: Contenido de una red neuronal RNN.

vector de memoria del instante inmediatamente anterior ht−1. Mediante una serie

de operaciones matemáticas sencillas dentro de la celda Ct, se obtiene un vector de

salida y y el estado de memoria ht actualizado. Los resultados generados a la salida

de la red pueden calcularse de la siguiente manera:

ht = σh(W x · xt + W h · ht−1) (4.1)

yt = σy(W y · ht) (4.2)

Los parámetros de las matrices W h, W x y W y de las Ecuaciones (4.1) y (4.2) se

calculan y optimizan durante el entrenamiento. Son matrices densas cuyos pesos se

modifican a medida que avanza el entrenamiento de la RNN. A su vez, los parámetros

σh y σy corresponden a funciones de activación no lineales.

4.1.2. Redes neuronales Long Short-Term Memory (LSTM)

Al igual que las redes RNN anteriormente mencionadas, las redes LSTM también

son adecuadas para trabajar con series temporales y grandes volúmenes de datos,
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aunque de forma más eficiente [145]. Cuentan con un sistema interno de comunicación

entre celdas que funciona como memoria para almacenar las correlaciones temporales

entre los datos.
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Figura 4.3: Contenido de una red neuronal LSTM.

El funcionamiento interno de las redes LSTM y la composición de sus celdas

puede verse en la Figura 4.3. El vector de memoria ht para un instante de tiempo

dado t y el vector de salida de la red yt se pueden calcular de la siguiente manera

a partir del vector de memoria del instante anterior ht−1 y el vector de datos de

entrada xt:

ht =

{
tanh

(
Uxt + bht

)
si t = 0

tanh
(
Uxt + Wht−1 + bht

)
si t > 0

(4.3)

yi = tanh
(
V hi + bht

)
(4.4)

Los parámetros U , V y W de las ecuaciones (4.3) y (4.4) se calculan y optimizan

durante el entrenamiento. Los parámetros bht equivalen al sesgo. El parámetro U

corresponde a la matriz de pesos que relaciona la capa de entrada con la capa oculta.

El parámetro V corresponde a la matriz de pesos que relaciona la capa oculta con
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la capa de salida. Por último, el parámetro W corresponde a la matriz de pesos que

relaciona cada una de las capas ocultas de la red LSTM.

Como puede verse en la Figura 4.3, las células LSTM internas pueden dividirse

en tres secciones funcionales:

1. Puerta del olvido: Del inglés Forget gate. Esta puerta es la primera que aparece

dentro de una célula LSTM. Se encarga de decidir qué componentes ya no son

necesarios en la memoria de la red, y mediante un cálculo matemático activando

una función sigmoid lo elimina o lo deja permanecer en memoria.

2. Puerta de entrada: Del inglés Input gate. Esta puerta aparece después de la

puerta del olvido. Se encarga de añadir nuevos componentes a la memoria de

la red LSTM.

3. Puerta de salida: Del inglés Output gate. Es la última puerta de la célula LSTM.

Se encarga de utilizar los componentes de la memoria para calcular la salida

de la célula, que corresponderá a la entrada de la siguiente célula.

A continuación se muestran los principales cálculos que se realizan dentro de una

célula LSTM [146]:

ft = σ (Ufxt + Wfht−1 + bf ) (4.5)

La Ecuación 4.5 indica cómo se calcula el valor de la puerta del olvido. Tanto

el parámetro Uf como el parámetro Wf se calculan y modifican durante el entrena-

miento de la red.

it = σ (Uixt + Wiht−1 + bi) (4.6)

Del mismo modo, la Ecuación 4.6 indica el método para calcular el valor de

la puerta de entrada. Los sub́ındices de las matrices de pesos indican qué valores

correspondientes a la puerta de entrada se van a utilizar.

gt = tanh (Ugxt + Wght−1 + bg) (4.7)

La Ecuación 4.7 indica cómo se calcula el valor de gt. Este parámetro representa

el valor que simboliza el estado candidato a formar parte de la memoria LSTM.
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ot = σ (Uoxt + Woht−1 + bo) (4.8)

La Ecuación 4.8 muestra cómo se calcula el valor de la puerta de salida a partir

de las matrices de pesos iniciales espećıficas de esa puerta.

ct = ft · ct−1 + it · gt (4.9)

La Ecuación 4.9 se utiliza para calcular el estado de la memoria LSTM, habiendo

olvidado los valores indicados por la puerta de olvido y habiendo incluido los valores

indicados por la puerta de entrada.

ht = ot · tanh(ct) (4.10)

Por último, la Ecuación 4.10 se utiliza para actualizar el valor de las capas ocultas

de la red LSTM, cuya salida será la entrada de la siguiente celda.

Si se dispone de la secuencia anterior t−1 y posterior t1 a un tiempo determinado

t1, es posible mejorar el rendimiento de la red neuronal sustituyendo la arquitectu-

ra formada por capas LSTM convencionales por capas LSTM bidireccionales. Para

entrenar este tipo de red, es necesario realizar pasadas en ambas direcciones con

el conjunto de datos [147]. De esta forma, el modelo se entrena teniendo en cuen-

ta secuencias no sólo anteriores al instante analizado, sino también posteriores. Una

ventaja muy favorable de las redes LSTM bidireccionales es el hecho de que se necesi-

ta un buffer menor que el de las redes LSTM convencionales para obtener resultados

similares, lo que se traduce en una buena respuesta a los sistemas causales, siempre

que la latencia de salida requerida para el sistema sea corta [148]. Este tipo de redes

es muy beneficioso para tareas como el reconocimiento de emociones en el habla o el

modelado del ruido [149].

La Figura 4.4 muestra la arquitectura de una red neuronal LSTM bidireccional

con T etapas. Por ejemplo, para un instante t, la capa hacia delante utiliza los datos

de t− 1 para generar los datos del instante t + 1. Sin embargo, con respecto a la

capa hacia atrás, los datos de t + 1 se utilizan para generar los datos del instante

t− 1. Hay que añadir que ambos procesos comparten la misma capa de activación,

independientemente de la dirección del flujo de información.
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Figura 4.4: Arquitectura de una red neuronal LSTM bidireccional.

4.1.3. Redes neuronales Gated Recurrent Unit (GRU)

Las redes neuronales GRU son similares a las redes LSTM previamente expli-

cadas, con la particularidad de que necesitan una menor carga computacional para

entrenarlas y ejecutarlas. Esto es debido a que reducen el número de parámetros

internos a modificar y ajustar durante el entrenamiento de la red, ya que el número

total de puertas internas se reduce en una unidad [150]. Por lo tanto, la duración

del entrenamiento se reduce enormemente, proporcionando resultados y prestaciones

similares a las redes LSTM.

La Figura 4.5 muestra la disposición interna de una red GRU. La principal di-

ferencia con las redes LSTM anteriormente mencionadas es la reducción de una de

sus puertas internas. De esta forma, las redes GRU sintetizan la antigua puerta de

entrada y olvido de las LSTM en una sola puerta de actualización [151]. Los modelos

GRU se basan en las siguientes ecuaciones:

zt = σ(Wzxt + Uzht−1 + bz) (4.11)

La Ecuación 4.11 muestra cómo calcular zt, que corresponde con el valor de la
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Figura 4.5: Contenido de una red neuronal GRU.

puerta de actualización para un tiempo dado t. Esta puerta decide qué información

de eventos pasados se mantiene en la memoria, y la cantidad de información, con el

fin de enviarla a las células posteriores.

rt = σ(WrXt + Urht−1 + br) (4.12)

La Ecuación 4.12 indica el método para calcular rt, un parámetro que corresponde

al valor de la puerta de reinicio. Esta puerta decide qué estados anteriores contribuyen

a actualizar los estados ocultos de la red GRU. Por ejemplo, si el valor es 0, la red

olvida el estado anterior.

h′
t = tanh(Whxt + rt · Uhht−1) + bh (4.13)

La Ecuación 4.13 muestra cómo calcular el parámetro h′
t, que representa el can-

didato para el nuevo estado oculto de la red neuronal GRU.

ht = (1 − zt) · ht−1 + zt · h′
t (4.14)
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Por último, en la Ecuación 4.14, se calcula el valor verdadero del nuevo estado

oculto ht. Es importante interpretar en la ecuación que este estado oculto depende

del estado oculto anterior ht−1. Además, las matrices Wz, Wr, W , Uz, Ur, U y los

parámetros de sesgo bz, br y bh se modifican y redistribuyen durante el entrenamiento.

4.1.4. Redes neuronales convolucionales (CNN)

Las redes neuronales CNN se corresponden con un tipo de arquitectura de redes

neuronales profundas especialmente diseñadas para el procesamiento eficiente de da-

tos estructurados. Normalmente, este tipo de redes se llevan utilizando en los últimos

años para el procesamiento de imágenes y señales de audio. Las redes CNN surgieron

como una solución para abordar los desaf́ıos asociados con el reconocimiento de pa-

trones en datos de alta dimensionalidad, como la presencia de caracteŕısticas locales

y la aleatoriedad debida a traslaciones y deformaciones [152]. Por esta razón, este

tipo de redes están especialmente diseñadas para tratar los ṕıxeles que conforman

las imágenes.

Las redes CNN consisten en capas que aplican filtros convolucionales para extraer

caracteŕısticas relevantes de los datos de entrada. Estas capas están seguidas por

capas de submuestreo o reducción (también conocidas como capas de pooling) que

reducen la dimensionalidad espacial de las caracteŕısticas extráıdas, preservando su

información más relevante. Uno de los avances clave que permitió el éxito de las

CNN fue la utilización de funciones de activación no lineales, como la función ReLU

(Rectified Linear Unit), que introduce no linealidades en la red. Además, las CNN

suelen incluir capas completamente conectadas al final de la arquitectura, las cuales

integran las caracteŕısticas extráıdas por las capas convolucionales para realizar la

clasificación final [153].

En la Figura 4.6 se pueden observar los componentes que conforman una red neu-

ronal CNN. En la imagen se puede apreciar cómo las entradas de datos al modelo

pasan por diferentes capas de convolución que extraen las caracteŕısticas principales

de las series de datos. A continuación, estas caracteŕısticas pasan a través de capas

de reducción para reducir la dimensionalidad. Por último, los datos pasan normal-

mente a través de capas de neuronas totalmente conectadas que actúan como capas

de clasificación para dar lugar a la salida deseada. En el caso que atañe a la presente
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Figura 4.6: Contenido de una red neuronal CNN.

tesis, la salida deseada es la ADL que desarrollan los usuarios. Las redes CNN nor-

malmente encadenan varias etapas de capas de convolución y capas de reducción de

forma secuencial.

S(i, j) := (X ∗K)(i, j) =
∑
m

∑
n

X(m,n)K(i−m, j − n) (4.15)

La Ecuación 4.15 muestra el funcionamiento de la operación de convolución. La

salida S viene expresada en función de la combinación del conjunto de datos de

entrada X y el filtro de convolución K para una posición espacial de la salida (i, j).

La posición (m,n) se corresponde con la posición espacial de la entrada X.

ReLU(X) = max(0, X) (4.16)

La Ecuación 4.16 indica el funcionamiento de la función de activación ReLU para

introducir no linealidades en la red.

S(i, j) = max(m,n)ϵRX(m,n) (4.17)
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Por último, la Ecuación 4.17 muestra el funcionamiento de las capas de reducción

previas a la etapa de clasificación. El término R se corresponde con la región de

pooling escogida para aplicar la reducción.

4.1.5. Modelos transformadores

El método de redes neuronales Transformers representa una innovación crucial en

el ámbito del aprendizaje automático y el procesamiento del lenguaje natural (NLP,

del inglés Natural Language Processing) [154]. Su arquitectura se basa en el uso de

modelos de atención y permite el procesamiento simultáneo de secuencias completas

de entrada, superando aśı la limitación de los modelos recurrentes que procesan se-

cuencialmente. Este enfoque revolucionario de atención múltiple permite al modelo

enfocarse en partes espećıficas de la entrada, capturando relaciones complejas entre

palabras y “tokens” [155]. Además, los Transformers son altamente paralelizables

y eficientes, lo que facilita el procesamiento rápido de grandes volúmenes de datos

y los hace escalables para aplicaciones de NLP de gran escala como la traducción

automática y la generación de texto. Su capacidad para capturar dependencias a

largo plazo y su robustez frente al ruido en los datos de entrada son caracteŕısticas

especialmente destacables [156]. Además, el enfoque de transferencia de aprendizaje

permite a los Transformers pre-entrenados adaptarse fácilmente a tareas espećıficas

con conjuntos de datos más pequeños. Los Transformers son una herramienta pode-

rosa y versátil que ha demostrado ser efectiva en una amplia gama de aplicaciones

de aprendizaje automático y NLP [157].

Cada cabeza de atención, del inglés head attention, se encarga de mapear una

consulta (query) con un conjunto de pares clave-valor (key-value). A partir de una

query como entrada de una capa de atención (Q), se obtiene una salida calculada

como la suma ponderada de los valores obtenidos (V ) [158].

En la Figura 4.7 se puede observar cómo se compone un modelo transformador.

En el esquema se puede comprobar que es necesario separar las entradas de las salidas

a la hora de realizar el entrenamiento del modelo. Las entradas pasan a través de un

Encoder con cabezas de atención, las cuales se encargan de extraer la información

con mayor relevancia del conjunto de salidas. En cambio, las salidas pasan a través de

un decoder, compuesto a su vez de más capas de atención. Sin embargo, la primera
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Figura 4.7: Esquema de funcionamiento de un modelo transformador.

etapa del decoder está compuesta por cabezas de atención con máscaras, las cuales

eliminan la parte superior de la matriz de atención para no adelantar información

futura. El encoder posicional se encarga de asignar un valor al orden en el que los

datos entran al modelo. Las capas “Add & Norm” se encargan de unir las salidas

de las capas de atención y normalizar sus vectores de probabilidad. Las capas MLP

son capas de neuronas densas que se encargan de procesar las salidas de los encoder

y decoder.

Z(Q,K, V ) = Softmax

[
QKT

√
dK

]
V (4.18)

La Ecuación 4.18 modela el comportamiento de las capas de atención. La matriz

Q se corresponde con los valores de las queries, la matriz K se corresponde con los

valores de las keys y la matriz V con los valores obtenidos de la suma ponderada de Q

y K. La capa softmax se encarga de acotar la salida a un rango [0,1], amplificando las

puntuaciones de salida altas del modelo y minimizando las más bajas. El parámetro

dK se corresponde con un constante que actúa como un factor de calentamiento

opcional [159].
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Cuando se utilizan múltiples cabezas (multi-head attention), se repite el proceso

anterior para distintos mapeos de Q, K y V . Esto se consigue variando la transforma-

ción lineal de entrada con diferentes pesos. Si se supone que se cuenta con n cabezas,

se tienen Q1, ... , Qn queries, K1, ... , Kn keys y V1, ... , Vn valores. Cada cabeza tra-

baja con su tripleta (Qi, Ki, Vi), donde existe un conjunto de pesos del mapeo lineal

diferente para cada una. Es decir, si la entrada de un sensor a lo largo del tiempo

es X, las queries, keys y valores son: Qi = XWQi; Ki = XWKi y Vi = XWV i. La

salida de las capas de atención se concatena y se conecta finalmente con la capa de

clasificación, normalmente una capa totalmente conectada. Al encadenar múltiples

capas del transformador, cada capa aprende una representación progresivamente más

abstracta y compleja de los datos. Esto puede ayudar al modelo a capturar patrones

más sutiles y contextos más largos en los datos de entrada.

4.2. Reconocimiento de actividades mediante apren-

dizaje no supervisado

Los métodos de aprendizaje no supervisado se corresponden con un conjunto de

algoritmos que, a diferencia de los métodos de aprendizaje supervisado, no tienen

la necesidad de un etiquetado manual de las salidas esperadas durante la etapa de

entrenamiento [160]. Este conjunto de métodos sólo necesitan datos de entrada y,

mediante distintos algoritmos de clasificación y agrupación, o mediante la incorpo-

ración del conocimiento del experto, el sistema es capaz de generar un conjunto de

salidas [161]. Un ejemplo de métodos no supervisados podŕıan ser los modelos HMM

[99]. Sin embargo, la etapa de aplicación en los métodos de aprendizaje no supervisa-

do es computacionalmente más compleja que la aplicación de métodos supervisados

(independientemente del entrenamiento) [162]. El principal problema de los méto-

dos supervisados es la necesidad de tener una salida concreta para un conjunto de

entradas, y esto no suele ocurrir en casos reales en los que se desea un aprendizaje

en tiempo real [163]. Además, en los HMM se dispone de un control más preciso

sobre el funcionamiento del sistema en comparación con los métodos basados en

redes neuronales, en los que el conocimiento se difunde por todo el sistema [164].

Esta ventaja facilita la adaptación de los HMM a un mayor número de usuarios. Los
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Figura 4.8: Esquema de funcionamiento de un método de aprendizaje no
supervisado.

HMM también son ventajosos frente a los modelos basados en reglas [165] o árboles

de decisión [166], que son métodos más estrictos y menos flexibles.

En la Figura 4.8 se puede visualizar un esquema del funcionamiento de un modelo

basado en un método de aprendizaje no supervisado. Se va a retomar el ejemplo

de detección de dos tipos diferentes de ADL’s para aclarar el funcionamiento de

los métodos no supervisados. En este caso, las actividades son cocinar y ducharse.

Como se puede ver en la imagen, el objetivo de un método no supervisado es crear

agrupaciones en función de la similitud que tengan las caracteŕısticas de los datos de

entrada. En este caso, el sistema sólo es capaz de separar las actividades de cocinar

y de ducharse, aunque no sepa realmente que es lo que está analizando. Se puede

observar que en ningún momento se le está pasando al modelo la información sobre

qué ADL está analizando.

A lo largo del desarrollo de la tesis se han estudiado diferentes métodos de apren-

dizaje no supervisado para su posterior aplicación con datos reales. Los métodos de

aprendizaje no supervisado analizados son los siguientes:
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1. Modelo ocultos de Markov (HMM): Los HMMs son métodos estad́ısticos cuyo

uso y aplicación está aumentando mucho en las últimas décadas, tal y como se

evidencia en el elevado número de publicaciones que se pueden encontrar en la

literatura. Estos métodos se utilizan mucho en áreas como el reconocimiento

del habla, musicoloǵıa o reconocimiento de gestos [167].

2. Filtros Bayesianos: Estos filtros son herramientas probabiĺısticas cuyo objetivo

se basa en el cálculo de la probabilidad en función de una cadena de eventos

pasados. El abanico de aplicaciones que se le pueden dar a este método es muy

amplio, ya que forma parte de sistemas muy robustos como el GPS [168].

3. Algoritmos de propagación y retro propagación: Estos algoritmos están basados

en el funcionamiento de los filtros Bayesianos, y se utilizan para calcular la

probabilidad de cada estado en un instante t en función de una secuencia de

observaciones conocida [169].

4. Algoritmo de Viterbi: Este algoritmo se utiliza acompañado de un HMM, cuyo

objetivo es encontrar la secuencia de estados más probable que explique una

determinada secuencia de observaciones [170].

En los próximos apartados se detallan los principios matemáticos de cada uno de

los métodos mencionados.

4.2.1. Modelos ocultos de Markov (HMM)

Según [171], los HMMs se pueden dividir en dos niveles jerárquicos:

1. Estados ocultos S: Se corresponden con las variables del sistema que se desco-

nocen y que se desean reconocer. Se pueden representar de la siguiente forma:

S = {s1, s2, s3, ..., sN} (4.19)

En la Ecuación 4.19, N corresponde al número total de estados ocultos del

sistema y cada si se refiere, en el caso de la investigación que atañe a esta tesis,

a cada una de las actividades analizadas.
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2. Observaciones O: Secuencia de hechos observables (y siempre medibles) de los

que se puede extraer información del entorno en el que se encuentra el sistema.

En el caso que ocupa a esta tesis, esta secuencia de observaciones se corresponde

con la información proporcionada por la tecnoloǵıa con la que está equipado el

hogar. La secuencia de observaciones puede representarse del siguiente modo:

O = {o1, o2, o3, ..., oT} (4.20)

En la Ecuación 4.20, cada observación oi está relacionada con el momento en

que se produce. T corresponde al número total de observaciones que hay que

analizar. La secuencia de observaciones O incluye todas las mediciones posibles

obtenidas del entorno en el que se encuentra el modelo. Aśı, el conjunto total

de posibles observaciones V puede representarse de la siguiente manera:

V = {v1, v2, v3, ..., vM} (4.21)

En la Ecuación 4.21, M representa el número total de señales diferentes que

entran en el sistema y cada vi representa cada uno de los sensores.

Una vez definidos los estados ocultos S que incluye el modelo HMM y las ob-

servaciones O que desencadenan los cambios de estado, es necesario introducir las

matrices de probabilidad que parametrizan el modelo:

1. Matriz de transición de estados A: Se corresponde con la matriz de probabilidad

de las transiciones entre los distintos estados ocultos del HMM previamente

definido. Por ello, es una matriz NxN (Ecuación 4.22). Además, la suma de

todas las probabilidades de transición en la misma fila es igual a uno (Ecuación

4.23). La probabilidad de permanecer en el mismo estado corresponde a los

valores de la diagonal, mientras que las probabilidades de pasar de un estado

oculto a otro corresponden a las probabilidades restantes.
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A =


a11 a12 a13 ... a1N

a21 a22 a23 ... a2N

a31 a32 a33 ... a3N

... ... ... ... ...

aN1 aN2 aN3 ... aNN

 (4.22)

N∑
j=1

aij = 1, ∀ i ∈ [1, N ] (4.23)

2. Matriz de emisión B: Se corresponde con la matriz de probabilidad de cambio a

un determinado estado oculto en función de la observación concreta de entrada

al sistema. Por ello, es una matriz cuyas dimensiones son NxM (Ecuación 4.24).

B =


b1(1) b1(2) b1(3) ... b1(M)

b2(1) b2(2) b2(3) ... b2(M)

b3(1) b3(2) b3(3) ... b3(M)

... ... ... ... ...

bN(1) bN(2) bN(3) ... bN(M)

 (4.24)

3. Vector de probabilidad inicial: Al comienzo de la ejecución de un HMM, los

diferentes estados ocultos deben comenzar con una probabilidad de salida (πi).

Esta probabilidad viene dada por la Ecuación 4.25.

π = {π1, π2, π3, ..., πN} (4.25)

4.2.2. Filtros Bayesianos

El uso de filtros Bayesianos se remonta al siglo XVIII, cuyo descubridor fue

el clérigo y matemático Thomas Bayes. El algoritmo Naive Bayes es uno de los

algoritmos de ML más comunes para realizar tareas de clasificación de clases debido

a su sencillez y rapidez [172]. Este algoritmo tiene como base el Teorema de Bayes,

cuyo fundamento se explica a continuación [173]:
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P (A|B) =
|A ∩B|
|B|

=

|A∩B|
|Ω|
|B|
|Ω|

=
P (A ∩B)

P (A)
(4.26)

P (B|A) =
|B ∩ A|
|A|

=

|B∩A|
|Ω|
|A|
|Ω|

=
P (A ∩B)

P (B)
(4.27)

En las Ecuaciones 4.26 y 4.27, A y B se corresponden con los estados analizados

por el teorema de Bayes. Ω se corresponde con el espacio muestral que, según la

teoŕıa de conjuntos, se puede denominar conjunto universal Ω = {1, 2, 3, 4, 5, 6}. Es

necesario asumir que |A| ̸= 0 y que |B| ̸= 0. De estas ecuaciones se puede realizar

las siguientes deducciones (Ecuaciones 4.28 y 4.29).

P (A ∩B) = P (A|B)P (B) = P (B|A)P (A) (4.28)

P (A|B) =
P (B|A)P (A)

P (B)
(4.29)

La Ecuación 4.29 se corresponde con la fórmula más simple del teorema de Bayes.

Si el espacio muestral Ω puede dividirse en un número finito de estados mutuamente

excluyentes A = {A1, A2, ..., An} y si B es un evento en el que P (B) > 0 (subconjunto

de la unión de todos los Ai), la fórmula del teorema de Bayes generalizada es la

siguiente:

P (Ai|B) =
P (B|Ai)P (Ai)∑n
j=1 P (B|Aj)P (Aj)

(4.30)

A su vez, la Ecuación 4.30 se puede reescribir de la siguiente manera:

P (A|B) =
P (B|A)P (A)

P (B|A)P (A) + P (B|Ac)P (Ac)
(4.31)

En la Ecuación 4.31, los parámetros Ac se corresponden con los valores de las

probabilidades del complemento de A. De estas ecuaciones, la letra A se corresponde

con la hipótesis que se está tomando y la letra B se corresponde con los valores de

los datos observables.

El teorema de Bayes expuesto sirve para obtener la probabilidad de que suceda
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una hipótesis en función de un conjunto de datos observables:

P (hipotesis|datos) =
P (datos|hipotesis)P (hipotesis)

P (datos)
(4.32)

En la Ecuación 4.32, el parámetro P (datos|hipotesis) se corresponde con la pro-

babilidad de observar la secuencia de datos teniendo en cuenta de que la hipótesis

es verdadera. P (hipotesis) se corresponde con la probabilidad con la que puede su-

ceder la hipótesis y P (datos) es la probabilidad de observar la secuencia de datos,

independientemente de si sucede o no la hipótesis.

Puede suceder que un conjunto de datos puede surgir bajo dos hipótesis H1 y H2,

en el que P (H1) = 1 − P (H2). Por lo tanto, las probabilidades de las hipótesis H1 y

H2 son las siguientes:

P (H1|C) =
P (C|H1)P (H1)

P (C|H1)P (H1) + P (C|H2)P (H2)
(4.33)

P (H2|C) =
P (C|H2)P (H2)

P (C|H1)P (H1) + P (C|H2)P (H2)
(4.34)

El parámetro C de las Ecuaciones 4.33 y 4.34 se corresponde con el conjunto de

datos observables.

El teorema de Bayes es la base del funcionamiento del clasificador Naive Bayes

[174]. Este tipo de clasificador supone que el efecto del valor de un atributo en

una clase determinada es independiente de los valores del resto de atributos. Esta

suposición se conoce como independencia condicional de clases [175]. Asumiendo que

el conjunto de datos contiene un total de n instancias xi, donde i = 1, ..., n, cada

una de las instancias pertenecen solamente a una clase yϵy1, ..., yc.

4.2.3. Algoritmos de propagación y retro propagación

Los algoritmos de propagación y retro propagación están basado en los filtros

Bayesianos tradicionales [176]. Estos algoritmos se utilizan para conocer la secuencia

de estados ocultos S a medida pasa el tiempo y el modelo reciba un elevado conjunto

de observaciones. En la Figura 4.9 se puede apreciar un resumen del caso de uso de

un modelo cuya máquina de estados consta de 3 estados ocultos S (Figura 4.9a) y
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Figura 4.9: Caso de uso de una máquina de 3 estados genérica e implementación
del algoritmo de propagación y retro propagación.

una posible secuencia en función del paso de tiempo t y la recepción de observaciones

O (Figura 4.9b).

El algoritmo de propagación (o algoritmo directo) utiliza la probabilidad calcu-

lada en el paso de tiempo actual t con el fin de obtener la probabilidad del siguiente

paso de tiempo t + 1. Este algoritmo necesita como entradas: un HMM que defina

el sistema a simular y la secuencia de observaciones O que van a ir provocando las

transiciones entre estados ocultos S. Cada etapa de propagación tiene lugar cuando

se recoge una nueva observación, y en cada etapa de propagación tienen lugar dos

sucesos: una primera dispersión de la certidumbre entre todos los estados ocultos S

y una etapa de actualización en la que intervienen las matrices A y B en función

del estado oculto actual y la observación recogida [177]. Para comenzar a iterar en

el algoritmo, es necesario contar con la distribución inicial de probabilidades π (ver

Algoritmo 1).

El algoritmo de retro propagación (o algoritmo inverso) fluye en la linea temporal

inversa que el algoritmo de propagación previamente expuesto. Este algoritmo utiliza

la probabilidad calculada en el paso de tiempo t+ 1 para obtener la probabilidad del

instante actual t. Cada etapa de retro propagación tiene lugar cada vez que llega una
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Algorithm 1 Algoritmo de propagación

Entradas: HMM y secuencia de observaciones O = o1...oT
Salidas: δt(si) = P (Xt = sj, O) ∀ si
1: if t = 1 then
2: δ1(si) = bi(o1) · πi, i ∈ [1, n]
3: else
4: for k = 2 to t do
5: for j = 1 to n do
6: δk(sj) = bj(ok)

∑n
i=1(aij · δk−1(sj))

7: end for
8: end for
9: end if
10: return δt(si), i ∈ [1, n]

nueva observación al modelo. Hay que tener en cuenta que, si el algoritmo utiliza

un total de n observaciones posteriores para calcular la probabilidad en t (primera

iteración en t+n), siempre existirá un desfase de n observaciones a la hora de calcular

la probabilidad en t [176]. Para comenzar a iterar en el algoritmo, es necesario contar

con las matrices A y B de probabilidades, aśı como un vector inicial equiprobable

βt(si) que normalmente tiene valor 1 (ver Algoritmo 2).

Algorithm 2 Algoritmo de retro propagación

Entradas: HMM y secuencia de observaciones O = o1...oT
k ∈ [1, t]

Salidas: βk(si) = P (ok+1, ..., ot|Xk = si) ∀ si
1: if t = k then
2: βt(si) = 1, i ∈ [1, n]
3: else
4: for r = t− 1 to k do
5: for j = 1 to n do
6: βr(sj) =

∑n
i=1 bi(or+1)βr+1(si)aji

7: end for
8: end for
9: end if
10: return βk(si), i ∈ [1, n]
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Figura 4.10: Caso de uso de una máquina de 4 estados genérica e implementación
del algoritmo de Viterbi.

4.2.4. Algoritmo de Viterbi

El algoritmo de Viterbi surgió en el año 1967 como desarrollo por parte de Andrew

James Viterbi [178]. Se considera que el algoritmo de Viterbi tiene como objetivo

minimizar la probabilidad del error al comparar y calcular el conjunto de probabilida-

des de las posibles transiciones entre estados del modelo examinado. De esta forma,

obteniendo el conjunto de transiciones con el mı́nimo error, se obtiene la secuencia de

transiciones más probable. Este algoritmo se utiliza en un amplio campo de aplica-

ciones en la actualidad [179]. Por ejemplo, se utiliza en áreas como el reconocimiento

de voz o interpretación de palabras manuscritas [180].

En la Figura 4.10 se puede observar un caso de uso t́ıpico a la hora de aplicar el

algoritmo de Viterbi. El modelo se puede representar como una máquina de estados

[181] en la que cada nodo representa un estado particular y cada flecha corresponde

con cada una de las posibles transiciones entre estados. Estas transiciones sólo se

pueden producir en intervalos de tiempo discretos consecutivos.

Antes de definir el algoritmo de Viterbi, es necesario conocer el significado de los

siguientes śımbolos:

1. t - Índice de tiempo discreto.

2. N - Número total de estados en la máquina de estados finitos.
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3. xn - El enésimo estado de la máquina de estados finitos.

4. ot - Śımbolo de observación en el tiempo t, que puede ser uno de M diferentes

śımbolos.

5. spnt - Ruta de supervivencia que termina en el tiempo t, en el enésimo estado de

la máquina de estados finitos. Consiste en una lista ordenada de xn visitados por

esta ruta desde el tiempo t = 0 hasta el tiempo t.

6. T - Longitud de truncamiento del algoritmo de Viterbi. Es decir, el momento en

que el algoritmo debe tomar una decisión sobre cuál spnt es el más probable.

7. πn - Métrica de estado inicial para el enésimo estado en t = 0. Se define como la

probabilidad de que el enésimo estado sea el inicio más probable, es decir, P (xn

en t = 0).

8. anm - Métrica de transición para la transición desde el estado xm en el tiempo

t − 1 al estado xn en el tiempo t. Se define como la probabilidad de que, dado

que el estado xm ocurre en el tiempo t− 1, el estado xn ocurrirá en el tiempo t,

es decir, P (xn en t|xm en t− 1).

9. bn - Métrica de observación en el tiempo t, para el estado xn. Se define como la

probabilidad de que el śımbolo de observación ot ocurra en el tiempo t, dado que

estamos en el estado xn en el tiempo t, es decir, P (ot|xn en t).

10. Γnt - Métrica de la ruta de supervivencia de spnt. Se define como el producto de las

métricas (πn, anm y bn) para cada transición en la enésima ruta de supervivencia,

desde el tiempo t = 0 hasta el tiempo t.

Las ecuaciones de las métricas del modelo anm, bn y πn pueden derivarse ma-

temáticamente si se trata de una aplicación conocida. Sin embargo, si no se cuenta

con estas métricas, se pueden obtener mediante la aplicación de diferentes algoritmos

de reestimación, como puede ser el caso del algoritmo Baum-Welch [182] [183]. Este

algoritmo obtiene de forma iterativa las probabilidades óptimas de las métricas anm,

bn y πn a partir del entrenamiento del modelo conociendo una serie prolongada de

entradas reales.
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Algorithm 3 Algoritmo de Viterbi

1: - Etapa 1: Inicialización.
2: t = 0;
3: for n = 1 to N do
4: Γn0 = lnπn;
5: spn0 = [xn];
6: end for
7: - Etapa 2: Cálculo.
8: for t = 1 to T do
9: for n = 1 to N do

10: for m = 1 to N do
11: Γnt = máx[Γmt−1 + ln anm + ln bn];
12: end for
13: spnt = Append[xn, spmt] | Γmt−1 + ln anm + ln bn = Γnt;
14: end for
15: end for
16: - Etapa 3: Decisión.
17: if t = T then
18: for n = 1 to N do
19: ΓT = máx[Γnt];
20: end for
21: spT = spnt | Γnt = ΓT ;
22: end if
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Se puede observar que el algoritmo de Viterbi (ver Algoritmo 3) se encuentra

dividido en 3 etapas: la etapa de inicialización donde se establecen las condiciones

iniciales del modelo, la etapa de cálculo donde se obtienen de forma iterativa las

probabilidades de todas las transiciones posibles y la etapa de decisión, en la que se

escoge el conjunto de transiciones óptimas.

4.3. Modelos propuestos para el reconocimiento

de actividades

En esta Sección se van a detallar los modelos realizados en la presente tesis doc-

toral para detectar las principales ADL’s realizadas por las personas mayores en sus

casas. Se va a tratar desde el caso más simple en el que la vivienda sólo cuenta con un

usuario, hasta el caso más complejo donde la vivienda cuenta con múltiples usuarios

de forma simultánea. Dentro de esta Sección se explican los modelos HAR reali-

zados mediante técnicas de aprendizaje supervisado y los modelos HAR realizados

mediante técnicas de aprendizaje no supervisado.

4.3.1. Modelo basado en redes LSTM para viviendas con un

usuario

En primer lugar, para desarrollar los algoritmos de reconocimiento de ADL’s

mediante la aplicación de métodos de aprendizaje supervisado, se ha empleado la in-

formación recogida en una base de datos pública. La base de datos pública escogida

para construir el algoritmo es Milan, que pertenece al grupo de bases de datos CA-

SAS. El proyecto CASAS presenta una arquitectura simple que facilita el despliegue

de sensores dentro de un hogar. Este proyecto de hogar inteligente es un proyecto de

investigación elaborado en la Universidad de Washington, cuyo objetivo es realizar

una recopilación masiva de datos mediante el análisis de las señales proporciona-

das por sensores no intrusivos para poder interactuar con una serie de actuadores

mediante la implementación de un conjunto de reglas simples [184]. Se ha escogido

la variante Milan para trabajar en los algoritmos debido a que contiene un gran

número de actividades etiquetadas (un total de 2310 actividades realizadas) [185]
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Tipo de Senso-
res

Tiempo Actividades Actividades
(Instancias)

Movimiento (M)
Puerta (D) y
Temperatura (T)

Oct. 16, 2009 -
Ene. 6, 2010

15 Levantarse al
baño (89), Traba-
jar (54), Tareas
domésticas (23),
Actividad co-
medor (22),
Medicación noc-
turna (19), Leer
(314), Actividad
cocina (554), Uso
baño invitados
(330), Salir de
casa (214), Uso
baño principal
(306), Dormir
(96), Actividad
dormitorio princi-
pal (117), Meditar
(17), Medicación
matutina (41),
Ver TV (114)

Tabla 4.1: Principales caracteŕısticas de la base de datos Milan (CASAS).

y sólo reside una persona. Una de las ventajas que proporciona esta base de datos

es que sus medidas presentan cierto ruido debido a que la vivienda cuenta con una

mascota. Este hecho provoca que sea necesario tener en cuenta las perturbaciones

que puede provocar la mascota en los sensores. Otro hecho que provoca ruido en las

medidas son las visitas recurrentes de personas ajenas a la vivienda. Las principales

caracteŕısticas de la variante Milan se resumen en la Tabla 4.1.

La base de datos Milan está compuesta por un total de 28 sensores de presencia,

3 sensores de contacto colocados en puertas (uno de ellos situado en el cajón de las

medicinas) y 2 sensores de temperatura. Cada uno de los sensores tiene un código

de identificación: M para los sensores de presencia, C para los sensores de contacto y

T para los sensores de temperatura. Para la elaboración de la base de datos, se han
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recogido todos los eventos que se han generado en la vivienda durante casi 3 meses.

Esto supone que la recogida de los eventos es aśıncrona, cada vez que se genera un

evento se registra en la base de datos. Cada registro está compuesto por los siguientes

campos: el instante de tiempo en el que ha ocurrido el evento, el sensor afectado, el

nuevo estado del sensor y el campo de actividad. Este último campo se encarga de

registrar si en ese instante de tiempo se ha iniciado o ha finalizado una de las ADL’s

contempladas en el estudio. El formato de la base de datos Milan se puede observar

en la Tabla 4.2 con un ejemplo.

Tiempo ti Sensor Estado ADL
2009-11-19 08:47:38.000019 M017 ON Inicio uso baño principal
2009-11-19 08:47:38.000021 M015 OFF
2009-11-19 08:47:40.000041 M011 OFF
2009-11-19 08:47:40.000089 M018 ON

. . .

. . .

. . .
2009-11-19 08:49:02.000086 M018 ON
2009-11-19 08:49:08.000076 M017 ON Final uso baño principal

Tabla 4.2: Ejemplo de registro de la base de datos Milan durante la realización de
una ADL.

Tal y como se puede ver en el ejemplo de registro de la Tabla 4.2, sólo aparecen

registrados los inicios y finales de cada ADL, por lo que es importante tener cons-

tancia de los periodos de tiempo en los que el usuario está libre o está realizando

alguna ADL.

Para elaborar el algoritmo de reconocimiento de ADL, se ha escogido utilizar un

método de aprendizaje supervisado basado en redes neuronales, ya que al utilizar

la base de datos Milan, se cuenta en todo momento con las salidas etiquetadas

del modelo. El objetivo final es obtener la ADL realizada cada vez que se excede

un intervalo de tiempo T . Para poder alcanzar este objetivo, es necesario entrenar

el modelo en condiciones similares a las buscadas en el resultado final. Por esta

razón, hay que convertir la base de datos Milan, que es aśıncrona, a un conjunto de

datos śıncrono muestreado a un tiempo fijo T . En primer lugar, hay que transformar

los estados de los sensores de Milan (ON, OFF, OPEN, CLOSE ...) en un valor
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numérico que pueda ser tratado por el modelo DL. Para los sensores de puertas,

se toma un valor binario para representar la apertura o el cierre. Del mismo modo,

para los sensores de presencia, se asigna también un valor binario para la detección

o la ausencia de movimiento. Para los sensores de temperatura, se ha realizado una

normalización entre 0 y 1 para que el modelo esté ajustado en ese rango, siendo 0 el

valor mı́nimo de temperatura registrado y 1 el valor máximo. La base de datos cuenta

con un total de 15 actividades distintas etiquetadas. Sin embargo, existen peŕıodos de

tiempo en los que el usuario no está realizando ninguna actividad y existen registros

de los sensores. Por esta razón, se ha incorporado una nueva actividad ficticia para

identificar estos periodos ociosos. Esta actividad número 16 recibe el nombre de

“Otros”.

La hora a la que se registra el evento del sensor puede ser de mucha utilidad para

diferenciar entre las distintas ADL’s que componen la base de datos. Por ejemplo, la

actividad de dormir es más probable que suceda durante la noche, mientras que la

actividad de comer es más probable que suceda durante el d́ıa. Para poder incorporar

la hora al modelo, es necesario realizar una transformación que vaŕıe de 0 a 1. Para

que los valores de tiempo sean equidistantes cuantitativamente, se ha separado la hora

en una pareja de valores seno - coseno. Se han utilizado las siguientes expresiones

para calcular las parejas seno-coseno:

TimeX = cos

(
2π
(
h + min

60

)
24

)
(4.35)

TimeY = sin

(
2π
(
h + min

60

)
24

)
(4.36)

La Ecuación 4.35 sirve para calcular el valor del coseno de la hora, mientras que la

Ecuación 4.36 se utiliza para calcular el valor del seno. Estas ecuaciones proporcionan

unos valores cuyo rango es [-1,1]. Por lo tanto, tal y como ocurre con los valores de

temperatura, es recomendable normalizar para que el rango sea [0,1].

Para mejorar la calidad del entrenamiento y obtener el máximo rendimiento de

los datos de Milan, se ha implementado 3 etapas de procesamiento que se pueden

observar en la Figura 4.11. A continuación se van a detallar cada una de las etapas

y su principio de funcionamiento:
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Figura 4.11: Etapas de procesamiento y tratamiento del conjunto de datos de
entrada para algoritmos de un sólo residente.

1. Método de ventana deslizante: Para mantener la caracteŕıstica temporal de los

datos, se ha empleado una técnica conocida como ventana deslizante, en los que

cada entrada del modelo está compuesta por varios registros consecutivos de

sensores para generar como resultado una cierta salida. Para un instante T , en

la que se busca una salida del modelo YT , la entrada del modelo X es un vector

con el siguiente formato (XT−W−1,...,XT−1,XT ), en el que W se corresponde

con el tamaño de la ventana temporal.

2. Filtrado de filas repetidas: Se ha utilizado esta etapa para equilibrar el número

de categoŕıas del modelo. Por ejemplo, existen un mayor número de registros

de dormir que de comer. Si el entrenamiento no se realiza de forma balanceada

y la diferencia de registros es muy grande, el modelo tiende a generar como

salida la categoŕıa con mayor número de registros durante el entrenamiento.

Por esta razón, si una actividad excede un número de registros determinado,

se mantiene un porcentaje de registros durante el inicio de la actividad y otro

durante el final (que son los momentos con mayor información relativa a la
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Figura 4.12: Arquitectura de red neuronal basada en capas LSTM bidireccionales
para el reconocimiento de ADL’s en viviendas con un residente.

ADL), y los registros intermedios se eliminan.

3. Agrupamiento y reorganización de filas: Para evitar el sobreentrenamiento, se

ha realizado una agrupación de bloques de ventanas deslizantes (para mantener

el orden temporal) y se han organizado de forma aleatoria para que la secuencia

de los datos de entrenamiento no sea tan lineal.

Una vez que se cuenta con la base de datos tratada con los métodos comenta-

dos anteriormente, se puede definir el modelo de red neuronal. Se ha escogido un

modelo basado en capas LSTM bidireccionales, cuyo funcionamiento se ha tratado

en la Sección 4.1.2. En la Figura 4.12 se puede observar la arquitectura que se ha

escogido para elaborar el modelo. A continuación, se van a detallar cada uno de los

componentes y su función dentro de la arquitectura:

1. Capa de división: Se trata de la primera capa del modelo, y está directamente

conectada con los datos de entrada. Su función es separar los datos de los sen-

sores (que van por el camino superior) de las dos componentes seno-coseno de
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la hora (que van por el camino inferior). Esto se debe a que la información con

relación temporal intŕınseca sólo se corresponde a los datos de los sensores, ya

que se entiende que la hora ya se encuentra relacionada en el tiempo y no nece-

sita pasar por las capas LSTM bidireccionales (ya se encuentran equidistantes

en el tiempo).

2. LSTM bidireccional: Es el bloque principal del modelo de red neuronal y el que

le proporciona la correlación temporal. Para mejorar el comportamiento de las

capas LSTM bidireccionales y evitar el sobreentrenamiento, se ha empleado el

método de regularización L2 [186]. Se utiliza la siguiente función de coste para

calcular el valor de regularización:

C = Co +
λ

2n

∑
ω

ω2 (4.37)

En la Ecucación 4.37, el parámetro Co es el valor correspondiente al coste

inicial, λ es el término que cuantifica el peso de la regularización, n es el

tamaño del conjunto de datos de entrenamiento y ω se corresponde con todos

los parámetros internos del modelo.

3. Dropout: Se conoce como dropout a las capas de “abandono”. Estas capas se

utilizan para apagar y encender de forma temporal y aleatoria las conexio-

nes entre las neuronas del modelo durante la etapa de entrenamiento. Este

fenómeno se utiliza para evitar el sobreentrenamiento y, aunque hace que el

modelo aprenda más lentamente, proporciona mejores resultados. El valor que

acompaña a las capas de dropout indica el porcentaje de neuronas que apaga

de forma temporal. Se puede observar que la arquitectura propuesta cuenta

con dos capas de dropout, una al salir de las capas LSTM bidireccionales y

otra antes de generar la salida del modelo.

4. Normalización por lotes: Esta capa se utiliza para contrarrestar el fenómeno de

cambio de covarianza interna [187]. Esto ocurre debido al desequilibrio entre

los parámetros internos del modelo entre las diferentes capas durante la etapa

de entrenamiento. Por esta razón, esta capa agrupa los datos en lotes internos

del mismo tamaño para balancear el entrenamiento.
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Figura 4.13: Diagrama general del sistema de monitorización de viviendas de un
sólo residente: Procesamiento de datos, filtrado y red neuronal.

5. Capa de unión: Una vez que los datos de los sensores se han tratado por las

LSTM bidireccionales y se han ajustado con el resto de capas internas, se

vuelve a unir con las dos componentes de la hora para pasar a la etapa final

del modelo.

6. Capas densas: Esta es la etapa final de la arquitectura de red neuronal. Son

capas de neuronas en las que cada neurona se conecta con todas las demás, y

se encargan de generar la salida del modelo. Se ha realizado una distribución

de (2/3)N para la primera capa y (1/3)N para la segunda capa, donde N es el

número total de neuronas (6600).

Por último, en la Figura 4.13 se puede observar un esquema general del sistema

de detección de ADL’s mediante métodos de aprendizaje supervisado para viviendas

con un usuario, en el que aparecen todos los componentes que intervienen en su fun-

cionamiento. En la parte superior de la figura se puede ver la etapa de procesamiento

de datos y filtrado con los parámetros que se han escogido para el modelo, mientras

que en la parte inferior se ve el modelo de red neuronal previamente explicado. Du-
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rante la etapa de entrenamiento, cada vez que el modelo completo genera una salida,

ésta se compara con la ADL real etiquetada en Milan. Si no coincide, el sistema

reorganiza los parámetros internos del modelo para minimizar el error y mejorar los

resultados.

4.3.2. Modelo basado en redes CNN, LSTM y GRU para

viviendas con múltiples usuarios

Para realizar un algoritmo de reconocimiento de ADL’s en viviendas con múltiples

residentes es necesario contar con un sistema de posicionamiento de los usuarios

dentro de la casa. Esto se debe a que, observando únicamente las señales de los

sensores no intrusivos, no se puede inferir la persona que está llevando a cabo la

actividad. Es importante saber con certeza el usuario que está en una situación

peligrosa si, por ejemplo, uno de los usuarios de la casa se está medicando en exceso, o

si lleva varios d́ıas sin comer. De forma paralela, el otro usuario puede estar realizando

o dejando de realizar las mismas ADL’s y el sistema tiene que ser capaz de atribuir

la actividad a uno u otro. Se ha utilizado la base de datos SDHAR-HOME explicada

en el Caṕıtulo 3 y desarrollada en la presente tesis. Esta base de datos cuenta con

información sobre dos usuarios viviendo de forma simultánea en una vivienda con

una mascota y que reciben visitas esporádicas y aleatorias, lo que supone un beneficio

a la hora de contar con una situación real y, a su vez, un reto que tratar. La base de

datos tiene una duración de 2 meses de registros con un total de 17 ADL’s etiquetadas

junto con la actividad “Otros”para el tiempo sin actividad.

Del mismo modo que ocurre con los algoritmos para un residente, debido al volu-

men de datos, es necesario realizar un tratamiento previo antes de aplicar técnicas de

aprendizaje profundo. Para poder utilizar los datos (que se encuentran registrados

de forma aśıncrona debido a la naturaleza estocástica de las señales), hay que de-

sarrollar un algoritmo de muestreo que separe los registros en intervalos de tiempos

espećıficos T . Esta caracteŕıstica permite que el sistema funcione en tiempo real, ya

que se puede reducir la frecuencia de muestreo tanto como requiera la aplicación.

Para cada uno de los usuarios, hay que elaborar un sistema de reconocimiento inde-

pendiente para que puedan funcionar por separado, generando las salidas inherentes

a cada usuario. El sistema de monitorización de la vivienda está compuesto por 3
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subsistemas: la red de sensores no intrusivos, el sistema de localización de los usuarios

mediante balizas Bluetooth y la información de las pulseras de actividad. Se entiende

que la información proporcionada por las balizas y las pulseras de actividad es propia

de cada usuario. Sin embargo, la información de la red de sensores no intrusivos es

común a ambos. Por lo tanto, ambos sistemas de reconocimiento de ADL’s se apoyan

sobre la información de los sensores, y usan la información ligada a los usuarios para

distribuir las actividades.

Con respecto a la información proporcionada por los sensores no intrusivos, es

necesario realizar un tratamiento de señales similar al utilizado con la base de datos

CASAS. Los valores de los sensores de presencia (verdadero y falso) y la información

de los sensores de contacto (abierto y cerrado) hay que transformarlos en datos bina-

rios (0 y 1). Del mismo modo, para los sensores que proporcionan un valor numérico

(sensores de temperatura, iluminación, humedad o consumo eléctrico), se ha rea-

lizado una normalización en el rango [0,1] para no desbalancear los valores de las

entradas al modelo de predicción. Otro aspecto importante a tener en cuenta con la

información de los sensores no intrusivos es la naturaleza de la señal y su significado.

Por ejemplo, para detectar la ADL de poner la lavadora, sólo es necesario conocer

el incremento de intensidad en el momento del encendido. El valor del consumo en

vatios depende de la lavadora, el programa de lavado o la vida del dispositivo, por

lo que no es información vital para el sistema. Por esta razón, se ha implementado

un retenedor de orden cero para mantener el valor de la señal a 1 durante un cierto

tiempo hasta que vuelve a valer 0 para obtener únicamente el momento de encendido

del dispositivo.

En cuanto a las ADL’s, del mismo modo que sucede para los algoritmos para

un único residente, la hora a la que se realiza la predicción aporta mucho valor al

sistema. Esto se debe a que algunas ADL’s se realizan con mayor probabilidad en

determinados horarios (dormir por la noche o comer al mediod́ıa). Por esta razón,

se ha implementado un algoritmo que descompone la hora en parejas seno-coseno

equidistantes (ver Ecuaciones 4.35 y 4.36). Una vez separada la hora en dos compo-

nentes seno-coseno, se implementa una normalización en el rango [0,1] para que los

valores de las entradas estén balanceados.

A la hora de realizar el entrenamiento del modelo supervisado, es necesario que
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los datos de entrada que van a formar parte del entrenamiento de la red se encuentren

lo suficientemente balanceados como para no provocar un sobreentrenamiento. Del

mismo modo, existen actividades en la base de datos que se realizan un mayor número

de veces que otras. Por esta razón, se han aplicado las siguientes técnicas para dividir

los datos correctamente en los grupos de entrenamiento, test y validación:

1. Sobremuestreo: Tal y como se ha comentado anteriormente, existen actividades

que se repiten más que otras. Si se realiza un entrenamiento con demasiadas

muestras de la actividad A y muy pocas muestras de la actividad B, el sistema

tiende a generar como salida la actividad A porque la ha visto muchas más

ocasiones. Para corregir esto, se ha elaborado un algoritmo que repite las se-

cuencias completas de ejecución de las actividades con menos apariciones para

que el conjunto de datos de entrenamiento esté balanceado.

2. Compartir datos: A pesar de utilizar la técnica del sobremuestreo, hay acti-

vidades que todav́ıa no proporcionan buenos resultados. Esto se debe a que,

aunque los datos de entrenamiento estén balanceados, muchas de las secuen-

cias son idénticas debido a esta repetición. Para poder contar con una mayor

variedad de casos (es decir, distintas formas de realizar una misma ADL), se ha

elaborado un algoritmo que se encarga de compartir ADL’s entre ambos usua-

rios, para que los conjuntos de entrenamiento de ambos casos tengan mayor

variabilidad de secuencias. Por ejemplo, el usuario 2 ofrece malos resultados

para las siguientes actividades: tareas del hogar, cocinar, cuidado de masco-

ta y leer. Por lo tanto, el algoritmo obtiene diferentes ventanas temporales

del usuario 1 realizando esas ADL’s para aumentar el conjunto de datos de

entrenamiento del usuario 2. Antes de aplicar el algoritmo, la eficacia en el

reconocimiento de estas actividades no superaba el 50 %. Sin embargo, des-

pués de aplicar el algoritmo, todas las ADL’s superaron el 80 % de precisión,

mejorando de esta manera el rendimiento del sistema de monitorización.

En la Figura 4.14 se puede observar un diagrama donde aparece el proceso de

distribución aleatoria del conjunto de datos en subconjuntos de entrenamiento, test

y validación. De la base de datos completa, el conjunto de test se aparta para probar

el rendimiento del sistema ante todas las ADL’s posibles. Los conjuntos de datos
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Figura 4.14: Proceso de distribución aleatoria de base de datos SDHAR-HOME en
conjuntos de datos de entrenamiento, test y validación.

de entrenamiento y validación se separan y se utilizan para que el modelo realice el

aprendizaje de forma realista. De todos estos datos, se separa para cada actividad

las ventanas temporales contiguas correspondientes a esa ADL. Un hecho a tener en

cuenta es que cada actividad tiene una duración determinada, por lo que el número

de ventanas temporales es variable incluso para la misma ADL. Para cada bloque de

actividad completo, se realiza una redistribución aleatoria de sus eventos para evitar

el sobreentrenamiento y mejorar las prestaciones del modelo. Finalmente, para cada

bloque de actividad, se separa una parte al conjunto de datos del entrenamiento y

otra parte al conjunto de datos de validación. De esta manera, para cada ejecución

de un bloque de actividad completa, parte se reparte a entrenamiento y otra parte

a validación, dejando los datos perfectamente balanceados.

En la Figura 4.15 se puede observar un esquema de la arquitectura de red neu-

ronal desarrollada para reconocer las ADL’s de cada usuario. La arquitectura de red

es la misma para ambos usuarios, pero cada usuario cuenta con su propio modelo

entrenado con sus datos correspondientes para obtener un reparto de pesos persona-

lizado. La capa de análisis de series temporales se corresponde con la implementación
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Figura 4.15: Arquitectura de red neuronal basada en capas de análisis de series
temporales para el reconocimiento de ADL’s en viviendas con múltiples residentes.

de los modelos de red estudiados en la Sección 4.1: RNN, LSTM y GRU. De esta

manera, se puede comprobar qué tipo de red funciona mejor para cada usuario. Se

han empleado esta vez 3 capas de dropout debido al alto sobreentrenamiento que

presenta este modelo. Del mismo modo que para los algoritmos en viviendas de un

único residente, se han utilizado capas de normalización por lotes, de división y

unión para mejorar las prestaciones del modelo. También se han separado la pareja

de seno-coseno correspondiente a la hora del resto de datos de los sensores, ya que

el análisis de la caracteŕıstica temporal sólo interesa para este último grupo.

4.3.3. Modelo CVV-SV para viviendas con múltiples usua-

rios

Se ha propuesto realizar un modelo basado en redes neuronales CNN junto con

una técnica conocida como votación por validación cruzada, del inglés Cross Valida-

tion Voting (CVV) [188]. En el esquema del modelo de convolución presentado en la

Figura 4.16, se emplea un modelo simple de convolución 2D. Cada fila de entrada de
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Figura 4.16: Esquema del modelo de convolución propuesto para realizar HAR
utilizando la base de datos SDHAR-HOME.

SDHAR contiene la hora del d́ıa y una ventana temporal de 60 instantes de tiempo

que incluye la información de 35 sensores y 7 balizas. Cada ventana representa un

intervalo de 120 segundos. La separación entre la hora y los datos de los sensores se

realiza mediante una bifurcación de la conexión, dirigiendo la hora hacia las capas

densas del modelo. Se aplica un dropout del 0.2 tanto a los datos de los sensores

como a las balizas, seguido por la aplicación de 100 filtros de convolución 2D con

una dimensión de 60x1. Estos filtros se aplican a nivel de sensor o baliza a lo largo

de los 60 instantes de tiempo. SDHAR considera muestras de 60 instantes de tiempo

separados por 2 segundos para reconocer las actividades (2 minutos para cada activi-

dad). Aunque podŕıa contemplarse la aplicación de filtros de convolución temporales

y multisensor, se considera que la disparidad entre los datos de los sensores y las ba-

lizas hace que carezca de sentido convolucionar datos de naturaleza diversa. Además,

este enfoque repercute en que el procesamiento sea más costoso. Posterior a la capa

de convolución, se aplica otro dropout del 0.2 y se normalizan los datos antes de su

concatenación con los datos de la hora. Los datos de la hora no experimentan ningún

tipo de dropout, dado que son datos fijos sin perturbación. Finalmente, a través de
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Figura 4.17: Esquema del modelo CVV propuesto para clasificar las ADL’s del
sistema HAR combinado con CNN.

una capa densa de 128 neuronas, una activación ReLU y una capa de clasificación con

activación softmax, se obtiene la actividad inferida. Los 100 filtros se aplican sobre

una matriz de tamaño 60x42 (60 instantes de tiempo por (35 sensores + 7 balizas)).

Algunos enfoques alternativos sugieren el empleo de múltiples capas de convolución

entrelazadas con capas de pooling. Sin embargo, en el modelo planteado, se propone

una idea más simple que convoluciona toda la secuencia temporal y contribuye a

mejorar los resultados en comparación con el modelo base basado en GRU y LSTM

bidireccional.

Los métodos convencionales de aprendizaje supervisado optan por seleccionar

conjuntos aleatorios de datos para entrenar múltiples modelos, cada uno con mues-

tras diversas. Esta estrategia tiende a obviar la inclusión de conjuntos de validación,

una preocupación creciente en el ámbito de las redes neuronales, donde las técni-

cas de early-stopping permiten detener el entrenamiento antes de que la pérdida de

validación se dispare. El método CVV, en cambio, hace uso de todos los datos dispo-

nibles para entrenar cada modelo, variando únicamente la selección de los elementos

de validación. Este enfoque garantiza que no se desperdicien muestras durante el
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entrenamiento de los modelos individuales. Además, puede aplicarse a una variedad

de clasificadores, como redes neuronales, SVM [189] y métodos de boosting [190]. En

la Figura 4.17 se muestra la técnica empleada para implementar el enfoque CVV,

que implica la aleatorización previa de los datos y la selección de k conjuntos de

validación distintos. Los datos restantes de cada conjunto se utilizan para el entre-

namiento. Luego, se entrenan los k modelos idénticos con cada par de conjuntos de

entrenamiento y validación. Finalmente, la predicción se realiza a través de técnicas

de votación aplicadas a los modelos seleccionados. Este esquema de distribución de

datos en diferentes conjuntos de validación, similar a la validación cruzada, facilita el

entrenamiento del modelo con diversos conjuntos de entrenamiento, mejorando aśı su

capacidad para generalizar a diferentes escenarios. Una vez entrenados los modelos

con cada par de conjuntos de entrenamiento y validación, se combinan utilizando

técnicas de votación clásicas. En este caso, se ha optado por un método de votación

suave.

Sea τ el conjunto de todas las muestras del conjunto de datos de entrenamiento

completo. Se denota por Ti y Vi los conjuntos de entrenamiento y validación co-

rrespondientes al slot i. Estos conjuntos deben cumplir con las Ecuaciones 4.38 a

4.43.

τ =
k⋃

i=1

Ti (4.38)

k⋂
i=1

Ti = ∅ (4.39)

τ =
k⋃

i=1

Vi (4.40)

k⋂
i=1

Vi = ∅ (4.41)

[τ = Ti ∪ Vi]∀i ∈ k (4.42)
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[Ti ∩ Vi = ∅]∀i ∈ k (4.43)

Por lo tanto, los elementos del slot i son aquellos utilizados por todos los otros

slots en validación, como se muestra en la Ecuación 4.44.[
Ti =

k⋃
j=1

Vj:j ̸=i

]
∀i ∈ k (4.44)

Por último, se procede a entrenar k modelos de idéntica naturaleza, cada uno

utilizando su respectivo par de slots de entrenamiento y validación. Posteriormente,

se realiza la predicción mediante técnicas de votación suave aplicadas a los modelos

seleccionados. Este enfoque permite al modelo generalizar eficazmente ante diversas

situaciones. Sea k el número de clasificadores, cada uno asociado con su correspon-

diente slot de validación. Para una muestra de entrada, x, el vector de probabilidades

de salida dado por el clasificador i se representa como
−−→
pi(x). Este vector está com-

puesto por las probabilidades, pij(x), que indica la probabilidad de que una muestra

x pertenezca a la clase j según el clasificador i. −→c representa el vector de etiquetas,

una por cada clase posible: {c1, c2, ..., cN}. En la Ecuación 4.45, el voto suave se ob-

tiene acumulando las probabilidades de salida de cada clase j. wi es un peso asociado

a cada clasificador i, y en este caso, 1
k
. La función argmax devuelve la posición de

la clase con mayor probabilidad acumulada.

S(x) = cargjmax
∑k

i=1 wi·pij(x) (4.45)

4.3.4. Modelo transformador para viviendas con múltiples

usuarios

Se ha propuesto también un modelo de red neuronal transformers utilizando los

datos de SDHAR-HOME (Figura 4.18).

Si se considera que cada valor del sensor y/o posición se codifica de manera es-

pećıfica, y que la entrada del modelo es una matriz de valores de los sensores y datos

de posicionamiento, el primer paso del modelo transformador es recodificar la secuen-

cia de estos valores a un espacio de queries (Q), keys (K) y values (V ). Las consultas
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Figura 4.18: Arquitectura propuesta mediante la aplicación de modelos de redes
neuronales transformer basados en capas de múltiples cabezas de atención.
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se obtienen t́ıpicamente mediante una transformación lineal de los datos de entrada.

Se han explorado cuatro configuraciones distintas, incluyendo además del lineal, el

mapeo mediante recurrencia LSTM y GRU, aśı como el uso de CNN. Por ejemplo,

en el procesamiento del lenguaje natural, las consultas pueden ser representaciones

de palabras proyectadas a un espacio espećıfico, mientras que en la detección de

actividades a partir de datos de sensores, las consultas pueden ser caracteŕısticas

extráıdas de los datos de sensores en cada instante de tiempo [191].

Se genera un vector de “embedding” en cada instante de tiempo que representa

la dimensión de la representación de cada sensor/dato de posicionamiento en la

secuencia. Este espacio de “embedding” se corresponde con la posición en la que los

datos de cada sensor son proyectados antes de pasar por el modelo.

Cada conjunto de valores de los sensores y datos de posicionamiento en un ins-

tante de tiempo se convierte en un nuevo vector de entrada para la capa de atención,

equivalente a las queries (Q), keys (K) y values (V ). Luego, el mecanismo de aten-

ción considera cada valor en la secuencia como una representación de los elementos

de Q, K y V . Se realiza una multiplicación matricial entre las queries y las keys para

medir la similitud, seguida de una normalización mediante una función softmax para

obtener los pesos de atención. Estos pesos se utilizan para combinar linealmente los

valores correspondientes a las keys, generando la salida final de la capa de atención.

Cuando se utiliza atención multi-cabeza, el proceso se repite para diferentes ma-

peos de Q, K y V , variando la transformación lineal de entrada con diferentes pesos.

La salida de las capas de atención se concatena y se conecta con la capa de clasifica-

ción, generalmente una capa completamente conectada (FC). Al encadenar múltiples

capas del transformador, cada capa aprende representaciones progresivamente más

complejas de los datos, permitiendo capturar patrones más sutiles y contextos más

largos en los datos de entrada.

4.3.5. Modelo HMM combinatorio para viviendas con múlti-

ples usuarios

Se ha diseñado un método de aprendizaje no supervisado para no tener que nece-

sitar los datos etiquetados para elaborar los algoritmos de reconocimiento de ADL’s.

Por esta razón, se ha elaborado un modelo basado en HMM’s para cada usuario
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que se ejecutan en paralelo y funcionan también en tiempo real. Estos modelos no

necesitan ningún tipo de muestreo, ya que a medida que el sistema va recopilando

las señales de los sensores, van entrando al modelo para realizar predicciones de ac-

tividades. Un aspecto muy importante a tener en cuenta para utilizar HMM’s es la

naturaleza de las señales de los sensores. Por esta razón, las señales de los sensores

no intrusivos se han categorizado dentro de dos grupos:

1. Sensores de evento: Estos sensores se encargan de proporcionar información

sobre los distintos eventos directos que ocurren dentro de la vivienda. Es decir,

se corresponden con las señales inherentes a acciones. Por ejemplo, un even-

to puede ser la apertura del frigoŕıfico, vibración en la cama o movimiento

en el dormitorio. Por lo tanto, los sensores que pertenecen a este grupo son:

presencia, vibración y contacto.

2. Sensores ambientales: Estos sensores proporcionan información de las condi-

ciones de la vivienda en un momento dado. Por ejemplo, si la televisión esta

encendida o si la temperatura de la cocina ha aumentado por encima de un

cierto valor. Estos hechos no son causa directa de que un usuario está rea-

lizando una acción, ya que la televisión puede estar encendida pero nadie la

está viendo. Esta información es necesario que vaya acompañada de una señal

proporcionada por un sensor de evento. En el ejemplo comentado, además del

consumo, es necesario detectar presencia en el salón o vibración en el sofá para

deducir que el usuario está viendo la televisión. Los sensores que pertenecen a

este grupo son los siguientes: temperatura, humedad, iluminación y consumo.

De esta división en dos subgrupos se puede deducir que, dentro de los HMM’s,

los sensores que influyen en la matriz de emisión B son los sensores de evento. Sin

embargo, para poder parametrizar la influencia de los sensores ambientales, se ha

creado una matriz denominada Matriz Ambiental C:

C =


c1(1) c1(2) c1(3) ... c1(E)

c2(1) c2(2) c2(3) ... c2(E)

c3(1) c3(2) c3(3) ... c3(E)

... ... ... ... ...

cN(1) cN(2) cN(3) ... cN(E)

 (4.46)
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La estructura de la matriz C se puede ver en la Ecuación 4.46. Se trata de una

matriz de dimensiones NxE, donde N se corresponde con el número total de estados

ocultos (ADL’s) del HMM y E es el número total de sensores ambientales. De esta

manera se encuentra distribuido el peso de influencia de cada sensor ambiental a

cada ADL.

Con respecto a la información proporcionada por el sistema de localización de

usuarios, se puede deducir que existe ruido en las señales que puede provocar fallos

en el sistema. Esto se debe a la precisión que se puede alcanzar mediante las señales

BLE, ya que son sensibles a paredes, obstáculos en movimiento o posible ruido elec-

tromagnético provocado por los electrodomésticos de la vivienda. Esto puede provo-

car que el sistema informe sobre transiciones entre habitaciones sin que el usuario

realice ningún movimiento. De este comportamiento se pueden extraer las siguientes

conclusiones: es imposible realizar la transición entre dos habitaciones que no estén

conectadas entre śı y es imposible moverse entre estancias sin que los sensores PIR

detecten presencia. Por todo esto, se ha desarrollado otro HMM independiente al de

las ADL’s que se encarga de filtrar las transiciones entre estancias para cada usuario.

En este HMM, los estados ocultos se corresponden con cada una de las 7 estancias

que componen la vivienda de SDHAR-HOME.

En la Figura 4.19 se puede observar un esquema de la morfoloǵıa de la vivienda

de SHDAR-HOME y sus posibles transiciones. Se puede ver que es imposible rea-

lizar una transición entre estancias sin pasar antes por el pasillo. Este hecho va a

condicionar los valores de la matriz de transición A del HMM de localizaciones, ya

que los valores de las transiciones imposibles son cercanos a 0 (por ejemplo, pasar

del estudio a la cocina sin pasar por el pasillo). Con respecto a la matriz de emisión

B, las observaciones se corresponden con la información de los sensores PIR de la

instalación y los valores proporcionados por las balizas BLE.

En la Figura 4.20 se puede observar la estructura del HMM para la localización

de usuarios en interiores. La Figura 4.20a muestra las posibles transiciones entre las

diferentes estancias de la vivienda (relaciones de matriz A), mientras que la Figura

4.20b indica la relación entre la cadena de estados ocultos con un ejemplo de posibles

observaciones del sistema. Los nodos correspondientes a los sensores PIR se marcan

en amarillo, mientras que los nodos correspondientes a la información de las balizas se

97



BAÑO

DORMITORIO ESTUDIO

SALÓN COCINA

PASILLO

FUERA DE CASA
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muestra en color azul y los estados ocultos (estancias de la vivienda) están marcadas

en verde.

Una vez que se considera que la información de la posición de los usuarios en la

vivienda está filtrada y es precisa, se puede definir una nueva matriz que relacione

cada una de las estancias con la posible actividad que se puede llevar a cabo. Por

ejemplo, es muy poco probable que una persona esté comiendo en el baño, y la

probabilidad es mayor si se encuentra en la cocina. Por esta razón, se ha creado la

matriz M :

M =


m1(1) m1(2) m1(3) ... m1(R)

m2(1) m2(2) m2(3) ... m2(R)

m3(1) m3(2) m3(3) ... m3(R)

... ... ... ... ...

mN(1) mN(2) mN(3) ... mN(R)

 (4.47)

En la Ecuación 4.47 se puede observar el formato de la matriz M . Esta matriz

tiene unas dimensiones de NxR, donde R es el número de posibles estancias de la

vivienda mientras que N es el número de estados ocultos del HMM, en este caso, las

ADL’s.

En la Figura 4.21 se puede observar la estructura del HMM encargado de realizar

el reconocimiento de las ADL’s en viviendas con múltiples usuarios. Es necesario

recalcar que cada usuario tiene su modelo propio y personalizado. En la Figura 4.21a

se muestra un ejemplo de las posibles ADL’s que el sistema es capaz de detectar y

la relación entre ellas (matriz A), mientras que la Figura 4.21b muestra la relación

de las ADL’s con las señales proporcionadas por la red de sensores no intrusivos. En

este caso, se muestra en color verde las posibles ADL’s a detectar y en color amarillo

los nodos correspondientes a los sensores.

Los algoritmos correspondientes a los métodos de aprendizaje no supervisado

(explicado en la Sección 4.2) escogidos para realizar las predicciones están basados

en los algoritmos de propagación y retro propagación comentados en la Sección 4.2.3.

Se ha realizado esta elección debido a que son algoritmos en los que se pueden imple-

mentar nuevas funcionalidades. Por ejemplo, para el HMM encargado de detectar la

posición de los usuarios de la casa, se han empleado algoritmos de propagación (ver
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Figura 4.21: Algoritmo basado en HMM para la detección de ADL’s en viviendas
con múltiples usuarios.

Algoritmo 1). Sin embargo, para el HMM encargado de detectar las ADL’s, se ha

utilizado un algoritmo de retro propagación pero se han implementado una serie de

cambios al algoritmo de propagación para poder incorporar los sensores ambientales

(ver Algoritmo 4).

Se ha llevado a cabo un estudio para comprobar las ADL’s que se realizan de

forma simultánea por ambos usuarios. De este estudio se puede deducir que existen

ADL’s cuya probabilidad de realización de forma conjunta es más alta. Por ejemplo,

se ha podido ver que si el usuario 1 se encuentra durmiendo, es muy probable que

el usuario 2 también esté durmiendo. Del mismo modo ocurre con la actividad de

comer, ya que ambos usuarios comen juntos. Por esta razón, se ha implementado

una nueva matriz R que relaciona las ADL’s de ambos usuarios y refuerza el modelo

(ver Ecuación 4.48).
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Algorithm 4 Algoritmo de propagación con sensores ambientales

Entradas: HMM, secuencia de observaciones O = o1...oT y secuencia de sensores
ambientales E = e1...eT

Salidas: αt(si) = P (Xt = sj, O,E) ∀ si
1: if t = 1 then
2: α1(si) = bi(o1) · πi, i ∈ [1, n]
3: else
4: for k = 2 to t do
5: for j = 1 to n do
6: αk(sj) = bj(ok)

∑n
i=1(aij · αk−1(sj))

7: if ek ̸= 0 then
8: αk(sj) = cj(ek) · αk(sj)
9: end if
10: end for
11: end for
12: end if
13: return αt(si), i ∈ [1, n]

R =


r1(1) r1(2) r1(3) ... r1(N2)

r2(1) r2(2) r2(3) ... r2(N2)

r3(1) r3(2) r3(3) ... r3(N2)

... ... ... ... ...

rN1(1) rN1(2) rN1(3) ... rN1(N2)

 (4.48)

γ(U1) = R · (αi(U2) · βi(U2) · δi(U2)) (4.49)

La Ecuación 4.49 muestra cómo se puede calcular el parámetro γ, el cuál se utiliza

para recoger la salida del otro usuario con el fin de aplicar este valor en el motor de

inferencia del usuario analizado.

Finalmente, una vez que se conocen todos los parámetros del modelo (α, β, δ y

γ) para cada usuario, se puede obtener el vector de probabilidades de realización de

ADL’s para un instante t:

ACT (si) = α(si) · β(si) · γ(si) · δ(si) (4.50)

En la Ecuación 4.50 se puede observar el funcionamiento del proceso o motor
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Figura 4.22: Arquitectura de modelo de aprendizaje no supervisado basado en
HMM’s para el reconocimiento de ADL’s en viviendas con múltiples residentes.

de inferencia. El resultado ACT (si) se corresponde con un vector de probabilidades,

cuya ADL más probable se corresponde con la componente del vector más alta. Como

es lógico, todas las probabilidades del vector suman 1.

4.3.6. Modelo HMM jerárquico para viviendas con múltiples

usuarios

En la Figura 4.22 se puede observar un esquema general de la arquitectura gene-

rada para realizar HAR en viviendas con múltiples residentes utilizando métodos de

aprendizaje no supervisado. En el diagrama se pueden ver los dos HMM’s implemen-

tados: en la parte de la izquierda (HMM HAR) se encuentra el modelo encargado de

detectar las ADL’s, mientras que en la parte derecha (HMM LOCALIZACIONES) se

encuentra el modelo encargado de localizar a los usuarios en la vivienda. Se puede ver

que HMM HAR está compuesto de algoritmos de propagación y retro propagación,

mientras que HMM LOCALIZACIONES sólo tiene etapa de propagación. Cada uno

de los HMM cuenta con sus propias matrices internas. Las entradas del algoritmo de
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Figura 4.23: Modelo de HMMs jerárquico empleado en los despliegues del sistema
de reconocimiento de actividades en hogares reales.

propagación de HMM HAR son: estado de las ADL’s en el instante t− 1, señal pro-

porcionada por sensor de evento y estado de sensores ambientales. Sin embargo, en

la etapa de retro propagación, las entradas son las señales de los sensores de eventos

en los instantes t + 1 y t + 2. Las entradas del algoritmo de propagación de HMM

LOCALIZACIONES son: la información de las balizas BLE y los eventos de los PIR

(todo ello acompañado de la posición del usuario en el instante t − 1). Todas las

salidas se multiplican en el bloque de inferencia para obtener la ADL más probable

en el instante t.

Para realizar los despliegues del sistema de reconocimiento de actividades en

hogares reales, es necesario tener en cuenta que la topoloǵıa de la vivienda y su

número de estancias son parámetros muy variables. Además, los usuarios pueden

rechazar el uso de las pulseras de actividad y sus hábitos de mantenimiento, como la

necesidad de carga de los dispositivos. Estas desventajas pueden ocasionar que los

despliegues de los sistemas de localización basados en balizas en las viviendas sean

un problema. Por esta razón, se ha elaborado un modelo jerárquico basado en HMMs
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con dos etapas secuenciales, tal y como se puede ver en la Figura 4.23. Estas etapas

secuenciales son las siguientes:

HMM salas: Este modelo se corresponde con la parte superior del diagrama. En

este modelo, cada uno de los estados ocultos si se corresponde con las posibles

salas que componen la vivienda. Para esta parte del modelo, las observaciones

ok se corresponden con las señales proporcionadas por los diferentes sensores

de evento con los que cuenta la instalación (PIR, contacto y vibración). En

este caso, no se tienen en cuenta los sensores ambientales, ya que no pueden

desencadenar un cambio de estancia por ellos mismos. Por ejemplo, puede

estar la televisión encendida, pero el usuario puede estar en cualquier parte

de la casa. En cambio, si se detecta la apertura de una puerta, se sabe con

seguridad que el usuario se encuentra en dicha estancia. Los parámetros aij se

corresponden con los valores de las matrices de transición del modelo.

HMM actividades: Este modelo se corresponde con la parte inferior del dia-

grama. Los estados ocultos sii se corresponden con las diferentes ADL’s que

el usuario puede realizar en la sala si en la que se encuentra. En este caso,

las observaciones oik se corresponden con las señales proporcionadas por los

sensores de eventos que se encuentran en esa estancia. A la hora de realizar la

detección de actividad, las señales de los sensores ambientales se integran en

el Algoritmo 4 del mismo modo que se explicó para el modelo HMM anterior.
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Caṕıtulo 5

Ecosistema de inteligencia

ambiental para el reconocimiento

de actividades de personas

mayores

En el presente caṕıtulo se aborda el ecosistema de inteligencia ambiental plan-

teado para el cuidado de personas mayores en sus domicilios, aśı como el método de

aplicación del sistema de reconocimiento de actividades desarrollado en la presente

tesis. En primer lugar, se analizan distintas soluciones aplicadas al cuidado de per-

sonas mayores mediante robótica social (Sección 5.1). A continuación, en la Sección

5.2, se detalla la arquitectura elaborada para recoger, tratar y utilizar la información

de la vivienda en la que reside el usuario. Por último, en la Sección 5.3, se expo-

nen las diferentes herramientas y soluciones elaboradas para prestar servicios a los

residentes.
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5.1. Robótica social aplicada al cuidado de perso-

nas mayores

Integrar la robótica en el cuidado de personas mayores responde a una necesidad

creciente en España y en gran parte de Europa. A medida que la población envejece,

surgen desaf́ıos significativos en la atención y el bienestar de las personas mayores.

En primer lugar, el aumento de la longevidad conlleva una mayor incidencia de enfer-

medades crónicas y discapacidades relacionadas con la edad, lo que puede dificultar

la realización de actividades diarias y aumentar la dependencia de la asistencia ex-

terna. La robótica ofrece soluciones prácticas para ayudar a las personas mayores

a mantener su autonomı́a y calidad de vida, al proporcionar apoyo en tareas coti-

dianas, supervisar la salud y fomentar un estilo de vida activo [192]. Además, los

cambios demográficos también están generando una creciente demanda de cuidado-

res, lo que puede llevar a una escasez de recursos humanos capacitados en el cuidado

de personas mayores. Los robots pueden complementar el trabajo de los cuidadores

humanos, brindando asistencia constante y reduciendo la carga de trabajo, lo que

permite una distribución más eficiente de los recursos disponibles [193].

Otro aspecto importante es el bienestar emocional y social de las personas mayo-

res. El aislamiento social y la soledad son problemas comunes entre esta población,

especialmente en comunidades donde la movilidad puede estar limitada. Los robots

sociales ofrecen compañ́ıa, interacción y entretenimiento, ayudando a mitigar la sen-

sación de soledad y mejorar el bienestar emocional al mantener conexiones sociales

significativas [194].

La aplicación de la robótica social en el cuidado de personas mayores abarca di-

versas áreas, cada una diseñada para abordar necesidades espećıficas y mejorar la

calidad de vida de este grupo demográfico. Los robots de asistencia personal, como el

reconocido robot Paro, ofrecen compañ́ıa terapéutica y ayuda en tareas diarias, que

van desde recordatorios de medicamentos hasta asistencia en la movilidad [195]. Por

otro lado, los robots de telepresencia permiten la interacción remota, facilitando la

comunicación con familiares, amigos o personal médico, lo que ha demostrado reducir

los sentimientos de soledad y mejorar el bienestar emocional [196]. El robot Pepper se

ha utilizado en diversos estudios para comprobar su compatibilidad con las personas
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Figura 5.1: Robot social Pepper interactuando con usuarios de la residencia Lacort
en Viana de Cega (Valladolid).

mayores debido a su apariencia y funcionalidad [197]. En [7], los autores han probado

la compatibilidad de este robot en un entorno real, concretamente en una residencia

de mayores durante un largo periodo de tiempo, obteniendo como resultado la utili-

dad del robot para mantener activa las habilidades f́ısicas y cognitivas de los usuarios

de la residencia. Además, en este proyecto, los autores también proponen utilizar el

robot para combatir la soledad, implementando funcionalidades centradas en el ocio

y entretenimiento [198]. En la Figura 5.1 se pueden observar una serie de imágenes en

las que el robot social Pepper interactúa con los usuarios de la residencia. Además,

existen robots diseñados espećıficamente para el entrenamiento f́ısico, guiando a las

personas mayores a través de ejercicios y proporcionando retroalimentación sobre

la técnica, promoviendo aśı un estilo de vida activo y saludable [199]. Los robots

de compañ́ıa y entretenimiento ofrecen caracteŕısticas como conversación, reproduc-

ción de música y juegos, contribuyendo a la reducción del aislamiento social y a la

promoción del bienestar emocional [200]. Por otra parte, los robots de monitoreo

de salud supervisan constantemente el bienestar f́ısico, detectando cáıdas, midiendo

signos vitales y proporcionando alertas tempranas en caso de emergencias médicas

[201]. Finalmente, los robots de aprendizaje y adaptación utilizan algoritmos de in-

teligencia artificial para personalizar las interacciones y servicios de acuerdo con las

necesidades y preferencias individuales de las personas mayores, contribuyendo aśı a

una experiencia de cuidado más personalizada y efectiva [202].

Estos avances en la robótica social están transformando la provisión de cuidados

para personas mayores, ofreciendo soluciones innovadoras para promover su bienestar

f́ısico, emocional y social [203]. Se ha demostrado que la interacción humano-robot

puede impactar positivamente en la función cognitiva, el bienestar emocional y la
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Figura 5.2: Diagrama de la arquitectura propuesta para el ecosistema de
inteligencia ambiental para el cuidado de personas mayores.

calidad de vida general entre las personas mayores [204]. Al aprovechar los robots

sociales junto con sistemas avanzados de reconocimiento de actividad, los cuidadores

pueden proporcionar un cuidado más personalizado y adaptado a las necesidades y

preferencias únicas de cada individuo [205].

5.2. Arquitectura propuesta para el ecosistema de

inteligencia ambiental

Se ha propuesto una arquitectura genérica para desplegar el ecosistema de in-

teligencia ambiental en los domicilios de las personas mayores que viven solas. El

diagrama de la arquitectura propuesta se puede comprobar en la Figura 5.2. A con-

tinuación, se van a detallar cada uno de los componentes de la arquitectura, aśı como

su función dentro del sistema:

Red de sensores no intrusivos: Dispositivos encargados de recopilar la informa-

ción y señales necesarias para que el módulo HAR detecte con precisión las
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ADL’s realizadas por el usuario. Estos sensores se han analizado en el Caṕıtulo

3.

Pulseras de actividad: Este es el dispositivo encargado de recopilar información

relacionada con el usuario. Este dispositivo permite el monitoreo en tiempo

real de la salud del usuario, proporcionando detalles sobre patrones de sueño,

conteo de pasos y parámetros médicos como la frecuencia card́ıaca o los niveles

de ox́ıgeno en la sangre. Del mismo modo que ocurre con la red de sensores no

intrusivos, estos dispositivos se han analizado en el Caṕıtulo 3.

Robot social: Se ha desarrollado una solución basada en un robot social para

apoyar a los usuarios y mejorar su seguridad al recopilar información más allá

de las capacidades de los sensores no intrusivos. Se han desarrollado las siguien-

tes funcionalidades: entablar diálogos, hacer videollamadas con cuidadores y/o

familiares, buscar al usuario por toda la casa en caso de emergencia, propor-

cionar juegos y ejercicios para la estimulación cognitiva y ofrecer información

sobre noticias o el tiempo. Estas caracteŕısticas tienen como objetivo aliviar la

sensación de soledad del usuario. El robot cuenta con capacidades de navega-

ción dentro de la vivienda, reconocimiento facial, seguimiento de usuarios y la

capacidad de entablar conversaciones fluidas con el usuario. Se ha desarrollado

una aplicación para el robot, que incorpora varios servicios como juegos de

memoria y adivinanzas, ejercicios mentales y f́ısicos, videoconferencias con cui-

dadores o familiares e interacción con ChatGPT proporcionando información

adicional sobre cualquier tema que el usuario consulte. La aplicación cuenta

con una interfaz amigable para el usuario con caracteres grandes diseñados

para personas mayores. También incluye una cara virtual que interactúa con

los usuarios respondiendo a una frase de despertar personalizada. Esta interfaz

permite a los residentes interactuar con el robot tanto a través de la pantalla

táctil como mediante comandos de voz.

Concentrador de señales: El dispositivo “siguiente unidad de computación”(NUC,

del inglés Next Unit of Computing) que supervisa los componentes del sistema

de inteligencia ambiental es responsable de coordinar las comunicaciones entre

varios elementos. No solo recopila señales de sensores, sino que también realiza

109



la detección de ADL y anomaĺıas. Además, gestiona tareas como almacenar y

actualizar configuraciones del sistema. Este componente está conectado a un

servidor externo fuera de la residencia.

Servidor: El servidor en la nube es responsable de almacenar datos históricos

del sistema de inteligencia ambiental, incluyendo ADL’s, anomaĺıas y señales

de sensores, entre otra información. Además, el servidor se comunica con el

NUC para enviar comandos y recuperar información de usuario en tiempo real

para verificación de cuidadores o familiares. El servidor también alberga una

aplicación web para interactuar con los diferentes elementos de la solución.

Los componentes descritos son sistemas heterogéneos, y lograr una coordina-

ción sin problemas entre ellos plantea una tarea desafiante. Todas las aplicaciones

dentro del sistema desarrollado se han implementado como contenedores Docker in-

terconectados e independientes. Dentro del NUC, se ha implementado un módulo

Zigbee2MQTT para recopilar y analizar señales Zigbee de sensores no intrusivos,

convirtiéndolas en mensajes MQTT a través de un dispositivo hardware ConBee

II. Estos mensajes, junto con la información emitida por los smartbands, son reco-

pilados por un broker Mosquitto. Este broker está conectado al broker Mosquitto

del servidor a través de una comunicación de puente, replicando todas las señales

de la casa dentro del servidor. El robot social se comunica con el sistema a través

de mensajes MQTT bidireccionales. La información del sistema es procesada por el

módulo de inteligencia ambiental, que consiste en el sistema HAR, detector de ano-

maĺıas y módulo cognitivo responsable de ejecutar acciones, como dirigir al robot a

áreas espećıficas o activar alarmas y notificaciones. El NUC también incorpora una

base de datos MySQL para almacenar temporalmente información del sistema y su

configuración. Se incluye Home Assistant para el manejo de los dispositivos, flujos

de comunicación y automatizaciones locales. Además de los contenedores Docker, se

ha empleado otro conjunto de servicios, como la integración con dispositivos Alexa y

un servicio de Tunelización SSH . Para que los sistemas externos se comuniquen con

el sistema local, seŕıa necesario un puerto de acceso abierto en el router doméstico.

Sin embargo, esto plantea un desaf́ıo de replicabilidad debido a las variaciones en los

tipos de routers y las posibles dificultades para abrir puertos de inmediato, especial-

mente con proveedores de Internet que utilizan CG-NAT para compartir direcciones
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IP entre múltiples clientes. El servicio de Tunelización SSH facilita la comunicación

bidireccional desde el NUC local hasta el servidor. En consecuencia, solo es necesario

abrir el puerto en el servidor (donde se tiene control total), lo que permite que cual-

quier dispositivo se conecte al servidor como pasarela. Este enfoque proporciona un

medio seguro y controlado de interacción con el sistema. El servidor también incorpo-

ra contenedores Docker que alojan complementos como Telegraf. El agente Telegraf

se suscribe a mensajes MQTT del broker Mosquitto, almacenando la información en

una base de datos InfluxDB. Esta base de datos almacena registros históricos de la

solución. Una base de datos MySQL es responsable de almacenar configuraciones y

parámetros de la solución. Finalmente, el complemento NGINX aloja la aplicación

web para interactuar con el sistema.

Existen arquitecturas que también están orientadas a la integración de ecosis-

temas de inteligencia ambientales. En [206], los autores proponen una arquitectura

multi-agente aplicada a un sistema de inteligencia ambiental orientada a la combi-

nación de servicios independientes. Una de las ventajas que ofrece esta arquitectura

es que se puede comunicar de forma transparente entre diferentes equipos hardware

y software, asegurando el env́ıo y la recepción de los mensajes. Los autores han de-

nominado a esta arquitectura como FUSION@ (Flexible and User Services Oriented

Multi-agent Architecture). La arquitectura permite alojar servicios generados me-

diante diferentes lenguajes de programación, como C/C++ o JavaScript, y el pro-

tocolo de comunicación que utiliza de forma predeterminada es el SOAP (protocolo

simple de acceso a objetos, del inglés Simple Object Access Protocol). Sin embargo,

una de las debilidades que presenta la arquitectura es que no permite la integración

del lenguaje Python, el cual se está extendiendo cada vez más desde los últimos años.

Otra debilidad con la que cuenta la arquitectura es que no permite la recepción de

mensajes MQTT, protocolo cada vez más utilizado para el env́ıo de datos de sensores

en el ámbito del IoT. En [207], los autores proponen otra arquitectura para imple-

mentar una red de sensores en la que un teléfono móvil actúa como un nodo central

que hospeda las aplicaciones del sistema y se conecta con los sensores. Los autores

han denominado a la arquitectura con el nombre de MIMOSA. Esta arquitectura

permite la comunicación Bluetooth y Wibree con diferentes elementos hardware, y

se comunica con un servidor alojado en la nube mediante protocolo GPRS (servi-
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cio general de paquetes v́ıa radio, del inglés General Packet Radio Service) para

interactuar con servicios remotos. Sin embargo, una de las debilidades de esta arqui-

tectura es que no permite la comunicación con los robots sociales actuales, ya que

no todos cuentan con protocolo de comunicación Bluetooth. Además, este método

de comunicación exige cercańıa con el dispositivo, por lo que limita en gran medida

su aplicación. Por último, en [208], los autores han generado una arquitectura co-

nocida como HYDRA. Esta arquitectura permite el desarrollo de servicios genéricos

independientes basados en protocolos abiertos. Del mismo modo que FUSION@, esta

arquitectura implementa el protocolo de comunicación SOAP entre los diferentes ser-

vicios que componen la solución. La arquitectura HYDRA cuenta con las siguientes

capas independientes: aplicación, sistema operativo, comunicación y aplicación. Per-

mite la integración de señales Zigbee, Bluetooth y WiFi, lo que supone una ventaja

para la integración de dispositivos IoT modernos, como los sensores empleados en la

presente tesis. Además, los autores especifican que está especialmente diseñada para

la integración en soluciones domóticas, o soluciones relacionadas con el ámbito de la

salud y la agricultura. Sin embargo, la principal desventaja que presenta HYDRA es

su integración en hogares que cuenten con CG-NAT, lo que dificulta su despliegue

en multitud de hogares en la región española.

5.3. Soluciones elaboradas para la interacción con

el usuario final

En la Figura 5.3 se puede visualizar los tres módulos que componen el sistema

de inteligencia ambiental que aportan funcionalidad a la solución: el módulo HAR,

el módulo de métricas y anomaĺıas y el sistema cognitivo.

Se ha desarrollado un módulo para detectar métricas y anomaĺıas basado en los

eventos recopilados por la red de sensores no intrusivos y las ADL’s detectadas por el

sistema HAR. En situaciones de emergencia, como la necesidad de atención médica

urgente, se activa la incidencia “Emergencia”. Esta métrica monitoriza el tiempo

transcurrido desde el último evento recogido por el ecosistema de inteligencia am-

biental y la sala en la que se encuentra el usuario, verificando la situación con el

robot y notificando a la familia o cuidador para que tomen medidas inmediatas.
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RED SENSORES
NO INTRUSIVOS

MÓDULO HAR

MÓDULO 
MÉTRICAS Y 
ANOMALÍAS

SISTEMA 
COGNITIVO

ACTUADORES

Figura 5.3: Componentes del sistema de inteligencia ambiental: módulo HAR,
módulo de métricas y anomaĺıas y sistema cognitivo.

Cuando el usuario sale de casa, se activa la incidencia “Fuera de Casa” y se registra

la duración de su ausencia. Si esta salida ocurre durante la noche, por ejemplo, se

comunica de inmediato a la familia o cuidador. La incidencia “Inactividad Prolon-

gada” detecta peŕıodos prolongados de inactividad del usuario junto con su última

ubicación conocida. Tras detectarlo, el robot verifica la situación y alerta a la familia

o cuidador, garantizando el bienestar del usuario y promoviendo la acción necesaria.

Para el cumplimiento de las pautas de medicación, la incidencia “No Toma Medica-

ción” registra el tiempo desde la última toma de medicinas. Recordatorios del robot

o de Alexa instan al usuario a seguir su horario de medicación, asegurando aśı un

tratamiento consistente. Cualquier deambulación nocturna anormal o interacciones

con sensores de presencia activan la incidencia “Deambulación Nocturna”, que noti-

fica de inmediato a la familia o cuidador para asegurar la seguridad y el bienestar del

usuario. La televisión se monitoriza a través de la incidencia “Viendo TV”, que re-

gistra los tiempos de visualización durante el d́ıa. Después de peŕıodos prolongados,

el robot recuerda al usuario que se ponga de pie y se estire, promoviendo la actividad

f́ısica. La incidencia “Sueño” monitoriza la duración del sueño, la hora de acostarse
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y despertarse. Cada mañana, el robot saluda al usuario, registra la calidad del sueño

y alerta a la familia o cuidador de cualquier anomaĺıa. Finalmente, la incidencia

“Comer” registra la frecuencia de las comidas, la duración y las horas de inicio. El

robot promueve hábitos alimenticios saludables y las notificaciones aseguran que la

familia o cuidador esté informado de cualquier preocupación nutricional. Todas las

incidencias y métricas se encuentran recogidas en la Tabla 5.1.

Este módulo también recopila registros históricos de las ADL realizadas por el

usuario, lo que permite establecer estad́ısticas basadas en el peŕıodo de tiempo elegi-

do. Para la familia/cuidador, es importante conocer los patrones de sueño del usuario

a lo largo de la semana, cuántas veces ha comido en un d́ıa espećıfico, o evaluar el

número de interacciones con ejercicios propuestos por el robot durante un mes.

El sistema cognitivo se encarga de recoger las ADL detectadas por el módulo

HAR y las métricas y anomaĺıas descritas anteriormente. Con esta información, este

módulo establece una serie de reglas para actuar con el ambiente. Entre las posibles

acciones, se incluyen: interacciones con el robot social, intervenciones con el hogar

(por ejemplo, encender o apagar luces, subir o bajar persianas, etc), y notificar a la

aplicación web la información que el usuario solicite.

La arquitectura generada en la presente tesis doctoral está diseñada para generar

alarmas e interacciones con el usuario a través del robot social. Para ello, se ha ge-

nerado una aplicación en el robot que ofrece diferentes funcionalidades al usuario tal

y como se puede ver en la Figura 5.4. Las funcionalidades que se han implementado

en la aplicación son las siguientes:

Utilidades: Permite al usuario realizar videollamadas a sus familiares y/o cui-

dadores, añadir eventos a su calendario personal con el fin de generar recorda-

torios personalizados y añadir art́ıculos a su lista de la compra. La aplicación

es capaz de comunicar los recordatorios y los art́ıculos de la lista de la compra

mediante correos o notificaciones via app.

Ocio: Esta funcionalidad permite al usuario interactuar con juegos de orien-

tación, cálculo, memoria o lenguaje para estimular sus habilidades cognitivas.

También permite seleccionar diferentes tipos de música para su entretenimien-

to. Gracias a la aplicación web alojada en el servidor, los familiares y/o cuida-
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Incidencia Métricas Acción
Emergencia Tiempo, ubicación de la

vivienda
Verificación del robot, no-
tificación a la familia/cui-
dador

Fuera de casa Hora de salida, peŕıodo de
tiempo fuera de casa

Notificación a la familia/-
cuidador si la hora de sali-
da es de noche

Inactividad prolongada Peŕıodo de inactividad,
última ubicación del usua-
rio

Verificación del robot, no-
tificación a la familia/cui-
dador

No tomar medicación Tiempo desde la última
toma

El robot o Alexa recuerda
tomar la medicación

Deambulación nocturna Número de deambulacio-
nes nocturnas/interaccio-
nes con sensor de presen-
cia

Notificación a la familia/-
cuidador

Ver televisión Tiempo viendo televisión
(mañana, tarde, noche)

El robot recuerda cami-
nar para estirar las piernas
después de un peŕıodo de
visualización

Sueño Número de horas de sueño,
hora de irse a dormir, hora
de levantarse

El robot dice buenos d́ıas,
registra la calidad del
sueño y notificación a la
familia/cuidador

Comer Número de comidas, dura-
ción y hora de inicio de la
comida

El robot recomienda una
correcta alimentación y
notifica a la familia/cuida-
dor

Tabla 5.1: Resumen de incidencias, métricas y acciones asociadas del ecosistema de
inteligencia ambiental.
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Figura 5.4: Funcionalidades implementadas en el robot social: información,
utilidades, ocio y ejercicios.

dores pueden colgar imágenes junto con un texto explicativo para mostrar al

usuario, y lecturas para su entretenimiento.

Información: Permite al usuario preguntar por el tiempo, tanto actual como

diferido, de la localización que quiera. Del mismo modo, puede preguntar por

el tipo de noticias que quiera, ya sean locales, nacionales, de deportes, etc. Por

último, el robot también ofrece curiosidades de interés para el usuario.

Ejercicios: Esta funcionalidad reproduce v́ıdeos en los que se pueden visualizar

diferentes ejercicios de cuello, hombros y manos con el fin de que el usuario los

repita. De esta manera, es posible mantener al usuario activo f́ısicamente.

Todas las interacciones que se pueden hacer con el robot social se pueden realizar

mediante comandos de voz o pulsando en la pantalla táctil, con el fin de mejorar la

usabilidad en función de las capacidades espećıficas de los usuarios. La aplicación del

robot social se ha realizado en Android, y es totalmente genérica para no depender

de un modelo espećıfico de robot. Además, también se permite la interacción con

Alexa para poder ejecutar comandos de voz.
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Caṕıtulo 6

Experimentación y discusión

En este caṕıtulo se detallan los distintos experimentos realizados para comprobar

el rendimiento y eficacia de los sistemas de detección de actividades explicados en

el Caṕıtulo 4. En la Sección 6.1 se detallan los experimentos realizados mediante

algoritmos de aprendizaje supervisado para realizar HAR mediante la aplicación

de redes neuronales. En la Sección 6.2 se explican los experimentos realizados para

comprobar la eficiencia de los algoritmos de aprendizaje no supervisado desarrollados

en la presente tesis. En la Sección 6.3 se pueden observar los diferentes experimentos y

resultados obtenidos durante las pruebas realizadas con el ecosistema de inteligencia

ambiental y la incorporación de la robótica social. Por último, en la Sección 6.4

se comentan y se discuten los resultados obtenidos durante la realización de los

experimentos.

6.1. Experimentos de métodos de aprendizaje su-

pervisado

En esta Sección se van a explicar los experimentos realizados con los modelos

basados en métodos de aprendizaje supervisado propuestos en las Secciones 4.3.1 a

4.3.4.

Para probar el funcionamiento del método de aprendizaje supervisado basado en

redes neuronales LSTM en viviendas con un único usuario explicado en la Sección

4.3.1, se ha realizado un entrenamiento utilizando la siguiente disposición de los datos
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de Milan (CASAS): el 70 % del total de los datos se destina para entrenamiento, el

20 % para test y el 10 % para validación.

Primero, se van a detallar los valores de los parámetros que se han escogido

para el modelo. Con respecto al tiempo de muestreo de la base de datos Milan,

se ha escogido un total de 2 segundos, ya que según las pruebas realizadas, es el

tiempo máximo suficiente para no perder ningún evento dentro de la vivienda. Para la

ventana deslizante, se han utilizado un total de 60 registros para componer una única

ventana. Este valor es adecuado ya que, teniendo en cuenta que el tiempo de muestreo

es de 2 segundos, una ventana temporal contiene información correspondiente a 2

minutos de registros. Se entiende que este tiempo es suficiente para no saturar la

red neuronal. Se ha realizado además un filtrado de las siguientes ADL’s debido a su

elevada duración: Otros y Dormir. Para el filtrado, se ha mantenido únicamente el 5 %

correspondiente al inicio de la actividad y el 5 % del final. De esta manera, al realizar

el filtrado, se ha reducido en gran medida su número de registros, permitiendo que el

resto de ADL’s se encuentren balanceadas en el modelo. Por último, para el módulo

de agrupamiento y reorganización de filas, se han mantenido en lotes las parejas de

dos ventanas deslizantes para mantener el orden secuencial de las actividades.

Con respecto a los hiperparámetros del modelo, se han utilizado un total de 64

celdas para las capas LSTM bidireccionales. Este número de celdas es suficiente para

que el modelo proporcione buenos resultados y no provoque un entrenamiento dema-

siado lento. Se ha utilizado un valor de regularizador L2 muy pequeño (1e-6) ya que

se recomienda utilizar un valor lo más cercano a cero posible para mejorar las pres-

taciones de las capas LSTM. Si se utilizase un valor demasiado alto, el regularizador

tiene un efecto demasiado grande en el modelo y provoca que pierda convergencia.

Se han escogido unos valores de dropout de 0.2 para la capa de dropout 1 y 0.4

para la capa de dropout 2. Son valores pequeños para que el modelo no se vuelva

demasiado lento. Se ha comprobado de forma experimental que el modelo funciona

mejor si las capas de dropout cercanas a los valores puros de entrada tienen un valor

pequeño, mientras que cuanto más se acerquen a los valores de salida, mayor puede

ser el porcentaje de apagado de neuronas. Por último, para las capas densas, se ha

escogido una distribución de 2 capas densas de neuronas con distribución (2/3)N y

(1/3)N , siendo N el número total de neuronas (6600). Generalmente, este tipo de
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(a) Precisión del modelo. (b) Error del modelo.

Figura 6.1: Evolución de las curvas de aprendizaje del modelo de red neuronal
basado en capas LSTM bidireccionales.

distribución provoca que el modelo sea más lento, pero ofrece mejores resultados en

las épocas más avanzadas del entrenamiento.

El entrenamiento se ha realizado en un equipo Intel(R) Core(TM) i9-10900K

CPU@3.70 GHz/128 Gb con dos GPUs RTX3090. El entrenamiento ha realizado un

total de 140 épocas con un tamaño de lotes de datos de 256 y ha tenido una duración

de 630 minutos.

Para obtener el rendimiento y la robustez del sistema, se han utilizado las si-

guientes métricas [209]:

Precision =
TP

TP + FP
(6.1)

Recall =
TP

TP + FN
(6.2)

F1Score =
2

1
Recall

+ 1
Precision

(6.3)

Accuracy =
TP + TN

TP + TN + FP + FN
(6.4)

De las Ecuaciones 6.1-6.4 se puede observar el método de cálculo de las métricas

que indican el rendimiento del modelo. TP se corresponde con los verdaderos positi-

vos, FP son los falsos positivos. Del mismo modo, TN son los verdaderos negativos

y FN los falsos negativos.
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Actividad Precisión Recall F1-score
Levantarse al baño 0.93 0.92 0.93
Tareas domésticas 0.95 0.97 0.96

Trabajar 0.98 0.98 0.98
Actividad comedor 0.97 0.96 0.96

Medicación nocturna 0.90 0.94 0.92
Uso baño invitados 0.93 0.97 0.95
Actividad cocina 0.97 0.97 0.97

Salir de casa 0.93 0.96 0.94
Uso baño principal 0.96 0.95 0.96

Meditar 0.95 0.99 0.97
Ver televisión 0.97 0.97 0.97

Dormir 0.90 0.93 0.91
Leer 0.97 0.97 0.97

Medicación matutina 0.92 0.91 0.91
Actividad dormitorio principal 0.96 0.94 0.95

Otros 0.90 0.88 0.89
Precisión total 0.95

Macro avg 0.94 0.95 0.95
Weighted avg 0.95 0.95 0.95

Tabla 6.1: Resultados del modelo supervisado en viviendas con un usuario.

En la Figura 6.1 se puede observar la evolución de las curvas de aprendizaje

del modelo de red neuronal. La Figura 6.1a muestra el incremento de la precisión

a medida que avanzan las épocas del entrenamiento, mientras que la Figura 6.1b

muestra cómo disminuye el error. De estas gráficas se puede deducir que el error

se estabiliza sobre la época 140. También se puede deducir que el modelo no tiene

sobreentrenamiento debido a que las curvas de entrenamiento y validación están muy

próximas en todas las épocas. Esto es beneficioso para el modelo, ya que significa que

se comporta de manera correcta para datos que no conoce y que no hayan entrado

durante la fase de entrenamiento.

En la Tabla 6.1 se pueden observar los valores de Precisión, Recall y F1-Score

para cada una de las ADL’s de la base de datos Milan. El resultado global para el

test es del 0.9542 de precisión y un 0.184 para el error. Estos valores indican que el

modelo es muy eficaz ante estas ADL’s.

En la Figura 6.2 se puede observar la dispersión de las predicciones para cada

120



LE
VA

NT
AR

SE
 A

L 
BA

ÑO

TA
RE

AS
 D

OM
ÉS

TI
CA

S

TR
AB

AJ
AR

AC
TI

VI
DA

D 
CO

M
ED

OR

M
ED

IC
AC

IÓ
N 

NO
CT

UR
NA

US
O 

BA
ÑO

 IN
VI

TA
DO

S

AC
TI

VI
DA

D 
CO

CI
NA

SA
LI

R 
DE

 C
AS

A

US
O 

BA
ÑO

 P
RI

NC
IPA

L

M
ED

ITA
R

VE
R 

TE
LE

VI
SI

ÓN

DO
RM

IR

LE
ER

M
ED

IC
AC

IÓ
N 

M
AT

UT
IN

A

AC
TI

VI
DA

D 
DO

RM
IT

OR
IO

 P
RI

NC
IPA

L

OT
RO

S

Prediccion

LEVANTARSE AL BAÑO

TAREAS DOMÉSTICAS

TRABAJAR

ACTIVIDAD COMEDOR

MEDICACIÓN NOCTURNA

USO BAÑO INVITADOS

ACTIVIDAD COCINA

SALIR DE CASA

USO BAÑO PRINCIPAL

MEDITAR

VER TELEVISIÓN

DORMIR

LEER

MEDICACIÓN MATUTINA

ACTIVIDAD DORMITORIO PRINCIPAL

OTROS

Re
al
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Figura 6.2: Matriz de confusión para el modelo de red neuronal LSTM en viviendas
con un usuario.

una de las ADL’s con respecto al resto de ADL’s de la base de datos Milan. De esta

matriz de confusión, se puede observar que todas las probabilidades más elevadas se

encuentran distribuidas a lo largo de la diagonal de la matriz, lo que es un indicador

de que el modelo es preciso y no genera muchas predicciones erróneas.

En un primer momento, se optó por utilizar capas LSTM simples en lugar de

capas LSTM bidireccionales. Sin embargo, los resultados del modelo fueron peores

ya que no se alcanzó ni el 85 % de precisión. Esto se debe a que el modelo, al utilizar

las capas bidireccionales, es capaz de aprender patrones de activación de los sensores

en contra del flujo temporal. Esto supone un mayor abanico de posibles combinacio-

nes de sensores y secuencias para realizar una misma ADL, lo que repercute en la

elaboración de un conjunto de datos de entrenamiento más variado.

Para conseguir que el sistema tenga un rendimiento tan elevado y proporcione

buenos resultados, se ha realizado un ajuste del modelo de forma progresiva y gra-

dual. En primer lugar, el objetivo fue la reducción del sobreentrenamiento, ya que

en las primeras etapas del modelo, la precisión del sistema para el conjunto de da-

tos de entrenamiento era muy superior en comparación con el conjunto de datos de
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validación. Para reducir este sobreentrenamiento, se probaron distintos valores para

las capas de dropout. Por ejemplo, al probar con un dropout del 0.2, el sobreentre-

namiento era demasiado grande. Sin embargo, para un valor de dropout de 0.6, el

sistema ofrećıa resultados similares que para un valor de 0.4 en términos de sobre-

entrenamiento, aunque se generaba un entrenamiento más lento. Por esta razón, se

escogió que el valor óptimo era 0.4. Con respecto al tamaño de la ventana deslizante,

se comenzó realizando pruebas con un tamaño de ventana menor (del orden de 30

muestras para analizar un total de 1 minuto de eventos). Sin embargo, para valores

de tamaño de ventana pequeños, el modelo reconoćıa peor las actividades largas. Del

mismo modo, si el tamaño de ventana era muy grande (120 muestras para analizar

un total de 4 minutos), se reconoćıan peor las actividades cortas. Por todo esto, se

llegó a la conclusión que el tamaño optimo de ventana era de 60 muestras para que

el reconocimiento estuviese balanceado. En cuanto al número de neuronas óptimo

en las capas densas y las celdas en las capas LSTM, se comenzó probando con va-

lores más pequeños. Para estos parámetros, los resultados eran mucho más bajos. A

medida que se iban aumentando tanto las neuronas como las celdas, los resultados

mejoraban. Se escogió utilizar 6600 neuronas y 64 celdas LSTM porque a partir de

esos valores, el modelo no mejoraba más sus resultados y el entrenamiento se volv́ıa

demasiado lento.

Con el fin de comprobar que el valor global de 95.42 % de precisión para esta

base de datos (Milan) era un buen resultado, se ha realizado una búsqueda de tra-

bajos similares que utilicen esta misma base de datos con métodos de aprendizaje

supervisado. El trabajo realizado por D.Liciotti et al. en [210] utilizaba también la

base de datos Milan utilizando redes neuronales basadas en capas LSTM bidireccio-

nales. Sin embargo, los autores realizaron un entrenamiento utilizando un tamaño

de ventana deslizante variable, coincidiendo con la duración de la ADL a detectar.

Este método no es aplicable para un caso real, ya que si se está realizando un reco-

nocimiento de ADL’s en tiempo real, no se conoce la duración de la actividad que se

está detectando. Por esta razón, el método desarrollado en la presente tesis utiliza

un tiempo de muestreo fijo, con el fin de reproducir fielmente las condiciones de un

uso real. Además, con respecto al valor de precisión global, los autores D.Liciotti et

al. alcanzan un valor del 94.12 %. Por lo tanto, el método de aprendizaje supervisado
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desarrollado en esta tesis supone un incremento del rendimiento del 1.3 % con respec-

to a otros trabajos en las mismas condiciones, además de permitir su funcionamiento

en tiempo real.

Para probar el funcionamiento del método de aprendizaje supervisado basado

en redes neuronales LSTM en viviendas con varios usuarios explicado en la Sección

4.3.2, se ha realizado un entrenamiento utilizando la siguiente disposición de los

datos SDHAR-HOME desarrollada en la presente tesis y explicada en el Caṕıtulo 3:

el 70 % del total de los datos se destina para entrenamiento, el 20 % para test y el

10 % para validación.

Del mismo modo que se ha realizado para la experimentación en viviendas con

un sólo residente, se va a comenzar explicando en primer lugar los hiperparámetros

escogidos para el modelo. El muestreo de la base de datos se ha realizado a un tiempo

fijo de 2 segundos, siguiendo las conclusiones obtenidas de la primera fase de experi-

mentación con la base de datos Milan. Del mismo modo ocurre con el tamaño de la

ventana, ya que se han utilizado un total de 60 muestras para elaborar una ventana

temporal. Es decir, cada ventana posee información sobre los últimos 2 minutos de

sensores. Con respecto al balanceo de los datos de entrenamiento del modelo, se han

filtrado las siguientes ADL’s: ver la televisión, salir de casa, dormir y otros. Esto se

debe a que se corresponden con las ADL’s con un mayor número de muestras reco-

gidas y, de esta manera, el entrenamiento se ejecuta de forma equilibrada para todas

las posibles ADL’s de la base de datos. Esta fase de experimentación, tal y como se

ha indicado en el análisis del método propuesto de la Sección ??, va a tener en cuen-

ta tres tipos de capas de análisis temporal para cada usuario: RNN, LSTM y GRU.

Estas capas cuentan con un total de 64 celdas para ambos usuarios, y un valor de

(1e-6) para el regularizador L2. En cuanto al número de neuronas de la capa densa,

se ha observado que el número óptimo de neuronas para esta arquitectura de modelo

es 8000. En cuanto a los valores de dropout se ha escogido un valor de 0.6 para las

tres capas. Se necesita mucho dropout en ese modelo porque el sobreentrenamiento

era demasiado grande.

El entrenamiento se ha realizado en un equipo Intel(R) Core(TM) i9-10900K

CPU@3.70 GHz/128 Gb con dos GPUs RTX3090. Se ha escogido un tamaño de

lotes de datos de 256. En cuanto al número de épocas, se ha aplicado la técnica de
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(a) Precisión RNN. (b) Precisión LSTM. (c) Precisión GRU.

(d) Error RNN. (e) Error LSTM. (f) Error GRU.

Figura 6.3: Evolución de las curvas de aprendizaje del usuario 1 mediante el
metodo de aprendizaje supervisado para viviendas con varios residentes.

detención temprana. Esta técnica permite que el modelo se vaya entrenando de forma

automática e iterativa hasta que el error en la evolución de la validación comienza

a aumentar. Este hecho indica el momento de máximo rendimiento del sistema, ya

que a partir de esas épocas, el modelo comienza a sobreentrenarse.

En la Figura 6.3 se pueden observar la evolución de las curvas de precisión y

error del entrenamiento del modelo de red neuronal en función del tipo de capa para

el usuario 1. El entrenamiento se ha realizado usando las capas RNN (a), LSTM

(b) y GRU(c). Se pueden observar en las gráficas en número de épocas totales del

entrenamiento. El entrenamiento de los modelos RNN, LSTM y GRU han tenido

una duración de 40, 32 y 41 épocas respectivamente.

Del mismo modo, en la Figura 6.4 se puede ver la evolución de las curvas de

aprendizaje durante el entrenamiento del modelo para el usuario 2. El entrenamiento

se ha realizado utilizando capas RNN (a), LSTM (b) y GRU (c) manteniendo las

mismas condiciones y parámetros para todos los entrenamientos de ambos usuarios.

En este caso, las duraciones de los entrenamientos de los modelos RNN, LSTM y

GRU han sido 132, 40 y 70 épocas respectivamente.
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(a) Precisión RNN. (b) Precisión LSTM. (c) Precisión GRU.

(d) Error RNN. (e) Error LSTM. (f) Error GRU.

Figura 6.4: Evolución de las curvas de aprendizaje del usuario 2 mediante el
metodo de aprendizaje supervisado para viviendas con varios residentes.

Para obtener los resultados globales del modelo, se ha implementado un algoritmo

que considera como un resultado positivo si la ADL se detecta en un intervalo de

tiempo anterior o posterior al momento de la predicción igual a 5 minutos. Esto se

debe a que no debe considerarse como fallo que el modelo tarde unos pocos minutos

en detectar una actividad, ya que es necesario esperar un poco a que la ventana

deslizante se cargue con los eventos correspondientes a esa actividad. De esta manera,

se puede despreciar y no tener en cuenta los periodos de transición entre ADL’s

consecutivas.

En la Tabla 6.2 aparece un resumen general de los resultados obtenidos durante el

entrenamiento de los métodos de aprendizaje supervisado para viviendas con varios

usuarios. En esta tabla aparecen los resultados separados para cada usuario y el tipo

de modelo analizado. De la tabla se puede deducir que, para el usuario 1, el modelo

ganador es la red GRU con un porcentaje de acierto del 90.91 %. En cambio, para

el usuario 2, el modelo ganador es la red LSTM con un porcentaje de acierto del

88.29 %. De los resultados también se puede ver la diferencia entre el número de

épocas necesarias para el entrenamiento del usuario 1 y 2. Los modelos del usuario 2
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Usuario Métricas Modelo
RNN

Modelo
LSTM

Modelo
GRU

Usuario 1

Precisión 89.59 % 89.63 % 90.91 %

Épocas 40 32 41
Duración

entrenamiento
18 222 s 35 616 s 56 887 s

Duración test 32 s 47 s 110 s
Parámetros 1 515 410 2 508 050 2 177 554

Usuario 2

Precisión 86.26 % 88.29 % 86.21 %

Épocas 132 40 70
Duración

entrenamiento
67 115 s 50 209 s 111 223 s

Duración test 32 s 94 s 110 s
Parámetros 1 515 410 2 508 050 2 177 554

Tabla 6.2: Resumen del entrenamiento de modelos de aprendizaje supervisado para
viviendas con varios usuarios.

son mas lentos en alcanzar la convergencia. La diferencia de la precisión y rapidez del

modelo entre ambos usuarios se puede deber a la precisión en el etiquetado durante

la realización de la base de datos y la estabilidad del patrón de comportamiento de

cada uno de los usuarios de la vivienda. Por todo esto, en los siguientes pasos de la

experimentación, se va a hace referencia a los modelos ganadores y se van a extraer

los resultados para estos modelos. Es decir, el modelo GRU para el usuario 1 y el

modelo LSTM para el usuario 2.

En la Tabla 6.3 se puede observar un resumen de todas las métricas obtenidas

para cada actividad en función del usuario. El método de obtención de estas métricas

se obtiene mediante la aplicación de las Ecuaciones 6.1-6.4. De esta tabla se puede

deducir que para el usuario 1, las ADL’s con mayor porcentaje de acierto son: vestirse,

lavar la ropa, cuidados de mascota, leer, ver la televisión y trabajar. Se considera que

son las que mejor porcentaje de acierto tienen porque alcanzar un valor del 100 %

en la métrica de recall. Para el usuario 2, las ADL’s con mejor resultado de recall

son: tareas del hogar, cocinar, lavar los platos, vestirse, lavar la ropa, cuidados de

mascota, ducharse y trabajar. Estas actividades dan como resultado de recall un

100 %, al igual que el usuario 1. Sin embargo, las ADL’s con peor tasa de acierto

para el usuario 1 es lavar los platos, con un 55 %. Para el usuario 2, las ADL’s con
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Actividad Precisión Recall F1-Score
Actividad en el

baño
0.87 - 0.82 0.92 - 0.99 0.89 - 0.90

Tareas del hogar 0.99 - 0.64 0.59 - 1.00 0.74 - 0.78
Cocinar 0.96 - 0.72 0.79 - 1.00 0.86 - 0.84

Lavar los platos 0.64 - 1.00 0.55 - 1.00 0.59 - 1.00
Vestirse 0.94 - 0.40 1.00 - 1.00 0.97 - 0.57
Comer 0.97 - 0.97 0.87 - 0.95 0.92 - 0.96

Lavar la ropa 1.00 - 0.49 1.00 - 1.00 1.00 - 0.66
Hacer comida

simple
0.98 - 0.80 0.92 - 0.52 0.95 - 0.63

Salir de casa 0.94 - 1.00 0.96 - 0.91 0.95 - 0.95
Cuidados de

mascota
0.97 - 0.88 1.00 - 1.00 0.98 - 0.93

Leer 0.91 - 0.58 1.00 - 0.54 0.95 - 0.56
Relajarse 0.42 - 0.82 0.91 - 0.84 0.58 - 0.83
Ducharse 0.85 - 0.98 0.86 - 1.00 0.85 - 0.99
Dormir 1.00 - 0.92 0.83 - 0.87 0.90 - 0.89

Tomar medicinas 1.00 - 0.76 0.93 - 0.94 0.97 - 0.84
Ver TV 0.94 - 0.69 1.00 - 0.94 0.97 - 0.80
Trabajar 0.99 - 0.95 1.00 - 1.00 1.00 - 0.97

Otros 0.53 - 0.70 0.93 - 0.75 0.68 - 0.72
Precisión total 0.91 - 0.88

Macro avg. 0.88 - 0.78 0.89 - 0.90 0.88 - 0.82
Weighted avg. 0.93 - 0.92 0.91 - 0.88 0.91 - 0.90

Tabla 6.3: Resultados del modelo supervisado en viviendas con varios usuarios
(Usuario 1 - Usuario 2).
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Figura 6.5: Matriz de confusión para el modelo de red neuronal GRU en viviendas
con múltiples usuarios: usuario 1.

peor tasa de acierto es hacer comida simple, con un 52 %.

En la Figura 6.5 aparecen los resultados globales del método de aprendizaje

supervisado para viviendas con múltiples residentes para el usuario 1 en formato de

matriz de confusión. En esta tabla, los conjuntos de ADL’s reales se distribuyen en

filas, mientras que las predicciones de la red neuronal se distribuyen por columnas.

Se puede observar que los valores con mayor peso se distribuyen en la diagonal de

la matriz, lo que refleja un comportamiento preciso del modelo. En esta matriz se

puede ver algún peso importante que se aleja de la diagonal. Por ejemplo puede ser

el caso de la confusión entre las actividades: tareas del hogar y fuera de casa. Esto

puede deberse a que el usuario 1 se quitaba la pulsera de actividad durante las tareas

de limpieza de la casa para evitar daños en el dispositivo debidos a los productos de

limpieza.

En la Figura 6.6 se pueden observar los resultados globales del método de aprendi-

zaje supervisado para viviendas con múltiples residentes para el usuario 2 en formato

de matriz de confusión. Del mismo modo que ocurre con el usuario 1, los porcentajes

más elevados del modelo se distribuyen a lo largo de la diagonal de la matriz, lo
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Figura 6.6: Matriz de confusión para el modelo de red neuronal LSTM en viviendas
con múltiples usuarios: usuario 2.

que es un indicador de que el modelo es efectivo. Sin embargo, el sistema confunde

algunas de las actividades. Por ejemplo, existe confusión entre leer y ver la televisión.

Esto se debe a que el usuario 2 normalmente lee en el salón, estancia donde también

se encuentra la televisión. Si el usuario 1 se encuentra viendo al mismo tiempo la

televisión, el sistema puede confundirse. El modelo también confunde las actividades

de cocinar y hacer comida simple. Esto se debe a que la naturaleza de las ADL’s es

muy similar y comparten muchas señales de los sensores, como puede ser el frigoŕıfico

o el microondas.

Se han realizado una secuencia de experimentos para comprobar el funcionamien-

to del modelo de red neuronal basado en CNN con CVV. Para ello, se ha utilizado

la base de datos elaborada en la presente tesis (SDHAR-HOME). La base de datos

SDHAR-HOME contiene datos de dos usuarios conviviendo de forma simultánea.

Se ha utilizado la versión donde cada fila contiene una ventana de 60 instantes de

tiempo, cada una con los valores de sus sensores y balizas, además de la hora. Cada

fila incluye también la etiqueta de la ADL asociada a dicha secuencia temporal. En

total, se cuenta con 2 033 753 filas de datos de entrenamiento, 225 973 filas de valida-
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Figura 6.7: Entrenamientos de los dos primeros agrupamientos de k para CVV-SV
utilizando early-stopping (Usuario 1).

ción y 518 400 filas de test. Como cada persona tiene sus hábitos, se han entrenado

diferentes modelos para cada usuario. En ambos casos, se ha utilizado CVV con Soft

Voting (SV) y k = 5. Para realizar el reparto de la nueva validación, se han unifica-

do los datos de entrenamiento y validación y se han vuelto a repartir en k slots de

acuerdo a CVV.

Se han realizado dos experimentos para evaluar el desempeño del modelo de

convolución individual y su mejora mediante el método CVV. Para cada modelo

de convolución, se ha empleado el optimizador Adam con un factor de aprendizaje

de 0.001 y la función de pérdida de entroṕıa cruzada categórica. En la Figura 6.7 se

presentan las gráficas de entrenamiento de los dos primeros modelos del usuario 1 (se
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Modelo
Test accuracy

sin filtro
(Usuario 1)

Test accuracy
con filtro

(Usuario 1)

Test accuracy
sin filtro

(Usuario 2)

Test accuracy
con filtro

(Usuario 2)
Convolucional con

filtro de (60,1)
(k = 0)

0.8262 0.9579 0.6753 0.8914

Convolucional con
filtro de (60,1)

(k = 1)
0.8537 0.9700 0.6646 0.8956

Convolucional con
filtro de (60,1)

(k = 2)
0.8507 0.9653 0.6539 0.8930

Convolucional con
filtro de (60,1)

(k = 3)
0.8367 0.9583 0.6813 0.9064

Convolucional con
filtro de (60,1)

(k = 4)
0.8419 0.9601 0.6253 0.8701

Media Convolucional con
filtro de (60,1)
(5 ejecuciones)

0.8418 0.9623 0.6601 0.8913

CVV-SV con k = 5
con filtros de (60,1)

0.8560 0.9576 0.6977 0.8701

CVV-SV con k = 5
con filtros de (60,1)
(3 mejores modelos)

0.8607 0.9608 0.6848 0.8808

Tabla 6.4: Resultados obtenidos del entrenamiento del modelo basado en redes
neuronales CNN con CVV.

han entrenado k = 5 modelos en total). Aunque las gráficas son bastante similares,

cada modelo ha alcanzado su valor máximo de validación en épocas diferentes. En el

caso del modelo CVV, el entrenamiento de los modelos se detiene mediante el early-

stopping, utilizando un parámetro de paciencia establecido en 5. Este parámetro

indica el número de épocas transcurridas sin reducción en la pérdida de validación.

Los modelos CVV, tanto para el usuario 1 como para el usuario 2, han sido entrenados

en un peŕıodo de 70 minutos utilizando PyTorch y una GPU RTX3090.

Los resultados de la evaluación de los datos de prueba para cada uno de los

usuarios se presentan en la Tabla 6.4. En esta Tabla, se muestran los resultados

obtenidos mediante el modelo simple de convolución propuesto, que es equivalente a

cualquiera de los modelos CVV individualmente, junto con los resultados obtenidos

con CVV-SV. En los resultados del dataset SDHAR-HOME, se aplicó el filtro para

determinar si una actividad detectada se hab́ıa realizado dentro de un intervalo
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Figura 6.8: Matriz de confusión para el modelo CNN con CVV-SV en viviendas con
múltiples usuarios: usuario 1.

temporal de 10 minutos. En los experimentos, se ha aplicado el mismo filtro para

comparar los resultados en condiciones similares, aunque también se muestran las

métricas de precisión sin el filtro. La tabla también presenta los resultados de los

diversos modelos de convolución entrenados para cada usuario, aśı como un promedio

de los resultados. A partir de estos datos, se puede observar cómo el modelo CVV-

SV siempre mejora los resultados de los clasificadores en términos de precisión en

el conjunto de prueba. La aplicación del filtro distorsiona ligeramente los resultados

finales, y es evidente que algunos modelos individuales ofrecen incluso resultados

bastante altos. Sin embargo, los modelos compuestos tienden a ser más estables en

sus predicciones, ya que no dependen exclusivamente de un único clasificador. Los

resultados del usuario 2 han sido ligeramente inferiores, posiblemente debido a la falta

de información de las balizas en algunas de sus actividades. Esto puede haber sido

causado por la carga insuficiente de la pulsera de actividad utilizada para recopilar

dicha información o por su desactivación en ciertos momentos.

Las Figuras 6.8 y 6.9 muestran las matrices de confusión de las ADL’s realizadas

por el primer y el segundo usuario, respectivamente. La ADL no catalogada en el
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0 0 0 0 1 0 0 0 0 0 0 0 0 0 0 0 0 0
0 0 0 0 0 0.95 0 0 0 0 0 0 0 0 0 0.05 0 0
0 0 0 0 0 0 1 0 0 0 0 0 0 0 0 0 0 0
0 0 0.41 0 0 0.01 0 0.52 0 0 0.01 0 0 0.01 0 0.01 0.03 0
0 0 0 0 0.04 0 0 0 0.91 0 0 0.01 0 0.04 0 0 0 0
0 0 0 0 0 0 0 0 0 1 0 0 0 0 0 0 0 0

0.01 0.02 0 0 0 0 0 0 0 0 0.55 0 0 0 0 0.42 0 0
0 0.01 0 0 0 0 0 0 0 0 0 0.84 0 0 0 0.15 0 0
0 0 0 0 0 0 0 0 0 0 0 0 1 0 0 0 0 0

0.01 0 0 0 0.03 0 0 0 0 0 0.02 0 0 0.87 0 0.02 0 0.05
0.02 0 0 0 0.04 0 0 0 0 0 0 0 0 0 0.94 0 0 0

0 0 0 0 0 0 0.01 0 0 0 0 0.04 0 0 0 0.95 0 0
0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 1 0

0.01 0.01 0.01 0 0 0.01 0.01 0.01 0 0 0.01 0.06 0 0.13 0 0 0 0.74
0.0

0.2

0.4

0.6

0.8

1.0

Figura 6.9: Matriz de confusión para el modelo CNN con CVV-SV en viviendas con
múltiples usuarios: usuario 2.

dataset SDHAR-HOME corresponde a peŕıodos en los que el usuario no ha realizado

ninguna otra actividad. El modelo logra resolver correctamente el 96.08 % de las de-

tecciones del usuario 1 y el 88.08 % del usuario 2. Algunos errores, como los ocurridos

entre actividades en la misma ubicación, no representan un problema significativo,

dado que estas actividades son de naturaleza similar. Por ejemplo, “Ducharse” y

“Actividad en el baño” son actividades de higiene personal, mientras que “Lavar los

platos” y “Comer” están relacionadas con la alimentación. Además, el modelo a veces

confunde la “Limpieza en el hogar” con “Fuera de casa”, lo cual podŕıa atribuirse a

situaciones en las que el usuario no llevaba puesta la pulsera utilizada para registrar

las ubicaciones de las balizas.

Para comprobar la validez y el rendimiento del modelo basado en redes neuro-

nales transformer con capas de múltiples cabezas de atención, se han realizado 4

entrenamientos diferentes en paralelo con los siguientes tipos de mapeo: lineal, GRU

bidireccional, LSTM bidireccional y CNN. Los modelos se han entrenado utilizado

un optimizador de tipo Adam, cuya tasa de aprendizaje es igual a 0.001, con una

función de pérdida de entroṕıa cruzada categórica. Se ha utilizado además un me-
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Modelo
Test accuracy

sin filtro
(Usuario 1)

Test accuracy
con filtro

(Usuario 1)

Test accuracy
sin filtro

(Usuario 2)

Test accuracy
con filtro

(Usuario 2)

Transformer con
3 capas y mapeo
lineal

0.8323 0.9408 0.7128 0.8985

Transformer con
3 capas y ma-
peo GRU bidirec-
cional (2 capas)

0.7865 0.9102 0.6891 0.8972

Transformer con
3 capas y mapeo
LSTM bidireccio-
nal (2 capas)

0.7889 0.8965 0.7330 0.9155

Transformer con
3 capas y mapeo
CNN (1 capa y
128 filtros)

0.7917 0.9104 0.6716 0.8696

Tabla 6.5: Resultados obtenidos del entrenamiento del modelo basado en redes
neuronales transformer con 4 tipos de mapeo: lineal, GRU, LSTM y CNN.

canismo de “early stopping” con un periodo de 10 épocas. Por lo tanto, cuando el

algoritmo detecta durante la fase de entrenamiento que la precisión del modelo no

aumenta durante 10 épocas seguidas, el algoritmo detiene el entrenamiento y pro-

porciona los resultados. Cada entrenamiento se ha completado en 2 horas, parando

alrededor de la época 30. Todos los datos se han cargado en memoria en un equipo

Intel(R) Core(TM) i9-10900K CPU@3.70 GHz/128 Gb con dos GPUs RTX3090.

En la Tabla 6.5 se pueden apreciar los resultados obtenidos durante el entre-

namiento de los diferentes modelos transformers. Al igual que en los experimentos

previos con la misma base de datos SDHAR-HOME, se ha implementado el algorit-

mo que considera como un resultado positivo si la ADL se detecta en un intervalo

de tiempo anterior o posterior al momento de la predicción igual a 5 minutos. Este

algoritmo actúa como filtro a la hora de determinar si la predicción es correcta. Se ha

comprobado de forma experimental durante la realización de los entrenamientos que

los mejores resultados se han obtenido al utilizar 3 capas en el modelo transformer.

Para el caso del mapeo con GRU y LSTM bidireccional, se han empleado 2 capas
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Inferida

Actividad en el baño

Limpieza hogar

Cocinar

Lavar los platos

Vestirse

Comer

Lavar la Ropa

Hacer Comida Sencilla

Fuera de Casa

Cuidado de Mascotas

Leer

Relajarse

Ducharse

Dormir

Tomar Medicamentos

Ver TV

Trabajar

Actividad no catalogada

Re
al

0.94 0 0 0 0 0 0 0 0.05 0 0 0 0 0 0 0 0 0.01

0 0.55 0.04 0 0 0 0 0 0.39 0 0 0 0 0 0 0 0.01 0

0 0 0.86 0.01 0 0.12 0 0 0 0 0 0 0 0 0 0 0 0

0 0 0 0.55 0 0.19 0 0 0.26 0 0 0 0 0 0 0 0 0

0 0 0 0 1 0 0 0 0 0 0 0 0 0 0 0 0 0

0 0 0 0 0 0.95 0 0 0.04 0 0 0 0 0.01 0 0 0 0

0 0.14 0 0 0 0.78 0 0 0 0 0 0.01 0 0 0 0 0 0.07

0 0 0 0 0 0 0 0.92 0.08 0 0 0 0 0 0 0 0 0

0 0 0 0 0 0 0 0 0.94 0 0 0.06 0 0 0 0 0 0

0 0 0 0 0 0 0 0 0 1 0 0 0 0 0 0 0 0

0 0 0 0 0 0 0 0 0 0 1 0 0 0 0 0 0 0

0.01 0 0 0 0 0.02 0 0 0 0 0 0.9 0 0 0 0.07 0 0.01

0 0 0 0 0 0 0 0 0 0 0 0 1 0 0 0 0 0

0 0 0 0 0 0 0 0 0.05 0 0 0 0 0.94 0 0 0 0

0 0 0 0 0 0 0 0 0 0 0 0.06 0 0 0.93 0 0 0

0 0 0 0 0 0 0 0 0.02 0 0 0 0 0 0 0.98 0 0

0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 1 0

0 0 0 0 0 0 0 0 0.02 0 0.03 0.01 0 0.01 0 0 0 0.92
0.0

0.2

0.4

0.6

0.8

1.0

Figura 6.10: Matriz de confusión para el modelo transformer en viviendas con
múltiples usuarios: usuario 1.

para ambos. En el caso del mapeo con CNN, se ha empleado 1 capa junto a 128

filtros de convolución.

Las Figuras 6.10 y 6.11 muestran las matrices de confusión de las actividades

realizadas por la primera y segunda persona, evaluadas según el modelo transformer

con 8 “heads” y mapeo lineal. La actividad no catalogada corresponde a peŕıodos en

los que el usuario no ha llevado a cabo ninguna otra actividad (es decir, la actividad

“Otros”). El modelo con mapeo lineal logra una precisión del 94.08 % en las detec-

ciones del usuario 1 y del 89.85 % en las del usuario 2. Para el usuario 2, el mapeo

LSTM con transformador obtiene un 91.55 %. Cabe destacar que, en algunas oca-

siones, el modelo no reconoce correctamente la actividad debido a que el usuario no

llevaba puesta la pulsera utilizada para registrar su posición. Por otro lado, algunas

actividades no se detectan correctamente en alguna de las personas, probablemente

debido a que es una actividad desarrollada habitualmente por la otra persona (lavar

la ropa, cuidado de la mascota, etc.).

135



Ac
tiv

id
ad

 e
n 

el
 b

añ
o

Lim
pi

ez
a 

ho
ga

r

Co
cin

ar

La
va

r l
os

 p
la

to
s

Ve
st

irs
e

Co
m

er

La
va

r l
a 

Ro
pa

Ha
ce

r C
om

id
a 

Se
nc

illa

Fu
er

a 
de

 C
as

a

Cu
id

ad
o 

de
 M

as
co

ta
s

Le
er

Re
la

ja
rs

e

Du
ch

ar
se

Do
rm

ir

To
m

ar
 M

ed
ica

m
en

to
s

Ve
r T

V

Tr
ab

aj
ar

Ac
tiv

id
ad

 n
o 

ca
ta

lo
ga

da

Inferida

Actividad en el baño

Limpieza hogar

Cocinar

Lavar los platos

Vestirse

Comer

Lavar la Ropa

Hacer Comida Sencilla

Fuera de Casa

Cuidado de Mascotas

Leer

Relajarse

Ducharse

Dormir

Tomar Medicamentos

Ver TV

Trabajar

Actividad no catalogada

Re
al

1 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0

0 0.73 0 0 0 0.05 0 0 0.03 0 0 0.17 0 0 0 0 0.01 0

0.04 0.02 0.5 0 0 0.05 0 0.13 0 0 0 0.24 0 0 0 0 0 0.01

0 0 0 1 0 0 0 0 0 0 0 0 0 0 0 0 0 0

0.29 0 0 0 0.22 0 0 0 0 0 0 0 0.5 0 0 0 0 0

0 0 0 0 0 0.95 0 0 0 0 0 0.01 0 0 0 0.03 0 0

0 0 0 0 0 0 1 0 0 0 0 0 0 0 0 0 0 0

0.03 0 0.33 0 0 0.02 0 0.49 0.02 0 0 0 0.01 0.07 0 0 0.02 0

0 0 0 0 0 0 0 0 0.94 0 0 0.02 0 0.03 0 0 0 0

0.29 0 0.06 0 0 0.25 0 0.16 0.23 0 0 0 0 0 0 0 0 0.01

0.03 0.03 0.02 0 0 0.02 0 0 0 0 0.4 0.02 0 0.05 0 0.42 0 0

0.01 0 0 0 0 0 0 0 0 0 0 0.79 0.01 0 0 0.19 0 0

0 0 0 0 0 0 0 0 0 0 0 0 1 0 0 0 0 0

0.01 0 0 0 0 0.01 0 0 0 0 0.05 0 0 0.91 0 0.02 0 0

0 0 0 0 0 0 0 0 0 0 0 0 0 0 1 0 0 0

0 0 0 0 0 0.01 0 0 0 0 0 0.05 0 0 0 0.94 0 0

0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 1 0

0.03 0.03 0 0 0 0.02 0 0 0.01 0 0.02 0.03 0 0.14 0 0.01 0 0.7
0.0
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0.4

0.6

0.8

1.0

Figura 6.11: Matriz de confusión para el modelo transformer en viviendas con
múltiples usuarios: usuario 2.

6.2. Experimentos de métodos de aprendizaje no

supervisado

Con la finalidad de probar el funcionamiento del método de aprendizaje no super-

visado basado en HMM explicado en la Sección 4.3.5, se ha utilizado la información

de la vivienda de múltiples usuarios de la base de datos SDHAR-HOME, desarrollada

en la presente tesis.

El método propuesto es capaz de generar una predicción de ADL cada vez que

recibe una señal de un sensor de eventos. Sin embargo, la frecuencia de etiquetado

de las ADL’s reales es completamente diferente a la frecuencia de recogida de las

señales de los sensores, ya que su naturaleza es totalmente aśıncrona. Por esta razón,

se ha desarrollado un algoritmo de muestreo para poder realizar una comparación

segundo a segundo. Del mismo modo que se ha comentado en la sección anterior,

se considera que la predicción es correcta si la ADL real se detecta en un intervalo

de tiempo anterior o posterior al momento de la predicción igual a 5 minutos. Este
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intervalo de tiempo es admisible para hacer frente a las transiciones entre actividades

o a fallos propios del etiquetado, ya que a la hora de realizar la base de datos

pueden existir desfases entre el etiquetado y el inicio de la actividad. Por ejemplo,

existen ADL’s con cierta inercia, como puede ser el caso de ducharse. La actividad

se detecta gracias al incremento de humedad en el cuarto de baño. Sin embargo, el

usuario ha comenzado a ducharse un rango de tiempo antes de que el sensor sea

capaz de detectar la variación de humedad. Con la actividad de cocinar ocurre lo

mismo. Esta ADL se detecta mediante el sensor de temperatura y humedad situado

al lado de la vitrocerámica. Tiene que transcurrir cierto tiempo hasta que el sensor

detecte la variación de temperatura y humedad de la estancia. Las actividades de

cocinar y hacer comida simple se han agrupado para este método, ya que los sensores

encargados de la detección son los mismos y no se pueden diferenciar mediante esté

método.

Todos los experimentos de este método se han realizado en un Intel(R) Core(TM)

i7-10875H CPU@2.30 GHz/16 Gb con una GPU NVIDIA GeForce RTX2060. El

tiempo total de procesamiento de la base de datos SDHAR-HOME completa ha sido

de 70 segundos.

En la Figura 6.12 se pueden observar dos casos de uso en los que el sistema

basado en métodos de aprendizaje no supervisado detecta 2 ADL’s en función de la

secuencia de señales recibidas por los sensores. Por ejemplo, en la Figura 6.12a se

puede comprobar cómo se detecta la actividad de ver la televisión. En primer lugar,

se detecta presencia en el salón mediante un sensor PIR. En ese momento, todas

las ADL’s posibles del salón igualan su probabilidad. En el instante posterior, se

detecta vibración en el sofá y que la televisión está encendida. Gracias a estas dos

señales, el sistema calcula las probabilidades y otorga la máxima probabilidad a la

actividad de ver la televisión. En el caso de la Figura 6.12b, el caso de uso es la

detección de la actividad de dormir. En primer lugar, el sistema detecta presencia

en el dormitorio gracias al sensor PIR, por lo que todas las probabilidades de las

actividades del dormitorio se igualan. En el instante posterior, se detecta vibración

en la cama y que la luz está apagada. Por lo tanto, el sistema otorga la probabilidad

más alta a la actividad de dormir.

En la Tabla 6.6 aparece un resumen de las duraciones medias de cada una de
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VER TV

SALÓN

ENCENDER
TV

0.6

0.2

VIBRACIÓN
SOFÁ

0.5

0.5

PRESENCIA
SALÓN

0.8
0.8

0.8

VIBRACIÓN
SILLA 1

VIBRACIÓN
SILLA 2

0.5

0.5

VESTIRSE LEER

DORMIR

DORMITORIO SALÓN

TRABAJAR

ESTUDIO

COMER

COMER

RELAJARSE VER TV

PRESENCIA
SALÓN

COCINA

LAVAR
PLATOS

COCINAR

LAVAR
ROPA

MASCOTA

COMER

ACTIVIDAD
BAÑO

TOMAR
MEDICINAS DUCHARSE

BAÑO

SALIR
CASA

TAREAS
HOGAR

PASILLO

RELAJARSE

(a) Proceso de detección ADL ver TV.

LEER

DORMIR

VIBRACIÓN
CAMA

0.6

0.6

CONTACTO
ARMARIO

VIBRACIÓN
CÓMODA

0.7

0.5

DORMITORIO

PRESENCIA
DORMITORIO

NO
ILUMINACIÓN

0.7

0.1

0.8
0.80.8

VESTIRSE LEER

DORMIR

DORMITORIO SALÓN

TRABAJAR

ESTUDIO

COMER

RELAJARSE VER TV

PRESENCIA
DORMITORIO

COCINA

LAVAR
PLATOS

COCINAR

LAVAR
ROPA

MASCOTA

COMER

ACTIVIDAD
BAÑO

TOMAR
MEDICINAS DUCHARSE

BAÑO

SALIR
CASA

TAREAS
HOGAR

PASILLO

VESTIRSE

(b) Proceso de detección ADL dormir.

Figura 6.12: Ejemplos de detección de actividad mediante la implementación de
métodos de aprendizaje no supervisado basado en las señales de los sensores.
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Act.
baño

Tareas
del

hogar

Cocina Lavar
platos

Vestir. Comer Lavar
ropa

Salir
de
casa

Usuario
1

505 1594 630 723 268 1649 224 24003

Usuario
2

914 1887 604 631 607 2213 832 27261

Mascota Leer Relax Ducha Dormir Medic. Ver
TV

Trabajo

Usuario
1

146 1997 1960 634 25268 103 4319 5202

Usuario
2

304 8924 3788 1602 28907 60 4262 4244

Tabla 6.6: Duración media de cada una de las ADL’s de la base de datos
SDHAR-HOME para cada usuario.

las ADL’s de la base de datos SDHAR-HOME para cada uno de los usuarios de la

vivienda en segundos (s). Se puede deducir de esta tabla que existe mucha variabili-

dad en las duraciones de cada una de las actividades. La etapa de la propagación del

método es inmediata y funciona en tiempo real. Sin embargo, para ejecutar la etapa

de retro propagación, es necesario contar con las señales posteriores al momento de

la predicción para poder inferir la ADL. Debido a esta etapa de retro propagación,

se ha calculado que el tiempo de respuesta medio del modelo se encuentra alrededor

de los 6 minutos.

En la Tabla 6.7 se pueden observar los resultados obtenidos mediante la aplicación

de los modelos no supervisados utilizando la base de datos SDHAR-HOME. En esta

tabla aparecen las métricas de Precisión, Recall y F1-Score calculadas mediante la

aplicación de las Ecuaciones 6.1-6.4. De esta tabla se puede deducir que la precisión

del modelo para el usuario 1 es del 91.68 %, mientras que para el usuario 2 es del

86.78 %. La diferencia entre el rendimiento del modelo para cada uno de los usuarios

puede darse debido a posibles fallos durante la etapa de etiquetado de ADL’s a la

hora de elaborar la base de datos. Los fallos también pueden deberse al ajuste de

las matrices internas del modelo (A, B, C, M o R). Este ajuste se ha realizado de

forma manual mediante el conocimiento experto. Por ejemplo, se sabe que el sensor

de contacto situado en el cajón de las medicinas va a influir mucho en la ADL de
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Actividad Precisión Recall F1-score
Actividad en el

baño
0.81 - 0.63 0.77 - 0.6 0.79 - 0.61

Tareas del hogar 0.28 - 0.25 0.65 - 0.57 0.39 - 0.35
Cocinar 0.68 - 0.37 0.83 - 0.6 0.75 - 0.46

Lavar los platos 0.24 - 0.15 0.71 - 0.79 0.36 - 0.25
Vestirse 0.12 - 0.19 0.78 - 0.61 0.21 - 0.29
Comer 0.91 - 0.65 0.82 - 0.64 0.86 - 0.64

Lavar la ropa 0.85 - 0.11 1.0 - 0.54 0.92 - 0.18
Salir de casa 0.99 - 0.99 0.97 - 0.91 0.98 - 0.95
Cuidados de

mascota
0.82 - 0.11 0.86 - 0.55 0.84 - 0.18

Leer 0.64 - 0.58 0.54 - 0.67 0.59 - 0.62
Relajarse 0.42 - 0.76 0.69 - 0.63 0.52 - 0.69
Ducharse 0.87 - 0.47 0.88 - 0.73 0.87 - 0.57
Dormir 0.96 - 0.94 0.92 - 0.94 0.94 - 0.94

Tomar medicinas 0.09 - 0.09 0.83 - 0.96 0.16 - 0.16
Ver TV 0.89 - 0.79 0.82 - 0.8 0.85 - 0.79
Trabajar 0.99 - 0.57 0.94 - 0.77 0.96 - 0.66

Precisión total 0.92 - 0.87
Macro avg. 0.66 - 0.48 0.81 - 0.71 0.69 - 0.52

Weighted avg. 0.94 - 0.9 0.92 - 0.87 0.93 - 0.88

Tabla 6.7: Resultados del modelo no supervisado en viviendas con varios usuarios
(Usuario 1 - Usuario 2).
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Usuario 1: Curva ROC multiclase (Uno-vs-todos)

ACTIVIDAD EN EL BAÑO (AUC = 0.95)
TAREAS DEL HOGAR (AUC = 0.96)
COCINAR (AUC = 0.96)
LAVAR LOS PLATOS (AUC = 0.88)
VESTIRSE (AUC = 0.95)
COMER (AUC = 0.96)
LAVAR LA ROPA (AUC = 1.00)
SALIR DE CASA (AUC = 0.99)
CUIDADOS DE MASCOTA (AUC = 0.98)
LEER (AUC = 0.98)
RELAJARSE (AUC = 0.92)
DUCHARSE (AUC = 0.99)
DORMIR (AUC = 0.97)
TOMAR MEDICINAS (AUC = 0.93)
VER TELEVISION (AUC = 0.94)
TRABAJAR (AUC = 0.99)

(a) ROC y AUC para usuario 1.
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Usuario 2: Curva ROC multiclase (Uno-vs-todos)

ACTIVIDAD EN EL BAÑO (AUC = 0.90)
TAREAS DEL HOGAR (AUC = 0.94)
COCINAR (AUC = 0.92)
LAVAR LOS PLATOS (AUC = 0.99)
VESTIRSE (AUC = 0.92)
COMER (AUC = 0.91)
LAVAR LA ROPA (AUC = 0.97)
SALIR DE CASA (AUC = 0.92)
CUIDADOS DE MASCOTA (AUC = 0.96)
LEER (AUC = 0.89)
RELAJARSE (AUC = 0.86)
DUCHARSE (AUC = 0.96)
DORMIR (AUC = 0.94)
TOMAR MEDICINAS (AUC = 0.98)
VER TELEVISION (AUC = 0.89)
TRABAJAR (AUC = 0.96)

(b) ROC y AUC para usuario 2.

Figura 6.13: Curvas ROC uno-vs-todos obtenidas de la aplicación de los métodos
de aprendizaje no supervisado para la base de datos SDHAR-HOME.

toma de medicinas aumentando su probabilidad en la matriz B. Del mismo modo,

se sabe que el sensor de contacto del frigoŕıfico afecta mucho a la ADL de cocinar.

Además, es posible que ambos usuarios se encuentren en la misma sala realizando

actividades distintas. Por ejemplo, pueden encontrarse ambos en el salón, uno de

ellos viendo la televisión y el otro usuario comiendo.

En la Figura 6.13 se pueden ver las curvas de caracteŕıstica operativa del receptor

(ROC, del inglés Receiver Operating Characteristic) [211]. Estas curvas representan

la sensibilidad del sistema ante falsas detecciones. La forma de las curvas ROC para

ambos usuarios es adecuada, ya que indica que la tasa de falsos positivos es pequeña

debido a que todas ellas se alejan de la diagonal. De forma adicional se indican los

valores del área bajo las curvas ROC (AUC, del inglés Area Under the Curve) para

cuantificar la capacidad de clasificación del sistema para cada ADL [212]. Se puede

observar de esta figura que la capacidad de clasificación para todas las ADL’s se

encuentra por encima del 90 %.

La matriz de confusión para el usuario 1 se puede observar en la Figura 6.14.

Todas las ADL’s se distribuyen a lo largo de la diagonal de la matriz, lo que indica

que el modelo es preciso. En cambio, hay parejas de ADL’s que el sistema tiende

a confundir. Un ejemplo es la actividad de dormir con leer. Esto se debe a que el

usuario 1 normalmente lee en la cama, por lo que el modelo puede confundirse. Otra

pareja que puede confundir es lavar los platos con comer. Puede deberse a que a
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Prediccion

ACTIVIDAD EN EL BAÑO

TAREAS DEL HOGAR

COCINAR

LAVAR LOS PLATOS

VESTIRSE

COMER

LAVAR LA ROPA

SALIR DE CASA

CUIDADOS DE MASCOTA

LEER

RELAJARSE

DUCHARSE

DORMIR

TOMAR MEDICINAS

VER TELEVISION

TRABAJAR

Re
al

0.77 0.03 0.01 0.01 0.01 0.01 0 0.01 0 0 0 0.01 0.01 0.12 0.01 0

0.01 0.65 0.03 0 0.18 0 0 0 0 0.06 0.01 0 0.01 0 0.03 0.01

0 0.01 0.83 0.05 0.01 0.08 0 0 0 0 0.01 0 0.01 0 0 0

0 0.03 0.08 0.71 0 0.18 0 0 0 0 0 0 0 0 0 0

0.03 0.07 0.02 0 0.78 0 0 0 0 0 0 0.01 0.07 0 0 0.01

0 0 0.03 0.06 0 0.82 0 0 0 0 0.01 0 0.01 0 0.06 0

0 0 0 0 0 0 1 0 0 0 0 0 0 0 0 0

0 0.01 0.01 0 0 0 0 0.97 0 0 0 0 0.01 0 0 0

0.01 0 0 0 0 0 0 0.02 0.86 0 0 0 0.03 0.03 0.04 0

0.03 0 0 0 0.07 0.02 0 0.05 0 0.54 0 0 0.21 0 0.07 0

0.02 0.04 0.02 0 0.02 0.03 0 0 0 0 0.69 0.01 0.03 0 0.13 0

0.09 0 0 0 0.01 0 0 0.02 0 0 0 0.88 0 0 0 0

0.01 0.01 0 0 0.04 0 0 0.01 0 0.01 0 0 0.92 0 0 0

0.01 0 0.01 0.02 0.1 0 0 0 0 0 0 0.02 0 0.83 0 0

0.02 0.01 0.01 0 0 0.01 0 0 0 0 0.12 0 0.01 0 0.82 0

0.01 0.01 0 0 0.02 0 0 0 0 0 0.01 0 0 0 0 0.94
0.0

0.2

0.4

0.6

0.8

1.0

Figura 6.14: Matriz de confusión para el modelo de aprendizaje no supervisado:
usuario 1.

veces el lavavajillas se queda abierto mientras el usuario come, lo que puede producir

fallos en el sistema.

En la Figura 6.15 se puede observar la matriz de confusión para el usuario 2.

También cuenta con todas las probabilidades más elevadas distribuidas a lo largo de

la diagonal. En este caso, la actividad de dormir se confunde con cuidados de mascota.

Esto se debe a que, normalmente, estos usuarios realizan la actividad de cuidados de

mascota durante la noche. Si el sistema de localización falla, puede intercambiar las

ADL’s reconocidas entre los usuarios y provocar que el sistema falle.

6.3. Experimentos y resultados del ecosistema de

inteligencia ambiental

Para evaluar la funcionalidad y la validez del ecosistema de inteligencia ambiental

planteado en el Caṕıtulo 5, se ha realizado un despliegue en una vivienda donde

residen dos personas con su mascota. Se ha utilizado un robot social Temi V3 [213]
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Prediccion

ACTIVIDAD EN EL BAÑO

TAREAS DEL HOGAR

COCINAR

LAVAR LOS PLATOS

VESTIRSE

COMER

LAVAR LA ROPA

SALIR DE CASA

CUIDADOS DE MASCOTA

LEER

RELAJARSE

DUCHARSE

DORMIR

TOMAR MEDICINAS

VER TELEVISION

TRABAJAR

Re
al

0.6 0.02 0.04 0 0.07 0.03 0.02 0 0.01 0.02 0.01 0.1 0.05 0.01 0.01 0

0.04 0.57 0 0 0.05 0.08 0.11 0 0 0.08 0.05 0 0 0 0 0.02

0 0.06 0.6 0.1 0.01 0.07 0.05 0 0.03 0.04 0.02 0 0.01 0 0.02 0

0 0 0.08 0.79 0 0 0.13 0 0 0 0 0 0 0 0 0

0.21 0.01 0.01 0 0.61 0 0 0 0 0.04 0.01 0.05 0.06 0 0 0

0.01 0.01 0.07 0.02 0 0.64 0.02 0.07 0.01 0 0.02 0.01 0.03 0 0.08 0

0 0.14 0.01 0.04 0.02 0.01 0.54 0 0 0.17 0 0 0 0 0 0.08

0 0.01 0.01 0 0 0.02 0 0.91 0 0.01 0.01 0 0.02 0 0 0

0 0 0 0 0 0.14 0 0 0.55 0 0 0 0.28 0 0.03 0

0.02 0.01 0 0 0.01 0 0 0 0 0.67 0 0 0.17 0.01 0.05 0.06

0.04 0.04 0.03 0 0.01 0.02 0.03 0.04 0 0.05 0.63 0.01 0.01 0 0.08 0

0.1 0 0 0.03 0.05 0.01 0 0 0 0.07 0 0.73 0 0 0 0

0.01 0 0.01 0 0 0 0 0 0 0.02 0 0 0.94 0.01 0 0

0.02 0 0 0 0 0 0 0 0 0 0.01 0 0.01 0.96 0 0

0.03 0.01 0 0 0 0.05 0.01 0 0.02 0.03 0.03 0 0.03 0 0.8 0

0.01 0.03 0.02 0 0 0.01 0.13 0 0 0.02 0 0 0 0 0 0.77
0.0

0.2

0.4

0.6

0.8

Figura 6.15: Matriz de confusión para el modelo de aprendizaje no supervisado:
usuario 2.

para apoyar a los usuarios durante un total de 2 meses de duración. A continuación

se van a exponer las tareas que el robot debe realizar en el d́ıa a d́ıa. El robot

tiene la tarea de recordar al usuario que tome medicamentos durante el desayuno,

el almuerzo y la cena. Por la mañana, el robot verifica el bienestar del usuario,

proporciona actualizaciones meteorológicas, destaca eventos diarios y comparte las

últimas noticias si aśı se desea. A las 12:00, el robot sugiere participar en juegos de

memoria y ejercicios f́ısicos centrados en movimientos de cuello, hombros y manos.

Los usuarios pueden acceder a los servicios del robot, incluidos juegos, videollamadas

y diálogos, en cualquier momento. Si el usuario ve la televisión continuamente durante

más de una hora, el robot le anima a dar un paseo corto. Si el usuario sale de

casa entre las 20:00 y las 8:00, el robot verifica las estancias y notifica al cuidador

y/o familiar si no hay nadie presente. Presionar el botón de emergencia incita al

robot a explorar la casa, comenzando desde la última actividad detectada, buscando

al usuario y evaluando su bienestar. Lo mismo ocurre si se detecta la métrica de

inactividad durante un periodo prolongado.

Se han propuesto los siguientes planes para el robot social: plan de emergencia,
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Buscando usuario
Entry /on_enter_searching_user

A base de carga
Entry/on_enter_home_base

Usuario detectado
Entry/on_enter_user_detected

Movimiento finalizado
Entry/on_enter_move_finished

Próxima acción
Entry/on_enter_next_action

Sugerir llamada de emergencia
Entry/on_enter_ask_call

En llamada de emergencia
Entry/on_enter_in_call

Acción finalizada
Entry/on_enter_action_finished

Acción: Usuario en
localización

Acción: Usuario
no encontrado

Acción: Sin respuestaAcción: Respuesta

Acción: Sin respuesta

Acción: Usuario
rechaza

Acción: Usuario
acepta

Acción: Finaliza llamada

Acción: Mover

Detección de
emergencia

Figura 6.16: Diagrama de secuencia de actuación del robot social durante el plan de
detección de emergencia.

inactividad prolongada, toma de medicinas, ver TV, despertar y comer.

En la Figura 6.16 se describe la secuencia de acciones a realizar cuando se detecta

la anomaĺıa “Emergencia”. Esta situación se detecta si el usuario presiona un botón

de emergencia o si se detecta la métrica de inactividad excede los 30 minutos. Para

iniciar el plan, el robot busca al usuario por la casa partiendo de la estancia en la

que se ha detectado la última actividad. El robot es capaz de reconocer a la persona

mediante un método de visión por computador basado en MediaPipe [214]. Si no

detecta al usuario, el robot vuelve a la base de carga y se finaliza el plan. En cambio,

si encuentra al usuario, el robot le pregunta si se encuentra bien. En caso afirmativo,

el robot finaliza el plan. En cambio, si el usuario no responde, le sugiere realizar

una llamada a su contacto de emergencia. Si el usuario no responde o acepta la

llamada, el robot realiza una videoconferencia con el contacto que tenga registrado

como contacto de emergencia. Si el usuario rechaza la llamada, el robot finaliza el

plan.

En la Figura 6.17 se puede observar el plan de ejecución de los planes de inacti-

vidad prolongada y de despertar. Para el plan de despertar, cuando el sistema HAR
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EL USUARIO SE 
LEVANTA

ROBOT VA A 
DORMITORIO

DIÁLOGO: PREGUNTAR 
POR SUEÑO

DIÁLOGO

PIDE 
AYUDA

FIN

Buena respuesta

Mala/sin respuesta

INACTIVIDAD 
PROLONGADA

BUSCA AL 
USUARIO

PREGUNTAR SI 
NECESITA AYUDA

EMERGENCIA

FIN

Buena respuesta

Mala/sin respuesta

No detección

Detección

Figura 6.17: Diagrama de ejecución de planes: despertar e inactividad prolongada.
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deja de detectar la ADL dormir, env́ıa al robot al dormitorio. Una vez que llega a

la localización, el robot pregunta por la calidad del sueño del usuario. Esta calidad

del sueño se registra en la base de datos para poder obtener un histórico sobre el

sueño del usuario. En función de la respuesta del usuario, el robot ofrece un diálogo

personalizable y/o proporciona sugerencias de funciones del robot. Si el usuario no

responde o manifiesta malestar, el robot sugiere pedir ayuda mediante videollamada

al cuidador. Para el plan de inactividad prolongada, si el módulo HAR y el módulo

de anomaĺıas y métricas no detecta actividad durante una duración espećıfica (en

este caso, 30 minutos), el sistema env́ıa al robot a buscar al usuario. Si el robot se

desplaza por las habitaciones y no lo encuentra, o si manifiesta que necesita ayuda o

no responde, se lanza la opción de notificar al cuidador o realizar una videollamada

en el punto donde se encuentre el usuario.

Durante los 2 meses de pruebas, se han obtenido los siguientes resultados apro-

ximados. Para el plan de emergencia, se simularon 10 situaciones de emergencia en

diferentes momentos y lugares dentro de la residencia. El sistema detectó exitosa-

mente el 90 % de las emergencias, brindando soporte al usuario a través del robot

y la opción de videollamadas de emergencia. El margen de error ocurrió debido a

que el robot no pudo encontrar al usuario mediante visión artificial. Respecto a la

detección de salir de casa, se registraron todos los momentos en los que los usuarios

salieron de la vivienda. En promedio, los usuarios salieron de casa dos veces al d́ıa

durante el experimento de 2 meses. El sistema reconoció el 97 % de estas salidas. El

error en la detección ocurrió debido a que la puerta abierta quedó abierta en varias

ocasiones, causando confusión en el sistema. Para la métrica de peŕıodos prolongados

de inactividad, el sistema pudo detectar el 90 %. Los errores pueden atribuirse a re-

gistros de sensores de presencia causados por la mascota del usuario. La métrica para

la toma de medicamentos logró una efectividad del 83 %. Para las deambulaciones

nocturnas, se registraron un total de 20 noches en las que el usuario se levantó para

ir al baño. El sistema detectó el 95 % de estas deambulaciones. El usuario ha visto la

televisión todos los d́ıas durante 1 hora, y el sistema detectó exitosamente el 82 % de

estos peŕıodos, recomendando levantarse para estirar las piernas. Para la detección

del sueño se ha considerado que los usuarios han dormido en casa todos los d́ıas

que ha durado el experimento, y el sistema detectó con precisión el 92 % de estos
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Incidencia Situaciones Precisión
Emergencia 10 90 %
Salir de casa 120 97 %
Inactividad 25 90 %
Medicinas 60 83 %

Deambulaciones 20 95 %
TV 60 82 %

Dormir 60 92 %
Comer 120 82 %

Tabla 6.8: Resultados del sistema de detección de anomaĺıas y efectividad del
sistema cognitivo.

peŕıodos. Finalmente, para la detección de las comidas, se consideraron los peŕıodos

de comida y cena. El sistema detectó el 82 % de estos peŕıodos. Para obtener una

precisión general del sistema, se calculó la media aritmética de todos los casos de

estudio y sus tasas de éxito. El sistema logró una precisión general del 88.32 %. La

Tabla 6.8 proporciona un resumen de todos los resultados del sistema basados en los

incidentes analizados.

En la Figura 6.18 se puede ver un caso real de asistencia del robot en el hogar. Se

puede observar cómo el robot propone ejercicios f́ısicos al usuario, juegos de memoria

para estimular habilidades cognitivas y asistiendo durante la actividad de cocinar (el

robot puede sugerir recetas o contestar preguntas del usuario).

En la Figura 6.19 se puede observar la apariencia de la aplicación web. La aparien-

cia final de la aplicación web para acceder a información sobre el hogar del usuario

monitorizado se caracteriza por presentar una interfaz limpia e intuitiva. La pági-

na de inicio presenta un diseño simple pero eficaz, con un menú de navegación que

proporciona fácil acceso a diferentes secciones de la aplicación. El panel principal

presenta un resumen de información clave, como el estado actual de varios sensores

del hogar, actividades recientes y cualquier alerta o notificación. Los diferentes gráfi-

cos y diagramas proporcionan representaciones visuales de tendencias de datos a lo

largo del tiempo, permitiendo a los cuidadores y/o familiares evaluar rápidamente

la situación. La aplicación cuenta con mapas interactivos que proporcionan actuali-

zaciones en tiempo real sobre la ubicación y movimiento del robot social dentro del
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Figura 6.18: Robot social Temi V3 asistiendo al usuario en 3 situaciones diferentes:
(a) proponiendo ejercicio f́ısico, (b) proponiendo juegos de memoria y (c) asistiendo

en la cocina.

hogar, mejorando la adquisición de información para cuidadores y familiares.

El sistema de inteligencia ambiental, junto con el módulo de detección de activi-

dades basado en HMMs jerárquicos explicado en la Sección 4.3.6, se ha desplegado

en 5 hogares reales de personas mayores durante una duración de 2 meses con el fin

de comprobar la validez del mismo. En la Figura 6.20 se puede observar un diagrama

de Gantt que recoge las actividades realizadas por el usuario de una de las viviendas

analizadas durante un d́ıa del estudio y su secuencia de ejecución. En esta gráfica,

el eje de ordenadas representa las diferentes ADL’s que el usuario ha llevado a cabo

durante el d́ıa analizado. El eje de abscisas representa cada una de las horas del d́ıa.

En este caso, el usuario ha realizado las siguientes actividades: dormir, actividad en

el baño, salir de casa, cocinar, comer y ver la televisión. De esta gráfica se pueden

extraer métricas como el número de horas de sueño durante ese d́ıa o el tiempo que

ha visto la televisión. También es útil para conocer el tiempo que el usuario ha es-

tado fuera de casa y sus horarios, aśı como las veces que ha ido al cuarto de baño.

Se puede ver que el sistema recoge el patrón de comportamiento que puede adoptar

una persona mayor. Una de las debilidades del sistema que se puede apreciar en la

gráfica es la confusión entre la actividad de comer y cocinar. Esto se debe a que am-

bas actividades comparten sensores, por lo que el sistema puede dudar entre escoger

una actividad u otra.
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Figura 6.19: Aspecto general de la aplicación web desarrollada para acceder a la
información de los usuarios de la vivienda monitorizada.

En las gráficas de la Figura 6.21, se pueden observar los patrones de comporta-

miento de los usuarios de las 5 viviendas analizadas. En estos diagramas se recoge

en el eje de ordenadas el número de activaciones u ocurrencias de las ADL’s posibles

para esa vivienda durante los 2 meses del estudio. En el eje de abscisas aparecen

las diferentes horas del d́ıa. Con todo esto, el diagrama aporta información sobre

el patrón de comportamiento del usuario analizado. Cada vivienda cuenta con un

número diferente de ADL’s, ya que sólo se registraron las actividades que el usuario

pod́ıa realizar de forma independiente. De estas gráficas se puede extraer como re-

sultado que cada usuario tiene un patrón de comportamiento diferente en función de

su secuencia de actividades a lo largo del d́ıa. Sin embargo, se puede extraer alguna

semejanza. Por ejemplo, para todos los usuarios, la actividad de “Dormir”se lleva

a cabo durante la noche, por lo que en todas las gráficas curva crece durante esas

horas. Para actividades más espontáneas, como “Actividad en el baño”, cada usuario

las realiza de forma aleatoria. En la actividad de “Salir de casa”, se puede observar

que algunos usuarios siguen cierta pauta, lo que podŕıa indicar que mantienen un

horario determinado.
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Figura 6.20: Diagrama de Gantt resultado del sistema de detección de actividades
para una vivienda real.

Se ha realizado un estudio por vivienda para analizar la evolución de la duración

total de cada una de las actividades detectadas. Este estudio se ha elaborado para

controlar la regularidad con la que los usuarios realizan las actividades y para saber el

número de horas totales que necesitan para desempeñar una actividad. En las gráficas

de la Figura 6.22 se puede observar la evolución de la duración de las actividades para

cada vivienda. En el eje de abscisas aparecen numerados los d́ıas del estudio, y en el

eje de ordenadas se encuentra el número total de horas que se han necesitado para

cada actividad. De las gráficas se puede extraer que la actividad que más duración

tiene es la de “Dormir”. Se puede apreciar también que muchas actividades tienen un

patrón de duración muy estable, como puede ser el caso de “Actividad en el baño”.

Por último, se puede observar también que otras actividades más arbitrarias, como es

el caso de “Ver la televisión”, tienen un patrón de duración más irregular, ya que es

una actividad que se puede activar en cualquier momento. En las gráficas de la Figura
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(a) Vivienda 1. (b) Vivienda 2.

(c) Vivienda 3. (d) Vivienda 4.

(e) Vivienda 5.

Figura 6.21: Diagramas de frecuencias de actividades para las 5 viviendas reales
analizadas durante 2 meses.

151



(a) Vivienda 1. (b) Vivienda 2.

(c) Vivienda 3. (d) Vivienda 4.

(e) Vivienda 5.

Figura 6.22: Gráficas de duración de actividades por d́ıa para las 5 viviendas reales
analizadas durante 2 meses.
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6.23 se pueden observar los diagramas de caja y bigotes de todas las actividades para

cada vivienda. En estos diagramas se pueden apreciar 3 componentes diferentes: la

caja, los bigotes y los puntos fuera de los bigotes. En la caja, se puede ver el rango

intercuart́ılico de los datos, lo que corresponde a la duración (en horas) del 50 % total

de los datos. El borde inferior de la caja corresponde al primer cuartil (Q1), que es el

valor por debajo del cual se encuentra el 25 % de los datos. El borde superior de la caja

se corresponde al tercer cuartil (Q3), que es el valor por debajo del cual se encuentra

el 75 % de los datos. La linea que aparece en el medio de la caja se corresponde

con la mediana, cuya labor es dividir el conjunto de datos en dos partes iguales.

Con respecto a los bigotes del diagrama, se extienden desde los bordes de la caja

hasta los valores extremos del conjunto de datos. Estos valores extremos son puntos

fuera del rango intercuart́ılico, y se calculan como 1.5 veces el rango intercuart́ılico

por encima del tercer cuartil Q3 o por debajo del primer cuartil Q1. Por último,

los puntos fuera de los bigotes se consideran valores at́ıpicos. De los diagramas se

puede extraer que las actividades con las cajas más pequeñas se corresponden con

las ADL’s con duraciones más estables, como puede ser la actividad de “Comer”. Del

mismo modo, se pueden extraer las actividades con mayor desviación. Por ejemplo,

en la vivienda 5, la ADL más variable es “Dormir”.

En la Tabla 6.9 aparece un resumen de los resultados obtenidos para cada vivienda

al calcular la media y la desviación t́ıpica para cada una de las ADL’s detectadas. En

la tabla se ha representado con un signo “−” las actividades que no se han detectado

en cada vivienda debido a que los usuarios no pod́ıan realizar dicha actividad por si

mismos sin necesitar una ayuda externa.

Para verificar la efectividad del método empleado para detectar las distintas

ADL’s posibles en las 5 viviendas reales, se ha realizado un etiquetado posterior

mediante el conocimiento de un experto. Este etiquetado se ha realizado de forma

manual, observando gráficamente la información proporcionada por los sensores de

cada vivienda y la salida del modelo de predicción, tal y como se puede visualizar en

la Figura 6.24. Los sensores de eventos aparecen en la parte superior, mientras que

la información de los sensores ambientales se sitúa en la parte inferior. Por último,

en la parte de abajo de la figura, se pueden observar las distintas predicciones por

colores que ha realizado el modelo, junto con una leyenda explicativa para mejorar
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(a) Vivienda 1. (b) Vivienda 2.

(c) Vivienda 3. (d) Vivienda 4.

(e) Vivienda 5.

Figura 6.23: Diagramas de caja y bigotes de duración de actividades por d́ıa para
las 5 viviendas reales analizadas durante 2 meses.
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Figura 6.24: Resumen de información relativa a una vivienda durante un d́ıa
completo para realizar el etiquetado manual: gráficas de sensores y salida del

modelo.
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Actividad Vivienda
1 (h)

Vivienda
2 (h)

Vivienda
3 (h)

Vivienda
4 (h)

Vivienda
5 (h)

Actividad
en el baño

1.07 ± 0.51 - 0.52 ± 0.20 1.15 ± 0.31 0.04 ± 0.05

Cocinar 1.64 ± 3.80 1.24 ± 0.62 1.96 ± 1.29 - 1.36 ± 0.49
Lavar los
platos

0.14 ± 0.17 - - - -

Vestirse 0.21 ± 0.32 - - - -
Comer 0.21 ± 0.35 1.13 ± 0.43 0.08 ± 0.09 2.88 ± 0.94 0.28 ± 1.07
Salir de ca-
sa

- 0.34 ± 0.45 4.31 ± 1.84 18.12±1.71 4.72 ± 2.25

Ducharse - 0.59 ± 1.13 - - 1.28 ± 0.56
Dormir 8.66 ± 3.45 8.44 ± 2.30 10.22±2.01 1.22 ± 0.92 7.92 ± 2.85
Tomar me-
dicinas

0.01 ± 0.02 - 0.84 ± 1.37 - -

Ver televi-
sión

- 10.26±2.29 3.07 ± 2.12 0.17 ± 0.22 6.56 ± 2.10

Tabla 6.9: Media y desviación t́ıpica (en horas) de duración de actividades para las
5 viviendas reales analizadas durante 2 meses.

la legibilidad. De este modo, el experto ha realizado un etiquetado diario para cada

vivienda teniendo en cuenta toda la información de la figura.

La fase de etiquetado se ha realizado durante un total de 50 d́ıas y siempre

mediante el mismo experto. Además, el experto no se encuentra en la vivienda, hecho

que aumenta la complejidad de la tarea. Una vez que se ha realizado el etiquetado

manual, se han comparado estas etiquetas con las salidas del modelo. Los resultados

obtenidos de esta comparación se pueden visualizar en la Tabla 6.10. En esta tabla

se pueden observar las métricas de precision, recall y F1-Score para cada una de las

viviendas. La columna “Nº” hace referencia al número de la vivienda, la columna

“Métrica” indica el tipo de métrica a analizar y en la columna “Actividades” muestra

las diferentes ADL’s para cada vivienda. En la tabla aparece con un śımbolo “-”las

ADL’s que no se analizan en esa vivienda en concreto, tal y como sucede en la Tabla

6.9. De estos resultados se puede extraer que el modelo es preciso ya que todas

las métricas de F1-Score superan un porcentaje de acierto del 50 % para todas las

actividades. De forma adicional, se ha extráıdo un resultado de precisión o acierto
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global para cada vivienda. Las viviendas tienen una precisión global del 87 %, 85 %,

84 %, 83 % y 84 % respectivamente.

Nº Métrica
Actividades

A
ct

iv
id

ad
en

el
b

añ
o

C
o
ci

n
ar

L
av

ar
lo

s
p
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to

s

V
es

ti
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e

C
om

er
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ir
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e
ca

sa

D
u

ch
ar

se

D
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m
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T
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as

V
er

T
V

1
Precision 0.97 0.63 0.57 0.91 0.84 - - 0.93 0.71 -
Recall 0.98 0.92 0.80 0.88 0.47 - - 0.95 0.55 -

F1-Score 0.97 0.74 0.66 0.89 0.60 - - 0.94 0.63 -

2
Precision - 0.59 - - 0.88 0.75 0.67 0.80 - 0.89
Recall - 0.83 - - 0.40 0.60 0.86 0.71 - 0.96

F1-Score - 0.69 - - 0.55 0.67 0.75 0.75 - 0.92

3
Precision 0.84 1.00 - - 0.83 0.60 - 0.94 0.54 0.93
Recall 0.89 0.67 - - 0.56 0.94 - 0.81 0.93 0.83

F1-Score 0.86 0.80 - - 0.67 0.73 - 0.87 0.68 0.88

4
Precision 0.93 - - - 0.92 0.54 - 0.92 - 0.94
Recall 0.96 - - - 0.85 0.97 - 0.74 - 0.52

F1-Score 0.94 - - - 0.88 0.70 - 0.82 - 0.67

5
Precision 1.00 1.00 - - 1.00 0.97 0.57 0.89 - 0.82
Recall 0.53 0.83 - - 0.50 0.97 0.94 0.69 - 0.96

F1-Score 0.69 0.91 - - 0.67 0.97 0.71 0.78 - 0.89

Tabla 6.10: Resultados de precision, recall y F1-Score de las actividades detectadas
para las 5 viviendas reales.

Por último, se han obtenido las matrices de confusión de las ADL’s para las 5

viviendas, tal y como se puede comprobar en la Figura 6.25. En estas matrices de

confusión se puede observar que todas las ADL’s con mayor porcentaje de acierto

se encuentran distribuidas a lo largo de las diagonales de las matrices. Esto es un

indicador fiable de que el modelo es preciso y se comporta de forma similar al eti-

quetado del experto. De estas matrices se pueden extraer otras conclusiones debido

a los pesos que se encuentran alejados de la diagonal. Por ejemplo, se puede ver

que el mayor porcentaje de fallos del modelo se debe a confusiones entre actividades

realizadas dentro de la misma estancia. Esto se debe a que las actividades que se

realizan dentro de las mismas estancias pueden compartir sensores entre śı o pueden
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presentar similitudes durante su realización. Observando detenidamente las matrices

se pueden extraer otras conclusiones. Por ejemplo, para la vivienda 1, el modelo con-

funde la actividad de comer con cocinar. Esta confusión se puede deber a que ambas

actividades se realizan de manera próxima en el tiempo y, normalmente, de forma

secuencial. Por lo tanto, debido al sensor de temperatura y humedad de la cocina,

puede existir cierta inercia que produzca que el sistema detecte que el usuario sigue

cocinando cuando realmente ya ha empezado a comer. Otro ejemplo que se puede

ver en la vivienda 2 es la tendencia a que el modelo genere como salida la actividad

de ver la televisión. Esto se debe a que el usuario de esa vivienda tiene encendida la

televisión una media de 10 horas al d́ıa (tal y como se pudo ver en la Figura 6.22).

Por último, en la vivienda 5, el modelo confunde la actividad de dormir con ver la

televisión. Esto se debe a que el usuario cuenta con televisión en el dormitorio y

tiende a dormir con la televisión encendida.

6.4. Discusión

Una de las fortalezas del método de aprendizaje supervisado para viviendas con

un único usuario es la capacidad de distinguir entre ADL’s que se llevan a cabo en

la misma estancia o que se encuentran muy próximas en el espacio. Puede ser el caso

de la actividad dormir y actividad en el dormitorio principal. Ambas actividades se

desarrollan en la misma habitación y se reconocen mediante los mismos sensores.

Sin embargo, el modelo es capaz de diferenciar las ADL’s debido al hábito y el

patrón de comportamiento del usuario, aśı como por la hora a la que se ejecuta

la actividad. Otra fortaleza se corresponde con la capacidad de diferenciar entre

medicación matutina y medicación nocturna. Ambas actividades se realizan de la

misma forma, pero debido a que el modelo cuenta con la hora del d́ıa, el sistema

es capaz de diferenciar entre ambas. Esto es muy útil para diferenciar entre los

hábitos de medicación del usuario, pudiendo generar una alerta en el caso de que

esté cometiendo un fallo en cualquiera de ellos. En cuanto a las debilidades de este

método, se puede ver que las dos actividades correspondientes a la medicación las

confunde de forma ocasional con actividad en la cocina. Esto se debe a que las

medicinas se guardan en un armario de la cocina. Además, se ha observado en la
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Figura 6.25: Matrices de confusión de las actividades detectadas para las 5
viviendas reales.
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base de datos que, en ocasiones, está etiquetada la actividad de medicación y no ha

habido interacción con el armario. Se puede deducir que el usuario a veces se deja el

medicamento fuera del armario, o deja la puerta abierta. Otro aspecto a resaltar es

la tendencia de confusión de la actividad otros. Esto se debe a que es una actividad

en la que el usuario no está interactuando con nada de la vivienda. Por esta razón,

este tiempo ocioso es dif́ıcil de cuantificar.

De los resultados obtenidos para la experimentación mediante los métodos de

aprendizaje supervisado para viviendas con varios residentes, se puede extraer que

la información de las posiciones de los usuarios en las viviendas es de vital impor-

tancia para inferir qué usuario está realizando la actividad. Del mismo modo, se

obtiene que los modelos de redes neuronales basados en capas LSTM y GRU fun-

cionan mejor que las RNN tradicionales para este caso particular. Además se extrae

que es posible reconocer ADL’s mediante la aplicación de redes neuronales, propor-

cionando resultados muy elevados. La técnica de detención temprana es muy útil

para evitar el sobreentrenamiento de los modelos. De las curvas obtenidas de los

entrenamientos para ambos usuarios se puede deducir que el método apenas tiene

sobreentrenamiento, ya que en todos los casos las curvas correspondientes al con-

junto de datos de entrenamiento y validación son muy próximas y siguen la misma

tendencia. Se ha obtenido poco sobreentrenamiento gracias al efecto provocado por

la técnica de detección temprana. Además, del número de épocas se puede deducir

también los entrenamientos son más rápidos para los modelos basados en LSTM y

GRU, ya que se corresponden con redes más avanzadas y optimizadas que las re-

des RNN convencionales. De los experimentos realizados con los modelos CNN con

CVV-SV se ha podido extraer que el rendimiento del modelo es mejor y proporciona

mejores resultados que mediante la aplicación de redes RNN, LSTM y GRU. Con-

cretamente, para el usuario 1, el modelo convolucional simple con filtro de (60,1)

y k=1 es el que mejores resultados proporciona (97 %). En cambio, para el usuario

2, el método más favorable es el convolucional con filtro de (60,1) y k=3, ya que

proporciona una precisión del 90.64 %. Con respecto a las pruebas realizadas con los

modelos transformers, se ha podido comprobar que se han obtenido mejores resulta-

dos utilizando mapeo lineal que mediante el mapeo con redes LSTM, CNN o GRU.

Además, los modelos transformers también parecen ofrecer resultados superiores a
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modelos exclusivamente basados en capas recurrentes, como GRU o LSTM.

En cuanto a los método de aprendizaje no supervisado, de ambas matrices de

confusión se extrae que las actividades con mejor tasa de reconocimiento son dormir

y salir de casa (ambas por encima del 88 % de precisión). Esto se debe a que son las

ADL’s que más se repiten en la generación de la base de datos y la que mayor número

de registros tienen. Una de las debilidades del sistema, que se ha podido extraer de

ambas matrices de confusión, es la dependencia del sistema de localización del usuario

en la casa. Puede ser que el sistema realice el reconocimiento de la actividad de forma

correcta, pero puede fallar a la hora de asignar la actividad a un usuario u otro. Por

esta razón, se ha establecido una métrica general al modelo, la cual asigna como

predicción correcta si el sistema ha sido capaz de reconocer por lo menos una de las

ADL’s, independientemente de la asignación al usuario. Por lo tanto, el sistema tiene

una capacidad de reconocimiento del 95.51 %. De los resultados obtenidos, se puede

deducir que es posible realizar un buen reconocimiento de actividades mediante la

implementación de algoritmos de aprendizaje no supervisado, basados en HMMs.

Este método desarrollado es fácilmente aplicable en un gran numero de viviendas, ya

que no es necesario realizar una labor exhaustiva de etiquetado de actividades para

que el sistema aprenda a detectar las ADL’s. Además, se ha podido comprobar que

los resultados son muy próximos a los obtenidos mediante los métodos de aprendizaje

supervisado aplicando redes neuronales.

Tanto para los modelos basados en técnicas de aprendizaje supervisado como

para los modelos basados en técnicas de aprendizaje no supervisado, existe una

dependencia evidente con la precisión y sensibilidad de los sensores. Durante la fase

de experimentación se ha podido comprobar que, por ejemplo, los sensores de eventos

de tipo vibración son bastante sensibles y pueden generar señales falsas si se detecta

algún ruido fuerte. En cambio, los sensores de eventos de tipo contacto son muy

fiables, ya que la apertura o el cierre de una puerta es una acción en la que hay

que ejercer una determinada fuerza para generar la señal. También hay que tener

en cuenta los posibles fallos en la comunicación entre los sensores y el concentrador

central debido a las posibles interferencias que pueden ocurrir en el entorno. Todo esto

repercute en la efectividad del sistema de detección de actividades y en la precisión

que se puede alcanzar.
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Modelo
Test accuracy
(Usuario 1)

Test accuracy
(Usuario 2)

Red neuronal RNN 0.8959 0.8626
Red neuronal LSTM 0.8963 0.8829
Red neuronal GRU 0.9091 0.8621
CNN con filtro de (60,1) (k=1) 0.9700 0.8956
CNN con filtro de (60,1) (k=3) 0.9583 0.9064
CVV-SV con k=5 con filtros de (60,1) (3 mejores
modelos)

0.9608 0.8808

Transformer con 3 capas y mapeo lineal 0.9408 0.8985
Transformer con 3 capas y mapeo LSTM bidirec-
cional (2 capas)

0.8965 0.9155

HMM 0.9168 0.8678

Tabla 6.11: Resumen de los diferentes métodos de reconocimiento de actividades
empleados con la base de datos SDHAR-HOME.

En la Tabla 6.11 se recoge un resumen de los resultados obtenidos durante la fase

de experimentación con la base de datos SDHAR-HOME desarrollada en la presente

tesis. En la tabla aparecen los máximos resultados obtenidos (en test accuracy) para

cada usuario en función del modelo utilizado, tanto para los métodos de aprendizaje

supervisado como no supervisado. Como se puede comprobar, para el usuario 1,

el modelo que mejor rendimiento ha proporcionado ha sido el CNN con filtro de

(60,1) (k=1), dando un test accuracy del 97 %. En cambio, para el usuario 2, el

mejor modelo ha sido el transformer con 3 capas y mapeo LSTM bidireccional (2

capas), proporcionando un test accuracy del 91.55 %. De estos resultados se puede

extraer que los modelos más precisos para esta base de datos se alcanzan utilizando

métodos de aprendizaje supervisado. Sin embargo, los resultados obtenidos mediante

los métodos de aprendizaje no supervisado (HMM) también proporcionan un buen

test accuracy, siendo cercano en ambos al 90 %.

Para evaluar los resultados obtenidos de la aplicación del ecosistema de inteligen-

cia ambiental, al final de los 2 meses de duración del estudio, se realizó una encuesta

a los usuarios sobre la efectividad y funcionalidad de la solución. El usuario expresó

una alta satisfacción con las tareas efectuadas por el sistema, indicando la mejora

que ha experimentado su calidad de vida. El ecosistema de inteligencia ambiental ha
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demostrado un impacto positivo en la calidad de vida del usuario al proporcionar

apoyo y asistencia en actividades diarias, facilitando la comunicación con familiares

y cuidadores, y alertando sobre situaciones de emergencia. La capacidad del robot

social para interactuar de forma natural y ofrecer asistencia personalizada ha sido

especialmente valorada por el usuario, lo que indica el potencial del sistema para

mejorar la independencia y el bienestar de las personas mayores y aquellas con nece-

sidades especiales. Actualmente, el sistema se encuentra implementado en 5 hogares

piloto, y se espera que se despliegue en 100 hogares para finales del año 2024.

Durante el desarrollo de la tesis doctoral se ha podido comprobar que, tanto

los modelos HAR realizados mediante métodos de aprendizaje supervisado como los

modelos HAR realizados mediante métodos de aprendizaje no supervisado, ofrecen

buenos resultados a la hora de detectar actividades realizadas por personas mayores

en sus casas. Tal y como se ha visto en la Tabla 6.11, generalmente los modelos HAR

realizados mediante métodos de aprendizaje supervisado ofrecen mejores resultados

(como el modelo basado en CNN, ya que proporciona el mayor porcentaje de test

accuracy). Esto se debe a que las técnicas actuales de aprendizaje automático están

muy optimizadas para alcanzar tasas de éxito elevadas. Sin embargo, estos métodos

de aprendizaje supervisado necesitan contar con una fase de entrenamiento extensa,

en la que se cuente en todo momento con las salidas deseadas del modelo. En el

caso que atañe a la presente tesis, es necesario contar con las actividades reales

que realizan los usuarios durante la fase de entrenamiento para poder emplear estos

métodos. Esto es una tarea dif́ıcil, ya que no se puede exigir al usuario que etiquete

todas sus acciones durante su d́ıa. Por esta razón, en la mayoŕıa de los casos, el

modelo a utilizar es el basado en métodos de aprendizaje no supervisado, ya que no

necesita contar con una etapa de entrenamiento.

A la hora de implementar el sistema de detección de actividades en una vivienda

nueva, es necesario realizar una configuración previa de los sensores con los que

cuenta la instalación. Esta configuración determina el número de sensores utilizados

y su tipo. Si se opta por realizar un etiquetado manual de las actividades para

utilizar un método de aprendizaje supervisado, el propio sistema aprende de forma

automática y relaciona los eventos de los sensores con las actividades realizadas. En

cambio, si se opta por utilizar un método de aprendizaje no supervisado, es necesario
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indicar al sistema la relación de cada sensor con cada posible ADL para establecer

una distribución de pesos inicial para el HMM. Esta distribución de pesos se puede

ajustar en tiempo real si se aplican algoritmos de optimización, como puede ser el

algoritmo de Baum-Welch.

Por último, se va a comparar los resultados de los modelos realizados en la presen-

te tesis con los principales trabajos encontrados en la bibliograf́ıa relacionados con los

métodos presentados en la tesis. En primer lugar, se van a analizar los modelos ba-

sados en métodos de aprendizaje supervisado. En [215], los autores desarrollaron un

sistema capaz de analizar las principales articulaciones y movimientos de los usuarios

mediante visión por computadora durante diferentes actividades diarias. Para cons-

truir el modelo de predicción, utilizaron una red neuronal Inception-ResNet. Además,

evaluaron su enfoque con tres bases de datos públicas: UTD MHAD, HDM05 y NTU

RGB+D 60 (NTU60), obteniendo precisiones entre el 85.45 % y el 98.13 %. En ge-

neral, los enfoques basados en visión por computadora pueden lograr altas tasas de

reconocimiento, pero pueden comprometer significativamente la privacidad de los

usuarios. Otros estudios, como el realizado por [216], también analizan secuencias

de v́ıdeo para obtener las posturas realizadas durante sesiones de gimnasia grabadas

por ellos mismos, obteniendo una tasa de precisión superior al 98 %. Para lograr es-

tos resultados, utilizaron un modelo basado en redes MLP, integrado con un modelo

HMM no supervisado. En [217], los autores presentan un sistema capaz de anali-

zar señales proporcionadas por sensores inerciales aplicando redes LSTM. Evaluaron

la efectividad de su sistema con dos bases de datos de acceso abierto, WISDM y

PAMAP2, obteniendo precisiones superiores al 97 %. En [142], los autores desarro-

llaron un modelo de clasificación robusto para realizar HAR analizando señales de

sensores portátiles. Para ello, utilizaron redes CNN combinadas con capas LSTM

bidireccionales (BiLSTM) para extraer las principales caracteŕısticas de las señales

antes de converger en las actividades resultantes. Aplicaron su modelo a tres bases

de datos: UCI-HAR, WISDM y PAMAP2, obteniendo tasas de acierto entre el 94 %

y el 96 %. Las mismas bases de datos se utilizaron en el trabajo [218], donde combi-

naron redes CNN con redes GRU, alcanzando una precisión del 97 %. Otros autores

propusieron el uso de modelos supervisados SVM, como en [219], logrando detectar

seis actividades (por ejemplo, caminar, subir escaleras o sentarse) con una precisión
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del 94.66 %. En [220], se presenta el desarrollo de un modelo de reconocimiento de

acciones basado en esqueletos mediante la aplicación de una red neuronal guiada

por semántica (SGN), compuesta por la combinación de CNN con redes de convo-

lución gráfica (GCN). El modelo se probó con tres bases de datos diferentes: NTU

RGB+D 60 (NTU60), NTU RGB+D 120 (NTU120) y SYSU 3D Human-Object In-

teraction Dataset, obteniendo resultados que oscilan entre el 79.2 % y el 90.6 % de

acierto. Otro trabajo que utiliza sensores ambientales es el desarrollado por [100], en

el que crearon un algoritmo HAR basado en redes CNN para analizar las principales

caracteŕısticas del dominio del tiempo, combinado con una serie de capas densas.

Utilizaron la base de datos CASAS (Cairo, Milan, Kyoto7, Kyoto8 y Kyoto11) para

obtener una precisión entre el 86.68 % y el 97.08 %. Finalmente, el trabajo de [221]

utilizó un método por modelos transformer. Los autores aplicaron este modelo a tres

bases de datos: Penn-Action, NTU60 y NTU120, obteniendo resultados superiores

al 90 %. Un resumen de todos los trabajos presentados, junto con los propuestos en

la presente tesis, se encuentra en la Tabla 6.12.

En cuanto a los métodos de aprendizaje no supervisado, se ha realizado un estudio

bibliográfico para obtener los resultados de investigación mas relevantes. El trabajo

desarrollado por [222] propone el uso de métodos estad́ısticos para extraer las princi-

pales caracteŕısticas de las señales generadas por los sensores de un smartphone de la

base de datos WEKA. El método elegido es la aplicación de la transformada rápida

de Fourier (FFT). En [223] los autores utilizan HMMs para realizar una regresión

con respecto a la información de un conjunto de nueve acelerómetros. Los autores

pudieron reconocer un total de 12 actividades con una tasa de acierto del 89 %. Otro

sistema implementado sobre HMM es el elaborado por [224]. En este caso, los auto-

res extrajeron previamente las caracteŕısticas de las señales de entrada mediante un

método micro-Doppler. El método se probó con una base de datos generada durante

la experimentación, con cinco actividades y se obtuvo una precisión del 69 %. En

[225], los autores proponen el uso de VAE para detectar actividades. Los autores

evaluaron su método contra una base de datos no etiquetada conocida como HHAR,

obteniendo una tasa de acierto del 87 %. El trabajo realizado por [226] presenta una

comparación de tres métodos no supervisados: k-Means, modelos de mezcla gaussia-

na (GMM) y HMMs. Los autores desarrollaron su propia base de datos a partir de la

165



Trabajo Método Base de
datos

Nº

Actividades
Precisión

[215] ResNet
UTD MHAD 27 98.13 %

HDM05 130 90.67 %
NTU

RGB+D 60
60 85.45 %

[216] MLP + HMM Desarrollo
propio

19 98.05 %

[217] LSTM
WISDM 6 97.32 %

PAMAP2 18 97.15 %

[142] CNN +LSTM
UCI-HAR 6 96.37 %
WISDM 6 96.05 %

PAMAP2 18 94.29 %

[218] CNN + GRU
UCI-HAR 6 96.20 %
WISDM 6 97.21 %

PAMAP2 18 95.27 %
[219] SVM Desarrollo

propio
6 94.66 %

[220] SGN
NTU

RGB+D 60
60 89 %

NTU
RGB+D 120

120 79.20 %

SYSU 12 90.60 %

[100] CNN

Cairo 13 91.99 %
Milan 15 95.35 %

Kyoto7 13 86.68 %
Kyoto8 12 97.08 %
Kyoto11 25 90.27 %

[221] Transformer
Penn-Action 15 98.7 %

NTU
RGB+D 60

60 92 %

NTU
RGB+D 120

120 90.3 %

Tesis BiLSTM Milan 16 95.42%
Tesis RNN,

LSTM y
GRU

SDHAR-
HOME

18 90.91%

Tesis CNN +
CVV-SV

SDHAR-
HOME

18 97.00%

Tesis Transformer SDHAR-
HOME

18 94.08%

Tabla 6.12: Comparación de los principales métodos de reconocimiento de
actividades mediante técnicas de aprendizaje supervisado.
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información proporcionada por una serie de acelerómetros distribuidos en los cuerpos

de los usuarios, resultando en una tasa de acierto de entre el 75 % y el 84 %. Com-

pararon los resultados de estos métodos no supervisados con métodos supervisados,

como SVM, obteniendo una tasa de acierto del 95.55 %. Esta comparación muestra

que los métodos de aprendizaje supervisado suelen ser más precisos aunque menos

replicables. Otro desarrollo que trabaja con los acelerómetros de sensores portátiles

es el llevado a cabo por [227]. En este trabajo, los autores diseñaron un método

llamado codificador reconstruido asistido por aprendizaje profundo no supervisado

(UDR-RC). Este algoritmo se basa en métodos de extracción de caracteŕısticas usan-

do FFT. Los autores utilizaron la base de datos WISDM para analizar un total de

seis actividades y obtuvieron una tasa de acierto del 97.28 %. En [228], los autores

desarrollaron un algoritmo conocido como MaxGap, que se basa en la implicación

de las señales de entrada al modelo en la generación de un resultado dado, y el al-

goritmo calcula un efecto positivo o negativo dependiendo del peso que tiene en el

resultado. Para probar su veracidad, los autores compararon los resultados contra

una base de datos experimental y un algoritmo HMM. Como resultado, obtuvieron

una tasa de acierto para MaxGap del 91.4 % frente al 93.5 % para HMM. Esto refleja

que el algoritmo converge bien, pero el HMM aún proporciona mejores resultados.

Otros autores han optado por aplicar enfoques basados en reglas para reconocer ac-

tividades. En [229], los autores desarrollaron un método basado en reglas profundas

(DRB). Los autores analizaron un total de 50 actividades utilizando 1000 imáge-

nes de la base de datos UCF50. Varios autores han optado por utilizar mecanismos

basados en árboles de decisión para realizar HAR. En [230], los autores utilizaron

árboles de decisión para analizar la base de datos ADL obteniendo una precisión del

88.02 % para 8 actividades. Un resumen de todos los trabajos presentados, junto con

los propuestos en la presente tesis, se encuentra en la Tabla 6.13.

De los resultados obtenidos en ambas tablas, se puede deducir la complejidad al

comparar los métodos de reconocimiento de actividades para distintas bases de datos

con distinto número de actividades. Aun aśı, se puede comprobar que los modelos

desarrollados en la presente tesis son precisos debido a la complejidad de la base de

datos SDHAR-HOME al contar con varios usuarios conviviendo de forma simultánea,

con mascota y recepción de visitas frecuentes.
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Trabajo Método Base de datos Nº Activi-
dades

Precisión

[222] FFT WEKA 5 79.98 %
[223] HMM Desarrollo propio 12 89 %
[224] HMM Desarrollo propio 5 69 %
[225] VAE HHAR 9 87 %

[226]
k Means

Desarrollo propio 12
72.95 %

GMM 75.60 %
HMM 83.89 %

[227] UDR-RC WISDM 6 97.28 %

[228]
MaxGap

Desarrollo propio 17
91.40 %

HMM 93.50 %
[229] DRB UCF50 50 82.00 %

[230] Árboles de
decisión

ADL 8 88.02 %

Tesis HMM SDHAR-HOME 18 91.68%
Tesis HMM 5 viviendas reales 7 87.00%

Tabla 6.13: Comparación de los principales métodos de reconocimiento de
actividades mediante técnicas de aprendizaje no supervisado.
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Caṕıtulo 7

Conclusiones y ĺıneas futuras

En este caṕıtulo se detallan las distintas conclusiones obtenidas durante el desa-

rrollo de la tesis aśı como las posibles ĺıneas futuras deducidas. En la Sección 7.1 se

realiza un resumen de las principales conclusiones obtenidas de la tesis y sus resulta-

dos. En la Sección 7.2 se explican las posibles aplicaciones de los métodos propuestos

en la tesis. Por último, en la Sección 7.3 se detallan las posibles ĺıneas futuras que

se pueden llevar a cabo a partir de los resultados obtenidos de la tesis.

7.1. Conclusiones

Esta tesis presenta un método de reconocimiento de las principales actividades de

la vida diaria que las personas mayores pueden realizar en sus viviendas. Se presenta

inicialmente un sistema basado en métodos de aprendizaje supervisado utilizando re-

des neuronales LSTM bidireccionales analizando la información de una base de datos

pública conocida como Milan, del proyecto CASAS. Este método permite realizar un

reconocimiento en tiempo real de actividades que pueden ser cŕıticas para la salud de

los usuarios, como puede ser la toma correcta de medicinas o sus hábitos de alimen-

tación. Con este sistema se promueve la vida independiente de las personas mayores,

brindando a este colectivo una mayor autonomı́a e independencia, permitiendo que

puedan permanecer en sus hogares durante más tiempo de forma totalmente segura.

El método propuesto es capaz de detectar un total de 16 actividades con una tasa de

acierto del 95.42 % para esta base de datos, compuesta por un total de 33 sensores no

169



intrusivos durante 84 d́ıas completos de información. Para conseguir una eficacia tan

elevada, la red neuronal ha utilizado datos tratados mediante las siguientes etapas:

método de ventana deslizante, filtrado de filas repetidas y un módulo de agrupamien-

to y reorganización de dichas filas. Estas etapas suponen una mejora de la calidad

de los datos tan sustancial que supone una mejora de las caracteŕısticas del modelo

que se ve reflejado en la diferencia de rendimiento con respecto a otros autores que

utilizan la misma base de datos, como puede ser el trabajo realizado por D.Liciotii

et al. en [210].

La tesis presenta el desarrollo de una base de datos propia (SDHAR-HOME)

en la que se recogen un mayor número de actividades que la base de datos Milan

para dos personas viviendo de forma simultánea en la vivienda. Esta base de datos

recoge la información proporcionada por tres diferentes grupos tecnológicos: una red

de sensores no intrusivos, un sistema de localización de los usuarios en la vivienda

mediante balizas BLE y la información proporcionada por los sensores de pulseras

de actividad. Esta base de datos se propuso ya que las principales bases de datos

existentes sólo cuentan con la información de un usuario en la vivienda, hecho que no

siempre sucede en las viviendas reales. Además, pocas bases de datos cuentan con un

abanico tan amplio de actividades como SDHAR-HOME, ya que propone el análisis

de actividades que pueden aportar mucha información sobre hábitos que pueden

llegar a ser poco saludables, como ver la televisión un excesivo número de horas,

higiene personal o tareas como lavar la ropa o los platos. Esta base de datos cuenta

con 2 meses de información ininterrumpida. Además, los usuarios de la vivienda

reciben visitas esporádicas y cuentan con una mascota que puede introducir ruido

en los sensores, hecho que es beneficioso ya que reproduce las condiciones reales

que podŕıan producirse en cualquier vivienda. De forma conjunta, la tesis plantea la

aplicación de métodos de aprendizaje supervisados a SDHAR-HOME siguiendo la

linea trabajada con la base de datos Milan. El sistema de predicción propuesto es

capaz de alcanzar precisión en el reconocimiento del 90.91 % para el primer usuario

y un 88.29 % para el segundo, lo que implica que el método elaborado tiene un buen

rendimiento para la instalación propuesta. Además, este método cuenta con una

amplia experimentación ya que se han realizado pruebas con distintos tipos de redes

neuronales: RNN, LSTM y GRU. En la tesis se ha planteado un modelo basado en
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redes neuronales convolucionales CNN en combinación con el método CVV-SV. Este

modelo ofrece mejores resultados que los obtenidos mediante las redes RNN, LSTM

y GRU para ambos usuarios. Se han probado diferentes filtros y configuraciones para

alcanzar el mayor porcentaje de precisión posible. De forma adicional, se ha elaborado

un modelo de predicción mediante la aplicación de redes neuronales transformers con

capas de atención. Durante la fase de experimentación, se han probado 4 modelos

distintos en función del tipo de mapeo: lineal, GRU bidireccional, LSTM bidireccional

y CNN. De las pruebas se ha podido comprobar que el mapeo lineal ha tenido una

mayor precisión para el usuario 1, y el mapeo con LSTM bidireccional ha dado

mejores resultados para el usuario 2. De esta experimentación se llega a la conclusión

de que para cada usuario le beneficia en mayor medida un tipo de red concreta.

También se deduce que es importante realizar un correcto tratamiento de los datos

antes de entrenar la red neuronal con el fin de mejorar sus prestaciones y evitar el

sobreentrenamiento, de forma que sea capaz de predecir situaciones que nunca ha

tenido en cuenta en la fase de entrenamiento.

De forma paralela, se ha trabajado en la elaboración de métodos de aprendizaje

no supervisado, con el fin de facilitar el despliegue del sistema de monitorización en

un mayor número de viviendas. Estos métodos tienen la ventaja de que no necesitan

una fase de entrenamiento supervisada, evitando la fase de etiquetado de activida-

des previa. Para conseguir este objetivo, se ha elaborado un método de aprendizaje

no supervisado basado en HMM y algoritmos de propagación y retro propagación,

permitiendo el análisis de los distinta tecnoloǵıa que contiene SDHAR-HOME: los

sensores no intrusivos de tipo evento, de tipo ambiental y la posición de los usuarios.

El método desarrollado se considera un modelo probabiĺıstico, ya que va calculado

la probabilidad de las distintas ADL’s a medida que van llegando los eventos de

los sensores. El método propuesto está compuesto por dos subsistemas: un HMM

encargado de proporcionar de forma fiable la posición de cada usuario, mejorando

las prestaciones del sistema de localización de la vivienda utilizando la información

de las balizas y los sensores de presencia, y otro HMM encargado de proporcionar la

ADL que está realizando cada usuario. Una ventaja que ofrece el método propuesto

es que puede ampliarse para más usuarios que residan en la vivienda, ya que sólo

habŕıa que incluir un HMM más para ese usuario que vaya calculando sus probabili-
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dades. El sistema propuesto es capaz de predecir las ADL’s de SDHAR-HOME con

una precisión del 91.68 % para el usuario 1 y un 86.42 % para el usuario 2. De estos

resultados se llega la conclusión de que el método de aprendizaje no supervisado ofre-

ce prestaciones similares que los modelos basados en redes neuronales anteriormente

mencionados.

En la tesis se presenta el desarrollo de un ecosistema de inteligencia ambiental,

que proporciona ayuda a los usuarios dentro de sus domicilios utilizando el sistema

de reconocimiento de actividades desarrollado en la presente tesis. Este ecosistema

combina la información recogida por la red de sensores no intrusivos junto con un

robot social, el cual consigue acceder a aquella información a la que los sensores no

son capaces de acceder. El ecosistema de inteligencia ambiental cuenta con la com-

binación de los siguientes componentes: el módulo HAR, el módulo de detección de

métricas y anomaĺıas y el sistema cognitivo. El robot social es capaz de proporcionar

información al usuario sobre su entorno, sugiere ejercicios, juegos y ofrece la posibi-

lidad de hacer videollamadas con familiares y/o cuidadores. La solución conjunta se

encuentra instalada en 5 hogares piloto, y se espera alcanzar la cifra de 100 hogares

al finalizar el año 2024.

7.2. Aplicaciones del método propuesto

Los sistemas de reconocimiento de actividades de personas mayores propuestos

en la presente tesis son útiles para fomentar la vida independiente de este grupo de

población, ya que mejoran su calidad de vida y su seguridad. Capturando los patro-

nes de comportamiento de cada usuario de la vivienda, se pueden establecer alarmas

ante situaciones indeseadas. Por ejemplo, si normalmente el usuario se levanta a las

9 de la mañana, y el sistema detecta que son las 12 y aún no se ha levantado, puede

ser un indicador de que la persona está enferma. Otro ejemplo puede ser la detec-

ción de salidas a horas intempestivas de la vivienda, permitiendo de esta manera

la generación de una señal de alarma al cuidador o familiar de la persona. Gracias

al funcionamiento de los sistemas en tiempo real, permiten una actuación a tiempo

ante una situación no deseada. Otros patrones de comportamiento son indicadores

de situaciones de depresión y/o soledad, como puede ser el caso de deambulaciones
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nocturnas por la vivienda o que el usuario vea la televisión en la madrugada. De-

tectar estas situaciones a tiempo permiten una intervención rápida para solventar el

problema.

Otra aplicación que pueden tener estos sistemas es la detección de peligros en la

vivienda sin tener relación con las actividades de los usuarios. Por ejemplo, gracias a

la tecnoloǵıa implementada, es posible detectar incendios en la cocina o inundaciones

en el cuarto de baño. Aplicando los sensores adecuados, es posible detectar a tiempo

otras situaciones peligrosas que no son visibles a los usuarios, como los incrementos

de monóxido de carbono en la vivienda causados por malas combustiones o escapes

de gas natural. Detectar estas situaciones a tiempo pueden permitir que el sistema

avise a las autoridades locales para poder realizar una intervención temprana en la

vivienda.

7.3. Trabajos futuros

Como posibles trabajos futuros, seŕıa interesante contar con información más

precisa de los usuarios dentro de las distintas estancias de la vivienda. Es decir, no

sólo conseguir de forma precisa la estancia, sino la posición dentro de la misma. Esto

permitiŕıa que el sistema de monitorización repartiese mejor las actividades a los

usuarios cuando estos se encuentran en la misma sala realizando tareas distintas.

Una forma de conseguir esta localización podŕıa darse mediante la implementación

de la tecnoloǵıa UWB emergente, ya que proporciona una mayor precisión que los

sistemas basados en BLE.

Otra posible ĺınea futura seŕıa la elaboración de un sistema capaz de establecer

acciones como respuesta del sistema de detección de actividades de forma automática

y sin necesidad de un conocimiento experto. Utilizando la información de las activi-

dades de los usuarios, seŕıa interesante que un sistema fuese capaz de ir generando

acciones, y mediante la recogida de la utilidad de esa acción para el usuario, ese

sistema podŕıa ir cambiando el plan de actuación hasta conseguir una personaliza-

ción óptima para el usuario analizado. Este tipo de actuación personalizada se puede

realizar mediante la aplicación de técnicas basadas en aprendizaje por refuerzo [231].

Se propone como ĺınea de trabajo futura la mejora en la detección de patrones
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de comportamiento anómalos para obtener de forma automática cualquier posible

anomaĺıa que pueda surgir dentro del hogar. En la presente tesis se ha obtenido un

patrón de comportamiento para cada una de las 5 viviendas reales analizadas duran-

te la fase de experimentación mediante el análisis de la duración media y desviación

t́ıpica para cada una de las diferentes ADL’s realizadas en cada vivienda. Sin em-

bargo, se propone automatizar la obtención del patrón de comportamiento de cada

usuario para generar una acción en consecuencia si se ha detectado una anomaĺıa.

Por último, se propone como linea de trabajo futuro la implementación de la

información proporcionada por las pulseras de actividad para poder analizar de for-

ma paralela los patrones de ejercicio f́ısico del usuario. Mediante el análisis de la

información proporcionada por los acelerómetros y los giroscopios de las pulseras,

se puede detectar el grado de sedentarismo del usuario, pudiendo inferir las horas

que permanece sentado, tumbado o moviéndose por la casa. Además, la información

de estos acelerómetros y giroscopios puede resultar de utilidad a la hora de detectar

alguna ADL. Por ejemplo, la actividad de tareas del hogar requiere un mayor movi-

miento del usuario, mientras que durante la actividad de dormir, el usuario apenas

va a realizar movimientos.
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Glosario

ADL: Actividades de la vida diaria, del inglés Activity Daily Living. Activida-

des comunes que desempeñan las personas en sus casas, como comer, dormir o

ducharse.

BLE: Bluetooth de baja enerǵıa, del inglés Bluetooth Low Energy. Tecnoloǵıa

de red inalámbrica de área personal que opera en 2.4 GHz con una tasa de

transferencia de 1 Mbps en la capa f́ısica. Está diseñado para proporcionar un

bajo consumo de enerǵıa.

CNN: Red neuronal convolucional, del inglés Convolutional Neural Network.

Redes compuestas por múltiples capas de filtros de convolución de una o más

dimensiones, cuya fase de extracción de caracteŕısticas se asemeja al proceso

estimulante en las células de la corteza visual de los humanos.

CRF: Campo aleatorio condicional, del inglés Conditional Random Field. Mo-

delos discriminativos utilizados para segmentar y etiquetar secuencias de datos

para realizar predicciones estructuradas.

CVV: Votación por validación cruzada, del inglés Cross Validation Voting.

Método de inferencia en el que se tienen en cuenta múltiples modelos entrena-

dos en paralelo y se escoge el recorrido óptimo mediante votación.

DL: Aprendizaje profundo, del inglés Deep Learning. Algoritmos de proce-

samiento de datos no estructurados que automatizan la extracción de carac-

teŕısticas, suprimiendo la dependencia de expertos.

DNN: Redes neuronales profundas, del inglés Deep Neural Networks. Red neu-

ronales con múltiples capas ocultas entre las capas de entrada y salida, y que
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puede modelar sistemas no lineales complejos.

GPRS: Servicio general de paquetes v́ıa radio, del inglés General Packet Radio

Service. Servicio creado en la década de los 80 que permite fijar conexiones con

Internet de forma inalámbrica. Este servicio está orientado a radio-enlaces que

da mejor rendimiento a la conmutación de paquetes en dichos enlaces.

GPS: Sistemas de Posicionamiento Global, del inglés Global Positioning Sys-

tems. Red de 24 satélites a 20200 km de altura sobre la Tierra con trayectorias

sincronizadas.

GPU: Unidad de Procesamiento Gráfico, del inglés Graphics Processing Unit.

Procesador gráfico formado por un elevado número de pequeños núcleos espe-

cializados que proporciona un alto rendimiento al procesar tareas que pueden

descomponerse en varios grupos en paralelo.

GRU: Red neuronal de unidades recurrentes con compuertas, del inglés Gated

Recurrent Unit.

HAR: Reconocimiento de actividades humanas, del inglés Human Activity

Recognition.

HMM: Modelos ocultos de Markov, del inglés Hidden Markov Models. Modelos

probabiĺısticos cuyos parámetros se obtienen a partir de efectos observables.

HTTP: Protocolo de trasferencia de hipertexto, del inglés Hypertext Transfer

Protocol. Protocolo basado en el principio de cliente-servidor, proporciona co-

nexiones únicas, cuenta con multiplexación y elimina información redundante.

JCR: Informes de citas de revistas, del inglés Journal Citation Reports. Es un

indice de citas inventado en el año 1963 por E.Garfield, con el fin de propor-

cionar una ayuda a la selección de revistas con mayor relevancia.

LSTM: Red neuronal con memoria a largo o a corto plazo, del inglés Long

Short-Term Memory.
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ML: Aprendizaje automático, del inglés Machine Learning. Se trata de una ra-

ma de la inteligencia artificial que se centra en el uso de algoritmos y el análisis

de datos para construir modelos que se encarguen de una tarea o conjunto de

tareas concretas.

MQTT: Del inglés Message Queuing Telemetry Transport. Protocolo de men-

sajeŕıa basado en TCP/IP que utiliza la topoloǵıa publicador/suscriptor espe-

cialmente utilizado en IoT debido a su sencillez y ligereza.

NFC: Comunicación de campo cercano, del inglés Near Field Communication.

Se trata de una tecnoloǵıa inalámbrica que funciona en la banda de los 13.56

MHz con una tasa de transferencia de 424 kbit/s con un alcance reducido, ya

que su funcionamiento se reduce a los 20 cm.

NLP: Procesamiento del lenguaje natural, del inglés Natural Language Pro-

cessing. El objetivo del procesamiento del lenguaje natural es que los equipos

informáticos aprendan, generen e interpreten el lenguaje humano de forma na-

tural, permitiendo generar aplicaciones de traducción automática, generación

de texto o extracción de información.

NUC: Siguiente unidad de computación, del inglés Next Unit of Computing.

se refiere a una categoŕıa de computadoras compactas diseñadas por Intel.

Estas máquinas suelen ser pequeñas en tamaño pero potentes en rendimiento,

ofreciendo capacidades de computación comparables a las de computadoras de

escritorio más grandes. Debido a su versatilidad y capacidad de integración en

espacios reducidos, son utilizados en una gran variedad de aplicaciones.

PIR: Pasivo infrarrojo, del inglés Passive Infrared. Se trata de una tecno-

logá que es capaz de detectar las variaciones de radiación infrarroja del medio

ambiente que cubre. Se utiliza como sensor para detectar presencia en deter-

minadas zonas.

RFID: Identificación por radiofrecuencia, del inglés Radio Frequency Identifi-

cation. Se trata de una tecnoloǵıa que es capaz de identificar objetos mediante

el uso de ondas de radio.
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RGB: Rojo-Verde-Azul, del inglés Red-Green-Blue. Se trata de un modelo de

generación de colores, ya que mediante la combinación binaria de diferentes

intensidades de estos tres colores, es posible generar el abanico completo de

colores visibles.

RNN: Red neuronal recurrente, del inglés Recurrent Neural Network.

ROC: Caracteŕıstica operativa del receptor, del inglés Receiver Operating Cha-

racteristic. Herramienta estad́ıstica utilizada para analizar la capacidad de cla-

sificación de un determinado modelo.

SOAP: Protocolo simple de acceso a objetos, del inglés Simple Object Access

Protocol. Protocolo estándar creado por Dave Winer en 1998, el cual define que

dos objetos funcionando en diferentes procesos pueden comunicarse mediante

el intercambio de datos XML.

SVM: Máquinas de vectores de soporte, del inglés Support Vector Machines.

Se corresponden con un algoritmo de aprendizaje supervisado extensamente

utilizado en problemas de regresión y clasificación. Un ejemplo de aplicación

de estos algoritmos puede ser los sistemas de reconocimiento de voz, imágenes

o sistemas de procesamiento del lenguaje natural.

UWB: Tecnoloǵıa de banda ultraancha, del inglés Ultra-wideband. Tencnoloǵıa

de comunicación de corto alcance que ofrece una elevada precisión a distancias

menores de 10 cm. Funciona a altas frecuencias (mayor de 2.5 GHz) con bajo

consumo de enerǵıa.

WLAN: Red de área local inalámbrica, del inglés Wireless Local Area Network.

Tecnoloǵıa de radio inalámbrica con conexión punto a punto, sin interferencias

con otros protocolos inalámbricos que se utilizan para la comunicación entre

dispositivos dentro de una misma organización.
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[14] Encuesta europea de salud en españa. https://www.sanidad.gob.es/

estadEstudios/estadisticas/EncuestaEuropea/EncuestaEuropea2020/

EESE2020_inf_evol_princip_result.pdf, 2020 (accessed January 24, 2024).
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[84] Tong Ji, Wenhao Li, Xiangcheng Zhu, y Mengshuang Liu. Survey on indoor

fingerprint localization for ble. In 2022 IEEE 6th Information Technology and

Mechatronics Engineering Conference (ITOEC), volumen 6, páginas 129–134.
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2011. Proceedings 9, páginas 57–64. Springer, 2011.

[107] Aadel Howedi, Ahmad Lotfi, y Amir Pourabdollah. An entropy-based approach

for anomaly detection in activities of daily living in the presence of a visitor.

Entropy, 22(8):845, 2020.

[108] Manan Jethanandani, Abhishek Sharma, Thinagaran Perumal, y Jieh-Ren

Chang. Multi-label classification based ensemble learning for human activity

recognition in smart home. Internet of Things, 12:100324, 2020.

[109] Jérémie Saives, Clément Pianon, y Gregory Faraut. Activity discovery and

detection of behavioral deviations of an inhabitant from binary sensors. IEEE

Transactions on Automation Science and Engineering, 12(4):1211–1224, 2015.

[110] Domus dataset. https://domus.recherche.usherbrooke.ca/, 2024 (acces-

sed January 16, 2024).

[111] Diane J Cook, Michael Youngblood, Edwin O Heierman, Karthik Gopalrat-

nam, Sira Rao, Andrey Litvin, y Farhan Khawaja. Mavhome: An agent-based

smart home. In Proceedings of the First IEEE International Conference on Per-

vasive Computing and Communications, 2003.(PerCom 2003)., páginas 521–
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[135] Mohammad Nasar y Mohammad Abu Kausar. Suitability of influxdb data-

base for iot applications. International Journal of Innovative Technology and

Exploring Engineering, 8(10):1850–1857, 2019.

[136] Mainak Chakraborty y Ajit Pratap Kundan. Grafana. In Monitoring Cloud-
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[168] Simo Särkkä y Lennart Svensson. Bayesian filtering and smoothing, volu-

men 17. Cambridge university press, 2023.

[169] Kei Wakabayashi y Takao Miura. Forward-backward activation algorithm for

hierarchical hidden markov models. Advances in Neural Information Processing

Systems, 25, 2012.

[170] Aleksandar Kavcic y Jose MF Moura. The viterbi algorithm and markov noise

memory. IEEE Transactions on information theory, 46(1):291–301, 2000.

[171] Timothy Chadza, Konstantinos G Kyriakopoulos, y Sangarapillai Lambotha-

ran. Analysis of hidden markov model learning algorithms for the detection

and prediction of multi-stage network attacks. Future generation computer

systems, 108:636–649, 2020.

[172] Priscila Valdiviezo-Diaz, Fernando Ortega, Eduardo Cobos, y Raúl Lara-
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[187] César Laurent, Gabriel Pereyra, Philémon Brakel, Ying Zhang, y Yoshua Ben-

gio. Batch normalized recurrent neural networks. In 2016 IEEE Internatio-

nal Conference on Acoustics, Speech and Signal Processing (ICASSP), páginas
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residencias lacort (uno mas). 2022.

[199] Fraser Robinson y Goldie Nejat. An analysis of design recommendations for

socially assistive robot helpers for effective human-robot interactions in se-

nior care. Journal of Rehabilitation and Assistive Technologies Engineering, 9:

20556683221101389, 2022.

[200] Pouyan Asgharian, Adina M Panchea, y François Ferland. A review on the use

of mobile service robots in elderly care. Robotics, 11(6):127, 2022.

[201] Chen Y. Sun Y. Yin X. Zhang S. Fan, Y. y W. Fan. A mobile robot with multi-

sensors for eldercare in indoor environments. Journal of Automatica Sinica, 4

(2):378–390, 2017.

202



[202] Elizabeth Broadbent, Rebecca Stafford, y Bruce MacDonald. Acceptance of

healthcare robots for the older population: Review and future directions. In-

ternational journal of social robotics, 1:319–330, 2009.

[203] Luca Ragno, Alberto Borboni, Federica Vannetti, Cinzia Amici, y Nicoletta

Cusano. Application of social robots in healthcare: Review on characteristics,

requirements, technical solutions. Sensors, 23(15):6820, 2023.

[204] Claudia Di Napoli, Giovanni Ercolano, y Silvia Rossi. Personalized home-care

support for the elderly: a field experience with a social robot at home. User

Modeling and User-Adapted Interaction, 33(2):405–440, 2023.

[205] Samikshya Bhandari y Renu Baral Sapkota. The role of social robots to support

elderly people’s mental health: a literature review. 2023.

[206] Dante I Tapia, Juan A Fraile, Sara Rodŕıguez, Ricardo S Alonso, y Juan M
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