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Resumen

Este Trabajo Fin de Master se adentra en aspectos matematicos relativos al Anali-
sis de Datos Funcionales. Se hace uso de teoria matematica en espacios de Hilbert
y se asume que las funciones aleatorias que aparecen en el Analisis de Datos Fun-
cionales toman valores en un espacio de Hilbert separable. Se analizan conceptos
esenciales en el Anadlisis de Datos Funcionales, estableciendo las bases tedricas
para la posterior aplicacién de técnicas estadisticas, detallando el estudio de las
Componentes Principales Funcionales. Ademas, se proporcionan ejemplos practi-
cos para ilustrar la aplicacion de estas técnicas a conjuntos de datos funcionales
reales, mediante la aplicacion del software estadistico R.

Palabras clave: Andlisis de Datos Funcionales, Componentes Principales Fun-

cionales, representacién en bases funcionales, espacios de Hilbert.

Abstract

This Master’s Final Project delves into mathematical aspects related to Functional
Data Analysis. It makes use of mathematical theory in Hilbert spaces and assu-
mes that the random functions appearing in Functional Data Analysis take values
in a separable Hilbert space. Essential concepts in Functional Data Analysis are
covered, establishing the theoretical foundations for the subsequent application
of statistical techniques, detailing the study of Functional Principal Components.
Additionally, practical examples are provided to illustrate the application of these
techniques to real functional data sets, using statistical software R.

Key words: Functional Data Analysis, Functional Principal Components, repre-
sentation in functional bases, Hilbert spaces.
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1. Introduccion

1.1. Introduccion a los datos funcionales

En términos generales, se puede pensar en Andlisis de Datos Funcionales
(FDA, Functional Data Analysis) como un enfoque estadistico que surge cuando
los “datos” pueden ser naturalmente vistos como funciones o curvas en un espacio
funcional. Asi, una idea fundamental del FDA es que los objetos que deseamos

estudiar son funciones:
{xz(t) te [T17T2]7 i:1727“'7n}7 (]‘)

para las cuales los valores z;(t), en principio, existirfan en cualquier punto ¢ en el
intervalo [T7, Ts].

Si denotamos por zq,xs,...,T, a las funciones observadas, el conjunto de
datos mas simple suele aparecer por una discretizacion de estas funciones y el

conocimiento de
.CEZ(tlJ) ER, ti,j < [Tl,Tg], 1= 1,2,...,”, j: 177Jz (2)

Es decir, {tm}le son los momentos en que se observa la funcién x;, para i =
1,...,n, y pueden ser distintos en cada curva x;.

Se suele contar con n funciones en un intervalo comun [77, 7). Para simplificar
la notacién, comunmente se asume que todas las curvas o funciones estan definidas
en el intervalo [0, 1], mediante la transformacién

fey =T
Ih—-Th

El FDA es una técnica relativamente nueva, considerando la longevidad de la
mayoria de las herramientas y ramas de las Mateméticas. Si bien el término de
“Analisis de Datos Funcionales” fue acunado por Ramsay (1982) [7] y por Ramsay
y Dalzell (1991) [8], la historia de esta drea es mucho mds antigua y se remonta,
por ejemplo, a Grenander (1950) [3] y Rao (1958) [12].

Los objetivos del FDA son esencialmente los mismos que los de cualquier otra
rama de la Estadistica. En esta memoria nos centraremos en buscar procedimien-
tos que permitan representar los datos de manera adecuada para destacar sus
caracteristicas méas importantes y estudiar fuentes importantes de variaciones en-

tre los datos.



Como hemos comentado, el FDA se ocupa de conjuntos de datos donde las
observaciones aleatorias son funciones. En contraste, el Anélisis de Datos Multi-
variantes se centra en conjuntos de datos donde cada observacién es un vector que
almacena las multiples variables involucradas. Aunque ambos enfoques comparten
similitudes en términos de modelado estadistico, la naturaleza de los datos funcio-
nales presenta desafios y caracteristicas distintivas que hacen que tratarlos como
datos multivariantes en R? no sea lo mas adecuado, ain cuando las funciones se
encuentren discretizadas. En los datos multivariantes, las variables consideradas
estdn organizados en un vector, y se trata de entender las relaciones y dependen-
cias que existen entre tales variables. Por otro lado, en FDA, cada observacién
es una funcién que varia en una dimensién, como el tiempo o el espacio. Este
enfoque implica que los valores en cualquier punto de la funcion estén de alguna
forma relacionados con evaluaciones de la funcién en otros puntos o momentos
cercanos, mientras que en datos multivariantes, el orden en que se proporcionan
las variables aleatorias que constituyen el vector no son relevantes.

Ademas, la principal dificultad al tratar datos funcionales como datos mul-
tivariantes en RP radica en la alta dimensionalidad del espacio funcional, a la
que nos puede llevar la discretizacion de las funciones. En datos multivariantes, p
representa el nimero de variables, pero en datos funcionales, la dimension seria
infinita, ya que al menos a nivel tedrico se considera la evaluacién de la funcién
a lo largo de la dimension funcional, que seria esencialmente el objeto aleatorio
tratado. Esto plantea problemas tedricos y computacionales significativos. Las
funciones suelen exhibir patrones de suavidad y dependencias temporales o espa-
ciales que no pueden ser capturados eficientemente por las técnicas multivariantes
convencionales.

Otro aspecto importante es la variabilidad, que a diferencia de los datos multi-
variantes donde la variabilidad entre observaciones se puede representar mediante
una matriz de covarianza finita, la variabilidad en datos funcionales se extiende a
lo largo de una dimensién continua. Esto plantea desafios en la definicién y calculo
de dichas medidas. Para abordar estos problemas, se han desarrollado métodos
especializados en el ambito del FDA, que consideran la naturaleza continua de las
funciones y aprovechan herramientas matemaéticas no triviales. Asi, por ejemplo,
se utilizan técnicas de reduccién de la dimensionalidad especificas, como el Anali-
sis de Componentes Principales Funcionales, que trataremos con mas detalle en
esta memoria.

El interés y popularidad creciente en el FDA se debe a varios factores. Uno



de esos factores son los avances tecnoldgicos, ya que la recopilacién de datos tem-
porales se ha vuelto cada vez mas accesible en muy diversas areas. Las nuevas
tecnologias permiten capturar datos a alta frecuencia y resolucién, lo que lleva
a conjuntos de datos muy ricos y detallados. Ademds, el avance en técnicas es-
tadisticas y herramientas computacionales ha facilitado el andlisis de este tipo de
datos tan complejos.

En la Figura 1 se presentan algunos conjuntos de datos funcionales, entre los
cuales se incluyen a modo de ejemplo las tasas de interés diarias de la curva de
rendimiento del Banco Central Europeo (BCE) donde cada curva representa el
rendimiento diario para bonos del tesoro; la temperatura media diaria registrada
en diversas estaciones meteorologicas segiin datos proporcionados por la Agencia
Estatal de Meteorologia (AEMET) donde cada curva representa la temperatura
diaria promedio registrada en cada estaciéon durante un periodo concreto; los ni-
veles de NOx (6xidos de nitrégeno) en la localidad de Poblenou donde cada curva
representa la evolucion de los niveles en un dia; el cambio porcentual del consumo
mensual de electricidad en Estados Unidos donde se mide el consumo mensual de
electricidad en los sectores residencial y comercial; las tasas de cancer de mama
para diferentes grupos de edad en mujeres australianas y las longitudes de onda
recopiladas por el satélite TOPEX en el Amazonas. Nos centraremos en el ejemplo
de la AEMET con mas detalle en la Seccién 4.

El objetivo de esta memoria es presentar algunos aspectos matematicos del
FDA y poner ejemplos de su aplicabilidad mediante software estadistico (en con-
creto software R [13]).

A nivel tedrico, trabajaremos en el espacio de las funciones aleatorias cua-
drado integrables, visto como un espacio de Hilbert, y, ademas, consideraremos
que las funciones son realizaciones de una funcién aleatoria definida en un espacio
probabilistico. Serd importante tener en cuenta la distincién entre una funciéon de-
terminista cuadrado integrable (la integracién se refiere al intervalo) y una funcién
aleatoria cuadrado integrable (la integracién se refiere al espacio de probabilidad).
Daremos detalles més adelante de esta distincién.

La Seccién 2 aborda aspectos matematicos esenciales en FDA relacionados
con el estudio de funciones en espacios de Hilbert que resultan de interés, ya
que proporcionan el sélido marco tedrico para comprender la estructura y las
propiedades de los datos funcionales. En esta seccién se trataran, pues, aspectos
como las funciones aleatorias, el operador de covarianza, la teoria espectral o la

representacion en bases funcionales. Estos conceptos establecen unas bases tedricas



necesarias para comprender y aplicar técnicas estadisticas a nivel practico en FDA.

En la Seccion 3 nos centraremos en el estudio detallado de las Componentes
Principales Funcionales, explorando su obtencion tanto a partir de la discretiza-
cién de funciones como desde su representacién en bases funcionales. Estas Com-
ponentes Principales Funcionales son cruciales para analizar la variabilidad y la
estructura subyacente en conjuntos de datos funcionales.

Para ilustrar la aplicacién practica de los conceptos vistos en secciones ante-
riores, la Seccion 4 presenta ejemplos concretos de aplicacion de las técnicas vistas
a nivel tedrico al andlisis de conjuntos de datos reales. Esto proporcionard una
visién méas completa y de caracter también més aplicado del FDA.

Finalmente, la Seccion 5 presentard las conclusiones de esta memoria y descri-

bird brevemente algunas posibles lineas de trabajo futuro.
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Figura 1: Ejemplos de datos funcionales.



2. Aspectos matematicos

2.1. Espacios de Hilbert

La mayoria de las herramientas a nivel mateméatico del FDA hacen uso de los
espacios de Hilbert. En este capitulo trataremos algunos aspectos matematicos de
los espacios de Hilbert que nos resultaran de interés en el correcto tratamiento de
los datos funcionales.

Diremos que V es un espacio vectorial con producto interno si para cada par
de vectores x e y, hay un escalar (z,y), denominado producto interno de x e y,
que satisface, para todo (z,y) € ¥V x V:

) (z,5) = (9,2 (complejo conjugado);
H) <CL1[L’1 + asxy, y> =a <x17 y> + a2<x27 y>7
1) (z,x) > 0 con igualdad si z = 0.

La norma del producto interno en el espacio vectorial se define por ||z| = /(z, z),
y cumple las siguientes propiedades:

1) az|| = lalll];
1) [z, y) | < llzlllyll;
) [lz +yll < llzll + lyl;
V) d(z,y) = ||z — y|| es una métrica.

La ultima propiedad IV) implica que todo espacio con producto interno es un
espacio métrico, de hecho, es normado. Un espacio normado es un espacio vectorial
con la norma que cumple las propiedades I) y III) anteriores; y ||z|| = 0 si y solo
si x = 0. Todo espacio normado es un espacio métrico con la distancia definida
por:

d(x,y) = [z —yl|.

Recordemos también que una sucesién {z;}; de puntos en un espacio métrico
converge a un punto z si d(z;, z) — 0, cuando i — oo y que una sucesiéon {z;}; es
una sucesién de Cauchy si d(z;, ;) — 0, cuando 7, j — co. Dado que se tiene,

d(x;, z;) < d(zg,z) + d(z, x;),

10



cada sucesion convergente es una sucesion de Cauchy, pero en la otra direccién no
es cierto, es decir, una sucesion de Cauchy no tiene por qué ser convergente.

Por otro lado, un espacio métrico en el cual cada sucesion de Cauchy tiene un
limite es llamado completo, y un espacio vectorial con producto interno completo
se dice que es un espacio de Hilbert.

Una pregunta que debemos abordar es en qué tipo de espacio viven los objetos
funcionales, a los que simplemente llamamos funciones. Resulta que la configura-
ciéon mas favorable surge si las funciones se tratan como elementos de un espacio
mucho més grande, el espacio vectorial de funciones cuadrado integrables L?, que
es un espacio de Hilbert. Una funcién f es de cuadrado integrable si se cumple
que7

/fQ(t)dt < o0.

Se define el producto interno de dos funciones, f, g € L? como

(f.g) = / F(B)g(t)dt.

El producto interno también permite introducir la nocién de distancia entre fun-

ciones, definiendo en primer lugar la norma

171 =ViRT ={ | fz(t)dt}m

y, después, considerando || f —g|| como la distancia entre las funciones f y g. Existe
una relacién muy 1til entre el producto interno de dos funciones y sus normas que

se conoce como la desigualdad de Cauchy-Schwarz:

[ rwa| = .01 < 1ol = { [ roa) | [owal”

En L2, se tiene que una sucesién {z;}; converge a una funcién z si se tiene que:

/[mi(t) — z(t))?dt — 0.

Aunque los datos funcionales, tipicamente una coleccién de funciones z; € L?

definidas en un intervalo comtn, se ven como objetos de dimensién infinita, el
producto interno en L? permite considerar la nocién de ortogonalidad, lo que
hace que la estructura geométrica del espacio sea muy similar a la del espacio
euclidiano de dimensién finita, al menos a nivel intuitivo.

Una técnica comun en FDA es proyectar las funciones en subespacios de di-
mension finita para facilitar posteriores calculos estadisticos.

11



Teorema 1. Supongamos que G es un subespacio cerrado de un espacio de Hilbert
H. Para cualquier x € H, definimos

d = inf ||z — z||.
z2€G

Entonces existe un tinico y € G tal que ||z — y|| = 0.

La prueba del Teorema 1 se puede encontrar en [4]. Un conjunto es cerrado si
contiene todos sus puntos limite, es decir, si para cualquier sucesién {z;}; conver-
gente en G, tenemos que x := limx; € G. El vector y es la proyeccion de x en G,
el punto de G mas cercano a x.

Una funcién L : H — H se llama operador lineal o transformacion lineal si

para cualquier escalar a, b y cualquier x, y € H, se cumple la relacién
L(ax + by) = aL(x) + bL(y). (3)
Se dice que L es acotado si existe K constante tal que para cualquier z € H,
[1L(2)]| < Kll]].

La menor constante K es la llamada norma del operador L y se denota como
L.

Otra interpretacién de la proyeccion se basa en el concepto de ortogonalidad.
Se dice que z es ortogonal a y si (x,y) = 0. Si G es un subespacio, entonces
el complemento ortogonal G+ denota el conjunto de todos los y € H que son
ortogonales a cada vector en G.

Teorema 2. Supongamos que G es un subespacio cerrado de un espacio de Hilbert
H. Entonces:

1) Cada © € H tiene una descomposicion unica v = P(x) + Q(x), donde
P(z) € G y Q(x) € G*. El operador lineal P se llama la proyeccion en G.

11) P(x) y Q(x) son los puntos mds cercanos a x en G y G+, respectivamente.

111) Las aplicaciones P:H — G y Q : H — Gt son lineales.

) flz)]* = 1 P()]* + Q).

12



Una consecuencia de este teorema es que la proyeccién P(x) es ortogonal a x —
P(z). El Teorema 2 conduce al siguiente resultado, conocido como el teorema de
representacion de Riesz. Es facil ver que para cada y € H, la funcién = — (z,y)
es lineal y continua en H. Pero este teorema de representacion de Riesz nos dice

que, de hecho, no hay otras funciones lineales continuas:

Teorema 3. Si L : H — R es lineal y continua, entonces existe un unico y € H

tal que L(x) = (z,y).

Demostracion. Si L(xz) = 0 para todo z, basta tomar y = 0. Para L no identica-
mente 0, se define

G ={x:L(x)=0}.

Debido a la linealidad de L, G es un subespacio, y debido a la continuidad de L
es cerrado. Podemos usar entonces el Teorema 2, vemos que hay un y € G* tal

que L(z) = (x,y). Sea z € G+ con ||z|| = 1, observemos que
L(z) = L(z)(z,2) = (L(x)z,2) = (L(z)x + u(x), z), para u(z) = L(x)z — L(z)z.

Observemos que u(z) € G. Dado que z € G+, (u(z), z) = 0. Por lo tanto,

Asi, tomamos y = L(z)z.

Para ver la unicidad, supongamos que (x,y) = (x,y’) para cada x. Tomando

r =1y —1v, se tiene que ||y — /|| =0, por lo que y = v/'. O

A menudo, en FDA, se trabaja con proyecciones en subespacios de dimension
finita. Sea G un subespacio de dimensién d en H con una base e, ..., e, Cada
vector en G es una combinacion lineal tinica de eq, . .., eqs. En particular, para cada

x € H, la aplicacion P proyeccién que aparece en el Teorema 2 verifica:
P(z) = aje; + azes + ... + aqeq.

Segun dicho teorema, se tiene que x — P(x) es ortogonal a G. Por tanto, para cada
e;, (x — P(z),e;) =0, luego,

(er,ej)a1 + ...+ (eq,ej)aq = (x,e;), j=1,....d.

13



Este es un sistema de d ecuaciones lineales en las incégnitas ay, ..., aq, que pue-
de determinarse de manera tnica si conocemos los productos internos (e;,e;) y
(x,e;). Si (e;,e;) =0, para i # j y, ademds, (ej,e;) = 1 entonces a; = (z, €;).

Si tomamos A un conjunto de indices arbitrario, decimos que {e,,« € A} es

<€a,€5>:{ bsta=p

un sistema ortonormal si

Osia#p3

Espacios de Hilbert separables: Un espacio de Hilbert H se dice que es se-
parable si existe un sistema ortonormal contable {ej, e, ...} tal que cada = € H

admite la expansion
oo

xr = E CLj@j.

j=1
Ese sistema ortonormal contable se dice que es completo en H. Méas ain, un
sistema ortonormal completo en un espacio de Hilbert separable suele llamarse
base ortonormal.

Un conjunto {ej,j > 1} es una base ortonormal si no hay ningin elemento
distinto de cero en H que sea ortogonal a cada e;. Se asume que la expansién

converge en la norma de H, es decir,

J
lim ||x — E aeill =0. 4
J—o0 I ( )
J=1
Por el Teorema 2, tenemos que
J 2 J 2
2
l1* =D ajes|| + [z = aje;
=1 j=1
La ortogonalidad de los e; implica que
J 2 J
_ 2
> ajel| = ol
j=1 j=1

y, junto con (4), implica que [lz[|* = 3722, |a;|*. Nétese que a; = (z, ;).
Como resultado de todas estas afirmaciones, se tiene el siguiente teorema,
donde la igualdad (5) se conoce como la igualdad de Parseval.

14



Teorema 4 (Teorema de Parseval). Supongamos que H es un espacio de Hil-
bert separable y {e;} es un sistema ortonormal completo. Entonces, para cualquier

r e€H,
o
=3 (e
J=1

|]|* = Z\asej - (5)

Retomando la definicién de operador lineal, se tiene que los operadores acota-
dos forman un espacio vectorial normado con las operaciones definidas puntual-

mente, es decir,
(L1 + Lo)(x) = Li(z) + La(2) y (aL)(x) = aL(z).

Si suponemos ahora que H es un espacio de Hilbert separable sobre el campo de
los reales, la siguiente versién del teorema de Parseval en (5) es 1til para definir los
operadores de Hilbert-Schmidt, donde {e;, j > 1} serfa cualquier base ortonormal
en H. Debido al Teorema 4 se tiene que

o0
E T, e;)e;, E (y,ej)ey
j=1 j'=1
(0.0
= E <l’,€j><y,€] 6]763 E :Qf e] 6],
J=1

33'=1

(6)

donde en la tltima igualdad se utiliza el hecho de que los e; son ortonormales y que
el producto interno es simétrico en el campo de los reales puesto que (x,y) = (y, x).

Operador de Hilbert-Schimdt: Un operador lineal acotado W se dice que es

un operador de Hilbert-Schmidt si para una base ortonormal {e;, j > 1},

IPl5 =D 1% (e))]* < oo. (7)
j=1
La relacién anterior define la norma de Hilbert-Schmidt || - ||s, que no depende de

la eleccién de la base. Denotamos el espacio vectorial de operadores de Hilbert-
Schmidt por S, que se puede ver que es un espacio de Hilbert separable con el

15



producto interno
o

(U, ®)s =D (U(e), Bley))- (8)
j=1
Para ver que la norma || - ||s estd bien definida, supongamos que {e;,j > 1} y

{fi,i > 1} son bases ortonormales, veamos que se tiene que

SO = D (W(ey), D).

Sabemos que {e;,7 > 1} y {fi,i > 1} son bases ortonormales en H vy, por el

Teorema 4 podemos escribir cualquier vector x € H como:
Y Y
J=1 =1
Asi, podemos expresar ¥ y ® como:
U(fi) = Z ). €5)ei (fi) = Z((I)(fi),ej>ej.
j=1 j=1

Ahora, usando (6), se obtiene:

(W(F), @(fi)) = D (0 (fi), es)(@(fi), e5),
y, sumando sobre i:
DU B = D0 D (W) (@) ).

Intercambiando el orden de la suma, que estd justificado por (7) y, usando el hecho

de que {f;} también es una base ortonormal, tenemos que

(W(fi),e5) = (W(ey), fi) vy (B(fi) e5) = (P(e;), fi)-

Sustituyendo estos valores en la expresion anterior se tiene que

SRR @) = 30 D (Wley), £}l £) = S0 (W(ey), @),

16



donde la ultima igualdad se obtiene intercambiando nuevamente el orden de la
suma y usando de nuevo (6).

Ejemplo (operador integral): Consideremos H = L?, y definamos un operador

_ / Ot $)2(s)ds

donde (-, -) es una funcién bivariante llamada nicleo o kernel, que satisface

//W(t,s)dtds < 0.

Se puede ver que el operador ¥ es acotado. Esto puede ser probado introduciendo
las funciones 1; definidas por 1:(s) = 1(t, s). Segtin el teorema de Fubini, 1; € L?
para casi todo t y para tales ¢, la desigualdad de Cauchy-Schwarz implica que

¥ por

para cualquier x € L? se tenga

{/¢t(8)1‘(8)d8}2 < /¢f(s)ds/x2(s)ds.
Por lo tanto,

e = [ { [ utt.9a )ds} it <
/{/W(t,s)ds/ (s )ds} (//zzﬂ (t,s dtds) [

Esto implica que
1/2
] < ( [ [ s)dtds) |

Para probar que ¥ € S, nos podemos fijar en que para cualquier base ortonormal
{ej,7 > 1}, se tiene que

Zj;“\lf(ej)HQ Z/ZZ{/@/}(L s)ej(s)ds}th

-/ §<wt,ej>2dt= [z = [ [ vt syieas

sin més que aplicar el Teorema 4 (Parseval). El cdlculo anterior muestra ademés

1w)s = ( [ [ s)dtds) " (9)

17
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2.2. Teoria espectral

Hablaremos ahora sobre algunos resultados de “teoria espectral de operadores”
que resultan utiles para el FDA.

Supongamos que L es un operador en un espacio vectorial, decimos que un
namero A es un wvalor propio o autovalor de L si existe un vector no nulo x en
dicho espacio vectorial tal que

L(z) = Az.
Cualquier vector x de este tipo se denomina wvector propio o autovector de L
correspondiente a A. Si el operador actia en un espacio de funciones, a menudo
x es llamado funcion propia o autofuncion. El conjunto de todos los autovectores
correspondientes a A forma un subespacio lineal cuya dimensién se conoce como
la multiplicidad de A.

Un operador L sobre un espacio vectorial de producto interno se dice que es
definido no negativo si para cada vector z, se tiene que (L(z),z) > 0, y definido
positivo si la igualdad solo puede cumplirse para x = 0.

Teorema 5. Todos los autovalores de un operador definido no negativo son no
negativos y todos los autovalores de un operador definido positivo son positivos.

Demostracion. Si que L es un operador definido no negativo, A su autovalor y x

un autovector correspondiente, entonces,
Mlz? = Ma,z) = (Az,z) = (L(z),2) > 0

y por lo tanto, A > 0. Como z es un autovector distinto de cero, entonces ||z|| > 0.
Si L es definido positivo, entonces A||z||? > 0, por lo que A > 0. ]

Un operador L en un espacio con producto interno es simétrico o autoadjunto

si, para cualquier x e y, se tiene que

(L(z),y) = (z, L(y))-

Teorema 6. Los autovectores correspondientes a autovalores distintos de un ope-

rador simétrico son ortogonales.

Demostracion. Supongamos que A; # Ay son autovalores con autovectores x; y

x4, respectivamente. Observemos que

My, xe) = (L(x1), 22) = (m1, L(x9)) = Ao(x1, 22).

De esto se deduce que (z1,x9) = 0 ya que A # \o. O
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Teorema 7 (Teorema de Hilbert-Schmidt). Supongamos que ¥ € S es un
operador simétrico. Entonces, existe un sistema ortonormal {e;,j > 1} formado
por autovectores de WV, de tal manera que para todo x € H, se tiene la siguiente

representacion unica:
oo
T = E aje; + v, para ¥(v) = 0.
i=1
La demostracién del Teorema 7 no es trivial y se puede encontrar en [1].

Corolario 1 (Teorema espectral). Supongamos que ¥ € S es un operador
simétrico. Entonces, existe una base ortonormal {v;,j > 1} tal que para todo

r €H,
o
g Aj(x,v;)v;,
7=1

donde \; es un autovalor correspondiente a la autofuncion v; (de ).

Demostracion. Consideremos el conjunto
V={xreH:Vx)=0}

El subespacio V es un espacio de Hilbert separable y sea {vj,k > 1} una base
ortonormal en V. La base requerida {v;,j > 1} es la unién de {e;,j > 1}y
{vi,k > 1}. El resultado se da porque a; = (x,e;) y cada v} corresponderia al
autovalor cero. ]

Supongamos W € § un operador simétrico y definido no negativo y que que-
remos encontrar un vector x € H con ||z|| = 1 tal que (V(z),z) sea maximo.
Dado que ¥ es definido no negativo, todos los autovalores A; son no negativos y
los ordenamos en orden no creciente, A\ > A\ > .... Para garantizar una solucion

Unica, asumimos que A\; > Ay y debemos maximizar

(U(x),x) = <Z >\j<3’5>%‘>7}j7$> = Z/\j<:c,vj>2
sujeto a

o
E ZL‘UJ
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El maximo claramente se alcanza si tomamos z = v; (0 = —vy), luego, por el
Teorema 6, vy es ortogonal a todos los otros autovectores. Hemos demostrado asi
que (¥(x),x) es méximo si z = vy, el autovector correspondiente al autovalor més
grande, y el maximo es igual a Ay, el autovalor mas grande.

En FDA, es 1til también resolver un segundo problema que se puede formular
de la siguiente manera: “encontrar x con norma unitaria que maximice (¥V(z), ),
pero que sea ortogonal a v;”. Veremos que z = wv,. Luego queremos maximizar

(¥(x),x) en un subespacio ortogonal a v y v9, etc. De forma més general:

Teorema 8. Supongamos ¥ un operador de Hilbert-Schmidt simétrico y definido
no negativo con autofunciones v; y autovalores \; que satisfacen

AL > > >N > A
Entonces, para i < p, se tiene que
sup{(¥(z),z) : ||z = 1, (z,v;) = 0,1 < j <i—1} =\,

y el supremo se alcanza si x = v;, con vi,...,v, las autofunciones del operador
U asociadas a los autovalores mayores A\y > Ay > ... > A\, > A\pp1. La funcion x
mazximizadora es unica salvo el signo.

Demostracion. La prueba viene dada por el hecho de que:
(U(x),x) =Y A, 05),
j=i

junto a que
oo

D (zov)? =1

j=i

]

Todo anterior implica que, para un operador lineal simétrico definido no ne-
gativo con autovalores ordenados como A\; > Ao > ..., tengamos las relaciones

MW =YXy %)= A
i=1

Esto permite comprender un poco mejor la diferencia entre un operador acotado
y uno Hilbert-Schmidt. Un operador acotado tiene autovalores acotados, mientras
que un operador de Hilbert-Schmidt tiene autovalores que tienden lo suficiente-

mente rapido a cero como para que la suma de autovalores sea finita.
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2.3. Funciones aleatorias

Una coleccién & de subconjuntos del espacio métrico S se denominan o-dlgebra

si se cumple que:
1) 0 e 6.
1) Ae &= A° € G (complemento).
m) A, €6,j>1= Uz 4;€6.

La o-algebra mas pequena que contiene conjuntos abiertos se llama la o-dlgebra
de Borel, y sus miembros son los conjuntos de Borel o bolerianos. Una funcion u
definida en & se llama medida de probabilidad si:

1) Es no negativa.

) (U;’il Aj> = > ;=1 #(A;) si ningin par de conjuntos A; tiene una inter-

seccién no vacia (los A; son mutuamente disjuntos).
ur) u(S) =1.

Supongamos que (£2,9, P) es un espacio de probabilidad, donde €2 es el espacio
muestral, O una o-dlgebra y P una medida de probabilidad. Sea S un espacio
métrico. Decimos que una asignacién X : 2 — S es un elemento aleatorio en
S si X71(A) € O para cada conjunto de Borel A. Si § = R, X es una variable
aleatoria v si S = R* entonces X es un vector aleatorio. Nuestro interés se centrara
en el caso en el que S sea un espacio de funciones, en cuyo caso X se denomina
funcion aleatoria. Cada elemento aleatorio X induce una medida de probabilidad
en S, llamada distribucion de X, y definida por

wA)=P(X HA)=PweQ: X(w)eA) =P(XcA).

Por simplificar, supondremos que todas las realizaciones X (w) son elementos del
espacio L?[0,1], lo que significa que para cada w € €,

IX (@) = / (X (w) (1)}t < .

Si nos fijamos en || X|| : 2 — R tal que w —— [|X(w)||, tenemos que ||X]|| es
una variable aleatoria tomando valores no negativos. Si E||X||? < oo diremos que
nuestra funcién aleatoria X es de cuadrado integrable.
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Supongamo ahora que las funciones aleatorias estan definidas en un espacio de
probabilidad comtn €2 y toman valores en un espacio de Hilbert separable H con
la distancia definida por una norma || - ||. Una funcién aleatoria X es integrable
si B||X|| < oo y débilmente integrable si, para cualquier y € H, E|{X,y)| < ooy
si existe e € H tal que F[(X,y)] = (e,y). La funcién e es tnica y se denota por
EX, el valor esperado de X. Por definicién,

E[(X,y)] = (EX,y), paratodoy € H. (10)
Teorema 9. Supongamos que X es integrable.

1) ||[EX|| < E||X]|| (propiedad contractiva,).

11) Para cualquier operador acotado L, L(X) es integrable y E[L(X)] = L(EX).
Demostracion. Sea e = EX. Entonces,
[{e,v)| = |EX, y)| < ENX,y)] < [lyll B X]].

Tomando y = e, obtenemos ||e||*> < |le||E||X]|, por lo que se cumple la primera

afirmacién. Para demostrar la segunda, observemos que L(X) es integrable porque
E|L(X)|| < E|[L[ | X] = ILIEIIX] < oo.

Definimos €’ = L(e). La igualdad se sigue si para cada y € H, (¢/,y) = (L(e),y).
v)

Se cumple, por la definicién de operador autoadjunto L*, (L(z),y) = (z, L*(y)),

que
(L(e),y) = (e, L"(y)) = E[(X, L*())] = E[(L(X),y)] = (¢',y).
O
En el FDA contaremos de partida con n funciones observadas {x;}!" ;. Su-
pondremos que x; € L?[0,1], el espacio de las funciones de cuadrado integrable

en el intervalo [0, 1], y que las curvas {z;}?_, son realizaciones independientes e
igualmente distribuidas de la funcién aleatoria X.

2.4. Operador de covarianza y expansion de Karhunen-

Loéve

Trabajando con las funciones aleatorias con valores en un espacio de Hilbert,
el operador de covarianza se define como C : H — H tal que

yr— Cly) = E[(X — EX,y)(X — EX)].
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A menudo se asume EX = 0, de modo que se tiene C'(y) = E[(X,y)X].
Si H = R, entonces C(y) = E[XyX] = Var[X]y, por lo que la accién de C' se
reduce a la multiplicacién por Var[X], y C se puede identificar con la varianza. Si

H = R?, C se puede identificar de manera similar con la matriz de covarianza.

Si ‘H = L?0,1], entonces C(y) es una funcién en L?[0,1] cuyo valor en t € [0, 1]

eS K/ s )X(t)} = /01 c(t, s)y(s)ds, (11)

c(t,s) = E[X(t)X(s)], paras,te]0,1]. (12)

donde

Vemos que el operador de covarianza C' en (11) es un operador con nucleo ¢(t, ),
llamado funcion de covarianza. La ecuacién (11) muestra que el operador de co-
varianza se puede identificar con la funcién de covarianza correspondiente (12),
que en realidad se usa con mas frecuencia en el FDA.

Teorema 10. Supongamos que C' : H — H es un operador lineal. El operador C
es el operador de covarianza de alguna funcion aleatoria cuadrado integrable X si
y solo st

1) C es simétrico.
11) C es no negativo definido.

11) Los autovalores de C' satisfacen D 72| Aj < oo.

Demostracion. Veamos que si C' es un operador de covarianza entonces se verifican
I), IT), y III). Por (10), se tiene que

(Cly),2) = (E[(X,9)X], 2) = E([(X,9)X], 2) = E[(X,y)(X,2)].  (13)

Esto muestra que (C(y),z) = (y,C(2)). Por (13), se tendria que (C(y),y) =
E[(X,y)’] > 0.
Supongamos ahora que v;j, j > 1, son las autofunciones de C'. De nuevo por
(13), se llega a
B[(X,v5)%] = (C(v5),v5) = (\juz,v5) = Ay

Por el Teorema 4, se tiene que
Z/\ _ZE (X,0;)"] =E) (X,v;)* = E|| X|* < 0.
7j=1
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El reciproco también es cierto en el sentido de que si C' es un operador verificando
las tres propiedades I), II) y III) en el enunciado entonces es operador de cova-
rianza para alguna funcion aleatoria X de cuadrado integrable, la prueba de esto

es mas compleja y puede encontrarse en [6]. O]

Fijemos ahora p > 1y supongamos que u;, g, . . ., U, €s un sistema ortonormal
en L?[0,1]. La proyeccién de una funcién aleatoria X en el subespacio generado

por este sistema serd

P
k=1
El sistema wuy, ug, . . ., u, es 6ptimo en el sentido de minimizar la distancia esperada
entre X y su aproximacién en el subespacio generado por uy, ..., u, si minimiza
» 2
S(ur, i, .. wy) = B || X =Y (X, wyuy (14)
k=1

sobre todos los sistemas ortonormales que consistan en p funciones. Para encontrar
dicho sistema, observemos que, debido a la ortonormalidad de los uy, podemos

escribir

S(ul,UQ, Ce ,up) = E <X — Z(X, uk)uk,X — Z(X, uk>uk>

k=1 k=1

p p
=E|X|? - 2B) (X, w)’+EY (X, u)’

k=1 k=1

p
= B|X|* =) B{X u)*.

k=1

Dado que, por la ecuacién (10),
E<X7 uk>2 = E<<X7 uk>X7 uk> - <O(uk)7 uk>7

minimizar S(uy, ug, ..., u,) es equivalente a maximizar

p

D (O (), u).

k=1

Ahora supongamos que se cumple A\ > Ay > ... > A, > A\11. Segin el Teo-
rema 8, el valor maximo posible de (C(uy),u;) es Ay y se alcanza si u; = v;.
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Posteriormente, como wuy debe ser ortogonal a u; = vy, el valor maximo posi-
ble de (C(ug),us) es Ag y se alcanza en uy = vo. Continuando de esta manera,
establecemos el siguiente resultado:

Teorema 11. Supongamos que X es cuadrado integrable y que los autovalores
de su operador de covarianza C cumplen A\ > Xy > ... > A\, > A1 Para
cualquier p fijo, el error esperado (14) se minimiza si u; = v;, donde los v; son las

autofunciones de C' con norma unitaria asociadas a estos autovalores Ay, ..., \p.

Estableciendo 4 = E X, se observa que
X —pu= Zﬁjvj, para & = (X — p,v;). (15)
j=1

Esta descomposicion es denominada expansion de Karhunen-Loeve y las funciones
v; seran las Componentes Principales Funcionales. Las Componentes Principales
Funcionales son, por lo tanto, las autofunciones del operador de covarianza norma-
lizadas para tener norma unitaria. Las funciones v; forman una base ortonormal

y las variables aleatorias ; suelen denominarse scores. Se puede demostrar que

Elg1 =0, E[§]=X v E[§&] =0, sii#]. (16)

Por lo tanto, mediante la identidad de Parseval del Teorema 4,
EIX =l =) (17)
j=1

La identidad (17) tiene la siguiente interpretacién: “A; es la varianza de la funcién
aleatoria X en la direccion principal v;” y “la varianza de X es igual a la suma de
las varianzas de las proyecciones de X en las Componentes Principales Funciona-
les”. La relacién (17) es una descomposicion ANOVA (Analysis of Variance) que
se utiliza con mucha frecuencia en FDA.

En el espacio L?[0, 1], las descomposiciones (15) y (17) toman la forma

X0 =p(0+ 3600, B [ (X =pOfa =3 N (1)

Vemos que cada funcién aleatoria cuadrado integrable es la suma de la funcién

de media p(-) y una funcién de error aleatoria cuyo valor esperado es cero y que
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es suma de las componentes principales funcionales v;(-) con pesos aleatorios §;.
La importancia de cada componente principal funcional v; se cuantifica por la
desviacion estandar de su peso §;, que es igual a /A;. El valor esperado del error
cuadratico integrado entre una funcion aleatoria y su funcién de media es igual a

la suma de los autovalores del operador de covarianza.

Ejemplo (Movimiento Browniano): Una funcién aleatoria
W= {W(t),t<0,1}

se denomina proceso de Wiener o movimiento Browniano si se cumplen las si-

guientes condiciones:
1) W(0) = 0.

1) Si0<s<t<1,entonces W(t) — W(s) es una variable normal con media

cero y varianza t — s.
1) Para cualquier 0 <ty < t; < ... <t <1, las variables aleatorias
W(t;) = W(tj-1),
para 1 < 7 < k, son independientes.

La forma habitual de aproximar un movimiento Browniano se basa en la obser-

vacion de que para 0 < k < K

k kE—1 1 1
— | - —— | =N — | = —=N
W(K> W< K ) (O’K) VE
asi que, con variables normales estandar independientes Ny,
k 1 &
iid
W — :—EN N, ~N(0,1 0<k<K.
<K) \/E - k> k N( ) )7 para = >~

Se tiene que
pu(t) =E[W(t)] =0, y c(t,s) = Cov(W(t), W(s)) = min(t, s).

Por tanto,



Para comprobar esto, debemos resolver la ecuacién integral

/0 min(s, t)v(s) ds = Av(t),

que puede escribirse como

/Ot su(s) ds +t/t1v(s) ds = \olt).

Derivando respecto a t, se obtiene que

t
/ v(s)ds = \'(t).
0
Derivando nuevamente, obtenemos la ecuacién diferencial
—vu(t) = M"(¢).

Una solucién general para esta ecuacion tiene la forma

t t
v(t) = Asin | —= +Bcos<—).
© (x/X ) VA
Las constantes A y B se determinan mediante condiciones de contorno. Dado que:

v(0) = 0, entonces v(0) = B = 0.

Al establecer t = 1, obtenemos v'(1) = 0, lo que implica que

1
cos | —= | =0.
()
Esto significa que 1/\/_ = —7/2 + jm, para j > 1, por lo que todos los posi-

bles autovalores son como se especifica en la afirmacion, y las correspondientes

autofunciones son

Asin(m(j — 1/2)t).
La condicién [v?(t)dt = 1 implica A = v/2.

La expansién (15) se convierte en

W(t) = i (jivﬁ\/isin <(j _ %) m) (19)

J=1
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donde los N; son las variables aleatorias estandar normales (E(N;) = 1y Var(N;) =
1) e independientes. Los scores &; se dan por

La descomposicién de la varianza (18) se convierte, por tanto, en

1 1 1 oo 1
E/W%dt:/tdt:—: S —
0 Q 0 2 Z(J—%)QWQ

j=1

La expansion (19) ofrece una forma de generar aproximaciones suaves al movi-

miento Browniano de la forma:

i \/_sm<(j 1)7rt)
J=1 2
con J € N.

La expansion muestra que el movimiento Browniano es una combinacién lineal
de funciones ortonormales v; sinusoidales con scores que son variables aleatorias
normales.

En general, se dice que una funcién aleatoria X es gaussiana si los scores §; en
(15) son variables aleatorias gaussianas y admiten en L?[0, 1] una descomposicion
de la forma

X0 =0+ 3 VAN, v = B{ 000 - o

2.5. Representacion en bases funcionales

Un primer paso bastante habitual al trabajar con datos funcionales de la forma

(2) es expresarlos mediante su aproximacién usando bases funcionales:

b1 Bl<t)
() = Y b Bu(t) = VB(1), para b= > , B(t) = BQ:@ . (20)
" bas Ba(t)

28



donde Bi, Bs, ..., By son una base funcional.
La representacién (20) refleja la intuicién de que los datos (2) son observaciones

de funciones que comparten algunas propiedades de forma, y por lo tanto, pueden

M

m—1, siendo

aproximarse como combinaciones lineales de M formas basicas {B,,}
M tipicamente menor que el nimero de puntos de tiempo observados, J,,.

Si el nimero de puntos ¢;; es muy grande, la expansién (20) sirve para reem-
plazar practicamente los datos escalares originales por una coleccion més pequena
en los coeficientes b,,. Si los puntos de tiempo ¢;; difieren entre sujetos, la expan-
sién coloca las curvas en un dominio comun (M-dimensional), para que sean mé&s
facilmente comparables.

Una vez seleccionada una base, cada observacion puede estar sujeta a errores
aleatorios, y es necesaria la formulacion de un problema de minimos cuadrados

para obtener un vector b; = (b;1,...,bin)" que represente a la curva x;. Es decir,

M
ZEZ(t”) = szmBm(th>+€zj 1= 1,...,’/’L, j: 177Jz
m=1

donde ¢;; son errores aleatorios cuyo valor esperado es cero. El objetivo es minimi-
zar la suma de los cuadrados de las diferencias entre valores observados y valores
predichos. Por lo tanto, la funcién de error cuadratico para este caso seria:

Ji

n M
SSE =Y [wi(ty) — > bimBun(ti)]*.
i=1 j=1 m=1
Si lo reescribimos de forma matricial, tenemos que:

Xz:szz+€z; X; GMJixl, Bz GMJiXM7 beMMXl) &; GMJin (21)

para expresar

xi(ta) By(tin) Ba(ti) ... Bu(ta) by &it
zi(ti2) B By(ti2) Ba(tie) ... Bu(tio) ba; n &in
zi(tis,) By (tis,) Ba(ti) ... Bu(tis)| |[ba &iJ,

Noétese que usamos la notaciéon My, para referirnos a matrices con a filas y b
columnas. Entonces, la formulacién matricial del problema de minimos cuadrados

seria:
n

SSE=Y (x; ~ Bib,)(x; = Bib) = > _ |x; — B;bi||. (22)
=1

i=1
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Derivando SSE con respecto a b; se obtiene la ecuacion

es decir,
!/ /
BZszz = BiXi;

y resolver esto para b; proporciona la estimaciéon que minimiza la solucién de

minimos cuadrados:
b; = (B)B;) 'B/x; € R,

La aproximacién simple de minimos cuadrados es apropiada en situaciones donde
asumimos que los residuos ¢;; alrededor de la verdadera curva son independientes e
idénticamente distribuidos con media cero y varianza constante o?. Obviamente,
este proceso se repite para cada funcion xq,...,x,, obteniendo los vectores de
coeficientes b; que minimizan la suma de los cuadrados de los errores para cada
funcion.

Deducir la elecciéon adecuada de M en (20) y el tipo de bases es esencial, y
no existe una forma de hacerlo universal que se ajuste razonablemente a todos
los conjuntos de datos. Diferentes tipos de bases se adaptan mejor a conjuntos de
datos con comportamientos especificos.

Entre las bases comunmente utilizadas se encuentran las bases de Fourier,
ideales para datos periddicos, y los sistemas de bases B-spline, eficaces para datos
no periédicos exhibiendo cierta suavidad. Mostraremos estas bases, aunque las

wavelets, que son igualmente populares, no se detallaran en esta memoria.
Bases de Fourier: La base de Fourier es la més utilizada cuando las funciones

presentan cierta periodicidad. Se fundamenta en que las series de Fourier estan

basadas en funciones “seno” y “coseno” de la siguiente forma:

W

k k
Bo(t) =1 BQk—l = sin (;t) ng = COS (—t) (23)

para

donde el parametro w determina el periodo. Notese que en el caso de la base de

Forier, se tiene que B!B; = I,;. Concretamente, dicha propiedad se tiene para
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cualquier base ortonormal y, por tanto, en este caso se obtiene

(Bi, ;)
b, — | P
<£%W7$»

En R, lalibrerfa fda [10] (Functional Data Analysis) tiene acceso a diversas fun-
ciones y herramientas que facilitan el anélisis de los datos funcionales. La libreria
fda.usc [2] (Functional Data Analysis and Utilities for Statistical Computing),
desarrollada por investigadores esencialmente de la Universidad de Santiago de
Compostela, realiza analisis exploratorio y descriptivo, ayuda a explicar y mode-
lar la relacién entre una variable dependiente e independiente, realiza predicciones,
incluye métodos para la clasificacién supervisada o no supervisada y lleva a cabo

analisis de modelos de varianza para datos funcionales.

install.packages ("fda")
install.packages ("fda.usc")
library (fda)

library (fda.usc)

La funcién create.fourier.basis sirve para crear una base de Fourier, como
puede verse en la Figura 2. El argumento rangeval es un vector que contiene los
valores inicial y final del intervalo sobre el cual el objeto de datos funcionales
puede evaluarse y nbasis es un numero de funciones de base, que en este caso, es
igual a 5.

baseFourier <- create.fourier.basis(rangeval=c(0,1), nbasis=5)
plot(baseFourier)

Bases de B-splines: Se ha utilizado la referencia [14] como base para este apar-

J

tado. Supongamos que contamos con puntos {(¢;,y;) i1, donde los valores y;

observados en el caso de considerar una funcion z seran
y; = x(t;) + &5,

donde ¢ es un error aleatorio cuyo valor esperado es cero y varianza constante .
Nuestra idea sera aplicar esto mismo a las discretizaciones de nuestras funciones
z;, parat = 1,...,n, en nuestro conjunto de datos {(;;, y,-j)};]":l parai=1,...,n.
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Figura 2: Sistema de 5 bases de Fourier en el intervalo [0,1].

Supongamos que estimamos x eligiendo z igual a la funciéon f que minimiza la
suma de cuadrados

(y; — f(t;)",

1

J
j=
es decir, conseguir el maximo “ajuste” a los datos. Minimizar sobre todas las
funciones lineales del tipo f(t) = a+bt da como resultado el estimador de regresién
lineal minimo cuadratico y minimizar respecto a todas las funciones posibles sin
ninguna restriccién da como resultado una funcién f que “interpola” los datos.
Decimos que una funcién interpola exactamente los datos si y; = f(t;) para todo
j=1,...,J.

Una forma de obtener soluciones intermedias es minimizar sumas de cuadrados

penalizadas del tipo

[ Mx(f) (y; — f(t;)" + A (), (24)

1

J

J

donde J(f) es una penalizacién por “rugosidad” tal que J(f) toma un mayor
valor si la funcién f es menos “suave”. Nos centramos en el caso especial de

J(f) = / (" (6))t, (25)

donde f” denota la derivada segunda de la funcién f. El pardmetro A controla el
equilibrio entre “ajuste” y “suavidad” en (24).

Sea f = z la funcién que minimiza f +— M,(f). Cuando A = 0, la solucién &
es la funcién interpolante y & converge a la recta de minimos cuadrados cuando
A — o0. El pardmetro A controla el nivel de suavizado y la cuestiéon es cémo
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obtener  para 0 < A < oo. Para ello, conviene definir primero los splines, que
seran polinomios definidos a trozos tal como se explicara a continuacion.

Sea & < & < ... < & un conjunto de puntos ordenados, llamados nodos,
contenidos en un intervalo (a, b). Un spline cibico es una funcién continua formada
por polinomios cibicos a trozos sobre los intervalos (£1,&), ..., (€k—1,&k) v que
tengan derivadas primera y segunda continuas en los nodos. De forma general, un
spline de orden L es un polinomio a trozos de grado L — 1 con L — 2 derivadas
continuas en los nodos y un spline que es lineal més alla de los nodos de frontera
se llama spline natural.

Los splines cibicos (con L = 4) son los splines mds comtinmente utilizados
en la prictica. La funcién & que minimiza M,(f) con la penalizacién sobre la
derivada segunda en (25) es un spline ciibico natural con nodos en {t;}7_,. El
estimador 2 asociado a una penalizacién A fija se llama “spline de suavizado”.

Para proporcionar una representacion explicita para Z, construiremos una base
para el conjunto de splines. Dados los nodos & < & < ... < & en el intervalo
(a,b) se definen

Hi(t) =1, Hy(t) =t, Hs(t) =1, Hy(t) =1t>y Hp(t) = (t — Emoa)?,

para m = 5,..., k + 4. Estas funciones {H, ..., Hy;4} forman una base para el
conjunto de splines ctibicos en estos nodos, llamada la base de potencias truncadas.

Asi, cualquier spline ctibico con estos nodos puede escribirse como

k+4

F6) =" b Hu(t).

Ahora introducimos una base diferente para el conjunto de splines naturales
llamada base B-splines, que es particularmente adecuada para calculos compu-
tacionales. Sea & = a y &y1 = b, introducimos nuevos nodos 7, ..., 7, de tal
manera que

71 <7 < <7 < &,

Trer =& parar =1,...,k,
Y TK4+L+1s - - - T42r tales que
Skt < Thrpr < -0 0 < Trgor

La eleccién de estos nodos adicionales es arbitraria aunque generalmente, se toma

TlZ"’ZTLZfoy§k+1=Tk+L+1Z"'ZTk+2L~
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Asi, de forma recursiva, definimos

1 si7m, <t<Tm

Ba(t) =
0 en otro caso
param =1,...,k+ 2L — 1y, posteriormente, para [ < L, definimos por recursi-
vidad . .
_ Trel —
Balt) = — By 1 (1) + — B (1),
Tm+l-1 — Tm Tm+l — Tm+1

param=1,...,k+2L — 1.

Se entiende que si el denominador es 0, entonces la funcién se define como
0. Las funciones {Bp,4, m = 1,...,k + 4} forman una base para el conjunto
de splines cibicos, denominadas funciones de base B-splines. La ventaja de las
funciones de base B-splines es que tienen soporte compacto en el sentido de que
son nulos cuando nos alejamos de intervalos asociados a nodos contiguos a t, lo
que facilita su interpretacion y reduce tiempos de célculo.

Una vez creadas estas bases podemos definir los estimadores tipo spline para

{(t:;, x(t,-j))}jizl cuando i = 1,...,n. Este estimador serd escrito de la forma

NE

z;(t) = bymi B (1),

m=1
donde By, Bs, ..., By son una base de splines naturales (por ejemplo, B-splines
con M = J+4siJ; = Jparatodoi =1,...,n). Unos {b,;}_, razonables pueden
obtenerse mediante minimizacién cuadratica con una penalizacién del tipo a la

que aparece en (24) donde interviene una matriz con términos

Qs = / B (8Bl (1)dt,

para {m,m'} C {1,..., M}. Hay una férmula cerrada para obtener dichos coefi-
cientes
bui
by
bi = . )
basi

de la forma
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donde B; y x; son matrices y vectores que coinciden con los usados anteriormente.
El X 6ptimo se determina habitualmente por técnicas de validacién cruzada.

No obstante, es incluso méas comun trabajar directamente sin usar penalizacio-
nes, y simplemente fijar M como el niimero de elementos de la base de B-splines

a considerar y aplicar minimos cuadrados tal como se hacfa en (22).

La funcién create.bspline.basis crea una base B-spline usando el paquete
fda en R, como puede verse en la Figura 3. El argumento nbasis especifica el
nimero de bases de B-splines, que se ignora si se suministra breaks, un vector
que especifica los nodos que definen la base de B-splines, en cuyo caso nbasis =
nbreaks + norder — 2, donde (k =) nbreaks = length(breaks) y norder es un
entero que especifica el orden de los B-splines, que es uno mas alto que su grado,

y el valor predeterminado de 4 (L = 4) proporciona los splines cibicos.

nodos <- seq(0, 1, length=11)

baseBspline <- create.bspline.basis(rangeval=c(0,1), nbasis=13,
breaks=nodos)

plot (baseBspline, 1lty=1)

0.8
|

0.4

0.0
|

T T T
00 02 04 06 08 10

Figura 3: Sistema de 13 bases B-spline en el intervalo [0,1].

Si retomamos el ejemplo del conjunto de datos AEMET mostrado en la Figura
1(b), el analizar los datos brutos (tomados sin ninguna transformacién o limpieza
de los mismos) puede dificultar considerablemente la realizacién de cualquier es-
tudio estadistico por su “rugosidad”. Por lo tanto, un primer paso a llevar a cabo
puede ser un suavizado de los datos para trabajar con “tendencias” que describan
la evolucion anual promedio de las temperaturas y con el objetivo de eliminar, en
la medida de lo posible, alteraciones puntuales sin comprometer la preservacién

de caracteristicas fundamentales de esas evoluciones.
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En la Figura 4, se muestran las curvas suavizadas de los promedios de las
temperaturas usando la funcién create.bspline.basis, donde, en cada caso, se
utiliza un numero diferente de elementos de la base B-spline.

25
|

15
|

10
I

0 100 200 300 0 100 200 300

(a) Representacién con 13 elementos. (b) Representacién con 76 elementos.

Figura 4: Representacién de los datos AEMET usando bases de B-splines con

diferentes ntimeros de elementos.
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3. Componentes principales funcionales empiri-

cas

Si observamos curvas xy, Ts, . .., T, en L*[0,1] como realizaciones de una fun-
cién aleatoria X de cuadrado integrable, entonces la funcion de media muestral
a(t) y la funcion de covarianza muestral ¢(t, s) se definen como

respectivamente.
Las funciones muestrales /i y ¢ se pueden ver como estimadores de las funciones
poblacionales i1 y ¢ que surgen de una funcién aleatoria X cuyo muestreo ha dado

lugar a dichas curvas zq,...,z, de tal forma que

u(t) = EX(t),

c(t,s) = BI(X(t) — p(t))(X(s) — pu(s))]-
Cuando n es grande, fi(-) y ¢(-,-) son buenos estimadores de u(-) y ¢(+,-) debido
a que, al aumentar el tamano de la muestra, se obtiene una mejor aproximacion
de las caracteristicas promedio y de variabilidad de las curvas observadas. Exis-
ten resultados que prueban esta tltima afirmacién que no seran tratados en esta
memoria.

Partiendo de estas estimaciones fi(-) y ¢(+,-) podemos pensar en buscar esti-
madores de las componentes principales funcionales vistas en la Secciéon 2.4. Con
esto en mente, definimos las Componentes Principales Funcionales Estimadas o
Empiricas por

/é(t, s)0;(s)ds = j\j@j(t), para j =1,2,...,n. (26)

Estos ;\j y 0;(t) son los estimadores empiricos de los v; y A; teéricos presentados
en (15) y con una interpretacién andloga.
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Las Componentes Principales Funcionales tedricas, que fueron definidas como
las autofunciones ortogonales del operador de covarianza C' en la Seccion 2.4,
deben abordarse con precaucion. Las autofunciones v; se definen por

C(vy) = Ajvy,

por lo que si v; es una autofuncion, entonces también lo es av;, para cualquier
escalar no nulo. Las Componentes Principales Funcionales v; se normalizan, por lo
que ||v;|| = 1, pero esto no determina el signo de v;. Asi que si 0; es una estimacién
calculada a partir de los datos, solo podemos esperar que ¢;v; esté cerca de vj,
donde
¢; = signo((0;, v4)).

Al discutir las propiedades de los 9;, siempre asumiremos implicitamente que este
signo ha sido tenido en cuenta, sabiendo que ¢; no puede calcularse a partir de
los datos, por lo que debe uno asegurarse de que los procedimientos para los que
usemos estos U; no dependan de los ¢;.

El problema de estimar las componentes principales 0;(¢) y las puntuaciones
5\j no es trivial debido a la limitacién inherente de que no tenemos acceso a las
funciones completas x; para cualquier ¢, sino que solo las conocemos en un niimero
finito de momentos concretos del tiempo. Ademads, en muchas situaciones, estos
momentos de tiempo t;; estan prefijados y no pueden ser elegidos libremente.
Esta limitacién plantea desafios significativos para la estimacién precisa de las
componentes principales y los scores.

Ademds, si los momentos de tiempo ¢;; estan prefijados y no coinciden con los
momentos de cambio clave en las funciones x;(t), podriamos perder informacién
crucial sobre la variacion temporal de las funciones. Esto puede conducir a una
subestimacion de la variabilidad y una distorsiéon de las relaciones temporales

entre las observaciones.

3.1. Obtencion desde la discretizacion de las funciones

Un enfoque simple para resolver la dificultad anteriormente apuntada es discre-
tizar las funciones observadas z; en una rejilla equiespaciada tq, ..., t; de valores
en el intervalo [0, 1] donde se tiene que

b=t =7
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para j = 1,...J — 1. Esto permite representar las funciones de manera discre-
ta y reducir la dimensién del problema. Sin embargo, hay que tener en cuenta
que también introduce ciertas limitaciones, como la pérdida de informacién en la
representacion de las funciones.

Suponemos que los datos estan centrados, es decir, se remplaza z;(;) por
1 n
zits) = > milty).
i=1

Esto da como resultado una matriz X

-l‘l(tl) l‘l(tg) Ce 5(71<tj) e l‘l(tj)-
l’g(tl) l’g(tz) Ce ZL’Q('[Z]‘) e l’g(tJ)

X - £L’Z(t1) l’z(tg) Ce l‘l(t]) e £L’Z(tJ) < MnXJ’
_xn&tl) IL’n(tg) c. l’n(t]) Ce ZL‘n('t(])_

cuya media de sus columnas es siempre cero. Como es habitual en el Analisis
de Componentes Principales (PCA) multivariante, se buscan autovectores u de la

matriz de varianza-covarianza muestral (recuérdese que los datos estén centrados)

1
~X'X
n

con norma unitaria. Es decir, vectores que cumplan
1 /
—X'Xu = Au,
n

para ||ul| = 1.

Es importante notar que J > n y que, por tanto, la matriz
X'X e My

para, tipicamente, un J grande. En este caso, un enfoque posible para encontrar
las soluciones de la ecuacion de autovalores

1
“X'Xu=Mu
n

es trabajar en términos de la descomposicion en valores singulares de la matriz

X. Una descomposicién en valores singulares de X es una factorizacion del tipo

X =UAV'

39



conU € Myun, V € My, ortogonales y A € M,,,, una matriz diagonal formada
con los valores singulares de X en su diagonal principal ordenados de mayor a
menor.

Si \; es el i-ésimo autovalor de la matriz X’X, entonces v/); es el i-ésimo valor
singular de la matriz X y sus autovectores corresponden a las columnas de U.

Los valores singulares en A en nuestro problema proporcionan informacién
sobre la importancia relativa de los modos de variabilidad en los datos y las
matrices U y V' describen cémo se relacionan las filas y columnas originales de
la matriz X. De esta forma, nos quedamos con los vectores por columnas de la
matriz U.

La primera autofuncién o(t) se puede obtener de la primera columna de la
matriz U de tal forma que

01(t;) = ua

para j = 1,....J, con (ui1,...,u,...,urs) siendo la primera columna de la
matriz U.

Usando cuadratura nimerica y viendo 0; como una funcién se tiene que:

! ) 01 1.
/0 c(tj, s)01(s)ds ~ Zc(tj,ts)vl(ts)j ~ )\jvl(ts).

J=1

Luego 07 es aproximadamente autofuncién (con autovalor distinto de A) del ope-
rador de covarianzas. Necesitamos que la funcién o;(-) tenga norma en L?[0, 1]

igual a 1, es decir:
Jorl} = [ (s)ds =1

de esta forma, necesitamos que

(la primera columna de U tiene norma 1), entonces se necesita un reescalado
usando v/.J - O (t;) como autofuncién de norma 1. En realidad, lo que obtenemos
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es la autofuncién evaluada en tq, ..., , pero se puedo realizar una interpolacion
para obtener la autofuncién v;(t) definida para todo ¢ € [0, 1].
El proceso serfa similar para 05(¢),...,0,(¢), usando las otras autofunciones

de las Componentes Principales Empiricas.

3.2. Obtencion desde su representacion en bases funciona-

les

Aplicando lo visto en la Seccién 2.5, una forma de reducir el problema de
autofunciones (26) a una forma discreta o matricial es expresar cada funcién x;(t)
como una combinacién lineal de funciones de base prefijadas Bi(t),. .., By(t),
como por ejemplo, bases de Fourier o de B-splines. El nimero M de funciones de
base utilizadas depende de diversas consideraciones: cuantos puntos de muestreo
discretos habia en los datos originales, la eficiencia de las funciones de base para
reproducir el comportamiento de las funciones originales, etc.

Recordemos que una vez esté seleccionada la base, cada observacion x;(t;;)
puede estar sujeta a errores aleatorios

M
2i(tis) = ) bim B (tis) + &35
m=1

cont=1,...,n,yj7=1,...,J;. donde ¢;; son unos errores aleatorios. Reescrita
de forma matricial, tal como vimos en la Seccién 2.5, se tiene

X; = szz +&;.

Este enfoque supone que cada funcién tiene una representacién

2i(t) = bim B (t).

Asi, las curvas se reducen a una representacion de la forma:

B (1)

By(t

(2

B ()
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Creamos ahora una matriz 3 cuyas filas son los vectores b;, i = 1, ..., n. Es decir,

b,

b,
/8 = K € Mnxn~

b,

Podemos, de nuevo, trabajar con 3 centrada, es decir, las medias por columnas

son cero, que es equivalente a centrar las funciones con z;(t) — fi(t) para

(biB(t) + --- + b, B(1))

fult) = -

De esta forma, en términos matriciales, la funcién de covarianza seria
X 1 'l
c(t,s) = ~B(t)B'BB(s).

Ahora, reescribimos también la autofuncién del operador de covarianza mediante

una expansién en base {B,,}*_,. Es decir,

v(t) = By(t) = u'B(t) = B'(t)u

para un u € R™. Esto da como resultado para una matriz W € M sy cuyos

elementos son

Wmyms :/Bml(t)Bm2<t)dta

para my,mg = 1,... M.
Por tanto,

/ ot s)o(s)ds = / %B(t)’ﬂ’BB(s)’uds _ B(t)'%ﬂ’ﬁwu _OB(u. (27)

El problema de autofunciones (26), que se debe verificar para todos los valores
de t € [0, 1], se puede expresar como

1
~B'BWu = \u.
n
Queremos ademds que v(t) = B'(t)u verifique
ol = [ (et =1
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lo que es equivalente a pedir que v'Wu = 1.

De manera similar, dos funciones v;, y v, seran ortogonales si y solo si los
vectores correspondientes de coeficientes satisfacen w; Wuy, = 0 para I} # [,
donde los u; son autovectores de 3'BW asociados a autovalores A\; > Ay > ....
Luego, para obtener los componentes principales requeridos, definimos u = Wau
y resolvemos el problema de autovalores simétricos con ||@|| = 1 siguiente:

%mewwa_m
y calculamos u = W2 para cada autovector. La autofuncién sera, por tanto,
o(t) = B/ ()W 2d.
Noétese que se tiene
/Q@ﬂﬁ:ﬁ%’hwyéa:ﬁa:L

Un caso particular se da si la base es ortonormal, ya que se cumple que || By, || = 1
Y (Bm,, Bm,) = 0 para m; # ma, lo que significa que W = I,,. Esto sucede
por ejemplo, en el caso en que la base sea la de Fourier. Asi, el problema se
reduce a hacer PCA con la matriz de coeficientes 3, y solo necesitamos buscar los
autovectores asociados a los M autovalores mayores de la matriz

Lag,
n

ya que
W3 =1,,.
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4. Ejemplos

4.1. Ejemplo 1: Datos AEMET

Nuevamente, nos enfocamos en los datos proporcionados por AEMET. El con-
junto de datos consiste en un resumen diario recopilado de 73 estaciones meteo-
rolégicas, abarcando el periodo comprendido entre los anos 1980 y 2009. Cada
estacién meteorolégica esta caracterizada por informacién geogréfica detallada,
que incluye su nombre, provincia, altitud, longitud y latitud. Ademas, se presenta
el promedio diario de la temperatura, la precipitacion y la velocidad del viento du-
rante dicho intervalo temporal con una frecuencia diaria. Es importante destacar
que la temperatura se registra en grados centigrados, la velocidad del viento en
metros por segundo, y (el logaritmo de) la precipitaciéon de lluvia en milimetros.
La diferencia logaritmica es una medida que proporciona una forma de cuantificar
el cambio porcentual entre dos periodos consecutivos de tiempo.

Expondremos el cédigo utilizado para el caso de la temperatura media diaria,
siendo similar para la precipitacion y la velocidad del viento diarias. Previo al
inicio, se ha realizado una manipulacién de los datos, incluyendo una categoria
que senala la distribucion de las distintas estaciones meteorolégicas en cinco zonas
climaticas, predefinidas para la subdivisién del territorio espanol: Islas Canarias,
Norte, Sur, Este y Centro. Asimismo, se han asignado colores especificos a cada
categoria.

La codificacion asignada a cada una de las estaciones analizadas se resume en

la siguiente tabla:

ACRI1 | A Coruna (N) ACR2 | Alvedro (N)

ACR3 | Santiago de Compostela (N) | ALA | Vitoria (N)

ALB | Albacete (C) ALI1 | Alicante (E)

ALI2 | El Altet (E) ALM | Almeria (S)

AST1 | Avilés (N) AST2 | Oviedo (N)

BAD | Badajoz (C) BAL1 | Ibiza (E)

BAL2 | Menorca (E) BAL3 | Palma de Mallorca (E)
BAL4 | Son Sant Joan (E) BAR1 | Observatorio Fabra (E)
BAR2 | Barcelona (E) BUR | Burgos (C)

CAD1 | Jerez de la Frontera (S) CAD2 | Tarifa (S)

CAN | Santander (N) CAS | Castellén (E)
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CRE | Ciudad Real (C) COR | Cérdoba (S)
CUE | Cuenca (C) GIR | Girona (E)
GRA1 | Aeropuerto de Granada (S) | GRA2 | Base aérea (S)

GUA | Molina de Aragén (C) GUI1 | Igueldo (N)

GUI2 | Fuenterrabia (N) HUE | Huesca (C)

LRI | Logrono (C) LPA1 | Fuerteventura (IC)
LPA2 | Lanzarote (IC) LPA3 | Las Palmas (IC)
LEO1 | Leén (C) LEO2 | Ponferrada (C)

MAD1 | Colmenar Viejo (C) MAD2 | El Retiro (C)

MADS3 | Barajas (C) MAD4 | Cuatro vientos (C)
MAD5 | Getafe (C) MADG | Torrején de Ardoz (C)
MAD?7 | Puerto de Navacerrada (C) | MAL | Malaga (S)

MEL | Melilla (S) MURI1 | Alcantarilla (E)
MUR2 | SAN Javier (E) NAV | Pamplona (C)

OUR | Ourense (N) PON | Vigo (N)

SAL1 | Salamanca (C) SAL2 | Matacan (C)

SCT1 | Hierro (IC) SCT2 | Izana (IC)

SCT3 | La Palma (IC) SCT4 | Santa Cruz de Tenerife (IC)
SCT5 | Los Rodeos (IC) SCT6 | Tenerife Sur Aeropuerto (IC)
SEV1 | Morén de la Frontera (S) SEV2 | Sevilla (S)

SOR | Soria (C) TAR1 | Reus (E)

TAR2 | Tortosa (E) VLC1 | Valencia (E)
VLC2 | Aeropuerto de Valencia (E) | VLL1 | Valladolid (C)
VLL2 | Villanubla (C) VIZ | Bilbao (N)
ZAM | Zamora (C) ZAR1 | Daroca (C)
ZAR2 | Zaragoza (C)

En la Figura 5(a), se presentan los datos sin procesar del promedio de las
temperaturas (°C) al promediar diariamente en las temperaturas medias los 30
anos correspondientes al periodo comprendido entre 1980 y 2009. Estos datos
corresponden a diversas estaciones meteorologicas distribuidas a lo largo del pais.

Usando el paquete fda.usc de R, se incluyen en la Figura 5(b) las curvas sua-
vizadas obtenidas mediante una representacién basada en B-splines para facilitar
la realizacién de los estudios previstos, como el Analisis de Componentes Princi-
pales. La seleccion del niimero de bases (en este caso 15 elementos de la base de
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B-splines) se ha realizado de manera subjetiva, tomando en cuenta visualizaciones
de los datos suavizados.

La funcién fdata2fd calcula los coeficientes funcionales a partir de datos fun-
cionales representados en una base indicando el nimero de bases.
plot (aemet$temp)
aemet .temp.fd <-fdata2fd(aemet$temp,type.basis="bspline",

nbasis=15)
plot (aemet . temp.fd)
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(a) Temperatura media diaria. (b) Representacién en base B-spline con 15 ele-
mentos.

Figura 5: Evoluciéon de la temperatura media diaria.
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Figura 6: Evolucién de la temperatura media en las distintas regiones.
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Se presenta en la Figura 6 la representaciéon del comportamiento diario del
promedio de temperatura de las diversas estaciones meteorologicas distribuidas
en las cinco zonas climéticas. Las estaciones en las Islas Canarias exhiben una va-
riacién térmica anual minima, manteniendo temperaturas templadas y agradables
de manera constante a lo largo de todo el ano, fenémeno atribuible a su ubicacion
geografica y al clima subtropical que prevalece en dicha region.

En contraste, las estaciones ubicadas en el interior de la Peninsula presentan
caracteristicas propias de un clima mas continental, con una marcada variacién
térmica que se manifiesta en veranos calidos e inviernos extremadamente frios,
esto debido a la ausencia de la moderacién térmica proporcionada por la influen-
cia marina. Por otro lado, las estaciones al norte de la peninsula, con su clima
oceanico, exhiben una amplitud térmica mas moderada, caracterizada por veranos
frescos e inviernos templados, gracias a la influencia atenuante del océano.

Por tltimo, las regiones mediterraneas y del sur de Espana tienden a regis-
trar temperaturas mas elevadas a lo largo del ano en comparacion con las del
interior, manifestando notables diferencias entre los meses de invierno y verano y
evidenciando asi una considerable variacion térmica en estas areas.

El cédigo utilizado para generar la representacion de la Figura 6 se presenta
a continuacién. La funciéon mean.fd calcula la media de un conjunto de funciones
en un objeto de datos funcionales, y legend anade una leyenda.
norte.temp.fd <- aemet.temp.fd[nortel]
norte.temp.mean <- mean.fd(norte.temp.fd)
centro.temp.fd <- aemet.temp.fd[centrol
centro.temp.mean <- mean.fd(centro.temp.fd)
este.temp.fd <- aemet.temp.fd[estel
este.temp.mean <- mean.fd(este.temp.fd)
islas.temp.fd <- aemet.temp.fd[islas]
islas.temp.mean <- mean.fd(islas.temp.fd)
sur.temp.fd <- aemet.temp.fd[sur]
sur.temp.mean <- mean.fd(sur.temp.fd)
plot(norte.temp.mean, ylim=c(0,30), col=colores[4])
lines (centro.temp.mean, col=colores[3])
lines (este.temp.mean, col=colores[2])

lines(islas.temp.mean, col=colores[1])
lines (sur.temp.mean, col=colores[5])

legend ("topleft", col=colores, legend=c("Islas Canarias",
"Zona este", "Zona centro", "Zona norte", "Zona sur"),
bty = "n", lwd=2, cex=0.6)
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Después de aplicar técnicas de suavizado a los datos, se procede a realizar
el Analisis de Componentes Principales Funcionales. Como ya se ha comentado,
este analisis tiene como finalidad examinar los modos de variaciéon mas signifi-
cativos presentes en los datos y, simultaneamente, proporcionar una visién sobre
la complejidad de las curvas, permitiendo evaluar cuantos comportamientos de
variabilidad esencial se pueden identificar en ellas.

PCA function 1 (Percentage of variability 86.1) PCA function 2 (Percentage of variability 13.3 )
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(a) Primera componente (b) Segunda componente

Figura 7: Componentes principales funcionales.

La Figura 7 representa la perturbacién resultante de sumar o restar a la fun-
ciéon media del conjunto de datos un multiplo apropiado de cada una de las dos
componentes principales 0, y 0. Esto facilita la comprensién de la variabilidad
explicada por cada componente. La funcién pca.fd realiza un Anélisis de Com-
ponentes Principales Funcionales también con el objetivo mostrar los tipos de
variaciéon en una muestra de funciones. Estos modos de variaciéon también son a
veces conocidos como “armoénicos”. Calcula ademas, los autovalores que indican
la importancia de cada modo de variacion, y los scores, que representan como de
fuerte es en cada funcién observada la variaciéon caracteristica correspondiente a
cada componente.

La funcién plot.pca.fd muestra esos tipos de variacién y los autovalores
indican la importancia relativa de cada modo de variacion.
aemet .temp.pca=pca.fd(aemet.temp.fd, nharm=2)

plot.pca.fd(aemet.temp.pca, harm =1, cex.main=0.6)
plot.pca.fd(aemet.temp.pca, harm =2, cex.main=0.6)
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En los titulos de estas figuras podemos ver la variabilidad explicada por cada
componente. Dado que ambas componentes explican conjuntamente un 99,4 % de
la variabilidad total, no parece ser necesario tratar con una tercera componente
principal. Los porcentajes de variabilidad explicada de cada componente principal
se derivan de los autovalores del problema de busqueda de autofunciones.

La primera componente funcional, por si sola, explica el 86,1 % de la variabi-
lidad. A medida que el valor asociado en esta componente aumenta en una de las
funciones analizadas, se registra una temperatura mas elevada a lo largo de todo
el ano. Por el contrario, un valor menor indica una estacién ubicada en un lugar
mas frio en general durante el ano. La segunda componente, explica el 13,3% y
permite clasificar las funciones de temperatura observadas segun la estabilidad
de las temperaturas a lo largo del ano. Una curva con un valor méas alto en esta
componente presentara temperaturas mas altas en el centro y mas bajas en los
extremos, indicando una regién con veranos mas calidos e inviernos mas frios.
Por otro lado, un valor menor en esta componente indica una mayor suavidad o
estabilidad en la curva. Asi, los comportamientos de las curvas pueden clasificarse
en funcion de la mayor o menor influencia de estas dos componentes.

Ahora procedemos a analizar el grafico de scores, el cual representa las coor-
denadas de cada una de las estaciones meteoroldgicas en un espacio bidimensional
definido por las dos componentes principales. Esta representacién facilita la rela-
cién entre las estaciones segin su proximidad en el grafico. El cédigo empleado
para la Figura 8 es el siguiente.
plot (aemet.temp.pca$scores[, 1], aemet.temp.pca$scores[, 2],

col=aemet$df$colors)

text (aemet.temp.pca$scores[, 1], aemet.temp.pca$scores[, 2],

labels = names, pos = 3, cex = 0.7)

Si dividimos el grafico en cuatro cuadrantes iguales utilizando los ejes hori-
zontal y vertical, podriamos interpretar que las estaciones en el cuadrante, con
valores negativos para el primer score y positivos para el segundo, corresponden a
lugares frios, donde hay una gran diferencia entre los meses mas calidos y los més
frios. En la parte superior derecha se encuentran las estaciones con temperaturas
mas altas, que también presentan una variacion anual considerable entre los meses
calidos y los meses frios. Los puntos por debajo de cero en la segunda componente
representan temperaturas mas regulares a lo largo del ano, siendo los puntos a la
izquierda mas frios y a la derecha correspondientes a zonas mas calidas.
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Figura 8: Gréfico de scores de las curvas de temperatura.

Ademas, las estaciones meteorologicas de las Islas Canarias se encuentran muy
juntas entre si y aisladas de otros puntos. Esto se debe a que, aunque destacan
muy positivamente en la primera componente principal debido a las altas tempe-
raturas generales, presentan una variacion muy pequena a lo largo del ano, lo que
se refleja en scores altamente negativos en la segunda componente principal. Esta
peculiaridad climéatica se debe, en gran medida, a su posicién geografica tnica. En
la nube principal de puntos, se observa que en la parte inferior se concentran las es-
taciones correspondientes a la zona norte. Mayoritariamente con valores positivos
para ambas componentes se encuentran las estaciones de la zona este y sur, carac-
terizadas por temperaturas mas altas a lo largo del ano y una amplitud térmica
significativa. Otro grupo destacado abarca las estaciones céntricas en la primera
componente con scores altos en la segunda. Aqui se incluyen muchas estaciones
en la submeseta sur, asi como las ubicadas en el noreste de la peninsula. Aunque
su comportamiento medio anual no destaca, estan ubicadas en zonas con notables
diferencias entre los meses calidos y frios. Por 1ltimo, hay un grupo de estaciones
con temperaturas algo mas frias y una menor amplitud térmica, principalmente
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ubicadas en la submeseta norte.

Destaca visualmente la presencia de dos puntos correspondientes a la estacion
ubicada en el Puerto de Navacerrada (MAD7), en Madrid, y la ubicada en Izana
(SCT2), en la isla canaria de Tenerife, muy cerca del pico del Teide. Dadas sus
altitudes de casi 1900 metros y 2400 metros, respectivamente, registran tempera-
turas mucho mas bajas a lo largo del ano que cualquiera de las otras estaciones
de la zona.

En la Figura 9 se presentan los datos correspondientes al promedio de la veloci-
dad del viento diario (m/s) a lo largo del periodo citado en las diversas estaciones
meteorolégicas espanolas. Al igual que en el caso de las temperaturas, se incluyen
curvas suavizadas obtenidas mediante una representacion basada en B-splines, de
nuevo con 15 elementos, proporcionando asi una visualizaciéon mas comprensible

de la tendencia de la velocidad del viento a lo largo del tiempo.

2 4 6 8 10

0 100 200 300 0 100 200 300

(a) Velocidad del viento media. (b) Representacién en base B-spline de 15 ele-

mentos.

Figura 9: Evolucién de la velocidad del viento diaria.

En la Figura 10, se observa que la velocidad del viento en las Islas Canarias es
significativamente superior a la de toda la peninsula a lo largo de todo el ano, este
fenémeno puede ser atribuido a la influencia constante de los vientos alisios, con
intensificaciones notables durante los meses de verano. En cuanto a las diversas
regiones que componen la peninsula, se destaca que la velocidad del viento tiende a
ser ligeramente superior en los meses de primavera. En particular, el sur de Espana
exhibe velocidades superiores a las de otras zonas, mientras que en el centro de la
peninsula se registra una menor velocidad del viento durante practicamente todo

el ano.
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Figura 10: Evolucion del viento media en las distintas regiones.

PCA function 1 (Percentage of variability 93.3 ) PCA function 2 (Percentage of variability 5.6 )
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(a) Primera componente (b) Segunda componente

Figura 11: Componentes principales funcionales.

La primera componente principal asociada con la velocidad del viento en las
diversas estaciones meteoroldgicas del pais explica el 93,3% de la variabilidad,
mientras que la segunda componente explica casi el 5,6 %. De manera conjunta,
ambas componentes explican el 98,9 % de la variabilidad total, como se ilustra en
la Figura 11.

En relaciéon con la primera componente, se puede establecer que a medida que
el valor asociado a esta componente aumenta en una de las curvas analizadas,
se espera una mayor velocidad del viento global a lo largo de todo el ano para

esa estacion especifica. De manera inversa, valores més bajos indicaran estaciones
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ubicadas en lugares donde se registra una menor velocidad del viento. En lo que
respecta a la segunda componente, su correspondencia con el comportamiento de
la velocidad del viento anual es de naturaleza algo mas compleja. Un valor més
bajo en esta componente indica que en la regiéon representada, la velocidad del
viento es mayor durante los meses calidos en comparacién con los meses frios. Por
otro lado, un valor mas alto sugiere que la regién experimentara rafagas de viento
mas fuertes o, alternativamente, que la intensidad del viento variard de manera

mas intermitente a lo largo del ano.
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Figura 12: Grafico de scores de las curvas de la velocidad del viento.

Revisamos nuevamente el grafico de scores, como se presenta en la Figura 12.
Se pueden identificar inicialmente dos grupos principales: las Islas Canarias y el
resto de la peninsula. Las estaciones meteorolégicas situadas en las Islas Canarias
exhiben una mayor velocidad del viento a lo largo de todo el ano, evidenciado
por los valores positivos y elevados en la primera componente. Esta tendencia
puede atribuirse a la influencia constante de los vientos alisios, y durante los
meses de verano, la circulacion atmosférica en la regién subtropical del Atlantico

y la topografia montanosa de las islas favorecen la intensificacion de estos vientos
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alisios, lo cual se refleja en los valores negativos de la segunda componente en la
mayoria de las estaciones de las Canarias.

En relacion a las distintas regiones de la peninsula, se observa que las esta-
ciones ubicadas en el centro tienen un menor peso en la primera componente,
indicando una velocidad del viento mas baja. Ademas, todo el grupo presenta
valores cercanos a cero en la segunda componente, sugiriendo una menor variabi-
lidad en la intensidad del viento entre los meses calidos y frios o una distribucién
méas uniforme de las rafagas de viento a lo largo del ano.

Cabe destacar la estacién ubicada en Tarifa (CAD2), Cadiz. Tarifa es la ciudad
mas meridional de la peninsula ibérica, ubicada en el estrecho de Gibraltar, crea
un pasillo de viento natural entre el mar Mediterraneo y el océano Atlantico que
actila como un embudo natural que acelera el flujo de viento.

En la Figura 13, se presentan los datos correspondientes al promedio de las
precipitaciones diarias (mm) a lo largo del periodo en las diversas estaciones me-
teorolégicas. Es importante destacar que el conjunto de datos representa el lo-
garitmo de la precipitacion. La diferencia logaritmica entre dos dias consecutivos
proporciona una medida directa del cambio porcentual en la precipitacién en-
tre esos dos dias. Por ejemplo, si el logaritmo de la precipitacién para un dia es
0,2763683 y para el siguiente dia es 0,3998941, entonces la diferencia logaritmica
es 0,3998941 — 0,2763683 = 0,1235258, lo que indica un aumento de aproximada-
mente un 12,35 % en la precipitacién de un dia para otro.

-2 0

-6 -4

0 100 200 300 0 100 200 300
(a) Precipitacién media. (b) Representacién en base B-spline de 15 ele-
mentos.

Figura 13: Evolucion de la precipitaciéon media diaria.
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En la Figura 14, se analiza la distribucion de las precipitaciones en diferentes
regiones. La zona norte del pais se destaca como la regién mas lluviosa, con una
precipitacion constante a lo largo de todo el ano debido a su clima oceanico. En
contraste, tanto en la zona centro como en la zona este, se observan mayores pre-
cipitaciones durante los meses frios, caracterizados por climas con veranos secos y
aridos. En el sur de la peninsula y en las Islas Canarias, se evidencia una notable
disparidad entre los meses de verano y el resto del ano, siendo las precipitaciones

mas escasas, especialmente en las islas.
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Figura 14: Evolucion de la precipitacién media en las distintas regiones.

Las componentes principales asociadas a las precipitaciones explican conjun-
tamente un 94 % de la variabilidad, como se ilustra en la Figura 15. La primera
componente explica un 85,1 %, mientras que la segunda contribuye con un 8,9 %.
En este contexto, no parece pertinente ni necesario explorar la existencia de una
tercera componente principal, ya que, en el mejor de los casos, su contribucién
seria del 6 % en este aspecto.

En relacion con la primera, se puede establecer que a medida que el valor
asociado a esta componente aumenta, se espera que se registren mayores pre-
cipitaciones en la estacion correspondiente. Por el contrario, valores mas bajos
indicaran estaciones ubicadas en lugares con niveles mas bajos de precipitacion.
En relaciéon con la segunda, su interpretacion se torna mas compleja. Valores cer-
canos a cero sugieren una distribucion relativamente constante de lluvias a lo

largo del ano. Valores mas altos indicarian una mayor variabilidad entre los meses
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calidos y frios, y por otro lado, valores mas bajos sugieren una variabilidad més
suave a lo largo del ano, con menos diferencias notables entre las estaciones.

PCA function 1 (Percentage of variability 85.1 )
PCA function 2 (Percentage of variability 8.9 )
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(a) Primera componente (b) Segunda componente

Figura 15: Componentes principales funcionales.

Al analizar el gréfico de scores en la Figura 16, se observan patrones distintivos.
En el cuadrante con valores negativos en la primera componente y valores positivos
en la segunda, se ubican principalmente estaciones meteoroldgicas en la zona sur
y en las islas, donde las precipitaciones son escasas y se evidencia una marcada
sequia durante los meses calidos. En la nube de puntos con valores cercanos a cero
en la primera componente y valores negativos en la segunda, se encuentran las
zonas este y centro de la peninsula, donde se destaca una mayor pluviosidad en
los meses frios en comparacion con los meses calidos. En el cuadrante con ambos
valores positivos, se localiza la nube correspondiente a la zona norte, caracterizada
por ser una region lluviosa a lo largo de todo el ano. Destacan estaciones como
la de Logrono (LRI), La Rioja, cuya proximidad a dreas montanosas y ubicacién
geografica influye en la pluviosidad, asi como la estacion ubicada en Colmenar
Viejo (MAD1), Madrid, cuya altitud supera los 1000 metros.
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Figura 16: Grafico de scores de las curvas de precipitacion.

4.2. Ejemplo 2: Movimiento Browniano

En la Seccién 2.4 fue tratado a nivel tedrico el caso del movimiento Browniano.

Recordemos que la forma habitual de aproximar un movimiento Browniano era

k 1 &
wa) = SN,
() = R 2
para N ~ N (0,1) con k =1,..., K e independientes entre si.

Al aplicar Componentes Principales Funcionales a nivel tedrico vimos que los

autovalores y autofunciones del movimiento Browniano eran, respectivamente,

- (5e)
vi(t) = V2sin <(] - %) mt)
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Ahora, procederemos a realizar una simulacién de este movimiento Browniano
utilizando R y calculando las Componentes Principales Funcionales empiricas. Se
ha generado el proceso con K = 70 pasos aleatorios en el intervalo [0, 1], como se
visualiza en la Figura 17, para n = 100 realizaciones aleatorias del movimiento

Browniano.

I I I I I I I
0.0 0.2 0.4 0.6 0.8 1.0

Figura 17: Simulacién de n = 100 curvas del movimiento Browniano.

Posteriormente, se ha procedido a realizar el Andlisis de Componentes Princi-
pales a nivel empirico basado en esta muestra de n funciones. El objetivo de este
analisis es estudiar los modos de variacién mas importantes. En el caso especifico
que nos ocupa, inicialmente se suavizaron las curvas mediante una representa-
cién utilizando 11 elementos de la base B-spline mediante la funcién fdata2fd,
seguido de la seleccién de cuatro componentes principales utilizando pca.fd, co-
mo se muestra en la Figura 18. En dicha figura, se representan las Componentes
Principales Funcionales tedricas definidas en la Seccion 2.4 y las Componentes
Principales Funcionales estimadas obtenidas en R.

Notese, en la Figura 18, que las Componentes Principales Funcionales tedricas
(a) y las estimadas (b) son similares en su forma y comportamiento. Este alto
grado de similitud sugiere que el modelo tedrico y empirico propuestos capturan
de manera efectiva la estructura subyacente en FDA, lo cual valida la utilidad de
las Componentes Principales Funcionales empiricas en la representacion y com-

prension de los datos funcionales.

o8



o o

S S

0| v

— —

o | o |

— —

0 Te}

o 7 o 7

0 Te]

o o

| ]

10 10

— - —

! T T T T T T T T ! T T T T T T
0 10 20 30 40 50 60 70 0.0 0.2 0.4 0.6 0.8 1.0

(a) Tedricas. (b) Estimadas.

Figura 18: Componentes Principales Funcionales del movimiento Browniano a
nivel tedrico (a) y a nivel empirico (b).

5. Conclusiones y lineas futuras

El FDA consigue tratar como “funciones” aquellos datos que, tras la observa-
cion o experimentacion, se perciben con forma de funcion. Estas técnicas sintetizan
mucho mejor la informacién en nuestros datos que si escogemos la estrategia de
tratar las funciones como datos multivariantes. La mayoria de las herramientas a
nivel matematico del FDA hacen uso de los espacios de Hilbert. Por tal motivo,
la memoria aborda aspectos matematicos del FDA en dichos espacios, proporcio-
nando un marco tedrico para comprender la estructura y las propiedades de los
datos funcionales.

Se ha visto que un primer paso habitual es expresar los datos funcionales me-
diante su aproximacién usando bases funcionales. Mas precisamente, nos hemos
centrado en la utilizacion de bases B-splines, ya que permiten representar los datos
mediante curvas suaves y con control local sobre la forma de las curvas. Esto es es-
pecialmente 1util para modelar funciones que exhiben diferentes comportamientos
en diferentes zonas del intervalo en el que estan definidas.

La técnica del FDA que se ha tratado en mayor detalle ha sido el Analisis de
Componentes Principales Funcionales, como complemento muy 1til e informati-
vo respecto al mero andlisis descriptivo funcional. Las Componentes Principales
Funcionales permiten estudiar “fuentes de variacion” de interés en nuestros datos
funcionales y representar los conjuntos de datos funcionales en dimensiones bajas

donde resulta méas cémoda su visualizacion. Tras su comprension y formulacién
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a nivel tedrico-matematico, la obtencién de las Componentes Principales Funcio-
nales empiricas se ha llevado a cabo a través de la discretizacion de las funciones
y desde su representacién en bases funcionales. Ademds, se ha mostrado una si-
militud notable tanto en forma como en comportamiento de dichas componentes
tedricas y empiricas. Esta marcada similitud sugiere que tanto el modelo tedri-
co como el empirico propuestos en la memoria capturan de manera efectiva la
estructura subyacente en FDA | lo cual valida la utilidad de dichas componentes
principales empiricas en la representacién y comprension de datos funcionales.

Finalmente, se han ilustrado los procedimientos revisados en esta memoria me-
diante su aplicacion a conjuntos de datos reales, cuyas caracteristicas contextuales
se comprendian bien, y se han proporcionado resultados en gran medida previ-
sibles pero también se han revelado rasgos inesperados de los datos, brindando
informacion que no se disponia inicialmente.

Como lineas de trabajo futuras se podrian abordar otros problemas tipicos en
FDA como pueden ser la regresion escalar sobre funciones, los modelos de respues-
ta funcional, los modelos lineales generalizados funcionales, las series temporales
funcionales o modelos de datos funcionales espaciales. Los procedimientos tedrico-
matematicos descritos en esta memoria son la base sobre la que se fundamentan
todas estas otras técnicas. Otra posible extension son datos funcionales mas gene-
rales, como los datos funcionales espacio-temporales, por ejemplo, imagenes que

son analizadas en funcién del tiempo.
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