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Capitulo 1

Introduccion

El Algebra Lineal Numérica, también conocida como Algebra Lineal Aplicada, es
un campo de las matematicas que se encarga del estudio de algoritmos utilizados para
realizar cdlculos de algebra lineal, como pueden ser operaciones y factorizaciones ma-
triciales, calculos vectoriales, y aproximacion de autovalores. Esta rama aprovecha
las propiedades de vectores y matrices para desarrollar algoritmos de computacion
que minimicen el error inducido al utilizar una aritmérica de punto flotante en vez
de una aritmética exacta, necesaria para resolver problemas de matematica continua.

El Algebra Lineal Numérica es en numerosas ocasiones una parte fundamental
de la Ingenieria y de las Ciencias de Computacién. Algunas de sus muchisimas apli-
caciones son el procesamiento y tratado de imagenes y senales, telecomunicaciones,
fisica aplicada, ciencias de materiales o biologia estructural. Es cierto que si bien
es un campo relativamente pequeno comparado con otras de las grandes ramas de
las matematicas, sirve para muy diversas aplicaciones, posiblemente razén por la
cual matematicos como Nick Trefethen han llegado a argumentar que este campo
es “tan fundamental para las ciencias matemdticas como el cdlculo y las ecuaciones
diferenciales”.

Histéricamente, fue desarollada por pioneros en el mundo de la computacién co-
mo son -entre muchos otros - John von Neumann, Alan Turing, James H. Wilkinson
o Alston Scott Householder, quienes intentaron utilizar los primeros ordenadores pa-
ra resolver problemas continuos, como problemas balisticos, o sistemas de ecuaciones
diferenciales en derivadas parciales. Este campo ha crecido de forma notable con la
evolucion de la tecnologia: hoy en dia los ordenadores son capaces de resolver sis-
temas complejos de matrices extremadamente grandes con gran precision, y nuevos
enfoques, como puede ser la computacion paralela, permiten efectuar practicamente
procedimientos que hace unas décadas eran impensables.

El objetivo de este trabajo es exponer el método de Lanczos, un procedimiento
que sirve para aproximar numéricamente los autovalores de matrices simétricas (o
hermiticas en caso de tener coeficientes complejos), dispersas y de gran tamaro, y
que puede ser aplicado para, entre otros, resolver sistemas lineales o de minimos
cuadrados. Para ello, se emplean resultados y conceptos bésicos relacionados tanto
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con el Algebra como con el Céalculo Numérico, siendo fundamentales por ello las
asignaturas de “Algebra y Geometria Lineal 1”7, “Calculo Numérico”, “Analisis Nu-
mérico” y “Ampliacién de Anélisis Numérico”.

En el segundo capitulo, se deduce tanto el método de Lanczos con algunas de
sus propiedades de convergencia (Teoria de Kainel-Paige), asi como variaciones del
mismo (reortonormalizacién selectiva y completa) que buscan solventar algunos de
los problemas que pueden surgir al implementar en aritmética finita el algoritmo.
Para desarrollar el algoritmo de Lanczos se han seguido los capitulos 10 y 7 de [2]
y [1] respectivamente mientras que, para presentar los esquemas de reortonormali-
zacion completa y selectiva, se han seguido los trabajos de diferentes matematicos
como Scott (ver [9]), Saad (ver [10]), Parlett (ver [9] y [8]), Simmons (ver [12]) y
Paige (ver [7]).

En el tercer capitulo, se estudia como aplicar el algoritmo de Lanczos a la reso-
lucion de sistemas lineales cuya matriz de coeficientes es simétrica y dispersa. Posi-
blemente uno de los resultados mas sorprendentes que se muestran en este capitulo
es que resolver este tipo de sistemas mediante el método de Lanczos es equivalente a
aplicar el método del gradiente conjugado. Por ello, serd necesario revisar el método
del gradiente conjugado, siguiendo para ello el esquema de deduccién empleado en

[2].

En el cuarto capitulo, se exponen los algoritmos de Golub-Kahan-Lanczos de
bidiagonalizacion de matrices, y cémo a partir de ellos podemos desarrollar el algo-
ritmo LSQR (“least square QR factorization algorithm”), un algoritmo de resolucién
de problemas de minimos cuadrados. Para desarrollar este algoritmo, se seguiran al-
gunos de los trabajos de C. Paige y A. Saunders (ver [5] y [6]).



Capitulo 2

Método de Lanczos

Supongamos que tenemos una matriz A € R"™ " que es simétrica, dispersa y
de gran tamaifo, y que necesitamos aproximar algunos de sus autovalores extremos
(aquellos en ambos extremos de su espectro). El algoritmo de Lanczos busca resolver
este problema, y genera para ello una secuencia de matrices tridiagonales {7} } con
la propiedad de que los autovalores extremos de dichas matrices son estimaciones
progresivamente mejores de los autovalores extremos de la matriz A.

Este algoritmo iterativo fue desarrollado en el ano 1950 por Cornelius Lanczos.
Inicialmente, no recibié mucha atencién ya que fue concebido como un método para
tridiagonalizar matrices, una tarea que puede ser resuelta de manera mas simple me-
diante rotaciones de Givens o reflexiones de Householder. Sin embargo, tras equipar
este método con una reortonormalizacién de los autovectores (necesaria al no poder
trabajar en la practica con aritmética exacta, sino flotante), y tras numerosas apor-
taciones de distintos matematicos (entre los cuales se destaca el trabajo de Paige),
este algoritmo se ha convertido en uno de los métodos mas utilizados para aproximar
algunos de los autovalores de matrices simétricas y dispersas (o hermiticas en caso
de tener coeficientes complejos) de gran tamario.

En este capitulo se pretende proporcionar una descripcion detallada del método
de Lanczos, asi como de sus propiedades de convergencia, incluyendo las técnicas
utilizadas para evitar la pérdida de ortogonalidad.

2.1. Deduccion del método de Lanczos

El algoritmo de Lanczos puede ser deducido mediante diversos métodos. Posible-
mente los dos mas populares en la literatura son mediante la reduccién directa a una
matriz tridiagonal mediante ecuaciones de recurrencia, o mediante la optimizacion
del cociente de Rayleigh.

Utilizaremos el segundo de los procedimientos mencionados, pues es posiblemente

el que mejor ilustra las propiedades de convergencia hacia los autovalores extremos.
La optimizacién de dicho cociente nos lleva - como ya veremos - al estudio de los

11
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subespacios de Krylov.

Supongamos que A € R™ " es la matriz simétrica, dispersa y de gran tama-
no cuyos autovalores extremos queremos aproximar. Comencemos por considerar el
cociente de Rayleigh de dicha matriz.

Definicién 2.1 (Cociente de Rayleigh). Dada una matriz simétrica, real y cua-
drada A € R™"™ y un vector x € R" con x # 0, se define el cociente de Rayleigh de
A en x como
2t Az
xtr
De ahora en adelante, siempre que no haya posible confusién respecto a la matriz
sobre la que se calcula el cociente de Rayleigh, denotaremos por r(x) al cociente de
Rayleigh de A sobre z.

r(A,z) = (2.1)

El cociente de Rayleigh nos es 1til a la hora de aproximar autovalores y au-
tovectores, pues es evidente que si x € R™ es un autovector aproximado de cierta
matriz A € R"*" entonces su cociente de Rayleigh r(x) es una eleccién razonable
de autovalor aproximado (de hecho, se tiene el autovalor exacto para autovectores
exactos de A).

Sabemos que toda matriz simétrica tiene autovalores reales, es diagonalizable, y
admite una base ortonormal de vectores propios. En las siguientes secciones, dada
una matriz simétrica A € R"*", denotaremos por A\;(A) a su k-ésimo autovalor de
mayor tamano; y en caso de que no haya confusién con ser el autovalor de otra
posible matriz, simplemente utilizaremos \,. Utilizando esta notaciéon, tenemos que

An(A) <o < Xg(A) < Mi(A).

El siguiente teorema nos sera ttil no solo para deducir en un primer momento
el algoritmo de Lanczos, sino que sera crucial para la demostracion del teorema de
autovalores entrelazados de Cauchy; y este tultimo, nos ilustrard cémo evolucionan
las sucesivas aproximaciones a los autovalores de la matriz A sobre la que aplicamos
el algoritmo.

Teorema 2.1.1 (Teorema Minimax de Courant-Fischer). Sean \; > Ay >

<o+ >\, los autovalores de una matriz simétrica A€ R™™, y q1,...,q, Sus corres-
pondientes autovectores unitarios. Entonces, para j = 1,...,n se tiene que:
TA TA
Aj = max min Y2 in méx LY. (2.2)

dim(R)=j 0#yeR yly dim(S)=n-j+1 0#yeS yTy

Nota:

» El maximo en la primera expresion de A; es sobre todos los subespacios j-
dimensionales de R", y el minimo siguiente sobre todos los vectores no nulos
de dicho subespacio.

» El minimo en la segunda expresién de A; es sobre todos los subespacios (n-
j+1)-dimensionales de R™, y el méximo siguiente sobre todos los vectores no
nulos de dicho subespacio.
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Demostracion:

Consideremos R y S dos subespacios cualesquiera de R™ de dimensiones j y (n-
j+1) respectivamente. Puesto que dim(R) + dim(S) =j+ (n—j+1) =n+1>
n = dim(R"), y R,S C R™, se tiene que RN S # {0} y por tanto existe x # 0 tal
que x € RN S. En particular, puesto que x € Ry x € S, es evidente que se tiene la
siguente acotacion para el cociente de Rayleigh de A sobre x

YAy _ 2T Ax Lyt Ay
min < < max .
o#veR yly xTx ~ otves yTy

_Elijamos Run subespacio de R"™ para maximizar la desigualdad de la izquierda,
y S otro subespacio de R"™ para minimizar la desigualdad de la derecha tal que

ytAy oyt Ay _ o A ) Ly Ay YT Ay
mn —— = max min ——— < —— <  min  max —— = X ——.
0£yekR Y Y dim(R)=j 0#yeR Y~y Ttx dim(S)=n-j+1 0#yeS Y- Y 0£yes YUY

Para ver que todas las desigualdades son en realidad igualdades, notemos que
existen espacios particulares R y S de forma que la cota inferior de la desigualdad
anterior coincide con la cota superior.

» Tomemos R’ = span{qi,...q;}, de forma que

2
. .yl Ay oyt Ay oyt Ay Mg wiN
_max . min T 2 min T = min T = mln ~ 2 =
dim(R)=j0veR YTy T otver YTy oA=L aw YTy aminezo Y af

K

donde a; son las coordenadas de y en la base Bri = {q1,...¢;}.
= Tomemos S" 7+ = span{g;, ... q,}, de forma que

2
3 .yt Ay ‘ y" Ay _ . yT Ay _ [ EiZj by Ai .

_ omin - mix — < max T = max 7 =  max o = Aj,
dim(S)=n-j+10#£yes yly 0#£yesn it yty 0#}’:.;.51'(171 Yy algtin b; #0 ij b;

5y 2

donde b; son las coordenadas de y en la base Bgn—i+1 = {gj,...qn}

Por tanto, se tiene que

TA TA
Aj < mdx  min Y = J < min max J 7 Y <A,
dim(R)=j O#yeR y*y dim(S)=n-j+1 0#yeS Yy y
con lo que queda probada la igualdad. 0

Hemos encontrado dos formas de caracterizar a un autovalor \; de cierta matriz
A. Generalmente, nos referimos a la caracterizaciéon max-min del autovalor A\
cuando utilizamos la expresién de més a la izquierda en la igualdad (2.2), y carac-
terizacién min-max del autovalor \; cuando utilizamos la expresion de mas a la
derecha.
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Tomando los valores k = 1 y kK = n en el teorema 2.1.1, observamos que, sobre
cualquier vector x # 0, el cociente de Rayleigh para cierta matriz A estd acotado
por el menor y mayor autovalor de dicha matriz; y que de hecho se alcanzan dichos
maximo y minimo precisamente en los autovectores asociados a dichos autovalores.

Por tanto, sabemos que los valores maximos y minimos de r(z) son respectiva-
mente A\; y A,. Supongamos ahora que {¢;} C R" es una secuencia de vectores orto-
normales, y definamos para cada k = 1, ..., n la matriz ortogonal Qr = [¢1 | ... | @],
con lo que se tiene que QF AQ), es una matriz de tamaiio k x k a la que se pretende
aplicar el resultado anterior.

Aplicando las caracterizaciones anteriores, definimos los siguientes escalares

T TA

My, = M ( ZAQw:n;gg«y (Q;Tf’“)y=r|ry1i>;r<Qky>sxl<A>, (2.3)
T TA

mi = M(QFAQy) = ryn;gy <Q;Tf’“)y = min r(@Qu) 2 M(4),  (24)

donde en las ultimas igualdades se ha utilizado que Qf Q) = I, siendo I, la matriz
identidad de tamano k.

Puesto que

span{q} C span{q, g} C --- C span{qy,...,q.} = R",

se sigue que
My < M, M, = \(4), (2.5)

<
my >mg > ... > my, = N\(A). (2.6)

IN

Por tanto, utilizando el procedimiento anterior, tenemos garantizada la con-
vergencia del autovalor mdximo y minimo de QF AQ;, a los autovalores méximo y
minimo de A respectivamente cuando k crece. Sin embargo, nuestro objetivo es ele-
gir los vectores ¢; de forma que - ademas de ser ortonormales - aseguren que M}
y my, sean buenas estimaciones de \;(A) y A, (A) mucho antes de que k sea igual a n.

El algoritmo de Lanczos aparece precisamente al buscar vectores g, que hagan
que { My} v {my} se acerquen rapidamente a A\; y A, respectivamente.

Supongamos que uy, € span{qi,...qy} satisface que My = r(uy). Como r crece
méas rapidamente en la direccion del gradiente, con vistas a construir My, tan
grande como sea posible, tiene sentido elegir el siguiente vector g1 de forma que

VT(“k) S Span{Qh B 7Qk+1}' (27)

De la misma forma, si vy € span{qi,...qx}, tiene sentido requerir que

Vr(vg) € span{q, ..., qr+1}, (2.8)
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ya que 7(z) decrece de forma mas rapida en la direccion de —Vr(x).

Nuestra siguiente tarea consiste en ver como escoger {qi, . . ., ¢, } para que puedan
cumplirse tanto (2.7) como (2.8). Nétese que para todo z € R™ con = # 0, el
gradiente del cociente de Rayleigh de A sobre x viene dado por

2

Ty

Vr(z) = (Az —r(z) x),
luego
Vr(z) € span{z, Ax}.

Puesto que los vectores ug, vy € span{qi,...qx}, las inclusiones (2.7) y (2.8) se
satisfacen si

Span{CIh s Qk} - Span{Qh AQh s 7Ak_1q1}7

y se elige qr.1 de forma que

span{q, ... qe+1} = span{q, Aq, ... A gy, Ak(h}.

El problema presente consiste en encontrar una base ortonormal para el subes-
pacio de Krylov
IC(Aa qi1, k:) = Span(qla Aqh s aAk_l(_Zl)‘ (29)

Estos subespacios son precisamente los espacios columna de las matrices de Kry-
lov

K<Aa q1, k) - [Ql‘ ACI1 ‘ A2q1 ’ s ’ Ak_l(]l:| ’ A€ Rnxn’ q1 € R™. (210)

Notemos que exise cierta similitud con el método de la potencia para el mismo
iterante inicial ¢;. El método de la potencia busca el siguiente iterante en la direccion
de A*~1g;, un subespacio contenido en el subespacio de Krylov K(A, q1, k). En este
sentido, suele decirse que el algoritmo de Lanczos utiliza la ventaja de “experiencias
anteriores”. En cada k-ésima iteracion, el método de la potencia busca el autovector
en la direccién determinada por AFq;, sin tener en cuenta ya las direcciones ¢,
Aqy, ..., A* g, como hace el método de Lanczos. Posterior a la deduccién de este
método se detallara una comparacion entre ambos métodos.

2.1.1. Tridiagonalizacion

Segin hemos visto, nuestro objetivo de cara a obtener buenas aproximaciones
My, y my de M\(A) v A\ (A) respectivamente, es obtener una base ortonormal de
cierto subespacio de Krylov. En esta seccion se pretende demostrar la relacion entre
la tridiagonalizacién de A y la factorizacion QR de K (A, g1, k). Debemos empezar
por recordar dos definiciones bésicas: la factorizaciéon QR de una matriz cuadrada,
y la definiciéon de matriz tridiagonal.

Definicién 2.2 (Factorizacién QR). Dada una matriz real cuadrada A € R™™,
se define su descomposicion QR o factorizacion QR como A = QR donde la matriz
Q € R™™ es ortogonal (es decir: QTQ = 1), y R € R™" es una matriz triangular
SUPETLOT.
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Recordemos ahora lo que entendemos por una matriz tridiagonal real.

Definicién 2.3 (Matriz Tridiagonal real). Se dice que una matriz T € R™™ es
una matriz tridiagonal real de tamano n si sus elementos son solo distintos de cero
en la diagonal principal y las diagonales adyacentes por debajo y por encima de esta.

Evidentemente, se define de forma andloga lo que se entiende por una matriz
tridiagonal compleja, pero en nuestro caso, inicamente utilizaremos matrices tridia-
gonales con coeficientes reales.

Existe una relaciéon muy estrecha entre la descomposicion tridiagonal de una
matriz simétrica y la factorizacién QR de la matriz K (A, ¢;,n). Supongamos que
QTAQ = T es una descomposicién tridiagonal de A € R™". Consideremos ahora el
producto de QT por la matriz de Krylov de A en direccién de ¢; = Q(:, 1) de tamaifio
n, esto es, K(A,q,n),

Q"K(Aqi,n)=Q" - [m | Aqr| ... | A" q1]
= [QTa | (QTAQ)(Q"q) | ... [ (QTAQ)" QT qn)]
= [61 |T€1 | e ‘Tnilel] = R,

donde e; es el vector candnico de tamafio k£ x 1, con un 1 en su primera componente.

Observamos que el producto anterior nos da una matriz triangular superior. Te-
nemos entonces que QYK (A, q;,n) = R, y puesto que @ es una matriz ortogonal,
despejando K (A, g1, n), observamos que K(A,q,n) = QR.

Habiamos deducido que, de cara a obtener buenas aproximaciones M v my de
A1(A) vy An(A), no teniamos més que encontrar una base ortonormal para el subespa-
cio de Krylov K(A, g1, k). Vemos ahora que, para generar los vectores ¢; que forman
la base ortonormal de KC(A, ¢, k), no tenemos mas que tridiagonalizar la matriz A
con transformaciones ortogonales.

Existen numerosos métodos de tridiagonalizaciéon de matrices. Posiblemente uno
de los mas populares es la tridiagonalizacion de Householder. Sin embargo, si A
es una matriz simétrica de gran tamafo y dispersa, este procedimiento no es con-
veniente debido a que las transformaciones aplicadas sobre A tienden a romper la
dispersion, dando lugar a matrices no solo de gran tamano sino poco dispersas, au-
mentando notablemente el nimero de operaciones a realizar y tiempo de cémputo
del algoritmo. En general, cualquier método que compute una matriz tridiagonal
actualizando dicha matriz suele romper la dispersién, por lo que no es 1til para el
caso que nos ocupa.

Es cierto que se pueden utilizar otros métodos de tridiagonalizacion - como pue-
den ser las transformaciones de Givens - para evitar la destruccién de la dispersion
de la matriz en cuestion; sin embargo, es mucho méas rapido intentar calcular los
elementos de la matriz tridiagonal directamente.
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Supongamos que T'= QTAQ, donde Q = [q1 | ... | qu] ¥
_051 ﬁl R 0 i
pf1 oay :
T = , (2.11)
: o Bas
i 0 .. /Bn—l (07% i

Igualando las columnas de AQ = QT se deduce que

Aqr = Br—1qr—1 + Qi + BrQr+1, Bogo = 0, para k=1,...,n-1. (2.12)

Multiplicando la primera expresién de (2.12) por ¢i, y teniendo en cuenta la or-
tonormalidad de los vectores g, tenemos que oy, = g} Agy, (otra forma de verlo es
simplemente tener en cuenta que Tj; = ¢! Ag;, luego las entradas de la diagonal son

Trr = qt Aqy,).

Por otro lado, en (2.12) obtenemos una expresion para calcular los sucesivos g.
Definimos el siguiente vector (conocido por wvector de residuos):

7k = Brqr+1 = (A — arl) g — Br-1qr—1, (2.13)

y en caso de que rp # 0, encontramos nuestro siguiente vector de Lanczos sin mas
que dividir por su norma:

Qr+1 = T/ B donde Bre = |Irklly -

Evidentemente, no hay pérdida de generalidad en haber elegido los ;. positivos. Por
ello, podiamos haber tomado S = — ||ry,-

Si encontramos un r, = 0, la iteracién termina; pero como veremos en el teorema
2.2.1, no sin llegar a un subespacio invariante. En la préctica, rara vez encontramos
un fr = 0, pero igualmente se producen buenas aproximaciones incluso antes de
encontrar un [, pequeno. Lo que se suele hacer es pedir un nimero m de maximas
iteraciones, de forma que si no se llega en m iteraciones a un subespacio invariante,
finalizamos el algoritmo y habremos aproximado m autovalores de la matriz dada.
A partir de los razonamientos anteriores, podemos definir la primera versién del
algoritmo de tridiagonalizaciéon de Lanczos. Viene descrito en el en algoritmo 1.

2.2. Finalizacién del algoritmo

En la seccion anterior hemos descrito una primera aproximacion al algoritmo de
Lanczos. Hemos mencionado que en la practica solemos pedir un nimero maximo de
iteraciones para que se ejecute el algoritmo. Sin embargo, en ocasiones el algoritmo
puede llegar a terminar de forma prematura. El siguiente teorema nos muestra cuan-
do termina el teorema de forma auténoma (es decir; sin llegar al nimero maximo de
iteraciones que hayamos seleccionado).
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Algoritmo 1: Algoritmo de Lanczos
Entrada: Matriz A € R™", un vector aleatorio ¢ € R", y m el nimero de
iteraciones
Salida : Matriz tridiagonal T, € R** v Qp = [q1 | ... | ¢u] € R tal
que AQr = QxTx
@1 =q/llgll, Bo=1, g0 =0.
for k=1 to m do

ar = qp Agy ;
e = Aqr — arGr — Br-1qr—1
B = llrell ;
if [Or # 0 then
| Qe = 7%/ Bk
end
end

Teorema 2.2.1. La iteracion de Lacnzos -descrita en el algoritmo 1 - continta

hasta que k=m, donde
m = rank(K(A,q,n)).

Es mas, para k=1, ... m se tiene que

AQr = Qi Ty + Tyef, (2.14)
donde ) _

(65} ﬁl c. 0

B oy :

Tk - )
: . -+ Br

L 0 e ﬁk—l (033 |
er es el vector canonico de tamano k X 1 con el 1 en su ultima componente, y
Q=I|q]| .- | tiene columas ortonormales que generan KC(A, ¢, k).
Demostracion:

Razonemos por induccién sobre k. Para k=1, el teorema es evidente por la expre-
sion de r; en el algoritmo. Supongamos que, para cierto k£ > 1, el algoritmo 1 ha
generado @ = [q1 | ... | ¢&] con columnas ortogonales y de forma que

ran(Qr) = spanf{q,...,q} = K(A, q1,k).

De (2.13) se obtiene inmediatamente (2.14), que implica que, por la ortogonalidad
de los vectores ¢;, se tiene que

Por tanto, utilizando el algoritmo 1, hemos construido para ¢t =1,...k

o; = qZTqua
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y parat=1,...k — 1, por la ortogonalidad de las columas de @, se concluye que
T T
G 1A = Qi (A — 04qi — Bic1gi—1) - (2.16)

Ahora bien, el término entre paréntesis de (2.16) es 3;¢;+1 por cémo se ha definido
Gi+1, Y puesto que ¢;11 tiene norma 1 por construccion, tenemos que

qiT+1AQi = qﬁl (AC]z‘ — Q5q; — 51’—1612‘—1) = qgj&—l (5in'+1) = B
Por el mismo razonamiento, si 7 + 2 < j < k, entonces
q; AQ; =0,
de donde se sigue que QT AQy, = Ty, y de (2.15) que Q¥r, = 0.

Sirg #0, g1 =71/ ||rkl|, es ortogonal a ¢y, . .., g Luego se deduce que gyy1 ¢
K(A, q, k) (ya que ¢, ...,q generan K(A, q,k)) y que

Qet+1 € span{Aqk, @, qe—1} C K(A, 1,k + 1).

Entonces, QF 1 Qr+1 = Irs1y
ran(Qr1) = K(A, q1, k +1).

Por otro lado, si r;, = 0, tenemos que AQy = QxT}. Esto nos dice que ran(Qy) =
K(A, q1, k) es un espacio invariante para A, luego

k=m=rank(K(A,q,k+ 1)) =rank(K(A,q,n)),
como queriamos demostrar. O

Se pueden aproximar los autovalores de la matriz sobre la que se aplica el algorit-
mo de Lanczos por los autovalores de las sucesivas matrices Tj. Durante la k-ésima
iteracion estamos realizando el calculo de agy1 v Biy1, de forma que la matriz Ty no
es mas que una submatriz de Tj .

De cara a estudiar como se produce la convergencia de los autovalores mediante
este método, es muy interesante la conclusion que se puede obtener del teorema de
Cauchy de autovalores entrelazados.

Teorema 2.2.2 (Teorema de Cauchy de autovalores entrelazados). Sea A =
(g 3) una matriz simétrica de tamano n, con H otra matriz de tamanon — 1. Sean
a, < -+ < aq los autovalores de A, y PBn_1 < --- < By los autovalores de H.

Entonces, los autovalores de A entrelazan a los autovalores de H, es decir,

O < Pp < <Bi<y<Bia<La << B < ag.
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Demostraciéon:
Para la demostraciéon de este teorema utilizaremos el teorema minimax de Courant-
Fischer.

Sea I, la matriz identidad de tamano (n — 1), y consideremos la matriz de
tamafnio n x (n — 1) definida segiin P = [I’gl |. Es evidente que

H = PTAP. (2.17)

Ademss, puesto que PTP = I,,_;, se cample que, para cualquier vector x € R*~!,
se tiene que

x'x = (Px)T(Px). (2.18)

Por otro lado, si x1,...%x, € R"! son un conjunto de vectores linealmente in-
dependientes, Pxq,...Px, € R" también son vectores linealmente independien-
tes. Luego si S es un subespacio k-dimensional de R"™!, PS es un subespacio k-
dimensional de R"™. Ahora bien, utilizando la caracterizacién min-max para el auto-
valor §;, y utilizando (2.17) y (2.18), tenemos que

o . Yy'Hy . (Py)"A(Py)
fi=min mix —= =min mix ——r————,
st orvesn— YTy st ozyesni (Py)T(Py)
y, teniendo en cuenta en la expresion de la derecha que el minimo de un subconjunto

es mayor o igual que el minimo del conjunto entero, y reconociendo la caracterizacion
min-max de a1, concluimos que

o ytHy  (PyTAPy)
b; = min max 7 = min max T
sroicRn -t ogyesnt YTy sroicRe ogyesni (Py)T(Py) (2.19)
) . 2T Az .
> min max —=— = Q41.

TSR ogzesnt 21z

Por otro lado, utilizando la caracterizacion max-min de 5;, y teniendo en cuenta
que el maximo de un subconjunto es menor o igual que el maximo del conjunto
entero, llegamos a que

o . y"Hy | . (Py)"A(Py)
fBi= mix mn —= = mix min ————-F
SiCR L ogvest YTy sicrit ozves' (Py)T(Py) (2.20)
2T Az .

< max min

= 1 ) = ;.
SICR™ 025t 212

Finalmente, combinando las desigualdades encontradas en (2.19) y (2.20,) tene-
mos que

a1 <6 <

con lo que queda demostrado el teorema. 0
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Ahora bien, consideremos el mayor autovalor de cada matriz Tj. Puesto que T
se puede ver como una submatriz de Ty, tal que

0
Tt = k 0 ;
S Br__.
0 0 B Okt
tomando H = Ty, bT = (0,...,0,3:) v u = aps1 en el teorema de los autovalores

entrelazados de Cauchy, se cumple que A\ (Ty41) > A1(7}). Deducimos, por tanto,
que en cada iteracién el mayor autovalor crece de forma mondtona con k, como ya
sabfamos por (2.5). El andlogo ocurre para los autovalores de menor mdédulo, los
autovalores aproximados decrecen de forma mondtona con k, como ya sabiamos por
(2.6). De hecho, el teorema de Cauchy nos dice algo mas: los autovalores de la matriz
T} entrelazan a los autovalores de Ty 1, es decir;

Ai(Tis1) = XNi(Tk) = Xig1(Thes1) > N1 (T).

De aqui se deduce que \; converge de forma monétona con k para cualquier ¢ fijo,
no solo para ¢ = 1.

La siguiente pregunta a responder es hacia qué autovalor de A converge \;(T})
cuando k crece. Es evidente que, por construccién del método, A;(7)) debe conver-
ger hacia el mayor autovalor de A, es decir; A\;(A). De hecho, en caso de que el
algoritmo se ejecute hasta k = n sin encontrar ningin 5, = 0, se tiene que 7}, es
una matriz similar a A, y por tanto, A\;(7,,) = A\1(A). De manera similar, el i-ésimo
mayor autovalor \;(7}) debe crecer monétonamente y converger hacia el i-ésimo
mayor autovalor \;(A) de A; y el i-ésimo menor autovalor Agy1—;(7)) debe decrecer
mondtonamente y converger hacia el i-ésimo menor autovalor A,1_;(A) de A.

2.2.1. Ejemplos

En el siguiente par de ejemplos se pretende ilustrar como se produce la conver-
gencia de los autovalores cuando crece el niimero de iteraciones. Para ello, vamos
a tomar una matriz cuyos autovalores exactos conozcamos (de forma que podamos
comparar con nuestras aproximaciones numéricas), y aplicaremos el algoritmo de
Lanczos para dos vectores iniciales ¢; diferentes.

Consideremos A una matriz diagonal de tamano 1000 con entradas (autovalores)
tomados de una distribucién N(u = 0,02 = 1), que han sido reordenadas posterior-
mente, de forma que a; 1 > as2 > -+ > a1000,1000 cOMO matriz sobre la que aplicar
el algoritmo 1. En la figura 2.1 se han representado los autovalores exactos de dicha
matriz.

Ejemplo 2.1. Tomamos como vector inicial ¢ = [1,...,1]T, es decir, el vector
columna de 1000 entradas donde todas ellas son 1. No deberia sorprendernos que,
con esta eleccion particular de q,, el primer autovalor aproximado sea cercano a cero,
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Autovalores de la matriz A

TR X

Autovalor Exacto
o
T

%
_3 - x
1 1 1 1 1 1 1 1 1 +
0 100 200 300 400 500 600 700 800 900 1000
indice
Figura 2.1: Autovalores exactos de la matriz A
15 iteraciones de Lanczos aplicados a la matriz A
4
3 i) x x X : : : §
x % L %
2 * i i i x
x.
X * x x 3 x
] x
x
g 1 x x % kd x
b % h :
o x *
<% x x
c 0 x x x x % x
o x
=1 1 x ¥ x 23
< x x
x
2k % 1 ¥ x ¥ x *
¥ *®
X x
x % ! *
3 x x x ]
x
3
4 1 1 1 ¥ L3 ¥ » ¥ L i * L4
0 2 4 6 8 10 12 14 16

Paso de la iteracion

Figura 2.2: Autovalores aproximados por cada iteraciéon de Lanczos frente a autovalores exactos
para el vector inicial ¢; = [1,1,...,1]T

pues en la primera iteracion calculamos ay = qF Aqy, es decir, estamos sumando las
entradas de la diagonal (tomadas de una distribucion de media p = 0). Las sucesivas
aproximaciones a los autovalores han sido representadas en la figura 2.2.

Segiin hemos visto, podemos elegir como vector ¢; un vector aleatorio. En el
siguiente ejemplo estudiaremos la aproximacion de autovalores para la misma matriz
A (cuyos autovalores han sido representados en la figura 2.1) para otra eleccién del
vector inicial.

Ejemplo 2.2. Tomamos ahora como vector inicial el vector go = [1,2,...,1000]" y
A la matriz descrita anteriormente. Las sucesivas aprozimaciones a los autovalores
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han sido representadas en la figura 2.3.

15 iteraciones de Lanczos aplicados a la matriz A

A
il x x x
3 x
x bod 3
* x
2 x * x H
* x %
E : d i
14 * : 3 x
£ x
= x X, X % o i
5 i 1 !
< O x x X x ¥
— x x x
r_O‘s x x % x
X x
E_l_ x % x x %
S * x *
P4 x x x
x ¥ X. x ¥ X
2 * x i 3
x % ¥ X
x il i & g
3 ¥ d x x x x
%
x x x x ® x x x
4 1 1 1 1 1 1 1
0 2 4 6 8 10 12 14 16

Paso de laiteracion

Figura 2.3: Autovalores aproximados por cada iteracién de Lanczos frente a autovalores exactos
para el vector inicial ¢o = [1,2,...,1000]7

En las figuras 2.2 y 2.3 podemos apreciar el comportamiento de la convergencia
del método. En ambos casos, podemos observar como los autovalores de una itera-
cién entrelazan los autovalores de la iteracion anterior.

Notamos que, como hemos deducido de forma tedrica, la convergencia es moné-
tona. Es interesante remarcar que A;(7;) < A;(A), como ya sabiamos por (2.3), es
decir, las sucesivas aproximaciones al autovalor maximo de la matriz A son menores o
iguales que el mismo. Por otra parte, se tiene que en todo momento A\, (Ty) > A, (A),
como ya sabiamos por (2.4), por lo que las sucesivas aproximaciones al autovalor
minimo son siempre mayores que el mismo.

2.3. Teoria de la convergencia

Como ya se ha visto en el teorema 2.2.1, encontrar un 5, = 0 es un buen evento
en el sentido de que se ha calculado un espacio invariante exacto. En la practica, rara
vez ocurre esto, y sin embargo, los autovalores extremos de las sucesivas matrices T},
son aproximaciones sorprendentemente buenas de los autovalores extremos de A.

En esta seccién se pretende estudiar la calidad de los autovalores aproximados,
asi como la convergencia hacia los autovalores exactos de la matriz A en funcién del
ntmero de iteraciones k.

En los siguientes teoremas se muestra la calidad de los autovalores aproximados
mediante el algoritmo 1.
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Teorema 2.3.1. Supongamos que se han aplicado k iteraciones de Lanczos descritas
en el algoritmo 1, y que SETySy = diag(0y, ... ,0k) es la descomposicién de Schur
de la matriz tridiagonal Ty. Si Yy = [y1,...,ys] = QuSk € R™* entonces para
1=1,...,k se tiene que

[ Ay; — Osyilly = |Bel sl donde Sy, = (spq)- (2.21)
Demostracion:
Supongamos que se han realizado k iteraciones de Lanczos. Entonces, sabemos

por el teorema 2.2.1 que se tiene (2.14). Postmultiplicando dicha expresién por Sy,
y teniendo en cuenta que Q1 Sy = Y%, se concluye que

QiTiSk = QrSkdiag(0y, ... ,0;) = Yy diag(6y, ... ,0k),
luego deducimos que
AY, = Yidiag(6y, ... ,0;) + rrer Sy
Por tanto, Ay; = 0,y; + i (e;{Skei) , de donde se sigue
Ay; — 0y = i (ef Skes), (2.22)
y tomando normas, como ||r|l, = |Bk|, se deduce la expresién (2.21). O
La expresion (2.22) nos da una idea de la calidad del autovalor aproximado, pues

esperamos obtener una buena aproximacion en caso de que la norma del vector de
residuos r; sea pequena. En este sentido, se tiene el siguiente resultado.

Lema 2.3.2. Sea A una matriz simétrica, y supongamos que

Az —0x =7 con x # 0. (2.23)
Entonces
{ —0| < . 2.24
min 6] < rl, / ol 224
Demostracion:
Consideremos ZT AZ = diag(\y, ..., \n) la descomposicién de Schur de la matriz

A. Sin méas que sustituir A = Zdiag(A1,...,\,)Z7 en (2.23), tenemos que
Z (diag(\1, ..., \n) — 01,) ZT2 =1,
de donde se sigue que
(diag(Mi, ..., A\y) — 01,) (Z72) = Z7r,

donde I,, denota a la matriz identidad de tamano n. Notemos que diag(\y, ..., \,) —
01, es una matriz diagonal, luego

7], = HZTTH2 = ||(diag()\1, e An) — 01 (ZT:L') H2

> mi —0|||Z%z||, = mi -0
_#gl(l}q) Iz |H xHQ Mgl(g) Iz |||:E||2,
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concluyendo con (2.24). O

Si aplicamos el lema anterior a la expresion (2.22), obtenemos una cota para las
aproximaciones a los autovalores de la matriz A obtenidos a partir del método de
Lanczos. Este resultado se recoge en el siguiente corolario.

Corolario 2.1. Supongamos que se han aplicado k iteraciones del método de Lan-
czos. Si 0; = \j(Ty), entonces

min |0; — p| < |Bkl|skil/||QrSkel| para i =1,... k, (2.25)
HEA(A)

donde \(A) representa el espectro de la matriz A.

En ausencia de errores de redondeo, ||y||, = ||QxSkeill, = 1, por lo que sin mas
que sustituir en (2.25), tenemos que existe un autovalor p de A tal que

|\ — 6i| < |Bk]|Skil-

Sin embargo, al implementar numéricamente este algoritmo, la pérdida de ortogona-
lidad de los vectores g; puede destruir la cota anterior. Esta pérdida de ortogonalidad
motiva, como ya veremos, el desarrollo de diversas técnicas de reortogonalizacién.

Los siguientes teoremas estudian cémo de bien los autovalores de T}, aproximan
los autovalores de A en funcién del nimero de iteraciones k. Estos resultados se
enmarcan en lo que se conoce por Teoria de convergencia de Kaniel-Paige.

Teorema 2.3.3. Sea A una matriz n X n real, y consideremos su descomposicion
de Schur

ZVAZ = diag(\1, ..., M), M > >\, Z=1lz|... |zl

Supongamos que se han realizado k iteraciones de Lanczos (ver algoritmo 1), y que
Ty es la matriz tridiagonal (3.6). Si 0; = A\ (T}), entonces

tan(gbl) 2
M >0 > M=M=\ ————2— ), 2.26
1> 60 > M=\ >(ck_1(1+2p1)> (2.26)
donde cos(¢1) = ‘qul‘;
Al — Aa
— 2.2
S VW 220

y cx—1(x) es el polinomio de Chebyshev de grado k — 1.

Demostracion:

Supongamos que el algoritmo de Lanczos ha realizado k iteraciones, y ha generado
por tanto las matrices T, y Qy, tales que QT AQy = T}.. Si aplicamos la caracterizacion
min-max dada por el teorema 2.1.1 a 01(7T}), tenemos que

0, = méx vy _ . (Qu)TA@ry) s w’ Aw
ozves yTy  ozves (Qwy)T(Qry) 0£wek (Aa k) wlw
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Puesto que sabemos que el mayor autovalor de la matriz A viene dado por el méxi-
mo de w’ Aw / wTw sobre todos los vectores no nulos w € R”, es evidente que 6; < ;.

Para obtener una cota inferior para #; notemos que, como {q, Aqy, ..., A*q;}
genera K (A4, q1, k), se tiene que!

b —  mix whdw 6 p(A)Ap(A)g

= 2.28
0Awek(Aqik) wlw  pePiy gl p(A)2q (228)

donde Pj_1 es el conjunto de todos los polinomios de grado menor o igual que k£ —1,
y p(x) es un polinomio en dicho conjunto.
Considerando la expresiéon de ¢; en la base {z1,...,2,}, es decir,

q1 = d121 4+ 4 ann, (229)

donde d; = qf z;, se sigue que

¢ p(A)Ap(A)g: _ Doy dip(N)* N > Mdip(M)? + Apd° — 0\ - (A — \p) 07
a1 p(A)?q S dp(N)E T dp(h)? + 62 L dp(N)2 + 6
(2.30)
donde se ha definido .
07 = dip(N)”. (2.31)
i=2

En vistas de la expresién (2.30), deducimos que si el polinomio p(z) tiene la
propiedad de ser grande en x = \; comparado con sus valores en \g, ..., \,, entonces
obtenemos una buena cota inferior para ;. Una forma de hacer esto es considerar

el polinomio
T — A\,
p(ili') = Ck—1 (_1 + 2)\2 _ )\n) )

donde c¢;_1(2) es el (k-1)-ésimo polinomio de Chebyshev generado a través de la
recursion

ck(2) = 2z¢,-1(2) — cp—2(2), co=1, ¢ =z

Estos polinomios estan acotados por la unidad en el intervalo [—1, 1], pero crecen
rapidamente fuera de este intervalo. Definiendo p(z) de esta forma, tenemos que
| p(\;) [< 1parai=2,....,ny p(A) = cx1(1 4+ 2p1), donde p; se define como en
(2.27). Por tanto,

7<)y dP=1-dj,
=2

donde se ha tenido en cuenta que ¢; tiene norma 1, y de aqui, usando (2.30) se tiene
que
1—d? 1

& (cpr (14 201))"

0> M — (A — ) (2.32)

Inotar que todo w € K(A, g1, k) se puede expresar como w = p,,(A)q1, siendo p,,(z) un polino-
mio de grado k — 1
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Puesto que cos(¢1) = |q1Tzl} y di = qF'z, se tiene que 1 — d? = sin*(¢;); luego
(1 — d7)/di = tan*(¢)).

Finalmente, sustituyendo en (2.32), y teniendo en cuenta que ¢; < A; tenemos
que

tan2(¢1)
(ce—1(1+2p1))%

como queriamos demostrar. [l

M >0 > — (A —\)

Un resultado analogo con respecto al autovalor méas pequenio de las matrices Ty
puede ser demostrado como corolario del teorema anterior.

Corolario 2.2. Usando la misma notacion que en el teorema 2.3.3, si O = \e(T}),
entonces

tan n ?
)\n S ek S >‘n+(>\1_>\n) (%) ’

donde cos(¢1) = |qf zu|, y

pr = )\nfl - )\n
1= —F.
)\l - )\n—l
Demostracion:
Notemos que el corolario 2.2 se demuestra sin mas que aplicar el teorema 2.3.3
remplazando la matriz A por la matriz —A. O

El teorema 2.3.3 y el corolario 2.2 ofrecen informacion de la calidad de las apro-
ximaciones al autovalor maximo y minimo respectivamente en funcién del niimero
de iteraciones k.

La idea principal detras de la demostracion del teorema 2.3.3 es seleccionar un
polinomio amplificador de forma que p(A)g; amplifique la componente de ¢; en la
direccion del autovector z;. Esta misma idea se puede utilizar para obtener cotas
para las sucesivas aproximaciones de los autovalores interiores (es decir, para los
0;). Sin embargo, los resultados no son tan satisfactorios como para las aproxima-
ciones de los autovalores maximo y minimo de A, pues en este caso el polinomio
amplificador involucra el producto de polinomios de Chebyshev ¢;_; y del polinomio
(l’ — >\1) Ce (I‘ — )\i—l)-

El siguiente teorema muestra cotas de error para las aproximaciones de los auto-
valores interiores. Notemos que debido al factor k;, y al grado reducido del polinomio
de Chebyshev, es claro que las cotas se deterioran cuando ¢ crece.

Teorema 2.3.4. Usando la misma notacion que en el teorema 2.53.3, si 1 < i < k
y 0; = \i(T}), entonces

k; tan(¢; 2
Ai 2 00 = A= (A — An) (T%) ’
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donde
i—1
Ai — A 0, — A\, .
Pi = M — N, z—jlj[l 6, — N’ cos(¢;) = ’(112@‘-
Demostracion:
Una demostracién detallada puede ser encontrada en [10]. 0

2.3.1. Comparacion con el método de la potencia

El método de la potencia constituye posiblemente uno de los algoritmos numéri-
cos mas conocidos para aproximar el autovalor dominante de cierta matriz. Segin se
ha mencionado durante la deduccién del método de Lanczos, existe cierta similitud
entre este método y el método de la potencia. El objetivo de esta seccién es comparar
la convergencia hacia el autovalor maximal de cierta matriz simétrica que ofrecen
estos métodos.

Supongamos que queremos aproximar numéricamente el autovalor maximal de
cierta matriz simétrica A. Por simplicidad, supongamos que

M= > >\, >0, (2.33)

y que para aproximar dichos autovalores, aplicamos tanto el método de la potencia
como el método de Lanczos con cierto vector inicial ¢;.

Notemos que, en general, el método de la potencia no converge hacia el autovalor
mayor, sino hacia el autovalor dominante (mayor en valor absoluto), pero por (2.33)
sabemos que este método convergerd (en caso de hacerlo) hacia A;. Tras k — 1
iteraciones, el método de la potencia obtiene una nueva aproximacion al autovector
dominante en la direcciéon de

b= A = 3 dE

i=1

donde se ha tenido en cuenta la expresién de ¢; dada en (2.29), junto con su esti-
maciéon al autovalor dominante
vl Av

Ty

"=

De cara a obtener cotas para las aproximaciones obtenidas mediante el método
de la potencia, podemos notar que, puesto que este método busca nuevos vecto-
res inicamente en la direccién determinada por A*~'¢,, siguiendo un razonamiento
analogo al del teorema 2.3.3, el polinomio amplificador que aparece en la expresién
(2.28) debe ser necesariamente p(z) = 21,

Por tanto, la expresién (2.30) se traduce en

Ald%p()\l)Q + )\n52 o

(A — An) 62
> —)
S T O+ o 1

_d%p()\l)z +52 - >\1_(>\1_ATL>

dip(X2)® + - + dip(\n)?
dip(M)? + -+ -+ d2p(\,)?
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donde se ha definido §* como en (2.31).

Mediante una simple acotacién de la fraccion de la expresion anterior, llegamos
a que

> A — (O — A, A — (A — A _
n 2= () Bp(n)? A A S WE
Ay ) 25D
=A==\ tan2(¢1) <)\—> ,
1

donde en la tltima igualdad se ha utilizado la expresién concreta de p(z). Con todo
esto, obtenemos la siguiente cota para la aproximacion v; a A;

2(k—1)
/\1 2 71 Z )\1 — ()\1 _)\n) tan2(¢1) <—) . (234)

Por tanto, en vistas de (2.26) y de (2.34), de cara a comparar las cotas inferiores
de las aproximaciones que estos métodos ofrecen, no tenemos mas que comparar

1 1
>

o [ck—l (2% B 1)}2 a1 (14200 (2:3)
Y A\ 26D
R, = (/\—1> : (2.36)

La desigualdad de (2.35) se sigue de la monotonia de los polinomios de Chebys-
hev. Es evidente que 2\; /Ay —1 > 1, y que 1 4+ 2p; > 1. Por otro lado, tenemos que
—AM A, < —X\,. Sumando a ambos lados de esta ultima igualdad A\ Ay, llegamos a
)\1 (/\2 — /\n> S )\2 ()\1 — /\n), por lo que

ﬁg)\2+)\l_/\n_)\2:1+)\l_)\2.
/\2 )\2_>\n /\2_/\n
De aqui, se sigue que
)\1 )\1_)\2 )\1_)‘2
2-——1<2(1 =1+2 =14 2p;. 2.37
NS (Uz—An) VWS (2:37)

Recordemos que el polinomio de Chebyshev de grado k-ésimo tiene k raices en el
intervalo (—1,1), concretamente, en los puntos z; = cos(2(k — 1)7/2n). Por tanto,
en virtud del teorema de Rolle, deducimos que los & — 1 ceros del polinomio ¢} (x)
estan también contenidos en (-1,1). Ademds, es evidente que

cp(r) — o0,

T—r00
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va que el coeficiente principal de ci(x) es 2871 para k > 1, luego se deduce que, si
k> 1, ¢.(x) > 0 para z > 1. Por tanto, los polinomios de Chebyshev son crecientes
en z > 1, luego, teniendo en cuenta (2.37), se sigue que cx_1(2A1/Aa—1) < cx—1(1+p1),

con lo que se demuestra la desigualdad de (2.35).

En la tabla 2.1 se comparan diferentes valores de Ly_1/Ry_1 de cara a comparar
ambos métodos.

A1/ Az k=5 k=10 k=15 k=20 k=25 k=30
5 3.0x107% 6.6x107" 15x1072 32x107% 72x1073% 16x10~*
3.9x103 3.8x10°°6 3.7x1079 3.6x10712 3.6x10"15 3.5x10-18
15 1.1x107* 20x107° 39x107% 74x1072%2 14x107% 2.7x 1073
’ 3.9x1072 6.8x 104 1.2 x 10> 2.0 x 107 3.5x1079 6.1 x 10711
13 02x107* 26x10® 74x10718 21x1077 59x107%* 1.7x107%
' 1.2x 101 89 x 103 6.4 x 10~4 4.7 x 10-5 3.4 x 106 2.5 x 1077
11 27x107% 54x107° 1.1x1077 21x1071% 42x1072 84x10716
' 4.7%x 1071 1.7x1071 69x10"2 26x102 1.0x10"2 4.0x 1073
Lo1 56 x 107! 1.0x 107" 1.14x107% 2.0x 1073 2.8 x 107 3.7x107°
9.2 x10-t 83 x 10! 7.5 x 101 6.8 x 101 6.2 x 101 5.6 x 101

Tabla 2.1: Ly_1/Ry—1 para diferentes valores de k y de A1/\y

Viendo los valores que muestra la tabla 2.1, es evidente la superioridad en con-
vergencia con el nimero de iteraciones del método de Lanczos frente al método de
la potencia. Sin embargo, esto no deberia sorprendernos en absoluto, pues 0; es el
méximo de r(A,z) = 2T Ax/zTx sobre todos los vectores no nulos de K(A,q, k)
mientras que 7; es simplemente 7(A, v) con v = A¥"1q;, esto es, un vector particular

de K(A, q1, k).

2.4. Aritmética exacta

El uso de aritmética de precision finita provoca grandes discrepancias con lo que
cabria esperar al implementar el algoritmo 1 si se usase aritmética exacta. Teori-
camente, los autovalores 6; de las matrices T} convergen muy rapidamente a los
autovalores de la matriz A. Sin embargo, en la practica, si se realizan suficientes
iteraciones del algoritmo, suelen aparecer autovalores y autovectores aproximados
repetidos en las matrices T}, excediendo la multiplicidad del autovalor correspon-
diente en A. Ademas, en otras ocasiones, el algoritmo devuelve ciertos autovalores
incorrectos como convergentes (autovalores espurios).

Un analisis detallado del método bajo aritmética finita muestra que este com-
portamiento no deseado aparece al mismo tiempo que los autovectores de Lanczos
comienzan a perder ortogonalidad mutua. Lanczos ya era consciente de este proble-
ma, y propuso reortogonalizar explicitamente cada vector g, con respecto a todos
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los vectores anteriores en cada paso. Este proceso se conoce como Algoritmo de
Lanczos con reortogonalizacion completa. Aunque este procedimiento es eficaz, la
reortonormalizaciéon completa supone un aumento notable del costo computacional
del algoritmo, por lo que inicamente se reserva para casos en los que se desea apro-
ximar unos pocos autovalores. Estudios posteriores han propuesto otras alternativas
para poder hacer frente a la pérdida de ortogonalidad a menor coste.

En esta seccion, se ilustrara, mediante un ejemplo, las consecuencias que puede
tener implementar el algoritmo 1 en aritmética finita. Después, se implementara el
Algoritmo de Lanczos con reortogonalizacion completa, y finalmente, se estudiaran
algunos de los procedimientos méas habituales utilizados para reducir el nimero de
operaciones necesarios para la reortonormalizaciéon completa.

Ejemplo 2.3. Supongamos que queremos aproximar mediante el algoritmo de Lan-
czos los autovalores de la matriz A = diag (0.0001, 0.00025, 0.0005, 0.035, 0.6,80),
utilizando como wvector inicial q; = [1,...,1)T. Asi definida, la matriz A tiene seis
autovalores simples. Notemos que, en virtud del teorema 2.2.1, esperamos que el al-
goritmo 1 finalice trasm = rank(K (A, q1,k)) iteraciones, donde K(A, q1, k) se define
como en (2.10). Denotemos por \; al i-ésimo autovalor de A (i-ésima entrada dia-

gonal). Notemos que para cada i =2,...,6 se tiene que A" 1q = [)\il_l, ceey )\é_l]T,
luego
(1 M A2 0 A
1 X A ...
KAq. k=1 X A .. A, (2.38)
1L Xe N .. A

es decir, la matriz de Krylov K(A, q1,k) es una matriz de Vandermonde. Puesto que
Ni # \j si i # j, sabemos que tiene rango mdzimo, luego como

rank(K (A, ¢, k)) = rank ([q1] Aqi | Aq1 | ... | Aq1]) = 6 = dim(A), (2.39)

cabria esperar que, al ejecutar el algoritmo de Lanczos con un total de k = 6 iteracio-
nes, obtengamos los autovalores exactos (hasta precision de la mdaquina). Aplicando
el algoritmo 1 a los datos mencionados, obtenemos que

1.000 —89x107Y7  21x107Y7  93x107?  21x10°° —0.3958
-89 x 1077 1.000 1Lox107"  21x107'" 48x107° 0.8850
r 21x1077  1.0x 107 1.000 ~1.8x 107 34x107° 0.0064
Qo Qo = 93x107"% 21x107' —18x107" 1.000 L7x107" 2.6 x107°
21x107° 48x107°  34x107°  17x107' 1000 —18x10° '
—0.3958 —0.8850 0.0064 2.6 x107° '_ -1.8x 107" 1.000

donde vemos que los vectores q; pierden la ortogonalidad a partir de la cuarta ite-
racién. Por otra parte, obtenemos que los autovalores aproximados® mediante este

2Se obtienen estos valores hasta precisién de maquina.
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algoritmo son los siguientes

6, = 1.405 x 1074, Oy = 4.740 x 1074, 65 = 0.0350,
6, = 0.6000, 65 = 75.188, 6 = 80.000.

Observamos que no se han obtenido aproximaciones a todos los autovalores, sino
que, en su lugar, uno de ellos ha sido aprozimado de forma mailtiple (el autovalor

A1 = 80.000)

El ejemplo anterior sirve para motivar la necesaria reortogonalizacién de los
vectores ¢; al aplicar el algoritmo de Lanczos. En las siguientes secciones veremos
algunas de las técnicas mas utilizadas para solventar la pérdida de ortogonalidad, y
las ideas detras de ellas.

2.4.1. Algoritmo de Lanczos con Reortogonalizacion Com-
pleta

Como ya se ha mencionado, Lanczos era consciente de la pérdida de ortogonali-
dad de los vectores ¢;, y propuso para solventar este problema una reortogonalizacion
completa. Sin embargo, aunque este procedimiento es eficaz, aumenta notablemente
el nimero de operaciones en cada iteracion del algoritmo. Este aumento del nimero
de operaciones fue la causa de que este algoritmo no fuese practicamente utilizado
en la década de 1950 y 1960, y de que no se popularizase su uso hasta la década
de 1970, gracias al trabajo de diversos matematicos entre los que destacan Paige,
Kahan, Parlett y Scott.

El algoritmo con reortonormalizacion completa puede ser implementado median-
te el pseudocodigo mostrado en el algoritmo 2.

Algoritmo 2: Algoritmo de Lanczos con Reortonormalizaciéon Completa

Entrada: Matriz A € R™*", un vector aleatorio ¢ € R", y m el niimero de
iteraciones

Salida : Matriz tridiagonal T, € R®* v Qp = [¢1 | ... | @] € R™ tal
que AQr = QxTx

a1 =q/llqll, Bo=1, g0 = 0.

for k=1 tom do

ay = qp Agy ;

T = Aqr — arqr — Br-1qr—1

T =Tk — Qk(Q{ﬁc)

B = llrell ;
if £, # 0 then
| Qo1 = Tr/ B
end
end

En el siguiente ejemplo comparamos los resultados que obtenemos al implementar
esta nueva version del algoritmo de Lanczos con lo que obtuvimos en el ejemplo 2.3.
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Ejemplo 2.4. Supongamos que queremos aproximar mediante el algoritmo de
Lanczos los autovalores de la matriz A = diag(0.0001,0.00025, 0.0005, 0.035, 0.6, 80),
utilizando como vector inicial ¢ = [1,..., 1T, y aplicamos para ello el algoritmo 2.

Sabemos por (2.39) que el algoritmo no terminard de forma prematura, luego
al haber realizado la reortonormalizacion, esperamos obtener de forma exacta los
autovalores de A. Aplicando dicho algoritmo a los datos mencionados, obtenemos
que

[ 1.000 —89x 1071 —11x107Y7 -—1.9x107'7 23x1077  82x 1078 |

-89 x 10717 1.000 6.6 x 10718 1.1x 1077 —26x107'" 35x107'®

r |-11x107'7 6.6 x 107" 1.000 —2.13x 1077 35x107Y 2.3 x 1077
D6 Qs = —-1.9x107Y 11x107'"  —21x107'7 1.000 —-1.8x 107 —1.3x107Y7
23x107Y7  —26x107'® 35x107Y7 —1.8x 107" 1.000 —8.6 x 1078
| 82x 107 35x107"  23x1077  —13x 1077 —8.6x 107" 1000 |

Observamos que en este caso no se pierde ortogonalidad entre los vectores (puesto
que QT Qg ~ Ig). Ahora, los autovalores aprozrimados®son

6, =1.0 x 1074, 0y = 2.5 x 1074, 0 =5 x 107%,
64 = 0.0350, 65 = 0.6000, 65 = 80.000.

2.4.2. Ortogonalizaciéon selectiva

Una consecuencia irénica de un andalisis del error de Paige, que explicaremos
en esta seccion, es que la pérdida de ortogonalidad ocurre con la convergencia de
los autovalores y autovectores aproximados por el método de Lanczos. Aunque en
principio podria parecer no deseable, este hecho es la base de la técnica de ortogona-
lizacion selectiva, posiblemente uno de los esquemas mas utilizados para minimizar
el nimero de operaciones debidas a la reortonormalizaciéon de los vectores ¢; que
necesitamos realizar.

En esta seccion, realizaremos en primer lugar un estudio de la convergencia cuan-
do se implementa el algoritmo de Lanczos con aritmética finita, y, posteriormente,
se explicara e implementaré el Algoritmo de Lanczos con ortonormalizacion selectiva.

Supongamos que se han realizado k iteraciones del algoritmo de Lanczos imple-
mentado con aritmética finita sin que este termine de forma prematura. De ahora
en adelante, y a lo largo de esta seccion, Q;, T;, R;,3;... denotan a los vectores,
matrices o escalares que han sido calculados de forma numérica, y no los calculados
mediante aritmética exacta. Ademas, diremos que el par de autovalor y autovector
(0;,y;) es un buen par (buen autovalor y autovector respectivamente) si satisface
que

| Ays — Ol = Vel Al (2.40)

donde € es el épsilon de la maquina, y nos referiremos a #; e y; como autovalor
y autovector de Ritz. Ademads, supondremos que el problema de autovalores de la

3Hasta precisién de miquina.
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matriz tridiagonal puede ser resuelto de forma exacta. Por tanto, podemos encontrar
matrices ortogonales S; tales que

T; = S;0.57 con ©; = diag(fy,...,6,). (2.41)
Con todo ello, para j = 1,..., k la ecuacién (2.14) se escribe como
AQ; = QT +rje; + F; (2.42)

donde e; es el vector canénico de tamaino j x 1 con el 1 en su ultima componente,y
F; da cuenta de los errores de redondeo. Premultiplicando la expresién (2.42) por
Q7] se obtiene que

QTAQ; = QTQ;T; + Qlrjel + QT F;. (2.43)

Puesto que Q]TAQj es una matriz simétrica, restando a (2.43) su expresién tras-
puesta, llegamos a que

0= Q7 Q,T; — T;Q;Q; + Qjrje; —erjQ; +Q Fy — FQ,
luego

Qlriel =T,Q7Q; — QTQT; + FIQ; — QT F; + eyr7Q;

= (I Q Q)T —Ty(I; — Q; QJ)+FTQJ Q]TFjJrejroQj. (2.44)

Consideremos las matrices C; y A, tales que
[J — Q?QJ - C]T + A]’ + Cj,

donde [; es la matriz identidad de tamano j, C; es una matriz estrictamente trian-
gular superior, y A; es una matriz diagonal. Sin mas que sustituir en (2.44), tenemos
que

Qlrjel =(C] + A + C)T; — T;(C] + A+ C)) + F/Q;

(2.45)
- Q]TFJ +e;r; ; Qe

De ahora en adelante, dada una matriz cuadrada M, denotaremos por V(M) a
su parte triangular superior (incluyendo la diagonal). Es evidente, dadas dos ma-
trices cuadradas R y S del mismo tamano, que V(R + S) = V(R) + V(S), y que
V(RS) # V(R)V(S) en general.

Si consideramos la parte triangular superior en ambos lados de la expresién
(2.45), tenemos que

V(Qjrse]) V((CT + A+ C)Ty) = V(TH(CF + A+ Cy)) + V(F] Q) — V(Q] Fy)
(e] ] Q])
VG 1) VA A+ SICT 1)
+ V(FjTQj) - V(Qfﬂ) + V(e;r r; Q])
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Definamos las matrices triangulares superiores

Bj = V(AT = TjA;) + V(CF T; — T;CF) + V(ejr; Q)

E; =V(F/Q; — QI'F)),

de forma que la expresion anterior se convierte en

V(Qjrjej) = V(CiT; — T;Cy) + B + Ej.
Ahora bien, la matriz Q] rjel es idénticamente nula salvo su tltima columna,
que es precisamente QT r;, luego V(Q]r;e]) = Qrje]. Por otra parte, puesto que
T; es una matriz tridiagonal, y C; es una matriz estrictamente triangular superior,
tenemos que C;1;—T;C; es también triangular superior, por lo que V(C;1;—-T;C;) =
C;T; — T;C;. Por tanto,
Q?Tj@? = O]T’] — ECJ ‘f‘ Bj + Ej. (246)
Considerando la ecuacién (2.46) para j = k, y premultiplicando dicha expresién
por por s!| y postmultiplicando por s; (donde s; es una columna de la matriz Sy),
llegamos a que

s;Q7 1 ens; = s (CyTy, — TiCr)si + s (Bi + Ex)si, (2.47)
——
yT BrAk+1  Ski

que se simplifica a
Brskiti Qo1 = (s Cusi)0; — 0;(s] Cysi) + ] (B + Ey)s; = s (B + Ey)si,
y, sin més que despejar en la igualdad anterior, concluimos que

sT(By, + Ey)s;

Bkski

Yl qri1 = (2.48)

Scott demuestra en el Anexo A de [11] que ||s](By, + Ei)si||, =~ €l|Al,. Esta
demostracion se basa en un enunciado auxiliar demostrado por Paige. Aunque la
demostracion no es compleja, requiere de varios resultados auxiliares, por lo que
omitiremos su demostracion. Tomando por cierto este resultado, tenemos que

W ] ~ T2 (2.19)
| Bl |5l

En otras palabras, la componente del nuevo vector de Lanczos gx.1 en la direc-
cién del autovector de Ritz y; es inversamente proporcional a |By||ski|, que segin
vimos en el teorema 2.3.1, es una medida de lo bueno que es el autovalor de Ritz 6;
como aproximacién a un autovalor de A. Més concretamente, cuando el par (6;,y;)
converge, |Bk||sk:| tiende a cero, y el nuevo vector de Lanczos g1 tiene una com-

ponente grande en la direccién del i-ésimo autovector de Ritz.
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La ortogonalizacion selectiva utiliza este hecho: tan pronto como el nuevo vector
de Lanczos g1 es calculado, es ortogonalizado respecto a cada uno de los buenos
autovectores de Ritz. Esto es mucho menos costoso que una reortogonalizacién com-
pleta, pues en general hay muchos menos buenos vectores que vectores de Lanczos.
Una forma de implementar la ortogonalizacion selectiva es diagonalizar en cada k-
ésima iteracion la matriz Ty, y ortogonalizar el nuevo vector de Lanczos ¢ 1 respecto
a todos los buenos autovectores.

Cabe notar que, tanto al hablar de buenos vectores como en (2.49), consideramos
|All, que, evidentemente, es desconocida. Sin embargo, puesto que hemos visto
que los autovalores extremos son los primeros en converger, y que ademas lo hacen
de forma muy rapida, se tiene que ||A|, = ||T'||,- De hecho, si 6;,...,68; son los
autovalores aproximados en la k-ésima iteracién por el algoritmo de Lanczos, y
A1, ..., Ay los autovalores exactos de A, se tiene que #; < A\, y que 6, > \,, luego
es evidente que p(Tk) < p(A), de donde se sigue que || A, > || Tk|,-

Por tanto, se verifica la siguiente desigualdad

Vel Tilly < Vel All,, (2.50)

por lo que utilizando en cada k-ésima iteracion la norma de 7}, para comprobar los
buenos vectores (definidos segin (2.40)), tenemos que el algoritmo toma la siguiente
forma:

Algoritmo 3: Algoritmo de Lanczos con Reortonormalizacién Selectiva.
Version 1
Entrada: Matriz A € R™*" un vector aleatorio ¢ € R", y m el nimero de
iteraciones
Salida : Matriz tridiagonal T, € R¥* v Qp = [q1 | ... | ¢u] € R™** tal
que AQy, = QxTx
a1 =q/llqll, Bo=1,q = 0.
for k=1 to m do
o = qf Ag ;
e = Aqr — arGr — Br—1Gk—1
Calcular la factorizacion Ty, = S0, S,
for =1 to k do
if |Brski| < Vel Till, then
v = QS;
re =1 — (V)
end
end
B = lIrally
if [Or # 0 then
| @1 =11/ B
end
end
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Comparemos los resultados obtenidos al aplicar el algoritmo de reortonormali-
zacion selectiva al ejemplo anteriormente estudiado.

Ejemplo 2.5. Supongamos que queremos aproximar mediante el algoritmo de
Lanczos los autovalores de la matriz A = diag(0.0001,0.00025, 0.0005, 0.035, 0.6, 80),

utilizando como vector inicial ¢ = [1,...,1]T, y aplicamos para ello el algoritmo 3.

Aplicando el algoritmo de Lanczos con reortonormalizacion selectiva obtenemos

1.000 “89x 1071 21x107Y7  93x1072  22x107  35x 10712 ]
—-8.9x 1077 1.000 1.1x107*%  21x107" —97x107" —1.6x107'?
v | 21x107'7 11x107M 1.000 ~1.8x 107" —48x 107 21 x107'2
PaQs = 9,3x107%  21x107* —1.8x107'3 1.000 31x1072  —23x107'2|’
22x107°  —96x 107" —4.7x1070 3.1 x107'2 1.000 —7.2x 10712
[ 35x 107" —1.6x107" 21x107"* —23x107'* —7.1x10"" 1.000 |

mientras que los autovalores aprozimados*son

6, =1.0 x 107, 0y = 2.5 x 1074, 0; =5 x 107,
6, = 0.0350, 65 = 0.6000, 6 = 80.000.

Reortonormalizaciones necesarias - Ejemplo 2.6

Vector de Lanczos:

qi q2 a3 q4 qs 96
q1 T T T T 1

a3~ .

Reortonormalizado respecto a:

qs .

Q6 =
Figura 2.4: Localizacién de las reortonormalizaciones necesarias para el Ejemplo 2.5.

Es interesante estudiar en qué momento y cudntas veces ha sido necesario realizar la

4Hasta octava cifra signiticativa.
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reortogonalizacion selectiva. En la figura 2.4 se ha representado dicho estudio. Ahi
podemos observar que la pérdida de ortogonalidad se produce con el quinto de los
vectores de Lanczos (qs utilizando la notacion de dicha figura), y que este inicamente
debe ser reortogonalizado con qy. Posteriormente, qg debe ser reortogonalizado con
respecto a qs, q1 y qs. De esta forma, frente a las 15 reortonormalizaciones que se
realizan con el esquema de reortogonalizacion completa, usando la reortogonalizacion
selectiva unicamente debemos reortonormalizar 4 veces.

Veamos un ejemplo con una matriz de mayor tamano.

Ejemplo 2.6. Consideremos una matriz A dispersa, simétrica y definida positiva
de tamano n = 80. Generaremos una matriz de manera aleatoria con estas caracte-
risticas, pero indicando la semilla utilizada en el proceso, de forma que A pueda ser

recuperada en todo momento. Para estos propositos, podemos utilizar el siquiente
codigo de Matlab

rng (2, 'philoz ') ; % semilla wutilizada

n=380;

A=sprandsym (n,0.3,0.04 ,1);

% sprandsym (n,d,rc,1) genera una matriz tamario nzn, con <
densidad de ceros d, e inverso de nimero de condicidén rc.

que genera una matriz simétrica con aprorimadamente 0.3 - 80 - 80 ceros, sobre la
que aplicaremos el algoritmo 3, tomando como vector inicial ¢ = [1,. .., l]T.

Reor tonor malizaciones necesarias - Ejemplo 2.6

Vector de Lanczos:
10 20 30 40 50 60 70 80
T

T T =‘

10

8
T

Reortonor malizado respecto a:
3 8
T T

8
T

70

8ol

Figura 2.5: Localizacién de las reortonormalizaciones necesarias para el Ejemplo 2.6.
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Fvidentemente, en la prdctica rara vez iteramos el algoritmo el numero maximo
de veces pero, puesto que esta matriz es relativamente pequenia, podemos hacer-
lo de cara a estudiar este procedimiento. En la figura 2.5 se han representado las
reortogonalizaciones que han sido necesarias. Por una parte, vemos que en caso de
iterar 80 weces, unicamente han sido necesarias 889 reortogonalizaciones, frente a
las n(n —1)/2 = 3160 que serian necesarias al aplicar el algoritmo de reortogonali-
zacion completa.

Por otra parte, para estudiar la calidad de las reortogonalizaciones, pongamos

S = ngQso = <3ij)1§i§80-

1<5<80
Entonces, se puede comprobar que

max |s; ;| = 2.801 x 1077,
1<4,5<80 ’
i#]
por lo que en la practica, los vectores q; son ortogonales cercanos hasta precision de
maquina.

La ortogonalizacién selectiva no es el iltimo paso que se puede dar en el método
de Lanczos. Existen otros esquemas, como puede ser el método de Lanczos con reini-
ciado o el método de Lanczos con s pasos, que mejoran algunas de las caracteristicas
de los métodos hasta ahora desarrollados, pero que no seran desarrollados en este
trabajo, pues su complejidad escapa de los objetivos del mismo.

En su lugar, se ha preferido enfatizar en las consecuencias que se derivan de
aplicar este algoritmo en aritmética finita, y proponer algunos de los métodos que se
pueden utilizar para solventar estos problemas. Es cierto que se podrian seguir estu-
diando muchos de los aspectos practicos del método de Lanczos, pero para nuestros
propositos, nos sirve con los algoritmos y la teoria hasta ahora desarrollada.
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Capitulo 3

Resolucion de Sistemas Lineales

En el capitulo anterior hemos visto como utilizar diferentes variantes del método
de Lanczos para aproximar autovalores de matrices simétricas, dispersas y de gran
tamano. El algoritmo de Lanczos también puede ser utilizado para resolver sistemas
lineales donde la matriz de coeficientes es simétrica, dispersa y de gran tamano. Como
veremos a lo largo del capitulo, utilizar el método de Lanczos con este proposito
equivale a utilizar el método del gradiente conjugado.

3.1. Sistemas simétricos definidos positivos

Supongamos que A € R™ " es una matriz simétrica y definida positiva, y su-
pongamos que queremos resolver el sistema de ecuaciones lineales Ax = b, donde
b € R™. Para dicho vector de términos independientes, consideremos el operador
¢(zx) definido por

1
o(z) = §xTAx — 7. (3.1)

Sin més que calcular el gradiente de dicho operador, tenemos que Vo(z) = Ax—b,
luego x = A~'b es el inico minimizador de ¢. Por tanto, podemos ver un minimiza-
dor aproximado de ¢ como una solucién aproximada del sistema Ax = b.

Supongamos que xg € R™ es una aproximacion inicial al minimo de ¢, y que
queremos generar una secuencia de vectores {x;} que converja a x. Una forma de

hacer esto es generar una secuencia de vectores ortonormales {qx}, y hacer que xy
minimice ¢ sobre el conjunto

S :=xo+span{qy,...,q} = {xotarqr+- - +arqe :ap € R} para k=1,...,n.
Evidentemente, se tiene que z,, = x, ya que span{q, . .., ¢,} = R™, pero espera-

mos que T, sea una buena aproximacion a x mucho antes de que k = n. Notemos
que todo vector = € S se puede expresar mediante

x =z + Qrys, donde Q = [q1,-..,qx] e yx € R”. (3.2)

41
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Por tanto, de cara a minimizar ¢ sobre S, tenemos que buscar un vector y; que
minimice

d(xo + Qryx) = %(xo + Quyr) Ao + Quyr) — (zo + Qryr)'b
= S (QTAQ — o QT — Avo) + Sk Ay — b (33)
= %yf(QfAQk)yk — 4 Qi (b — Azo) + (o).
El gradiente de la expresién anterior respecto de y viene dado por
Vo 0(xo + Qryr) = (QF AQk)yx — Q (b — Axy),
luego V,, ¢(zo + Qry) = 0 si se cumple que
(QFAQr)yx = Qf (b — Axy). (3.4)

De esta forma, para encontrar sucesivas mejores estimaciones al minimizador z,
no tenemos mas que resolver el sistema (3.4) para obtener y, v poder asi calcular

T = 2o + QrYk-

El Algoritmo de Lanczos anteriormente estudiado puede ayudarnos en esta tarea.
Supongamos que se han realizado k iteraciones del algoritmo de Lanczos, de forma
que hemos obtenido la factorizacion

AQy = Q1T + rxey (3.5)
donde ) )
o 51 c. 0
B oy :
T, = , (3.6)
: e B
L 0o ... ﬁk—l Qg |

y pongamos ¢ = 7o/, donde ry = b— Axgy By = ||10]|,. Entonces, SoQx(:,1) = 7o,
de forma que el sistema lineal (3.4), que debemos resolver de cara a obtener yy, se
puede escribir como

Tryr = QZTO = fBoer, (3-7)

donde e; es el vector candnico de tamano k£ con el 1 en su primera componente.

Con todo ello, el siguiente algoritmo recoge una versién preliminar de cémo el
algoritmo de Lanczos puede ser utilizado para resolver sistemas lineales simétricos
definidos positivos. Podemos observar que el algoritmo anterior requiere de un proce-
dimiento para resolver sistemas lineales. La ventaja es que reducimos notablemente
la dimensién del sistema a resolver. Sin embargo, si bien el algoritmo recientemente
descrito es valido, su formulacién no es adecuada para problemas de gran tamano,
pues xj, es calculado de forma explicita como un producto de una matriz de tamano
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Algoritmo 4: Resolucién de sistemas lineales mediante el algoritmo de
Lanczos. Version 1
Entrada: Matriz A € R™*" simétrica y definida positiva, un vector b € R"
y xg un aproximante inicial a la solucién del sistema lineal a

resolver
Salida : Un vector z, solucién aproximada del sistema Az = b
k=20,ro=0b— Axg, Bo = [[roll, y o = 0.
while §; # 0 do

Qo1 = Ti/ Br
=k+1
ap = gL A
k= (4 Aqg
Resolver el sistema Ty, = Soer
T = QrYk
Ty = (A - OékI)Qk — Br-1qk—1
B = Il
end

T = Xg+ Tg

(nx k) por un vector, y esto requiere almacenar y emplear en cada iteracién todos los
vectores de Lanczos ¢; previamente calculados. De cara a desarrollar un algoritmo
eficiente, necesitamos un proceso que resuelva facilmente el problema lineal (3.7), y
que sea capaz de calcular x; = x¢ + Qryx sin tener que referirse de forma explicita
a qi, . ..qx como sugiere (3.2).

Segin hemos visto, utilizando el algoritmo de Lanczos, el sistema (3.4) se trans-
forma en (3.7), un sistema lineal cuya matriz de coeficientes es simétrica, tridiagonal,
y definida positiva. Una forma de resolver estos sistemas lineales de forma eficiente
es mediande la factorizacion LDL”. Recordemos que toda matriz simétrica definida
positiva admite una factorizacién LDLT.

Definicién 3.1 (Factorizacién LDTT). Dada una matriz simétrica y definida
positiva T, su factorizacion LDLT es T = LDL™, donde L es una matriz triangular
inferior con 1 en todas sus entradas diagonales, y D una matriz diagonal.

Para el caso que nos ocupa, podemos calcular la factorizacion Ly Dy LE de Ty, por
comparacion directa de los coeficientes. Supongamos que

1 0 0 0 d 0 - 0
(1 0 0 0 ds :
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Entonces, tenemos que

d  d
d, 0 0 1 1d1
o , Gdy Cdy +dy
Lk.DkLT: 141 2 LT: ..
: 0
: S ad
0 - ladpy d k1di
e T 0 Goordyy Gy + dy ]

Comparando las entradas del producto matricial anterior con las de la matriz (3.6),
se deduce que

d1 =
Gid; = (5 parai=1,...,k—1, (3.9)
K?_ldi_l +d; = o para i =2,...,k,

luego podemos calcular la factorizacién LDL”T mediante el algoritmo 5.

Algoritmo 5: Factorizacion LDLT de una matriz tridiagonal T =
tridiag(a, 3, a)
Entrada: Matriz tridiagonal simétrica T}, € RF**
Salida : Matrices Ly y Dy, con L, triangular inferior con todo 1 en la
diagonal, y Dy diagonal, tales que Ty = Ly Dy L}

di = oy
fori=1to k do
Uiy =Pi—1/dia
di =a; — Bi—1lia
end

Notemos que, al ir calculando las sucesivas matrices T}, no tenemos que iterar
el algoritmo anterior completamente para calcular cada una de las factorizaciones
LDLY, sino que tnicamente necesitamos calcular

U1 = Br—1/dk—1,

3.10
di = o — Br—1lk—1, (3.10)

para obtener L, y Dy a partir de Ly_1y Dj_;.

Como ya se ha mencionado, ademds de querer resolver el sistema (3.7) de manera
eficiente, queremos poder calcular las sucesivas aproximaciones z, sin tener que
referir de forma explicita a los ¢i, ..., g,. Con este fin, podemos definir C}, € R™** y
i € RF por las ecuaciones

CkLT = Qka

(3.11)
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Observemos que, tomando de nuevo ry = b— Az y sustituyendo la factorizacion
LDLY de Ty en (3.7), tenemos que

yr = (Le Dy L) "' Qi o,
de donde, sin mas que sustituir en (3.2), deducimos que

zy = 1o + Qryr = 7o + Qu(LirDp L) ' Qf mo

= xo + Cipr-
Denotemos por ¢;, para i = 1,...k, a las columnas de C}, de forma que C} =
[c1] ... | cx]. De la primera expresién de (3.11), se sigue que
ler | bien+co| oo [ bk el =[an | - | awl,

luego Cy = [Ck_1 | ¢x] donde
Cr = (qr — gkflckfl. (313)

Teniendo en cuenta la estructura de Ly y Dy, tenemos la siguiente igualdad

0 0 0
| Lk Dy o | | Lg1Di
LDy = 1 1 = 1
0 0 0
0 ... fy i1 0 ... 0 idy 0 ... lpady—y | dy
Ademés, si ponemos py = [p1, ..., pk]T, entonces, la segunda de las ecuaciones

de (3.11) nos dice que

0 p1 qi7o
Li_1Dp_1 | : :
0 Pk—1 Qrx-170
0 ... ék_ldk_l dk Pk q};ro
Puesto que Ly_1Dy_1pr_1 = QL 7o, se sigue que
Pk = { p;: ] ; donde  pj, = (qi 7o — lh-1dk—1p-1)/dy, (3.15)
y, sustituyendo en (3.12), se deduce que

r = 2o + Cppr = 2o + Cro1Pr—1 + PrCr = Th—1 + PrCi- (3.16)

Este es el tipo de recursién que necesitamos para xy, pues las ecuaciones (3.10),
(3.13) y (3.15) nos permiten calcular (¢x_1, dg, gk, cx, Tx) a partir de (€x_2, dg, Gr—1, Ck—1, Th—1)
mediante una serie de pocos productos, sumas y divisiones.
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Por otra parte, existe una simplificacién adicional si en vez de considerar ¢;
un vector aleatorio unitario, como propone originariamente el método de Lanczos,
tomamos ¢; un vector unitario en la direccién del vector residual inicial ro = b— Axg
como propone el algoritmo 5. . Con esta eleccion del vector inicial de Lanczos,
tenemos que gfro = 0 para k > 2. Ademas, utilizando (3.2), (3.5) y (3.7) en la
primera, tercera y quinta igualdad respectivamente, se tiene que

b— Axp =b— A(xo + Qryx) = (b — Axg) — (AQk )Yk

=10 — (QiTx + e )y = 10 — Qu(Thyk) — Tref Ui (3.17)
=10 — QrQiT0 = ThEL Yk = —TKEL k-
Por tanto, si i = ||rx||, = 0 en alguna iteracién de Lanczos, entonces Az = b.

Ademés, ||Azy, — b|, = Bi|ef yk|, de forma que podemos calcular la calidad de nues-
tra aproximacién x;, como solucién del problema Ax = b.

Con todo ello, tenemos el algoritmo 6.

Algoritmo 6: Resolucién de sistemas lineales mediante el algoritmo de
Lanczos. Version 2
Entrada: Matriz A € R™*" simétrica y definida positiva, y un vector
b€ R" y xp un aproximante inicial a la solucién del sistema
lineal a resolver
Salida : Un vector z, solucién aproximada del sistema Ax = b
k:())TO:b_Aan BOZHTl)HQ?qD:Ovyk:O
while 5, # 0 do
Qo1 = Tk/ B
k=k+1
Qg = (]g Agy
e = (A — o dy)qr — Br—1qr—1
Be = lIrell,
if k=1 then
di = o
1 =q1
p1 = 50/ Qg
L1 = p1q1
else
b1 = Br—1/dx
dy = o, — Pr—1lr—1
Ck = qx — Lp—1Cr—1
pr = —Lp—1di_1pr—1/dy
Tk = Tk—1 T PrCk
end

end
r = Tk

El algoritmo anterior no se suele ejecutar hasta que S = 0, pues en la practica,
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debido a errores numéricos y de redondeo, rara vez ocurre S = 0. Lo que se suele
hacer es, o bien indicar un niimero maximo de iteraciones m, o bien indicar una
tolerancia, de forma que el bucle se ejecuta hasta que || Az, — b|| < tol.

En los siguientes ejemplos se pretende aplicar el algoritmo anterior a sistemas
lineales cuya solucion exacta conozcamos a priori, y podamos comparar las aproxima-
ciones numéricas que produce el algoritmo anteriormente expuesto en las sucesivas
iteraciones. Més adelante, en (3.70), se vera una cota del error para este método,
luego revisaremos estos mismos ejemplos.

Ejemplo 3.1. Supongamos que queremos resolver el sistema lineal

1 T 1
2 T2 1
=1 (3.18)
39 39 1
L 40_ _1‘40_ _1_
Denotemos al sistema anterior por Az = b. Fvidentemente, la solucion exacta viene
dada por
11 11 17"
=\1,=-,=, ... ,—=,—=,—| . 3.19
x |i 72737 ’38’39’40‘| ( )
Utilicemos como aproximacion inicial el vector
111 11 17"
T
=|=== ... ,=,== 2
[L‘O |:272727 7272a2:| ) (3 O)

y ejecutemos el algoritmo un total de m = 15 iteraciones. Es evidente que el vector
(3.20) es un mal aproximante inicial, pero aun ast, el algoritmo terminard por pro-
ducir buenas aproximaciones.

En la figura 3.1 se ha representado para cada una de las m = 15 iteraciones las
sucesivas aproxrimaciones a la solucion del sistema, frente a la solucion exacta dada
por (3.19). De cara a estudiar la calidad de la aprozimacion, podemos representar
| Az, — b||, donde ), representa el aproximante a la solucion en la k-ésima itera-
cion. Haciendo esto, obtenemos la figura 3.2.

El error cometido es relativamente alto al principio de las iteraciones. Esto sin
duda se debe a que hemos utilizado una mala aproximacion inicial a la solucion del
sistema. En la siguiente tabla, se recoge el error mdzrimo cometido en funcion del
numero de iteraciones. Cabe notar que, para m = 40, es decir, el nimero mdzrimo
de iteraciones que podemos realizar, obtenemos una solucion exacta hasta precision
de la maquina.

Tteracion \ Error H Iteracion \ FError H Tteracion \ Error
m=20 0.5000 || m =15 0.0075 m =30 | 5.5564-10~%
m=25 04335 || m =20 |3.0941-10"* || m =35 | 1.0051-10"1°
m=10 | 0.1407 | m =25 |6.9134-10"% || m =40 | 6.6613-10"16

Tabla 3.1: Error maximo cometido en cada iteracién
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Solucion del sistema lineal tras 15 iteraciones

x

x

x

x

S 06 x
K] Y
E ] x
8 fob gty
%04— 8 x x X x %
25 g § by | x H ¥ X x X x X ¥ * h
] x
% g : : 2 : x % 3 1 & x x x x x
n 0.2 % % % 3 Y 3 o : x x x x :
x
N R
MR B I il ik -
8
&
-0.2 1 1 1 1 1 1 1 ]
0 2 4 6 8 10 12 14 16 Exacto

Paso de la iteracion

Figura 3.1: Soluciones aproximadas del sistema Ax = b para m = 15 iteraciones

Error maximo en cada iteracion
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Figura 3.2: Error maximo en la solucién aproximada del sistema (6).

Veamos otro ejemplo donde la matriz de coeficientes del sistema es dispersa y
simétrica, pero no necesariamente diagonal.

Ejemplo 3.2. Para no tener que escribir de manera explicita un sistema de
gran tamano, generaremos uno aleatorio con Matlab, indicando la semilla que se ha
utilizado, de forma que se pueda consultar el sistema 1y el iterante inicial en todo
momento. Consideremos el sistema Ax = b, utilizando como iterante inicial xg,
generado a través de los comandos

n=40;
rng (2, 'philoz ') ;
rng (3, 'philox ');

A=sprandsym (n,0.3,0.04 ,1);
z0=2xrand (n,1);

b=3xrand(n,1);
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Enla figura 3.3 se han representado las sucesivas aproximaciones a la solucion ezxacta
(representadas en negro) del problema propuesto. Observamos que, a pesar de que
el iterante inicial es de muy mala calidad, el método converge con gran velocidad a
partir de un cierto numero de iteracion.

Solucion del sistema lineal del ejemplo 3.2 tras 15 iteraciones

60_
s 4 x x X X X x X x
% z % % x x x x x x x
X x 'S X x x x X x x
40— x : 5 x x
X X x x x x x x x
x x ¥
% % 1 ¥ X x % X
S 30k % x X % % X x
§ X b ¥ ¥, x x x X X X X X x
xX
¥ x * %
g SRR I S S S S %
@ 20 s X X : % ¥ ; x x X x X x
5 T B o o e e e B g
S ol i - PO S i
STy v bpi bbbt |
. g ! § g ; ROTURIR o
of i I !
X x g x
x * ; X % X X x % X X x

-10 [ X ¥ e x x x x x
.20 1 1 1 1 1 1 1 1

0 2 4 6 8 10 12 14 16 Exacto

Paso de la iteracién

Figura 3.3: Soluciones aproximadas por el método de Lanczos del sistema lineal 3.2 para m = 15
iteraciones

Si representamos ahora el error mdximo en cada iteracion, utilizando como antes
la morma infinito, obtenemos la figura 3.4, donde se aprecia la convergencia del
método.

) Error maximo en cada iteracion
10

10° i %

102 i i i i i i it

1% — 3|

108 H ; ; ; ; ; ; ; i

1 1 1 1 1 1 1 1
0 5 10 15 20 25 30 35 40
Paso de la iteracion

Figura 3.4: Error maximo en la solucién aproximada del Ejemplo 3.2.
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3.2. Meétodo del gradiente conjugado

En la seccién anterior se ha desarrollado un procedimiento con el cual podemos
emplear el método de Lanczos para resolver sistemas lineales de gran tamano cuya
matriz de coeficientes sea dispersa y definida positiva. Se ha mencionado que es-
te procedimiento es equivalente a aplicar el método del gradiente conjugado a este
mismo sistema lineal. El objetivo de esta seccion es derivar el método del gradiente
conjugado para poder, posteriormente, identificarlo con el método de Lanczos. Para
ello, necesitaremos derivar dos algoritmos previos, el algoritmo del mdzimo descenso
y el algoritmo de las direcciones conjugadas.

En esta seccion, derivaremos dichos métodos y, una vez obtenido el conocido mé-
todo del gradiente conjugado, demostraremos que es equivalente a aplicar el método
de Lanczos para resolver sistemas lineales dispersos y definidos positivos.

3.2.1. Método del maximo descenso

Supongamos que, como en la seccién anterior, queremos resolver el sistema de
ecuaciones lineales Arz = b, donde A € R™ "™ es una matriz simétrica y definida
positiva y b € R™. Consideremos de nuevo el operador ¢ de (3.1)

1
o(z) = Ea:TAx —a7b.

Segiin vimos en la seccién 3.1, el tinico minizador de ¢(x) es x = A~'b, luego su
valor minimo es b7 A71b/2.

En resumen, resolver el sistema Ax = b es equivalente a minimizar ¢ si A es
simétrica y definida positiva. En la seccién anterior, no hicimos méas que desarrollar
un método que permite minimizar el operador ¢. De igual manera, el método del
mazrimo descenso surge de otro planteamiento por el cual se puede minimizar ¢. En
el punto xy, el operador ¢ decrece més rapidamente en la direccion del gradiente
negativo —V¢(xy) = b — Axy. Definamos por ry al vector

T = b— Aazk, (321)

denotado por wvector de residuos en xj. Si este vector de residuos es no nulo, de
cara a buscar el minimo de ¢, buscamos un nuevo iterante en la direcciéon definida
por el gradiente negativo, es decir, consideramos xy.1 = ) + arg, donde « es una
constante que satisface

gg’ﬂgqﬁ () + arg) . (3.22)

Para definir «, podriamos considerar el gradiente de ¢ (xy + ary) respecto de a e
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igualarlo a cero. Sin embargo, notemos que

¢ (zx + ary) = = (zf + arl) A(z + ary) — (z1b+ arb)

— N =

2
= §xZAxk + %fork + %r,{Axk + %T%Ark —xpb—arlb

TA 1
= (%) o + (rf (Azp — b)) a+ §x;€A$k —xib

B T%AT}C
n 2

(3.23)

> a? — rkTrkoz + o(zy),

luego visto como funcién de «a, tenemos un polinomio de segundo grado en «. Ade-
més, puesto que A es por hipétesis definida positiva, 71 Ary/2 > 0, por lo que
sabemos que alcanza su minimo precisamente en

LTy
riAry

ap = (324)

Con todo esto, se puee generar el algoritmo 7. En la practica, como de costumbre,
suele pedirse o bien un niimero maximo de iteraciones, o bien que la diferencia entre
dos iterantes sucesivos sea menor que cierta tolerancia.

Algoritmo 7: Resolucién de sistemas lineales mediante el método del ma-
ximo descenso
Entrada: Matriz A € R™™" simétrica y definida positiva, y un vector
b€ R" y xp un aproximante inicial a la solucién del sistema
lineal a resolver
Salida : Un vector z, solucién aproximada del sistema Ax = b
k=0,rg=0— Axg
while r; # 0 do
k=k+1
ap =71 re/ri Ar
Ty = Tp—1 + QgTRp—1
Ty = b— Ax k
end

El objetivo de esta seccion no es realizar un estudio detallado del método del
maximo descenso. Sin embargo, de cara a exponer por qué no es un método siem-
pre conveniente, y poder asi realizar las modificaciones necesarias que conducen al
método del gradiente conjugado, es necesario realizar un analisis del error global del
método. Para ello, nos es conveniente definir la siguiente norma matricial.

Definiciéon 3.2 (A-norma). Dada una matriz A € R"™*" definida positiva, defini-
mos la A-norma, o norma asociada a la matriz A, por

]| 4 = VvT Av para v € R™. (3.25)
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Se puede probar facilmente que (3.25) define una norma. Denotemos por z, a la
solucién exacta del sistema Ax = b. Notemos que

1 1 1 1
o(zx) = §:U{Axk — b= 5375149% _ §x£b _ §bTxk
_ 1 T 1 T 1 T 1 T 1 -
- §mkA$k ~ 9% %—5 r, Ay + éx*A:v* §b T (3.26)
b »T bT_l
1

1 -
=3 (xr —x)" Az, —x,) — ébTA 'p,

&

v que ¢(x,) = —bT A71b/2, luego podemos escribir ¢(zy) en funcién de la A-norma
definida en la definicién 3.2 como

6n) = 3l — ]y + 6(2). (3.27)

Notemos ahora que, sustituyendo «y definido como en (3.24) en (3.23), se sigue
que

1 (rgre)?
= — = . 3.28
P(Trt1) = d(xx) 2 T Ary ( )
De cara a estudiar la convergencia global del método, definamos
T T p-1
rp Arg T ATy
= : 3.29
ik iy, rir (3.29)
de forma que, introduciendo (3.29) en (3.28), tenemos que
L1 7
d(Tpe1) = d(xr) — §/<¢_krkA Tk (3.30)

Por otra parte, notemos que
rEA = (07 —2f A) (A o—ay) = 0T A 0—b" oy —af bt a) Ay = 26(z) +07 A'D,
luego sustituyendo esta expresién en (3.28), deducimos que

Dnn) = dlar) — (¢<xk> n %bTA—lb) . (331)

Kk
Denotemos, al igual que hicimos en el capitulo anterior, por A\j(A4) y A\,(A) al
mayor y menor autovalor de A respectivamente, de forma que se tiene
yory
o ri Ary, _ rL A ry, < A1 (A)
¥ g iy 7 Au(4)

= ka(A), (3.32)
donde ky(A) denota el nimero de condicién euclide0 de la matriz A.

Restando ahora ¢(z.) = —(bT A7'0)/2 de ambos lados de la igualdad (3.31),

vemos que
blan) = ote) = (1= ) [olow) - o(e.)], (3.33)

Kk
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de donde, sin més que utilizar (3.27) y (3.32), deducimos que

1 1
lower =2l = (1= — ) llow =l < (1= ——

2
T — Tu|| s 3.34
— )l @30

Se sigue por inducciéon que este método es globalmente convergente. Sin embargo,
la velocidad de convergencia viene dictada, en esencia, por (1 — 1/k2(A))*/2, Tuego
salvo que ka(A) = A (A)/A(A) sea cercano a 1, la convergencia es en general lenta.
Claramente, esto supone un problema para la convergencia del método.

Tratemos de resolver el ejemplo 3.1 mediante este nuevo algoritmo.

Ejemplo 3.3. Consideremos el sistema lineal descrito en el ejemplo 3.1, y apli-
quemos el algoritmo del mdzimo descenso. En la figura 3.5 se han representado las
sucesivas iteraciones, si utilizamos como aprozimacion inicial el vector xl descrito
en ese mismo ejemplo. Notemos que, a diferencia de lo que ocurria para el algoritmo

Solucién del sistema lineal tras 49 iteraciones

1 x
X %
xxxxx"x""xx
x XXX
x x XX
x. %%
%
x %X
08| .
x X
x
x
x %
x %
%
S 0.6 x X
T x %
© x %
g D R R I I ST ST SR PSSR SR IR SRR ST S S SE TR0 R IR N I R R I x
x
g xxxx
2 04§ xx Xxox
X x X %X x 5
c X% XX XXX R KKK
5 RS MY X RRH KKK KKK KT KX T KKK KK HHK K KKK x
] XX %N T T
% §xxXxxxxx HK KKK KKK KKK KKK KK KKK KKK B KK KKK KKK K x
x x
»n 021 §x§:x:xXxxx"Xxxxxxxxxxxxxxxxxxxxxxxxxxxxxxxxxxxx x
x x
or i i
-0.2 1 1 1 1 1 1 1 1 1 1
0 5 10 15 20 25 30 35 40 45 50 Exacto

Paso de la iteracion

Figura 3.5: Soluciones aproximadas del sistema Ax = b para m = 49 iteraciones, con el método del
maximo descenso

6, en este caso no tenemos garantizada la convergencia tras un total de m iteracio-
nes, siendo m el tamano de la matriz de coeficientes del sistema lineal que queremos
resolver.

Si representamos de nuevo el error ||Azy, — b||, donde xy representa el aproxi-
mante a la solucion en la k-ésima iteracion, obtenemos la figura 3.6.

De cara a poder comparar con el algoritmo de resolucion lineal basado en el
método de Lanczos, es interesante recoger estos errores, de forma que puedan ser
comparados con los de la tabla 3.1.
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Error maximo en cada iteracién

[l = ] [oo
x

1 1 1 1 1 1 1 1 1 x )
0 5 10 15 20 25 30 35 40 45 50
Paso de laiteracion

Figura 3.6: Error maximo en la solucién aproximada del sistema Az = b para m = 49 iteraciones.
Método del maximo descenso

]temcz'o’n‘ Error H ]temcio/n‘ Error H Itemcz'o’n‘ Error

m =0 |0.5000 | m =20 | 0.2067 | m =40 | 0.0716
m=>5 |0.4263 || m=25 | 0.1602 | m =45 | 0.0586
m =10 | 0.3397 || m =30 | 0.1250 | m =47 | 0.0529
m=15 | 0.2647 || m =35 | 0.0968 | m =49 | 0.0457

Tabla 3.2: Error maximo cometido en cada iteracién

Podemos observar que, este método produce mediante el mismo nimero de iteracio-
nes, aprorimaciones de peor calidad que las que obtuvimos al resolver este mismo
sistema mediante el algoritmo 6, si bien es cierto que este ultimo emplea en cada
iteracion un mayor numero de operaciones.

3.2.2. Direcciones de busqueda generales

Segin hemos visto, aunque el método del maximo descenso es globalmente con-
vergente, esta convergencia puede ser en ocasiones realmente lenta. De cara a evitar
este problema, podemos considerar la sucesiva minimizacién de ¢ a lo largo del
conjunto de direcciones {p1,p2,...}, de forma que estas no sean necesariamente

{T‘l,Tg,...}.

En este caso, consideraremos iterantes de la forma x, = x,_1 + apy, siendo «
una constante. Para minimizar ¢(zx_1 + apy), podemos razonar de manera analoga
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a como hicimos en (3.23), es decir, puesto que

1
¢ (zr—1 + apy) = 5 (zh_y + app ) Aze—1 + apr) — (zi_,b+ apib)

L 7 & T @ T o’ 7 T T
= §a:k_1Axk,1 + §xk_1Apk + 5Pk Az + ~ Pr App — xj_1b — ap, b
T
PrAp 1
= <ka) 062 + (pg (Axk,1 — b)) o+ 5%%71141}]6,1 — Sl]gﬁlb
A
_ (kaPk) o2 —p;{rk—l a+ plzi),
(3.35)
tenemos que ¢ (xx_1 + apx) se minimiza tomando
T
PrTk—1
a = . 3.36
i Api ( )
Sustituyendo oy, en ¢(xy), vemos que
1 (plre_q1)?
$lax) = ¢ (wus +apy) = Blagr) — LTS (337)

2 ppApk

Notemos que, para asegurar que ¢ es minimizado en la k-ésima iteracién, debemos
asegurar que pj no sea ortogonal a r;_;. Esto nos lleva al siguiente planteamiento
para un posible algoritmo que evite los problemas del método del maximo descenso.

Algoritmo 8: Resolucion de sistemas lineales mediante busqueda en di-
recciones generales

Entrada: Matriz A € R"*" simétrica y definida positiva, y un vector
b € R", y xy un aproximante inicial a la solucién del sistema
lineal a resolver

Salida : Un vector z, soluciéon aproximada del sistema Ax = b

]{ZZO, T’OIb—ALEQ
while r, # 0 do
k=k+1

Elegir una direccién py tal que plry_y # 0.
ok = phri-1/p} Ap
T = Tp—1 T Pk
T = b— Aﬂfk

end

Los iterantes z; generados a partir del nuevo algoritmo 8 verifican que
x € o+ span{py, ..., prt ={xo + a1p1 + ... axpr : a; € R}. (3.38)

Si las sucesivas direcciones de buisqueda p; son linealmente independientes , puesto
que los iterantes xj se generan de forma que se cumple que

Ty = min o (), para k =1,2,... (3.39)

z€xo+span{p1,...,px }
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entonces la convergencia esta garantizada a lo sumo en n iteraciones, pues x,, mini-
miza ¢ en xo + span{pi,...,p,} = R", y por tanto satisface que Az, = b.

3.2.3. Busqueda en direcciones conjugadas de A

Para que el procedimiento de bisqueda en direcciones generales sea viable de
forma practica, nos gustaria que el método, al igual que el algoritmo 6, tenga la
propiedad de que xp pueda ser facilmente calculado a partir de x;_;. Veamos qué
implicaciones puede tener dicha propiedad sobre la eleccién de los vectores p;. Sin
mas que escribir el iterante x; como

Tp = To + Pa_1y + apy (3.40)

donde Py_1 = [p1,...,pr_1), y € R*1 y a € R, tenemos que

1
o(zy) = 3 (x5 +y " P, + ap)) (Azo + APr_ry + aApy) — (zf +y Pl +app) b
2
o
= ¢(xg + Pr_ry) — ap} (b — Axg) + ay' Pl Apy + Epprk
2
Q
= ¢(xg + Pr_ry) — appro + oy Pl Apy + EpgApk.
(3.41)
Notemos que si
pr € span{Apy, ..., Apr_1}*, (3.42)
entonces ay’ Pl | Ap, = 0, y esto simplifica notablemente la expresién anterior, pues
min ¢ (x) = min ¢ (xg + Pr_1y + ap)
Tk Exo+span{pi,...,px } Yy,
) o’
= Tzlloén (¢ (o + Pr_1y) + 7]?{/1]% — apfro) (3.43)

, [
= min ¢ (xg + Pr_1y) + min (—2 pgApk — ozp;‘:ro) ,
Yy «

es decir, minimizar ¢(xy) equivale a realizar dos minimizaciones independientes, una
para y y otra para a.

Es evidente que si y;_1 resuelve el primero de los problemas, entonces z_ 1 =
zo + Pr_1yx_1 minimiza ¢ sobre xy + span{py, ..., pr_1}. Por otra parte, la solucién
del segundo de los problemas, un problema de minimizacién de un polinomio de
segundo grado respecto de « con coeficiente principal positivo, viene dada por «a; =
piro/pl Apy. Ademés, en vistas de (3.42), se tiene que

pfm_l = pg(b - Al‘k—1)

(3.44)
=i (b— Ao + Pr_1y_1)) = piro.

Si tomamos las direcciones generales p;. del algoritmo 8 de forma que verifiquen
(3.42), tenemos que este algoritmo se transforma en el algoritmo de busqueda me-
diante direcciones conjugadas de A.
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Algoritmo 9: Resolucién de sistemas lineales mediante buisqueda en di-
recciones conjugadas de A

Entrada: Matriz A € R™™" simétrica y definida positiva, y un vector
b e R" y xp un aproximante inicial a la solucién del sistema
lineal a resolver

Salida : Un vector z, solucién aproximada del sistema Ax = b

k:(), T’():b—AiEQ
while r; # 0 do
k=k+1

Elegir una direccién py € span{Apy, ..., Ap,_1}+ tal que pLry_1 # 0.
ok = pfri—1/p} Apy
Tp = Tp—1 + QpPi
T, = b— AZL‘k

end

El desarrollo del algoritmo 9 se ha basado en la existencia de sucesivos vectores
pr que satisfagan (3.42) y tales que plr,_; # 0. El siguiente lema justifica que es
posible encontrar direcciones de busqueda que satisfacen dichas propiedades.

Lema 3.2.1 (Existencia de direcciones de biisqueda conjugadas de A). Dado
un vector de residuos ri_1 tal que ry_y # 0, existe una direccion de busqueda py que

verifica que py € span{Ap1, ..., Apx_1}* y que piri_ # 0.

Demostracion:
Razonemos por induccion. Para el caso k = 1 la demostracion del lema es trivial
sin mas que tomar p; = rq.

Supongamos que el algoritmo 9 ha realizado & > 1 ntmero de iteraciones,
y que 1,1 # 0. Hasta ahora, el algoritmo ha utilizado las direcciones de bts-
queda determinadas por pq,...,pr_1, mediante las cuales ha generado los sucesi-
vos iterantes xq,...,Tx_1 y sus respectivos vectores de residuos ri,...,7rx_1. Que-
remos probar que existe una nueva direccion de busqueda no nula pg, tal que

pr € span{Apy,..., Apy_1}+ y tal que pLry_; # 0.

Puesto que 74,1 = b — Axj_; # 0, tenemos que A~'b # x4,_1, y en vistas de la
definicion recursiva de x;_; respecto de los demas iterantes x;, es evidente que

A7 & 2o+ span{py, ..., pr_1}, (3.45)

luego, pasando el término xy al lado izquierdo y multiplicar por A por la izquierda,
se sigue que

ro =b— Axg ¢ span{Ap, ..., App_1}. (3.46)

Por tanto, existe p, verificando que

pr € span{Apy, ..., Apr_1}+, pirg # 0. (3.47)
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Ademds, segtin vimos en (3.44), pIry_; = plry, de donde teniendo en cuenta
(3.47), confirmamos la existencia del vector py verificando las propiedades requeri-
das por el teorema. O

Se dice que las sucesivas direcciones de busqueda p; que utiliza este algoritmo
son A-Conjugadas debido a que p! Ap; = 0 para todo i # j. Notemos ademas que si
Pr = [p1,- - ., k] es la matriz que tiene por columnas a estos vectores, entonces

PgAPk = diag (pprl, . ,p;;FApk)

es una matriz invertible, ya que A es definida positiva, por lo que p! Ap; # 0 para
todoi=1,...,k.

Por tanto, el espacio generado por las columnas de Py, esto es, ran(Py), tiene
rango maximo. Esto es de suma importancia, pues garantiza la convergencia en a
lo sumo n iteraciones, pues en caso de iterar el algoritmo n veces, tenemos que
T, minimiza ¢(z) sobre ran(Py) = R", luego necesariamente z,, = z, = A7'b, y
habremos llegado a la solucién exacta.

3.2.4. Eleccion de la mejor direccion de busqueda

Hasta ahora, hemos desarrollado el método del maximo descenso y el método
de las direcciones de busqueda conjugadas. Una forma de combinar los aspectos
positivos de ambos métodos es tomar como vector p; del algoritmo 9 el vector mas
cercano a rj_1 que sea A-conjugado a los vectores py,...,pr_1 . Esta es la base del
método del gradiente conjugado, el algoritmo que se pretende detallar en esta seccién
y cuya version preliminar podemos escribir como el algoritmo 10.

Algoritmo 10: Método del Gradiente Conjugado. Idea inicial

Entrada: Matriz A € R"*" simétrica y definida positiva, y un vector
b € R", y xo un aproximante inicial a la solucién del sistema
lineal a resolver

Salida : Un vector z, soluciéon aproximada del sistema Ax = b

]{ZZO,T’OZZ)—AJIO
while r;, # 0 do

if k=0 then
| pL =03
else

Tomar p; minimizando ||p — r4_1]|, sobre todos los vectores
p € span{Ap, ..., App—1}";
end
ap = p;;FT’k—1/p;;FApk
T = Tp—1 + Pk
T, = b— AZL‘k
end
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Nota 3.1:

= Cuando elegimos el vector pg, denominado wvector de direccion de bisqueda,
nos interesa propiamente la direcciéon del mismo, y no su norma. Notemos
que si hubiésemos consideramos py = Agpg, con A € R/{0}, como direccién
de busqueda, entonces & = prry_1/pr AP, = ai/A, de donde se sigue que
T = Tp_1 + Quppr = Tp_1 + appr = k. Es decir, al elegir el vector pg, nos
interesa su direcciéon y no su norma, pues independientemente de su norma
producira el mismo nuevo iterante xy.

Para que este algoritmo pueda ser implementado de forma préactica, necesitamos
un método eficiente para calcular los pg. El siguiente teorema no solo muestra una
propiedad interesante de los vectores py, sino que ademas, como ya veremos, establece
la primera conexién con los subespacios de Krylov, a partir de los cuales derivamos
el método de Lanczos.

Teorema 3.2.2. Para k > 2, los vectores p, generados a partir del algoritmo 10
satisfacen que

pr =151 — APp12k-1, (3.48)
donde Pr_1 = [p1, -, Pr-1], ¥y zk_1 resuelve el problema
_min |176—1 — APr_12], - (3.49)

Demostracioén:
Consideremos el vector z;_; que resuelve el problema de minimos cuadrados (3.49),
y p su vector residual asociado, esto es,

p=ri-1— APr12k-1. (3.50)

Nuestro objetivo es ver que el vector p es precisamente el vector p, definido en el
algoritmo 10.

Notemos que p € span{Apy, ..., App_1}*, ya que APy_12;_1 es la proyeccién or-
togonal de 71 sobre el espacio span{Ap,, ... Apy_1}, ¥y que por tanto p? AP)_; = 0.

Para comprobar que p minimiza |[p — ry_1||, sobre span{Ap, ..., Ap;_1}*+ basta
con probar que (p—ry_1) L span{Apy, ..., Apy_1}+, pero por definicién, (p—rp_;) €
span{Api, ..., Apr_1}+, concluyendo asi la demostracién. O

Con el siguiente resultado, podemos establecer relaciones importantes entre los
vectores residuales ry, las direcciones de bisqueda pyg, y los subespacios de Krylov
definidos en (2.9), esto es,

K(A,ro, k) = span(rg, Arg, ... , AF1rg).

Teorema 3.2.3. Después de k iteraciones del algoritmo 10, tenemos que

re = e — apApy, (3.51)
Pere = 0, (3.52)
span(py,...,pr) = span(ro,...,15—1) = K(A, 70, k), (3.53)

y los vectores residuales rg, ..., Son ortogonales entre si.
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Demostracion:

Supongamos que se han aplicado k iteraciones del algoritmo 10. Entonces, tenemos
que T = Tp_1 + agpr_1. Premultiplicando por A la ecuacion anterior, vemos que
Axp = Axp_1 4+ apApr_1 v, restando b en ambos lados, concluimos que

(ASCk — b) = (Al’k,1 - b) + OékApk,l,

de donde, teniendo en cuenta que los términos entre paréntesis del lado izquierdo y
derecho son por definicion, salvo el signo, ry y ri_; respectivamente, se deduce (3.51).

De cara a probar la expresiéon (3.52), recordemos que x; = g + Pry, donde yx
es el minimizador de

(a0 + Puy) = 6 (a0) + 30" (FAR) y =y P b~ Asi).

Pero si y; minimiza la expresion anterior, entonces es solucion del sistema lineal

(PEAPy)y = P (b — Axy), luego
0= Pl (b— Axg) — PL APy, = Pl (b — A(zo + Puyr)) = Pl (3.54)
de donde se deduce (3.52).

Para probar (3.53), notemos que de (3.51) se deduce que
{Ap1,..., Apr_1} Cspan{ro,...,mx_1},
por lo que a continuacion del teorema 3.2.2 se sigue que
Pk =Tp—1— |Ap1, ..., Apk_1]| zk—1 € span{rg,...,Tx_1}- (3.55)
Por tanto, existe una matriz triangular superior 7' tal que
1, k] = [ro, - ] T

Ademas, puesto que las direcciones de buisqueda p; son linealmente independientes,
se deduce que la matriz T es no singular, de donde deducimos que

span{pi,...,pr} = span{ro, ..., Tk_1}. (3.56)
Notemos que, utilizando (3.51), tenemos que
T € span{ry_1, Apr} C span{ry_1, Arg, ..., Arg_1}, (3.57)

y aplicando induccién sobre la expresion anterior, se deduce la ultima igualdad de
(3.53).

Finalmente, para probar que los vectores residuales rg,...,r; son ortogonales
entre si, notemos que de (3.52) se deduce que r; es ortogonal a cualquier vector
en ran(Py), pero de (3.53) se deduce que este subespacio contiene a los vectores
ro,...,Tk_1, con lo que queda probado el teorema. O

Los resultados del teorema anterior pueden ser utilizados para demostrar que
cada una de las direcciones de buisqueda py se puede escribir como una combinacién
lineal de la direccién de busqueda anterior p,_; y del residuo r,_; generado en esta
misma iteracion.
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Teorema 3.2.4. Los residuos y las direcciones de bisqueda del algoritmo 10 tienen
la propiedad de que py € span{pg_1,7k_1} para k > 2.

Demostracion:

Para k = 2 el resultado es evidente, pues de (3.53) se deduce que ps € span{rg,r1},
pero p; = rg por construccion del algoritmo, luego tenemos que, efectivamente, py
es una combinacién lineal de p; y ry.

Si k > 2, consideremos la particion del vector z,_; del teorema 3.2.2 dada por
w
Zp_1 = , 3.58
=] (359)

donde w € R¥=2 y i € R. Por otra parte, de (3.51) se deduce que
1

Q-1

— Apg-1 = (Th1 — Tk2) . (3.59)

Puesto que Py_1 = [Pr_2, Pk}, sin mas que introducir la descomposicién (3.58)
en (3.48) y sustituir la expresiéon (3.59), tenemos que

Pr = Th—1 — APr_124-1 = T5—1 — APr_ow — pApr_1

3.60
= (1 + a )Tk—1 + {— a Th—2 — APr_ow| . ( )
Op—1

Qg1

Denotemos por s,_; al término entre corchetes de la expresion anterior, de forma
que

Tk—o — APr_ow € span{ry_s, APx_sw}
Q-1 (3.61)

C span{ry_z, Ap1, ..., Apr_2} C span{ro, ..., 72},
donde para la tltima inclusién se ha tenido en cuenta (3.59) para los subindices
desde 1 hasta k& — 2.

Sk—1 = —

k—2 L
Por tanto, si_1 = Y, _; a;r;. Puesto que, segiin vimos en el teorema 3.2.3, los

vectores residuales r; son ortogonales entre si, deducimos de (3.56) y (3.51) que sg_;
y 7k—1 también son ortogonales entre si. Teniendo en cuenta (3.60) y el hecho de
que ambos vectores son ortogonales, el problema de minimos cuadrados (3.49) se
traduce en encontrar p y w que minimicen

2
1
Ipal? = (1 n —) el + s 2
A1

2 2
M 2 H

=1+ = _ L
( +ak_1) Iri-alls + 25

k—1

. ) (3.62)
Th—o — APr_o =

w

2

una funcién cuadrética en u con el coeficiente de pu? positivo, luego tiene un minimo.
Derivando respecto de p, igualando a cero y simplificando, teniendo en cuenta que
la segunda de las normas es fija, se tiene que

1 H ’ 2 M 2
(1+ ) ||7°k:—1||2+ ||||2 =0,
-1 A1 (673
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de donde se obtiene que el minimo se alcanza para

R et v

2 2"
lre—ally + 11l

1

LLevando este valor a la segunda igualdad de (3.62), tenemos que

Y ol
2 — 2 — 2
w2 = (1 - : ) Iricall+ ]

2 2 2 2
lre—ally 11l lre—lly +1-115)%

y en vistas de esta expresién, se deduce que Hpng es minimo cuanto més pe-
~ 2 .

queilo sea | -||5, pues notemos que si f(z) = x/(c + x) con ¢,z > 0, entonces

f'(z) =c/(c+x)*>0.

2 L

Puesto que la norma-2 | -||; se minimiza con z = z;_o, de forma que ry_o —
APi_221_9 = prp_1, deducimos que s,_; es un multiplo de p;_1, de donde finalmente
se deduce que py € span{ry_1, pr_1}, como queriamos demostrar. O

El teorema anterior nos sirve para deducir una expresion sencilla para calcular
las sucesivas direcciones de busqueda pg. Sin pérdida de generalidad, y debido a la
nota 3.1, del teorema anterior deducimos que existe 5, € R tal que

Dk = Tk—1 + BeDr—1- (3.63)

Multiplicando por p! ;A por la izquierda a la expresién anterior, observamos que
que
Ph1Apk = i1 ATy + Bipi_1 Api—,

y puesto que anteriormente vimos que las direcciones de bisqueda p; son A-conjugadas,
tenemos que pl | Ap, = 0, luego sin mas que despejar 3, deducimos que

T
_ pk_lATk—l

Br = -
p£71 Api—1

(3.64)
Esto nos lleva a la primera version del método del gradiente conjugado.
Aunque este método puede ser implementado tal y como se ha descrito, pode-

mos mejorar notablemente la eficiencia del algoritmo 11. En esta implementacion

del método del gradiente conjugado, empleamos en cada iteracién tres multiplica-
ciones matriz-vector (concretamente Ary_y, Ary y Axy), luego si A es una matriz

de gran tamarfo, tendremos un costo computacional para resolver el sistema Ax = b

relativamente alto. Sin embargo, podemos mejorar notablemente la eficiencia de este

algoritmo sin mas que aplicar las conclusiones a las que llegamos en el teorema 3.2.3,

pues de (3.51) tenemos que

Th1 = Tr—2 — Q1 Apr_1, (3.65)
luego multiplicando (3.65) por r} | por la izquierda, se concluye que

PhaTho1 = — 1 Th Apro, (3.66)
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Algoritmo 11: Método del Gradiente Conjugado. Version 1.

Entrada: Matriz A € R™™" simétrica y definida positiva, y un vector
b€ R" y xp un aproximante inicial a la solucién del sistema
lineal a resolver

Salida : Un vector z, solucién aproximada del sistema Ax = b

k:(), T’():b—AiEQ

while r; # 0 do

k=Fk+1,

if k=1 then

‘ P1=To;
else
Bk = —pf 1 Ak /D Apr
Pk = Th-1 + Bebr—1

end

O = p{m_l/p{Apk

Tp = Tp—1 + QpPk

T = b— Al’k

end

y multiplicando ahora (3.65) por pf_, por la izquierda, teniendo en cuenta (3.51) y
despejando rf ,ri_o , se deduce que

Ph-1Tk—2 = 1P} Aprp_1. (3.67)
Ahora bien, puesto que pr_1 = rr_2 + Br_2pr_o por definicién, se comprueba que

T T T
DPr1Th—2 = Th_oTh—2 + Br—2 Pr_oTh—2,
——

0

donde la llave sale de aplicar (3.51). Por tanto, sustituyendo esta tltima igualdad
en (3.67) se concluye que

Th_oTh—2 = 1P} Apr_1. (3.68)
Dividiendo ahora (3.66) entre (3.68), tenemos que

T T T
Tio1Th=1 _ ——1Tj 1 Apr—1 Py Arg

T - T - T ’
Tp_oTk—2 Oék—lpk_lApk—1 pk_lApk—1

(3.69)

que es precisamente la definicién de 5, que dimos en (3.64). Por tanto, podemos
evitar realizar dos de las tres multiplicaciones matriz-vector que aparecen en el
algoritmo 11 sustituyendo la expresion de [ por la nueva expresién (3.69).

Evidentemente, el criterio de terminacion del algoritmo 12 no es realista desde
el punto de vista numérico. Al igual que otras veces, suele pedirse cierto criterio de
tolerancia o bien un nimero maximo de iteraciones.
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Algoritmo 12: Método del Gradiente Conjugado. Version 2.

Entrada: Matriz A € R™™" simétrica y definida positiva, y un vector
b e R" y xp un aproximante inicial a la solucion del sistema
lineal a resolver

Salida : Un vector z, solucién aproximada del sistema Ax = b

k‘:O, Tozb—Al'o

while r; # 0 do

k=k+1

if k=1 then

‘ P1=To;
else
Bk =i aTh1 /1] _oTh2
Pk = Th-1 + Bebr—1

end

Qp = pfrk—1/pprk

Ty = Tp-1 + QpPk

T = b— Axk

end

Respecto a las propiedades de convergencia de este método, un estudio deta-
llado supondria demostrar diversos resultados auxiliares, por lo que tinicamente se
enunciara el teorema principal de convergencia que ofrece este algoritmo.

Teorema 3.2.5. Supongamos que A € R™™ es una matriz simétrica y definida
positiva, que b € R™, y que se quiere aproximar numéricamente la solucion del sistema
lineal Ax = b mediante el algoritmo 12. Si {x} son las sucesivas aproximaciones
a la solucion que devuelve este algoritmo, y ko(A) denota el nimero de condicion
euclidea de la matriz A, entonces

o=l < 2lle — (%) 3.70)

Demostracion:
Una prueba detallada de este teorema puede ser encontrada en el capitulo 2 de
[4]. O

Ejemplo 3.4. Supongamos que queremos resolver de nuevo el sistema lineal (3.18),
y aplicamos para ello el algoritmo 12, utilizando como aprozimacion inicial xl el
vector (3.20).
Si representamos las sucesivas aproximaciones a la solucion, obtenemos la figura 3.7
Observamos que dicha grdfica es idéntica a la figura 3.1. Esto puede sorprender-
nos, pero en la siquiente seccion demostraremos que dada una aproximacion inicial
de la solucion de un sistema lineal, aplicar el método de Lanczos y el método del
gradiente conjugado son equivalentes.

Puesto que, como detallaremos en la siguiente seccién, estos métodos son equi-
valentes, la cota de error (3.70) es valida también para las soluciones obtenidas al
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Solucion del sistema lineal tras 15 iteraciones

1r- % x x x x
x
x
x
0.8} *
x
x
x
.‘g 0.6 x x
g x
E ¥ x
3 o
S § b x
@ 04 x x X %
:§ g : $ : x H ¥ X x x X X ¥ * ¥
% 2 x % % ko * % 1 & * x x X x
»n 0.2 g g ; % x % % : % x x x x x :
ok § . § il
&
-0.2 1 1 1 1 1 1 1 ]
0 2 4 6 8 10 12 14 16 Exacto

Paso de la iteracion

Figura 3.7: Soluciones aproximadas del sistema Az = b para m=15 iteraciones del método del
gradiente conjugado.

aplicar el algoritmo de resolucién de sistemas lineales de Lanczos (algoritmo 5). Re-
visemos los errorres cometidos al aplicar este método a los ejemplos 3.1 y 3.2.

Notemos que, tomando logaritmos en ambos lados de la expresién (3.70), se sigue
que
K}Q(A) —1
lo r—x <lo 2|lr —x +k-lo |,
g1o (I klla) 810 (2] oll4) &10 < (A + 1

expresion a partir de la cual deducimos que el error cometido es lineal con k, y con

pendiente logig ( ka(A) —1)/(\/Kk2(A) + 1))

Ejemplo 3.1. Retomemos el ejemplo visto anteriormente. Puesto que conocemos
la solucidén exacta, podemos representar el error dado por la expresion (3.70). En la
figura 3.8, mediante cruces se ha representado el error log (||x — x| 4), mientras
que la recta dibujada corresponde a una recta de ordenada en el origen n y pendiente
m dadas por

A)—1
m = logo ( ra(4) ) = —0.1384 n =log, (2 |z — x|l ,) = 1.4569

VEk2(A)+1

Ejemplo 3.2. Retomando ahora el ejemplo 3.2, y repitiendo el procedimiento
anterior, tenemos la figura 3.9.
donde ahora se tiene que

A -1
m:logm< ra(4) >:—0.1761 n = logye (2||z — @o|| ;) = 1.7927

\/ HQ(A) + 1
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Convergencia de la solucién del ejemplo 3.1 - Método de Lanczos

15

0.5

o

o
o

logio(||x — xi/[)a

Paso de la iteracion

Figura 3.8: Error al resolver el ejemplo 3.1 tras m=15 iteraciones con el método de Lanczos.

Convergencia de la solucién del ejemplo 3.2 - Método de Lanczos

15

o
o

logio(|lx — xi/[)a
o

-0.5

Paso de laiteracion

Figura 3.9: Error al resolver el ejemplo 3.2 tras m=15 iteraciones con el método de Lanczos.

De las graficas de los errores se deduce que la solucion aproximada a los ejemplos
considerados converge mas rapido para el algoritmo de resolucion de sistemas lineales
de Lanczos (o del gradiente conjugado) que para el método del maximo descenso.
Hemos visto que, en esencia, la velocidad de covergencia del método de Lanczos

viene dictada por
KJQ(A) —1

Eoo= Y220~ °
¢e \/K,Q(A)—l—l

mientras que para el método del maximo descenso viene dada por

EDE(l_@)?
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Teniendo en cuenta que para el ejemplo 3.1 se tiene una matriz de coeficientes cuyo
nimero de condicién euclidea es ko(A) = 40, y para el ejemplo 3.2 ka(A) = 20,
tenemos la siguiente tabla

| Ecc | Ep
Ejemplo 3.1 | 0.7629 | 0.9874
Ejemplo 3.2 | 0.6107 | 0.9798

de donde queda justificado que el error disminuye mas rapidamente en cada iteracion
del algoritmo de Lanczos/Gradiente Conjugado, que en el algoritmo del méximo
descenso.

3.3. Conexién entre el método de Lanczos y el del
gradiente conjugado

En las secciones anteriores hemos derivado el conocido método del gradiente con-
jugado para resolver sistemas lineales de la forma Ax = b, donde A es una matriz
simétrica definida positiva. Por otra parte, en la seccion 3.1 se derivo una forma de
aplicar el método de Lanczos para resolver sistemas lineales de este mismo tipo. El
objetivo de esta seccion es demostrar que, si bien es sorprendente, estos dos métodos
son equivalentes.

Para ver la conexion entre estos métodos, realizaremos el camino inverso al rea-
lizado en la seccién 3.1, es decir, partiremos del método del gradiente conjugado,
que hemos deducido a lo largo de la seccion 3.2, para obtener de nuevo el método
de Lanczos.

Supongamos que, para resolver numéricamente cierto sistema lineal definido po-
sitivo Ax = b, se han aplicado k iteraciones del método del gradiente conjugado
enunciado en el algoritmo 12, y definamos la matriz de residuos como la matriz que
tiene como columnas los vectores residuales generados hasta ese momento, es decir,
Ri € R™* definida por

Ri=[ro,. .., r5-1], (3.71)

asi como la matriz triangular superior B;, € R"** definida por

I =B 0 - 0
0 1 —p5 :
By = Lo 0 (3.72)
: : - =5
0 .- 0 1 |

donde los escalares 3; son los generados a partir del algoritmo 12.



68 CAPITULO 3. RESOLUCION DE SISTEMAS LINEALES

Notemos que, segtiin vimos en (3.63), p; = r;_1 + Bipi_1 para i = 2,.... ky
p1 = ro, luego las matrices Ry y By, definidas en (3.71) y (3.72) respectivamente,
satisfacen que Ry = PpBi, donde Py es la matriz definida en el teorema 3.2.2.

Puesto que las columnas de P, = [p1, ..., px] son A-conjugadas, deducimos que
la matriz
RgARk = (PkBk>T A (PkBk) = Bgdiag (p{Apl, PN ,pgApk) Bk, (373)

es una matriz tridiagonal. De hecho,

p¥ Ap —BapT Apr 0 e 0
—BopT Apr pY Aps + B3pT Apr —Bsp Aps
RYAR), = 0

: —Brepi_ 1 Apr—1
0 —Bkpt_ Apr—1  pFAp, + B3pl_ Apr—1 |

De (3.53) se sigue que si

A:diag(pm"'apkfl)a Pi = HriHW

entonces las columnas de RyA~! no son mas que las columnas de R, normalizadas,
luego constituyen una base ortonormal del subespacio span{rq, Arg, ..., A*¥ " trg} =
KC(A,ro, k). Por tanto, las columnas de esta matriz son en esencia los vectores de
Lanczos ¢; del algoritmo 1, es decir,

¢ = Eri_1/pi-1, 1=1,...,k.

Por otra parte, la matriz tridiagonal asociada con los vectores de Lanczos calcula-
dos por el algoritmo 1 se puede obtener, a partir de productos que estan disponibles
en la k-ésima iteracion del gradiente conjugado, como

T, = A7 RTAR AT,
y, usando (3.73), se concluye que
T, = A~ B} diag (p] Ap,...,p; Ap) Be A7

Por tanto, empleando el método del gradiente conjugado podemos obtener apro-
ximaciones de los autovalores extremos de la matriz A, pero para ello, debemos
almacenar las sucesivas direcciones de busqueda p;, asi como los sucesivos vectores
residuales r;, con el costo de memoria que esto conlleva.




Capitulo 4

Problema de minimos cuadrados

En el capitulo anterior se ha visto como se puede utilizar el método de Lanczos
para resolver de forma eficiente sistemas lineales de ecuaciones donde la matriz de co-
eficientes es una matriz definida positiva y dispersa. Otra de las posibles aplicaciones
del método de Lanczos es resolver problemas de minimos cuadrados. Precisamente,
el objetivo de este capitulo es desarrollar un algoritmo para resolver el problema

min | Az — b]|,, (4.1)

siendo A € R™*™ una matriz rectangular y dispersa. Para ello, serd necesario en
primer lugar desarrollar el algoritmo de Lanczos de bidiagonalizacion de matrices,
un algoritmo similar al algoritmo clasico de Lanczos, pero cuya salida es, en vez de
una matriz tridiagonal, una matriz bidiagonal.

4.1. Algoritmos de bidiagonalizacion

Consideremos una matriz rectangular A € R™*™. Antes de comenzar a desarrollar
un algoritmo para resolver el problema de minimos cuadrados (4.1), es necesario
definir lo que entendemos por descomposicion o factorizacion bidiagonal completa.

Definicién 4.1 (Factorizacién bidiagonal completa). Dada A € R™ "™ una
matriz rectangular, las descomposiciones

o p1 02
ﬂQ Q2 P2 93

=BeR™" PTAV =

TaAq_
UrAS = Bz as p3 04

= Re R™",

donde U, P € R™™ y S,V € R"™™ tienen columnas mutuamente ortonormales, se
conocen respectivamente por bidiagonalizacion inferior y superior completa respecti-
vamente.

En el desarrollo de este capitulo no solo aparecera la bidiagonalizaciéon completa
de una matriz, sino que también lo haran la k-ésima bidiagonalizacién parcial y la
(k+)-ésima bidiagonalizacién parcial de la matriz A.

69
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Definicion 4.2 (k-ésima bidiagonalizacién parcial). Dada una matriz rectangu-
lar A € R™™ con factorizacion bidiagonal inferior completa dada por UTAS = B,
donde U = [uy, us, ..., up] y S = [$1, S2, ..., Sp|, y un entero k tal que
k < min{n,m}, se define como k-ésima factorizacion bidiagonal parcial inferior de
A a la descomposicion

(]];FAA;S’;C =B, € Rka, con Uy € Rka, S € RnXk,

donde By denota a la submatriz principal superior izquierda de B, y Uy y Sk las
matrices formadas por las primeras k columnas de U y S respectivamente.

De manera andloga, si PTAV = R es una factorizacion bidiagonal completa de
la matriz rectangular A, entonces su k-ésima bidiagonalizacion parcial superior es
la descomposicion

Pl AV, = Ry e RM*, con B, e R™*, V, e RV,

donde Ry denota a la submatriz principal superior izquierda de R, y P, y Vi las
matrices formadas por las primeras k columnas de P y V' respectivamente.

Notemos que, utilizando las matrices Uy, S, y By de la definicion anterior se
cumple que

By, |
Bk-{-l Qa1 U= [Ukh U415+ - - 7um] )
Brra  Qio

B =
S =[Sk Skt1y -+ 50l

Por otro lado, utilizando las matrices Py, Vi v Ry, es evidente que se cumple que

Rk; ‘ 9k+1 0
R— Pk+1 6k+2 P = [Pk7pk+1a"'7pm]7
Prv2 Orgs ’ V= [Vi, Ukg1s - -+, U] -

Definicién 4.3 ((k+)-ésima bidiagonalizacién parcial inferior). Utilizando la
notacion de la definicion 4.2, dado un entero k tal que k < min{n,m}, llamamos
(k+)-ésima factorizacion bidiagonal parcial inferior de la matriz A a la descompo-
sicion

By,

UkTJrlAS,C = [GTB:| = By, € REFDXE - cop U1 € R™* D G e R
ke Pk+1

De manera similar, se puede definir la (k+)-ésima bidiagonalizacién parcial su-
perior, pero esta definicion no la usaremos a lo largo de este capitulo, por lo que
omitimos escribir de forma explicita esta factorizacion.

Notemos que, dependiendo de la relacién entre m y n, las bidiagonalizaciones
completas pueden contener o no bloques enteros de ceros. Es evidente que dichas
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transformaciones estan estrechamente conectadas, pues una bidiagonalizacion supe-
rior completa de A se puede expresar como una bidiagonalizacion inferior completa

de AT.

La tarea de bidiagonalizacién matricial puede ser llevada a cabo mediante proce-
sos de Householder (ver 5.4.3 de [2]). Sin embargo, si la matriz A es de gran tamano
y dispersa, podemos esperar que aparezcan matrices de gran tamano y densas en el
proceso de bidiagonalizaciéon. Por ello, seria conveniente encontrar un algoritmo que
compute las matrices bidiagonal superior e inferior B y R sin actualizar la matriz A
en los pasos intermedios.

En las siguientes secciones se pretende desarrollar algoritmos eficientes para la
bidiagonalizacion superior e inferior completa de matrices rectangulares dispersas y
de gran tamaio.

4.1.1. Bidiagonalizacién superior

Supongamos que PTAV = R representa la bidiagonalizacién superior completa
de A € R™*" tal que

p1 0o
p2 03

T AV —
PTAV = 3

" R (4.2)

El objetivo de esta seccion es encontrar un algoritmo eficiente que realice esta bidia-
gonalizacion sin actualizar la matriz A, pues en tal caso, estropeariamos su disper-
sion.

El algoritmo que desarrollaremos se conoce como algoritmo de Lanczos de bidia-
gonalizacion superior, también conocido por método de Golub-Kahan-Lanczos.

Podemos plantear un algoritmo con estas caracteristicas de la misma forma que
razonamos durante el desarrollo del algoritmo de Lanczos, es decir, igualando direc-
tamente las columnas de las ecuaciones AV = PRy ATP = VR”. Denotemos por
p; ¥ v; a las i-esimas columnas de las matrices P y V respectivamente, de forma que

P:[plap%---7Pm]yV:[U17U2>---7Un]-

Igualando la primera y la (k 4 1)-ésimas columnas de la igualdad AV = PR,
poniendo pg = 0, deducimos que para kK =1,2,...n — 1 se tiene que

Avy = pip,

(4.3)
Avir = Op1Di + Pt 1Dks1-

Por otra parte, igualando ahora las k-ésimas columnas de AT P = V RT, se sigue
que para k = 1,...m se tiene que

AT pr = prog + Ok 10841, (4.4)
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Fijemos los escalares pp, > 0y 6, > 0 para k = 1,2,... de forma que en todo
momento se verifique ||pill, = [Jvk|l, = 1, es decir, que se verifique PPT = [, y
VVT = I, hasta precisiéon de maquina. Tomemos como v; el vector columna uni-
tario v; = ATb/ HATbH, que, utilizando una notaciéon acorde con el célculo de los
demés vectores vy, se escribe como 6,v; = ATb, siendo 0, = HATb”.

De esta forma, de (4.3) y (4.4), se deduce que los vectores columna necesarios
para la bidiagonalizacion superior de la matriz A se pueden generar a partir de de
las siguientes ecuaciones:

011]1 = ATb,
= Avq,
pP1P1 T1 <4'5)
Okr1Vk11 = A" P — prUx, k=1,2,...

Pr+1Pk+1 = AvVpi1 — Opapr, k=1,2,...

Con ellas, y sin mas que definir los vectores r; v sg, tenemos el algoritmo 13, un
algoritmo de bidiagonalizacién superior de matrices.

Algoritmo 13: Reduccion de A a la forma bidiagonal superior.
Entrada: Matriz A € R™*" y un vector b € R"
Salida : Matrices P, V y R tales que PTAV = R, siendo R bidiagonal
superior.
91 = HATbH, v = ATb/91 , P1 = HATUlll’ P1 = AUl/pl, k=1.
while 6, # 0 do

Tk+1 = ATpk — PrUk
k=k+1
O = |7l
vk = T3/ 0
sk = Avg — Oppr—1
P = |5kl
Pr = Sk/Pk
end

Notemos que tras k iteraciones, hemos construido la k-ésima bidiagonalizacion
parcial superior, es decir, tenemos las matrices

o1 Oy e 0]
0 p2 :
Py, = [p1,p2, -0k,
% = [p1, 2 pr] Ry, — ) 7 (4.6)
‘/.;C = [U17U27"‘avk]7
0 - 0 pr
mediante las cuales podemos reescribir las ecuaciones (4.5) como
Vi (01e1) = A™D, (4.7)
AVy, = PRy, (4.8)

AP, = ViR{ + Or1vi416p
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v, en caso de utilizar aritmética exacta, también se verificarfa que P P, = VIV, =
1. El algoritmo 13 termina cuando encuentra 6;,,; = 0. Sin embargo, cuando esto
ocurre, se deduce de (4.8) y (4.9) que

A[Uhv%' e 7Uk] = [p17p27' e apk] Bka
AT 1, pa, .. k) = V1,09, ..., v BE.

4.1.2. Bidiagonalizacién inferior

Supongamos ahora que UTAS = B representa la bidiagonalizacién inferior de
A € R™*™ tal que
aq
B2 g

UTAS = B as =B. (4.10)

De cara a encontrar un algoritmo de bidiagonalizacion inferior eficiente, podemos
razonar de manera analoga a la seccién anterior. Igualando las columnas de AS =
UB, y denotando por s; y u; a las i-ésimas columnas de S y U respectivamente,
deducimos que

[Asy, Asa, ..., Asy] = [a1ug + Paua, aoug + Saug, ..., aply),
y de igualar las columnas de ATU = SBT
[ATul, Alu,, ..., ATun] = @181, Paso + aSa, B383 + 383, + .., BuSn—1 + @Syl ,
de donde obtenemos las siguientes ecuaciones
ATUl = (157,
Bri1tgr1 = Asp — agug kE=1,2,... (4.11)
r1Skr1 = ATk — Brrisi E=1,2,...

Notemos que si fijamos S1u; = b, es decir, u; = b/||b||, entonces s; es un multiplo
escalar de ATb, y puesto que de nuevo utilizamos los pardmetros a; v 3; de forma que
||skllo = ||ukll, = 1, tenemos que s; = vy, siendo v; el vector inicial definido en algo-
ritmo 13. De esta forma, comparando la recurrencia de vg1 en (4.5), y la de sx.1 en
(4.11), se deduce que la matriz S es precisamente la matriz V' del algoritmo anterior.

Por consistencia con la notaciéon del algoritmo 13, de ahora en adelante s; =
v;. Sin mas que utilizar esta nueva notacion, estamos en condiciones de escribir
un algoritmo de bidiagonalizacién inferior. Si fijamos u; = b/f;, tenemos que el
algoritmo de reducciéon a forma bidiagonal superior se puede escribir como en el
algoritmo 14.

De nuevo, si denotamos por Uiy v Vi a las matrices cuyas columnas son los
k + 1y k primeros vectores u; y v; respectivamente, es decir,

U1 = [u1,U2,---,Uk+1], Vie = [U17U27---7vk]7 (4-12)
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Algoritmo 14: Reduccion de A a la forma bidiagonal inferior.

Entrada: Matriz A € R™*" y un vector b € R"
Salida : Matrices U, V y B tales que UT AV = B, siendo B bidiagonal
inferior.
B = ||b||, Uy = 5/51 y 01 = HATU1||, v = ATUl/OéL k=1,
while 5, # 0 do

The1 = Avi — oy,
k=k+1

B = rell

ur = 15/ B

vp = ATuy — Brog—s
ag = [[ug|

Uk = Uk/Oék

end

tenemos que

a1
Ba s
Upy AV = By = By e R, (4.13)
-
L0 .. 0 Brr

luego UL, AV}, es la (k+)-ésima bidiagonalizacién parcial inferior de la matriz A.

Utilizando las matrices definidas en (4.12), podemos escribir las ecuaciones (4.11)
como

Ukt1 (5161) =, (4-14)
AVk - Uk+lBk+, k — ]_, 27 N (415)
ATUk_H = VkBkT+ + ak+1vk+1eg+1, k= 1, 27 N (416)

y en aritmética exacta tendriamos que Ul Uy =Ty VIV = 1.

4.1.3. Relacion entre las bidiagonalizaciones inferior y supe-
rior

En la seccion anterior se han desarrollado los algoritmos de Golub-Kahan-Lanczos.
Segtun se ha visto, en estos algoritmos hemos tenido libre la eleccion de los vectores
v1 y $1. Sin embargo, se han fijado elecciones concretas en vistas de que las matrices
V' y S fuesen idénticas. Por tanto, tras k iteraciones de cualquiera de los dos algo-
ritmos, obtenemos la matriz V.

Considerar dicha eleccion de los vectores iniciales tiene la ventaja de que propor-
ciona la igualdad
Bl By = R} Ry, (4.17)
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siendo By, v Ry, las matrices definidas anteriormente. Que se tenga la igualdad (4.17)
no deberia sorpendernos en absoluto, pues V; es el resultado de aplicar k iteraciones
del algoritmo de Lanczos! a la matriz B = AT A, que es cuadrada y simétrica.

Para verlo, simplemente tenemos que darnos cuenta de que a través de dichas
bidiagonalizaciones se llega a la tridiagonalizacién de Lanczos de AT A. Notemos que

ATAVk = ATPkRk = [VkRZ + 6k+1vk+1€£] Rk
= Vk Rng +9k+1vk+1 [07 s 707 pk] ) (418)
——
T
donde en la primera de las igualdades se ha utilizado la expresion de AV} dada en
(4.8), y en la segunda la expresién de Al dada en (4.9). Razonando de forma similar
se deduce que
ATAVk = ATUk+1Bk+ = [VkBg+ + akHkaegﬂ} Bk+

= Vi Bg+Bk+ +ap1Vk41 [0, .., 0, Brta] (4.19)

T,

k

donde en este caso se ha utilizado (4.15) y (4.16) en la primera y segunda de las
igualdades respectivamente.

De las expresiones (4.18) y (4.19) se deduce que necesariamente se tiene (4.17),
y como

[ ol + 57 Baay
Baoy o3+ B3 Psas

Bg+Bk+ = Bz Bi+a3 - ;
' Brou
i Bra 513+1 + 0‘% J
y —
Pt pibs
p1by 05+ p5  pabs

RiRy, = p20s p3+05 ,

Pr—10k
pr—10k  pi + 07 |

concluimos las siguientes relaciones

of + B3 = pi,

4.20
o + 5g+1 =pi + 02, B = pe_16r, parak > 1. ( )

'Para verlo, no tenemos més que tomar la expresién (2.14), donde usando la notacién de dicha
expresiéon, @ es la matriz V.
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La siguiente propiedad sorprendente es que Ry es la matriz que uno obtendria al
aplicar el algoritmo de factorizaciéon QR convencional a la matriz By, de forma que

QiBrs = { %’“ } e RE+DxE (4.21)
Esto es equivalente a demostrar que

QF — Jg’f | = Byy € REFDXE (4.22)
Supongamos que se tiene la igu_alda(i

QT _ %’ﬂ | = By, € REFDxE (4.23)

para cierta matriz Ry, € RF<k triangular superior, y veamos que, necesariamente,
Ry = Ry. Considerando el producto de By, por su matriz transpuesta, y aplicando
la igualdad anterior, se sigue que
. R - R o~
Bl Bi: = [ Ry, O]QkQ;—C[ Ok}:[R}f 0 ] { Ok]:Rka,

donde se ha utilizado que QF Q, = I;+1 por ser @ ortogonal. Por tanto,
Bl By = Rl Ry,

y, sin mas que sustituir (4.17) en el término izquierdo de la expresién anterior, se
concluye que
RI'R;, = RIRy..
Multiplicando por }N%,;l por la derecha, y luego por (R,;l)T por la izquierda, se tiene
que
(RI;1)TRT _ ka%,;l ,
——— ———

triang. inferior triang. superior

de donde se deduce que Ry = DRy, siendo D una matriz diagonal.

Volvamos sobre la igualdad (4.23). De ahi se deduce que

aq

B2
0 = 7:11 q1, (424)

L O .
donde 711 es la primera entrada de la diagonal de Rj. Puesto que ¢ tiene norma 1,
se tiene que

7:%1 = 0‘% + 53,

pero por (4.20) sabemos que 7%, = p?, de donde se sigue que |F1;] = r;; Razonando
de forma similar para el resto de columnas, se deduce que la diagonal de Rj, es la

misma que la diagonal de Ry,.
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4.2. Algoritmo LSQR

Los algoritmos de bidiagonalizacion desarrollados en la secciéon anterior seran
utilizados para implementar un método de resolucién eficiente de problemas de mi-
nimos cuadrados. Este método se conoce como algoritmo LSQR, donde LSQR son
las siglas de Least Square problem with QR factorization, en inglés, problema de
minimos cuadrados con factorizaciéon QR, haciendo referencia a que este algoritmo
emplea, como veremos, la relacion mediante la factorizaciéon QR de las bidiagonali-
zaciones anteriormente descritas.

Supongamos que queremos resolver el problema (4.1), y consideremos la matriz
U procedente de la bidiagonalizacién inferior de A dada por (4.10). Puesto que esta
matriz es ortogonal, se tiene que

mxl'n||Ax—b||2 :mxinHUT(A:C—b)‘ 5 (4.25)
y, definiendo y tal que x = Vy, puesto que V' también es ortogonal, ||z| = ||y, luego
min || Az — b||, = min |UTAVy —U"b||, = min || By — e, , (4.26)

con lo que nuestro problema inicial se reduce a resolver
mz}'n | By — Bieil], - (4.27)

Computacionalmente, es mas sencillo encontrar la solucién del problema (4.27)
que el problema inicial, pues para resolver este segundo podemos utilizar la facto-
rizacion QR (4.21) que conecta la bidiagonalizacién parcial superior e inferior que
hemos considerado anteriormente.

Si repetimos el mismo razonamiento anterior, pero considerando en este caso la
(k+)-ésima descomposicién bidiagonal inferior de A € R™*™ dada por el algoritmo
14 en vez de la descomposicion bidiagonal inferior total, estaremos definiendo para
cada vector y;, € RF*!

Tk = b— Al‘k, (429)
tkr1 = Pre1 — BryYr, (4.30)
donde f; se define como en este mismo algoritmo, es decir, 51 = ||b|.

Utilizando las definiciones anteriores y las igualdades vistas en (4.14) y (4.15),
tenemos que Uypi1tpi1 = 1, pues

Uk+1 thr1 = U1 (Brer — Brryr) = U1 51€1 — U1 By yp = b — A Vi,
—_—— N—— —~—
b AV o (4.31)

:b—Axk:rk.
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Para resolver el problema de minimos cuadrados, construiremos una sucesion
{1} de soluciones aproximadas del problema (4.1). Por tanto, si xj es una buena
aproximacién a la solucion del problema, entonces ||r|| es pequeno. Puesto que Uy
es (tedricamente) ortonormal por construccién, tiene sentido elegir y, de forma que
se minimice [|tx11]|. Con todo esto, nuestro problema inicial se reduce a resolver el
problema de minimos cuadrados

min ||51e; — Byl - (4.32)

Considerando la matriz ), de la factorizaciéon QR anteriormente descrita, se tiene
que

i p1 0o | z; ]
P2 L
mwmﬁazﬁkﬁﬂz - (433)
O O
e
- ' Ot1s

donde Qr = Qi +1 --- Q2,3 Q1,2 es un producto de rotaciones utilizado para eliminar

Ba, B3, ... de la matriz By, y fi = [¢1, ... ,gbk]T es un vector columna de tamano k.
Notemos que el vector fi se ha definido segiin
Jr = Ry (4.34)

Sustituyendo la factorizacion (4.22) en (4.30), se observa que
R
mﬂzm—%[g]%:m—%{ﬁy (4.35)
donde en la dltima igualdad se ha introducido la definicién de (4.34).

Por otra parte, de (4.33), se deduce que

Qrpbrer = { QJZ; ] )
luego
ﬂlele;}F{j;k ]
k

Sustituyendo esta tltima igualdad en (4.35), se sigue que

th = QF [ ¢l?+1 } )

donde la segunda de las matrices es una matriz con k + 1 filas y k£ columnas cuya
Unica entrada no nula es la Gltima, siendo esta ¢ 1.
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Generalmente, y, no se podra expresar el términos de y;_1, y una relacion de
este tipo simplificaria notablemente el algoritmo. Sin embargo, [Ry fi]| es la misma
matriz que [Rg_1 fr—1] con una columna y una fila adicional. De (4.34) se deduce que
Yk = R,;l fr, luego sustituyendo en (4.28) encontramos la relacion

zy = Ve Ry fi = Difo, (4.36)

donde las columnas de Dy = [dy,ds, . ..,dg] se pueden encontrar de forma sucesiva
mediante el sistema R} DI = V;I' mediante sustituciéon progresiva. Poniendo zy =
dy = 0, tenemos que

1
dk = —(’Uk — dek,l), (437)
Pk

Ademads, notemos que unicamente necesitamos almacenar los tltimos iterantes, con
las ventajas de memoria que esto conlleva.

Nuestro siguiente objetivo es encontrar relaciones de recurrencia para que la
idea anterior pueda ser implementada en forma de algoritmo. Volvamos sobre la
factorizacion (4.33). Esta factorizacion se determina costruyendo la k-ésima rotacion
Qkx+1 para operar en la fila k y la columna k + 1 de [By B1e1] para eliminar fj;.
Esto nos lleva, sin mas que aplicar el algoritmo 5.2.2 de [2] al caso presente, a las
relaciones

BN IR IR CF P B

Sk —Ck Br41 g1 0 0 Pr+1 Prta

donde ¢1 = ay, ¢1 = [, v los escalares ¢; y s son los elementos no triviales de la
matriz de rotacion Qg g41-

Las rotaciones QJj y+1 son eliminadas una vez han sido utilizadas en (4.39), pues
no requerimos almacenar la matriz ), de la factorizaciéon QR. Ademds, podemos
ahorrar una divisién en la expresién (4.38) utilizando los vectores wy = pyd.

Con todo ello, estamos en condiciones de poder escribir el algoritmo LQSR. Al
igual que en todos los algoritmos descritos en este capitulo, los escalares a; y (;
son tomados positivos, y se eligen para normalizar los correspondientes vectores, de
forma que, por ejemplo, a;v; = ATu, implica el calculo de v; = ATuy, a; = |||, ¥
v = 1/ a.
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Algoritmo 15: LSQR para el problema de minimos cuadrados

Entrada: Matriz A € R™*", un vector b € R” y una tolerancia maxima tol
Salida : Solucién aproximada del problema de minimos cuadrados (4.1)
Bi=10bl, i =0b/B1, ar= HATU1||, vy = ATuy Jan, wy = vy, 0.
=B, p=a,k=11t=1
while ¢t < tol do
Bidiagonalizacion
Brritps1 = Avg — aguy, con B = 1/[Jup1]|
Wep1Vpr1 = Alupyr — Brpve con agyy = 1/ o ||
Transformaciones Ortogonales
pe = (P + 5£+1)1/2 Cr = Pr/Pr
Sk = 5k+1/ Pk
Okt1 = Skt
Pk+1 = —CrQlt1
Or = Crx
Cgk+1 = Sngk
Actualizacién de la solucién
T = Tp_1+ (Or/pr)wi
Why1 = V1 — (Or1/pr)wi
k=k+1

end

4.2.1. Relacién con el método de Tridiagonalizaciéon de Lan-
CZOS

El objetivo de esta seccion es evidenciar la conexiéon del algoritmo LSQR y el
método de Lanczos. El algoritmo LSQR se basa en los procedimientos de bidiago-
nalizacion anteriormente descritos. Se puede ver la relaccion entre estos métodos de
diferentes maneras. Una de ellas es mostrar que el algoritmo de bidiagonalizacién
superior de una matriz rectangular A es equivalente a aplicar la tridiagonalizacién
de Lanczos a la matriz AT A, o bien a la matriz AAT. Para verlo, supongamos que
se han aplicado k iteraciones del algoritmo de bidiagonalizacion superior, de forma
que se tiene (4.8) y (4.9), es decir,

AV, = PyRy, (4.40)
ATP, = Vi.R] + O vk a6 - (4.41)

Premultiplicando la ecuacién (4.40) por AT se tiene que
AT AV, = ATP, Ry,
donde sin més que sustituir (4.41) se sigue que

ATAVk = Vk + 9k+1pk”k+le£- (442)
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Recordemos que la situacion tras k iteraciones del método de Lanczos viene dada,
utilizando la notacién del capitulo 2, por

AQy, = Qi T + Brrrrei

luego comparando la expresion anterior con (4.42), se deduce que el algoritmo de
bidiagonalizacion superior es equivalente a aplicar el algoritmo de Lanczos a la matriz
AT A. En particular, los vectores v; generados a partir del algoritmo 13 forman una
base ortonormal para el espacio de Krylov

(AT A vy, k) = span(vy, AT Avy, ... (AT A toy).

Otra forma de relacionar las ecuaciones (4.40) y (4.41) es premultiplicar la se-
gunda de ellas por A", de forma que

AATPk = AV}CR{ + 91€+1Avk+1€£,
y, sustituyendo (4.40),
AATPk = PkRkRg + ¢9k+1Avk+1e{.

Esto podria parecer que no es una descomposicion tridiagonal de Lanczos, pues en
general el vector Avg, 1 no tiene por qué ser ortogonal a Pj. Sin embargo, notemos
que en la k-ésima iteracion del algoritmo 13 se calcula AV 1 = Opi1pe + Prr1Prit
luego sustituyendo en la expresion anterior, tenemos que

AATP, = PoRy Ry, + Oy (Orape + prsiPrra) €f (4.43)

= P (ReRp + 65,1616k ) + Oks1peraDrsrer, -
Ahora, RyR{ + 07, exei es una matriz simétrica definida positiva y tridiagonal, y
que pry1 es ortogonal a Py, por lo que tenemos de nuevo una descomposicion de

Lanczos. Por tanto, los vectores p; generados a partir del algoritmo 13 forman una
base ortonormal del subespacio de Krylov

K(AAT p1, k) = span(pi, AApy, ..., (AAT)"'py).

De hecho, como se enuncia tanto en la seccién 9.3.3 de [2] como en [3], la relacién
del proceso de bidiagonalizacion y el método de Lanczos se puede poner de manifiesto
de otras maneras. La idea es aplicar el Método de Lanczos a la matriz

0 A
e=[ 5 4] .
tomando como vector inicial

. [ 0 } | (4.46)

U1
Se puede demostrar que los vectores de Lanczos que se generan en este proceso son

precisamente
0 p; }
Z9j_1 = Yy 2 = , 4.47
2j—-1 [ v; ] 2j [ 0 ( )
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y que después de 2k iteraciones del método de Lanczos, la matriz tridiagonal 75 es

[0
p1 0 0y
0 0 po
Ty, = p2 0 0 (4.48)
O 0
Pk
L pr 0

Por tanto, se deduce que dos iteraciones del método de Lanczos proporcionan la
misma informacién que una iteraciéon del algoritmo 13.

4.2.2. Generacion de problemas

El objetivo de esta seccién es proponer un procedimiento que genere problemas
de minimos cuadrados, cuya solucién sea conocida, y que puedan ser utilizados como
ejemplos sobre los que aplicar el algoritmo LSQR. Es evidente que este algoritmo
puede ser también utilizado para proporcionar sistemas lineales de soluciéon conoci-
da, pues en caso de que A sea cuadrada, y Ax = b un sistema compatible, el residuo
serd cero. En el capitulo 3 se ha presentado como se puede utilizar el método de
Lanczos para resolver sistemas simétricos de matriz de coeficientes definida positiva.
Utilizando este procedimiento, podemos resolver también sistemas cuadrados que no
tengan matriz de coeficientes simétrica, completando asi el estudio anterior.

En la seccion 8 de [7] se proporciona el procedimiento de generacién de problemas
test que utilizaremos. Para ello, si A € R™*" con m > n, debemos realizar los
siguientes pasos

1. Elegir vectores z,z € R™! y € R™! y ¢ € RO"™*1 tales que ||z|| = ||y||.
2. Definir las siguientes matrices
Y =1, —2yyt e R™™,  Z =1, —2zz7 € R™",

donde I, representa la matriz identidad de tamano k.

3. Definir D € R™*" una matriz diagonal, y considerar D’ y ¢ las matriz y vector
completados definidos segin

D/:|:D {0:|€Rm><1’
0 c

es decir, D' es la matriz diagonal D seguida de (m — n) filas de ceros, mientras
que  es el vector ¢ precedido de n filas de ceros.

:| e Ran’ C/

4. Tomar como matriz A, y vectores r y b

D
0

0

A:YD'Z:Y{ .

]Z, r:Yc’:Y[ }, b= Ax+r.
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Con este procedimiento, se puede mostrar que x es la solucién del problema de mini-
mos cuadrados, luego ademas de conocer la solucién exacta del problema, sabemos
a priori que la minima norma residual posible es ||r|| = ||¢||.

Una vez proporcionado una manera de obtener ejemplos con soluciéon conocida,
estamos en condiciones de aplicar el algoritmo LSQR a estos problemas. Para ahorrar
la escritura implicita del problema a resolver, utilizaremos procedimientos aleatorios
en Matlab para generar los problemas, pero indicaremos la semilla utilizada, de
forma que se puedan recuperar la matriz A y el vector b del problema considerado.

Ejemplo 4.1. Consideremos el siguiente problema de minimos cuadrados
min | Az — b]|,,

donde A € R¥*Y ¢ b € R¥ han sido generados a través del siguiente procedimiento
en Matlab

m=40; n=15; rag (27, 'philox '); % Fijamos la semilla
z=rand(n,1);

y= rand(m,1); y=y/norm(y) ;

z= rand(n,1); z=z/norm(z);

c=rand(mn,1); C= [zeros(n,1) ; c];

Y= eye(m)—2+yxy'; Z=eye (n)—2+z*z';

D= [diag(rand(n,1)); zeros(m-mn,n)];

A= YxDxZ; r=Yx*C; b=Ax*xxz+r;
filename="lsqr .mat'; save(filename)

La solucion exacta del problema viene dada por el vector x, mientras que el re-
siduo minimo resulta ser ||r|| = ||c|| = 3.113606738907739.

Estudiemos la diferencia obtenida entre la norma residual ||ry|| obtenida en la
k-ésima iteracion del algoritmo 15 y la norma del residuo minimo alcanzable (es
decir, el residuo de la solucion dptima del problema considerado). Para enfatizar
dicha diferencia, se ha considerado el logaritmo en base 10 de dicha diferencia, de
forma que estamos considerando

Error =logyo(| [Ir&ll = [l ). (4.49)

Itemcz’o”n\ Error H Itemcz'én\ Error

m=1 —1.5550 m=9 | —4.3393
m = —2.1148 || m =11 | —4.3787
m=25 | —3.4318 || m =13 | —4.4268
m= —4.0780 || m=14 | —6.2185

Tabla 4.1: Error (4.49) para el problema considerado.
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. Error en el residuo - Algoritmo L SQR
100

102

103 x

Error
=
o

S
x

10°

10°®

1 1 1 1 1 1

1071
0 2 4 6 8 10 12
Paso de laiteracion

Figura 4.1: Soluciones aproximadas del sistema Ax = b para m=15 iteraciones del método del
gradiente conjugado.

Si representamos dicho error en ejes semilogaritmos, podemos obtener la figura
4.1. Se ha finalizado tras un total de 14 iteraciones, pues se alcanzo la tolerancia
mdxima especificada tol = 10716,



Apéndice A

Cédigos de Matlab Utilizados

Este Apéndice contiene los programas y algoritmos implementados en Matlab
que se han utilizado a lo largo del estudio del algoritmo de Lanczos.

Capitulo 2

En esta seccion se recogen los programas utilizados a lo largo del capitulo 2.

Seccién 2.2

Algoritmo de Lanzos

function [alpha,beta,Q]=Lanczos(A,q,m)

% A matriz , vector aleatorio g, nuimero de interaciones m
Q(:,1) = gq/norm(q); % Normalizamos el vector q
for k=1:m

v=A x Q(:,k);
alpha(k) = Q(:,k) 'sxv;
v=v—alpha(k)*Q(:,k);
if kx>1 %equivalente a poner q 0=0
v=v—beta (k—1)*xQ(: ,k—1);
end
if k< m %para no calcular q (m+1)
beta (k)=norm(v) ;
Q(:,k+1) = v/beta(k);
end
end
% Creamos la matriz trigiagonal T con alpha y beta
T=full (gallery ( 'tridiag ',beta(l:end) ,alpha(l:end) , beta(l:<+
end)));
clear k; clear v; clear q; % Eliminamos var. que no <
usaremos mas

85



86 APENDICE A. CODIGOS DE MATLAB UTILIZADOS

filename = 'resultados.mat'; % Guardo A, Q, alpha,beta y T
save(filename) % Guardamos el resultado en un archivo .mat

% FIGURA

end

Evidentemente, el algoritmo anterior ha sido programado de forma que se almacenen
todos los vectores ¢;, pues los requerimos para un posterior analisis del resultado.
Sin embargo, en cada iteracién inicamente son necesarios g v qrx_1, luego se puede
sustituir Q(:, k — 1) vy Q(;, k) por gl y ¢2 respectivamente si no se desea almacenar
todos los ¢;. Lo mismo ocurre con los valores de o y 3, una vez han sido anadidos
a la matriz T}, pueden ser eliminados, de forma que ponemos sustituir a y S como
vectores por escalares.

Si queremos crear graficos similares a las figuras 2.2 o 2.3, no tenemos mas que
insertar el siguiente fragmento de cédigo en el programa anterior, donde exacta es
un vector que contiene los autovalores exactos de la matriz en cuestion

for i=1:m % Calcular ahora los autovalores aproximados

[V,D] = eig(T(1:i,1:1)); %Da la matriz D diagonal y V
% tal que V=1 « T * V=D
[Ds,Is] = sort(—diag(D)); % Creamos una lista indexada <>
de los autovalores Ds
Autoval(1l:i,i) = —Ds; % Guardo los autov. aproximados <

en cada interacidén en las columnas de Autoval
end

figure (1) % Creamos la grafica

hold on
for i=1:m % i representa la interacién realizada
s=(ixones([1,i])) "'; % Creamos un vector de dimension i

scatter(s,Autoval(l:i,i),'x"); %En x=i dibujamos los i<«
autov.(col. i de Autoval)

end

% Afiadimos una recta vertical que separe los aproximados de<«
exactos

x=[m+1,m+1];

y=[—4,4]; % Ajustar para cubrir el espectro de A

plot(x,y) % Recta vertical en x=m+l

% Afiadimos con cruces los autovalores exactos en x=mt2
i=((m+2)*ones ([1,size(A)])); % Creo un vector de 1000 en
scatter(i,exacta, 'x','k");

hold off

grid on

grid minor

axis ([0 inf —4 4]) % Ajustar a ejes apropiaos
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title ([int2str(m),' iteraciones de Lanczos aplicados a la <«
matriz A'])

xlabel ('Paso de la iteracién')

ylabel ('Autovalor aproximado ")

Seccién 2.4

Tabla 2.4

El siguiente c6digo ha sido utilizado para generar la tabla 2.1.

function []=comparar ()
K=[5,10,15,20,25,30];
cociente_lambda=[2,1.5,1.3,1.1,1.01];
% format longG

L=zeros (length (cociente_lambda
R=zeros(length (cociente_lambda

)+1,length (K)+1);
)+

for i=1:length(cociente_lambda)
(
(

1,length (K)+1);

L(i+1,1) = cociente_lambda
R(i+1,1) = cociente_lambda

i);
i);

end

for j=1:length (K)
L(1,541) = K(J);
R(1,3+1) = X(3);

end

for i=1:length (K)
for j=1:length(cociente_lambda)
L(j+1,i41) = 1/( chebyshev(K(i)—1,2%cociente_lambda(j)«
—1))72;
end
end

for i=1:length (X)
for j=1:length(cociente_lambda)
R(j+1,i+1) = (1/cociente_lambda(j)) (2x(K(i)—1));

end
end
filename = 'comparacion potencia.mat';
save (filename)
end

function T=chebyshev(n,x) % =0,1,2,3, ...
m=length (x);
T=zeros (1,m);
Ti=ones (1 ,m);
T2=x;
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if n=—=
T=T2;
else
for j=2:n
T=2%x.*T2-T1;
T1=T2;
T2=T;
end
end
end

Seccién 2.4

Reortogonalizacion Completa

function [|=reorto_completa(A,q,m) % Introducimos la matriz
% matriz A , un vector q y el nimero de interaciones m

Q(:,1) = g/norm(q); % Normalizamos el vector dado, y pasa a<«>
ser ql
for k=1:m

v=A % Q(:,k);
alpha(k) = Q(:,k) 'sv;
v=v—alpha(k)*Q(:,k);
if k>1 % equivalente a poner q 0=0
v=v—beta (k—1)*Q(:,k—1);
v=v—Q*Q"'*Vv;
end
if k< m %para no calcular q (m+1)
beta (k)=norm (v) ;
Q(:,k+1) = v/beta(k);
end
end
% Creamos la matriz trigiagonal T con alpha y beta
T=full (gallery ( 'tridiag',beta(l:end),alpha(l:end),beta(l:¢>

end)));
[V,D] = eig(T);
S=Q'xQ; % mide si hay pérdida de ortogonalidad
filename = 'reortonorm.mat'; % Guardo los resultados

save (filename)
% load ( 'reortonorm .mat ")

end

Seccién 2.4

Reortogonalizacién Selectiva
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function [|=orto_selectiva(A,q,m) % Introducimos la matriz
% A , un vector aleatorio q y el numero de interaciones m

Q(:,1) = g/norm(q); % Normalizamos el vector dado, y pasa a<«>
ser ql

w=0; %ontamos el n° de ortogonalizaciones

for k=1:m

v=A x Q(:,k);
alpha(k) = Q(:,k) 'sv; %es el elpha k
v=v—alpha(k)*Q(:,k);

if xk>1 %
v=v—beta(k—1)xQ(: ,k—1); %es el rk
end
if k>1
T=full (gallery ( 'tridiag',beta(l:end),alpha(l:end),h beta<
(1:end)));

[S,theta] = eig(T);
beta (k)=norm (v) ;
for j=1:k
if abs(beta(k)*S(k,j)) < sqrt(eps(1l))s*norm(T)
w=w+1;
1= QS (:,3);
v=v—(1"%v)x1;
end
end
end
if k< m % para no calcular q (m+1)
beta (k)=norm(v) ;
Q(:,k+1) = v/beta(k);
end
end
V,D] = eig(T);
S=Q'xQ; % comprobamos si S \approx I
filename = 'reortono_selectiva.mat'; % Guardamos A, Q, <+
alpha ,beta y T
save (filename)

end

Capitulo 3

En esa parte del anexo recopilaremos los programas utilizados a lo largo del
capitulo 3
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Seccién 3.1

Resolucion de Sistemas Lineales. Version 2.

function [x]=lanc_sist(A,y,b,m)
% y= x0, m nutimero miximo de iteraciones
% programa que resuelve el sistema lineal Ax=b
X(: al):y;
rO0=b—Axy;
beta0=norm(r0) ;
Q(:,1)=r0/betal;
for k=1:m
v=A x Q(:,k);
alpha(k) = Q(:,k) 'sv;
v=v—alpha(k)*Q(:,k);
if k>1 % equivalente a poner q 0=0
v=v—beta (k—1)xQ(: ,k—1);
end
beta (k)=norm (v) ;
if k< m %para no calcular q (m+1)
if k==1
d(1)=alpha(1);
c(:,1)=(: 1) ;
rho (1)= betaO/alpha(l) ;
x(:,2)=y+rho(1)Q(: 1) ;

else
1(k—1)= beta(k—1)/d(k—1);
d(k)=alpha(k)—beta(k—1)*1(k—1);
c(:,k)=Q(:,k)-1(k—1)*c(:,k—1);
rho(k)=1(k—1)*d(k—1)*rho(k—1)/d(k);
x(:,k+1)=x(:,k)4+rho(k)*c(:,k);
end
Q(:,k+1) = v/beta(k);
end
end
figure (1) % Creamos la grafica
hold on
for i=1:m % i representa la interacién realizada

for j=1l:length(b)
if (rem(j,4)==1), % para ir dibujando en cada
scatter(i—1,x(j,i), 'bx"); % iteracion los x {i}

elseif (rem(j,4)==2), % del mismo color
scatter(i—1,x(j,i), 'gx');

elseif (rem(j,4)==3),
scatter(i—1,x(j,i), 'mx');

elseif (rem(j,4)==0),
scatter(i—1,x(j,1i),

')
end
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end

end

end

%Afladimos una recta vertical que separe los aproximados <«
de exactos

x1=[m,m];

yl=[—-0.2,1];

plot (x1,y1) % Recta vertical en x=m+l

% Dibujo la solucién exacta

scatter ((m+2)+ones(length(b),1),exacta, 'kx')

xticks ([0 2 4 6 8 10 12 14 16 18])

xticklabels({'0O"'," 2", '"4' ‘'6¢', '8 [ '"10'" , '"12"' | '"14' [+
'16 ', 'Exacto' })

grid on

grid minor

title ([ 'Solucién del sistema lineal tras ' int2str(m—1),' <

iteraciones '])
xlabel ('Paso de la iteracidn')
ylabel ('Solucién aproximada ')
hold off

% Errores cometidos

figure (2)

hold on

e=repmat (exacta',l,size(x,2)); Ycopiamos la solucion exacta<«
m veces

error=x—e;

maxe=max(abs(error) ,[],1);

in=1:(m—1);
scatter(in(l:m—1),maxe(l:m—1), 'x");
grid on

grid minor

title ([ 'Error mdximo en cada iteracién'])
xlabel ('Paso de la iteracidn')

ylabel ('Error maximo ")

hold off

filename = 'sis lineal .mat';
save (filename)

Seccién 3.2

Resolucion de Sistemas Lineales. Maximo
descenso.

function [x]=max_descenso(A,y,b,m)
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x(:,1)=y;
r(:,1)=b—Axy;
for k=1:m

sipha(s) = (x(: ) (1)) /(2 ) oo (:180);
x(:,k+1)=x(:, )+a1pha(k) T
r(:,k+1)=b— A*x(.,k—{—l),

end

figure (1) % Creamos la grafica
hold on
for i=1:m % i representa la interacién realizada
for j=1:length (b)
if (rem(j,4)==1), %ara ir dibujando de forma que <«
en cada
scatter(i—1,x(j,i), 'bx"); % iteracion los x {i}<
estén
elseif (rem(j,4)==2), % del mismo color
scatter (i—1,x(j,1i), 'gx"');
elseif (rem(J,4)——3)
scatter (i—1,x(j,1i), 'mx");
(J
(

elseif (rem(j,4)==0),
scatter (i—1,x(j,1i), 'rx"');
end
end % autov.(col. i de «
Autoval)

end

% Afiadimos una recta vertical que separe los aproximados <
de exactos

x1=[m,m];

yl1=[—-0.2,1];

plot (x1,y1) % Recta vertical en x=mtl

% Dibujo la solucién exacta

for i=1:length(b) exacta(i)=1/(i);

scatter ((m+2)*ones(length(b),1) ,exacta, 'kx')

xticks ([0 5 10 15 20 25 30 35 40 45 50 54])

xticklabels({'0','5"', "10', "15', '20" , '25" [ '30" , '35'«>
, '40', '45', '50', 'Exacto' })

xlim ([0 54])

grid on

grid minor

title ([ 'Solucién del sistema lineal tras ' int2str(m—1),' <

iteraciones '])
xlabel ('Paso de la iteracién')
ylabel ('Solucién aproximada ')
hold off

figure (2)
hold on
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e=repmat (exacta',l,size(x,2)); %opiamos la
m veces

error=x—e;

maxe=max(abs(error) ,[],1);

in=1:(m—1);

scatter(in(l:m—1),maxe(l:m—1), 'x"');

grid on

grid minor

title ([ 'Error miximo en cada iteracién'])

xlabel ('Paso de la iteracién')

ylabel ('Error maximo ')

hold off

end
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solucion exacta<

Seccién 3.3

Cota de error del Método de Lanczos

En esta seccién se pretende proporcionar un programa que realiza las graficas 3.8
y 3.9. En él se utiliza un programa llamado lanc_sist2 que es en esencia el codigo
anteriormente escrito, eliminado la parte referente a las graficas, y donde pedimos

por entrada ademas la solucién exacta.

function [err_k|=error_lineal(A,x0,b,k,exacta)
x=lanc_sist2(A,x0,b,k,exacta);

% x0 iterante inicial , b Axx=b, k num.iter
kappa=cond (4);

dif=repmat (exacta,l ,k+1)—x;

for i=1:k err_k(i)=loglO(normA(dif(:,i),A)); end
figure (1)

hold on

scatter (1:k,err_k,60, 'kx','LineWidth"',62)

% Dibujo la linea tedrica
a=logl0 (abs(2*normA (exacta (:,1)—x(:,1),4)));
m=log10 ((sqrt(kappa)—1)/(sqrt(kappa)+1));
w=0:0.01:k;
y=atm*w,
plot (w,y, 'LineWidth',2)
grid on
grid minor
set (gca, 'FontSize ' ,20)

title ('Convergencia de la solucién del ejemplo 3.1 — Método<«

de Lanczos');
xlabel ('Paso de la iteracidn')

ylabel ('$$\bf{log_ {10} (|| x—=_{k} || )_{A}}$$"', "interpreter«

', 'latex ")
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hold off

set (gca, 'TickLabellnterpreter ', 'none');

set (gca, 'fontweight ', "bold ', 'fontsize ' ,12);
set (gca, 'FontSize ' 15);

H=gca;
H.LineWidth=2;
x0=10;

y0=10;
width=800;
height=200;

set (gef, 'position' ,[x0,y0,width,height])
set (gef, 'PaperPosition', [0 0 40 20]);
set (gef, 'PaperSize', [40 20]);
saveas(gcf, 'error_ 31', 'pdf'")
hold off
end

function [norm]=normA(v,A)
norm=sqrt (v'*«Axv);
end

Capitulo 4

En esa parte del anexo recopilaremos los programas utilizados a lo largo del
capitulo 4.

Seccién 4.2

Algoritmo LSQR

function [x]=LSQR(A,b,niter)
format long;
[m,n] = size(A); %m numero de filas, y n columnas
u= b(1l:m); % Problema min{Ax-b} con A es m x n
beta = norm(u);
tol=1e—16;
alfa= 0;
if beta > 0
u = (1/beta) % u;
v = A'xu;
alfa = norm(v);
end
if alfa > 0
v = (1/alfa)xv;
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W= V;
end
phibar = beta;
rhobar = alfa;
x= zeros(n,1); %Aqui guardaremos la solucidn
3=0;
while j < niter
=i+
% bidiagonalizacion
u = Axv — alfaxu;
beta = norm(u);
if beta > 0
u = (1/beta) % u; %divido entre beta {i+1}
v = A'xu — Dbetaxv;
alfa = norm(v);
if alfa > 0, v = (1/alfa) x v;end % divido entre <«
alpha_ {i+1}
end

% Elimino beta {k+1}
rho = sqrt (rhobar™2 + beta”2);

c = rhobar/ rho;
s = beta / rho;

theta = s * alfa;
rhobar = — c * alfa;
phi = c * phibar;
phibar = s * phibar;

% Actualizo solucién

x = x + (phi /rho)xw;

W =v — (theta/rho)*w;
% Comprobamos si debemos parar
RES=b—Ax*x;

% Para evitar sistemas compatibles
if norm(RES)< tol
fprintf('% Tolerancia alcanzada en iteraciones\n',j);
return;
end

if norm(A'«RES) < tolsnorm(A)=norm(RES)

fprintf('% Tolerancia alcanzada en iteraciones\n',j);
return;
end

end

filename='solucion lsqr.mat"';
save (filename);

end
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