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RESUMEN 

La capacidad de predecir la pobreza es un elemento fundamental en el 

estudio de este fenómeno. La falta de información fiable para determinadas 

regiones genera la necesidad de poder clasificar qué parte de su población se 

encuentra en situación de pobreza o no a partir de determinadas variables. 

Tradicionalmente, los métodos más usados para lograrlo han sido los modelos 

propuestos desde el ámbito de la Econometría. No obstante, en los últimos 

tiempos se ha visto la popularización de los nuevos métodos de predicción del 

Aprendizaje Automático. 

El objetivo de este trabajo es comparar el comportamiento de diferentes 

métodos, tanto de la Econometría como del Aprendizaje Automático, para 

predecir si una persona es pobre o no. En concreto, se analizan la regresión 

logística, el árbol de clasificación y una red neuronal de una sola capa, utilizando 

los datos de la Encuesta de Condiciones de Vida del año 2022. Los resultados 

muestran que todas las técnicas tienen un comportamiento similar en términos 

de capacidad de predicción. 

Palabras clave:  
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ABSTRACT 

The ability to predict poverty is a key element in the study of this 

phenomenon. The lack of reliable information for certain regions generates the 

need to be able to classify which part of the population is in a situation of poverty 

or not based on certain variables. Traditionally, the most commonly used 

methods to achieve this have been the models proposed in the field of 

econometrics. However, in recent times we have seen the new prediction 

methods of Machine Learning come into the spotlight. 

In this paper, the Spanish Living Conditions Survey of the year 2022 is 

used as a data source to compare the performance of different forecasting 

methods from both Econometrics and Machine Learning. The models to be 

considered within econometrics are the logit and probit, while from machine 

learning we take logistic regression, classification tree and a single-layer neural 

network. The results show that all the techniques have a similar behavior in terms 

of predictive capacity. 

Keywords:  

Poverty, Classification, Econometrics, Machine Learning 
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1. INTRODUCCIÓN 

1.1. Justificación 

Combatir la pobreza es uno de los mayores retos a los que se enfrenta la 

humanidad para su progreso. Así, el primer Objetivo de Desarrollo Sostenible 

adoptado por los principales líderes del mundo en las Naciones Unidas es la 

erradicación de la pobreza extrema para todas las personas del mundo para el 

año 2030 (Belver García, 2020). 

El estudio de la pobreza es un campo extenso y complejo que trata de 

solucionar un problema en el que no existe una clara causalidad. Dentro de este 

campo, resulta importante ser capaces de predecir si una persona es pobre o no 

a partir de ciertas variables que generalmente se han asociado con la pobreza. 

En este sentido, las técnicas de predicción estadística juegan un papel clave, 

siendo los modelos de elección discreta procedentes de la Econometría, la 

metodología más empleada hasta ahora en el análisis de la pobreza (Haughton 

& Khandker, 2009).  

De modo paralelo, durante los últimos años, el Aprendizaje Automático o 

Machine Learning (ML) ha cobrado un gran protagonismo en la literatura 

académica, llegando incluso a dejar en segundo plano a los modelos 

econométricos tradicionales en la mayoría de las aplicaciones. Si bien la 

comunidad estadística ya ha integrado los modelos de Aprendizaje Automático 

junto con sus métodos estadísticos más tradicionales (véase Hastie et al., 2009; 

Efron & Hastie, 2016), su adopción en el ámbito de la economía ha sido más 

lenta y es actualmente objeto de una literatura metodológica en rápido 

crecimiento (Athey & Imbens, 2019). 

Dentro de la investigación económica moderna, una de las áreas donde 

menos introducido se encuentra el Aprendizaje Automático es en la investigación 

de la pobreza. Para poder explicar la actual carencia de literatura sobre pobreza 

que emplee el Aprendizaje Automático, se hace necesario hacer un estudio que 

compare estas nuevas técnicas de predicción con los presentes modelos 

econométricos. 

1.2. Interés y relevancia 

El tema del Aprendizaje Automático, ya sea por sus aplicaciones en 

medicina y salud, en banca y finanzas o en asistentes virtuales, es un tema ahora 

más vigente que nunca. No obstante, y pese al actual furor en implementar 

aspectos de inteligencia artificial en todos los aspectos de la sociedad, existen 

áreas, como el estudio de la pobreza, donde su efectividad no está aun 

debidamente probada. 
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La predicción de la pobreza, tradicionalmente hecha mediante técnicas 

econométricas de clasificación, puede ver mejorar sus resultados con las 

técnicas de predicción del Aprendizaje Automático. Aunque ambas, Econometría 

y Aprendizaje Automático, se han ido desarrollando en paralelo, las dos permiten 

construir modelos predictivos para servir al mismo fin. Es por ello que, antes de 

sustituir la Econometría por el Aprendizaje Automático, hay que estudiar las 

fortalezas y debilidades de cada enfoque, y comprobar si realmente el cambio 

supone una mejora notable. 

1.3. Antecedentes 

Uno de los primeros ejemplos de incorporación de algoritmos de ML al 

servicio del estudio de la pobreza fue el concurso convocado por el Banco 

Mundial para la elaboración del mejor algoritmo para la predicción de pobreza en 

una base de datos de tres países (DrivenData, 2018). Otras investigaciones 

similares al respecto en materia de pobreza son comparativas entre diversos 

modelos de ML para analizar el impacto del COVID-19 sobre la pobreza (Kumar 

Satapathy et al., 2023); para estudiar la pobreza combinando diferentes fuentes 

de datos (Zixi, 2021) o para evaluar el nivel de pobreza en Costa Rica (Min et al., 

2022). 

Todas estas investigaciones parten directamente del ámbito del 

Aprendizaje Automático y simplemente emplean datos relacionados con la 

pobreza sin tener en cuenta la investigación ya realizada sobre la pobreza hecha 

con métodos estadísticos econométricos. El debate entre Econometría y 

Aprendizaje Automático sí está bien extendido y documentado, especialmente 

en el análisis de predicción crediticia (véase Lessman et al., 2015; Gunnarsson 

et al., 2021). Otros trabajos de referencia en la transición entre Econometría y 

Aprendizaje Automático en la economía han sido: Jarmulska (2020), Charpentier 

et al. (2018), Athey & Imbens (2019) y Varian (2014). 

1.4. Objetivos 

Este trabajo de fin de grado tiene como propósito principal comparar las 

técnicas clásicas de Econometría y las más recientes de Aprendizaje Automático 

para predecir si una persona es pobre o no. En concreto, los modelos logit y 

probit de la Econometría; y el árbol de clasificación y la red neuronal de una sola 

capa del ML. Los resultados muestran que no hay una clara superioridad de una 

técnica sobre otra. 

Para lograr este objetivo, en la Sección 2 se clarificará el concepto de 

pobreza utilizado y se analizarán las variables que en la literatura han estado 

asociadas con la pobreza. La Sección 3 busca explicar algunas de las diferencias 

primordiales entre el campo de la Econometría y el Aprendizaje Automático, para 

acto seguido describir las técnicas cuya efectividad se va a estudiar en la 

predicción de datos. En la siguiente Sección, se describe la muestra de datos 
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empleada para el estudio, procedente de la Encuesta de Condiciones de Vida 

del año 2022, además de los factores finalmente escogidos para predecir la 

pobreza. La Sección 5 muestra los resultados obtenidos al predecir la pobreza 

con los diferentes modelos y la última Sección muestra las conclusiones más 

relevantes. 

  



10 

 

2. LA POBREZA Y SUS DETERMINANTES 

2.1. ¿Qué es la pobreza? 

La pobreza ha sido siempre una manifestación de desigualdad e injusticia 

entre la población cuya mera existencia es uno de los mayores problemas que 

la humanidad arrastra para desarrollar todo su potencial. Representa un 

fenómeno complejo para el cual no existe consenso ni en su definición ni en las 

dimensiones que realmente abarca.  

Una de las definiciones más aceptadas para la pobreza es la del Banco 

Mundial (Haughton & Khandker, 2009), que afirma que la pobreza consiste en la 

privación pronunciada de bienestar de las personas. Dependiendo de la forma 

en la que se aproxime el bienestar, se distinguen dos enfoques para analizar la 

pobreza. 

 El enfoque unidimensional se basa en aproximar el bienestar mediante 

una sola variable, denominada genéricamente renta, que refleje la posición 

económica de los individuos (Foster et al., 1984). Variables como los ingresos, 

los gastos o la riqueza generalmente se han asociado con el término renta. Por 

otro lado, el enfoque multidimensional de la pobreza considera el bienestar como 

un fenómeno que depende no sólo de la renta, sino de otras dimensiones como 

la salud, la educación, o el acceso a diferentes servicios públicos. Si bien el 

análisis unidimensional de la pobreza a menudo pasa por alto la heterogeneidad 

de las experiencias y necesidades de los individuos (Bourguignon, 2003); su 

sencillez, versatilidad y uso extendido tal y como resalta Ravallion (2011) hacen 

que en este trabajo el enfoque a seguir sea el unidimensional.  

Dentro del enfoque unidimensional, una de las cuestiones metodológicas 

más discutidas es la fijación de una renta, denominada línea o umbral de 

pobreza, por debajo de la cual se considera que una persona es pobre. Se 

pueden diferenciar dos tipos de umbral. Por un lado, la línea de pobreza absoluta 

separa pobres y “no pobres” a partir de un nivel crítico de renta por debajo del 

cual las necesidades básicas del individuo no se encuentran cubiertas y existe 

una carencia de bienes y servicios elementales (Addison & Hulme, 2005). Una 

de las características de las líneas de pobreza absoluta es que sus resultados 

son sensibles al desarrollo económico, es decir, un aumento de la renta en la 

población supone una reducción en el porcentaje de pobres, incluso si la 

distribución de ingresos se hace de forma totalmente homogénea (Hulme, 2010). 

 

 

Otro tipo de umbral utilizado es la línea de pobreza relativa, que se fija en 

función de la distribución de la renta y, a diferencia de los umbrales absolutos, 
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sitúa a los individuos en relación con la sociedad que les rodea. Así, una persona 

se considera en situación de pobreza relativa cuando sus ingresos o recursos se 

encuentran significativamente por debajo de los estándares o niveles medios de 

vida de la sociedad en la que se encuentra (Hulme, 2010). En la pobreza relativa 

a medida que aumenta la renta mediana de un país, el umbral de pobreza tiende 

a aumentar también, ya que "los recursos mínimos necesarios para participar 

plenamente en la sociedad probablemente aumenten con el tiempo" (Haughton 

& Khandker, 2009).  

Una de las líneas de pobreza absoluta más usadas es la establecida en 

1$ diario de ingresos medido a precios de 1985 y ajustado al poder de compra 

local (Ravallion et al., 1991), línea hoy en día actualizada a 2,15$ diarios según 

el poder de compra de 2017 (Castaneda Aguilar et al., 2022). Las líneas de 

pobreza relativa en cambio se suelen establecer como un porcentaje de la media 

o la mediana de los ingresos o gastos (Foster et al., 1984). Ejemplos destacados 

de umbral relativo son el de la OCDE, establecido en el 50% de la mediana de 

los ingresos de la población de un país (OECD, 2008), o el utilizado en la Unión 

Europea, en el 60% de la mediana nacional de renta disponible por unidad de 

consumo equivalente (Eurostat, 2021).  

Este último es el umbral que va a ser usado en este trabajo para clasificar 

a los pobres de los no pobres. La UE emplea esta línea de pobreza para construir 

el indicador de la tasa de riesgo de pobreza relativa (o “At-risk-of-poverty rate”), 

que mide la proporción de personas de un país que se encuentran por debajo de 

dicha línea de pobreza (Eurostat, 2021). 

 

2.2. Los determinantes de la pobreza 

En la predicción de la pobreza, las técnicas de clasificación tanto 

econométricas como de Aprendizaje Automático permiten analizar la asociación 

que existe entre diferentes factores y el hecho de si una persona es pobre o no 

(Haughton & Khandker, 2009). De acuerdo con la literatura en pobreza, se 

pueden distinguir tres conjuntos de factores que se vinculan con la pobreza: 

- Características regionales: la región donde habita una persona afecta 

a sus posibilidades en la vida y en algunos casos, las diferentes 

condiciones de vida entre localizaciones geográficas pueden explicar 

la pobreza de algunos individuos. 

- Características del hogar: aparte del emplazamiento geográfico, 

variables como la cantidad de habitantes por habitación, o la 

distribución de ingresos entre los miembros del hogar son síntomas de 

una peor calidad de vida. 
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- Características personales: existen múltiples variables propias al 

individuo que pueden ser usadas para predecir si es o no pobre. 

Variables como su salud, su edad, su sexo o sus estudios terminados 

son algunas de ellas. 

Es importante señalar que a menudo la elección de los determinantes a 

usar en la predicción de la pobreza queda limitada por los datos disponible, ya 

sea por su calidad o por la dificultad de ser obtenidos. En la Sección 4, se señalan 

los determinantes finalmente escogidos en el trabajo en función de su 

disponibilidad en la Encuesta de Condiciones de Vida, base de datos utilizada. 

Del mismo modo, es importante reiterar que el objetivo de este trabajo es 

predecir si una persona es pobre o no en función de una serie de variables. Por 

lo tanto, no se trata de realizar un análisis causal que precisaría de una 

especificación diferente de los modelos econométricos y de Aprendizaje 

Automático. 
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3. METODOLOGÍA 

Las técnicas disponibles actualmente en la predicción comprenden tanto 

las del campo de la Econometría como las del Aprendizaje Automático (o 

Machine Learning, ML). Se trata de dos perspectivas diferentes desarrolladas en 

paralelo que comparten el mismo objetivo, que es la creación de modelos 

predictivos para una variable de interés a partir una serie de variables 

explicativas (Charpentier et al., 2018), pero con diferentes preocupaciones. 

La Econometría trata de cuantificar las relaciones que se dan entre 

variables económicas y financieras con tres objetivos: 1) estimar dichas 

relaciones, 2) predecir el valor de una variable a partir de los valores de otras y 

3) analizar las relaciones de causalidad entre las variables (Wooldridge, 2010). 

Dada una muestra aleatoria de la población de interés, los modelos 

econométricos que se plantean para alcanzar estos objetivos parten de una 

hipótesis sobre la distribución conjunta de un conjunto de variables y se buscan 

estimadores de los parámetros con buenas propiedades en términos de sesgo y 

varianza (Athey & Imbens, 2019). Un ejemplo sencillo de modelo econométrico 

puede ser la descripción de la esperanza de una variable dependiente 𝑌𝑖 

condicionada a un conjunto de 𝑘 variables regresoras 𝑋1𝑖 , 𝑋2𝑖, … , 𝑋𝑘𝑖. Se asume 

que: 

𝑌𝑖 𝑋1𝑖, 𝑋2𝑖, … , 𝑋𝑘𝑖⁄ ~𝑁(𝑋𝑖
′𝛽, 𝜎2) , 𝑖 = 1, … , 𝑁 

Siendo 𝑋𝑖
′ = (1, 𝑋1𝑖, 𝑋2𝑖, … , 𝑋𝑘𝑖) el vector de la observación i de las 

variables independientes; 𝛽′ =  𝛽0, 𝛽2, … , 𝛽𝑘  los coeficientes del modelo 

econométrico y 𝑁  el conjunto de observaciones. Un criterio para estimar los 

coeficientes es el método de mínimos cuadrados ordinarios (MCO). 

min
𝛽

∑(𝑌𝑖 − 𝑋𝑖
′𝛽)2

𝑁

𝑖=1

 

El Aprendizaje Automático, en cambio, profundiza en la construcción de 

modelos no necesariamente paramétricos construidos casi exclusivamente a 

partir de datos (sin hipótesis de distribución), centrados en la predicción de unas 

variables dadas a partir de otras (Charpentier et al., 2018). Los algoritmos de 

Aprendizaje Supervisado, es decir, aquellos dentro del Machine Learning en los 

que dentro del conjunto de variables hay una variable dependiente y otras son 

independientes (Abu-Mostafa et al., 2012), son especialmente eficaces para 

predecir y capturar relaciones no lineales en los datos (Flachaire et al., 2022). En 

los últimos años los modelos de Aprendizaje Supervisado están dando lugar 

mejores resultados que los modelos econométricos tradicionales y, sobre todo, 

una mayor eficiencia al manejar volúmenes de datos enormes con gran número 

de variables independientes (Varian, 2014).  
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Un ejemplo sencillo de modelo de Aprendizaje Supervisado es la 

predicción del valor 𝑌𝑁+1 de un individuo los valores regresores 𝑋𝑁+1 mediante 

un predictor lineal, de modo que tenemos: 

�̂�𝑁+1 = 𝑋𝑁+1
′ �̂� 

Siendo 𝑋𝑁+1
′ = (1, 𝑋1𝑁+1, 𝑋2𝑁+1, … , 𝑋𝑘𝑁+1) el vector de variables 

regresoras del individuo 𝑁 + 1, y �̂�′ =  �̂�0, �̂�2, … , �̂�𝑘 los coeficientes del estimador 

de ML. La estimación de los mejores coeficientes para cada modelo de 

Aprendizaje Automático se denomina entrenamiento, y se realiza de acuerdo con 

una determinada función de pérdidas, como puede ser la minimización del error 

cuadrático medio. 

min
�̂�′

 (𝑌𝑁+1 −  �̂�𝑁+1)2     

Tanto en Econometría como en Aprendizaje Supervisado, cuando la 

variable dependiente es cuantitativa se habla de problema de regresión, mientras 

que cuando es discreta se habla de clasificación (Charpentier et al., 2018). En 

este trabajo, la variable dependiente es si una persona es pobre o no, variable 

claramente discreta con dos valores posibles, por lo que las técnicas de 

predicción de Econometría y ML a comparar en este estudio van a consistir en 

modelos econométricos de clasificación binaria. En concreto, los modelos a 

comparar van a ser el logit, el probit, el árbol de clasificación y las redes 

neuronales. 

3.1. Modelos logit y probit 

En la Econometría, los modelos de clasificación más utilizados son el 

modelo logístico o logit y el modelo probit, los cuales constituyen la forma 

estándar de analizar los factores que determinan la pobreza (Haughton & 

Khandker, 2009). 

El precursor de los modelos logit y probit es el Modelo de Probabilidad 

Lineal (MPL), en el que la variable dependiente 𝑌𝑖 solo puede tomar los valores 

cero y uno (Wooldridge, 2010). El MLP viene dado por la siguiente ecuación: 

𝑌𝑖 =  𝑋𝑖
′𝛽 + 𝑒𝑖     𝑖 = 1 … 𝑛 

donde 𝑌𝑖  toma el valor 1 o 0, 𝑋𝑖
′  es la observación iésima del conjunto de 

regresores y 𝛽 es el vector de coeficientes. Asumiendo que la esperanza del 

error condicionado es nula, 𝐸(𝑒𝑖|𝑋𝑖
′) = 0, se demuestra que la probabilidad de 

que la variable dependiente sea igual a uno es: 

𝐸(𝑌𝑖|𝑋𝑖
′) = 𝑃(𝑌𝑖 = 1|𝑋𝑖

′) = 𝑝𝑖 =  𝑋𝑖
′𝛽 
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La estimación de los coeficientes 𝛽 puede realizarse por MCO, sin embargo, este 

modelo presenta una serie de problemas (Parra, 2019). 

- La perturbación aleatoria 𝑒𝑖  no sigue una distribución normal sino una 

Bernoulli. Este problema se atenúa en tamaños de muestras grandes. 

- La perturbación aleatoria 𝑒𝑖 es heterocedástica al no tener una varianza 

constante. También es posible solucionarlo estimando por mínimos 

cuadrados ponderados. 

- Las predicciones de la probabilidad pueden dar valores fuera del intervalo 

[0,1]. 

Los modelos logit y probit aparecen como solución a este último problema, 

haciendo uso de funciones de distribución 𝐹(𝑧)  para acotar los posibles 

resultados del MPL entre 0 y 1. 

𝑌𝑖 =  𝐹(𝑋𝑖
′𝛽) + 𝑒𝑖     𝑖 = 1 … 𝑛 

En el modelo logit la función de distribución 𝐹(𝑧)  es una distribución 

logística de parámetros α=0 y β=1 con esperanza 0 y desviación típica 
𝜋

√3
=1,814. 

Así, en el modelo logit, 

𝐸(𝑌𝑖|𝑋𝑖
′) = 𝑃(𝑌𝑖 = 1|𝑋𝑖) = 𝑝𝑖 =

𝑒𝑧

1 + 𝑒𝑧
=  

1

1 + 𝑒−𝑧
 

donde    𝑧 =  𝑋𝑖
′𝛽 . En el modelo probit, 𝐹(𝑧)  es una función de distribución 

𝜙 ~ 𝑁(0,1) lo que conduce a 

𝐸(𝑌𝑖|𝑋𝑖
′) = 𝑃(𝑌𝑖 = 1|𝑋𝑖) = 𝑝𝑖 =  𝜙(𝑧) = ∫

1

√2𝜋
𝑒−

𝑠2

2 𝑑𝑠
𝑧

𝑠=−∞

     

donde   𝑧 =  𝑋𝑖
′𝛽. 

Las funciones de distribución normal y logística son muy similares, pero la 

distribución normal se acerca ligeramente más rápido a los ejes que la logística 

tal y como se puede apreciar en la Ilustración 3.1. 

La aplicación de los modelos logit y probit da lugar a la estimación de la 

probabilidad de que los individuos tengan el valor 1 en vez de 0. Así, si la 

probabilidad estimada de que un individuo pertenezca al grupo 1 supera un 

determinado valor se clasificaría en el grupo 1 y en el resto de los casos se 

clasificaría en el grupo 0. En los modelos que cuentan con el mismo número de 

observaciones para el grupo 0 y el grupo 1 (muestras de datos equilibradas) y 

en los que la penalización por equivocación es idéntica para ambas clases se 

suele usar un umbral de 0.5 de probabilidad. 
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ILUSTRACIÓN 3.1. DIFERENCIAS ENTRE LA DISTRIBUCIÓN NORMAL Y LA DISTRIBUCIÓN 

LOGÍSTICA. FUENTE (KUMAR, 2023) 

No obstante, cuando el coste de una clasificación errónea es diferente 

entre los grupos 1 y 0, es posible cambiar dicho umbral para que solamente se 

clasifiquen en el grupo 1 los individuos que presentan una mayor o menor 

probabilidad de serlo. En nuestro contexto, las clasificaciones de pobre o no 

pobre son igual de relevantes, por lo que en principio mantendremos el umbral 

en la probabilidad del 50%. 

Debido a la no linealidad de este modelo, la estimación de sus parámetros 

no puede hacerse mediante MCO y se suele estimar por Máxima Verosimilitud 

(Wooldridge, 2010). Esta estimación da lugar al cálculo de estimadores eficientes 

(con la menor varianza) y consistentes (Stock & Watson, 2012). 

Los modelos probit y logit con frecuencia llegan a resultados similares, 

siendo el modelo logit más usado en general debido a su simplicidad y 

ligeramente mayor robustez ante valores atípicos. No obstante, debido a que los 

economistas tienden a favorecer el supuesto de normalidad para la distribución 

de los errores 𝑒𝑖, en Econometría el modelo probit es más popular que el logit 

(Wooldridge, 2010). 

Comentar por último que el modelo logit es también uno de los más 

populares dentro del Aprendizaje Automático, donde es conocido como el 

modelo de regresión logística (Abu-Mostafa et al., 2012). El entrenamiento de los 

modelos de regresión logística en el ML se realiza mediante técnicas de 

optimización numérica que permiten el uso de diferentes algoritmos de 

optimización (solvers) y fuerzas de penalización (hiperparámetro C) (scikit-learn, 

2023). 

Los hiperparámetros como la C mencionada, son atributos de 

configuración de los modelos de Aprendizaje Automático empleados en el 
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proceso de entrenamiento, cuyo valor no se obtiene de los datos. La elección de 

los mejores valores para los hiperparámetros se hace de forma previa al 

entrenamiento del modelo, luego es necesario calcular diferentes 

entrenamientos para cada posible valor de los hiperparámetros y comparar qué 

valores dan los mejores resultados (Raschka & Mirjalili, 2019). 

3.2. Árboles de clasificación 

Los árboles de decisión son modelos de predicción no paramétricos en 

forma de diagramas de múltiples bifurcaciones anidadas en forma de árbol. Cada 

nodo del árbol representa una decisión basada en una característica del conjunto 

de datos y las ramas los posibles resultados de esta decisión. Los árboles de 

decisión se conocen como árboles de clasificación si al final de cada rama se 

obtiene el grupo al que pertenece cada individuo, o árboles de regresión si se 

obtiene un valor escalar que aproxima el valor de la variable dependiente (Parra, 

2019).  

Los algoritmos de creación de árboles de decisión o de “segmentación 

recursiva” son principalmente el CHAID (Chi-Square Automatic Interaction 

Detector), el QUEST (Quick Unbiased Effiient Statistical Tree) y el CART 

(Classification and Regression Trees), siendo este último el que se va a emplear 

en este trabajo debido a su mayor sencillez y facilidad de implementación. El 

algoritmo CART, diseñado por Breiman y Friedman (1984), permite la generación 

de árboles de clasificación binarios, de modo que cada nodo se divide en 

exactamente dos ramas. 

Los árboles de clasificación con el algoritmo CART se componen de 

nodos, ramas y hojas. Los nodos, comenzando desde el nodo raíz, consisten en 

diferentes condiciones de respuesta binaria (yes-no, if-else, true-false) sobre las 

variables independientes para determinar la siguiente rama a seguir. Cada rama 

da lugar a nuevos nodos y al final del árbol de clasificación, las últimas ramas 

seguidas dan lugar a las hojas, que representan las posibles clasificaciones para 

el individuo estudiado. 

 Para la creación de cada nodo de los árboles de clasificación, se estudian 

posibles subdivisiones de la muestra a partir de diferentes combinaciones de 

variables y umbrales, para elegir aquella que produzca las mejores subdivisiones 

según una función de impureza. La cantidad de opciones que se pueden 

comparar en la elección de cada nodo es tan elevada que por lo general se toman 

para comparar un conjunto de posibles variables y umbrales de forma aleatoria, 

luego es raro que dos predicciones consecutivas generen el mismo árbol de 

clasificación. 

Las funciones de impureza en los árboles de clasificación sirven para 

medir la calidad de las subdivisiones de la muestra en cada nodo y la 
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homogeneidad de los conjuntos de datos generados. La impureza hace 

referencia a la probabilidad de que un individuo sea clasificado de forma 

incorrecta tras pasar por un nodo, por lo que interesa que las subdivisiones 

generadas den lugar a valores pequeños de la función de impureza. Las 

funciones de impureza más comunes para árboles de clasificación son la 

impureza de Gini, la entropía y el índice de ganancia de información. Las tres 

dan generalmente resultados similares, pero en el algoritmo CART se suele usar 

la impureza de Gini (Jarmulska, 2020). La impureza de Gini para un nodo 𝑤 

viene dada por 

𝐺𝑖𝑛𝑖(𝑤) = ∑ 𝑝𝑤𝑘(1 − 𝑝𝑤𝑘)

𝐾

𝑘=1

=  1 − ∑(𝑝𝑤𝑘)2

𝐾

𝑘=1

 

donde 𝑝𝑤𝑘 se corresponde con la proporción de individuos pertenecientes 

a una clase 𝑘 en el nodo 𝑤 (en nuestro caso 𝑘 sería pobre o no pobre), para 𝐾 

clases (dos en nuestro caso). Un valor del índice más próximo a cero indica una 

mayor homogeneidad en las dos ramas del árbol generadas y, por lo tanto, una 

mejor clasificación en el nodo. 

 

ILUSTRACIÓN 3.2. ÁRBOL DE CLASIFICACIÓN CART 

 En la Ilustración 3.2¡Error! No se encuentra el origen de la referencia. 

se muestra un ejemplo de árbol de clasificación CART creado para este trabajo 

en el que se determina si un individuo es pobre o no en función de su edad, sus 

miembros familiares y su nivel educativo. En la primera etapa del árbol, se 

comparan diferentes posibilidades y se obtiene que la variable edad con el 

umbral de 35 años es aquella que da una menor impureza de Gini, es decir, es 

la variable y umbral de entre los probados que mejor separa los individuos de la 

muestra en los dos grupos que recoge la variable dependiente (pobre y no 

pobre). En la siguiente etapa del árbol, se repite el proceso probando diferentes 

alternativas para obtener que, para los menores de 35 años, la mejor división se 

produce dependiendo de si el número de miembros familiares es menor o 
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mayor/igual que 5, y para los mayores/igual a 35 años la mejor clasificación de 

pobreza se estima según el nivel educativo. 

El tamaño del árbol de clasificación puede extenderse hasta el infinito 

dando lugar a un problema conocido como sobreajuste. Este es un fenómeno 

que se da cuando un modelo se ciñe demasiado a los datos con los que se ha 

entrenado y no es capaz de generalizar correctamente con nuevos datos (Varian, 

2014).  Para la detención del proceso se definen diferentes hiperparámetros 

como un tamaño máximo de etapas del árbol, o un número mínimo de individuos 

por rama. 

Los árboles de clasificación CART son especialmente eficaces en 

problemas con fuertes relaciones no lineares e interacciones entre variables, 

además de tener una gran interpretabilidad, pudiendo fácilmente ver y entender 

las decisiones tomadas por el modelo. No obstante, sus principales desventajas 

son que tienden a un rápido sobreajuste del modelo a los datos de entrenamiento 

y que las predicciones no siempre son demasiado precisas. Para solventar estos 

problemas, surgen los métodos de combinación de modelos, siendo los más 

conocidos el boosting y el bagging, dentro del cual se encuentran los Random 

Forest (Parra, 2019). En este trabajo no se van a abordar estos métodos, pero 

es interesante reseñar que numerosos trabajos en Economía recientes 

encuentran los mejores resultados para una predicción de propósito general en 

variantes de boosting y bagging (Gunnarsson et al., 2021; Min et al., 2022). 

3.3. Redes neuronales 

Las redes neuronales son un modelo de predicción semiparamétrico 

basado en un sistema de nodos o “neuronas” interconectadas entre sí con el 

objetivo de aprender y reconocer patrones en los datos mediante ensayos 

repetidos para organizarse mejor a sí mismas y mejorar las predicciones. 

Existen actualmente más de 40 paradigmas de redes neuronales 

artificiales, pero el modelo más utilizado es el Modelo Perceptrón Multicapa 

(MLP). El MLP abarca el 70% de las aplicaciones prácticas de redes neuronales 

debido a su demostrada validez como aproximación universal de funciones 

(Parra, 2019). No obstante, para poder entender cómo opera el MLP, es 

necesario ver en primer lugar el funcionamiento de la red neuronal más simple 

que existe: el perceptrón de una sola capa. 
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ILUSTRACIÓN 3.3. PERCEPTRÓN DE UNA SOLA CAPA (VILLANUEVA GARCÍA, 2020) 

El perceptrón es un modelo de regresión o clasificación de dos etapas 

donde a partir de una serie de señales de entrada se obtiene una señal de salida 

(Hastie et al., 2009). Tal y como se muestra en la Ilustración 3.3, las señales de 

entrada o inputs ( 𝑥1, … 𝑥𝑚) son en primer lugar agregadas en una suma 

ponderada mediante una serie de pesos sinápticos ajustables para cada input 

(𝑤1, … 𝑤𝑚). A la combinación lineal de las señales y sus pesos sinápticos se le 

aplica una operación matemática o función de activación 𝜙(. ), para dar lugar a 

una señal de salida (Caparrini, 2022).  

Existen un gran número de diferentes funciones de activación que se 

pueden utilizar dependiendo del tipo de salida que se desee. No obstante, las 

cuatro funciones más típicas son las mostradas en la ¡Error! No se encuentra 

el origen de la referencia.. 

Función 
escalón 
(threshold) 

Devuelve un 0 si la combinación lineal es 
negativa, y 1 si es positiva o igual a cero 

𝜙(𝑥) = {
0 𝑠𝑖 𝑥 < 0
1 𝑠𝑖 𝑥 ≥ 0

 

Función 
sigmoide 

Idéntica a la utilizada en los modelos logit 
o de regresión logística. Acota los valores 
entre 1 y 0 

𝜙(𝑥) =  
1

1 + 𝑒−𝑥
 

Función 
rectificadora 
(ReLU) 

Devuelve el valor de la combinación lineal 
si esta es mayor o igual a 0, y devuelve 0 
si esta tiene un valor negativo  

𝜙(𝑥) = max (𝑥, 0) 

Función 
tangente 
hiperbólica 

Similar a la sigmoide, pero para acotar los 
valores entre 1 y -1 𝜙(𝑥) =  

1 − 𝑒−2𝑥

1 + 𝑒−2𝑥
 

TABLA 3.1. FUNCIONES DE ACTIVACIÓN MÁS EMPLEADAS. FUENTE: (VILLANUEVA GARCÍA, 2020) 

El MLP o perceptrón multicapa corresponde al encadenamiento de la 

salida de sucesivos nodos o positrones en diferentes capas, habiendo como 

mínimo 3: la capa de entrada con las variables de entrada de la muestra, la capa 

de salida con el resultado final y una o varias capas intermedias u ocultas, tal y 

como se muestra en la Ilustración 3.4. 
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ILUSTRACIÓN 3.4. RED NEURONAL MLP DE UNA SOLA CAPA OCULTA (SWARNIMRAI, 2021) 

Una de las principales cualidades de las redes neuronales es su capacidad 

de aprender y corregirse a sí mismas para minimizar el error de sus 

clasificaciones (Hinton et al., 1986). El método más usado para minimizar el error 

es el descenso de gradiente, también llamado retropropagación en el contexto 

de redes neuronales. En este método, se parte de una configuración de pesos 

aleatorios para todos los nodos del MLP y se calcula el error obtenido en la salida 

para una observación (error 1 o 0 en nuestro caso de clasificación binaria). El 

error se propaga hacia atrás en el MLP ajustando los pesos sinápticos de los 

diferentes nodos y con estos pesos actualizados se repite el proceso para la 

siguiente observación hasta entrenar con todas (Goodfellow et al., 2016). 

Cuando las redes neuronales poseen más de una capa oculta se habla de 

Deep Learning. La complejidad de estos modelos aumenta exponencialmente a 

medida que el número de capas intermedias aumenta. Si bien un número 

superior de capas intermedias puede ofrecer mejores resultados, el 

entrenamiento de estos modelos requiere de tiempo y recursos computacionales 

muy elevados, los cuales sobrepasan el enfoque de este trabajo, por lo que nos 

limitaremos a la red neuronal MLP de una sola capa, comparando la efectividad 

de los hiperparámetros relativos al tamaño (número de nodos) de la capa oculta 

y a la fuerza del término de regularización L2 (scikit-learn, 2023).  
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4. DATOS Y DESCRIPCIÓN DE LAS VARIABLES EMPLEADAS 

Los datos utilizados en este trabajo provienen de la Encuesta de 

Condiciones de Vida (ECV) del INE del año 2022 con base al año 2013. La 

muestra contiene observaciones acerca de un total de 24313 hogares y de 50147 

personas. La ECV, de carácter anual, supone la principal fuente de referencia en 

España para estudiar la distribución de ingresos y la exclusión social (Instituto 

Nacional de Estadística, 2023). Esta encuesta es la adaptación española de la 

encuesta EU-SILC (European Union Statistics on Income and Living Conditions), 

de obligado cumplimiento para los países de la Unión Europea para asegurar la 

comparabilidad de datos entre los estados miembros y evaluar los objetivos de 

la política social europea relacionados con la pobreza. La ECV establece una 

metodología común y con criterios armonizados para todos los países europeos, 

actualizados por última vez en 2019 (Eurostat, 2023). 

La ECV por ordenanza de la EU-SILC comprende una serie de variables 

recogidas anualmente englobadas en temas centrales como la renta, la actividad 

económica, la demografía o la educación, además de algunas recogidas cada 

cierto periodo en módulos (Eurostat, 2023). Por ejemplo, en 2022, se incluyeron 

el módulo trianual relativo a la salud y el módulo sexenal de la calidad de vida 

(Eurostat, 2023). 

Los datos de la ECV están organizados en cuatro ficheros: el fichero D, 

con información básica del hogar; el H, con datos detallados del hogar; el R, con 

datos básicos de las personas y el P, con datos detallados de los adultos. De 

entre estos ficheros, el R no va a ser usado debido a que sus variables no 

resultan de interés para el estudio. 

Los ficheros D y H hacen referencia a los mismos hogares representados 

mediante una variable de identificación transversal del hogar (‘DB030’ y ‘HB030’ 

respectivamente). De igual manera, el fichero H incluye una variable que muestra 

el identificador transversal de la primera persona responsable de la vivienda 

(‘HB080’), identificador que se corresponde con el identificador de cada individuo 

de la variable (‘PB030’) en el fichero P. 

El estudio de la pobreza en los hogares va a ser realizado según las 

características tanto de los hogares como del principal adulto proveedor de la 

vivienda. Por ello, las variables de identificación son de especial importancia en 

la preparación de los datos y van a servir para fusionar los datos relativos al 

mismo hogar y su adulto responsable en un mismo fichero.  

Para determinar si un hogar se encuentra en estado de pobreza o no, se 

calcula su renta disponible por unidad de consumo mediante el cociente entre la 

renta disponible total del hogar (variable ‘HY020’) y el número de unidades de 



23 

 

consumo del hogar medidas en la escala OCDE modificada (‘HX240’)1, ambas 

variables presentes en el fichero H. Los hogares clasificados como pobres (con 

valor 1 en una nueva variable “Pobre”) son aquellos cuya renta disponible por 

unidad de consumo se encuentra por debajo de un umbral de pobreza 

establecido en el 60% de la mediana de dicha renta. Todos aquellos hogares con 

una renta por encima del umbral son clasificados como “no pobres” y poseen el 

valor 0 en la variable “Pobre”. 

De acuerdo con los determinantes vistos en la Sección 2.2 y teniendo en 

cuenta los datos disponibles en la ECV, el resto de los factores a usar en los 

modelos de predicción son: 

- Familia_Numerosa: Variable ficticia que toma el valor 1 si en el hogar 

conviven más de 4 personas, y 0 en el resto de los casos. Calculada 

mediante la variable ‘HB120’ del fichero H referente al número de 

habitantes del hogar. 

- Viv_PagadaOCedida: Variable ficticia que vale 1 si el hogar está en 

propiedad completamente pagada o en cesión gratuita, y 0 si está en 

régimen de alquiler o supone gastos de hipoteca. Se calcula mediante la 

variable ‘HH021’ del fichero H.  

- Hacinamiento: Ratio entre el número de habitantes del hogar (variable 

‘HB120’) y las habitaciones disponibles (‘HH030’). 

- Ninos_Dep: Variable ficticia que resume las diferentes opciones de la 

variable ‘HX060’ distinguiendo si el hogar tiene niños dependientes 

económicamente (1) o no (0). 

- Region_Andalucía-Region_Valencia: Conjunto de 18 variables ficticias 

correspondientes a las 17 Comunidades Autónomas y a las ciudades 

autónomas de Ceuta y Melilla de forma conjunta. Las variables son 

generadas a partir de la variable ‘DB040’ que indican si el hogar se 

encuentra en una determinada comunidad autónoma (1) o no (0). En el 

caso de los modelos econométricos, se suprime la variable 

“Region_Andalucia” quedando como categoría base. 

- Urbanizacion: Variable ficticia con información de la variable ‘DB100’ 

sobre el grado de urbanización de la zona donde se encuentra la vivienda. 

 

1 El concepto de unidades de consumo de un hogar sirve para tener en cuenta las 
economías de escala que se producen según el número y las edades de las personas que 
comparten los gastos del hogar. Existen múltiples posibles escalas de equivalencia para el 
cálculo del valor de cada unidad de consumo, pero la empleada por la UE es la de la OCDE 
modificada. Su funcionamiento de acuerdo con el INE (Instituto Nacional de Estadística, 2016b) 
es el siguiente: 

𝑁º 𝑑𝑒 𝑢. 𝑐. = 1 + 0,5 ∗ (𝐴 − 1) + 0,3 ∗ 𝑀 
El número de unidades de consumo de un hogar se corresponde con la suma ponderada 

de los diferentes miembros del hogar valiendo 1 el sustentador principal o primer adulto del hogar, 
0,5 el resto de mayores de 13 años del hogar (A) y 0,3 los menores de 13 años (M). 
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Distingue con 1 a las zonas urbanas y con 0 a aquellas mediana o 

escasamente pobladas.  

- Edad: Variable numérica calculada sustrayendo el año de nacimiento del 

principal adulto del hogar (obtenible en variable ‘PB140’) de la fecha en 

que se realizó la ECV. 

- Sexo: Variable ficticia de valor 0 si el adulto responsable del hogar es 

varón y 1 si es mujer. A partir de la variable ‘PB150’. 

- Estado_Civil_Casado, Estado_Civil_Soltero, Estado_Civil_Viudo y 

Estado_Civil_Divorciado/Separado: Variables ficticias sobre el estado 

civil del principal adulto del hogar calculadas a partir de la variable 

‘PB190’. En los modelos econométricos la categoría base es 

‘Estado_Civil_Casado’. 

- En_Formación: Variable ficticia con valor 1 si el adulto responsable del 

hogar se encuentra activamente en estado de formación y 0 si no lo está. 

Este estado de formación es independiente de si el adulto está trabajando 

o no y se obtiene de la variable ‘PE010’. 

- Niv_Estudios_Bajo, Niv_Estudios_Medio y Niv_Estudios_Alto: 

Variables ficticias con el nivel de estudios del principal adulto del hogar. 

El nivel bajo corresponde a las personas con una formación inferior a la 

educación secundaria completa, el nivel alto a aquellas con formación 

superior, y el nivel medio al resto. Las clasificaciones se realizan a partir 

de los niveles ISCED incluidos en la variable ‘PE041’, y la categoría base 

es Niv_Estudios_Alto. 

- Sit_Laboral_Ocupado, Sit_Laboral_Parado, Sit_Laboral_Jubilado y 

Sit_Laboral_Otros_inactivos: Variables ficticias que indican la situación 

laboral del adulto responsable del hogar partir de la variable ‘PL032’. La 

categoría base es Sit_Laboral_Jubilado. 

- Salud_Grave: Variable ficticia con valor 1 en caso de que el principal 

adulto responsable del hogar posea una enfermedad o problema de salud 

grave, y 0 en caso contrario. Se obtiene a partir de la variable ‘PH020’.  
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5. RESULTADOS 

En este trabajo, la preparación de los datos, el entrenamiento o estimación 

de modelos y la elaboración de predicciones se han hecho mediante el lenguaje 

de programación Python a través de documentos de tipo “Jupyter Notebook”. Los 

Jupyter Notebooks permiten mezclar campos de texto explicativo con bloques de 

código donde ejecutar las diferentes instrucciones de Python en tiempo real, de 

una forma visual y sencilla de entender. Las principales librerías usadas en el 

proyecto han sido statsmodels para la aplicación de modelos econométricos, y 

sklearn para los modelos de Aprendizaje Automático. En el Anexo, se adjuntan 

los dos Notebooks empleados para la preparación de datos y comparación de 

modelos. 

El preprocesado de los datos realizado previo al análisis ha incluido los 

siguientes pasos (Raschka & Mirjalili, 2019): 

1. Limpieza de datos. Consiste en la eliminación de las entradas donde 

falten valores para alguna de las variables o en la imputación de 

valores en ellas. Por suerte, la información eliminada ha sido mínima, 

ya que la ECV para las variables escogidas estaba suficientemente 

completo. Las entradas desechadas se corresponden únicamente con 

el 1.51% de la muestra total. 

2. Codificación de variables categóricas. La forma de convertir las 

variables con valor no numérico o con K categorías en variables 

binarias es una de las principales diferencias entre la librería 

statsmodels de los modelos logit y probit y la librería sklearn de los 

modelos de Aprendizaje Automático. Para statsmodels, es 

recomendable introducir entre los parámetros un término constante 

asociado a una variable que es igual a 1 en todas las observaciones. 

Con el propósito de evitar la trampa de las variables ficticias, se genera 

un número de variables ficticias igual al número de categorías que 

tengan menos 1 (K-1). Por lo tanto, una de las categorías de cada 

variable cualitativa no tiene asociada una variable ficticia y sirve como 

la categoría base o de referencia (Wooldridge, 2010). Los modelos de 

Aprendizaje Automático admiten tantas variables binarias como 

categorías haya. Este proceso de codificación se conoce como “one-

hot encoding” (Raschka & Mirjalili, 2019). 

3. Partición de la muestra en datos de entrenamiento y test. La 

proporción seguida es de 70% para entrenamiento y 30% para test o 

prueba. Si tras la limpieza de datos contamos con 23944 hogares, 
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16760 van a ser usados para el entrenamiento y 7184 para probar los 

modelos.2 

5.1. Análisis descriptivo de los datos 

Hecha la preparación de los datos, el siguiente paso fue hacer un análisis 

preliminar de los datos con los que trabajar. En la Tabla 5.1 se muestran una 

serie de estadísticos descriptivos para cada una de las variables usadas. 

 

Media 
aritmética 

Desviación 
estándar 

Coeficiente de 
variación 

(Desviación 
entre la media) 

Pobre 20.74% 0.4055 1.9549 

Familia_Numerosa 4.74% 0.2126 4.4809 

Viv_PagadaOCedida 57.13% 0.4949 0.8664 

Hacinamiento 
0.5385 

habitaciones por 
habitante 

0.3290 0.6109 

Ninos_Dep 35.47% 0.4784 1.3490 

Urbanización 53.35% 0.4989 0.9352 

Edad 58.08 años 14.7645 0.2542 

Sexo Femenino 42.74% 0.4947 1.1576 

En_Formacion 2.52% 0.1569 6.2112 

Salud_Grave 45.24% 0.4977 1.1002 

Region_Andalucia 10.58% 0.3076 2.9074 

Region_Aragon 4.04% 0.1969 4.8746 

Region_Asturias 3.28% 0.1781 5.4317 

Region_Baleares 2.81% 0.1652 5.8849 

Region_Canarias 3.22% 0.1764 5.4861 

Region_Cantabria 2.93% 0.1687 5.7541 

Region_CastillaLaMancha 4.29% 0.2027 4.7215 

Region_CastillaYLeon 6.06% 0.2387 3.9359 

Region_Catalunya 21.88% 0.4134 1.8896 

Region_CeutaYMelilla 1.52% 0.1225 8.0376 

Region_Extremadura 3.96% 0.1949 4.9280 

Region_Galicia 5.43% 0.2267 4.1719 

Region_Madrid 9.77% 0.2969 3.0493 

Region_Murcia 3.50% 0.1837 5.2543 

Region_Navarra 2.66% 0.1608 6.0539 

Region_Pais Vasco 4.38% 0.2046 4.6742 

Region_Rioja 2.58% 0.1586 6.1438 

Region_Valencia 7.12% 0.2572 3.6116 

 

2 Se ha realizado un análisis de sensibilidad utilizando el 80% de los datos disponibles 
como muestra de entrenamiento y el 20% como muestra de test. Los resultados alcanzados entre 
la proporción 70:30 y 80:20 son muy similares. 
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Estado_Civil_Casado 54.77% 0.4977 0.9087 

Estado_Civil_Divorciado 11.90% 0.3238 2.7212 

Estado_Civil_Soltero 20.67% 0.4049 1.9592 

Estado_Civil_Viudo 12.66% 0.3325 2.6268 

Niv_Estudios_Alto 34.89% 0.4766 1.3662 

Niv_Estudios_Medio 22.08% 0.4148 1.8783 

Niv_Estudios_Bajo 43.03% 0.4951 1.1507 

Sit_Laboral_Jubilado 28.04% 0.4492 1.6020 

Sit_Laboral_Ocupado 53.09% 0.4991 0.9401 

Sit_Laboral_Otros inact. 11.18% 0.3151 2.8192 

Sit_Laboral_Parado 7.70% 0.2666 3.4630 
TABLA 5.1. ESTADÍSTICOS DESCRIPTIVOS DE LAS VARIABLES USADAS 

Prestando atención a los valores medios de las variables, podemos ver 

como la mayoría de los adultos responsables de los hogares están casados, 

poseen empleo, tienen una edad media cercana a los 60 años y algo menos de 

la mitad de ellos poseen un nivel de estudios bajo y alguna enfermedad o 

problema de salud. La mayoría de los hogares de la muestra están en régimen 

de propiedad totalmente pagada, se ubican en las comunidades de Cataluña, 

Andalucía, Madrid y Valencia, y se encuentran en zonas urbanas. 

Observando los coeficientes de variación podemos apreciar como varias 

de las variables de la muestra tienen una disparidad significativa debido a lo 

desigualmente distribuidas que están, en especial las variables ficticias 

obtenidas de variables categóricas, y las variables En_Formacion, 

Familia_Numerosa y la variable objetivo. Y es que los hogares en condición de 

pobreza son alrededor del 20.74%, lo que indica que la muestra está bastante 

desbalanceada. 

Aparte de estos estadísticos descriptivos, con la librería de Python 

ydata_profiling se han analizados los datos para descubrir diversas correlaciones 

entre variables. Las más significativas son las altas correlaciones directas de la 

variable Ninos_Dep con las variables Hacinamiento y Edad y la de la variable 

Sit_Laboral también con Edad. 

5.2. Resultados de los modelos logit y probit. 

Tras hacer el análisis previo de los datos, podemos comenzar con las 

primeras comparaciones entre modelos. En primer lugar, se van a comparar en 

la Tabla 5.2 las tasas de acierto de los modelos logit y probit de la Econometría 

y del modelo de regresión logística del Aprendizaje Automático tanto en la 

muestra de entrenamiento como en la de prueba. Se distinguen dos tipos de 

tasas de acierto. Por un lado, las tasas globales que se corresponden con el 

porcentaje total de observaciones clasificadas de forma correcta. Por otro lado, 

las tasas de acierto de cada clase que se corresponden con el porcentaje de 

observaciones clasificadas correctamente dentro de cada grupo.  
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 Logit Probit Regresión logística 

Valores 
reales 

 

Datos 
Entrenamiento 

Datos de 
Prueba 

Datos de 
Entrenamiento 

Datos de 
Prueba 

Datos de 
Entrenamiento 

Datos de 
Prueba 

Tasa de 
acierto con 

pobres 

23.65% 21.95% 22.97% 21.26% 23.65% 21.95% 

Tasa de 
acierto con 
no pobres 

96.37% 96.39% 96.58% 96.55% 96.37% 96.39% 

Tasa global 
de acierto 

81.09% 81.43% 81.11% 81.42% 81.09% 81.43% 

TABLA 5.2. TASAS DE ACIERTO DE MODELOS LOGIT, PROBIT Y REGRESIÓN LOGÍSTICA 

De los resultados de la Tabla 5.2 cabe extraer una serie de conclusiones. 

La primera es verificar, tal y como se dijo en la Sección 3.1, que no existen 

apenas diferencias entre el desempeño de los modelos logit y probit. Otra 

conclusión es que los resultados de la regresión logística son exactamente los 

mismos que los del modelo Logit, comprobando que efectivamente ambos 

modelos son equivalentes, a pesar de ser calculados mediante librerías 

diferentes y con un distinto preprocesado de datos (en la en la Sección 5.3 se 

encuentran más detalles sobre el preprocesamiento de los datos de los modelos 

de ML). 

La tercera conclusión es que las tasas de acierto, tanto global como de 

cada grupo, con los datos de entrenamiento son semejantes a las conseguidas 

con los datos de test, luego los modelos generalizan adecuadamente, 

pareciendo que no se incurre en un problema de sobreajuste. 

Finalmente, la última conclusión que se puede extraer de la Tabla 5.2 es 

que, independientemente del modelo, la tasa de acierto de la pobreza es pésima, 

con un valor inferior al 25% de aciertos. En contraposición, la tasa de acierto de 

los hogares no pobres es excelente, rondando el 100%, lo que hace que la tasa 

global de acierto se quede en torno al 80%. Este resultado puede estar 

relacionado con que el número de hogares pobres es comparativamente muy 

inferior al número de hogares no pobres tal y como se pudo apreciar Subsección 

5.1. 

Con el fin de profundizar en este comportamiento asimétrico de los 

modelos en los hogares que son pobres y en los que no lo son, la Tabla 5.3 

presenta las tablas de confusión con los datos de test de los diferentes modelos. 

Estas tablas contienen el número de hogares correcta e incorrectamente 

clasificados a partir de las predicciones de cada uno de los modelos (entre 

paréntesis, aparecen los porcentajes). 

Se comprueba de nuevo que el número de hogares pobres que se predice 

es mucho menor que el de hogares no pobres. De hecho, los modelos tienden a 

predecir más hogares de los que se deberían como no pobres (alrededor de 93% 
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individuos de prueba son clasificados como no pobres, pese a que realmente 

son el 79.90%). Esto se debe a que al ser los no pobres la categoría mayoritaria 

predecir un hogar como no pobre tiene una mayor probabilidad de acierto.  

 

 Predicciones Logit Predicciones 
Probit 

Predicciones 
Regresión 
logística 

 

Valores 
reales 

 

No 
pobre 

Pobre No 
pobre 

Pobre No pobre Pobre Total 

No pobre 5533 
(77.02%) 

207 
(2.88%) 

5542 
(77.14%) 

198 
(2.76%) 

5533 
(77.02%) 

207 
(2.88%) 

5740 
(79.90%) 

Pobre 1127 
(15.69%) 

317 
(4.41%) 

1137 
(15.83%) 

307 
(4.27%) 

1127 
(15.69%) 

317 
(4.41%) 

1444 
(20.10%) 

Total 6660 
(92,71%) 

524 
(7.29%) 

6679 
(92.97%) 

505 
(7.03%) 

6660 
(92,71%) 

524 
(7.29%) 

7184 
(100%) 

TABLA 5.3. MATRIZ DE CONFUSIÓN DE MODELOS LOGIT, PROBIT Y REGRESIÓN LOGÍSTICA 

Aunque el objetivo de este trabajo es realizar predicciones, nos gustaría 

hacer un breve comentario sobre la importancia relativa de las variables 

independientes. Así, las variables más significativas de acuerdo con, con el p-

valor más pequeño, por debajo de 0.05, y que presentan un estadístico de 

significación individual más elevado (valor z) por orden de importancia han sido 

Niv_Estudios_Bajo, Sit_Laboral_Parado, Estado_Civil_Divorciado/Separado, 

Estado_Civil_Divorciado/Separado y Niv_Estudios_Medio. En contraposición, 

las variables más irrelevantes con un mayor p-valor, superior a 0.05, han sido: 

Viv_PagadaOCedida, Edad, En_Formacion y las regiones de Canarias, Castilla 

La Mancha, Ceuta y Melilla, Murcia y Valencia. 

En los modelos logit y probit, existen diversas acciones con las que 

intentar mejorar el resultado de las estimaciones hechas. En primer lugar, es 

posible probar con la inclusión de variables para recoger comportamientos no 

lineales, como puede ser la edad al cuadrado (Alkire & Fang, 2018). También, 

se puede modificar el umbral que especifica a partir de qué probabilidad se es 

pobre. El umbral óptimo para lograrlo se puede obtener como veremos más 

adelante en la comparación de los diferentes modelos de Aprendizaje 

Automático. 

Finalmente, como el uso el modelo logit de la librería statsmodels produce 

los mismos resultados a la regresión logística de sklearn, de aquí en adelante, 

solamente se va a usar el modelo de regresión logística para hacer el resto de 

las comparaciones de modelos de Aprendizaje Automático 

5.3. Resultados de las técnicas de Aprendizaje Automático 
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En este apartado se van a comparar los resultados de predicción de los 

modelos de Aprendizaje Automático. En concreto, se comparan la regresión 

logística, el árbol de clasificación y la red neuronal. Para el entrenamiento de 

estos modelos, se ha trabajado con variables tipificadas para facilitar la 

convergencia de los algoritmos. Asimismo, se realiza también un proceso 

simultáneo de optimización de hiperparámetros y de selección de variables3. 

Recordemos que los hiperparámetros son valores de configuración de los 

modelos no obtenidos de los datos, pero cuya elección es crucial en la definición 

del comportamiento de los algoritmos. Los hiperparámetros manipulados en este 

trabajo son: 

- En la regresión logística, la fuerza de regularización (C). 

- En el árbol de clasificación, la profundidad máxima y el número mínimo 

de individuos por rama. 

- En la red neuronal, el tamaño máximo de la capa oculta y la fuerza de 

regularización (alpha). 

Para reducir el número de variables utilizadas en el entrenamiento, la 

función SelectKBest de la librería sklearn permite seleccionar las k mejores 

características de acuerdo con su comportamiento individual en una determinada 

función de puntuación (scikit-learn, 2023). Estas funciones de puntuación son, 

por ejemplo, los estadísticos de contraste de la Chi-cuadrado (‘chi2’) o del 

ANOVA (‘f_classif’), siendo este último el escogido para este trabajo. 

En nuestro caso, en la reducción de la dimensionalidad, se han estudiado 

los resultados de cada modelo con las 15, 20, 25 y 30 variables más relevantes 

de acuerdo con el criterio ‘f_classif’. Por lo general, los modelos obtienen mejor 

tasa de acierto con el mayor número de variables, aunque las mejoras son 

mínimas a partir de cierto número. El mejor número de variables para cada 

modelo se encuentra entre las 25 o 30, dependiendo de la aleatoriedad del 

entrenamiento de los atributos del modelo. El hecho de que todos los modelos 

hayan dado alguna vez 25 como mejor número de variables demuestra la escasa 

suma de información que aportan las variables descartadas. 

De las 38, las 8 variables con peor puntuación en el test ‘f_classif’ han 

sido:  Viv_PagadaOCedida, Ninos_Dep, En_Formacion, Region_Asturias, 

Region_Cantabria, Region_Galicia, Region_Rioja y Niv_Estudios_Medio. 

Cuando el mejor número de variables es 25, las 5 siguientes desechadas son: 

Region_Baleares, Region_CastillaYLeon, Region_Pais_Vasco, 

 

3 Dado que las variables no cuentan con la misma importancia en la predicción, es 
recomendable no incluirlas todas en los modelos de Aprendizaje Automático dado que su 
inclusión puede llegar a entorpecer la convergencia de los algoritmos y ralentizar los 
entrenamientos. 
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Region_Valencia, Estado_Civil_Viudo. Y Niv_Estudios_Medio. Se puede ver 

como salvo en el caso de Edad, las variables más irrelevantes son las mismas 

que se obtuvieron al ver los p-valores en los modelos de elección discreta. 

El entrenamiento de los modelos de Aprendizaje Automático -para cada 

combinación de hiperparámetros y número de variables- se realiza mediante 

validación cruzada con la técnica de k-folding (scikit-learn, 2023). El k-folding 

consiste en dividir los datos de entrenamiento en k subconjuntos e ir empleando 

k-1 de ellos para el entrenamiento del modelo y el restante para validación. Este 

proceso se realiza k veces para cada uno de los subconjuntos y el valor final de 

los parámetros del modelo se calcula como el promedio de los calculados en 

cada iteración. En nuestro caso, k va a ser igual a 10.  

Con el fin de mostrar el proceso de selección conjunta del número de 

variables y del valor de los hiperparámetros, la Ilustración 5.1 representa, para 

la regresión logística, la variación de la tasa de acierto media por cada 

combinación del número de variables y valor del hiperparámetro C. En este caso 

se comprueba que la mejor combinación se produjo para las 25 variables más 

relevantes y el hiperparámetro C con valor 0.1. Se realiza un procedimiento 

análogo de la selección conjunta de número de variables e hiperparámetros para 

el resto de los modelos, pero con una visualización más difícil al contar con un 

mayor número de hiperparámetros. 

 

ILUSTRACIÓN 5.1. TASA DE ACIERTO MEDIA EN LA REGRESIÓN LOGÍSTICA SEGÚN EL NÚMERO DE 

VARIABLES Y EL HIPERPARÁMETRO C 

El entrenamiento de la red neuronal mediante validación cruzada tardó 

alrededor de 25 minutos en finalizar, mientras que el de la regresión logística 

finalizó en menos de 10 segundos y el del árbol de clasificación 40 segundos. La 

gran cantidad de entrenamientos para la selección de los hiperparámetros y el 
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número de variables alarga el cálculo de parámetros que es casi instantáneo en 

los modelos de Econometría de la librería statsmodels.  

Como resultado del entrenamiento de los modelos, las cinco variables más 

relevantes para cada modelo en orden de importancia han sido: 

- Regresión Logística: Sit_Laboral_Parado, Estado_Civil_Divorciado/ 

Separado, Niv_Estudios_Alto, Sit_Laboral_Ocupado y Hacinamiento. 

- Árbol de Clasificación: Sit_Laboral_Parado, Niv_Estudios_Bajo, 

Sit_Laboral_Otros inactivos, Estado_Civil_Casado y Niv_Estudios_Alto. 

- Red Neuronal: Sit_Laboral_Parado, Sit_Laboral_Otros inactivos, 

Region_Canarias, Sit_Laboral_Ocupado y Niv_Estudios_Alto. 

Como se ve, la variable más importante para todos los modelos es la 

situación laboral de parado. Otra variable que se encuentra entre las 5 más 

relevantes de todos los modelos es el nivel de estudios alto. 

El primer criterio que se ha utilizado para comparar los diferentes modelos 

de Aprendizaje Automático está basado en la distribución de la tasa de acierto 

para las 10 iteraciones de la validación cruzada con la mejor combinación de 

hiperparámetros y número de variables (Ilustración 5.2). El modelo que parece 

ofrecer los peores resultados en la validación cruzada es el árbol de clasificación, 

mientras que los mejores los da la red neuronal quedando ligeramente por 

encima de la regresión logística. 

 

ILUSTRACIÓN 5.2. DIAGRAMAS DE CAJAS Y BIGOTES CON LOS RESULTADOS DE LA VALIDACIÓN 

CRUZADA 

Si bien la validación cruzada sirve para medir la eficacia de predicción de 

los modelos de manera robusta, otra forma de analizar la capacidad predictiva 

de cada modelo es empleando los modelos ya entrenados para realizar 



33 

 

predicciones sobre el 30% de datos de prueba aún no utilizados. La tasa global 

de acierto se muestra en la Tabla 5.4. El comportamiento de los modelos es muy 

similar, quedando la red neuronal en primera posición y el árbol de clasificación 

en última. 

 Regresión logística Árbol de Clasificación Red Neuronal 

Tasa global de 
acierto 

81.47% 81.32% 81.50% 

TABLA 5.4. TASAS DE ACIERTO DE MODELOS DE REGRESIÓN LOGÍSTICA, ÁRBOL DE 

CLASIFICACIÓN Y RED NEURONAL 

A pesar de que la tasa global de aciertos puede parecer el indicador más 

importante, este no resulta muy adecuado en muestras de datos no balanceadas, 

como la que tenemos. Con el objetivo de solucionar este problema, la Tabla 5.5 

analiza la tasa de acierto en cada grupo mediante las matrices de confusión de 

los diferentes procedimientos. De las matrices de confusión podemos concluir 

que la red neuronal es el modelo que predice un mayor porcentaje de hogares 

como pobre, con un 7.64% de hogares pobres, frente al 7% y 5.48% de la 

regresión logística y el árbol de clasificación respectivamente, y frente al 20.10% 

de hogares pobres observados. Vemos que el árbol de clasificación es el que 

más tiende a predecir los hogares como no pobres al ser esta la categoría 

mayoritaria por lo que la utilidad de este modelo para predecir quien es realmente 

pobre pierda valor. 

 Predicciones 
Regresión Logística 

Predicciones 
Árbol de 
Clasificación 

Predicciones Red 
Neuronal 

 

Valores 
reales 

 

No 
pobre 

Pobre No 
pobre 

Pobre No pobre Pobre Total 

No pobre 5545 
(77.19%) 

195 
(2.71%) 

5594 
(77.87%) 

146 
(2.03%) 

5523 
(76.88%) 

217 
(3.02%) 

5740 
(79.90%) 

Pobre 1136 
(15.81%) 

308 
(4.29%) 

1196 
(16.65%) 

248 
(3.45%) 

1112 
(15.48%) 

332 
(4.62%) 

1444 
(20.10%) 

Total 6681 
(93%) 

503 
(7%) 

6790 
(94.52%) 

394 
(5.48%) 

6635 
(92,36%) 

549 
(7.64%) 

7184 
(100%) 

TABLA 5.5. MATRICES DE CONFUSIÓN DE MODELOS DE REGRESIÓN LOGÍSTICA, ÁRBOL DE 

CLASIFICACIÓN Y RED NEURONAL 

Relacionados con la matriz de confusión, se definen unos coeficientes que 

también permiten comparar los modelos analizados. El primer coeficiente es la 

especificidad (también llamada precisión en sklearn) que se define como 

𝑒𝑠𝑝𝑒𝑐𝑖𝑓𝑖𝑑𝑎𝑑 =  
𝑇𝑃

 (𝑇𝑃 + 𝐹𝑃)
 

donde 𝑇𝑃(True Positives) son los individuos clasificados como 1 correctamente 

y 𝐹𝑃  (False Positives) los clasificados como 1 incorrectamente. Por ejemplo, 
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para la regresión logística, la especificidad de la pobreza se obtiene como el 

cociente entre 308 y 503 y hace referencia a la proporción de hogares predichos 

como pobres correctamente. 

El segundo coeficiente usado es la sensibilidad o recall, que se define 

como 

𝑠𝑒𝑛𝑠𝑖𝑏𝑖𝑙𝑖𝑑𝑎𝑑 =  
𝑇𝑃

 (𝑇𝑃 + 𝐹𝑁)
 

donde 𝐹𝑁  (False Negatives) son los individuos clasificados como 0 

incorrectamente. Por ejemplo, volviendo a la regresión logística, la sensibilidad 

de la pobreza se obtiene dividiendo 308 entre 1444 e indica la proporción de 

hogares pobres clasificados como pobres. Es equivalente a la tasa de acierto de 

la pobreza usada en la Sección 5.2.  

Mientras que la especificidad permite medir la habilidad del modelo de no 

clasificar un hogar no pobre como pobre, la sensibilidad mide la habilidad del 

modelo para clasificar correctamente a los hogares pobres (scikit-learn, 2023). 

El tercer coeficiente es el valor F1, que es igual a la media armónica de la 

especificidad y la sensibilidad y sirve como término medio de ambas.  

Dado que las etiquetas 0 y 1 se asignan de forma arbitraria, se pueden 

definir los tres anteriores coeficientes intercambiando la etiqueta de los grupos. 

De este modo, en nuestro caso tendremos la especificidad, la sensibilidad y el 

valor F1 tanto para los pobres como los no pobres (véase Tabla 5.6). 

 Regresión Logística Árbol de Clasificación Red Neuronal 

 No 
pobre 

Pobre No 
Pobre 

Pobre No pobre Pobre 

Especificidad 82.99% 61.23% 82.39% 62.94% 83.24% 60.47% 

Sensibilidad 96.60% 21.33% 97.46% 17.17% 96.22% 22.99% 

Valor F1 89.28% 31.64% 89.29% 26.98% 89.26% 33.31% 

TABLA 5.6. PRECISIÓN, SENSIBILIDAD Y VALOR F1 PARA LOS MODELOS DE REGRESIÓN 

LOGÍSTICA, ÁRBOL DE CLASIFICACIÓN Y RED NEURONAL 

Todos los métodos tienen buena precisión y sensibilidad en la predicción 

de si un hogar no es pobre, pero su capacidad de predecir cuándo un hogar es 

pobre es mucho menor. Fijándonos en la sensibilidad, se ve como en el modelo 

con mejores resultados, la red neuronal, menos de la cuarta parte de los hogares 

pobres se predicen correctamente. Esta proporción se va reduciendo hasta llegar 

a menos de la quinta parte en el árbol de clasificación. 
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El último criterio para comparar los modelos va a ser la curva ROC 

(Receiver Operating Characteristic). Esta curva es la representación gráfica de 

la relación entre la especificidad y la sensibilidad para cada umbral de decisión 

posible (Raschka & Mirjalili, 2019). En el caso de modelos sin umbrales de 

clasificación, como los árboles de clasificación, la curva ROC se construye 

generando probabilidades de pertenencia a cada clase y representando la tasa 

de verdaderos positivos (True Positive Rate, TPR) y la tasa de falsos positivos 

(False Positive Rate, FPR). La diagonal de la gráfica ROC corresponde con la 

elección aleatoria y si el modelo va por debajo de ella es que sus estimaciones 

son peores que la elección aleatoria. Cuanto mayor sea el área entre la curva 

ROC y la diagonal o el AUC (Area Under the Curve, con valores de 0,5 a 1) mejor 

clasificador es el modelo (Perrier, 2022). 

Las Ilustración 5.3, la Ilustración 5.4 y la Ilustración 5.5 corresponden a la 

gráfica ROC y su AUC de la regresión logística, el árbol de clasificación y la red 

neuronal. Estas gráficas avalan nuevamente como, aunque todas las curvas 

obtenidas y sus AUC son muy semejantes, el modelo que mejor clasifica es la 

red neuronal, mientras que el árbol de clasificación ofrece los peores resultados. 

El desempeño de la regresión logística (o su equivalente econométrico, el logit) 

queda muy ligeramente por debajo de la red neuronal, siendo no obstante un 

cálculo notablemente más rápido. 

 

ILUSTRACIÓN 5.3. CURVA ROC DE LA REGRESIÓN LOGÍSTICA 
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ILUSTRACIÓN 5.4. CURVA ROC DEL ÁRBOL DE CLASIFICACIÓN 

 

ILUSTRACIÓN 5.5. CURVA ROC DE LA RED NEURONAL 

Otra de las utilidades de la curva ROC es la de servir para identificar el 

umbral de decisión más cercano a la esquina superior izquierda. Este es, el 

umbral de decisión que ofrece la mejor clasificación de variables para la muestra. 

Tomando los umbrales óptimos de cada modelo, hago una nueva predicción de 

datos y comparo la tasa de acierto global, las matrices de confusión y los 

parámetros de clasificación en la Tabla 5.7, la Tabla 5.8 y la Tabla 5.9 

respectivamente. 

Se puede apreciar cómo, si bien se produce un ligero empeoramiento en 

la tasa de acierto global de los modelos, la tasa de acierto de la pobreza o 

sensibilidad de esta variable mejora considerablemente. La cantidad de 

individuos clasificados en cada categoría es mucho más próxima a la cantidad 

real de individuos pobres o no pobres. Desde luego, para muestras de datos 

desbalanceadas como estas, la optimización del umbral de decisión mediante la 

ROC es un paso altamente recomendado. 
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 Regresión logística Árbol de Clasificación Red Neuronal 

Tasa global de 
acierto 

77.66% 78.76% 77.78% 

TABLA 5.7. TASAS DE ACIERTO DE MODELOS DE REGRESIÓN LOGÍSTICA, ÁRBOL DE 

CLASIFICACIÓN Y RED NEURONAL CON EL UMBRAL DE DECISIÓN ÓPTIMO 

 

 

 Predicciones 
Regresión Logística 

Predicciones Árbol 
de Clasificación 

Predicciones Red 
Neuronal 

 

Valores 
reales 

No 
pobre 

Pobre No 
pobre 

Pobre No pobre Pobre Total 

No 
pobre 

4944 
(68.82%) 

796 
(11.08%) 

5118 
(71.24%) 

622 
(8.66%) 

4954 
(68.96%) 

786 
(10.94%) 

5740 
(79.90%) 

Pobre 809 
(11.26%) 

635 
(8.84%) 

904 
(12.58%) 

540 
(7.52%) 

810 
(11.28%) 

634 
(8.83%) 

1444 
(20.10%) 

Total 5753 
(80.08%) 

1431 
(19.92%) 

6022 
(83.83%) 

1162 
(16.17%) 

5764 
(80,23%) 

1420 
(19.77%) 

7184 
(100%) 

TABLA 5.8. MATRICES DE CONFUSIÓN DE MODELOS DE REGRESIÓN LOGÍSTICA, ÁRBOL DE 

CLASIFICACIÓN Y RED NEURONAL CON EL UMBRAL DE DECISIÓN ÓPTIMO 

 

 

 Regresión Logística Árbol de Clasificación Red Neuronal 

 No 
pobre 

Pobre No 
pobre 

Pobre No pobre Pobre 

Precisión 85.93% 44.37% 84.99% 46.55% 85.95% 44.65% 

Sensibilidad 86.13% 43.98% 89.16% 37.40% 86.31% 43.91% 

Valor F1 86.03% 44.17% 87.03% 41.48% 86.13% 44.28% 

TABLA 5.9. PRECISIÓN, SENSIBILIDAD Y VALOR F1 PARA LOS MODELOS DE REGRESIÓN 

LOGÍSTICA, ÁRBOL DE CLASIFICACIÓN Y RED NEURONAL CON EL UMBRAL DE DECISIÓN ÓPTIMO 
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6. CONCLUSIONES 

Este trabajo compara diferentes técnicas para predecir si un hogar es 

pobre o no. Para ello se parte de una aproximación unidimensional a la pobreza, 

teniendo en cuenta la renta de los hogares, y considerando los factores más 

empleados en la literatura de la predicción de la pobreza. Estos factores han sido 

características regionales y características propias del hogar y de la persona de 

referencia; disponibles en la Encuesta de Condiciones de Vida del año 2022, que 

ha sido la fuente de datos empleada. 

Las técnicas de predicción utilizadas proceden tanto del ámbito de la 

Econometría como del Aprendizaje Automático e incluyen el modelo logit o 

regresión logística, el modelo probit, el árbol de clasificación y la red neuronal. 

En su aplicación, se han empleado las librerías de Python statsmodels para los 

modelos econométricos y sklearn en los provenientes del ML. 

Los resultados han servido para comprobar que los modelos logit y probit 

ofrecen prácticamente los mismos resultados. También han servido para mostrar 

que no existe ninguna diferencia entre los resultados del modelo logit y su 

homólogo del Aprendizaje Automático, la regresión logística. 

Para el entrenamiento de los modelos de Aprendizaje Automático se ha 

hecho uso de la tipificación de variables, reducción de la dimensionalidad, 

selección de hiperparámetros y validación cruzada. Se han utilizado diferentes 

criterios para comparar los resultados. En concreto, la tasa de acierto media de 

la validación cruzada; la tasa de acierto global; la matriz de confusión; diferentes 

medidas obtenidas a partir de la matriz de confusión como la sensibilidad, la 

especificidad o el valor F1 y la curva ROC y su AUC. 

Todos los modelos estudiados han obtenido tasas de acierto globales 

relativamente similares, algo superiores en la red neuronal. Sin embargo, ningún 

modelo es capaz de obtener buenos datos al clasificar los hogares como pobres 

debido al desbalance en la distribución de la variable dependiente utilizando un 

umbral de decisión que considera que hay el mismo número de hogares pobres 

como no pobres. La solución a esta última arbitrariedad en la selección del 

umbral pasa por el ajuste del umbral de decisión gracias a la curva ROC, 

obteniendo unos resultados en los que la tasa de acierto de la pobreza mejora 

hasta unos niveles igualmente insatisfactorios, pero considerablemente mejores. 

Vistos los resultados obtenidos, el modelo logit o de regresión logística 

sigue siendo una de las mejores opciones para predecir si un hogar es pobre o 

no, tanto en la Econometría como en el Aprendizaje Automático. Sus principales 

ventajas son la rapidez de su cálculo y la gran interpretabilidad que ofrecen sus 

coeficientes.   
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La red neuronal ofrece los mejores resultados en casi todas las pruebas, 

luego parece la opción superior. No obstante, algunos de los inconvenientes de 

este modelo son su gran tiempo de cálculo y su empleo de considerables 

recursos computacionales. Es también un modelo opaco o de caja negra, en el 

que no es posible interpretar en detalle cómo es que se toman las decisiones. 

En el polo opuesto se encuentran los árboles de clasificación, los cuales si bien 

han dado los peores resultados en la predicción son los modelos que ofrecen 

una mayor interpretabilidad gracias al diagrama de árbol que construyen. 

Como conclusión, si bien los modelos de Aprendizaje Automático son los 

más indicados para predicciones de gran exactitud para grandes muestras de 

datos (Varian, 2014), en problemas donde la interpretabilidad juega un papel 

relevante y las muestras de datos son relativamente pequeñas, los métodos 

econométricos aún son de gran utilidad. La mejora en la predicción de las redes 

neuronales no compensa la pérdida de interpretabilidad que suponen frente a los 

resultados que ya ofrecía el modelo logit; y los árboles de clasificación, si bien 

suponen otra forma de interpretar los datos, dan resultados peores que los de la 

regresión logística. 

Una idea importante del Aprendizaje Automático es que el promedio de 

muchos modelos pequeños tiende a ofrecer mejores predicciones fuera de 

muestra que la elección de un único modelo. Así, en los últimos años están 

surgiendo diversos modelos diseñados desde una perspectiva econométrica 

para aprovechar el mejor resultado de predicción de los modelos del Machine 

Learning que mantienen la interpretabilidad clásica de los modelos 

econométricos. Ejemplos de estos modelos son el GAMMLA de Flachaire (2022) 

o el PLTR de Dumitrescu (2020), que pueden abrir nuevas líneas de 

investigación en la predicción de la pobreza.  
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